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Autoregressiivsed peidetud Markovi mudelid
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peatiikis antakse lilevaade peidetud Markovi mudelist ning autoregressiivsest peidetud Markovi
mudelist ning nende hindamise meetoditest. TO00 kolmandas peatiikis vorreldakse
simulatsioonide abil, kuidas kaituvad need meetodid juhul, kui tegu on andmetega, mis
tegelikult vastavad mingile autoregressiivsele peidetud Markovi mudelile. Lisaks tehakse 1dbi
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Sissejuhatus

Markovi ahelad on statistikas tuntud juhuslikud protsessid, mis kirjeldavad juhuslike suuruste
ehk seisundite muutumist ajas. Markovi ahelad rahuldavad nn Markovi omadust: fikseeritud
oleviku Kkorral tulevik ei soltu minevikust. Markovi ahelate teooriat alustas Andrei Markov 20.
sajandi alguses. Kdoige klassikalisem Markovi ahel on selline, kus vaatlused on juhusliku

protsessi seisundid, mis on antud igal diskreetsel ajahetkel ¢t.

Vahel voivad aga ajas muutuvad juhuslikud suurused olla sellised, mille vaatlused ise pole
Markovi ahela seisundid. Vaatlused on hoopis sellised, mis sdltuvad mingitest seisunditest, mis
meile pole ndhtavad. Seejuures saame eeldada, et need seisundid rahuldavad Markovi omadust
ning vaatlus ei soltu teistest vaatlustest (kui on teada, millises seisundis Markovi ahel vastava
vaatluse tekkimise ajal oli). Selliste varjatud seisunditega protsessi nimetatakse peidetud
Markovi mudeliks. Peidetud Markovi mudeli teooriat tutvustasid L. E. Baum ja tema kolleegid

1960. aastatel ning see on tdnapéeval laialt levinud nt kdnetuvastuses ja bioinformaatikas.

Nagu 6eldud, on peidetud Markovi mudelite oluliseks eelduseks see, et vaatlus sdltub vaid
vastava ajahetke peidetud seisundist, kuid mitte teistest vaatlustest. Praktikas voib aga esineda
olukordi, kus selline eeldus pole tdidetud, vaid vaatlus soltub ka nditeks talle eelnevast
vaatlusest. See voib tihendada, et tavapérased peidetud seisundite leidmise meetodid ei anna
haid tulemusi. Sellisel juhul meenutavad vaatlused justkui autoregressiivset aegrida, kus mudeli
parameetrid sOltuvad vastava ajahetke peidetud seisundist. Sellist mudelit nimetatakse
autoregressiivseks peidetud Markovi mudeliks ning sellele pani aluse J. D. Hamilton 1980.

aastate 10pus.

Kéesoleva magistritod eesmirk on tutvuda tavalise peidetud Markovi mudeli ning
autoregressiivse peidetud Markovi mudeli hindamise meetoditega ning voOrrelda nende
tookindlust juhul, kui vaatluste sdltuvust ei tingi mitte ainult varjatud Markovi ahel. T66
esimeses peatiikis antakse iilevaade peidetud Markovi mudelist ning selle hindamiseks
vajaminevatest etappidest. Teises peatiikis tutvustatakse autoregressiivset peidetud Markovi
mudelit ning selle hindamise meetodit. T66 kolmandas peatiikis vorreldakse simulatsioonide
abil, kuidas kéituvad vastavad meetodid juhul, kui tegu on andmetega, mis tegelikult vastavad
mingile autoregressiivsele peidetud Markovi mudelile. Samuti uuritakse kahe meetodi sobivust

teise podlvkonna sekveneerimisandmetete analiilisimiseks. Lihtsuse huvides Kkésitletakse



autoregressiivseid peidetud Markovi mudeleid vaid juhul, kui autoregressiivse protsessi

kordajaid on ainult 1.

Magistritéo on vormistatud tekstitootlusprogrammiga MS Word. Praktiliste simulatsioonide ja
ndidete ldbiviimiseks on kasutatud statistikatarkvara R. Simuleerimiseks kasutatud

programmikoodid on esitatud t66 lisas.

Autor tdnab juhendajat Méart Molsi magistritood puudutavate asjalike nduannete ja markuste

eest.



1 Peidetud Markovi mudelid

1.1  Sissejuhatus Markovi mudelitesse: diskreetse ajaga Markovi ahelad

Jargnev alapeatiikk tugineb Meelis Kédriku 2014. aasta loengukonspektile Oppeaines

,Juhuslikud protsessid®.

Juhusliku protsessi all mdistetakse juhuslike suuruste peret {X(t): t € T}, mille iga liige {X(¢t)}
on juhuslik suurus. Eeldame, et kdik juhuslikud suurused {X(t)} on méératud iihel ja samal
toendosusruumil (Q,F,P). Parameeter t on reaalarvuline muutuja, mida tavaliselt
tolgendatakse ajana, ning hulka T nimetatakse juhusliku protsessi indekshulgaks. Kui T on
loenduv hulk, 6eldakse, et juhuslik protsess on diskreetse ajaga protsess. Edaspidi téhistame

juhuslikku suurust ajahetkel t kui X;.

Juhuslike suuruste jada {X;}, kus t vdib omada 16pliku v&i loendava arvu vaartusi, nimetatakse
Markovi ahelaks, kui kehtib

P(Xe =j | Xo =ko, X1 = kq, e, Xem1 = ke—1) = P(Xp = J | Xeoq = keo1),

st fikseeritud oleviku korral tulevik ei sdltu minevikust (Markovi omadus). Seisundi X,
voimalikke vaartusi 1, 2, ..., N nimetatakse Markovi ahela seisunditeks ehk olekuteks. Markovi
ahela struktuur on skemaatiliselt esitatud joonisel 1.1.

""" —{Xe (e

Joonis 1.1. Markovi ahela struktuur

Markovi ahelatega tegeledes on olulisel kohal iileminekutdendosused seisundist i

seisundisse j:
PXe =Jj | Xe-q = 0).

Kui need toendosused ei sdltu ajahetkest t, siis nimetatakse Markovi ahelat homogeenseks.
Kéesolevas magistritoos on edaspidi eeldatud, et tegeleme vaid homogeensete Markovi

ahelatega. Sellisel juhul saame tileminekutdendosused tdhistada kui
a;; = P(X: =j | X¢—q1 = 10),

kusjuures lileminekumaatriks A on defineeritud kui maatriks, mille element (i, j) on a;;.



Uleminekutdeniosuste jaoks kehtivad omadused
a; j >0 Vi, ] )
Z aij =1.
J
Téhistame Markovi ahela algseisu tdendosusjaotuse kui 77; = P(X; = i) Vi.

Niide 1.1. Uks levinumaid niiteid Markovi ahelate selgitamiseks on lihtsustatud ilma mudel.
Oletame, et homne ilm soltub ainult tdnasest ilmast, kuid mitte varasematest paevadest. Samuti
oletame, et igal pdeval on kolm erinevat vdimalikku ilma — sajune (seisund 1), pilvine (seisund

2) ja paikseline (seisund 3). Olgu iileminekumaatriks A naiteks

0.5 02 03
A=103 0.6 0.1f
0.2 01 0.7

siis juhul, kui tdna on pdikseline ilm, on homme tdendosusega 0.2 sajune ilm. Samuti saame

vélja arvutada néiteks tdendosuse, et jirgmise 3 pdeva ilm on paikseline-pilvine-sajune:
P(X;=3,X,=3,Xs=2X,=1) =
=P(X, =3)-P(X, =3|X;, =3) - P(X3=2|X, =3) - P(X, = 1|X5 = 2) =
T3 Q33 Q35 - Ay; = 1-0.7-0.1-0.3 =0.021.

Antud Markovi ahelat iseloomustab alljargnev skeem:

paikseline

Joonis 1.2. Markovi ahela tileminekutoenciosused ndiites 1.1



1.2  Peidetud Markovi mudeli definitsioon

Seni vaatasime Markovi mudeleid, kus iga seisund vastas mingile vaadeldavale siindmusele.
Niitid laiendame kontseptsiooni aga Markovi mudeliteni, kus vaadeldavad suurused on
seisundist s6ltuvad juhuslikud suurused, kuid seisundid ise pole vaadeldavad. Saadavat mudelit
nimetatakse peidetud Markovi mudeliks (Hidden Markov Model, edaspidi ka HMM). Sellisel
juhul on iga vaatlus sdltuv vastava ajahetke peidetud seisundist. Seisundite jada on eelduste
kohaselt Markovi ahel, mille praegune seisund sdltub ainult eclmisest. (Rabiner L. R., 1989, Ik
259)

Niide 1.2. Oletame endiselt, et homne ilm soltub ainult tdnasest ilmast, kuid mitte varasematest
péevadest. Samuti oletame, et igal pdeval on kolm erinevat vdimalikku ilma — sajune (seisund
1), pilvine (seisund 2) ja pdikseline (seisund 3). Muutunud on aga see, et oleme akendeta toas
ning ilma seisund on meie jaoks varjatud. Ndeme ainult seda, kas tuppa tuleval inimesel on
kaasas vihmavari voi mitte. Seega peidetud seisundid on sajune, pilvine, piikseline ning

seisundist sdltuvad vaatlused on vihmavari (V) ja vihmavarju puudumine (P).

Pérast t pdeva mo6dumist on meil vaatluste jada Y = {V;, ..., Y;}, nditeks {V,V, P,V, P}, ning
iga vaatlus sdltub peidetud seisundite ahelast X = {Xj, ..., X;}, kus X;e{1,2,3}. Meie soovime
leida kdige tdendolisemat seisundite jada X vaatluste jada abil. Sellist peidetud Markovi ahelat

iseloomustab jargnev skeem:

0.2

@j,\( paikseline
P(V|X=3

Joonis 1.3. Peidetud Markovi mudeli skemaatiline esitus ndite 1.2 puhul
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Peidetud Markovi mudelite pdhialuseid ja teooriat tutvustasid L. E. Baum ja tema kolleegid

algselt juba 1960. aastatel (vt nt Baum & Petrie, 1966). Kuna tol ajal ei suudetud seda meetodit

arvutusliku keerukuse tottu praktikas kasutada, hakkasid peidetud Markovi mudelid rohkem

kasutust leidma alles 1980ndatel. Uhena esimestest kirjutasid Rabiner, Huang ja nende

kolleegid artikleid selle kohta, kuidas peidetud Markovi mudeleid rakendada kdnetuvastuses
(vt nt Rabiner, 1989). Ténapdeval leiab HMM kasutust paljudes valdkondades: lisaks

konetuvastusele nditeks ka kéekirja tuvastamises, majanduses, bioinformaatikas, geneetikas

ning isegi muusikateoorias.

Peidetud Markovi mudelit iseloomustavad jargmised komponendid (Rabiner L. R., 1989, Ik
260-261):

1)

2)

3)

4)
5)
6)

N, seisundite arv mudelis. Tahistame seisundite klassi kui X = {1, ..., N}, seisund
ajahetkel t olgu X,.

M, vaadeldavate juhuslike suuruste Y; voimalike véértuste arv juhul, kui vaatlused on
diskreetsed juhuslikud suurused. Tahistame sel juhul vdimalikud vaatlused Kkui
Y ={y, ... ymu}

T, vaatluste jada pikkus. Seisundite jada ja vaatluste jada saab kirja panna Kui
(X1, ... Xr}ja{¥y, ..., Yr}

Seisundite lileminekutdendosuste maatriks A = {a;;}, kus a;; = P(X; = j | X, = 1).
Algne seisundite jaotus w = {m;}, kusm; = P(X; =i), 1<i<N.

Vaatluste jaotus seisundis i (juhul, kui vaatlused on diskreetsed juhuslikud suurused),
B = {b;(k)}, kus b;(k) = P(Y; = y,|X, = ).

Kui vaatlused on pidevad juhuslikud suurused, siis tahistame b;(y) = fy, (y|X; = i) kui
tingliku tdendosusfunktsiooni juhul, kui X, =i. Kodige tavapdrasem on pidevate

vaatluste korral eeldada normaaljaotuste segu:

M
bl(y) = Z ijN(ﬂjm; z:jm)'
m=1

kus Cj, on m. jaotuse kaal seisundis j.Koik Cj, on mittenegatiivsed ja
m=1Cm =1, 1<j <N. Parameetrid p;, ja Z;, on m. jaotuse keskvirtus ja

dispersioon seisundis j.

Mingi konkreetse peidetud Markovi mudeli mairavad kolm mudeli suurust ja vaatluste arvu

iseloomustavat parameetrit (N, M, T) ja kolm hinnatavat parameetrit (4, B, ). Edasise lihtsuse



huvides tédhistame viimase parameetrite komplekti kui 4. Kui Markovi ahelal {X;} on N erinevat

voimalikku seisundit, siis nimetatakse mudelit N-seisundiliseks peidetud Markovi mudeliks.

Peidetud Markovi mudeli korral avalduvad vaatluste ja seisundite tdendosused jargmiselt
(Zucchini & MacDonald, 2009, Ik 30):

P(X¢lXy, o) Xioq) = P(X¢|Xe—1), t=23,..
P(YelYy, ..., Vo1, X1, ., Xp) = P(Yi|Xy), t €N.

Joonisel 1.4 on kujutatud skemaatiline esitus HMM-i struktuurist. Mudel koosneb kahest osast:
esiteks peidetud seisunditest, mis rahuldavad Markovi omadust, ja teiseks seisundist soltuvate
vaatluste protsessist. Kui seisund X, on teada, siis vaatluse Y; jaotus sdltub (tavalise peidetud
Markovi mudeli korral) ainult seisundist X, ja mitte eelnevatest seisunditest ega vaatlustest. 2.
peatiikis vaatame autoregressiivseid peidetud Markovi mudeleid, kus Y; jaotus voib soltuda ka

eelnevatest vaatlustest.

Joonis 1.4. Peidetud Markovi mudeli struktuur

Rabineri sonul tuleb selleks, et peidetud Markovi mudelit rakendada saaks, lahendada
koigepealt kolm pdhilist probleemi. Need voib sonastada jargnevalt (Rabiner L. R., 1989, Ik
261):

1) Kui on antud vaatluste jada Y = {Y;, ..., Y7} ja mudel 1 = (4, B, ), kuidas arvutada
efektiivselt P(Y|1)?

2) Olgu antud vaatluste jada Y = {Y;, ..., Y7} ja mudel A. Kuidas valida sobivat seisundite
jada X = {X, ..., X7}, mis oleks mingis mottes optimaalne (St kirjeldaks vaatlusi koige
paremini)?

3) Kuidas kohandada mudeli parameetreid 1 = (4, B, ), et maksimiseerida P(Y|41)?

10



Esimene probleem on hindamise probleem: kuidas hinnata antud vaatluste jada ja mudeli korral
toendosust, et vaatlus vastab just sellisele mudelile? Seda tdoendosust voib vaadata ka kui mudeli
headusele skoori andmist. Sellisel juhul valime mitme mudeli seast sellise, mis sobib kdige

paremini meie vaatlustele.

Teise probleemi lahendamiseks tuleb leida mudeli peidetud osa, st leida ,,0ige* seisundite jada.
Kui meil pole just enda genereeritud andmed, siis ei saagi ,,0iget™ seisundite jada teada olla.

Praktikas kasutatakse probleemi lahendamiseks seetdttu optimaalsuse kriteeriumit.

Kolmanda probleemi lahendamiseks tuleb hinnata mudeli parameetrid selliselt, et saaksime
vaatluste jada kdige paremini kirjeldada. See tihendab, et tuleb leida parameetrite véartused,
mis maksimeeriksid tdoepdra P(Y|4). Olemasolevat vaatluste jada kasutame justkui

treeningandmetena.

Jargnevalt vaatamegi, milliste meetoditega on voOimalik Rabineri sOnastatud probleeme

lahendada.

1.3 Esimese ja kolmanda probleemi lahendus

Alapeatiikkide 1.3 ja 1.3.1 kirjeldamisel on autor tuginenud Rabineri artiklile (Rabiner L. R.,
1989, Ik 262, 264).

Uurime, kuidas leida optimaalsete parameetritega mudelit, mis sobiks vaatluste jadaga kdige

paremini. Esiteks leiame viisi, kuidas voimalikult efektiivselt arvutada P(Y|A1).

Tahame arvutada vaatluste jada Y = {V;, ..., Yr} tinglikku tdendosust mudeli A = (4, B, m)
korral, st P(Y|4). Kdige otsesem viis seda teha on nummerdada koik voimalikud seisundite
jadad pikkusega T. Olgu iiks selline fikseeritud seisundite jada X = {X;, ..., X7}, kus X; on

esialgne seisund. Vaatluste jada Y toendosus sellise seisundite jada X korral on

T
PIX ) = | [Pl D),
t=1

sest oleme eeldanud vaatluste soltumatust. Seega saame

P(Y|X,2) = bx1 Yy - bx2 Y) - .- bXT(YT)'

11



kKus by, (Y:) on tinglik tdendosus niha vaatlust Y; seisundi X, korral.
Fikseeritud seisundite jada X tdendosuse saame kirja panna kui
P(Xl/l) = ﬂXlaxlxz aX2X3 aXT_le,

kus my, on tdendosus olla ajahetkel 1 algseisundis X; ning ay,  x, on tdendosus liikuda

seisundist X,_; seisundisse X;.
Tdendosus, et X jaY esinevad iiheaegselt, on lihtsalt nende kahe tdendosuse korrutis:
P(Y,X|A) = P(Y|X,A) P(X|A).

Kui tahame arvutada Y tdendosust konkreetse mudeli korral, siis peame summeerima eclneva

toendosuse lile kdigi voimalike seisundite jadade X, seega

P(Y[A) = Z P(Y|X,)P(X|A) = Z 7TX1bX1(Y1)aX1X2bX2(Y2) ---aXT_lXTbXT(YT)-
kdik X kdik X

Sellise otsese arvutusmeetodi korral oleks meil vaja teha 2T - N7 tehet, sest igal ajahetkel t =
1,2, ...,T on N vdimalikku seisundit, jirelikult on kokku N7 vdimalikku seisundite jada X. lga
sellise jada jaoks on vaja teha 2T korrutustehet, et saada vajalikku liidetavat kogusummasse.
Selline arvutus laheks liiga mahukaks isegi véikeste N ja T korral, nt N = 5jaT = 100 korral
peaksime tegema 2 - 100 - 51%° ~ 1072 tehet. Parem on kasutada meetodit, mida nimetatakse

forward-backward meetodiks.

1.3.1 Forward-backward meetod

Defineerime forward-muutuja a, (i) kui tdendosuse, et mudeli A korral tekib osaline vaatluste

jada ajahetkeni t (st Y;,Ys, ..., Y;) ja ajahetkel t on seisund i, st
a,(i) = P(Yy, Yy ., Vi, X, = 0 |).
Saame a, (i) leida induktiivselt:
1) Algvéértustamine:
a;() =Py, X, =i |0)=PW|X, =i,A) - P(Xy = i) =m;by(Y;), 1<i<N

12



2) Induktsioon:
at+1(i) = P(Ypyz; v Yo, Xegp1 =10 M) = P(Yt+1|Y1; v Y, Xey1 = 0) -
. P(Yl, ""Yt’ Xt+1 = l) = P(Yt+1|Xt+1 = l) . P(Xt+1 == ilYl, ey YL’) * P(Yl, . YL') =

N
P(Yt+1|Xt+1 =1) z P(Xt+1 = i|Y1: ooy Yo, Xt :f) : P(Yp ooy Y| Xe :j) : P(Xt :j) =
Jj=1

N
= PWeralXenr = D+ ) PXewr = 11X = ) - PCHh, o, Vel = ) - P(Xe = ) =
j=1

N

2 : . 1<t<T-1,
= b;(Yr41) ajiat(l) ) 1<i<N (1.1)
j=1 -

Idee a;(j) induktiivse arvutamise taga on jargmine: kuna a.(j) on tdendosus, et korraga
esinevad vaatluste jada Yy, ..., Y; ja ajahetkel ¢ esineb seisund j, siis korrutis a.(j)a;; niitab
toendosust, et korraga esinevad vaatluste jada Y7, ..., Y; jaajahetkel t 4+ 1 esinevasse seisundisse
i joutakse ajahetkel t esinevast seisundist j. Summeerides selliseid korrutisi iile koigi voimalike
N seisundi ajahetkel t, saame tdendosuse, et ajahetkel t 4+ 1 oleme seisundis i. Seejarel saame
leida @, (i) véidrtuse, korrutades saadud summa tdendosusega, et seisundi i korral esineb

vaatlus Y., st b; (Yes1).

Kui oleme leidnud iga ajahetke t ja seisundi i jaoks a;(i) véartuse, saame nende abil leida

vaatluste jada Y = {Y;, ..., Y7} tdendosuse mudeli A korral:

N

P(Y|A) = Z ar ().

=1

Kuna definitsiooni kohaselt ajahetke T forward-muutujad on a;(i) = P(Yy,Ys, ..., Y5, Xp =

i|A), siis toendosus P(Y|A) on lihtsalt koikide a (i) summa (kus 1 < i < N).

Vaadates niitid P(Y|4) arvutamiseks vaja ldinud tehete arvu, ndeme, et peame tegema kdigest
N2T arvutust, mitte 2TNT nagu otsese definitsiooni puhul. Seega N =5, T = 100 korral

liheks 1072 arvutuse asemel vaja kdigest u 3000 tehet.

Samamoodi nagu tegutsesime a, (i) puhul, saame konstrueerida ka backward-muutuja S; (i),
mis on tdendosus, et ajahetkel ¢t antud seisundi i ja mudeli A korral esineb osaline vaatluste jada

ajahetkest t + 1 kuni 16puni:
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Be(®) = P(Yerq, Yeuos o, Y| Xe = 1, ).
Ka B (i) saame arvutada induktiivselt, kuid alustame ajahetkest T ning liigume n-6 ajas tagasi:

1) Algvéirtused:
Br()=1, 1<i<N
2) Induktsioon:

N
ﬁt(i) = P(Yt+1'Yt+2' ---;YT|Xt = i,/l) = 2 P(Yt+1; Yiyo ---'YT|Xt =1,Xt41 = ]) :
j=1

: P(Xt+1 =j|Xt =i)=
N
= Z P(Yt+1|Yt+2» v Y, X = 0, X yq =j) ) P(Yt+21 "-rYT|Xt+1 =j) :
j=1

'P(Xt+1 =j|Xt =1i)=

N
. t:T—l,T_Zy--'lll
= Z aijbj(Yt+1)ﬁt+1(])' 1<i<N.

j=1

Algviaartustamise samm seab ajahetkel T koikide i korral (i) vaartuseks 1. Induktsiooni
samm nditab, et selleks, et olla ajahetkel t seisundis i ja leida tdendosust, et esineb vaatluste
jada Yiyq, Yo, ..., Yr, peame arvesse votma koiki vdimalikke seisundeid ajahetkel t + 1,
tileminekutdendosust seisundist i seisundisse j; samuti tdendosust, et seisundi j korral esineb
vaatlus Y;,;, ning seejarel arvestama eelnevaid vaartusi S;,1(j). Ka backward-muutuja

viirtuste arvutamiseks liheb vaja N2T tehet.

1.3.2 Baum-Welchi meetod

Peidetud Markovi mudelite kolmas ja kdige keerulisem probleem on kirjeldada meetodit,
millega leida parimad mudeli parameetrid (4, B, ). Selleks ei ole analiiiitilisi vahendeid. Kui
meil on antud treeningandmetena mingi 10pliku pikkusega vaatluste jada, siis pole optimaalset
voimalust, kuidas mudeli parameetreid hinnata. Me saame valida A = (4, B, ) selliselt, et
P(Y|A) on lokaalselt maksimeeritud, kasutades nditeks alljargnevat Baum-Welchi meetodit.
Baum-Welchi meetod tugineb idee poolest EM algoritmile (Expectation-maximization

algorithm), mis on iteratiivne meetod suurima toepéra leidmiseks.
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Defineerime alustuseks suuruse &.(i,j), mis on tdendosus, et antud mudeli ja vaatluste jada

korral oleme ajahetkel t seisundis i ja ajahetkel t + 1 seisundis j, st

Et(i;j) = P(Xt =1,X¢41 =j|Y,/1)-

Forward-backward-muutujate abil saame &,(i, j) kirjutada ka kujul

£.(i,)) = P(Xe =1, Xe41=J,YI2) _
_ P(Yl, ...,Yt,Xt = lll) . P(Yt+1, ""YT’Xt-I-l =]|Xt = l,){) _
B P(Y|2)

_ P(Yy, .., Yo, Xe = U|A) - PV, oo, Yo Xe = 6, Xpyq = J,A) - P(Xpyq = jIX = 0)
P(Y|A)

_ P(Yp oy Yo, Xp = iM) : P(Yt+1|Xt+1 =/ /1) : P(Yt+2' ---'YTl Xev1 =), A) - P(Xt+1 = let = i)

P(Y|A)
_ a.(D)a;ibj(Yer1)Ber1 () _ a.(D)a;ibj(Yei1)Ber1 () (1.2)
P(Y[A) 11¥=1 Z{V=1 ap (k) ay by (Vo) Besr (D) .

Jargmisena defineerime suuruse y,(i) kui tdendosuse, et oleme ajahetkel t seisundis i, kui

teame vaatluste jada Y ja mudelit A:
ye() = P(X, = i|Y, A).
Suuruse y; (i) saame avaldada forward-backward-muutujate kaudu:

P(Xt = l,YlA) _ P(Yl, ""Yt'Xt = lll) . P(Yt+1, ""YTIXt = l,/l) _
P(Y|D) P(Y|2)

ye(@) =

_ @B _ B
PYID L a(DAG)

ning y; (i) ja &:(i,j) omavaheline suhe avaldub kui

N
ye(@ = Z §e(6,)).

J
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Kui summeerime y, (i) iile indeksi t, saame suuruse, mida voib interpreteerida kui oodatud arv
kordi, mil peidetud Markovi ahel on seisundis i, voi kui oodatav iileminekute arv seisundist i.
Summeerides suurust &.(i,j) tle indeksi t, vdime seda interpreteerida kui oodatavat

tileminekute arvu seisundist i seisundisse j.

Seega nende kahe interpretatsiooni abil vdoime anda peidetud Markovi mudeli parameetrite

timberhindamiseks jargmise algoritmi:

1) m, = [oodatav téendosus olla ajahetkel t = 1 seisundis i] = y; (i) (1.3)
—_ __ oodatav iileminekute arv seisundist i seisundisse j __
oodatav lileminekute arv seisundist i

= Tz_fft(l;])/il Ye (D (14
t=1 t=1

oodatav arv kordi, kui esineb seisund j ja vaatlus
3) b](k) — J] Yk —

oodatav seisundi j esinemise arv

IR0 /Z a0 (1)

0St=<T
Yt =Yk

Antud algoritmi jirgi saab b;(k) hinnangud leida juhul, kui vaatlused Y on diskreetsed

juhuslikud suurused.

Kui defineerime ithe mudeli 4 = (4, B,m) ja arvutame valemite (1.3)-(1.5) jargi vastavad

suurused ning seejirel defineerime iimberhinnatud mudeli kui A = (4, B, ), siis on tdestatud
(Baum & Sell, 1968), et kas

a) esialgne mudel A defineerib tdepirafunktsiooni kriitilise punkti, sellisel juhul 2 = A, véi
b) mudeli A tdepéra on suurem kui mudelil A ehk P(Y|1) > P(Y|2), st uus mudel A sobib

vaatluste jadaga paremini kui eelmine.

Kui kasutame eelnevalt vilja toodud algoritmi iteratiivselt ja hindame parameetreid jarjest
uuesti, saame parandada tulemust kuni mingi punktini. Loplik tulemus on peidetud Markovi
mudeli suurima tdepdra hinnang. Tuleb vélja tuua, et forward-backward algoritm viib ainult
lokaalse maksimumini ja paljude juhtumite korral on optimiseeritaval avaldisel palju lokaalseid
maksimume. Lisaks voib algoritmi kasutamisel tekkida arvutuslik probleem, mida on voimalik

lahendada skaleerimisega.
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1.3.2 Skaleerimine

Jargnev alapeatiikk pohineb Rabineri artiklil (Rabiner L. R., 1989, Ik 272) ning Rahimi
parandustel (Rahimi, 2000).

Vaatame uuesti valemit (1.1):

N
at+1(i) = lz at(i)aji bi(Yt+1)' 1<i<N
=1 T

Kui vaadata, kuidas «, (i) induktsiooniga eelmiste védrtuste abil arvutatakse:

a, (i) = m; - by(Y),

N N

ay(j) = [Z ay (D) - a;j] - bi(Yy) = [Z m; - bi(Y1) - a;;] - bj(Y2),
i=1 i=1
[ N ] N N
@300 = | Y @a(age [ b = [ D 1Y m bi(h) - ayj] - by(6)aze | be(¥a),
=1 ] =i

r N

a,(l) = Z as(k)ay | b (Yy) =

Lk=1 |
) [Z [Z[Z mi - bi(1) - aij] - b (Vo) gy | bic(Ys)ase | bi(Ya),
k=1

j=1 i=1

siis ndeme, et igal ajahetkel t on a, (i) arvutamiseks vaja liita kokku Nt~ liidetavat, kusjuures
igas liidetavas korrutame omavahel (t — 1) erinevat maatriksi A = [a;;] elementi ja t maatriksi
B = {b;(k)} elementi. Kuna iga A ja B element on tavaliselt tihest tunduvalt viiksem, siis t
suurenedes hakkab a, (i) véartus eksponentsiaalselt nullile 1ihenema. Piisavalt suure t puhul ei
suuda arvuti enam a,(i) vairtust arvutada. Seega ainuke voimalus a; (i) vaértust leida on

kasutada mingisugust skaleerimisprotseduuri.

Pohiline skaleerimisvote, mida «,(i) puhul kasutatakse, on a,(i) korrutamine mingi
koefitsiendiga, mis soltub ainult indeksist ¢ ja ei soltu i-st. Eesmérk on hoida skaleeritud
vadrtusi sellises vahemikus, millega arvuti tehteid suudab teha. Sarnane skaleerimine tehakse

ka B (i) koefitsientidele ning seejérel arvutuskdigu 10pus skaleeritud koefitsiendid taanduvad.
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Rabineri artiklis toodud valemid «a, (i) skaleerimiseks (Rabiner L. R., 1989, Ik 272) on pisut
eksitavad ja S; (i) jaoks puuduvad iildse. Seeparast on autor siin alapeatiikis edaspidi lahtunud
Ali Rahimi korrektuuridest (Rahimi, 2000).

Vaatame lileminekutdendosuste a;; iimberhindamise valemit (1.4) forward- ja backward-

muutujate kaudu:

e PHEA(H)) _ P A(H)) _ ity a;(D)a;jbj(Ye11)Bes1() /P(Y]A) _
Y Z:=_11 Ye(@ 2{511 Z¥=1 (i, k) {=1 Zﬁ=1 a (Db (Yer1)Bee1 (k) /P(Y]A)

ot ap(Dagb; (Ye1) Besr ()
t=1 211¥=1 a (D) aibi (YVer1)Brr (k)

Teame valemit a, (i) arvutamiseks (1.1). Niiid leiame iga t korral @; (i) selliselt, et

&0 == a0, (1.6)
j=12:()

Rekursioonisammud nievad vilja jargmised:

1) a; (i) = a;(i)
2) @) =X @ (Daiibj(Yeyy), 1<t<T-1 (1.7)

1
8) Cev1 = YN @)

(1.8)
4) a1 () = oy @1 (D)

Niitame, miks sellised rekursioonisammud soovitud tulemuse (1.6) annavad.

Kuit =1,siisa;(i) = a; (i) jaa; (i) = al(i)/z,\, @ () mis vastab valemile (1.6).
j=1%

Kui @z (i) = Cpa, (1), siis (1.7) pohjal a1 () = [ IiV=1 ag(i) - a;;] - bj(Yt+1) =

N

Ct[z a. (i) - aij] ’ bj (Yi41) = Cearr1 ().

i=1

1

_ 1
Zj O () 2] Ct are1(j)

Siis (1.8) saame kujul c;q = ning

Ceart1(D 41D
CeXjare()  Tjarsa ()’

Ar1(D) = crp11 (D) = mis vastabki valemi kujule (1.6).

Saame kirjutada suuruse C; vilja suuruste c; abil:
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1 G

Cey100e41(J) Ct+1’

Ce

t

Ct = Ct_lct = HCT.

=1
Defineerime ka suuruse D,, mille abil skaleerime suurust g (i):

T

Dt = HCT.

=t

Sellisel juhul avaldub

t T T
CtDt+1:| |C1:| |CT:| |CT:CT'
=1 =t =1

Kui soovime skaleerida suurust B,(i) kui B,(i) = D.B(i), siis rekursioonisammud on

jargmised:

1) Br(®) = Br(®)
2) B:() =21 aibj(Yer1) Bera(D, t=T-1T-2,..,1
3) B(i) = ctBe(i)
Seega oleme leidnud valemid, millega skaleerida a; (i) ja B:(i) kujudele @;(i) = C,a.(i) ja

B, (i) = DB (i). Jirgmisena vaatame, kuidas neid suurusi kasutada, et arvutada &,(i, j) jay,(i).

Asendades skaleeritud suurused ¢, (i, j) definitsiooni valemisse (1.2), saame:

1 11
P(Y|2) C¢ De1s

1 I
&) = —at(i)aijbj(yt+1)ﬁt+1(i) = a\t(i)aijbj(yt+1)ﬁt+1(i)

ST .(1.9)

Teame, et C;D;,, = Cr, %Sj(]) = Crar(i) jaP(Y|A) = X;ar (i), seega
j=

1
POYID) = ) ar() = ¢

i
ja
P(Y|D)Cr = 1.
19



Valem (1.9) lihtsustub niisiis kujule

§(i,)) = a\t(i)aijbj(ytﬂ)m(j)- (1.10)

v (1) saab arvutada &, (i, j) abil, kasutades valemit

1 11

~ .1
P(Y|}) C, D, = a\t(l)ﬁt(l)c—t (1.11)

N N N 1 . N o~ \D [
ye(i) = ]Zlft(u) = 5Ty 2 DB D =TORW

Valemeid (1.10) ja (1.11) saab Baum-Welchi ja Viterbi algoritmides kasutada &, (i, j) ja y:(i)

arvutamiseks. Viterbi algoritm on kirjeldatud alapeatiikis 1.4.1.

1.4 Lahendus teisele probleemile: seisundite jada leidmine
Peatiikid 1.4 ja 1.4.1 tuginevad Rabineri artiklile (Rabiner L. R., 1989, Ik 263-264).

Kui esimesele probleemile leidus tdpne lahendus, siis teise probleemi lahendamiseks on mitu
erinevat viisi. Seda sellepérast, et ,,optimaalse* seisundite jada jaoks voib olla mitu erinevat
definitsiooni. Niiteks vOib leida seisundid X;, mis on individuaalselt igal ajahetkel kdige

toendosemad. Selline optimaalsuse kriteerium maksimeerib digete seisundite eeldatavat arvu.

Et leida sellise definitsiooni jargi optimaalset seisundite jada, tuletame meelde peatiikis 1.3.1

defineeritud suuruse
ve()) = P(X, =ilY, ),

st tdendosuse, et oleme ajahetkel t seisundis i, kui teame vaatluste jada Y ja mudelit A. y.(i)

on tdendosuslik suurus: YN, y,(i) = 1.
Kasutades y; (i), saame leida ajahetkel t kdige tdendosema seisundi X; vaartuse:

X, = argmax[y.(i)], 1<t<T. (1.12)
1<isN

Kuigi eelnev avaldis maksimeerib oodatavat digete seisundite arvu, voib saadava seisundite
jadaga esineda probleeme. Naiteks, kui peidetud Markovi mudelil on nullilisi

lileminekutdendosusi (a;; = 0 mingi i,j korral), siis v3ib tekkida seisundite jada, mis on
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tegelikult ebasobiv. Seda sellepérast, et avaldis (1.12) leiab vaid igal ajahetkel tdendoseima

seisundi véartuse, kuid ei vota iildse arvesse seisundite jadade esinemise tdoendosusi.

Uks variant sellist probleemi viltida on muuta optimaalsuse kriteeriumit. Niiteks vdib leida
hoopis seisundite jada, mis maksimeerib oodatavat digete seisundite paaride (X¢, X;1) leidmist,
kolmikute leidmist vms. Kuigi sellised meetodid voivad teatud juhtudel head olla, siis kdige
levinum kriteerium on leida {iks parim seisundite jada, st maksimeerida P(X|Y, 1), mis on
ekvivalentne P(X,Y|1) maksimeerimisega. Sellise tulemuse saamiseks kasutatakse Viterbi

algoritmi.

1.4.1 Viterbi algoritm

Et leida parimat seisundite jada X = {X;, X5, ..., X7} antud vaatluste jada Y = {V;,Y,, ..., Y7}

korral, peame defineerima suuruse

6t(l) = max P(Xl,Xz, ""Xt == i, Yl’ Yz, ...,Ytll),
1

X1, Xz, Xt

st 6:(i) on suurim tdendosus lile kdigi voimalike seisundite jadade ajahetkeni t, mis 10ppeb

seisundis i. Induktsiooni abil saame

Se1 () = [max 8, (Day; | - by (Yesn).

Et suurusele 8 (i) vastavat seisundite jada kitte saada, peame meeles pidama, milline argument
maksimeeris 6 iga t ja j puhul. Seda teeme vektori 1, (i) abil. Kogu Viterbi algoritm parima

seisundite jada leidmiseks on kokkuvdtlikult jairgmine:

1) Algvéirtused:
P.(0) = 0.

2) Rekursioon:
85.() = [E@V Sa(Day| - by(Yn),  2<E<T,  1<j<N,

Y. (j) = argmax[6;_q(Dayj], 2<t<T, 1<j<N.

1<isN
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3) Loppviartused:
P* = max [d7(0)],

1<isN

X7 = argmax[67(1)].
1<isN

4) Seisundite jada leidmine (tagant poolt ette):

X; = (Xl), t=T—-1,T—2,..
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2 Autoregressiivsed peidetud Markovi mudelid

2.1  Sissejuhatus aegridadesse

Alapeatiikid 2.1 ja 2.1.1 tuginevad peamiselt Raul Kangro 2016. aasta konspektile aines
,,Aegridade analtiiis“ (Kangro, 2016).

Aegridade analiiiisiga puutume kokku, kui uurime mingit kronoloogiliselt jirjestatud vaatluste
jada. Aegridasid kasutatakse paljudes erinevates valdkondades: uuritav tunnus voib olla néiteks
aktsiahind, veetase joes vms. Uuritav tunnus {X;} on vaadeldud ajahetkedel t € T; vaatleme
hetkel vaid diskreetse ajaga aegridasid, kus véirtused vastavad vOrdsete ajavahemike tagant
tehtud modtmistele. See tdhendab, et uuritava tunnuse X véértusi moddetakse ajamomentidel

t; =ty + ih kusi € Nvdii € Z.

Aegread erinevad paljudest teistest statistilistest andmestikest selle poolest, et nende puhul ei
saa eeldada mingi konkreetse jaotusega juhusliku suuruse soltumatuid vaatlusi. Aegridade
teoorias on sageli kasutatav eeldus aga nn statsionaarsuse ndue. Juhuslikku protsessi {X;}:ez
nimetatakse (tugevalt) statsionaarseks, kui iga positiivse tdisarvu m ning iga tdisarvu q korral
on juhuslikud vektorid (X, ..., X;) Ning (X144, ..., Xm+q) SaMa jaotusega. Kui iga positiivse
tdisarvu m ning iga tdisarvu g korral on (Xy, ..., Xp,) Ning (X14q, .., Xm+q) kOik kuni k jérku

momendid vordsed, siis nimetatakse protsessi X; k-jarku ndrgalt statsionaarseks.
Olgu meil tegemist teist jarku ndrgalt statsionaarse protsessiga, siis juhul m = 1 jéreldub, et
E(Xy) =, D(X,) = 0% vt

mingite konstantide u ja o korral. Samuti jéreldub, et suuruste X, ja X,,, autokorrelatsioon

p(p) ja autokovariatsioon y (p) soltub ainult ajamomentide vahest p:
y(p) = cov(Xp, Xe1p),  PEL

¥y (p)
p(p) = cor(Xt,XHp) =7 p € Z.
Lisaks autokorrelatsioonile ja autokovariatsioonile pakub aegridade puhul huvi ka
osakorrelatsioon. Juhuslike suuruste X; ja X, osakorrelatsiooniks pérast suuruste Y3, ..., ¥, moju
eemaldamist nimetatakse suuruste (X; — PX;) ja (X, — PX,) vahelist korrelatsiooni, kus P on

vahimruutude projektor suurustega Yi,...,Y, maddratud alamruumile. Teist jarku norgalt
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statsionaarse protsessi X k-ndat jarku osaautokorrelatsioonikordajaks nimetatakse suuruste X,

ja X;_j osakorrelatsiooni parast suuruste X;_y, ..., X;_—1) mdju eemaldamist.

2.1.1 Lineaarsed mudelid iihemdotmelise aegrea jaoks

Vaatleme selliseid aegrea mudeleid, kus aegrea hetkevddrtus avaldub lineaarse
kombinatsioonina aegrea minevikuvaartustest ning juhusliku héirituse hetkevéirtusest ja

minevikuvaértusest. Selliseid aegrea mudeleid nimetatakse lineaarseteks mudeliteks.

Uldiseks lineaarseks protsessiks nimetatakse protsesse, mis on esitatavad kujul
Xe=u+A+ zlpiAt—i:
i=1

kus 1; on mingid tingimust Y32, ¥? < oo rahuldavad reaalarvud, u on reaalarv ning {A;};cz on

vihemalt teist jarku statsionaarne tsentreeritud ning mittekorreleeritud vaartustega protsess.

Edaspidi vaatame alapeatiikis 2.1.1 tsentreeritud protsesse, st eeldame, et EX, = 0 Vt. Lisaks

eeldame, et cov(X;, 4;) = 0Vj > L.

Praktikas kasutatakse aegrea mudeleid, kus on 10plik arv parameetreid, mida andmete pdhjal

hinnatakse. Lopliku arvu kordajatega lineaarsete protsesside klassid on jargmised:

e Jirguga p autoregressiivseteks protsessideks ehk AR (p)-protsessideks nimetatakse teist

jarku norgalt statsionaarseid protsesse kujul

14
Xe= ) G i+ A (2.1)
i=1

e Jiarguga g liikuva keskmisega protsessideks ehk MA(q)-protsessideks nimetatakse

protsesse kujul

q
i=1

o ARMA(p, q)-protsessideks nimetatakse teist jairku norgalt statsionaarseid protsesse

kujul
P q
Xp = Z biXe—i + A — Z 0;Ar;.
i=1 i=1
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Uurime ldhemalt AR (p) mudelit. Selle protsessi kditumine on seotud poliinoomi ¢(x) = 1 —
YP_, ¢ixt nullkohtadega. Korrutades vdrrandi (2.1) mdlemaid pooli suurusega X, ning vdttes

keskvairtuse, saame

p
y(k) = z bk =0, k>O0. (2.2)

Jagades vorrandi (2.2) suurusega y(0), saame vorduse

p
pU) =) Gipl—1), k>0, (2.3)
i=1

AR (p)-protsesside puhul on 16pmatult paljud autokorrelatsioonid nullist erinevad. Sellise
protsessi osaautokorrelatsioonikordajad on aga alates jargust p 4+ 1 vordsed nulliga.
Autokorrelatsioonikordajad p(k) peavad definitsiooni kohaselt olema vahemikus [—1,1],
mistottu ei saa statsionaarsuse eeldus olla tdidetud, kui moni poliinoomi ¢ nullkohtadest on
mooduli poolest iihest vdiksem ja vastav kordaja autokorrelatsioonide esituses nullkohtade
kaudu on nullist erinev. Seetottu on AR (p)-protsess norgalt teist jarku statsionaarne parajasti

siis, kui poliinoomi ¢(x) = 1 — ¥7_, ¢;x" nullkohad on mooduli poolest iihest suuremad.
Vaatame lahemalt AR (1) tiitipi mudeleid. Sellisel juhul avaldub mudeli kuju (2.1) kui
Xe = p1Xp1 + Ay

Sellise mudeli korral ¢(x) =1 — ¢p,(x), mille ainsaks nullkohaks on x; = ¢i. Seega on

statsionaarsuse jaoks vajalik tingimuse |¢,] <1 tdidetus. Et kehtib (2.3), siis

autokorrelatsioonid avalduvad kujul

p(k)=¢% k=12...

Seega kahanevad autokorrelatsioonide absoluutvéirtused eksponentsiaalselt.
Osakorrelatsioonid on alates jargust 2 vordsed nulliga ning esimest jérku osaautokorrelatsioon

on vordne p(1)-ga.
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2.2 Autoregressiivse peidetud Markovi mudeli definitsioon

Aegrida voib vahel koosneda vaatlustest, mille on erinevatel ajahetkedel genereerinud erinevad
protsessid. Sellisel juhul oleksid aegrea vaatlused justkui erinevatel ajahetkedel erinevates
seisundites. Kui seisund muutub, v3ib aegreal toimuda oluline muutus keskvéaartuses voi
hajuvuses. Sellisel juhul kasutatakse modelleerimiseks tihti autoregressiivseid peidetud
Markovi mudeleid (Autoregressive Hidden Markov Model, ARHMM).

Nagu nimigi iitleb, on ARHMM kombinatsioon autoregressiivsest aegreast ja peidetud Markovi
mudelist. Autoregressiivne struktuur nditab erinevate ajahetkede vaatluste omavahelist
sOltuvust, peidetud Markovi mudel aga votab arvesse peidetud seisundeid, millest vaatlused
soltuvad. Okonomeetrias kutsutakse ARHMM-i ka ,time series with change in regime* —
muutuvate reziimidega aegrida. Algselt tutvustas selliseid mudeleid James D. Hamilton oma
1989. aasta artiklis (Hamilton, 1989).

Olgu Y ={Y,,Y,, ..., Y} vaatluste jada. Olgu X = {X;, X5, ..., X7} peidetud seisundite jada,
kusjuures igal ajahetkel ¢ on seisundil X, N erinevat voimalikku véartust. Eeldatakse, et X on

Markovi ahel lileminekumaatriksiga A = [a;;] ja algseisundite jaotusega = [m;].

Autoregressiivne peidetud Markovi mudel on diskreetse ajaga juhuslik protsess, millel on kaks
eeldust (Ailliot & Monbet, 2011, Ik 2):

e seisundi X, tinglik jaotus, kui on teada {X,/};'; ja {Y;'};'<; védrtused, sdltub ainult
Selsundi Xt—l vaartusest: P(thxl, ""Xt—l) = P(thxt_l), t = 2, 3, veey
o vaatluse Y; tinglik jaotus, kui on teada {X,'}; ., ja {Y/};/ ., védrtused, sdltub ainult

seisundi X, ja vaatluste Y;_,, ..., Y;_,, véirtustest, kus p on autoregressiivse protsessi

parameeter: P(Y,|Yy, ..., Y,—1, X, ., Xp) = P(Ye|Xe, Yooy, Yies, o Yiep), L EN.

Autoregressiivse peidetud Markovi mudeli puhul vastab vaatluste jada Y autoregressiivsele

AR (p)-protsessile, mida voib Kirja panna kujul (Xuan, 2004, Ik 38)

X X, X X,
Yt = ﬁé t) + ﬁf t)Yt_]_ + ﬁz( t)Yt_Z + e + Blg t)Yt_p + St (24)

Y, = S,p%0 + ¢, (2.5)

kus
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St = (1) Yt—l' Yt—Z’ ""Yt_p) 4

ﬁ(Xt) (B(Xt) ﬁl(Xt) ﬁ(Xt), . (Xt)) )
gt ~ i. i. d N(O, 02).

ﬁi(Xf) on autoregressiivse protsessi i. parameeter peidetud seisundi X; korral. Seetottu sdltubki
vaatluse Y; véirtus mitte ainult eelmisest p vaatlusest, vaid ka sama ajahetke seisundist X;.
& on nn valge mira — iid juhuslikud suurused, mille keskvddrtus on 0 ning

kovariatsioonimaatriks o?.

Tavaline HMM on erijuht ARHMM-ist juhul, kui p = 0. Kui p =1, vastab ARHMM

jargmisele skeemile:

Joonis 2.1. ARHMM:-i struktuur juhul, kui p=1

Joonisel 2.1 kujutatud skeemi puhul saab valem (2.4) lihtsama kuju:
ﬁéxt) _I_ﬁ(Xt)Yt_l +€t-

Tihti pannakse aegridasid kirja ka kujul, kus vaatlustest on maha lahutatud keskviértus. Sellise

mudeli kuju puhul saaksime p = 1 korral valemi

(Y, — p*0) = B (Y,_y — u¥e1) + &

Tuletame meelde peatiikist 1.2, et pidevate vaatluste korral saime vaatluste jaotuse kirja panna
kui

M
bi(y) = Z CimMN (Ui Zim)-
Vaatame erijuhtu sellest, kui M = 1, seega tihedusfunktsioon avaldub kujul

bi(y) = N (u, Z).
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Sellisel juhul on ARHMM-i keskvairtus S, 8*® ja kovariatsioon 2 ning tihedusfunktsioon on

esitatav kujul

P(Y|Z,,0) = exp[—(Y; — S, %) (Y, — S, p*D)], (2.6)

1
J@na?)
Kus 6 on parameetrid, mis sdltuvad tdendosusjaotusest B = (b;(Y)):

0 ={0%68,B1, By . By),  8=(646%..,8Y),  Bi=(BLBE...BY),
Z, on informatsioon viimasest p + 1 seisundist ja viimasest p vaatlusest:

Zt = {Xt_p, ""Xt—let—llth Yt—p’ ey Yt—Z' Yt—l}'

2.3  ARHMM-i parameetrite hindamine

Jargnev alapeatiikk pShineb Xuani magistritool (Xuan, 2004, 1k 46-50) ja Hamiltoni artiklil
(Hamilton, 1990, Ik 51-58).

Esimeses peatiikis tutvusime Baum-Welchi meetodiga, mis pohineb EM-algoritmil. On
ndidatud (Hamilton, 1990, Ik 51), et EM-algoritmi kasutamiseks ARHMM-i puhul leitakse

iimberhinnatud parameetrid A4;,1 = (4;41, 0141, T141) jArgmiste valemite abil:

?=p+1 P(X; =Jj, Xe—q = 1Y, 4)

141 _
Y {=p+1 P(Xi—1 = 1Y, 4)
Lo S 9logP(Y,|Z,, 2)
o ’
2 Z Z 8 i ‘ P(Xp o Xep|V, 1) =0, (2.7)

=p+1 X¢=1 Xe—p=1
PGS K 0=01,1

n)l(-'l-,%(z,...,Xp = P(Xl,Xz, ""Xplyli ) Ypill)-

Et hinnata ARHMM-i parameetreid, tuletame meelde valemid (2.5) ja (2.6) autoregressiivse
peidetud Markovi mudeli ja vaatluste vektori tingliku tihedusfunktsiooni kirjapanekuks. (2.6)
on avaldis, mida tahame maksimeerida, seega logaritmime (2.6) ja leiame osatuletise £U) ja o2

suhtes:
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Y, — S.80)s
0logP(Y;|Z:, A) _ (Y — $.8) t kui X, = j, 28
g a2 (2.8)

0 muidu.

dlog P(Y;|Z;, 4) _ o’ (Yt - Stﬁ(xt))z

302 === > : (2.9)
Asendades valemid (2.8) ja (2.9) valemisse (2.7), saame
T )]
S}B t
Z (te = Sebiizn) S P(X, = j|Y,2,) =0, (2.10)
t5pt1 Tar)
1 T N St ((l]) ) 2
+1 .
GBanlT —p) - Z Z ) PCY, = j1Y,2) = 0.

t=p+

0))

Hinnangu parameetritele B .

mis lahendab vorrandi (2.10), saab leida vahimruutude

meetodiga (8 = (XTX)"1XTy):

t=p+1 t=p+1

B T
A, = Z[stm [stcn]" Z[s?m]?;(/). j=1L.,N (211

kus

Y.() =Y - yPX, = IV, 2),

Se() =S¢ - VP(X, = jIY, 2y).

0(;+1) hinnanguks saame

2 N (70) - stmﬁgil))z
62,1 = Z > . (2.12)

t=p+1 j=1

Uleminekumaatriksi A = [a; ;] Ja algsete tdendosuste m = [r;] hinnangud on vastavalt

dg+1) _ Z{ p+1 P(Xt =Jj,Xt-1 = iy, /11) (2.13)
Y t p+1 P(X;oy =1IY, 4)
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A+ = p(X, = j|v, ). (2.14)
Seega kokkuvotlikult on EM-algoritm ARHMM-i parameetrite hindamiseks jargmine:

1) Valitakse  algvidrtused Ay = (4o, 0, mp),  Kus Aoz[aij]o, 0, =

(a(f,ﬁ(}’, &, ...,B(I)V’) , Ty = (1§, ..., ).
2) Valemite (2.11)-(2.14) abil leitakse uued parameetrite vairtused A; = (44, 61, ,).
3) Protsessi korratakse, kuni EM-algoritm jouab mingi fikseeritud punktini, mis vastab

toeparafunktsiooni lokaalsele maksimumile.

2.4  Silutud téenidosuste arvutamine

Alljargnev pdhineb to5del (Hamilton, 1990, Ik 67-69) ja (Xuan, 2004, Ik 51-53).

Eelmises alapeatiikis esitatud ARHMM-i parameetrite iimberhindamise valemid kasutavad igal
sammul toendosusi P(X;, X;_1|Y) ja P(X;|Y). Esimeses peatiikis saime sellised tdendosused
kirja panna suuruste y, (i) ja &:(i, j) abil. Autoregressiivsete peidetud Markovi mudelite korral
on aga arvutuskdik pisut keerulisem. Jdrgnevalt on esitatud sammud tdendosuse

P(X¢, Xt—1, ..., Xt—p|Y) arvutamiseks, kus p on autoregressiivse mudeli parameeter.
Téhistame vaatlused ajahetkel 1, ..., t kui Yy ®©:;
Y® = (1,,...,Y)).
Nagu varemgi, tahistame 1y, x, x, = P(Xl,XZ, ...,Xp|Y1, ...,Yp). Siis algoritm tdenédosuste
P(X:, Xe—1|Y) ja P(X;|Y) arvutamiseks on jargmine:

1) Leiame t = p + 1 korral tdendosused

P( +1|Y1,..., ) =

N N N
Z Z Z P(Xpr1|Xp) - P(Ypua|Yir s Yo, Xiy oo, Xpit) * Txy ,,,
X.1=1

Xp+1=1 szl
ja

P(Xl, ‘e p+1 Yl' ey Yp+1) ==
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~ P(Xp+1|Xp) - P(Ypua|Vs s Yo, Xiy o, Xpit) * Tix 1,
P(Ypi1|Ys, o) V)

2) Leiame iteratiivselt t = p + 2,p + 3, ..., T korral tdendosused

P(Ytlyp v Yeog) =

N N N
= Z Z z P(XelXe—1) - Py, oo, Yooy, Xoy o, X))

Xt=1 Xt—l 1 Xt_p_]_:l

P(Xpoqs oo Xempo1|Yay s Yeoq)
ja
P(Xe, Xe—1) s Xep|Ya, o Vi) =

_ Z%t—p—1=1 P(thxt—l) ' P(Ytlyli L) Yt—]JX]J ---'Xt) ' P(Xt—ll '-"Xt—p—l |Y1' ey Yt—l)
P(Y;|Yy, ..., Yeoq) ’

3) Iga fikseeritud t puhul hindame etteulatuvad tdendosused iga t=t+1,..,t+p
korral:
P(X—p, Xe—pi1s o Xem1, Xo| Ve, o, V) =
_ P(X1Xr—1) - P(Ye|Yeoy, oo, Yoy Xy oo, Xoep) - P(Ximy, o, X[V, oo, Yoon)
P(Y;|Yy, ..., Y,_1) '

4) Kanname edasi tdendosuste arvutamistt =t +p + 1, ..., T korral:

P(Xy, oo, Xoep, Xpy o Xep| Y2, o Yr) =

SN et PCelXet) - POy, e Yooy, Xy s Xo) - Pty o X1, X o Kooy Ve, s Yooy)
P(Y Yy, ..., Yr1) '

5) Silutud tdendosused saame arvutada, liites kokku viimase p seisundi tdendosused:

N N N
P(X¢, ., Xep|V) = Z Z Z P(X7, o) Xr—p Xpy oo Xe—p Y1, o0, Y1) -

Xr=1X7_1=1 Xr_p=1

2.5  Segmental K-means algoritm

Uks vdimalus mudeli peidetud seisundeid hinnata on seega leida EM-algoritmi abil mudeli

parameetrite hinnangud ning seejérel Viterbi algoritmiga peidetud seisundite hinnangud.
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Praktikas kasutatakse vahel aga EM-algoritmi asemel hoopis Segmental K-means Algorithm’i
(edaspidi SKA). Suurte andmestike korral voib SKA olla lihtsam kasutada ning kiirem ja

efektiivsem.

Nagu EM-algoritm, on ka SKA iteratiivne protsess. Igal iteratsioonisammul leitakse
parameetrite komplekti A; abil uus komplekt A;,,; ning Iopuks joutakse funktsiooni

gd) = max P(Y,X*|1) lokaalse maksimumini, kus X* on optimaalne seisundite jada ja Y on
vaatluste jada. Loplik parameetrite komplekti hinnang on siis 2 = argmax[g(4)]. (Rabiner &
1

Juang, 1990)

SKA ja EM-algoritm erinevad selle poolest, et EM-algoritm maksimeerib suurust P(Y|1), SKA
aga suurust P(Y, X*|4). Rabiner ja Juang on artiklis ,,The Segmental K-means Algorithm for

Estimating Parameters of Hidden Markov Models* ndidanud, et ka SKA koondub.
Algoritmi sammud on jargmised (Xuan, 2004, Ik 19-21, 60-63; Rabiner & Juang, 1990):

1) Olgu voimalikke erinevaid seisundeid N ja vaatlusi T. Valime N vaatlust klastrite
tsentriteks ning tilejadnud T — N vaatlused madrame neile 1dhimasse klastrisse. Kaugust
mdddetakse tavaliselt eukleidilise kaugusena. N Klastrit vastavad peidetud seisundite
algsetele hinnangutele.

2) Hindame algsed toendosused ja iileminekutdendosuste maatriksi:

_ seisundi X; = i esinemiste arv
;=

)

vaatluste arv

R lileminekute arv seisundist i seisundisse j
a;j =
j

uleminekute arv seisundist i

3) Leiame vaatluste jaotusega seotud parameetrid. Juhul kui eeldame vaatluste
normaaljaotust, hindame keskvéirtuse ja dispersiooni, Samuti leiame autoregressiivsed
parameetrid seisundis i. 8 ja o2 hinnangud leiame valemite (2.11)-(2.12) abil ja

keskvéirtused erinevates seisundites valemiga

l:i _ thzi Yt
A nl )

kus n; on seisundi i esinemiste arv, 1 < i < N.
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4) Leiame uue parameetrite komplekti A abil uue optimaalse seisundite jada X*, kasutades
Viterbi algoritmi.

5) Kui hinnatud seisundite jadas X* toimus muutusi, korratakse samme 2)-5).

33



3  HMM-i ja ARHMM-i rakendamine praktikas

Kéesoleva magistritoé eesmirk on vorrelda, kas autoregressiivne peidetud Markovi mudel
suudab tépsemini peidetud seisundeid hinnata kui tavaline peidetud Markovi mudel juhul, kui
vaatluste soltuvus pole tingitud mitte ainult peidetud Markovi ahelast. Sellise vdordluse
labiviimiseks tegi autor enda kirjutatud programmikoodidega 14bi erinevate parameetritega
simulatsioone. Samuti prooviti algoritmide voimekust teise polvkonna sekveneerimisandmete
nditel. Alljargnevalt on alustuseks esitatud lihtsad niited selle kohta, kuidas HMM-ile ja
ARHMM-ile vastavad algoritmid to6tavad.

3.1  HMM-i hindamine

Naide 3.1. Esimesena vaatame lihtsat ndidet selle kohta, kuidas suudavad peatiikis 1 kirjeldatud
meetodid hinnata HMM-i peidetud seisundeid kahe voimaliku seisundi korral (N = 2). Selleks
genereeris autor T = 100 vaatlust, kusjuures (Y;|X;=1)~N(5,5%) ning (Y |X, =

2) ~V'(15,52). Vaatlused vastavad tavalisele peidetud Markovi mudelile, st
P(Ytlyll R Yt—linl JXt) = P(YtIXt)
Peidetud seisundite teoreetiline iileminekumaatriks on

0.95 0.05

A= [0.05 0.951°

Genereeritud andmestiku vaatlused ja tegelikud seisundid on esitatud joonisel 3.1:

T
20

T
-5 0 5 10

0 20 40 60 80 100

Joonis 3.1. Genereeritud andmestiku vaatlused ja tegelikud seisundid ndites 3.1
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Et hinnata HMM-i peidetud seisundeid, vdime kasutada Baum-Welchi algoritmi vdi SKA-

algoritmi. Kuna edaspidises kasutame autoregressiivsete peidetud Markovi mudelite
hindamiseks Segmental K-means algoritmi, on ka HMM-i niidete puhul sama meetodit

kasutatud.

SKA kasutamiseks peame esiteks andma mingi reegli kohaselt ette algsed hinnangud peidetud
seisunditele. Kui N = 2, on algsete hinnangute leidmiseks kdige lihtsam jagada vaatlused Y
kahte klassi, kus iihes on vaatlused Y; < Y ning teises vaatlused Y; > Y, kus Y on vaatluste
keskmine. Need kaks vaatluste klassi vastavad seisunditele 1 ja 2. Seejarel leitakse seisundite
hinnangute abil alghinnangud mudeli parameetritele. Kasutades alghinnanguid, leitakse SKA

abil 16plikud hinnangud peidetud seisunditele ja mudeli parameetritele.

Tabelis 3.1 on esitatud andmestiku genereerimiseks kasutatud teoreetilised parameetrid,
andmestiku tegelikud parameetrid (teades tegelikke seisundeid) ning SKA-ga saadud

parameetrite hinnangud.

Tabel 3.1. Tegelikud ja hinnatud mudeli parameetrid ndites 3.1

Parameetrid Teoreetilised Hmpangud., teade§ SKA hinnangud
tegelikke seisundeid

A (0.95 0.05) (0.885 0.115) (0.870 0.130)

0.05 0.95 0.027 0.973 0.039 0.961

/s 1 0 (1 0 (0.24 0.76)

u (5 15) (3.63 14.23) (3.22 14.08)

o (5 5) (4.87 5.40) (491 5.39)

Nieme, et sellise lihtsa néite puhul suudab algoritm véga hésti hinnata peidetud Markovi mudeli
seisundeid. Joonisel 3.2 on kujutatud genereeritud andmestiku vaatlused, tegelikud seisundid

ning SKA hinnatud seisundid. Ndeme, et algoritm hindas digesti 96 peidetud seisundit 100-st:
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—  Tegelik X —— Hinnatud X Vaatlused

T
20

2
]
10
vaatiused Y

1
I

tegelik X, hinnatud X

I
5 0 5

0 20 40 60 80 100

Joonis 3.2. Genereeritud andmestiku vaatlused ning tegelikud ja hinnatud seisundid ndites 3.2

3.2  ARHMM-i hindamine

Niide 3.2. Jargmisena uurime, kui hésti suudab peatiikis 2 kirjeldatud ARHMM-i hindamise
meetod leida iiles diged peidetud seisundid. Vaatame juhtu, kus N = 2 ning p = 1, st vaatlused

vastavad mudelile
(Y, — p*e) = ,31Xt(Yt—1 —ufe1) + g,
kus & ~i.i.d N(0,c?).

Autor genereeris niiteandmestiku, kus T =100, u=(5 15), ¢2=3? ning

B = (0.5 0.3). Peidetud seisundite teoreetiline iileminekumaatriks on

0.95 0.05

A= [0.05 0.951°

Genereeritud andmestiku vaatlused ja tegelikud seisundid on esitatud joonisel 3.3:
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Joonis 3.3. Genereeritud vaatlused ja tegelikud seisundid ndites 3.2
Et hinnata ARHMM-i peidetud seisundeid, kasutame taas SKA-d. Anname algoritmile ette
algsed seisundite hinnangud samal viisil kui niites 3.1 ning leiame 16plikud hinnangud
seisunditele ja mudeli parameetritele.

Antud andmestiku puhul saadi SKA-d kasutades jargmised tulemused:

Tabel 3.2. Tegelikud ja hinnatud mudeli parameetrid ndites 3.2

Parameetrid Teoreetilised Hmpangud_, teade_s SKA hinnangud
tegelikke seisundeid
A (0.95 0.05) (0.962 0.038) (0.944 0.056)
0.05 0.95 0.095 0.905 0.107 0.893
/8 (1 0 (1 0 (0.71 0.29)
u (5 15) (5.26 15.72) (4.70 14.58)
o 3 2.96 2.77
p (0.5 0.3) (0.41 0.39) (0.26  0.47)

Kéesolevas ndites suudab algoritm hasti hinnata ARHMM-i parameetreid ja peidetud

seisundeid. Algoritm hindas Gigesti 93 peidetud seisundit 100-st (kujutatud joonisel 3.4).
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Joonis 3.4. Genereeritud vaatlused, tegelikud seisundid ning SKA-ga hinnatud seisundid ndiites 3.2

Niisiis oleme niidetega 3.1 ja 3.2 vaadanud kahte juhtumit, kus andmed on genereeritud
peidetud Markovi mudeli voi autoregressiivse peidetud Markovi mudeliga ning peidetud
seisundite leidmiseks on kasutatud vastavatele mudelitele sobivaid algoritme. Pelgalt nende
kahe ndite puhul ei saa loomulikult veel teha tildistavaid jareldusi, kui hésti need algoritmid
tootavad. Lisaks soovime tegelikult uurida seda, kumb meetod t66tab paremini juhul, kui
andmed vastavad tegelikult autoregressiivsele peidetud Markovi mudelile. Tahame teada, kas

selliste andmete puhul annab ARHMM-meetod parema tulemuse kui tavaline HMM-meetod?

3.3  HMM-i ja ARHMM-i vordlus simulatsioonide korral

Et otsustada, kumb meetod sobib paremini, tuleb simuleerida palju erinevaid andmestikke ning
kasutada nende peal HMM-ile ja ARHMM-ile vastavaid algoritme. Lihtsuse huvides jadme
endiselt juhtude juurde, kus N = 2 jap = 1. Kuna ARHMM-ile vastav SKA on iisna aeglane,
simuleerime vaid andmestikke, kus T = 100. Sellise T korral suutis ARHMM-i simulatsioon

dra kdia u 15 minutiga, HMM-i simulatsioonid votavad aega aga vaid mone sekundi.

See, kui histi meetodid todtavad, voib soltuda ka mudeli tegelikest parameetritest. Autor valis
mudeli parameetriteks T = (1 0), u = (5 15), 0 = 3. Eeldades, et tulemused v&iksid enim
soltuda lileminekumaatriksist ja autoregressiivse protsessi kordajatest, tehti simulatsioonid 1dbi

neljal erineval juhul, kus lileminekumaatriks on kas

1= (508 093) @ 4=(03 09)
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ning autoregressiivse protsessi kordajad on kas
B=(03 04) voi p=(09 0.7).

Iga simulatsiooni korral tehti 100 Kkatset, misjarel vorreldi ARHMM ja HMM meetodiga
korrektselt hinnatud seisundite arvu. Alljargnevas tabelis on simulatsioonidele vastavad
mudelite teoreetilised parameetrid ning HMM ja ARHMM algoritmidega hinnatud digete
seisundite arvu karakteristikud. Lisaks on tabelis 3.3 toodud vilja, mitmel juhul 100 katsest
hindas ARHMM meetod rohkem 6igeid seisundeid kui HMM.

Tabel 3.3. Simulatsioonide (100 ahelat) tulemused

mpeirt?;d Simulatsioon 1 Simulatsioon 2 Simulatsioon 3 Simulatsioon 4

4| (s 099 | Gz 08 | Gos os9) | (02 od)

T 1 0 1 0 1 0 1 0

7 (5 15) (5 15) (5 15) (5 15)

o 3 3 3 3

p (0.3 0.4) (0.3 0.4) (0.9 0.7) (0.9 0.7)

HMM ARHMM| HMM |ARHMM| HMM ARHMM| HMM |ARHMM

keskmine | 97.4 98.2 93.3 94.8 83.3 86.3 75.9 86.1
min 84 74 86 84 55 57 41 53
max 99 100 99 100 99 100 92 100
st.hdlve 2.2 3.1 2.9 3.0 9.6 9.7 9.3 11.2
f\il_l\ull\l/\l/lM 72/100 65/100 65/100 90/100

Tabelist 3.3 on niha, et kdigi 4 simulatsiooni puhul andis ARHMM-ile vastav SKA keskmiselt
paremaid tulemusi kui tavalise HMM-i oma. Keskmised tulemused polnud enamasti kuigi palju
erinevaid, kuid neljanda simulatsiooni korral hindas ARHMM o6igesti keskmiselt u 10 seisundit
rohkem. Selle simulatsiooni korral saavutas ARHMM lausa 90 juhul 100-st parema tulemuse
kui HMM. Joonisel 3.5 on kujutatud neljanda simulatsiooni korral leitud digesti hinnatud

seisundite arvu histogrammid HMM ja ARHMM puhul.
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Joonis 3.5. Oigesti hinnatud seisundite arvu jaotumine 4. simulatsiooni korral

Vaadates tabelit 3.3, on silmatorkav ka see, et HMM-ile vastav algoritm ei suutnud mitte ihegi
katse puhul iiles leida 100% oiget peidetud seisundite jada. ARHMM-i meetod suutis aga
mudeli parameetritest hoolimata alati vahemalt mone vaatluste jada puhul hinnata seisundite
jada, mis oli tdiesti dige. Samas on ndha, et kdigi nelja simulatsioonikatse korral oli digesti
hinnatud seisundite arvu standardhdlve ARHMM meetodi puhul pisut suurem kui tavalise
HMM-i puhul.

Kokkuvotlikult voib arvata, et juhul, kui andmed tegelikult vastavad autoregressiivsele
peidetud Markovi mudelile, voiks SKA puhul ARHMM-i eripdra arvestamine viia parema
tulemuseni kui tavalise peidetud Markovi mudeli eeldamine. Jargnevalt vaatame, millise

tulemuse annavad ARHMM ja HMM sekveneerimisandmete korral.
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3.4 HMM-i ja ARHMME-i vordlus teise polvkonna sekveneerimisandmete korral

Sekveneerimine e jirjendamine on protsess, mille kdigus méadratakse kindlaks monomeeride
jarjestus DNA molekulides. Kdesoleva alapeatiiki andmestik on simuleeritud, kasutades iihe
konkreetse eestlase oletuslikku genotiiiipi. Eeldati, et inimese genotiilip on tdpselt selline, nagu
teadlased arvavad ta olevat, ja selle pohjal simuleeriti, milliseid lugemeid voiks vilja anda
sekveneerimisplatvorm Illumina HiSeq2500. Simulatsioonid on teinud bioinformaatik Fanny-

Dhelia Pajuste tarkvara wgsim (https://github.com/Ih3/wgsim) abil.

Lugem (inglise keeles read) on iihe DNA segmendi sekveneeritud jupp. Antud néites on paired-
end lugemid simuleeritud ligikaudu 30-se katvusega, vigade osakaal on 0.005, lugemi pikkus
on 100. Andmestiku eesmark on lugemeid kasutades tuvastada korvalekaldeid
referentsgenoomist. Iga genoomse positsiooni korral on vaadatud positsiooni {imbritsevat
DNA-jérjestust ning loetud kokku, mitmel korral sellist DNA-jérjestust lugemites néhti. See
arv on antud andmestikus vaatluse Y; rollis. Referentsgenoomiga kokkulangevas piirkonnas
peaksime ootuspdraselt nidgema vastavat DNA-16iku u 30 lugemis. Kui aga {ihes DNA
koopiatest esineb mutatsioon (nt emalt paritud kromosoomis vastavat DNA-16iku pole), siis
peaksime vastavat DNA-jarjestust ndgema keskmiselt 15 lugemis. Antud néites esineb seega 2
erinevat voimalikku peidetud seisundit X;: iiks seisund tdhistab muteerunud genoomi osa ja

teine normaalset (referentsgenoomile vastavat) piirkonda.

Kuna iiks lugem katab referentsgenoomis jérjest paiknevaid genoomseid positsioone, siis iihe
positsioonti iile- voi alakaetus lugemitega tihendab, et tdendoliselt on ka naaberpositsioonides
lugemeid vastavalt oodatust rohkem/vihem. Seega on jérjestikused Y, védidrtused omavahel
soltuvad isegi siis, kui teame, millises seisundis ahel parasjagu oli. Seetottu voiks nende
andmete puhul ARHMM-i kasutamine anda paremaid tulemusi kui tavaline HMM. Et algoritm
ARHMM-1 hindamiseks on vdga aeglane, kasutati andmestikust vaid juppi pikkusega T =
2000. ARHMM-i hindamine vdttis sellise suurusega andmestiku puhul aega iile kahe tunni,

HMM-i hindamine aga vaid umbes 3 sekundit.

Joonisel 3.6 on esitatud nditeandmestiku vaatlused ja tegelikud seisundid:
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Tabel 3.4 kirjeldab andmestiku tegelikke parameetreid ning HMM-i ja ARHMM-iga hinnatud

parameetreid. Samuti on molema meetodi puhul vélja toodud, mitu peidetud seisundit meetod

digesti hinnata suutis.

Tabel 3.4. Tegelikud ja hinnatud parameetrid sekveneerimisandmete ndite korral

Parameetrid Tegelikud HMM ARHMM
4 (0003 0997) | (o1t ooss) | (o027 o05973)
T o 1 (0.375 0.625) (0.0625 0.9375)
u (9.86 23.63) (16.54 26.22) (9.40 23.48)
o 0.98 (4.01 3.22) 0.93
B (0.97 0.99) - (0.92 0.98)
digesti hinnatud 1401/2000 1975/2000
seisundeid

Tabelist on nédha, et autoregressiivne peidetud Markovi mudel sobis nendele andmetele

maérgatavalt paremini kui tavaline peidetud Markovi mudel. ARHMM hindas seisundeid valesti
vaid 25 juhul 2000-st. HMM hindas oigesti aga vaid u 70% seisunditest. Jooniste 3.7 ja 3.8

pealt jargmisel lehekiiljel on tédpsemalt ndha, kuidas hindasid HMM-ile ja ARHMM-ile

vastavad algoritmid antud néite peidetud seisundeid.

Antud niite puhul olid autoregressiivse peidetud Markovi mudeli hinnangud peidetud

seisunditele palju tipsemad kui tavalise peidetud Markovi mudeli omad. Seega voib delda, et
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juhul, kui andmete soltuvus on tingitud ka muust kui vaid peidetud Markovi ahelast, peaks
eelistama pigem autoregressiivse peidetud Markovi mudeli parameetreid hindavaid meetodeid.
Loomulikult tuleb siin vaadata ka meetodite arvutuskiirust. Kui vaatlusi oleks veel rohkem kui
antud ndites, kuluks ARHMM-i hindamiseks maérgatavalt rohkem aega, seega suurte
andmestike puhul vdib see muutuda tehniliselt voimatuks. Samuti muutub olukord

keerulisemaks ja aegandudvamaks, kui seisundeid on rohkem kui 2.
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Joonis 3.7. Vaatlused, tegelikud seisundid ja HMM-iga hinnatud seisundid sekveneerimisandmete korral
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Joonis 3.8. Vaatlused, tegelikud seisundid ja ARHMM-iga hinnatud seisundid sekveneerimisandmete korral
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Kokkuvote

Kéesolevas magistritdos tutvustati peidetud Markovi mudelit ja autoregressiivset peidetud
Markovi mudelit ning nende hindamismeetodeid. Peamiste meetoditena toodi vilja teooria
Baum-Welchi meetodi, Viterbi algoritmi ning Segmental K-means algoritmi kohta. Samuti
uuriti, kui hésti tootavad peidetud Markovi mudel ja autoregressiivne peidetud Markovi mudel
juhul, kui vaatlused vastavad tegelikult mingile autoregressiivsele peidetud Markovi mudelile.
Selleks viidi 14bi neli erinevat simulatsiooni 100 ahela korral ning kasutati niditeandmestikuna

teise polvkonna sekveneerimisandmeid.

To6 kaigus viidi 1dbi neli erinevate parameetritega simulatsiooni, Kus genereeriti 100
andmestikku juhul, kui erinevaid vdimalikke peidetud seisundeid on N =2 ning
autoregressiivseid parameetreid on p = 1. Simulatsioone analiiiisides selgus, et ARHMM
suutis alati keskmiselt paremini peidetud seisundid iiles leida kui tavaline HMM. Samuti
ilmnes, et HMM ei suutnud iihegi genereeritud andmestiku puhul peidetud seisundeid 100%
tdpsusega hinnata. ARHMM suutis aga iga simulatsiooni puhul leida vdhemalt iihel

andmestikul 100% 06ige peidetud seisundite jada.

Analiiiisi viimases osas kasutati ARHMM-i ja HMM-i hindamise algoritme nditeandmestiku
puhul, mis kirjeldab simuleeritud teise pdlvkonna sekveneerimisandmeid. Kuna antud
andmestikus on vaatlused soltuvad isegi siis, kui teame ahela seisundeid, vois eeldada, et
ARHMM vaiks nende andmetega paremini sobida kui tavaline HMM. Algoritmide kasutamise
tulemusena selguski, et autoregressiivne peidetud Markovi mudel hindas odigesti 98.8%
andmestiku peidetud seisunditest. Tavaline peidetud Markovi mudel suutis aga digesti hinnata
vaid 70.1% tegelikest peidetud seisunditest. Samas vottis ARHMM-i hindamine aega iile 2

tunni, kuid HMM-i hindamine vaid mdne sekundi.

Kokkuvdtlikult voib 6elda, et juhul, kui andmete soltuvus on tingitud ka muust peale peidetud
Markovi ahela, suudab ARHMM peidetud seisundeid mérksa paremini hinnata kui tavaline
peidetud Markovi mudel. Negatiivse poolena tuleb tuua vilja, et autoregressiivse peidetud
Markovi mudeli hindamismeetod on vorreldes HMM-i hindamismeetodiga viga aeglane. Seega
on sellise mudeli kasutamine praktikas voimalik vaid siis, kui andmestik on kiillaltki liihike.
Samuti voib meetodi kiirust ja efektiivsust mojutada erinevate peidetud seisundite arv N ja
autoregressiivsete parameetrite arv p. Kiesolevas magistritoos kasutati vaid selliseid andmeid,

kus N = 2 jap = 1. Suurema arvu parameetrite korral véib ARHMM-i ja HMM-i v&imekus
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olla teistsugune ning vajab edasist uurimist. Samuti vddrib uurimist, kas leidub viiksema

keerukusega algoritme, mille abil adekvaatselt ARHMM-i hinnata.
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Lisa. Simulatsioonide ldbiviimiseks kasutatud kood
#SIMULATSIOONID samaaegselt ARHMM-i ja HMM-iga
start.time = Sys.time () #mo6dodab, kui kaua kood kaib

0=100 #mitu simulatsiooni
T=100 #igal simulatsioonil mitu vaatluste jada
N=2 #erinevate vdimalike seisundite arv

.3, 0.3, 0.7), nrow=2) #ileminekutdendosuste maatriks

A=matrix (c (0.7, O
= ¢c(1,2) #vdéimalikud seisundid

seisundid
sO =1 #X 1

#tegelike seisundite genereerimine

X = rep(NA, T)

s=s0

X[1l]=s

for (i in 2:T) {
s <- sample (seisundid, size=1, prob=A[s, ])
X[1i]=s

}

#joonis tegelikele seisunditele
plot(c(1:T),X,xlab=NA ,type="1", yaxt="n")
axis (at=X, labels=X, side=2)

mu_tegelik=c(5,15) #keskvadrtused seisundites

sd tegelik=3 #standardhalve

beta tegelik=c (0.9, 0.7) #AR-protsessi parameetrid erinevate seisundite
korral

ARHMM=rep (0,Q) #ARHMM Oigesti hinnatud seisundite arv
HMM=rep (0,Q) #HMM &6igesti hinnatud seisundite arv

for (sim in 1:Q){
print (sim) #prindib valja, kui kaugel simulatsioonidega oleme

#andmestiku genereerimine
Y=rep (NA, T)
Y[1l]=mu tegelik[X[1l]]+rnorm(1l,0,sd tegelik)

for (i in 2:7T) {
Y[i]=mu tegelik[X[i]] + beta tegelik[X[i]]*(Y[i-1]-mu_ tegelik[X[i-1]]) +
rnorm(1l,0,sd tegelik)
}
data=data.frame (X,Y)

#4444444 1. TAVALISE HMM-iga seisundite leidmine #######
#1) algne klasterdamine

data$Xest=1

dataS$Xest[dataSY>= (mean (datasSyY)) =2

koondunud=FALSE

while (koondunud==FALSE) {

#2) algseisundite tdendosused ja ileminekumaatriks
pii=prop.table (table (data$Xest))
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a=prop.table (table (data$Xest[1l: (T-1)],datas$Xest[2:T]),1)

#3) normaaljaotuse parameetrid seisundites
mu=as.vector (by(data$yY,data$Xest, mean))
sigma=as.vector (by(data$yY,datas$Xest,var))

#4) uue seisundite hinnangu leidmine
delta=matrix (NA, nrow=T,ncol=N)
psii=matrix (NA, nrow=T, ncol=N)

deltal=-log (pii*dnorm(Y[1],mu, sgrt(sigma)))
deltal[l, ]=deltal
psii[l, ]=rep(0,N)

i=c (1:N)
for (t in 2:T){
for (j in 1:N) {
abi=delta[t-1,i]-log(a[j,i]*dnorm(Y[t],mul[]],sgrt(sigmalj]l)))
delta abi=min (abi)
psii abi=min (which (abi==delta abi))
delta(t,jl=delta abi
psii[t,jl=psii abi

}

P tdrn=max (deltal[T,])
g T tarn=min(which(delta[T, ]==max(deltalT,])))

state est=rep (NA,T)
state est[T]=q T tarn
for (t in (T-1):1){
state est[t]=psii[t+l,state est[t+1]]
}

dataSXest2=state est #uus seisundite hinnang

oige=sum(data$X==data$Xest2) #mitu seisundit hindab &igesti

#print (oige)

koondunud= (sum (data$Xest==datas$Xest2)==T) #kordab koodi seni, kuni Xest
ei muutu

data$Xest=data$Xest2

}

HMM[sim]=o0ige

#H4#4444#4 2. ARHMM-iga seisundite leidmine #####4##

#1. algsed seisundite hinnangud
data$Xest=1
data$SXest[data$SY> (mean (datasSy)) =2

#parameetrite alghinnangud

a=prop.table(table (data$Xest[1l:(T-1)],data$Xest[2:T]),1)
pii=prop.table (table (data$Xest))

piiz2=a

mu =as.vector (by(data$yY,data$Xest,mean))

beta=rep (NA, N)
lugeja=rep (0, N)
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nimetaja=rep (0, N)
for (t in 2:T) {
for (i in 1:N) {
if (dataS$Xest[t]==1i)
lugejali]l=lugejali
mu[data$Xest[t-1]1)
nimetajal[i]=nimetaja[i]+(data$Y[t]-mu[data$Xest[t]])"2
}

{
]+ (datas$Y[t]-mu[data$Xest[t]]) * (dataSY[t-1]-

}
}
for (i1 in 1:N){
betal[i]l=lugejal[i]/nimetajali]
}
beta

t=c(2:T)

sigma2=sum( (dataSY[t]-mu[data$Xest[t]]-beta[dataS$Xest[t]]* (dataSY[t-1]-
mu[data$Xest[t-1]]))"2)/T

sigma=sqgrt (sigmaZ2)

koondunud=FALSE

while (koondunud==FALSE) {
#2. Silutud tdendosuste leidmine
#P(X_t, X_(t-1)1Y) ja P(X_t|Y)
P Xt Xtl list=array(0, dim=c(N,N,T))

#1) leiame t=p+l korral tdendosused P(Y 2|Y 1) ja P(X 1,X 2]Y 1,Y 2)
t=2
P Y2=0
for (i in 1:N){
for (j in 1:N) {
P Y2=P Y2+ (a[i,j]*dnorm(datas$yY[t],
(c(mulj]l,betal]]) %$*% c(l,datasy[t-1]1-
mul[i])),sigma)*pii[i])

}

P Y2
P Y list=rep(0,T-1)
P Y list[t-1]=P Y2

P X2 Xl=matrix (NA,ncol=N,nrow=N)
for (i in 1:N){

for (3 in 1:N){

P X2 X1[i,jl=ali,jl*dnorm(datas$y[t],
(c(mu[j]l,betalj]) %*% c(l,dataSY[t-1]-
muli])),sigma)*pii[i]/P Y2

}

}

P X1X2 list=array (0, dim=c(N,N,T-1))
P X1X2 list[,,t-1]=P X2 X1

P Xt Xtl list[,,t]=P X2 X1

#2) leiame t=p+l,...,T korral samad tdendosused
for (t in 3:T) {

FP(Y 1Y 1,...,Y (t-1))

P Yt=0

for (x1 in 1:N) {
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for (x2 in 1:N) {
for (x3 in 1:N) {
P Yt=P Yt+(a[x2,x3]*dnorm(datas$Y[t],
(c(mu[x3],betal[x3]) %$*% c(l,datasy[t-1]-
mu([x2])),sigma)*P X1X2 list[,,t-2][x1,x2])
}
}

}
P Y list[t-1]=P Yt #lisame listi, et oleks mdlus

#P(X t, X _(t-1)1Y 1,...,Y t)
P Xt Xtl=matrix (NA,ncol=N,nrow=N)
for (x2 in 1:N) {

for (x3 in 1:N){

P Xt Xtl([x2,x3]=a[x2,x3]*dnorm(datas$y[t],
(c(mu[x3],betal[x3]) %$*%
c(l,datasyY[t-1]-mu[x2])),sigma)*
(sum(P_X1X2 1list[,,t-2][,x2]))/P_Y list[t-1]

}
}
P X1X2 list[,,t-1]=P_Xt Xtl #lisame listi

}

#3) i1ga t korral arvutame etteulatuvad tdendosused, tau=t+1l:
#P(X (t-1),X t,X (t+1) Y 1,...,Y (t+1))

for (t in 3:(T-3)) {

P X234=array (NA, dim=c(N,N,N))
# X(t-1),X(t),X(t+1)
for (x2 in 1:N) {
for (x3 in 1:N) {
for (x4 in 1:N){
P X234[x2,x3,x4]= al[x3,x4]*dnorm(datasSyY[t+1],
(c(mu[x4],beta[x4]) %$*% c(l,datasSy[t]-
mu[x3])),sigma) *
P X1X2 list[,,t-1][x2,x3]/P_Y list[t]
}

}

P X2345=array(NA, dim=c(N,N,N,N))
#X (tau), X (tau-1),X(t),X(t-1)
for (x2 in 1:N) {
for (x3 in 1:N) {
for (x4 in 1:N) {
for (x5 in 1:N) {
P X2345[x2,x3,x4,x5]=a[x4,x5]*dnorm(datasyY [t+2],
(c(mu[x5],betal[x5]) %*% c(l,datasSY[t+1]-
mul[x4])), sigma)*
P X234[x2,x3,x4]/P Y list[t+1]
}

}
eelmine=P X2345
for (indeks in (t+3):T) {

#indeks on tau rollis
P tau taul t tl=array(NA, dim=c(N,N,N,N))
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for (tl in 1:N){
for (t2 in 1:N) {
for (taul in 1:N) {
for (tau in 1:N){
P tau taul t tl1[tl,t2,taul,tau] =
al[taul, tau] *dnorm (data$Y [indeks],
(c(mul[tau],betaltau]) %*% c(l,data$Y[indeks-

l1]-multaul])), sigma)*

(eelmine([tl,t2,1,taul]l+eelmine(tl,t2,2,taull)/P_Y list[indeks-1]
}
}
}
}

eelmine=P tau taul t tl

}

#ntilid viimane mis saame (mis =eelmine siin koodis), on P(X T,X (T-
1), X £,X (t-1) Yy 1,...,Y.T)
#eelmine[tl, t,taul, tau], meil nuid tau=T

P Xt Xtl Y=matrix (0, nrow=N,ncol=N)
for (i in 1:N){
for (j in 1:N){
P Xt Xtl Y[i,j]=sum(eelmineli,],,])
}
}
P Xt Xtl list[,,t]l= P Xt Xtl Y
}

####t=T-2,T-1,T korral tuleb eraldi vidlja kirjutada
t=T-2
P X234=array (NA, dim=c(N, N, N))
for (x2 in 1:N) {
for (x3 in 1:N) {
for (x4 in 1:N) {
P X234[x2,x3,x4]= al[x3,x4]*dnorm(datasSY[t+1],
(c(mu[x4],beta[x4]) %$*% c(l,datasSy[t]-
mu[x3])),sigma) *
P X1X2 list[,,t-1][x2,x3]/P_Y list[t]
}

}
P X2345=array(NA, dim=c(N,N,N,N))

#X (tau),X(tau-1),X(t),X(t-1), t=T-2 korral tau=T
for (x2 in 1:N) {
for (x3 in 1:N) {
for (x4 in 1:N) {
for (x5 in 1:N) {
P X2345[x2,x3,x4,x5]=a[x4,x5]*dnorm(datasyY [t+2],

(c(mu[x5],betal[x5]) %*% c(l,dataSY[t+1]-mu[x4])), sigma)*
P X234[x2,x3,x4]/P Y list[t+1]

}

P Xt Xtl Y=matrix (0, nrow=N,ncol=N)
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for (i1 in 1:N){
for (j in 1:N){
P Xt Xtl Y[i,j]=sum(P x2345[i,3,,])
}

}
P Xt Xtl list[,,t]= P Xt Xtl Y

#H#4
t=T-1
P X234=array (NA, dim=c(N,N,N))
for (x2 in 1:N){
for (x3 in 1:N) {
for (x4 in 1:N) {
P X234[x2,x3,x4]= a[x3,x4]*dnorm(dataSy[t+1],
(c(mu[x4],betal[x4]) %*% c(l,data$Y[t]-mu[x3])),sigma)*
P X1X2 list[,,t-1]1[x2,x3]/P_Y list[t]

}

P Xt Xtl Y=matrix (0, nrow=N,ncol=N)
for (i in 1:N){
for (j in 1:N) {
P Xt Xtl Y[i,]j]=P X234[1,1i,3]1+4P_X234[2,1,7]
}
}

P Xt Xtl list[,,t]= P Xt Xtl Y

#H#

t=T

P Xt Xtl Y=P X1X2 list[,,t-1]
P Xt Xtl list[,,t]= P Xt Xtl Y

#3. Uue seisundite jada hinnangu leidmine
P Xt Y=matrix (0, nrow=T,ncol=N)
P Xt Y[1,]=pii

for (t in 2:T){
P Xt Y[t,l]=sum(P_Xt Xtl list[,,t][,1])
P Xt Y[t,2]=sum(P Xt Xtl list[,,t][,2])
}

for (t in 1:T){
if (P Xt Y[t,1]1>P Xt YI[t,2]){
data$Xest2[t]=1
}
else data$Xest2[t]=2
}

#4. Parameetrite uUmberhindamine
pii=prop.table (table (data$Xest?2))
a=prop.table(table (data$Xest2[1l: (T-1)],datas$Xest2[2:T]),1)
mu =as.vector (by(data$Y,data$Xest2,mean))
beta=rep (NA, N)
lugeja=rep (0, N)
nimetaja=rep (0, N)
for (t in 2:T) {

for (i in 1:N) {

if (data$Xest2[t]==1i) {
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lugejalil=lugeja[il+ (datasY[t]-mu[data$Xest2[t]]) * (dataSY[t-1]-
mu [data$SXest2[t-1]1])
nimetajal[i]=nimetaja[i]+(data$Y[t]-mu[data$Xest2[t]])"2
}
}
}
for (i in 1:N){
betal[i]l=lugejal[i]/nimetajali]
}
t=c(2:T)
sigma2=sum( (dataS$Y[t]-mu[data$Xest2[t]]-beta[datas$Xest2[t]]* (dataSY[t-1]-
mul[data$Xest2[t-1]1))"2)/T
sigma=sqrt (sigma?2)

oige=sum(data$X==datas$Xest2) #kui palju seisundeid hindab &igesti

#print (oige)

koondunud= (sum(data$Xest==data$Xest2)==T) #kordab algoritmi seni, kuni
Xest ei muutu

data$Xest=data$Xest2
}

ARHMM [sim]=o0ige
}

end.time = Sys.time ()
time.taken = end.time - start.time
time.taken

53



Lihtlitsents 16put66 reprodutseerimiseks ja 1o0putoo iildsusele kittesaadavaks tegemiseks

Mina, Hanna Laanemets,

1. annan Tartu Ulikoolile tasuta loa (lihtlitsentsi) enda loodud teose ,,Autoregressiivsed
peidetud Markovi mudelid*, mille juhendaja on Mart Mols,

1.1.reprodutseerimiseks sdilitamise ja iildsusele kittesaadavaks tegemise eesmirgil, sealhulgas
digitaalarhiivi DSpace-is lisamise eesmargil kuni autoridiguse kehtivuse tdhtaja
16ppemiseni;

1.2.iildsusele kittesaadavaks tegemiseks Tartu Ulikooli veebikeskkonna kaudu, sealhulgas

digitaalarhiivi DSpace’i kaudu kuni autoridiguse kehtivuse téhtaja 15ppemiseni.

2. olen teadlik, et punktis 1 nimetatud digused jddvad alles ka autorile.

3. kinnitan, et lihtlitsentsi andmisega ei rikuta teiste isikute intellektuaalomandi ega

isikuandmete kaitse seadusest tulenevaid digusi.

Tartus, 16. mail 2017



