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Liihikokkuvote

Too6s kirjeldatakse ja uuritakse monigaid juhuslike jadade vordlemise mee-
todeid. Koigepealt kirjeldatakse juhuslikke jadasid. Seejérel defineeritakse
kaks jadade sarnasusmootu: pikima tihisjada pikkus ning H ehk ekstremaal-
joonduste kaugus. Viimases osas uurime neid sarnasusmoote Markovi ahelal
pohineval mudelil. Simulatsioonide tulemusena leiame, et H kasv on loga-
ritmiline soltumatude ja teatud soltumatute jadade korral. Samuti leiame,
et osadel juhudel eristab pikima iihisjada pikkus soltuvust paremini kui H,
osadel vastupidi.

CERCS teaduseriala: P160 Statistika, operatsioonianaliiiis, programmee-
rimine, finants- ja kindlustusmatemaatika.
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RANDOM SEQUENCE COMPARISION
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Kati Ther

Abstract

In this thesis, we describe and investigate some methods of random sequence
comparision. First we discribe the random sequences. Then we define two
similarity measurement: the length of longest common subsequence (LCS)
and H or the distance of extremal alignments. Finally we compare these me-
asurements for a model based on Markov chains. By using simulations, we

find that the growth of H is logarithmic for the unrelated case and for some



related case. In addition, we find that for some cases LCS is better than H
for distinguishing relatedness and vice versa.

CERCS research specialisation: P160 Statistics, operations research,
programming, financial and actuarial mathematics.
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Sissejuhatus

Kahe jada omavahelise vordlemisel on mitmeid praktilisi rakendusi. Uks peamisi
valdkondi on bioinformaatikas DNA, RNA ja valkude vordlemine, kus néditeks DNA

jadade sarnasus voimaldab uurida eri liikide sugulust evolutsioonipuus.

Praegu on sellisel jadade vordlemisel kasutusel peamiselt pikima tihisjada pikkus.
Lember, Matzinger ja Vollmer, 2014 pakkusid alternatiivse variandina kasutada
vordlemiseks iilemise ja alumise joonduse vahelist kaugust. Bakalaureuset6o ees-
mark on vaadelda selle alternatiivse moodiku kaitumist ning uurida, kas see voiks

teatud jadade puhul soltuvust paremini eristada kui pikima tihisjada pikkus.
Bakalaureuset66 on jagatud kolmeks peatiikiks.

To60 esimeses peatiikis antakse teoreetiline lilevaade Markovi ahelatest ning eellas-
jadast jadadest. Tegemist on kahe voimalusega, kuidas on voimalik modelleerida

juhuslikke jadasid.

Teises peatiikis tutvustatakse jadade vordlemise pohimoisted, seal hulgas definee-
ritakse pikima iihisjada pikkus ning iilemise ja alumise joonduse vaheline kaugus
H. Viimase kohta antakse ka iilevaade seni leitud peamistest tulemustest.

Kolmandas peatiikis uuritakse konkreetset Markovi ahelal pohinevat juhuslike jada-

de mudelit ning uuritakse simulatsioonidega eri sarnasusmoodikute kditumist.



1 Juhuslikud jadad

Siin peatiikis vaatame juhuslike jadadega seotud pohimoisteid ning anname teoree-

tilise lilevaate kahest erinevast juhusliku jada mudelist.

Definitsioon 1.1. Nimetame loplikku hulka X tdhestikuks ning selle hulga ele-

mente tahtedeks.

Naide 1.1. Tdhestiku voivad moodustada neli nukleotiidi, millist koosnevad DNA
ahelad:
X ={A,C,G,T}.

Naide 1.2. Bityjadade elemendid on nullid ja thed:
X ={0,1}.
Naide 1.3. Festi tihestik:
X={A,B,D,E,F,...}.

Maérkus 1.1. Siin to6s on naturaalarvude hulk N = {1,2,3...}, st nulli me ei loe

stin naturaalarvuks.

o0

Definitsioon 1.2. Juhuslikuks jadaks nimetame jada {X,,}72 ;, mille puhul on iga

litge X;, 1 € N juhuslik suurus.

Siin t66s eeldame edaspidi, et iga i € N korral X; € X ehk X; on diskreetne juhuslik

suurus.

Lithemalt voime jada {X,}5°; téhistada ka kui {X,,}.

Definitsioon 1.3. Juhuslikku jada {X,,} nimetatakse statsionaarseks (inglise kee-

les stationary ), kui iga n € N ja k € N korral on vektorid

(X1, Xn) Jo (Xkg1, -+, Xiogn)



sama jaotusega.

See tdhendab, et statsionaarse jada {X,,} korral on juhuslikud suurused Xi, X, ...

sama jaotusega, samuti vektorid (X1, X2), (X2, X3), ... on koik sama jaotusega jne.

Definitsioon 1.4. Juhusliku jada {X,} koik liitkmed on omavahel soltumatud, kui

iga k € N ning x1,...x € X korral

Definitsioon 1.5. Juhuslikud jadad {X,} ja {Y,} on sama jaotusega, kui iga
k € N korral on juhuslikud vektorid

(X1, X2,... Xy) ja (Y1, Ya,...Yy)

sama jaotusega.

Definitsioon 1.6. Juhuslikud jadad {X,} ja {Yn} on omavahel soltumatud, kui

igan €N jax1,...Tn,Y1,...Yn € X korral kehtib

P{Xl:(L‘l,...,Xk:JJk,Yl:yl,...,Yn:yn}:

:P{Xl:1'1,...,Xk:a}k}-P{Y1:yl,...,Yn:yn}.

1.1 Markovi ahelad

Kaéesolev alapeatiikk tugineb jargmisel opikul Parna, 2013.

Olgu S = {E1, Eo, ...} mittetiihi ilimalt loenduv hulk. Olgu {X,,} juhuslik jada,

mille koik vééartused on hulgas S.

Definitsioon 1.7. Hulga S elemente nimetatakse ka Markovi ahela olekuteks ehk

seisunditeks.

Edaspidi voime mugavuse mottes seisundit E; téhistada ka kui 4.



Definitsioon 1.8. Markovi ahelaks nimetatakse juhuslike suuruste jada {X,},

n=1,2,..., mille korral kehtib tinglike toendosuste vordsus
P{Xpt1=jlXi=ki,....,Xn 1=k 1, X5, =k, } = (1.1)
minevik olevik

:P{Xn+1:j|Xn:kn}

tulevik olevik

190 3, k1,...kn € S jan € N korral.

Tingimust 1.1 nimetatakse ka Markovi omaduseks. Seda voib moista nii, et Markovi
ahelate korral tulevik soltub ainult olevikust, aga mitte minevikust. See tdhendab
ka, et seisundi X,,+1 prognoosimiseks piisab ainult sellele eelneva ehk seisundi X,

teadmisest.

Definitsioon 1.9. Markovi ahela seisundist i seisundisse j iilemineku toenédosu-

seks sammul n nimetatakse tinglikku toendosust
P = P{Xn=j | Xn1 =i}

kusn=2,3,...

Definitsioon 1.10. Nimetame Markovi ahela algtGenédosuste vektoriks vektorit ,
kus iga i € S, korral kehtib
(i) = P{X1 = i}.

Tegemist on toendosusjaotusega, seega Z (1) = 1.
i

Definitsioon 1.11. Markovi ahelat nimetatakse homogeenseks, kui tlemineku toe-

(n)

naosus Dij et soltu arvust n.

Pij = p,(?)

Definitsioon 1.12. Homogeense Markovi ahela korral nimetame iileminekumaat-

riksiks maatriksit

P:(pl])a Za]:1727
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Maatriksi ¢. reaks on tinglike toendosuste jaotus iileminekul jargmisesse seisundisse
7, kui olevikuseisund on 4. Jarelikult on iga rea summa 1 ehk Z pij = 1.

J
Edaspidi eeldame, et vaadeldav Markovi ahel on homogeenne.
Olgu Markov ahel iileminekumaatriksiga P = (p;;). Vaatame toenéosust, et olles
olekus ¢ jouab protsess tépselt k& sammuga olekusse j (seejuures on lubatud ka, et
moni vahepealne olek j). Kuna eelduse kohaselt on tegemist homogeense ahelaga,

siis see toenaosus ei soltu indeksist ehk saame tahistada
pij(k) = P{X14x = j | X1 =1}.

Definitsioon 1.13. Seisundit j nimetatakse saavutatavaks ehk kéttesaadavaks
sewsundist i, kui seisundist © on mingi nullist suurema toendosusega voimalik posi-

titvse arvu sammudega jouda seisundisse j, see tihendab, et kehtib

JkeN p;;(k) > 0. (1.2)

Lithemalt voib seisundi j saavutatavust seisundist ¢ téhistada ¢ — j ehk j < 4. On
ilmne, et tegemist, et saavutatavus on transitiivne seos ehk kui ¢ — j ja 7 — k, siis
ka i — k.

Juhul tingimus 1.2 ei kehti, siis see Geldakse, et seisund j ei ole saavutatav ehk

kdttesaadav seisundist i. Seda tdhistame kui 7 -4 j ehk j <~ ¢ ja sel juhul kehtib
Vk e N pij(k‘) =0.

Definitsioon 1.14. Seisundit ¢ nimetatakse ebaoluliseks, kui leidub selline seisund

J, nitmoodi, et i — j, aga j 7 i.

Niisiis ebaolulisest seisundist ¢ on voimalik jouda seisundisse, kust enam tagasi

seisundisse ¢ pole voimalik saada. Osutub, et varem voi hiljem peab Markovi ahel



joudma ebaolulisest seisundist sellisesse seisundisse, kust tagasi pole enam voimalik

jouda. Seetottu saavad ebaolulised seisundid esineda ahelas ainult 16plik arv kordi.

Definitsioon 1.15. Seisundit i, mis pole ebaoluline, nimetatakse oluliseks. See

tdhendab, et iga seisundi j korral, kui t — j, siis kehtib ka j — 1.

Definitsioon 1.16. Seisundeid i ja j nimetatakse kaasnevateks seisunditeks, kui

kehtib nii i — j kui ka j — i

Naiide 1.4. Olgu S = {E1, Ea, E3, E4} ja Markovi ahela {X,,} dleminekumaatriks

1 1
5500
2 1
s |3 500
3 00 3
1 1 1
2 10 3

Stin seisundid E3 ja By on molemad ebaolulised, kuna neist on véimalik sattuda

setsundisse Fy, kuid mitte jouda tagasi.

Seevastu seisundid E1 ja Fo on molemad olulised ning omavahel kaasnevad seisun-

did, kuna maélemast seisundist on véimalik jouda teise.

Meenutame, et S on Markovi ahela seisundite hulk. Toome sisse jargmised tahised:

SO = {i € S | seisund i on ebaoluline},

S" = {i € S| seisund i on oluline}.

Vastavalt olulisuse definitsioonile on ilmne, seisundite hulk S on hulkade S° ja S’

loikumatu tihend.

Vaatame hulgal oluliste seisundite hulgal S’ kaasnevuse seost. See tiahendab, et
elemendid ¢ ja j on seoses parajasti siis kui need on kaasnevad seisundid. Néitame,

et tegemist on ekvivalentsiseosega hulgal S’:



e Reflektsiivsus. Olgu 7 € S’ oluline seisund. Leidub seisund j nii, et i — j.

Selline seisund j eksisteerib, kuna Zpij = 1, siis jarelikult leidub j nii et

J
pi; > 0, mistottu seisund j on saavutatav. Kuna seisund ¢ on oluline, siis

seoses © — j jareldub, et j — ¢. Viimaks ¢ — 1, sest kehtivad ¢ — j ja j — 4.
e Transitiivsus jareldub seose ¢ — j ehk saavutatavuse transitiivsusest.

e Siimmeetrilisus tuleneb vahetult kaasnevuse definitsioonist.

Niisiis kaasnevuse seose pohjal klassijaotuse oluliste seisundite hulgal S’
S'=s5'usu...
ning lisades ebaoluliste seisundite hulga S° saame klassijaotuse ka hulgal S:
S'=85"ustusiu....

Lause 1.1. Kui Markovi ahel jouab kaasnevate seisundite klassi S*, siis ei vilju

see sealt kunagi.

Toestus. Olgu i € S? seisund, kuhu Markovi ahel on joudnud. Oletame vastuvii-
teliselt, et ahel jouab seisundisse j ¢ S? ehk i — j. Peab kehtima ka j — i, sest i

on oluline seisund. Oleku j osas on aga kaks voimalust:

e j on oluline seisund. Et i — j ja j — 1, siis tegemist on kaasnevate seisundi-

tega ja seega j € S*, mis on vastuolus eeldusega j ¢ S°.
e j on ebaoluline seisund ehk j € S°. Seisundi j ebaolulisuse tottu leidub
seisund k niimoodi, et j — k, aga k -4 j.

Jarelikult peab kehtima i — k, sest ¢ — j ja j — k. Sellest seisundi ¢ olulisuse

tottu ka k — 4. Niitid aga kehtib kK — i ja ¢ — j tottu k — J.

Niisiis saime vastuolu, et k 4 j ja k — j.
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Joudsime molema variandi korral vastuoluni, seega sellist seisundit j ¢ S* ei leidu

ehk ahel jaab kogu aeg klassi S?. O

Definitsioon 1.17. Markovi ahelat nimetatakse mittelahutuvaks ehk taanduma-
tuks, kui S = S'. Kui Markovi ahel ei ole mittelahutuv, siis nimetatakse seda

lahutuvaks.

See tahendab, et mittelahutuvas Markovi ahelas on alati positiivse toendosusega

jouda igast seisundist suvalisse teise seisundisse.

Uurime millal on homogeenne Markovi ahel statsionaarne.

Lause 1.2. Homogeenne Markovi ahel on statsionaarne parajasti siis, kui algtoe-

naoususte vektori m ja tleminekumaatriksi P korral kehtib
TP =m.

Toestus. Olgu 7 algtoendosuste vektor ehk 7w(i) = P{X; = i}. TéaistGendosuse

valemi kohaselt.

o

P{Xy=j} =) P{X;=i}P{Xy=j| X1 =i}

=
—_

o0

= W(i)pz‘j-

=1

Saadud tulemus on j. komponent vektoris wP, niisiis Xo vastab toendosusjaotus
on 7P. Analoogiliselt vastab X3 jaotusele vektor (7 P)P = mP? jne ehk iildistatult

X, jaotusele vastab vektor wP!1.

Piisavus. Kui Markovi ahel on statsionaarne, siis X7 ja Xo peavad olema sama
jaotusega. Samas eelneva pohjal X; jaotusele vastab vektor 7 ja X5 jaotusele wP.

Selleks, et need oleksid sama jaotusega, peab kehtima

TP = m.

11



Tarvilikkus. Juhusliku suuruse X; jaotus on eelneva pohjal wP!~1. Niisiis kui kehtib

P = 7, siis saame X; jaotuseks iga t > 2 korral
P = (P)P"T2 =P = . =

Seega on koik juhuslikud suurused X;, ¢ € N sama jaotusega kui X; ehk jaotusest

.

Olgun > 2jak € N. Néitame, et on vektorid (X1, ... X,) ja (Xgt1,- . Xktn). Olgu
S1,89,...8, € 5, siis kasutades toendosuste korrutamislauset ja Markovi omadust

saalne

P{Xs11 = 51, Xsso = koo Xopn = kn}

P{Xst1 =k} P{Xsy2 = ko | Xop1 = k1 }P{Xs13 = k3 | X1 = k1, Xsyo = ko}
o P{X i =k | Xop1 = 21,0 Xosno1 = kn_1)

= P{ X541 =k} P{Xsy2 = k2 | Xsp1 = k1} P{ X513 = k3 | Xs12 = Ko}

o P{Xosn =k | Xopnot = kin_1}-

Kuna X; ja Xgy1 on sama jaotusega (m) ning kasutades Markovi ahela homogeen-

susest saame edasi

P{Xs11 =51, Xoyo = ko, .. Xoin = kn}

= P{X, = k1}P{Xo = ko | X1 = k1 }P{X3 = ks | X5 = ko}

o P{Xp =k | X1 = k1)

= P{X, = k1}P{Xo = ks | X1 = k1 }P{X5 = k3 | X1 = k1, Xo = ks}
o P{Xp =k | X1 =21, X1 = En_1}

:P{Xl:Sl,XQZk‘Q,...Xn:k'n}.

Sellest jareldubki, et ka vektorid (Xi,...X,) ja (Xg+1,... Xg+n), kus n > 2 on

samast jaotusest, mistottu on Markovi ahel statsionaarne. ]
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Algtoendosuste vektorit 7, mille korral Markovi ahel on statsionaarne ehk 7P = ,

nimetatakse statsionaarseks algjaotuseks.

Lause 1.3. Kui Markovi ahel on mittelahutuv ja selle seisundite hulk on loplik,

siis leidub tihene statsionaarne algjaotus.

Paneme téhele, et
7P =7+ (7P)T =77 «—= PTxT =T

Niisiis on algtoendosuste vektor statsionaarne algjaotus parajasti siis, kui see vastab

maatriksi PT omaviirtusele 1 vastavale omavektorile.

1.2 Eellasjadast jadad

Selles alapeatiikis pohineb t66] (Sova, 2013).

Vaatame voimalust, kuidas iihest juhuslikust jadast saadakse teised, kasutades jarg-

misi teisendusi:

e mutatsioonid ehk mingid jada elemendid on asendunud teistega,

e kadumised ehk osa elementidest on jadast eemaldatud.

Meenutame, et X on loplik tdhestik.

Definitsioon 1.18. Nimetame juhuslike suuruste jada {X,}, X; € X iid jadaks

(inglise keeles independent and identically distributed ), kusi:

o Koik selle litkmed on ihe ja sama jaotusega ehk iga i,j € N ja x € X korral

13



o selle litkmed on omavahel soltumatud ehk 1ga k € N ja x1, ... € X korral

P{X1:xl,...Xk:xk}:P{Xl:xl}-...-P{Xk::ck}

Definitsioon 1.19. Iid jada jaotuseks nimetame selle suvalise elemendi jaotust.

Definitsioon 1.20. Olgu £ € R mingi juhuslik suurus ning

[ AXR->X

Mutatsiooniks nimetatakse juhuslikku funktsiooni

F: XX,

mille puhul

Mutatsiooni voime kirjeldada dileminekumaatriksi @ abil, kus

Q= (qj), i =P{F()=7j}

ehk 7. reas ja j. veerus on tOen#osus, et ¢ vastav element muutub elemendiks j

vastavaks elemendiks.

Naide 1.5. Kui Q on ihikmaatriks, siis on tegemist mutatsiooniga, mis jatab koik

jada elemendid samaks.

Olgu {&,}, kus &; € R jada ning {Z,,}, kus Z; € X omavahel soltumatud iid jadad.

Olgu mutatsioonid Fi, Fy, . .. sellised, et

Fk(l) = f(ngk)v k:152a

Vaatame niitid jada {X,}, mis on saadud jadast {F,,(Z,)} mingite liikmete kus-

14



tutamisel. Selleks, vaatleme juhuslike suuruste jaotusega Be(p) iid jada {DZ}: kui
DY = 1, siis F(Z;) jaab jadasse alles ja vastasel juhul kaob. Seejuures eeldame
edaspidi, et p > 0, sest vastasel juhul D! = 0 iga i korral ja koik jada {F},(Z,)}
liikmed kustutataks.

Olgu X; mingi jada {X,} element, seega X; = Fy(Zx), kus Fj(Zx) on tapselt
i. element, mis jadasse {F,(Z,)} alles jaab. Kokkuvottes tdhendab see seda, et
X; = Fy(Zy) parajasti siis, kui

k

> Di=i, Dj=1.
j=1

Kui X; = Fy(Zy), siis juhuslikku suurust X; nimetatakse juhusliku suuruse Zj
jarglaseks. Teistpidiselt juhuslik suuruse X; eellaseks nimetatakse suurust Zj. Sa-
muti vastab juhusliku suuruse X; eellase indeks k, mis on samuti juhuslik suurus

ja mida tadhistame stimboliga K;. Voime méargata, et ilmselt K; > i.
Samuti nimetame jada {Z,} eellasjadaks ja jada {X,} jdrglasjadaks.
Osutub, et iid eellasjadast saadud jarglasjada on samuti iid.

Lause 1.4. (Sova, 2013, Lause 1.1) Jada {X,} on id.

Olgu {Y,,} samuti jada { X, } jarglasjada, mis on saadud analoogiliselt jarglasjadaga
{X;}. Selle jaoks olgu

e {n,}, n; € R on iid jada, mis on sama jaotusega nagu {&,} ning mis ei soltu

ilejadnutest juhuslikest suurustest;

e mutatsioonid G, defineeritud kui
Gr(i) = f(i,v), k=1,2,...;

e {D}} on jaotusega Be(p) iid jada (st { D5} on sama jaotusega nagu iid jada

{DZ}), mis ei soltu iilejadnutest juhuslikest suurustest.

15



Jada {Y,,} on saadakse jadast {G,,(Z,)} osade elementide kustutamisega. Seejuures

kustutamine toimub juhusliku jada D}, pohjal, nagu saadi jada {X,,}.
Sarnaselt lausele 1.4 saame, et ka jada {Y,,} on iid.

Kuna nii jada {X,,} kui ka jada {Y},} soltuvad iildiselt jadast {Z,}, siis intuitiivselt
on ilmne, et ildiselt jadad {X,} ja {Y,} ei ole omavahel soltumatud (Sova, 2013,

Omadus 1.3). Samuti kehtib jairgmine tulemus.

Lause 1.5. (Sova, 2013, Omadus 1.5, a) Kui p < 1, siis paarid (X;,Y;) ei ole

tldiselt sama jaotusega.

Sellest lausest jareldub vahetult, et kui p < 1, siis jada {(X,,Y,)} el ole iildiselt

statsionaarne.

Naide 1.6. Olgu X = {A,C,G, T} ning vaatame kuidas ecllasjadast {Z,} saadak-
se jarglasjadad {X,} ja {Y,}:

5N
Q
Q
SN
N~
@Q
S
S

{Zn}
{Fn(Zn)}
(pDx} |1 1 0 1 0 1 1 1

h
N~
Q
N
~
Q
N
Q

(x,} |A T A4 < AC
(Z,) |A Cc Cc AT G A A
(GoZ)}|A C T AT G T A
(DY} |1 0 0 1 0 1 1 1
(Y.} |A A G T A

Siin nditeks elementidel X3 = A ja Yo = A on iihine eellane Z4 = A ning elemen-

tide X¢ = C ja Y5 = A thine eellane on Zg = A.

16



2 Juhuslike jadade vordlemine

2.1 Tarvilikud eelteadmised

Meenutame, et X on 16plik hulk ehk téhestik.

Definitsioon 2.1. Nimetame 16plikuks jadaks ehk jadaks tdhestikus X pikkusega
n hulga

Xn:{(xl,xg,...,xn‘xi€X71§i§n)

elemente.
Lithemalt voime loplikku jada téhistada
r = T1T2,...Tp,

kus iga i € {1,2,...n} korral x; € X ning n € N on jada pikkus.

Votame lisaks tahestikule kasutusele ka stimboli nimetusega indel, mida tédhista-

takse —, seejuures eeldame, et — ¢ X.

Definitsioon 2.2. Tahestitku X laienduseks ehk laiendatud tahestikuks nimeta-

takse tihestikku Xy, millesse on lisatud indel

Definitsioon 2.3. Jada v € X" laiendatud jadaks nimetatakse jada x* € X7

(n < m), mille korral leiduvad sellised indeksid
1<iyi<is<...<lp, <m

nitmoodi, et

*
r, =wg, k=1,2,...n
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ja koik indeksitele i1, 12, . . .1, mittevastavad elemendid jadas x* on indelid ehk

l¢{i1,i2,...’in}:>$2k:—, [=1,2,...,m.
Teisisonu on saadakse jadast laiendatud jada sellesse indlite lisamisel, seejuures
lisatavate indlite arv voib ka olla null.

Naide 2.1. Olgu selles ja jirgnevates ndidetes X eesti tihestik. Vaatame jada
x=HELEVANDU, selle jada moned laiendatud jadad on nditeks jargmised:

e HELEVANDU,
e HELE — VANDU,
e ———HE-L————-EVAND - U — ——.

Definitsioon 2.4. Jadade x ja y joonduseks pikkusega | nimetame paari (z*,y*),

mille puhul kehtivad jdrgmised tingimused:

1. x* ja y* on vastavalt jadade = ja y laiendatud jadad,
2. jadade x* ja y* pikkus on maolemal [,

3. laiendatud jadade samal indeksil ei asu korraga indlid ehk iga 1 < i < n

korral x} # — wvoi y; # —.

Jadades x* ja y* samadel indeksil asuvaid elemente nimetatame omavahel vastan-

datud elementideks.

Naiide 2.2. Vaatame jadasid x = HELEVANDU jay = TUMEVANTSUD.

Nende jadade tikse voimalikke joondusi on nditeks

(-HELEVAN — —-DU—,TUM — EV — ANTSUD,),
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mida voib mugavamal kujul esitada ka jargmisel viisil

~u|elelmlv]ala] - -plu]|-
ad |

E
wl-|e|v]-]

H
U

i
=
=
< |
o
Sl

Samas nditeks ( HELEVAND —U,TUME ———VANTSUD) pole joondus, kuna
laiendatud jadade pikkused pole vordsed.

Samuti ei sobi joonduseks (— — —HELEVANDU,-TUMEV ANTSUD), sest

latendatud esimesel kohal vastandatakse omavahel indleid.

Definitsioon 2.5. Olguy = y1,y2, - - - Yn jada tihestikus X . Jadax = x1,29,...Tm

nimetatakse jada y osajadaks ehk alamjadaks, kui letduvad indeksid
1<y < <...<itm<n

nii, et
Yij, = Tk, k‘=1,2,...m.

Naiide 2.3. Jada x = LEA on jada y = ELEVANDU osajada, kuna leiduvad

indeksid 17 = 2, 19 = 3 ja iz =5, nit et

1=y =y2=1L,
T2 =Y, = Y3 =L,

3 =Yy = Y5 = A.

Samas aga ndiiteks jada ¥’ = AV E ei ole jada ELEV ANDU osajada.

Niisiis intuitiivselt saame osajada esialgsest jadast tdhti kustutades, kuid allesjaé-

nute jarjekorda muuta ei tohi.

Definitsioon 2.6. Olgu z = z122...Tm ja Yy = Y1Y2 - .- Yn jadad. Jadade x ja y
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ithisjadaks nimetame jada z = 2129 ... z;, mille korral leiduvad sellised indeksid
1<iyi<io<...iy<m

ja
I1<pn<p<...i<n

nitmoodi, et

Ligy = Yjp :Zk,k‘:LQ,...,l.

Teisisonu on jadade x ja y iihisjada jada, mis on nii jada x kui ka jada y osajada.

Niide 2.4. Jadade x = HELEVANDU jay = TUMEVANTSUD fihisjadad
on ndaiteks jadad U, EVA, EVAND ja EVANU. Neist z= EVANU on ihisjada,

sest leiduvad indeksid

1<i1=2<i90=5<13=6<14=7T<1i5=9<9

ja
1<j1=4<jo=5<j3=06<s=7T<j5=10<11

nitmoodi, et

Ty, =T2=Yj =ya=E

Tiy =%5 =Yj, =Ys =V
Tiy = T6 = Yjy = Y6 = A
Ty =x7=yYj, =yr=N
Tig = Tg = Yj5 = Y10 = U

Definitsioon 2.7. Kahe jada pikimaks tihisjadaks (inglise keeles longest common
subsequence ) nimetatakse tihisjada, mille pikkus on maksimaalne. See tihendab, et

iga teise thisjada pikkus pole suurem pikima thisjada pikkusest.
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Naiide 2.5. Vaatame jadasid xt = HELEVANDU jay = TUMEVANTSUD,
nende pikimad thisjadad on jadad EVAND ja EVANU.

Nagu néha ka néitest, siis pikim iihisjada ei pruugi olla {iheselt méaratud, ent on

ilmne, et selle pikkus on alati iihene.

Pikima iihisjada pikkust on laialdaselt kasutusel jadade omavahelisel vordlemisel.
Jargneva osa eesmérk on defineerida sellele alternatiivne moodik H, mis iseloomus-

tab seda, kui erinevad voivad olla kahe jada pikimad {ihisjadad.

Paneme téhele, et igale {ihisjadale saab vastavusse seada iihe v6i mitu joondust (ent
igale joondusele ei vasta veel iihisjada). Uhisjadale vastavas joonduses iihisjadasse
kuuluvad tédhed on vastandatud sama tédhega ning iilejadnutele vastandatakse ind-
lid. Selles t66s loeme joondused samadeks, kui vastandatakse omavahel samadel

indeksitel olevaid tahti.

Eelnevas néites toodud jadad x ja y iihisjadale EV ANU kaks vastavat joondusust

on néaiteks
w|\-|-|-|e|t|p|v]a|n|p|-|-|v|-
~|rlvfale|-|-|v[alx|-[7]s[v]p
ja
—|-|m - |elelE|v]alx|-|p|-|v|-
rlv|-[ule|-[-|v]aln[r] [s]v]p

Need joondused loeme siin t66s samadeks, kuna molemas neis on vastandatud

omavahel tdhed x2 ja y4, x5 ja ys, Te ja ys, T7 ja yr ning xg ja yio-

Kuna meid sellises iihisjada joonduses huvitab millised elemendid on omavahel
vastandatud, siis sellist iihisjada joondust on voimalik kirjeldada indeksipaaride

hulgana

{(i1, 1), (i2, j2), - - - (i1, 1)} € N?,
kus 4k, ji, £ € N on indeksid iihisjada definitsioonist ja [ on iihisjada pikkus.
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Niisiis iilaltoodud iihisjada joondust saame téhistada hulgana

{(2,4),(5,5),(6,6),(7,7),(9,10)}.

Samas aga iithisjada EV ANU jaoks pole see ainuvoimalik joondus, sest voime oma-
vahel vastandada tdhtede z2 ja y4 asemel ka tdhed x4 ja y4. Sel juhul saame joon-

duse

mida voime hulgana tahistada kui

{(4,4), (5,5),(6,6),(7,7),(9,10)}.

Uhisjada definitsioonist on ilmne, et jadade x ja y iihisjada on ka jadade y ja x
iihisjada. Samas kui tihistada joondust N? osahulgana, siis selline siimmeetria ei

kehti.

Tulles tagasi eelmise néite juurde, leiame koik voimalikud pikimate iihisjadade

joondused:

e {(2,4),(5,5),(6,6),(7,7),(8,11)} (vastab iihisjadale EVAND),
e {(4,4),(5,5),(6,6),(7,7),(8,11)} (vastab tihisjadale EVAND),
e {(2,4),(5,5),(6,6),(7,7),(9,10)} (vastab iihisjadale EVANU),

e {(4,4),(5,5),(6,6),(7,7),(9,10)} (vastab iihisjadale EVANU).

Néeme, et nii nagu ka pikimaid iihisjadasid voib olla mitu, siis neile vastavaid joon-
dusi voib olla veelgi rohkem. Pikimatele iihisjadade vastavaid joondusi nimetame

ka optimaalseteks joondusteks.

Neis joondustes olevaid indeksitepaare voime vaadelda ka kui punkte jargmistel

(koordinaat)tasanditel:
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NSRRI S| Z2R | wn|T|T
NS | <|>[2I8|»w|T|C

NSRRI ™ S| lZ2R|w|T|T
NS IR S| lZ2R | wn|T|T

H|\E|L|E|V|A|N|D|U H|\E|L|E|V|A|N|D|U

Juhul kui vaadeldavad jadad on viaga pikad, siis ithendame punktid iiheks pidevaks
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graafikuks. Kanname koik voimalikud optimaalsed joondused iihele joonisele

NIQIZRIE| S| |Z28|wn|T|C

H|E|L|E|V|A|N|D|U

Néeme, et iiks joondustest on justkui koige peal (sinised ja mustad punktid ehk
tihisjadale EVAND vastav joondus {(2,4),(5,5),(6,6),(7,7),(8,11)}) ning tei-
ne koige all (punased ja mustad punktid ehk iihisjadale EVANU vastav joon-
dus {(4,4), (5,5),(6,6),(7,7),(9,10)}). Neid kahte joondust nimetamegi vastavalt
tlemiseks joonduseks ja alumiseks joonduseks, molemaid kokku voib nimetada ka

ekstremaaljoondusteks.

Anname alumisele ja iilemisele joondusele ka formaalsed definitsioonid. Selleks too-

me sisse jargmised tdhistused.

Olgu z ja y jadad ning vaatleme nende jadade koigi optimaalsete joonduste hulka

A.
A={65,51), - (50} e A,

kus A ={1,2,...]A|} ja k on jadade = ja y pikima iihisjada pikkus.
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Téahistame iga a € A jat € {1,2,...k} korral
3G =git Ja i) =i
Asume niitid jargmise skeemi abil konstrueerima tilemist joondust

{(at) (hat) }-

Valime j,}; koigist voimalikest suurustest j maksimaalse. Joondustest, kus see mak-
simum realiseerub valime voimalikult véikese paarilise ZZ ehk formaalselt
-h Te%
‘= max
Tk acA i

= min{s | j¥ =" a e A}

.
s

Olles kindlaks méa#ranud (ZZ, j,};), leiame jargmiseks paari (1271, j,’cll). Valime j,’cll
maksimaalse, nii sellele vastav i oleks vaiksem kui zf ning teise paari komponendi

i1 voimalikest koige véiksema:

gr_y = max{j{ | i(ji") < if,a € At =1,2,... k},

il =min{il | (i) =, a€ At =1,2,... k}.

Jatkame samamoodi indeksipaaride koostamist ehk iildistatult tdhendab see, et iga

s=4k—1,k—2,...1 korral valime paari (i?,5")) jirgmiselt

.].? :max{]f‘h(jf‘) <ilsl+17a€A7t:172a"'7k}7

i = min{i® | j(i®) =" ae At =1,2,... k}.

Tulemuseks saadud joondust nimetatame dlemiseks joonduseks.

Voib tekkida kiisimus, kas selline valik on iildse alati voimalik ja kas tulemuseks on

optimaalne joondus. Seda kinnitab jéargmine lause, mis pakub ka seejuures pisut
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lihtsama mooduse, kuidas iilemine joondus koigi optimaalsete joonduste seast leida.

Lause 2.1. (Lember, Matzinger ja Vollmer, 2014, Proposition 2.1) Ulatoodud skee-

{(#at). - (ki) }

on jadade x ja y optimaalne joondus, kusjuures

me jargs leitud hulk

G =max{j® | a € A}, " =min{i® | j(if) = jla € A}, t=1,2...k.

Analoogiliselt eelnenud skeemiga saame leida ka alumise joonduse

{(#.31) - (hdt) }-

mille korral kehtib

jt=min{if |a € A}, iy = max{jf | i(j{") = ifa € A}, t=1,2...k

Uldiselt sarnaste jadade puhul on iilemine ja alumine joondus koordinaattasandil
visuaalselt teineteisele ldhemal kui soltumatute jadade korral. Niisiis eeldatavas-
ti voiks jadade iilemise ja alumise joonduse erinevus néidata midagi ka jadade
endi sarnasuse kohta. Seetottu soovime kuidagi modta kahe joonduse, iilemise ja
alumise, omavahelist kaugust. Uks lihtne moodus oleks modta maksimaalset hori-

sontaalset voi vertikaalset kaugus, mis jadb kahe joonduse vahele.

Definitsioon 2.8. Joonduste U ja V wvaheliseks maksimaalne horisontaalseks kau-

guseks nimetame suurust
max{0, iy, — iy|: (tu,ju) € U, (i, Jv) € V,ju = Ju},

Definitsioon 2.9. Joonduste U ja V wvaheliseks maksimaalne vertikaalseks kaugu-
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seks nimetame suurust

ma'X{()? |ju - j’U‘: (zuyju) € UJ (iUJjU) € V7 Zu = Z’U}

Naiide 2.6. Jadade HELEVANDU ja TUMEV ANTSUD ekstremaaljoonduste

{(2,4),(5,5),(6,6),(7,7),(8,11)} ja {(4,4),(5,5), (6,6), (7,7),(9,10)}

maksimaalne horisontaalne kaugus on 2 ning vertikaalne 0.

Samas aga maksimaalne horisontaalne voi vertikaalne kaugus ei pruugi viga hésti

kirjeldada, kuivord kaugel on kaks joondust.

Naiide 2.7. Vaatame kahte joondust, mis on tihistatud simbolitega u ja v.

uv

uv

uv

uv

Need joondused asetsevad teineteisele iisna lihedal, erinedes seejuures ainult the

tahe juures, ent nende maksimaalne horisontaalne kaugus on suhteliselt suur (4).

Parema moodikuna votame kasutusele Hausdorffi kauguse. Mérgime, et Hausdorfh
kaugus on universaalne moodik, millega saab moota kahe suvalise hulga omavahelist

kaugust, kui on defineeritud selle elementide vaheline kaugus.

Definitsioon 2.10. Joonduste U,V C N? waheliseks Hausdorffi kauguseks nime-

tame suurust

WU, V) = inf d inf d
(U, V) max{i‘é%?v (u,v),?)g%gU (u, )},
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kus d on mingi kaugus ruumis R2.

Siin t66s kasutame kaugusena d maksimumkaugust ehk

d((x1,91), (72, 42))) = max{ler — @2, [y1 — v}

Alternatiivina oleks voimalik on ka néiteks eukleidilist kauguse kasutamine.

Néites 2.7 toodud joonduste vaheline Hausdorffi kaugus on 1, eukleidilise kauguse

kasutamise korral oleks tulemus v/2.
Definitsioon 2.11. Olgu jadade = ja y sarnasusmoot H suurus
H(x7 y) = h(AH7 AL)7
kus Ap ja A on jadade x ja y vastavalt dlemine ja alumine joondus ning h on

Hausdorffi kaugus (mille puhul d on maksimumkaugus).

Naiide 2.8. Jadade x = HELEVANDU jay = TUMEVANTSUD korral on
H(z,y) =2.

2.2 Teadaolevad tulemused

Jargmine alapeatiikk on kokkuvote artikli (Lember, Matzinger ja Vollmer, 2014)
pohitulemustest.

Olgu X = X1, Xs,... X, € X" jaY =Y1,Ys,... Y, € X" juhuslike suuruste 16p-
likud jadad. Téahistame X ja Y pikima iihisjada pikkust tdhisega L,,. Jareldusena
Kingmani ergoodilisest subaditiivsuse teoreemist, kui X ja Y on soltumatud ning

iid jadad, siis kehtib teadaolevalt koondumine

Ly
— =7 pk (2.1)
n
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Konstanti v nimetatakse ka Chvatali-Sankoffi konstandiks. v soltub jadade X ja

Y jaotusest ning selle tdpne vadrtus senini teadmata.

Eeldame niiiid et loplikud jadad X ja Y on saadud iihisest eellasjadast, nagu ala-
peatiikis 1.2. Kui koondumises 2.1 oli eelduseks, et jadad X ja Y on sama pikad,
siis artiklis ndidatakse, et iid jadade, seega ja jada X ja Y puhul kehtib ka tildisem

koondumine:
L(Xl, . .Xn; Yl, ce YLanJ)

n

— vr(a) p. k.

kus fikseeritud a > 0 korral on yr(a) kontant (Lember, Matzinger ja Vollmer, 2014,
Proposition 4.1). Edaspidi tahistame vg := vg(1).

Uldjuhul X ja Y pole séltumatud, kuid séltumatuse korra yg = 7.

Toome sisse jargmised tahised:

pa = P{X; = a},

=1 — mi
q mit o
poi=>_ v,
aceX
h(p) := —plogyp — (1 — p)logy(1 — p), kus p € [0,1],

P = max
b gy Pa,

g:=1— min P{Xj=a|Y1=0,p=1},
a,beX
. Pog
pq
(siin P{X; | Y1 = b,p = 1} on tinglik téendosus, et eeldusel, et pole toimunud

kustutamist ehk juhuslikel suurustel X; ja Y7 on iihine eellane.)

Markus 2.1. Simbolid V ja A mdrgivad siin ja edaspidi vastavalt funtksioone max

ja min.

Teoreem 2.1. (Lember, Matzinger ja Vollmer, 2014, Theorem 1.3) Olgu X ja 'Y
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thisest eellasjadast Z = Z1,Zs, ... Zy, on saadud loplikud jadad. Kui kehtib

Yrloga P + (1 —vrloga(qq)) + (1 — vr) Ayr)loga(p V 1) + 2h(yr) <0, (2.2)

stis leiduvad konstandid C, € R ja D, € R nitmoodi, et piisavalt suure n korral

kehtib

P{H(X,Y) > C,Inn} < D,n"2

Osutub, et tingimuse 2.2 kehtimiseks, peavad jadad X ja Y olema omavahel soltu-

vad.

Lemma 2.1. Kut X ja Y on séltumatud jadad, siis tingimus 2.2 ei kehti.

Kokkuvottes tdhendab saadud tulemus, et teatud {iihisest eellasjadadest saadud
soltuvate jadade X ja Y korral kehtib p. k. H(X,Y) € O(lnn). Sarnasusmoodu
H(X,Y) ning maksimaalse horisontaalse ja vertikaalse kauguse logaritmilist kasvu
soltuvate jadade korral kinnitavad empiiriliselt ka artiklis 1abi viidud simulatsioo-
nid. Nende pohjal pakutakse hiipoteesina ka, et soltumatute jadade puhul on kasv

lineaarne.
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3 Simulatsioonid

Eelmises peatiikis toodud tulemused sarnasusmoodu H kohta pohinevad mudelil,
kus jadad X ja Y on iihisest eellasjadadest saadud jadad. Samas lause 1.5 pohjal
pole see mudel iildiselt statsionaarne, mis muudab selle uurimise matemaatiliselt
keerukamaks. Jérgnevalt uurime statsionaarset mudelit, mis pohineb Markovi ahe-

lal, ja mille abil on voimalik samuti saada erineva soltuvusastmega jadasid.

Seejarel uurime sellel mudelil simulatsioonidega ekstremaaljoonduste vahelisel kau-
gusel pohinevaid sarnasusmodte (H, maksimaalne horisontaalne ja minimaalne kau-

gus) ning pikima iihisjada pikkust.

3.1 Mudel

Vaatame homogeenset Markovi ahelat {(X,,,Y;,)} seisundite hulgal X x X. Eeldusel,
et X on loplik hulk ja tegemist on mittelahutuva Markovi ahelaga, siis leidub sellel

lause 1.3 pohjal ithene statsionaarne algjaotus.

Definitsioon 3.1. Juhuslikke jadasid {X,} ja {Yn} nimetatakse Markovi ahela
{(Xn,Yn)} marginaaljadadeks.

Osutub, et ka statsionaarse algjaotuse korral voivad marginaaljadad {X,,} ja {Y,}

olla Markovi ahelad, kuid ei pruugi.

Naiide 3.1. Olgu X = {0, 1} ning vaatame Markovi ahelat {(X,,Yy)} dlemineku-

maatriks
(X,Y) (0,0) (0,1) (1,0) (1,1)

0,00 [ & 5 0 0
p= OD | & © 5 0
(1,0) 0 0 & 2
L \% % w 1w
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kus vastavat vadrtust tileminekumaatriksis tahistame

Pa1,y1)(w2,92) = P{(Xn,Yn) = (22,92) | (Xp—1,Yn-1) = (21,91)}

Sellisel juhul osutub, et statsionaarseks algjaotuseks on

/1111
™\rrari)

kuna kehtib vordus mP = T:

5 5
30 0
<1111>f’;)1201%0_<1111>
4°4°44 1 o | \44744
o o0 & 2
2 3 4 1
10 10 10 10

Vaatame niitid tinglikku toendosust:
P{X3=0]|X;=0,X,=1}

Paneme tdhele, et kui X1 = 0 ja Xo = 1, siis peab kehtima (X1,Y1) = (0,1) ja

(X2,Y2) = (1,0), sest koik muud sobilikud dleminekutoendosused on nullid:

P(0,0)(1,0) = P(0,0)(1,1) = P(0,1)(1,1) = 0.

Samas aga olekust (X2, Y2) = (1,0) voimalik litkuda positiivse toendosusega ainult

olekutesse, kus X3 # 0. Seega, kui X1 =0 ja Xo =1, siis X3 # 0, jdarelikult
P{X3=0]|X;=0,Xo=1}=0.
Samas teisalt, kuna P{(X2,Y2) = (1,1)} = m(1,1) > 0 ja p(1,1)(0,1) > 0, siis ilmselt
P{X3=0]|Xo=1}>0
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Kokkuvottes seega marginaaljada {X,,} korral ei kehti Markovi omadus, kuna

P{X5=0|X,=0Xo=1} # P{X3=0] Xy = 1}

Jargnevas olgu X = {0, 1} ning vaatame oma mudelina Lember et al., 2018 poolt
kirjeldatud Markovi ahelat {(X,,Y,)} seisundite hulgal X x X, mille iilemineku-

maatriks on

(X,Y) (0,0) (0,1) (1,0) (1,1)

(0,0) fpA pA—X) (A—=pbr (1-p)(1-061)

P 0,1) [ pA2 p(I1—A2) (1—p)f (1—p)(1—062)

(LO) [ g ¢l =) (A=q)pr (1=q)(1—p1)

(L1) \quz q(l—p2) (A—q)p2 (1—q)(1—p2)

kus

(1p)91=p(1)\1)<:>91=(1)\1)1_p<:>17=1_/\€11+91 (3.1)
(1—17)92:(1—]0)\2<:>92=q1_%)\2<:>q=(1—]0)92+1?>\2 (3-2)
p—qu=(1—q)p = p1= % (3.3)
a1 =) = (1= a)pr = po = (1= o) (3.4)

Vastavat vaartust tileminekumaatriksis tdhistame ka

Px1,y1)(x2,y2) — P{(Xnvyn) = (3727y2) ‘ (Xn—17Yn—1) = ($1,y1)}-

Lause 3.1. Olgu {X,,,Y,} Markovi ahel ileminekumaatriksiga P seisundite hulgal
X x X. Sellisel juhul on marginaaljada {X,} Markovi ahel seisundite hulgal X,
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kusjuures ileminekumaatriks on jargmine
p l=p
q 1—gq

Toestus. Olgu 1, j, k € X, siis kehtib ilmselt

P{Xn =J | (Xn—laYn—l) = (Z’k)} = P{(Xnvyn = (J, 0) ‘ (Xn—hYn—l) = (Zuk)}
+ P{(Xnvyn = (]v 1) ‘ (Xn—layn—l) = (z’k)}

= P(i,k)(5,0) T P(ik),(5,1)-

Paneme téhele, et seejuures tinglik toenédosus

P{Xn =7 ’ (Xn—lyyn—l) - (ia k)}

ei soltu selle iileminekumaatriksi korral k vadrtusest. Tahistame need tinglikud

toendosused:

poo := P{Xp = 0 (Xp-1,Yn1) = (0,0)} = P{X;, = 0 [ (X1, Yn1) = (0,1)}
=pA+p(1 = A1) =pra+p(l = A2) =p,

po1 = P{Xn =1](Xn-1,Yn-1) = (0,0)} = P{Xp, =1 (Xpn-1,Yn—1) = (0,1)}
=1 =pbi+(1-p)1-061)=(1-p)fa+(1-p)(1—02)=1-p,

pro = P{Xy =0 [ (Xp-1,Yn1) = (1,0)} = P{X,, = 0 [ (Xpn—1,Yn1) = (1, 1)}
= qu1+q(1 = p1) =quz +q(1 — 1) =g,

pu = P{Xy =1[(Xp1,Yn1) = (1,0)} = P{Xy, = 1 [ (Xp1,Yp1) = (1, 1)}

=1l-gn+0-g(l-p)=101-p1+(1-q)(1-p1)=1-gq.

Néitame niiiid, et jada {X,,} korral kehtib Markovi omadus. See tdhendab, et iga
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ki,...,kn—2,7,7 € X ning n € N korral
pij=P{Xn=J|X1=F,.... Xno=kp 2, Xp 1 =1} =P{X,, =j | Xpu1 = i}.
Tulenevalt tédistoendosuse valemist

P{X, =7 | Xp_1 =i}

=Y P{Xn=j|Xn1=0,Yn 1=k} P{¥p1=Fk| X, 1 =1i}

keX
=Y P{Xp=j| (Xn-1,Yn1) = (i, k)} - P{Yoo1 = k | Xpo1 =i}
KeX
=Y pi-P{Yu1=k| Xy 1 =1}
kex
= Dij Z P{Y,1=k| Xp_1 =1}
keX
= pij - 1 = pij-

Seejuures vordus Z P{Y,—1 = k| X,—1 = i} = 1, kuna tegemist on tingliku

keX
toenaosusjaotusega.

Paneme téahele, et vordus jaab kehtima ka siis, kui siindmuse {X,,_; = ¢} asemel
on stindmus {X; = ki,...,Xp—2 = kn—2, X;,—1 = i}. Seda seetottu, et {X,,Y,}

on Markovi ahel ja

P{Xn=37 X1 =Fki,...,Xn2=kn2,(Xp-1,Yn1) = (i,k)}

= P{Xn =j | (Xn-1,Yn-1) = (i, k) } = pij.
Seega saame teise vajaliku seose
P{X,=j|X1=F,....,Xn2=kn 2, X1 =1} = py,

mis kokkuvéttes pohjendab Markovi omaduse kehtivust jada {X,,} puhul. ]
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Lause 3.2. Olgu {(Xy,, Yn)} Markovi ahel ileminekumaatriksiga P seisundite hul-

gal X x X. Sellisel juhul on marginaaljada {Y,,} Markovi ahel seisundite hulgal X,

kusjuures tileminekumaatriks on jargmine

p
q

1—p
1—g¢q

Toestus. Vahetades seisundite jarjekorda ning kasutades siis seoseid 3.1 kuni 3.4,

saame lleminekumaatriksi viia kujule:

(X,Y) (0,0)
(0,0) [ ph

p (0,1) | pAe
(L,0) | am
(1,1) \ que
(X,Y) (0,0)
(0,0) [ p\

_ (L0) [ gm
(0,1) PA2
(1,1) \ que
(X,Y) (0,0)
(0,0) [ pA

_ (L0) [ gm
0,1) | pAe
(L1) \ quo

(1,0)
p(1— A1)
P —qm
q—pAe
q(1— )

q(1 — )
p(1—X2)
(1—=q)p2

(1,1)
(1—p)(1—01)
(1 =p)(1—62)
(1=g)(1—p1)
(1—q)(1—p2)

(1,1)
(1-p)(1—61)

(1—=ag)(1 —p2)
(1,1)
(1-p)(1—6)

(1-q)—(p—qm)
(1-p)—(g—pr2)
(1—=¢q)(1—p2)

Niilid saame samamoodi eelmise lause toestusesega néidata, et ka {Y},} on Markovi

ahel, kuna saame analoogselt tdhistada iileminekumaatriksi elementide vordsed
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summad:

poo := P{Y = 0 [ (Xp-1,Yn1) = (0,0)} = P{Y, = 0| (Xp-1,Yn1) = (1,0)}
=ph+p(l - M) =qu+p—qum =p,

por i=P{Yy, =1[(Xp-1,Yn-1) = (0,0)} = P{Y,, = 1 [ (Xp—1,Yp1) = (1,0)}
=(1-p)h+1-p(A—-0)=ql—p)+1—-q)—(p—qu)=1-p,

pro = P{Y, =0 [ (Xp-1,Yn1) = (0,1)} = P{Y,, = 0 [ (Xp—1,Yp1) = (1,1)}
=pA2+q—pla=quz+q(l —m) =g,

pui=P{Y, =1 (X1, Yn1) = (0,1)} = P{Y, = 1] (Xp-1, Y1) = (1, 1)}

=p(l-A)+ (1 —=p)—(g—pr2)=(1—q)p2+(1—-q)(1 —p2)=1—gq.

O]

Selleks, et jadade {X,} ja {Y,} tleminekumaatriks ei sisaldaks negatiivseid toe-

néosusi, peab kehtima p, g € [0, 1].

Olgu meil on p,q € [0,1] fikseeritud. Lisaks on meil iileminekumaatriksis kokku
8 parameetrit: A;, 0;, u;, pi, kus ¢ = 1,2. Neist saame valida neli ja seoste 3.1 —
3.4 pohjal esituvad iilejisinud 4 parameetrit valitute funktsioonidena. Uldistust
kitsendamata, olgu vabalt valitavateks parameetriteks A;, u1, ¢ = 1,2. Osutub,
et ka neid parameetreid ei saa valida téiesti vabalt, vaid need peavad rahuldama

teatud tingimusi.
Lause 3.3. Olgu p,q € [0,1]. Markovi ahela (X,,,Y,,) korral tileminekumaatriksiga
P parameetrite A, u;, 0; ka p;, i = 1,2 korral kehtima jdrgmised tingimused:

[2p —1
p

1. \1 €

vo,l]
I —1
5 A€ Wvo,m}

3. w1 €

37



2 — 1
4 ps € { qq vo,l]

Toestus. Meenutame, et V ja A on siin max ja min.

Esiteks peavad koik toendosused maatriksis olema mittenegatiivsed, niisiis pA; > 0
ja p(1 — A1) > 0. Kuna eelduse kohaselt p > 0, siis A; > 0 ja 1 — A; > 0, millest
A€ [0,1].

Analoogselt maatriksi elementide mittenegatiivsuse pohjal ning kuna p,q € [0, 1]

on samas loigus ka iilejadnud parameetrid:

)\i79ivui7pi € [07 1]7Z = 172

2p—1

1. Lisaks seosele A\; € [0, 1] piisab niidata, et A; >
p

Eeldusest (1 —p)f; = p(1 — A1) (3.1) saame

(L= p)fy = p(1—Ap) = A =1 _pp)91 _ p—91;1—p)'

Eelnevalt leitud tulemuse 67 < 1 pchjal

p—6(l—p) p—-11-p) _2p-1

Al = >
p p p
2p—1 2p—1
Niisiis kuna A; < 1 ning A; > 0 ja A > Cmillest Ay > 272 v 0, siis
kokkuvottes
2p—1
A € [ P2 vo, 1] .
p
2. Lisaks seosele Ay € [0, 1] piisab naidata, et Ay > 1+tp= ja Ay < g
p p
Vordusest (1 — p)fa = g — pAa (3.2) saame
1—p)o
(1—p)s =g —pha = Ny = 1 (p p):
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Seosest 03 > 0 saame

~(1-p)o —(1-
Ny = 4= =p)0 a—(1-p)0 _

4
p B p p

ning seosest o < 1 tuleneb

g—(1-plo_g-(1-p1 _qg+p-1

Ag = >
p p p
-1
3. Lisaks seosele p; € [0,1] piisab nédidata, et p; > pta-! ja g < L
q
Vérduse p — qu1 = (1 — q)p1 (3.3) pohjal
p—(0-9n

p—qum =(1—-qp1 <= = .

Eelneva pohjal p; > 0, millest

— (1 —(1—¢)0
py=P=0-@p  p=(1-9)0 _p
q q q

ja p1 <1, millest

p—(1-gp _p-(1-g9l _ ptg-1

p = <
q q q

4. Lisaks seosele p; € [0, 1] piisab néidata, et po >
Vordusest (1 — p2) = (1 — ¢)p2 (3.4) saame

q—(1—q)p2

q(1 —p2) = (1 —q)p2 == p2 = .

ning edasi kuna ps < 1, siis

_ 4= -qp g-(1-gl _2¢-1

q N q q

M2
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O]

Lause 3.4. Kui (p,q) # (1,0),(1,0), siis jadade {X,,} ja {Yy} tihene statsionaarne

W:( q 1—p>
l—p+q¢ 1-p+q/)

Toestus. Kui (p,q) # (1,0), (1,0) siis on tegemist mittelahutuva ahelaga, mistottu

algjaotus on

leidub iihene statsionaarne algjaotus. Samas 7 on statsionaarse algjaotusega, sest

tleminekumaatriksi P korral 7P = 7:

( q 1—p > p 1-p _( q 1—p )
l-—p+q'l-p+aq)\y; 1-4 l—p+q'l-p+gq

O

Lause 3.5. Kuip = q, siis statsionaarse algjaotuse korral on marginaaljadad { X, }

ja {Y,} #d jadad.

Toestus. Naitame, et jada {X,} on iid, toestus jada {Y,} kohta on samasugune.

Olgu p = ¢, siis tileminekumaatriks on kujul

p 1—p
p 1—p

Eelduse kohaselt on jadal {X,,} statsionaarne algjaotus 7. Eelmise lause pohjal

_ q I—p \ _ P I—-p \ _
™= ) - ) _(pvl_p>
l-p+q 1-p+gq l—p+p 1—p+p

Statsionaarsuse definitsioonist lahtuvalt on koik jada elemendid X; sama jaotusega,

seega iga ¢ € N korral:

P{X; = 0} = 7(0) = p

P{Xi=1}=n(l)=1-p
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Samuti tileminekutdendousused langevad kokku algtoendoustega ehk

pOOZP{Xn—i—l:O‘ano}:plozp{Xn—H:OanZO}:p:W(0)7

po1 =P{Xp41=1| X, =0} =pn=P{Xp1=1|X,=1}=1—p=n(1).

Olgu k € N ja 1, z2,..., 2, € X. Néitame, et jada {X,,} on soltumatu, st peame

néditama, et kehtib

P{Xi=z1,.... Xk =ap}=P{Xy =21} ... - P{X} = a1}

Tulenevalt Markovi omadusest ning eelneva pohjal

P{X1=a1,..., X}, = z1}
=P{Xi1=x1} P{Xo=m | X1 =21} ...
oo PAXp =z | Xi =21, Xjo1 = w1}
=P{Xi=x1} P{Xo=mx9 | X1 =21} ...
coo P{Xp =k | Xg—1 = xp1}
= m(21) * Payas = - - - Pajo_ 12
=m(zy) - m(x2) - ... 7w(xk)

Niisiis on jada X; elemendid sama jaotusega ning soltumatud ehk tegemist on iid
jadaga. O

Lause 3.6. Kui \y = u1 = p ja Ao = po = q, siis {X,} ja {Yn} soltumatud
Markovi ahelad.

Toestus. Leiame tlejaanud parameetrite vadrtused

p

=0

= (- =p
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0 _q—pA\2  q—pq
Y = - —

I—p 1—p
_p—agm _p—aqp _

)

pP1 = 1—gq = 1—¢ b,
pr=( )yt = (-0 =q
Seega iileminekumaatriks P votab kuju
(X,Y) (0,0) (0,1) (1,0) (1,1)
0,0) fp\ p(1—=X1) (1-p)o1 (1—p)(1—061)
P 0,1) [ pA2 p(1—22) (1—p) (1—p)(1—062)
(L) | gquu ql—pm) (=g, (A—q)(1—p)
(L) \gu2 q(l—p2) (I—=q)p2 (1—-q)(1—p2)
(X,Y) (0,0) (0,1) (1,0) (1,1)
0,00 [ p*» pd-p) (1-pp (1-p)(1-p)
- 0,1 [ p¢ pdl-q9) (A-pg (QA-p)(1-09q)
(L,O) [ o q(1—-p) (I—-¢qgp (Q1-9(1-p)
(L) \ ¢ q¢1-9 (Q-qgq (A-¢(1-gq)

Sellise {ileminekumaatriks statsionaarseks algjaotus m on

( 7 (I1-pg (1-pg  (1—p)? )
(I-p+9* (1-p+q¢?* 1-p+qg? 1-p+q?)’

sest TP = .

Kuna 7 on stasionaarne algjaotus, siis iga ¢ € N korral

2 1—
P{Xl_o}_ﬂ(()?(])"i_ﬁ(o?l)_(l_ij_i_q)Q—i_(l(_pf_)Z)Q_1_Z+q’
1— 1—p)? 1—
P{X;=1}=n(1,0) +n(1,1) = (1<_pi)g)2 + (1(_pi)q)2 = 1_piq,
PIYi=0) = (0.0) 4 x(10)= — . (A=pa _ g

1-p+¢? (A-p+q? 1-p+g
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(1-p)g (1-p?  1-p

P{Y1 =1} =7(0,1) + m(1,1) = 0—p+q? + 0-p+af 1-p+q

ning
2
P{X, = 0}P{V; = 0} = 1—Z+q'1—Z+q = (1_;+q)2 = 7(0,0),
P{X, =0}P{Y; = 1} = 1_]q)+q : 1ip_7iq = (1(1]??3)2 = (0, 1),
P{X, = 1}P{V; = 0} = 11piq.1_z+q - (1(ipi);’)2 — (1,0),
P{X;=1}P{v; =1} = 11;_{(} : 1;1(1 = (1%;?;2 =n(1,1),

kusjuures viimasest neljast seosest jareldub, et iga 7,5 € X korral

P{X1 =i} - P{Y1 = j} = n(i,]).

Meenutame, et lausete 3.1 ja 3.2 pohjal on marginaaljadad { X} ja {Y,,} molemad

Markovi ahelad iilleminekumaatriksiga

p 1—p
qg 1—gq

Téhistame selle maatriksi elemendid vastavalt p;;. Nédeme, et iga 4, j,k,1 € & korral

esitub iileminekumaatriksi P element jérgmise korrutisena:

P(ij),(k,) = Pik " Pjk-

Néitame niitid, et Markovi ahelad {X,} ja {Y,} on soltumatud. Olgu n € N ja

Ty TnylYl,---Yn € X. Soltumatuse jaoks peab kehtima

P{Xl:xla-'an:CUanl:y17~~7Yn:yn}

=P{Xi=x1,..., Xp=x,} - PY1=vy1,..., Yo, =uyn}.
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See vordus kehtib eelpool leitud seoste pohjal

P{Xi=uz1,.... Xn=2,Y1=y1,..., Y0 = Y0}

= P{(X1,Y1) = (z1,51) - - ., (X, Yn) = (0, ¥n)}

= W(ﬂflv?/l) “Pz11),(z2,y2) T P@n—1,9n—-1),(Tn,yn)
= P{Xj =z1}P{\1 = yl}pxlxzpmyz Cees P 1znPyn_1yn
= P{X1 =21}pryzy -+ Papyzn - P{Y1 = yl}pywz tee Pyn_iyn

:P{Xl:xl,---,Xn:xn}'P{Yl:yla---;Yn:yn}-

O]

Lause 3.7. Kui \; = po =1 ja w(1,0) = w(0,1) = 0 sits Xy = Y; iga t € N korral.

Toestus. Parameetrite \1 ja us vadrtuste pohjal saame leida ka 01 ja po vaartused:

0 =(1-\)—2— =(1-1)-2 =0,

1—-p 1—-p
q q
==t ==y =0
Seega iileminekumaatriks P votab kuju:
(X,Y) (0,0) (0,1) (1,0) (1,1)
0,0) fpA1 p(1—=XA) (1-=p)bh (1—p)(1-06)
p— (0,1) | pAx2 p(l1=A2) (1-p) (1-p)(1-06)
(LO) [ g gl —p) (A=g)pr (1—q)(1—p1)
(L1) Ngqu2e ql—p2) (I—q)pz (1-q)(1—p2)
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(X,Y) (0,0) (0,1) (1,0) (1,1)
0,00 (p1  p(1-1) (1-p0 ([1-p)(1-0)

0,1) | pA2 p(l=2A2) (1=p)b2 (1—p)(1—02)
(LO) [ g ¢l —p) (A=q)pr (1=q)(1—p1)
(L1 \gl  ¢q1-1) (1-9¢0 (1-¢@1-0)
(X,Y) (0,0) (0,1) (1,0) (1,1)
0,00 [/ p 0 0 1—p
0,1) [ pA2 p(I1—A2) (1—p) (1—p)(1—062)
(LO) [ e ¢l =) (AT=q)pr (1—q)(1—p1)
(1,1) \ ¢ 0 0 1—g¢

Paneme téhele, et S7 := {(0,0), (1,1)} moodustavad kaasnevate seisundite klassi.
Eelduse kohaselt 7(1,0) = 7(0,1) = 0, millest (X1,Y7) € S1. Jérelikult lause 1.1

pohjal jaab ahel kogu aeg seisundite klassi S7. Klassis S1 aga kehtibki alati X; = Y;.

Kuna ahel ei vélju klassist S7, siis voime sellist ahelat vaadata ka kui Markovi

ahelat seisundite hulgal S iileminekumaatriksiga:

(X,Y) (0,0) (1,1)
(0,0) ( p 11— p)
(L) \ ¢ 1-p
Sellise tileminekumaatriksi korral on statsionaarseks algjaotuseks

77:( q 1—1))
g—p+1qg—p+1)’

p 1—p
T = T.

q 1—g¢q

sest
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Jarelikult statsionaarse algjaotuse 7 korral peab kehtima

q
0,0) = ——,
7(0,0) —p+l

1—p
1,1) = ——.
m(1,1) R

O]

Lause 3.8. Kui ¢ =1—p, A2 = p3 = 0 ja 7(0,0) = 7(1,1) = 0 siis X; = 0

parajasti sis, kui Yy = 1 ning vastupidi iga t € N korral.

Toestus. Parameetrite \1 ja us védrtuste pohjal saame leida ka 61 ja p; viartused:

0 _q—pr2 _ q—p0
y =
I—p q
_p—qu _ p—q0

T g Ti-a-p
Seega lleminekumaatriks P votab kuju

(X,Y) (0,0) (0,1) (1,0) (1,1)
0,0) fpAr p(l—=X) (A—=p)i (1-p)(1-06)

P 0,1) | pA2 p(1=2A2) (1-p)b2 (1—p)(1—06)
(LO) | gqn ql—pm) (I—=gp (A-q)(1—p)
(L,1) \gquz q(1—p2) (I—q)p2 (1—q)(1—p2)
(X,Y) (0,0) (0,1) (1,0) (1,1)
(0,0) [ p\ p(1— A1) (1-p)01  (Q—p)(1—01)

- 0,1 [ pO p(1—-0) (1-p1 (1-p)(1-1)

(L,0) | ¢ (@A-p)(1-0) 1-(1-p)l @QA-¢(1-1)
(1,1) \ qu2 q(1 — p2) (I-q)p2  (1-q)(1—p2)
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(X,Y) (0,0) (0,1) (1,0) (1,1)
0,0) [pA p(l—A) (I—p)bh (1—p)(1—061)

(07 1) 0 p 1—p 0
(L,o) | 0 1—p p 0)
(L) Nqu2  q—p2) (I—q)p2 (1—q)(1—p2)

Analoogselt eelmise toestusega paneme tahele, ahel jadb kaasnevate seisundite klas-
si S1:={(0,1),(0,1)}, kuna 7(0,0) = w(1,1) = 0. Seega (X1,Y1) € Si, kus keh-
tibki vajalik tingimus, et X; = 0 parajasti siis kui Y; = 1 ja vastupidi.

Voime jallegi vaadata antud ahelat ka kui Markovi ahelat seisundite hulgal S

iileminekumaatriksiga,
(X,Y) (0,1) (1,0)

(Oal) ( p 1_p>
(LO) q 1*]7

11
Sellise tileminekumaatriksi korral on statsionaarseks algjaotuseks <2, 2), sest

(1 1) p p—1) (1 1)
22 1—p p 22
Jarelikult statsionaarse algjaotuse 7 korral peab kehtima

w(0,1) =

)

m(1,0) =

N =N =

O

Niisiis lause 3.6 eeldustel on jadad {X,} ja {Y,} sOltumatud, samas lausete 3.7

ja 3.8 eeldustel on jadad {X,} ja {Y,} maksimaalselt soltumatuvad, kuna iiks

47



jada avaldub iiheselt teise pohjal. Muude parameetrite viartuste korral on seega
soltuvusaste vahepealne. Mérgime lisaks, et moisted soltuvus ja sarnasus ei lange
tildjuhul kokku (maksimaalselt sarnane ehk tépselt samad on jadad {X,} ja {Y,,}

ainult lause 3.7 tingimustel).

Seega selline mudel voimaldab meil fikseeritud p ja ¢ korral genereerida Markovi
ahelate paare {X,} ja {Y,,} (ja kus molemad ahelad sama algjaotuse ning iilemi-
nekumaatrikiga), kuid muutes parameetreid p;, A;, @ = 1,2, saame muuta nende

omavahelist soltuvust.

3.2 Simulatsioonid

Jargnevas uurime simulatsioonide abil jadade optimaalsete joonduste kauguse ning
pikima iihisjada pikkuse kditumist eelpool kirjeldatud Markovi ahelal pohineval

mudelil.

Uks eesmérk on kontrollida, kas selle mudeli korral on teatud séltuvate jadade kor-
ral H kasv logaritmiline, nii nagu kehtis iihisest eellasjadast saadud jadade korral
(Lember, Matzinger ja Vollmer, 2014). Teine eesmérk on uurida, kas ekstremaalsete
joonduste kaugustel pohinevad sarnasusmoodikud suudavad mingeid soltuvusast-

meid paremini eristada kui pikima iihisjada pikkus.

Simulatsioonide 1abi viimisel, iga fikseeritud p ja g korral:

e genereeritakse iga soltuvusastme jaoks vastavate parameetritega 50 Markovi
ahelat {X,,,Y,,} pikkusega n, millest seejirel saadi jadad X ja Y, kus n =
100, 250, 500, 750, 1000, 2000, 3000, 4000, 5000;

e leiti nelja sarnasusmoodiku vaartused;

e iga moodiku jaoks koostati graafikud, kus on ndha sarnasusmoodu vaat-

luste keskmise soltuvus jadade pikkusest n eri soltuvusastmete puhul. Lisaks
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vaatluste keskmisele graafikul dra toodud punktidena ka iiksikvaatlused ning

+-stimblitega standardhélve;

e iga moodiku jaoks eraldi histogrammina tuuakse veel vilja vaatlused, kus

n = 5000.

Vaatame kokku kolme erinevat p ja g vaartust.

e Fikseerime p = ¢ = 0,4. Siis lause 3.5 kohaselt on {X,,} ja {Y;,} iid jadad

ning lause 3.3 kohaselt peab kehtima A, p; € [0,1],7 = 1,2.

Vaatame kolme eri soltuvusastmega jadasid:

A1 A2 o e

04 04 04 04 soltumatud

0,7 04 04 0,7 | keskmine soltuvusaste
0,95 0,4 0,4 0,95| tugev soltuvusaste

1. M =p =p=0,4ja ly = pus =q=0,4 ehk lause 3.6 kohaselt on X ja

Y soltumatud Markovi ahelad.

2. )\1 = U2 = 0,95 ja )\2 = U1 = 0,4. Kui kehtiks )\1 = U2 = 1 ja 71'(1,0) =

m(0,1) = 0, siis lause 3.7 pohjal on Markovi ahelad X ja Y langeksid

kokku ehk soltuvus on maksimaalne. Seega kuna A\; ja po on erinevad

arvust 1 vahe, siis soltuvusaste on siin suhteliselt suur.

3. A1 = e =0,7ja e = u1 = g = 0,4. Siin jaéb soltuvusaste kahe eelmise

vahele.
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H(X,Y)

1401 vaartused: séltumatud

+ standardhalve: séltumatud
120 1 —e— keskmine: séltumatud
vaartused: keskmiselt soltuvad
+ standardhalve: keskmiselt séltuvad
—e— keskmine: keskmiselt séltuvad
vaartused: tugevalt séltuvad
801 + standardhalve: tugevalt séltuvad
—e— keskmine: tugevalt sdltuvad

100 A

604 — 3.5In(n)
—— 2In(n) + +
—— 0.65In(n)
40 1
+ N s |
20 - T + + +
+
—3 : * i
0 -
0 1000 2000 3000 4000 5000
Jadade X ja Y pikkus
Joonis 1: p=¢g=04. HX,Y).
[ sdltumatud
[ keskmiselt séltuvad
20 [ tugevalt séltuvad

0 20 40 60 80 100
H(X,Y)

Joonis 2: p=¢q=04. H(X,Y).

50



pikima Ghisjada pikkus

5000 A
vaartused: sdltumatud
+ standardhalve: séltumatud
—e— keskmine: séltumatud
4000 ~ vaartused: keskmiselt sdltuvad
+ standardhalve: keskmiselt séltuvad
—e— keskmine: keskmiselt séltuvad
3000 vaartused: tugevalt séltuvad
+ standardhalve: tugevalt séltuvad
—e— keskmine: tugevalt sdltuvad
2000 A
1000 -
0 -

0 1000 2000 3000 4000 5000
Jadade X ja Y pikkus

Joonis 3: p = ¢ = 0,4. Pikima iihisjada pikkus.

3 séltumatud
12 - [ keskmiselt sdltuvad
[ tugevalt sdltuvad
10
8 -
6 -
4 -
2 -

4100 4200 4300 4400 4500 4600 4700 4800
pikima Uhisjada pikkus

Joonis 4: p = ¢ = 0,4. Pikim {ihisjada pikkus. n = 5000
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vaartused: sdltumatud
+ standardhalve: séltumatud
250 A ) -
" —e— keskmine: séltumatud
§1 vaartused: keskmiselt séltuvad
© + standardhalve: keskmiselt séltuvad
~ 200 1 ) ) -
Q —e— keskmine: keskmiselt séltuvad
‘Tg vaartused: tugevalt séltuvad
‘g 1504 standardhalve: tugevalt séltuvad
2 —e— keskmine: tugevalt séltuvad
2 —— 7In(n)
o — +
Tcu 100 - 4In(n) +
® — 1.2In(n)
£ -
[} T
T 50- 1
1S + +
+
. - i
0 -
0 1000 2000 3000 4000 5000

Jadade X ja Y pikkus

Joonis 5: p = ¢ = 0,4. Maksimaalne horisontaalne kaugus.

3 séltumatud
[ keskmiselt sdltuvad
[ tugevalt sdltuvad

25 A1

0 25 50 75 100 125 150 175 200
maksimaalne horisontaalne kaugus

Joonis 6: p = g = 0,4. Maksimaalne horisontaalne kaugus. n = 5000
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vaartused: sdltumatud
2504 + standardhalve: séltumatud
—e— keskmine: séltumatud

g vaartused: keskmiselt sdltuvad

22004 + standardhélve: keskmiselt séltuvad

f,‘, —e— keskmine: keskmiselt séltuvad

% vaartused: tugevalt séltuvad

g 1504 + standardhalve: tugevalt séltuvad

*q:‘) —e— keskmine: tugevalt séltuvad

> —— 7In(n)

()

% 1004 — 4|n(n) + +

© —_

£ 1.2In(n)

n

;‘é I—

£ 50 1
I

—
&
0 -
0 1000 2000 3000 4000 5000

Jadade X ja Y pikkus

Joonis 7: p = ¢ = 0,4. Maksimaalne vertikaalne kaugus.

3 séltumatud
[ keskmiselt sdltuvad
25 A [ tugevalt sdltuvad

0 25 50 75 100 125 150 175 200
maksimaalne vertikaalne kaugus

Joonis 8: p = ¢ = 0,4. Maksimaalne vertikaalne kaugus. n = 5000
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e Fikseerime p =04 ja ¢ = 0,7.

A1 A2 o g2
04 0,7 04 0,7 soltumatud
0,7 0,7 0,4 0,85 | keskmine soltuvusaste

0,95 0,7 0,4 0,95 | tugev soltuvusaste

Lause 3.3 kohaselt

14 4
A1 €[0,1], X2 €]0,25,1], w1 € [77 7} . o € [7’1]

Simulatsioonides vaatame jallegi kolme juhtu

1. My =pu1 =p=0,4ja Ay = us = q = 0,7 ehk lause 3.6 pohjal on X ja
Y soltumatud Markovi ahelad.

2. M1 =p2=0,95ja Ao = 0,7 ja u; = 0,7.
Kui kehtiks Ay = 1 =1 ja w(1,0) = 7(0,1) = 0, siis lause 3.7 pohjal
on Markovi ahelad X ja Y langevad kokku, mis tdhendab, et soltu-
vus on maksimaalne. Seega kuna A9 ja p; erinevad arvust 1 védhe, siis

soltuvusaste on siin suhteliselt suur.

3. A1 =0,7, ue = 0,85 ja Ay = 0,7 ja pu; = 0,4. Siin jaab soltuvusaste kahe

eelmise vahele.
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H(X,Y)

100 A vaartused: sdltumatud
+ standardhalve: séltumatud
—e— keskmine: séltumatud
80 4 vaartused: keskmiselt soltuvad
+ standardhalve: keskmiselt séltuvad
—e— keskmine: keskmiselt séltuvad
vaartused: tugevalt soltuvad
601 + standardhalve: tugevalt séltuvad +
—e— keskmine: tugevalt sdltuvad
—— 4In(n) +
401 — 1.9In(n)
— 0.65In(n) ——
20 T i + + +
1 T I +
4 it $ +
0 -
0 1000 2000 3000 4000 5000
Jadade X ja Y pikkus
Joonis 9: p =04, ¢=0,7. H(X,Y).
3 séltumatud
[ keskmiselt séltuvad
20 [ tugevalt séltuvad

0 20 40 60 80 100
H(X,Y)

Joonis 10: p=0,4, ¢ =0,7. H(X,Y).
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pikima Ghisjada pikkus

vaartused: sdltumatud
+ standardhalve: séltumatud
2000 —e— keskmine: séltumatud
vaartused: keskmiselt soltuvad
+ standardhalve: keskmiselt séltuvad
—e— keskmine: keskmiselt séltuvad
3000 - vaartused: tugevalt séltuvad
+ standardhalve: tugevalt séltuvad
—e— keskmine: tugevalt sdltuvad
2000 A
1000 -
0 -

1000 2000 3000 4000 5000
Jadade X ja Y pikkus

o

Joonis 11: p = 0,4, ¢ = 0,7. Pikima iihisjada pikkus.

14 4 3 séltumatud
[ keskmiselt séltuvad

12 [ tugevalt sdltuvad

10 A

4200 4300 4400 4500 4600 4700
pikima Uhisjada pikkus

Joonis 12: p = 0,4, ¢ = 0,7. Pikim iihisjada pikkus. n = 5000
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200 - vaartused: sdltumatud
+ standardhalve: séltumatud
" —e— keskmine: séltumatud
§1 vaartused: keskmiselt séltuvad
© + standardhalve: keskmiselt séltuvad
=< 150 A ) . o
Q —e— keskmine: keskmiselt séltuvad
T‘g vaartused: tugevalt soltuvad
‘g + standardhalve: tugevalt séltuvad +
2 1004 ™ keskmine: tugevalt séltuvad
2 —— 7.5In(n) .
g —— 3.6In(n)
® — 1.2In(n) —
g -
2 50 +
© ¥ + + +
£ T +
I I + +
0 —— * —4— ¥
0 1000 2000 3000 4000 5000

Jadade X ja Y pikkus

Joonis 13: p = 0,4, ¢ = 0,7. Maksimaalne horisontaalne kaugus.

3 séltumatud
16 A [ keskmiselt sdltuvad
[ tugevalt sdltuvad

0 25 50 75 100 125 150 175 200
maksimaalne horisontaalne kaugus

Joonis 14: p = 0,4, ¢ = 0,7. Maksimaalne horisontaalne kaugus. n = 5000
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vaartused: sdltumatud
1754 + standardhalve: s6ltumatud
—e— keskmine: séltumatud
B vaartused: keskmiselt séltuvad
o 150 A " . N
2 + standardhalve: keskmiselt séltuvad
ff, 125 —e— keskmine: keskmiselt séltuvad
% vaartused: tugevalt séltuvad 3
c + standardhalve: tugevalt séltuvad
£ 1001 —— keskmine: tugevalt séltuvad
a>) —— 7.5In(n) +
% 759 — 3.6In(n)
g — 1.2In(n) %
3 >0 + ¥ + +
£ t 1
25 ~ 1 + I H
+ +
o —p ¥ +— —F
0 1000 2000 3000 4000 5000

Jadade X ja Y pikkus

Joonis 15: p = 0,4, ¢ = 0,7. Maksimaalne vertikaalne kaugus.

3 séltumatud
[ keskmiselt sdltuvad
[ tugevalt sdltuvad

17.5 4

0 25 50 75 100 125 150 175
maksimaalne vertikaalne kaugus

Joonis 16: p = ¢ = 0,4. Maksimaalne vertikaalne kaugus. n = 5000
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e Fikseerime p = 0,6 ja ¢ = 0,4.

A1 A2 p2
0,6 04 06 04 soltumatud

1/3 0 0 0 | maksimaalne soltuvus

Lause 3.3 kohaselt
1 2
)‘1 S |:3a ]-:| ) >\2 € |:O7 3:| ’ U1 € [O’ 1]7 M2 € [07 1]

1. Ay =p1 =p=0,6ja s = puo = q= 0,4 ehk lause 3.6 pohjal on X ja
Y soltumatud Markovi ahelad.

2. Ay = p1 = 0. Kuna p = 1 — ¢ ja kui 7(0,0) = 7(1,1) = 0, siis lause
3.8 pohjal kehtib Markovi ahelate X ja Y puhul X; = 0 parajasti siis
kui Y; = 1 ning vastupidi. See tdhendab, et s6ltuvus on maksimaalne,

kuna iiks ahel esitub teise funktsioonina (iga ¢t € N korral ¥; = 1 — X3).

400 1 vaartused: maksimaalne séltuvus
+ standardhalve: maksimaalne séltuvus
3501 —— keskmine: maksimaalne séltuvus
vaartused: sdltumatud
3009 + standardhalve: sdltumatud
—e— keskmine: séltumatud
2509 — 0.04n + 25 H
< —— 4.5In(n) T
5 200 A
I
150 A
100 A
50
0 y *

0 1000 2000 3000 4000 5000
Jadade X ja Y pikkus

Joonis 17: p=0,6, ¢ =04. H(X,Y).
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pikima Ghisjada pikkus

[ séltumatud
[ maksimaalne soltuvus

0 50 100 150 200 250 300 350 400
H(X.,Y)
Joonis 18: p=0,6, ¢ =04. H(X,Y).
4000 A vaartused: maksimaalne soltuvus
+ standardhalve: maksimaalne sdltuvus
3500 1 —e— keskmine: maksimaalne soltuvus
vaartused: soltumatud
30004 + standardhélve: séltumatud
—e— keskmine: séltumatud
2500 -
2000 A
1500 A
1000 -
500
0 -

o

1000 2000 3000 4000 5000
Jadade X ja Y pikkus

Joonis 19: p = 0,6, ¢ = 0,4. Pikima iihisjada pikkus.
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3 soltumatud
[ maksimaalne soltuvus

3930 3940 3950 3960 3970 3980 3990 4000
pikima Ghisjada pikkus

Joonis 20: p = 0,6, ¢ = 0,4. Pikim iihisjada pikkus. n = 5000

800 A o . ~
vaartused: maksimaalne sdltuvus

+ standardhéalve: maksimaalne séltuvus
—e— keskmine: maksimaalne séltuvus
vaartused: sdltumatud
standardhalve: soltumatud
—e— keskmine: séltumatud

w [=)] ~

o o o

o o o

1 1 1
+

1]

3

(o]

3

©

A

2

E — 0.07n 450 +

2 — 8In(n) N

2 400 -

S

=

v 300 -

=

£

£ 2001

©

€ 1001 4
0 + + +

0 1000 2000 3000 4000 5000

Jadade X ja Y pikkus

Joonis 21: p = 0,6, ¢ = 0,4. Maksimaalne horisontaalne kaugus.
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[ séltumatud
[ maksimaalne soltuvus

0 100 200 300 400 500 600 700 800
maksimaalne horisontaalne kaugus

Joonis 22: p = 0,6, ¢ = 0,4. Maksimaalne horisontaalne kaugus. n = 5000

800 A o . ~
vaartused: maksimaalne sdltuvus

+ standardhéalve: maksimaalne séltuvus
—e— keskmine: maksimaalne séltuvus
vaartused: sdltumatud
standardhalve: soltumatud
—e— keskmine: séltumatud
—— 0.07n + 50 +
—— 8In(n) +

w [=)] ~

o o o

o o o

1 1 1
+

400 A

300 A

200 A

maksimaalne vertikaalne kaugus

100

+ +

0 1000 2000 3000 4000 5000
Jadade X ja Y pikkus

Joonis 23: p = 0,6, ¢ = 0,4. Maksimaalne vertikaalne kaugus.
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[ soltumatud
20.0 [ maksimaalne séltuvus

0 100 200 300 400 500 600 700 800
maksimaalne vertikaalne kaugus

Joonis 24: p = 0,6, ¢ = 0,4. Maksimaalne vertikaalne kaugus. n = 5000

Lisa 1. Programmi kood sisaldab funktsioone, mida kasutati simulatsioonide 1abi-

viimisel. Neist peamised on:

e genereeriMarkovilAhelad(pi, P, seisundid, n) genereerib Markovi ahe-
last {X,,,Y,} pikkusega n jadad {X,} ja {Y,} etteantud algjaotuse 7 ja

tleminekumaatriksi P korral.

e needlemanWunsch(jadal, jada2) on modifitseeritud Needlemani-Wunsch
algoritm (Needleman ja Wunsch, 1970), mis leiab alumise ja iilemise joonduse

ning pikima tihisjada pikkuse.

e maxHor(joondusl, joondus2),maxVer(joondusl, joondus2),h(x,y) leia-

vad jadade eelpool defineeritud sarnasusméodud.
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3.3 Arutelu

Esiteks kehtib hiipotees, et teatud soltuvate jadade X ja Y puhul on sarnasusmoo-
du H ning ka maksimaalse horisontaalse ja vertikaalse kauguse kasv logaritmiline
jadade pikkuse suhtes. Vastavatele graafikutele on lisatud ka logaritmfunktsioonide

lahendid (joonised 1, 5, 7, 9, 13, 15).

Samuti on kasv logaritmiline soltumatute jadade puhul, mis litkkab iimber pakutud

hiipoteesi, et soltumatuse korral on kasv lineaarne.

Juhul, kus jadad X ja Y on maksimaalselt soltuvad jadad, kus X; # Y}, paistab

tegemist olevat lineaarse kasvuga (joonised 17, 21, 23).
Ilmse lineaarse kasvuga on koigil juhtudel ka pikima tihisjada pikkus.

Osutub, et osade erineval méaéral soltuvate ahelate soltuvusastete eristamiseks so-
bib pikima iihisjada pikkus paremini kui ekstremaalsete joonuste vahe. Joonistel 4
ja 12 eristuvad koik kolm soltuvusklassid iiheselt, ent joonistel 2, 6, 8 ning 10, 14,

16 saab selgelt eristada ainult koige tugevamat soltuvust.

Samas aga soltumatute ning maksimaalselt soltuvate jadade, kus X; # Y;, erista-
misel jaab pikima iihisjada pikkus teistele moodikutele alla. Joonistelt 18, 22, 24

eristuvad kaks soltuvusklassi oluliselt paremini, kui jooniselt 20.

Lisaks selgus, et koik ekstremaalsete joonduste vahel pohinevad méodikud (H ning
maksimaalse horisontaalse ja vertikaalse kauguse) kdituvad iildiselt viga sarnaselt.
Niisiis pisut keerulisemalt defineeritud Hausdorffi kauguse kasutamisel sarnasus-
moodu H puhul pole ndhtavat eelist maksimaalse horisontaalse ja vertikaalse kau-
guse ees. Pigem siin isegi juhul p = 0,4, ¢ = 0,7 eristab maksimaalse horisontaalse

ja vertikaalse (joonised 14, 16) soltuvusklasse pisut paremini kui H (joonis 18).
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Kokkuvote

To60s anti referatiivne tilevaade Markovi ahelatest ning eellasjadast saadud jada-

dest. Lisaks ka jadade vordlemise pohimoistetest ning sarnasusmoodust H.

Samuti kirjeldati Markovi ahelal pohinevat mudelit, mille abil on véimalik gene-
reerida eri soltuvusastmetega jadasid. Simulatsioonidega abil leiti sellel, et selle

mudeli puhul:

e sarnasusmoodu H ning maksimaalse horisontaalse ja vertikaalse kauguse kasv

on logaritmiline teatud soltuvate jadade ning ka soltumatute jadade korral;

e pikima iihisjada pikkus eristab teatud erineval méaral soltuvate jadade sol-

tuvuastmeid oluliselt paremini kui teised vaadeldud moodikud.

e sarnasusmoot H ning maksimaalse horisontaalse ja vertikaalse kauguse eris-
tas paremini omavahel soltumatuid jadasid ning selliseid maksimaalseid sol-

tuvaid jadasid, kus X; # Y;.
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Lisa 1. Programmi kood

import numpy as np
import matplotlib.pyplot as plt

from numpy import linalg
# yleminekumaatriksi leidmine parameetritest
def yleminekumaatriks(p, q, lambdal, lambda2, mul, mu2):

P = np.zeros((4, 4))

# Arvutame Ulejdadanud 4 parameetrit

teetal (1-lambdal)*p/(1-p)

teeta2 = (q-p*lambda2)/(1-p)

rool = (p-g*mul)/(1-q)
(1-mu2)*q/ (1-q)

roo2

# tdidame maatriksi:
P[0][0] = p*lambdal
P[0][1] = p*(1-lambdal)
P[0][2] = (1-p)*teetal
P[0]1[3] = (1-p)*(1-teetal)

P[1][0] = p*lambda2
P[1]1[1] = px(1-lambda2)
P[11[2] = (1-p)*teeta2

P[1]1[3] = (1-p)*(1-teeta2)

P[2][0] = g*mul
P[2]1[1] = g*(1-mul)
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P[2] [2]

(1-q)*rool

P[2][3] = (1-q)*(1l-rool)
P[3]1[0] = g*mu2

P[3][1] = g*(1-mu2)
P[3][2] = (1-q)*roo2
P[3]1[3] = (1-q)*(1-r002)

# Kui uleminekumaatriksis on negatiivseid
# vaartust, si11s seame erindi.
for i in range(4):
for j in range(4):
if PLil[j] < O:
raise RuntimeError('Negatiivne véadrtus!')

return P

# Leiame statsionaarse algjaotus pi, mille korral
# pi.P = pi ehk P°T omavddrtusele 1 vastav omavektor
def statsionaarneAlgjaotus(P):

Pt = P.transpose()

vaartused, vektorid = linalg.eig(Pt)

for i in range(len(vaartused)):

if (abs(vaartused[i] - 1) < 10x%x(-7)):

v vektorid[:,i] #omavddrtusele ~1 wastav omavektor

k

np.sum(v)

# skaleerime omavektori selliseks,
# et selle elementide summa oleks 1
jaotus = ((1/k)*v).transpose()

return jaotus
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def genereeriMarkoviAhelad(pi, P, seisundid, n):

ahel = []

#sonastik, millest saame seisundile wvastava tndekst
seisundiIndeks = {}
for i in range(len(seisundid)):

seisundiIndeks[seisundid[i]] = i

for i in range(n):
if (i == 0):
# ahela esimese seisundt leiame
# juhuslikult algjaotusest
olevik = seisundid[np.random.choice(
len(seisundid), p=pi)]
else:
#ulejaanud seisundid tulenevad eelnevast
si = seisundilIndeks[olevik]
jaotus = P[si]

olevik = seisundid[np.random.choice(

len(seisundid), p=jaotus)]
ahel .append(olevik)

return [x for x,y in ahel], [y for x,y in ahel]

#Needlemani-Wunschi algoritm pikima Uhisjada leidmiseks

def needlemanWunsch(jadal, jada2):

pikkusl = len(jadal)

pikkus2 = len(jada2)
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maatriks

= np.zeros((pikkusl+1l, pikkus2+1))

for i in range(l, pikkusi+1):

ylemine

alumine

for j in range(l, pikkus2+1):

a = maatriks[i-1][j]

b = maatriks[i-1][j-1] + (jadal[i-1] == jada2[j-1])

¢ = maatriks[i] [j-1]
maatriks[i] [j] = max(a, b, c)

= leiaJoondus (maatriks, pikkusl, pikkus2,

jadal, jada2, "ylemine")
= leiaJoondus(maatriks, pikkusl, pikkus2,

jadal, jada2, "alumine")

return ylemine, alumine, int(maatriks[pikkusl] [pikkus2])

# Maatriksist joonduse leidmine

def leiaJoondus(maatriks, i, j, jadal, jada2, tyyp):

joondus

=0

while (i != 0 and j != 0):

a = maatriks[i-1][j]

b = maatriks[i-1][j-1] + (jadall[i-1] == jada2[j-11)
¢ = maatriks[i] [j-1]
if (tyyp == "alumine"):
if (a >= b and a >= ¢):
i=i-1
elif (b >=a and b >= c¢):

joondus. append ((i,j))

i=1i-1

j=3-1
else:

j=3-1
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else:
if ( ¢ > a and ¢ >= b):
j=13-1
elif (b >= a and b >= ¢):

joondus. append((i,j))

i=1i-1

j=3-1
else:

i=1i-1

joondus.reverse()

return joondus

# maksimaalne horisontaalne kaugus
def maxHor (joondusl, joondus2):
maksimum = O
a, b, c,d=0,0, 0,0
i1 =0
i2 =0

while(il < len(joondusl) and i2 < len(joondus2)):

x1, y1 = joondus1[i1]

X2, y2 = joondus2[i2]
if(yl == y2):
dis = abs(x1-x2)
if maksimum < dis:
maksimum = dis
a, b, ¢, d=x1, y1, x2, y2
il+=1

i2+=1
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elif(yl < y2):
il+=1
else:
i2+=1

return maksimum, a, b, c, d

# maksimaalne vertikaalne kaugus
def maxVer(joondusl, joondus2):
maksimum = O
a, b, c,d=20, 0, 0, 0
il =0
i2 =0

while(il < len(joondusl) and i2 < len(joondus2)):

x1, y1 = joondus1[il]
x2, y2 = joondus2[i2]
if(x1 == x2):

dis = abs(yl-y2)
if maksimum < dis:
maksimum = dis
a, b, ¢, d=x1, y1, x2, y2
il+=1
i2+=1
elif(x1 < x2):
il+=1
else:
i2+=1

return maksimum, a, b, c, d

# d on defineeritud kut maksimumkaugus
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def d(a, b):

(x1, y1) = a

(x2, y2)

b

return max(abs(x1-x2), abs(yl-y2))

# Hausdorffi kaugus - kuna tegemist on loplike hulkadega,
# siis voime sup/infi asemel kasutada mazx/min

def h(x, y):

supinfxy = max(map(lambda v : min(map(lambda u : d(u,v), y)), %))
supinfyx = max(map(lambda u : min(map(lambda v : d(u,v), x)), y))

return max(supinfxy, supinfyx)

P = yleminekumaatriks(p=0.5, g=0.5, lambdal=0.5, lambda2=0.5, mul=0.5, mu2=0.5)
pi = statsionaarneAlgjaotus(P)
jadal, jada2 = genereeriMarkoviAhelad(pi, P, [(0,0), (0,1), (1,0), (1,1)], 200)

alumine, ylemine, lcs = needlemanWunsch(jadal, jada2)

maxh, x1h, yilh, x2h, y2h maxHor (ylemine, alumine)

maxv, xlv, ylv, x2v, y2v = maxVer(ylemine, alumine)

hausdorff = h(ylemine, alumine)

print("maksimaalne horisontaalne kaugus: " + str(maxh))

print("maksimaalne vertikaalne kaugus: " + str(maxv))

print ("Hausdorffi kaugus: " + str(hausdorff))

print("pikima ihisjada pikkus: " + str(lcs))

plt.plot([ i for i, j in ylemine ], [ j for i, j in ylemine],
label = "iilemine joondus")

plt.plot([ i for i, j in alumine ], [ j for i, j in alumine],

label = "alumine joondus")
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plt.plot([x1h, x2h], [yilh, y2h],

label = "maksimaalne horisontaalne kaugus")
plt.plot([xlv, x2v], [ylv, y2v],

label = "maksimaalne vertikaalne kaugus")
plt.axis([0, len(jadal), 0, len(jada2)])
plt.legend(loc=0)

plt.show()
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