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Sissejuhatus

Antud konspekti koostamisel on kasutatud kirjanduse loetelus toodud algallikaid.

Statistikas on kaks suunda:

Sagedusstatistikud (Frequentists) — klassikaline statistika, statistilisteks otsustuseks kasu-
tatakse ainult vaatlusandmete infot (sagedustabel, empiiriline jaotus jms.)

Bayesi statistikud ( Bayesians) — statistiliste otsustuste tegemiseks kasutatakse vaatlusand-
mete korval ka aprioorset ehk eelinfot.

Naide: Iganddalase arvamuskiisitluse abil hinnatakse inimeste teadlikkuse soltuvust reklaamiku-
ludest:

y inimeste osakaal (%), kes panid tahele reklaami TV-s

x kulutused toote reklaamile

7 teadlikkus, st toendosus, et inimene paneb téhele reklaami TV-s

Lihtsaimaks mudeliks on lineaarne seos: m = a + fz. Kuna 7 € [0, 1], siis see pole alati sobiv
mudel. Sageli kasutakse logit teisendust,

logit(r) = In (1 T 7r> = a+ .

Parameeter § on see, mis uurijat eriti huvitab. Mida suurem on [ vaartus, seda kiiremini
kasvab inimeste teadlikkus reklaamikulude kasvades.

Klassikaline statistika ei kasuta eelinfot, eeldatakse, et « ja 5 on konstandid (tundmatud),
valimhinnangud & ja B on juhuslikud. Bayesi statistikas saab mudelisse lisada eelteadmisi «
ja B kohta. Need antakse jaotusega (st. parameetreid « ja [ kisitletakse juhuslike suuruste-
na). Ka tulemus « ja § kohta saadakse jaotusena. Bayesi hindamisiilesande komponendid on:

a ja [ eeljaotus (aprioorne jaotus)
+ mudel (andmete ja parameetrite vaheline seos)
+ valimi andmed

4

« ja 3 jareljaotus (aposterioorne jaotus)

Jéreljaotuse tuletamine on tahtis samm, aga mitte 1oplik. Jareljaotus annab meile kogu in-
fo parameetri(te) kohta. Interpreteerimiseks kasutame aga jareljaotuse karakteristikuid, mis
meie tundmatut parameetrit lihtsamalt kirjeldavad:

Keskvéartus
Dispersioon
Mediaan, mood
Toen&osusintervall
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Niide (jarg): Kuidas Bayesi statistik teeb oma jéreldused? Reklaamiiilesandes on pohiline
huviobjekt 8. Kui g jaotus paikneb 0 iimbruses, siis ei saa jareldada, et kultustel oleks tead-
likkusele moju, kui aga jaotus kontsenreerub mingite positiivsete vaartuste iimber, siis voib
suure toendosusega oelda, et kulutused reklaamile tostavad inimeste teadlikkkust antud toote
suhtes. Misa suuremate viartuste timber  jaotus kontsentreerub, seda tugevam on kulutuste
moju teadlikkusele.

Ulesanne. Tehkem méned joonised voimalike jéreljaotuste kohta parameetri § korral. Inter-
preteerigem.

Jareljaotuse teadmine voimaldab palju mitmekiilgsemat infot parameetri kohta anda, kui
seda saame klassikalises statistikas. Naiteks kui jaotuse méaaramispiirkond sisaldab 0, ei pea
leppima jareldusega, et moju teadlikkusele puudub, vaid saame leida arvuliselt P(5 > 0), ja
néaiteks veenduda, et § > 0 = 0.92. Seega toendosusega 0.92 on kulutustel siiski positiivne
moju teadlikkusele.

Jareljaotuse suur dispersioon viitab sellele, et meie teadmine parameetri kohta ei ole eriti
tapne, on ebamadrane.

Probleemiks voib olla eeljaotuse andmine parameetritele, kui eelnev teadmine puudub. Ka
siin on Bayesi statistikas lahendus olemas. Antakse lihtsalt iiks hésti suure dispersiooniga
jaotus, nn mitteinformatiivne eeljaotus. Varsti ndeme, et sellisel juhul méaaravad jareljaotuse
ainult andmed ja Bayesi tulemused langevad kokku klassikalise statistika tulemustega.

Ulesane. Misrakem oma ettekujutust kasutades naiste keskmisele pikkusele eeljaotus. Olgu
see normaaljaotuste perest. Millised valiksite jaotuse parameetrid?

Enamusel juhtudel on jareljaotuse leidmine keeruline ja analiiiitiliselt seda leida ei onnestu:

e mudel on keeruline (palju parameetreid, keerulised funktsioonid);

e celinfo esitatakse keeruliste jaotustega.
Niide (jarg). Diinaamiline mudel:
logit(m) = ay + B,

kus t — on nadal. Mudel muutub ajas: reklaaminéites mojutab teadlikkust keskkond, so teiste
suhtumine, konkurentide reklaamid jne. Loomulik on eeldada, et korvutiolevate ajamomen-
tide mudelid on sarnasemed:

Qp = 1 + Wie
Br = Br—1 + wy

Mudeli parameetrite arv on 2n, kus n on vaadeldavate nddalate arv. Antud juhul on nii
mudeli struktuur kui ka tundmatute parameetrite jaotus méarksa keerulisem.

Bayesi statistikas tilesannete lahendamiseks kaks ligikaudsete meetodite klassi:
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e determineeritud meetodid

— analiiiitilised (piirjaotuste valemid),

— numbrilised (keskvéértuste st integraalide leidmiseks),
e stohhastilised meetodid

— keerulisest parameetrite iihisjaotusest on voimalik simuleerida vaértusi,

— simuleeritud vdartuste abil saadakse valimijaotus, mis lahendab tundmatute parameetrite
iihisjaotust,

— valimikarakteristikud iseloomustavad parameetrite jaotuskarakteristikuid.
Stohhastilise simuleerimise meetodid on toetatud toendosusteooria tulemustega.

e Suurte arvude seadus jdreljaotuse ja/voi selle karakteristikute lahendamine muutub
jarjest paremaks, kui simuleeritud védartuste arv kasvab.

e Tsentraalne piirteoreem — voimaldab ldhendamise viga moota.

Bayesi statistika rakendusvaldkond on kasvanud tohutult viimase paarikiimne aasta jook-
sul seoses spetsiaalsete simuleerimismeetodite kasutuselevotuga — need on MCMC (Markov
Chain Monte Carlo) meetodid.

Kursuse pohieesmirk: oppida tundma metoodikat Bayesi statistika tegemiseks stohhastilise
simuleerimise abil, st MCMC meetodil:

e MCMC voimaldab simuleerida realisatsioone juhuslike suuruste iihisjaotusest, Bayesi
rakenduses keeruliste mudelite tundmatute parameetrite iihisjaotusest.

e Realisatsioonid simuleeritakse Markovi ahelana, st jirgmine vaartus soltub ainult ahela
eelmisest vaartusest.

e Markovi ahel koondub teatud tasakaaluolekusse, kus iga jargnev védartus simuleeritakse
juba iihest ja samast jaotusest. See jaotus on Markovi ahela piirjaotus.

e Tuleb konstrueerida selline Markovi ahel, et meid huvitav jareljaotus oleks Markovi
ahela piirjaotus.

e Simuleerimine meie jaotusest tdhendab siis Markovi ahela simuleerimist, kuni see on
joudnud tasakaaluolekusse.

e Statistiliste otsustused tehakse simuleeritud véértustelt péarast tasakaaluolekusse joud-
mist. Tuleb arvestada vaatluste korreleeritusega.

MCMC meetodeid on palju. Téhtsamad MCMC meetodid simuleerimiseks:
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e Gibbsi valik (Gibbs sampling) — iihisjaotuse mitmemodtmeline punkt simuleeritakse
koordinaathaaval kasutades tinglikke jaotusi. Soltuvus eelmisest elemendist Markovi
ahelas on méaratud tinglike jaotustega. Paljudel juhtudel on tinglikud jaotused suhteliselt
lihtsad vorreldes iihisjaotusega.

e Metropolis-Hastingsi algoritm — kahesammuline algoritm (ettepanek, vastuvotmine):

— ettepanek soovitab mingit jargmist vaartust trajektooris
— vastuvotmine kindlustab litkumise soovitud piirjaotuse suunas; ebasobiva liitkumis-

suuna ettepanek liikatakse korvale. Otsustamine kiib toenéosuslikult.

Soltuvus eelmisest elemendist Markovi ahelas tuleneb vastuvotmistoenaosusest.
Metropolis-Hastingsi algoritm todtab ka siis, kui tinglikud jaotused on keerulised.
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1 Bayesi statistika

Thomas Bayes (1701-1761) oli vaimuliku poeg Inglismaal. Ta 6ppis teoloogiat Edingurgh
Ulikoolis. To6tas kirikudpetajana (Presbyterian minister) Louna-Inglismaal. Ei abiellunud.
Huvitus matemaatikast, kuid oma tulemusi ta ise ei publitseerinud. Ta parandas 100 naela
Richard Price’le, kes oli ka matemaatikahuviline kirikuopetaja, kellelt Bayesi sugulased palusid,
et ta Bayesi méarkmed ldbi uuriks. Ténu Price’le ilmusid publikatsioonid, mille 1abi Bayesi
t00d said tuntuks:

e Bayesi versioon toenédosusteooriast.

e Binoomjaotuse parameetrite hindamisest - parameetrite voimalikke vééartusi voib kuju-
tada pideva jaotuse abil (eel-, jareljaotus, tinglik tGendosus).

e Beta jaotuse integraali leidmisest.

Uldkogumi ehk mudeli parameetrid ei ole konstandid. Neid ei saagi tépselt méirata. Parameetrite
kohta saab anda tiksnes toendosuslikke otsustusi. Parameetrid antakse jaotusega (selles mottes
juhuslikud).

e Info vaatlusandmetest kombineeritakse eelinfoga parameetrite kohta (eeljaotus) l&bi
Bayesi teoreemi.

e Saadakse parameetrite jareljaotus.
e Interpretatsioonid parameetrite kohta (keskmine, vahemikud ...)

e Uute vaatluste tegemisel voib leitud jéareljaotuse votta parameetrite teadaolevaks eel-
jaotuseks.

1.1 Bayesi teoreem

Olgu x = (z1,...,x,)" juhuslik valim, vaatluste vektor. Téhistame vektori x tihedusfunkt-
siooni (pideval juhul) ja toendosusfunktsiooni (diskreetsel juhul) f(x|@), kus 6 on parameeter
(voib olla ka vektor). Vektori x komponendid z; on soltumatud.

Naide 1

Kaks ldhenemist 6 hindamisel. 0 - fiiiisikaline konstant
€; - mootmisviga

g; ~ N(0,02), kus 0 on teadaolev moéotmistipsus

x; = 0 + &; on moodetud vaartus, kusi=1,... ,n.
valimi tihedusfunktsioon on

0 - tihelt poolt jaotuse parameeter, teiselt poolt meid huvitav fiitisikaline konstant.
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Eesmargiks saada infot 6 kohta

Sagedusstatistikud Bayesi statistikud

Vaatlusandmed z; on ainus allikas, mida ka-
sutada statistiliste otsuste tegemisel 6 koh-

ta. # suurima toepéra hinnangu saame mak-  Tuleb kasutada nii vaatlusandmeid z; kui ka
simeerides valimi tihedusfunktsiooni # suht-  eelinfot # kohta. On vaja mehhanismi, mis
es. Selle tegevuse juures ei vota arvesse oma  lubab eelinfo matemaatilisse avaldisse votta.
teadmist 6 kohta. Selleks on Bayesi valem.

Ajalooliselt on olnud palju vaidlusi kahe ldhenemisviisi pooldajate vahel. Taheti leida ain-
uoiget meetodit. Niitid on leitud, et molemad ldhenemisviisid on 6igustatud ja kummalgi on
oma koht probleemide lahendamisel.

Loplik valik teooriate vahel soltub nende rakendatavusest, Bayesi suund seni maha jaanud.
MCMC tehnika lubab rakendada Bayesi statistikat kiillalt keerulistele probleemidele.
Bayesi statistika plussid:

e Parameetrite hinnangud jaotusena voimaldab rohkem teada parameetrite kohta, ka
tédpsemalt teada (eelinfo);

e Voimaldab loomulikult prognoosida puuduvaid ja ka tulevikuvaértusi;

o Matemaatiliselt ilus ja ihtne lahenemisviis mudelite hindamiseks, valimiseks ja sobivuse
kontrolliks;

e Paljude keeruliste statistika iilesannete puhul on Bayesi meetod ainuvoimalik iilesande
matemaatilise esituse viis;

e Samuti paljude lihtsate, kuid eriliste statistika iilesannete puhul, néiteks harva esineva
stindmuse toendosuse hindamine viikeselt valimilt (koik 0-d);

e Kui eelinfot pole, siis ka selle saab Bayesi ldhenemisel arvesse votta ja saame sama
tulemuse, mis klassikalises statistikas. Selles mottes on klassikaline statistika Bayesi
statistika erijuhuks.

Eelinfot 6 kohta viljendame eeljaotuse abil:
p(0) — 0 ecljaotus,

uurija subjektiivne eeldus parameetri kohta. Eeljaotus kirjeldab, millised 6 védartused on
toendosemad ja millised vihem tdoendosed. Jaotus p(#) voib omakorda soltuda mingitest
parameetritest, mida nimetatakse hiiperparameetriteks.

Kodune iilesanne nr. 1.1 Pane kirja eeljaotus keskmisele peaiimbermaodule 6 ~ N (u, 0?),
st mddra hiiperparameetrid p ja 0® oma subjektitvse arvamuse kohaselt. Motle, missugustes
piirides Sinu arvates voiks keskmine olla suure téendosusega (nditeks 0.95), seejirel kasuta
piiride jaoks teadmist P(u — 20 < 0 < p+ 20) ~ 0.95.
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Hiiperparameetrid on parameetrite jaotuse parameetrid. Hiiperparameetrid on teadaole-
vad konstandid.

Bayesi statistikas on olemas kaks komponenti:

f(x|0) — vaatlusandmete jaotus,

p(6) — parameetri eeljaotus.

Vaatluste vektor x on fikseeritud konstant, # on tundmatu.
Teame, et f(x]0) kui 6 funktsioon on toepérafunktsioon,

((0) = f(x[6).
Parameetri 0 jareljaotuse leiame Bayesi teoreemi abil:
f(x|0)p(6)
p(0x) = ——= 1
o) = 50 1)

kus f(x) on vektori x marginaalne tihedusfunktsioon:

ﬂwz/}@wmmw (2)

x ja 6 iihistihedusfunktsioon

f(x) valemis (1) on normeeriv konstant, mis ei soltu 6-st.

Ténu valemile (2) = [ p(f|z) = 1.

Jareljaotus p(0|x) viljendab 6 jaotust realiseerunud vaatluste x korral.
Téhistame 7(0) = p(6]x)

Bayesi teoreemi alternatiivne kuju:

() oc £(6) - p(6) (3)

kus vordeteguriks on normeeriv konstant 1/f(x).
NB! Simuleerimaks 7(6)-st ei ole vaja teada normeerivat konstanti, mis on suur pluss.

Bayesi teoreemi jarjestikune rakendamine

Oletame, et x on vaadeldud ja saadud jareljaotus 7 (6). Oletame, et on saadud uued vaatlused
y, mis on ka seotud parameetriga . Seost kirjeldab oma toepéarafunktsioon ¢5(#). Votame
m1(0) eeljaotuseks ja rakendades Bayesi teoreemi, saame uue tapsustatud jareljaotuse:

f(y|0)m1(0) o f(y|0) f(x]0)p.(0) . 42(6)51(9)191(9).

w0 =POl) = = T T T o) FXfy)

m3(6) o< £5(6)61(0)p: (6),
7T2<9) XX EQ(Q)T(l (9)

Naide 2
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Jarg Olgu parameetri 6 (fiitisikaline konstant) eeljaotus kujul:

p(@) = N(M772)7

kus y1 ja 72 on eeljaotuse hiiperparameetrid. Eeljaotuse interpretatsioon - 95%-lisetoenéosusega
0 € (u— 27, u+ 27). Toeparafunktsioon:

V2ro? 202

X nex —7(%_9)2 =

Lo {5 -
" ZL‘Z‘—QQ

:exp{_zw}:

i=1

£40) = ] exp{— 20 o
=1

202 202
Kuna eksponentide korrutis e=%% = e~ %~°, siis viies §-st mitteséltuv osa vérdetegurisse
saame & 6)?

n(r —

(0 —_—— .

(0) x exp { 572 }
Seega 0 jéreljaotus votab kuju:

n(z - 0)° (6 — p)?
m(0) x exp {_M} exp {— 572 , (4)

millest edasi teisendades,

kus

o2 72

nx o
=25+ ). )

72

Tf:{n+1]l ©

Jérelikult @ jareljaotus on normaaljaotus
7(0) = N, 7). (8)

Jéreljaotuse parameetrid p; ja ¥ soltuvad vaatlustest ja eeljaotuse hiiperperemeetritest.
Juhul kui eeljaotuse dispersioon 72 — 00, siis eeljaotus lameneb, p(f) o k (konstant).
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Eelinformatsioon @ kohta vaheneb st. koik 0 sama toeniaosed.

0.2

. . .. 2 5
Valemist (6) jareldub, et kui 7 — oo siis ¢ "1~ 7,
n1 — .

Piiril on jireljaotus 7(f) = N(Z,0%/n). Vordle klassikalise statistika tulemustega 6 hin-

damisel! Seal on hinnanguks valimikeskmine Z ja selle dispersioon on o2 /n.

Kodune iilesanne nr. 1.2 Tuleta (5)-(7). Alusta valemist (4), eralda 0-st mittesoltuv osa.
See ldheb vordetegquriks.

Bayesi analiiiisi esimesel sammul tuleb sageli eeldada mitteinformatiivset eeljaotust. Aga miks
me ei tee siis klassikalist statistilist analiitisi?

e Keeruliste iilesannete korral pole meetodeid;

e Bayesi formuleerimine koos MCMC-simuleerimisega voimaldab seda iilesannet lahen-

dada.
Naide 3

Jéreljaotus Bernoulli/binoom mudelis.

Olgu vaatlus x; ~ B(1,0), i=1,... ,n. Siisx =Y ., x; ~ B(n,0).

Niiteks, x; = 1 (siinnib poiss), x; = 0 (siinnib tiidruk), 6 - poisi siindimise téendosus. Andmete
téeparafunktsioon:

00) x 0% (1 —0)"*.

Eeljaotus parameetrile (peab olema 0 ja 1 vahel):

p(0) o< 947 1(1 — )5~ - beeta(a, B).

Kirjuta tabelit kasutades vélja beetajaotuse tihedusfunktsioon, keskvéértus ja dispersioon.

Lihtne on tuletada jéreljaotust
7(0) o< §*o= (1 — §)"= B~ _ beeta(x + a,n — x + ) jireljaotus.
Mis on jareljaotuse keskmine ja dispersioon?

Mis on mitteinformatiivne eeljaotus siin ja mis tuleb sel korral jareljaotuseks, keskmiseks ja
dispersiooniks? Vordle klassikalise statistika hinnanguga binoomjaotuse parameetrile.
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1.2 Vaatluste prognoosimine

Lisaks jareljaotuse m(#) leidmisele on Bayesi analiitisis teiseks huviobjektiks vaatluste marginaalti-
hedus f(z). Selle abil kontrollitakse Bayesi mudeli kooskdla reaalsusega. Seose (2) tottu

(@)= [ fGalo)pl)ds = Ef(al6)]

mis on vaatluste oodatav jaotus, kus keskmine on voetud parameetrite eeljaotuse p(#) suhtes.
Sellisel viisil leitud f(z) prognoosib vaatlusi arvestades meie eelteadmist parameetri kohta.
Ta ei arvesta olemasolevaid vaatlusi. Vaatame, milline tihedusfunktsioon prognoosib uusi
vaatlusi y, kui  on vaadeldud:

fyle) = [ [y, 0lzx)do =
= [ f(yl0, ) f(0)x)do =
=y1al0 | f(y|0)m(0)d6.

Arvestasime, et y ja x on fikseeritud # korral tinglikult séltumatud.

Valimid samast jaotusest: © = (z1,...,2,) ja y = (Tpi1,--. ,Tnim) jaotusest f(z|0 on
tinglikult soltumatud valimi eelduse tottu. Prognoosiv tihedusfunktsioon on aluseks statis-
tilisele prognoositeooriale (predictive inference), mis viidab:

e loplik teooria oigsuse test on kooskola reaalsusega;

e otsustused parameetrite kohta on kontrollimatud, sest parameetrid on ikkagi vaadel-
damatud;

e aluseks peab olema vaatluste jaotus.
Naide 4

Jarg. Prognoosiv jaotus normaalse mudeli korral.

Olgu z;|0 ~ N(0,0%),i=1,... ,n, séltumatud, § tundmatu, o> teada.

p(0) = N(u,7?) - eeljaotus

7(0) = N(pu1,78) - jireljaotus, kus parameetrid yy ja 72 on (7)ja (6).

Siis jargmise vaatluse prognoosiv jaotus on:

ylz ~ flylz) = [ fy|0)n(0)do, x = (z1,... ,z,). Kasutades siin N(0,02) ja N(u1,77) tihe-
dusi, saame

_ Vw0220 1 —0-)?2m}
f(y|z) / We me de.
Paneme tdhele, et integreeritav on 2-mootmeline tihedus f(y,0) ja e-astmes on meil (y,0)
suhtes ruutfuntksioon, jarelikult on integreeritav 2-mootmelise normaaljaotuse tihedus ning
integreerides iihe argumendi vélja, saame iihemootmelise normaaljaotuse tiheduse, jarelikult
ylz ~ N(-,-).

Parameetrite leidmiseks kasutame seoseid:

E(u) = E [E(u|v)],
Var(u) = Var[E(u|v)] + E[Var(u|v)].
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Viline operaator on v jaotuse suhtes. Meie juhul u = y|x, v = 6. Tuletame:

Lopuks saame, et
ylo ~ N(p1, 0% +17)

on tulevikuvaatlusi prognoosiv jaotus:

e keskmine on sama, mis parameetri jireljaotusel 7(0) = N(u1,73);

e dispersioon on esialgsete vaatluste omast suurem, sest 6 on juhuslik, rohkem méidrama-
tust.

n—+1

e Mitteinformatiivse eeljaotuse korral 2 = o2 /n ja siis y|lz ~ N (u1, o?)
Mairkus: Prognoosiva jaotuse analiiiitilise kuju tuletamine on iildjuhul kiillalt raske. Analiititilist
kuju pole aga iildse vaja teada, et simuleerida prognoosivast jaotusest.

1. vaatenurk simuleerimaks tihedusest f(y|z)
Paneme téahele, et tegemist on jaotuste pideva seguga, mida véljendab integraal
vl ~ [(yl2) = [ Fylo)n(0)d0
(diskreetsel juhul, kus 6 omandab 16pliku voi loenduva arvu véértusi, avaldub jaotuste
segu summana, » ., f(y|0)a;, >, o = 1,05 = w(6;)).
Esiteks simuleerime véirtuse 6 jaotusest N(uy, 77) ja siis y jaotusest N (6, 0?). Kordame
vajalik arv kordi.

2. Vaatenurk
fyle) = [ fy,0)d0 = [ f(y|0)m(6)do

Punkti (y, #) simuleerimiseks tihisjaotusest
{0 «— m(0)
y < f(yl0)

integreerime iile § annab y marginaaljaotuse. Simulatsioonid y marginaaljaotusest saame

kui korjame kokku p-de simulatsioonidest y koordinaadid.

Naide 5

Jarg Prognoosiv jaotus binoom-mudeli korral

Olgu z = (x1,...,2p), ;|0 ~ B(1,0), i = 1,... ,n. Parameetri tdhendus on téendosus saada
vaartust 1. Olgu tulevikuvaatlus y. Kui 6 on teada, siis y|6 ~ B(1,0). Kui 6 ei ole teada, mis
on siis y|x prognoosiv jaotus?

Eeljaotus parameetrile p(0) = beeta(a, 3). Jareljaotus m(0) = beeta(d  x; + a,n— > x; + ) .
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Prognoosiv jaotus y|xz ~ f(y|z) = [ f(y|@)m(0)d6. Siiny € {0,1} ja f(y|z) = P(saada véértus y|x).
Leidkemf(1|z) ja interpreteerige.

1.3 Mitmemootmeline parameeter Bayesi analiiiisis
Mitmemootmelise parameetri @ = (01, ... ,04) korral saame radkida

e iihisjareljaotusest

w(0) =m(0y,...,0q)

e parameetri marginaalsest jaotusest
7T(9l) = fT('(el, ce ,Hd)de,i, kus 9,1' = ((91, Ce ,61;1, 92'+i, C. ,Qd)

e parameetri tinglikust jaotusest
W(QZ’, Qj,j S C)

W(@j,jEC) ’
cci{l,...,i—1,i+1,...,d}

7T<92|9j,j € C) =

e parameetri taistinglikust jaotusest

Antud kursuse jaoks on olulisim parameetri 6; taistinglik jaotus, mida téhistame m;(6;).

1.4 Karakteristikute leidmine jareljaotusest

Parameetri 0 jareljaotus m(#) annab kogu info parameetri kohta. Sellest on voimalik tuletada
mistahes karakteristikuid, mis kirjeldavad parameetri jaotust ja aitavad tulemust interpre-
teerida:

o Paiknemiskarakteristikud

— keskvédrtus (aposterioorne keskvaartus), m(#) keskvaértus
— mood (aposterioorne mood)

— mediaan (aposterioorne mediaan)
e Hajuvuskarakteristikud

— dispersioon, 6§ aposterioorne dispersioon ehk jaotuse () dispersioon
— standardhéalve

— tépsus (precision), dispersiooni p&ordvéirtus

— kvartiilvahemik

Mitmemootmelisel juhul iseloomustab parameetervektorit § = (64, ... ,60;) mitmemodot-
meline jaotus. Olulist informatsiooni saadakse 6 kovariatsioonimaatriksist
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e maatriksi diagonaalelemendid on 6; dispersioonid;
e diagonaalelementide ruutjuured on 6#; standardhélbed;
e kovariatsioonimaatriksi p66rdmaatriks on tdpsusemaatriks (precision matrix).

Paiknemis- ja hajuvuskarakteristikuid saab anda @ iihisjaotuse, marginaaljaotuste ja tinglike
jaotuste kohta. Komponendi 6; jaotus on # marginaaljaotus, mis leitakse integreerimise abil,
7T(92) = f ’7T((91, e ,Qd)de_i.

Marginaaljaotusest saadakse otsustused 6; kohta, néiteks toendosusintervall:

C' on 100(1 — «)% toendosusintervall 6;-le, kui

/CW(Hi)dGZ- —1-a 9)

Antud definitsioon ei méira intervalli {iheselt. Seetottu leitakse lithima pikkusega intervall
Cp so. intervall, mille punktid on suurema aposterioorse tihedusfunktsiooni vééartusega kui
intervalli mittekuuluvad punktid.

Mitmemootmelise parameetri korral konstrueeritakse toendosusintervallid analoogiliselt valemile

9).

Enamus kirjeldavaid karakteristikuid saadakse m () integreerimisel. Lihtsamatel juhtudel on
see voimalik analiititiliselt. Praktilist huvi pakkuvatel keerukate mudelite korral on vaja
ligikaudseid meetodeid. Siin aitavad simuleerimismeetodid, eriti MCMC.

NB! Mitmemootmelisejaotuse simulatsioonidest saadakse marginaaljaotuste simulatsioonid
korjates kokku oiged koordinaadid. Seega integreerimist polegi vaja marginaaljaotuse leid-
misel.

Mairkus terminoloogia kohta. Klassikalises statistikas radgime usaldusintervallist (confi-
dence interval) parameetrile, kusjuures parameeter on fikseeritud. Bayesi statistikas on meil
parameetri jaotus ja radgime selle jaotuse intervallidest. Inglise keeles kasutatakse credibility
interval (CI) voi probability interval. Meie kasutame terminit toenfdosusintervall.

Naiide 6

Jarg. Jareljaotuse karakteristikud, mis on kasulikud tulemuse interpreteerimisel.
Leidsime, et jireljaotus 7(0) = N (u1,72). Siit saame leida karakteristikud:

e 0 keskvddrtus, mood, mediaan = p; (Bayesi punkthinnang),

o 0 standardhélve =,

e 0 tipsus = 1/732

e gqnorm(0.025, 1, 71) ja qgnorm(0.975, pu1, 1) annavad 95% toendosusintervalli.
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Naide 7
Olgu andmed x; ~ N(0,0%),i = 1,... ,n. Olgu niiiid eeljaotuseks Cauchy jaotus samade

hiiperparameetritega, mis varasem normaaljaotus, p ja 72. Siis

1

O

Jérejaotus avaldub kujul:

7 )2
7(0) x 1(0)p(f) x exp{;( 02/70;) }7_2 n (; — )2

Saadud jareljaotust iseloomustab:

Rohkem lihtsustada pole voimalik.

Uhegi jaotuse analiiiitilist kuju pole véimalik éra tunda.

Uhtki karakteristikut ei saa analiiiitiliselt leida.

Kiillaltki irregulaarne funktsioon, mis néuab erilist hoolt numbriliste meetodite rak-
endamisel.

Uldiselt kasutatakse raskete sabadega eel-jaotust siis, kui eelinfo parameetrite kohta on ebakindel.
Sel juhul saab suurema kaalu jéreljaotuse méédramisel andmete toepédra-funktsioon (vaatlu-
sandmetel on suurem kaasarddkimisoigus).
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1.5 Kaasjaotus (Conjugate distribution)

Eeljaotuse valik on Bayesi analiiiisi tdhtis komponent. Oma subjektiivset voi varasemast
teadaolevat infot parameetri kohta saab viljendada mitmesuguste jaotustega. Tuleb vaid
hiiperparameetrid méaérata nii, et jaotuse pohimass asuks nende 6 vidartuste kohal, mis meie
arvates on koige toendosemad. Osutub siiski, et moned eeljaotused lihtsustavad oluliselt jarel-
jaotuse tuletamist. Siit jouame kaasjaotuse moisteni.

Néites 2.1 oli parameetri eeljaotus p() = N(p,7%). Vaatluste z = (z1,... ,7,) jaotus z; ~
N(0,0?). Parameetri jareljaotus 7(6) = N(uy, 72), kus
n 1171 nr p
2 2
[ d] el
Jarelikult eeljaotus ja jareljaotus kuuluvad samasse klassi, normaaljaotuste peresse. Sel juhul
statistiliste otsustuste tegemine lihtsustub tunduvalt. Uleminek eeljaotuselt jareljaotusele
toob kaasa ainult hiiperparameetrite muutuse ja mingeid tdiendavaid imberarvutusi pole
vaja teha. Jareljaotust saab lihtsalt korrigeerida uute vaatluste lisandumisel.
Olgu saadud uued vaatlused y = (y1, ... , yn)" samast tildkogumist. Esimesel sammul saadud

jireljaotuse votame eeljaotuseks: py(0) = N(uy, 72).
Uus jareljaotus on samuti normaaljaotus kujul: 71(6) = N(u2, 75), kus

-1 _
9 m 1 olmy
A= lm ) me

DEFINITSIOON: Jaotuste pere P on kaasjaotuste pere vaatluste jaotusele F', kui iga
eeljaotuse p € P ja iga vaatluste jaotuse f € F' korral, jareljaotus m € P.

Niiteks, normaaljaotuste pere on kaasjaotuste pere normaaljaotusega vaatlustele, aga beeta-
jaotuste pere on kaasjaotuseks Bernoulli/binoomjaotusega vaatlustele.
1.5.1 Eksponentsiaalpere kaasjaotused (iihemootmeline juht)
Eksponentsiaaljaotuste pere tihedusfunktsiooni saab avaldada kujul:

f(]0) = a(x) exp{p(0)t(x) + b(0)} (10)
Paljud enamkasutatavad jaotused kuuluvad eksponentsiaaljaotuste peresse:

a) Normaaljaotus N (6,0?%), kus o2 on teada
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c¢) Eksponentjaotus Exp(0), f(x]0) = e=*°

d) Poissoni jaotus Po(0), f(x|0) = exp(&)g—'
!

o(0) =1In(0), tx)==z, bO)=-0, a(x)=1/z!

Téahtsad jaotuste pered, mis ei kuulu eksponentsiaaljaotuste peresse:
e iihtlane jaotus U(0, 6)
e t-jaotus
e tiheduste segud

Juhusliku suuruse #(X) keskvéértus ja dispersioon, kus X on jaotusega (10) avalduvad iild-
kujul jargmiselt:

B(X)) = —1(0)/6/(0), (1)
iy - OV SOV ), 1

Kodune iilesanne nr. 1.3 Tuleta valemid (11)-(12) kasutades rekurrentset seost E (t(X))"
jaoks. Eksponentsiaalpere korral on diferentseerimine parameetri jirgi ja integreerimine va-
hetatavad operatsioonid.

Kodune iilesanne nr. 1.4 Leida (11)-(12) abil normaaljaotuse E (X) ja D(X).

Eksponentsiaalpere tihedusfunktsiooni (10) voib esitada erinevatel kujudel. Sageli antakse
see kujul

f(z]0) = exp{p(0)t(z) + a(x) + b(6) }.
Ka liikme ¢(6)t(x) esitamiseks on palju véimalusi. Niiteks ¢(0)t(x) = [cp(0)][(1/c)t(z)]. Uhte
esitust nimetatakse kanoonioliseks. Selle saamiseks tuleb teisendada nii parameetrit (imber-
parametriseerimine) kui ka jaotuse vaartuspiirkonda (juhuslikku suurust ennast).
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1.5.2 Tihedusfunktsiooni teisenemine juhusliku suuruse teisendamisel

Olgu vektori x = (x1, ... ,x4) tihedusfunktsioon f,(z1,...,z4). Olgug(xy,... ,2q4) = (Y1,--- ,Ya)

iiksithene diferentseeruv teisendus, st leidub poérdteisendus g~ (y1, ... ,yqa) = (1,... ,2aq),
siis vektori y = (y1, ... ,¥a4), tihedusfunktsioon on
fy(ylu"' 7yd) :fz(g_l(yla"' 7yd))J7 (13)

kus jakobiaan J on osatuletiste maatriksi determinandi absoluutvaértus:

83:1 85(](1

Iy O

J=abs| + ..
81‘1 8md
s  Oya

Sageli tuleb teisendusi teha ithemootmeliste juhuslike suuruste tihedusfunktsioonidega. Olgu
vaatlus z jaotusega f,(z). Olgu teisendus y = g(z), millel eksisteerib poordteisendus g~ (y) =

x. Jakobiaan J = abs d_I . Uhemo&tmelisel juhul saame valemi (13) erijuhu:
Y

dx

fu(w) = fo(g7' (W) | (14)

1.5.3 Eksponentsiaalpere kanooniline kuju

Olgu n = ¢(0) uus parameeter. Olgu y = t(z) 1 : 1 teisendus, siis z = ¢t~!(y). Tihedus (10)
teiseneb niitid (14) abil kujule:

dx
dy
Jakobiaan on y-funktsioon ja ldheb esimesse tegurisse. Saime eksponentsiaalpere kanoonilise
kuju:

flyln) = a(t™ (y) eXp{ny + b(dfl(n))}

F(yln) = a* () exp{ny + " () },
mis esialgsetes tahistes on:
F(z0) = al) exp{Qm + b(e))}. (15)

Kodune iilesanne nr. 1.5 Leida kanoonilise eksponentsiaalpere esindaja jaoks E(X) ja
D(X).

Kaasjaotus. Olgu vaatluste jaotus f(x|f) eksponentsiaalse pere jaotus kujul (15). Olgu
parameetri 6 eeljaotus kujul:

p(6) = Ko, B) exp{ af + 50(0)) } (16)



Bayesi statistika Markovi ahelatega, Imbi Traat; 2013 21

Leiame jareljaotuse pérast iihte vaatlust:

7(6) o< f(210)p(6) ox exp{ 0w + b(6)) } exp{ad + Bb(0)) | =
- exp{(a +x)0+ (B + 1)b(0))} = exp{ale + 515(9))}7
kus

ar=a+x

pr=pB+1

Seega vaatluste jaotuse (15) korral on eeljaotus p(f) ja jéreljaotus m(#) sama kujuga. Jao-
tus (16) on kaasjaotus eksponentsiaaljaotuste perele. Tahistame eeljaotuste klassi kujul (16)
CP(a, B) (conjugate prior).

1.5.4 Naiiteid eksponentsiaalpere kaasjaotuste kohta

Oleme juba néinud

e normaalsete vaatluste korral on keskvaartusparameetri hindamisel kaasjaotuste pereks
normaaljaotuste pere;

e Bernoulli/binoom vaatluste korral on tGendosusparameetri hindamisel kaasjaotuste pereks
beeta-jaotuste pere.

Naide 8

Olgu vaatlus x Poissoni jaotusega, jaotuse parameeter A aga gammajaotusega.

z ~ Po()), Pl = e
xT.
A~ G(a, B), p(A) xx A0l A (= g FAAHa—T)nd)

Jarejaotuse leiame Bayesi teoreemist:
T(A) oc e NN LA =
— \atz—l,—(B+1)A
=71\ =Gla+z,+1)
Jéreldus: Gamma-jaotuste pere on kaasjaotuseks Poissoni-jaotusega vaatlustele. Kui tihe vaatluse
korral énnestub ndidata, et eeljaotus p(f) ja jdreljaotus w(6) on samast klassist, siis Bayesi

teoreemi rekursiivsel rakendamisel saab veenduda, et ka pédrast n vaatlust on p() ja m(0)
samast klassist.

Naide 9

1) x; vaatlemise jérel

m(A) = G(a1, £1)
ap=a+zx, f=p8+1
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2) x9 vaatlemise jérel

m(A) = G(ag, B2)
=o+ry=a+z+22, Be=F+1=03+2

n) x, vaatlemise jarel

T(A) = G(ay, Bn)

n
o=t m fu=prin

=1

1.5.5 Mitmemootmelise eksponentsiaalpere kaasjaotused

Kui parameeter 6 on vektor § = (6y,...,6x) ja vaatlused moodustavad samuti vektori x =
(x1,..., %), siis mitmemdootmelise eksponentsiaalpere tihedusfunktsioon avaldub kujul:

F(z0) = al) exp{z Ouz; + b(e)}. (17)

Analoogiliselt ithemdotmelisele juhule, otsime mitmemdotmelisel juhul kaasjaotuste peret
sarnasel kujul vaatluste jaotusega:

k
pl6) = k(a, B exp{ 3 it + Bb(0)}. (18)
i=1
kus normeeriv konstant k& soltub hiiperparameetritest « = (aq,...,ax) ja 5. Eeldame, et

meil on mitmemdotmeline vaatlus eksponentsiaalperest (17). Rakendades Bayesi teoreemi,
saame:

m(0) o< f(x]6)p(0) x exp{i Oiz; + b(G)} exp{i a,;0; + @b(@)} -

= exp{i(xi + ;)0 + (B + 1>b(‘9)} = eXP{i ayif; + 51b(8)}

i=1

Jareldus: Jaotused (18) on kaasjaotuste pere mitmemaootmelisele eksponentsiaaljaotusele (17).

Naide 10

Multinomiaaljaotus on mitmemdootmelise eksponentsiaalpere esindaja ja tema kaasjaotus on
Dirichlet jaotus. Olgu

x:(a:l,...,a:k)NM(n,Hl,...,Hk), Z@Zl, Zwi:n.
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Uhistihedusfunktsioon avaldub kujul:

!
f(z]0n, ... ﬁk)sz‘H@fi, 0<z; <n.

Tihedusfunktsiooni saab esitada kujul (17). Tee seda!

Dirichlet jaotus:

Bayesi teoreemist saame:

k k k
7O, 0) o [Tor [T o0 = or "
=1 =1 =1

Seega ka jéreljaotuseks toendosuste vektorile on Dirichlet jaotus.

Kodune iilesanne nr. 1.6 Veendu, et k = 2 korral taandub Dirilecht jaotus beeta jaotuseks.
Leida marginaaljaotused k = 3 korral.

Naide 11

FEelnevalt néditasime, et normaaljaotuste pere on kaasjaotuseks normaaljaotusega vaatlustele.
Vaatleme mitmemaootmelist normaaljaotust. Olgu parameeter § ~ N (u, B) ja vaatluste vektor
x|0 ~ N(0,X). Saab néidata, et parameetri jireljaotus on kujul:

m(0) =N (u+B(E+B) ' (x —p),B— B+ B)'B)

Seega on ka mitmemoéotmelisel juhul normaaljaotuste pere kaasjaotuseks normaaljaotusega
vaatlustele.

Kodune iilesanne nr. 1.7 Naiidata, et ihemooctmelisel juhul langeb kokku tulemusega (6)-

(8).
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1.6 Veel kasulikke jaotusi

1.6.1 Gamma-, péordgamma- ja normaalgamma jaotused

Gammajaotus — Juhuslik suurus z on gammajaotusega x ~ G(a, ), kui tema tihedusfunk-
tsioon avaldub kujul

f(zla, B) = %xa_le_ﬁx, x>0, (19)

kus I'(a) on gammafunktsioon.

Tingimusest [ %xo‘_le_ﬂ"”dx = 1 saab tuletada gammafunktsiooni kuju:

= I'(«o) :/ B tem",
0

Teeme muutuja vahetuse Sz =2 = 2 = 2, dr = &

5rdr =7
oo d o0

F(a):/ zalﬁez—zz/ 2 e 2 dz
0 5 Jo

Gammajaotuse omadused:

n 1
1. Kui a = 5 ja B = 3 siis gammajaotus on Y2-jaotus vabadusastmete arvuga n =

n 1 o
0(53) =
2. Kui z ~ G(a, B), siis bx ~ G (a, %)

Kodune iilesanne nr. 1.8 Téestada omadused 1. ja 2. Kasuta jokobiaanteisendust (14).

P66rdgammajaotus — Kui z ~ G(«, 3), siis 27! jaotust nimetatakse péérgammajaotuseks:

1 1 dx 1
y = — = €T = -, —_
z )
dx g 1 _s1 6 1 8
fla, B) = f(z(y)|e, B) dy I'(a) ya—le 2 T(a) ya+1e
Normaalgamma jaotus — Liheb vaja Bayesi regressioonanaliiiisis. Juhuslike suuruste (x1, z5)

iihisjaotust nimetatakse normaalgamma jaotuseks parameetritega u, o2, o, 3, ja tihistatakse
(11, 22) ~ NG(p, 02, o, B), kui

2
Lo~ G(Oé,ﬁ)

Normaalgammajaotuse tihedusfunktsioon tuleb iildtuntud seosest:

f(x1,m2) = f(a1|m2) f(22).



Bayesi statistika Markovi ahelatega, Imbi Traat; 2013 25

Kodune iilesanne nr. 1.9 Kirjuta vilja NG(u, 0%, a, 8) tihedusfunktsioon.

Normaalgamma marginaaljaotused — Olgu (x,15) ~ NG(u, 0%, o, ), kus
o2
ZL’1|$2 ~N (/Jj, —) .
T2
To G(OZ, 5)

Siin on x5 marginaaljaotus teada aga x; oma mitte. Teame, et selliselt esitatud 2-mootmelist
jaotust on lihtne simuleerida ja simulatsioonidelt saaksime aimu ka x; marginaaljaotusest
(praktikumis).

Teoreetiliselt on suhteliselt lihtsalt leitavad x; marginaalne keskvaértus ja dispersioon:

E(zy) = E.,(E(z1]x2)) = H (sama, mis tinglikel)

1
Var(z,) = Vary,( E(z|zs) ) + By, (Var(x|z,)) = o’E(—) =o? b , a>1
—— T2 a—1
o
0
To ~ G(CY, ﬁ)
1
P
~ ~ IG(a.p)

Seega w1 jaotust ldhendav normaaljaotus voiks olla

2
¥ ()

Kasutame praktikumis regressiooni juures.

1.6.2 Normaaljaotuse marginaaljaotused ja tinglikud jaotused

Olgu vektor x mitmemootmelise normaaljaotusega:

r=(x1,...,2q) ~ N(p,2)

Flalu, ) = @m) 28| Peap{ (2 — uyS ™ w — )}

e standardnormaaljaotuse saame, kui 4 = 0 ja X = I, sel juhul komponendid z; on
soltumatud standardse normaaljaotusega juhuslikud suurused;

e iihemootmelise normaaljaotuse saame, kui d = 1.
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Lineaarteisendus — Olgu = ~ Ny(p, ). Siis r x d maatriksi A ja r-mootmelise vekroti b
korral,
y=Ax +b~ N, (Au+b, ALA")
Ey=Ap+b, Dy=E(y— Ey)(y— Ey) =ASA
Kasutatakse soltuvustega normaaljaotuse genereerimiseks. Olgu z ~ Ny(0, I). Oskame genereeri-

da. Tahame saada y ~ N(m,B). Teame Bz +m ~ N(m,BB’). Tingimusest BB = %
maarame B:

e B=UAY? kus U ja A on vastavalt B omavektorid ja omaviirtused (diagonaalil);
e B on Cholseky lahutuse kolmnurk maatriks.

Marginaaljaotus — Normaaljaotuse marginaaljaotused on normaaljaotused. Olgu vektor
x = (x1,...,2q) ~ N(p,2) jagatud kahte blokki x; ja x5 vastavalt suurusega d; ja dy =
d — dy. Samuti jaotame parameetrid p ja 3

= 251 ja %= 211 212
[i2 Yio1 2o
Siit marginaaljaotused: x; ~ Ny, (fi, i), @ =1,2.

Tinglik jaotus - Eeldades samasugust x, p ja X lahutust kaheks osaks, saame tingliku
jaotuse kujul:
X1[x2 ~ Ny, (1.2, X112)
pirz = 1 + S1235 (X2 — pi2)
Siie = B — X125 B

Kodune iilesanne nr. 1.10 Kirjutada siit kahemootmelise normaaljaotuse tinglik jaotus.

Analoogilise tulemuse saab vélja kirjutada x,|x; jaoks, vahetades koigis indeksites vadrtused
1 ja 2.
Siin peavad maatriksid Y1 ja Yoo olema téisastakuga, muidu nad ei oleks pooratavad.

Uhisjaotuse konstrueerimine tinglike jaotuste abil - Uhisjaotus avaldub tingliku ja
marginaaljaotuse kaudu:

f(XhXQ) = f(X1|X2)f(X2)-

Kui
X1[X2 ~ Ng, (1 + Bi(x2 — p2), Ba),

Xo v ng(,uz, 222)7

siis x iihisjaotus avaldub:

X Y12
X = M)~ Ny i ) o , Y11= By+ B1YX B, E/21 = Y2 = B1Xy
Xy [42 o1 2o



Bayesi statistika Markovi ahelatega, Imbi Traat; 2013 27

1.7 Kaasjaotused regressioonmudeli korral

Olgu y = (y1, ... ,yn) vaatluste vektor, kus y; on soltumatud ja normaaljaotusega. Regres-
sioonmudel on
yi|/8702NN(xi151+-~-+xid/6dao-2)a Z:]-? y 10,

kus x;1,...,x;g on i-nda vaatluse seletavate tunnuste védartused ja fi,...,[q on regres-
sioonkordajad. Mudeli saab kirjutada maatrikskujul:
ylB.0® ~ N(XB,0°I,), (21)

kus

T11 0 Tid B

X = ja fB=

Tnl ' Tnd Bd

Uldisemal juhul y; dispersioonid erinevad D(y) = diag(c?,... ,c2). Meie vaatleme juhtu, kus

o2 on konstantne. Eesmirgiks on otsustused (3, 0?) kohta.

Dispersiooniparameetri 02 asemel vaadeldakse Bayesi analiiiisis sageli tema poordviirtust,
mida nimetatakse tipsuse parameetriks, ¢ = 1/0%. Tapsuse parameetri abil ndeb regressioon-
imudel vélja nii

ylB.d ~ N(XB, 07 ), (22)
Eeljaotuse p(f3, ¢) ja vaatluste jaotuse (22) abil tuleb leida jéreljaotus 7 (5, @).
Regressioonmudeli (22) korral eksisteerib kaasjaotuste pere (3, ¢) jaotuse kirjeldamiseks, see
on normaalgamma jaotuste pere:

Blé ~ N(bo,6'By) ja ¢ ~C (% ”OTSO) |

Sellisel kujul antud gammajaotuse parameetrid lihtsustavad hilisemat tuletamist. Interpre-
teerimiseks pangem téhele, et Sy aitab ¢ jaotuse keskpunkti méaaratleda E¢ = Sio Suurus ng
aitab reguleerida dispersiooni. Mida suurem on ng, seda viiksem ¢ dispersioon:

o ’I”L()/Q _ 3 2

Eeljaotuseks parameetrite vektorile on tihedusfunktsioonide korrutis:

p(B,9) = p(Blo)p(¢) o

x ]¢Bal|1/2 exp{—%(ﬁ ~by)'¢By L (5 — bo)}gb(no/z)q eXp{_nOQS()(b} .

o ¢/ exp{—%(ﬁ —bo)' Byt (B — bo)}(ﬁ(no/?)*l exp{_n0250 ¢} (23)

Toepérafunktsioon andmete jaotusele tuleneb eeldusest (22):

UB.9) = f(418.6)
o< oL exp{ 2 (v — XBY oLy — XB)} = 6" exp{ -2y — X (y — X5)}

=62 exp{~210(9) + 5.} (24)
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kus

Q(B) = (8- BYX'X (6 - §)
B=(X'X) XYy

Se=(y—XB)(y—XB)=> e
=1

ei =y — (Tafr+ ... + Tiaba)
B on suurima toepéara hinnang (-le, maksimiseerib toepérafunktsiooni.

Kodune iilesanne nr. 1.11 Tee libi teisendused (24) ja (25) saamiseks (vihje valemi (24)
saamiseks lisa FX).

Tulemuste (23) ja (24) abil saame leida jireljaotuse:
(B, ¢) < L(B, 9)p(B, ¢) ox
o /2 exp{—%(ﬁ — b)) BB = by) fotm/A exp{—gnlSl} (25)
kus

ny=ng+n
n151 = noSo + (y — Xb1)'y + (bo — bl)/Bo_lbO
by = Bi(B; b + X'y)
Bi'=B,'+X'X
Jareljaotus (25) ja eeljaotus (23) on sama kujuga, tegemist on normaalgamma jaotusega. See
jaotuste pere on kaasjaotusteks regressioonmudelile (21) ehk andmete y; jaotusele. Seos (25)
teisiti:

Blo~ N(bi,o™'B) ja 6~ G (7; %) , (26)

ehk o2 kaudu:
Blo* ~ N(b1,0°B;) ja o°~IG (

Seos (25) annab meile parameetrite iihisjaotuse. Teame ¢ marginaaljaotust, kuid mitte vek-
tori # oma. Eespool tuletasime marginaalse keskvaartuse ja dispersiooni 1-dimensionaalsete
suuruste korral. Tulemus tildistub lihtsalt mitmemootmelise 3 jaoks.

E§ = E[B(5]9)] = by
Df = E[D(B|6)] = Elo~'Bi] = B(6™)Bi =

n151

— 231.

Keskviirtuse E(¢ ') leidmisel kasutasime teadmist, et ¢~! on poérdgamma jaotusega. Ka
vektori 3 tinglikest jaotustest saab kasulikke statistilisi otsustusi teha vektori 8 kohta, néiteks
fikseerides ¢ koige toepdrasema vadrtuse. Ei tea aga naiteks g-vektori ithe komponendi jao-
tust. Selleks oleks meil vaja seost (25) integreerida iile kdigi tilejaidnud muutujate. Siin tuleb
appi simuleerimistehnika:
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1. simuleerime ¢ gammajaotusest;
2. simuleerime (|¢ mitmemdotmelisest normaaljaotusest;

3. kordame palju kordi, jareldused teeme simuleeritud arvude pealt (iga komponendi jaoks
on oma simuleeritud jada)

Uldisematel juhtudel, kus klassikalise regressioonimudeli eeldused ei ole téidetud, ei leidu
kaasjaotuste peret ja ainsaks voimaluseks jadb simuleerimine seosest 7(/3, ¢) o £(3, ¢)p(5, d).

Ka iildistatud lineaarsete mudelite korral ei leidu kaasjaotuste peret. Andmemudel sel
korral:
f(wil6:) = a(y:) exp{y:0; + b(6;) }, eksponentsiaalne pere

E(yi|0:) = _b/<9i) = Hi
g(i) =z P, - ., Tiaba, g on seose- ehk linkfunktsioon.

Naide 12

Olgu vaatlused binoomjaotusega y;|n;, ™ ~ B(n;,m;), E(y;|n;,m) = n;m;. Siis kasutatavad
seosefunktsioonid on:

o m; = P(a+ fuz;), ¢’71(7Tz‘) = a + Bx;, probit;

e logit(m;) =1In (13; = « + Pz, logit;

e In(—In(l1 —m)) = a+ Bz, log-log.

Mitme seletava tunnuse korral asendub « + fx; summaga Z‘,le Brxik.

Olgu vaatlused Poissoni jaotusega yi|\; ~ Po(\;), E(yi|\i) = \i, siis kasutatakse seosefunkt-

siooni: .
In(\i) = B
k=1
Bayesi statistika jaoks on probleem 5 = (fi,... ,4) jaotus. Puudub kaasjaotuste klass, nii

et p(B) ja w(B) oleksid samast jaotuste klassist. Pole voimalik saada analiititilisi tulemusi
jareljaotuse (/) jaoks ja teha statistilisi otsustusi.

1.8 Tinglikud kaasjaotused (conditional conjugacy)

Keeruliste mudelite korral on raske leida kaasjaotust. Vahel onnestub parameetervektor ja-
gada osadeks:
0= (64,...,0q)

91 HH

nii et leidub kaasjaotuste pere tinglikele jaotustele ;|6 ja Oy1|6;.
Vaatame regressioonmudelit
y ~ N(XB,o%l,)
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Parameetrite vektor on (3, ¢), kus ¢ = 1/02. Négime, et tinglik jaotus 8|¢ ~ N(.,.) on kaas-
jaotus. Vektori 3 tinglik eeljaotus ja tinglik jareljaotus on samas klassis. Normaaljaotuste
klass on tinglikus mottes kaasjaotuste klassiks regressioonimudelis.

DEFINITSIOON: Parameetervektori 6 = (61, ... ,0,) komponendil 6; (skalaar voi vektor)
on tingliku kaassuse omadus, kui taistinglik eeljaotus p;(6;) = p(6;]0—;) ja taistinglik jéareljao-
tus m;(0;) = 7(6;]0_;) kuuluvad samasse jaotuste peresse.

Tinglik kaassus on olemas paljude keeruliste mudelite korral. Samas on ka parameetrite
tinglikke jaotusi uurijal lihtsam eeljaotustena ette anda kui koigi parameetrite iihisjaotust.
Tinglikku kaassust kasutatakse simuleerimisel (Gibbsi valik).

1.9 Hierarhilised mudelid
Olgu iildkogumis d gruppi. Grupi ¢ keskmine olgu ;. Igas grupis on n; vaatlust:
yij NN(BZ',O'Q), ]: 17 , T 7 = 1, ,d.

Selline mudel on regressioonmudeli erijuht vaatluste vektoriga

Yy = (yllv"' yYings - -+ s Yd1, - - - 7ydnd)/

ja plaanimaatriksiga X = diag(1l,,,... ,1,,), kus 1,, on m-dimensionaalne 1-de vektror. Re-
gressioonkordajate vektor on 5 = (fy,... ,54) -

Mudeli y ~ N(X3,021,) Bayesi analiiiisiks on vaja méaérata 3 eeljaotus. Uks véimalus on
eeldada, et 01, ..., Bq on soltumatud ja anname ette §; jaotused. Puuduseks see, et liiga palju
eeljaotusi ja soltumatus ei pruugi ka kehtida.

Teine voimalus on defineerida eeljaotus hierarhiliselt:
I tase — eeldatakse, et 3, ... , 84 on normaaljaotusega [3; ~ N (u, 7%);

IT tase — fikseeritakse eeljaotus parameetritele (1, 72), kus p on iildkeskmine ja 7 iseloomustab
varieeruvust lildkeskmise timber. Niiiid on ainult kahele parameetrile vaja anda eeljao-
tus ja pealegi on olemas interpretatsioon.

I tasemel S|, 72 ~ N(1gu, 7214)
IT tasemel (eeljaotuste fix.) pu ~ N (by, Bo)

o’ ~ F,, 7~ F,, u,o% m%on soltumatud.
Parameetrite eeljaotus ldbi kahe taseme:

p(B, 1, 0%, 7%) = p(Blu, o, 7)p(n)p(o®)p(r?) =
p(Blu, T)p(p)p(a®)p(r?).
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Teise taseme voib omakorda jagada kaheks tasemeks, et anda ka eeljaotused hierarhiliselt.
Niiteks iiks voimalus on anda regressioonmudel y ~ N (X 3, 021,,) hierarhiliselt kolmel tasemel:

y|B1, ¢~ N(X1 51,0 1,)
Bi]Ba ~ N(Xa2,C)
Ba ~ N (bo, Bo) (27)

2
nog Mooy
~G (=2
o~ G (5.0

Siin X7 on plaanimaatriks ja (; regressioonkordajate vektor, 85 on regressioonkordajate vek-
tor 5y kirjeldamiseks ja X5 vastav plaanimaatriks. Koigi mudelis olevate juhuslike suuruste
ithisjaotus:

(Y, Br, B2, &) = p(y|B1, @)p(B1|52)p(B2)p(0)

f1 ja ¢ jareljaotust pole analiititiliselt voimalik leida. Mudel (27) taandub regressioonmudeli
Bayesi analiiiisile, kui vaatame mudelit tinglikult fikseeritud [, korral. Siis kaob rida [y ~
N (bg, By) mudelist. Tulemused on samuti tolgendatavad vaid tinglikult fikseeritud S korral.
Téhistades X552 = by saame analoogilise mudeli sellega, mis on (21).

Saab néidata, et parameetrite taistinglikud jéareljaotused on samas klassis eeljaotustega

7T(51|52,¢) =N
7T(62|517¢):N
(9|61, B2) =G

Need on analiiiitiliselt leitavad ja neile saab rajada statistilise otsustamise. Otsused on tinglikud.
Marginaalsed jaotused saab leida MCMC-ga.

Uldistatud lineaarse mudeli saab ka anda hierarhiliselt:

Yilwi ~ EF (i), i = E(yilp),

n=X101, n=n,...,m), i=1,...,n, n; = g(u;)
B1|Ba ~ N (X205, C)

Bo~ N (b, B)

EF — eksponentsiaaljaotuste pere (exponential family).

Naide 13

Uuriti spetsiaalsete 6ppeprogrammide (coaching programmes) moju testi tulemustele 8 koolis.
Testiks oli oppesobivustest SAT-V (Scholastic Aptitude Test-Verbal), mida kasutavad kolledzid
tudengite vastuvotmisel. Saadavad punktid saavad varieeruda 200-800 vahel, keskmisega 500
ja st-hilbega umbes 100. Igas koolis osales umbes 30 opilast.

1 — oppeprogrammi tildkeskmine moju;

B; — keskmine mdju i-ndas koolis (kooli méju) 8 ~ N(u,72);

72 — kooli méjude vaheline dispersioon.
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1.10 Mudeli sobivus

Bayesi mudel on
f(y,0) — andmete ja parameetrite iihisjaotus.

Bayesi mudeli komponendid:

f(y|0) — andmete jaotus;
p(6) — parameetrite eeljaotus.

Siit saadakse
7(0) x f(y|0) p(0) — parameetrite jéreljaotus;
——

0(6)
f(y) = Ew[f(y|9)] — prognoosiv jaotus.

Kui hésti kirjeldab mudel andmeid ja meie eelteadmist parameetrite kohta? Need otsustused
on rajatud pohiliselt prognoosivale jaotusele. Kui otsuseks on, et ei kirjelda hésti, siis ei sobi
kas andmete mudel voi eeljaotus vins.

1.10.1 Mudeli sobivus prognoosiva jaotuse abil

Eeldame mitteinformatiivset eeljaotust, st iiksnes andmed méaéaravad parameetrite jareljao-
tuse. Tahame kontrollida, kas prognoosiv jaotus prgnoosib olemasolevatega sarnaseid and-
meid. Olgu y = (y1, ... ,y,) andmestik ja tdhistame

TEP

y =TT
replikaat e. prognoositud andmestikku. Uut andmestikku kirjeldab prognoosiv tihedus:
751 = [ £7710)m(6)d0 = B (7)), (28)
—— —
flyrer.0)

kus fikseeritud € korral on tihedus f(y"*",#) sama, mis tihedus f(y,#). Tihedusest (28)
simuleerime andmestiku y"" ja teeme neid mitu komplekti.

Bayesi mudel sobib, kui andmestikud y ja y"? on sarnased. Andmestike vordlemisel uuritakse
erinevaid aspekte:

e vastavate empiiriliste jaotuste paiknemist;

empiiriliste jaotuste hajuvust;
e siimmeetria omadusi;

e min, max elemente;
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Kui mingi aspekti osas y" komplektid erinevad siistemaatiliselt, siis mudel ei sobi antud
aspekti kirjeldamiseks. Lisaks visuaalsele vaatlusele (histogrammid), voib vorrelda andmetelt
ja replikaatidelt arvutatud suurusi — Bayesi teststatistik.

Naide 14

Simon Newcomb 1882 — valguse kiiruse mootmine.

Vahemaa, mis katse labiviimiseks voeti, oli 7442m. Newcomb mootis aega, mis kulus valgusel
antud vahemaa ldbimiseks 66 korda. Ta tegi mootmistulemused (nanosekundites) kdepérase-
maks teisendusega

y; = ymaetud _ 24800.

andmeid kirjeldas histogramm.

i | .

-40 -20 0 20 40
Katse tulemused

Eeldades mootmistulemustele tavaparast normaaljaotust,
Yi ~ N(H,O’2) ehk Yi ~ N(:ua ¢)a kus d) = 1/027

tekib kiisimus selle eelduse paikapidavusest. Kas prognoosivast jaotusest on voimalik saada
selliseid andmeid?
Vottes (u, ¢) eeljaotuseks normaalgamma jaotuse, on ka jareljautuseks normaalgamma,

m(p, ¢) = m(plphi)m(d),

kus w(p|¢) on teatav normaaljaotus ja w(¢$) on teatav gammajaotus.

Replikaatandmestiku simuleerime kasutades avaldist (28):

1. k=1 (k — korduse number);

2. Simuleerime (p, ¢) < m(u, ¢);

3. Saadud vektoriga (u, ¢) simuleerime vektori y™P, st y,? < N(u,0?), i =1,...,66 ;
4. k =k+1 ja kordame 2. ja 3. sammu.

Paneme téahele, et prognoositud andmestikud erinevad reaalsest (Gelman jt 2004, lk 160-
161). Uurime védhimat vaartust -44 (reaalne). Vidhimate vddrtuste jaotus 20 prognoositud
andmestiku pohjal néaitab, et need on kaugel -44-st ja normaalne mudel ei kirjelda seda
varieeruvust, mis on andmetes. Seega ka meid huvitavad valguse kiiruse néitajad (p,¢) ei
ole usaldusvaérsed.
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1.10.2 Bayesi teststatistik

Klassikaline teststatistik tohib soltuda vaid valimist ja mitte parameetritest. Bayesi test-
statistik soltub aga molemast.
DEFINITSIOON: Bayesi teststatistik on skalaarne suurus 7'(y, ), kus y on andmed ja 6

parameetrid).

Bayesi statistik konstrueeritakse nii, et see mé6dab mudeli sobivuse/sobimatuse mingit as-
pekti ja arvutatakse nii replikaat, kui reaalse andmestiku puhul. Kui T'(y", 0) ja T'(y, ) on
lihedased, siis mudel sobib selles aspektis.

Kuid Bayesi teststatistik on juhuslik suurus, kuidas otsustame ladheduse iile? Selleks on Bayesi
p-value (olulisustoenéosus):

ps = P[T(y"*",0) > T(y,0)ly]. (29)

Kui pp =~ 1 voi pp =~ 0, siis on replikaatandmed selles aspektis ekstreemsemad, kui reaalsed
= mudel ei sobi.

Toendosus P on voetud iile (y"°P, 0|y) thisjoatuse f(y"P,0|y) fikseeritud andmete y korral:

e / Lirrer o210 f (Y™, Oly)dy™df (30)

Integraali (30) arvutamine on keeruline analiiiitiliselt, Monte-Carlo integreerimine on aga li-
htne. Paneme téhele, et (30) on (0, 1]-juhusliku suuruse Iy .} keskvéértus tiheduse f(y"",0|y)
suhtes. Keskvidrtushinnanguks on suuruse Iy, valimikeskmine.

Selle leidmiseks viime 1abi jargmise tsiikli:
1. ¢ =1 (valimi indeks);
2. genereerime (y; %, 0;) < f(y",0ly), (y;”" on sama dimensiooniga, mis y);
3. arvutame T(y.?",0;), T(y,0:);
4. loendame stindmuse T'(y; ", 6;) > T(y, 6;)
5. i =141 ja kordame 2., 3. ja 4. sammu L korda.
Integraali hinnanguks on
#{T(yg“ep,ei) > T(y,0,), i=1,... ,L}
L

pp =

(binaarse juhusliku suuruse valimikeskmine).
Genereerimissammu tegemiseks paneme téahele, et

fy™?,0ly) = f(y™"10) p(Oly),
()
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kusjuures f(y"?|6) soltub y-st ainult 1dbi 6. Seega punkti (y,”, ;) saamiseks:

)

Qi < W(@),
Yy " < f(y"P|0:).

Naide 15

Olgu yl,... ,y, < B(1,0), soltumatud Bernoulli andmed. p(0) ~ U(0,1), mitteinfromatiivne
beeta-jaotus. Siis w(0) ~ beeta(s +1,n —s+1), s => " | y;.
Kontrollitav aspekt — kui séltumatuse eeldus ei oleks tdidetud, kas siis mudel sobiks? Olgu
andmed 11 00000 11111 00000000, n = 20. Valime teststatistikuks iileminekute 0 — 1 jal — 0
arvu. Andmetes

T(y,0) =3.

T(y"P,0) leiame simuleerimise teel:

1. 0 < beeta(s+1,n—s+1);
2.y = (y1P, ... Lyag) < B(1,0), soltumatud;
3. arvutame T'(y"P,6) — iileminekute arv;

4. kordame samme 1-3 L korda.

 #{reme e Twe st g
PB = L 10000

= Antud Bayesi mudel ei kirjelda selliste soltuvustega andmeid.

Siin teststatistik 7'(y, 0) ei soltunud 6-st, aga néiteks siimmeetria testimiseks voiks kasutada:
T(y,0) = |y[0.75n] — 0] — ’y[0.25n] — 0|

1.10.3 Halbimus

Mudeli sobivuse néitaja (iikks Bayesi teststatistik) — mudelite vordlemisel.
DEFINITSIOON: D(y,0) = —21n f(y,0)

Hélbimus on arv, kui y ja # on fikseeritud, vastasel juhul juhuslik suurus. Tavaliselt positiivne
aga voib olla ka negatiivne.

Reegel: See mudel, millel on véiksem hélbimus, on parem antud andmete kirjeldamiseks.
Kuidas aga moistame "viiksem” juhuslike suuruste korral.

Niide Olgu andmed y = (y1, ... ,¥,). Olgu 2 mudelit (67 ja o5teada):

2y, i=1,...,n, soltumatud,;
2),i=1,...,n, soltumatud.

M1 :y|0~N(0,0
M2 :y;|0~N(0,0o
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)

f yz|gvg§ ;

f(y|97 O-% =
(

yl0,03) =

=TI
=TI

f(yl0.0%) > f(yl0. o3).
Fikseeritud y ja 6 korral
D(y,0lo1) < D(y,0]03). (*)
Aga 0 jareljaotus on maaratud kitsas piirkonnas andmete
] keskvaartuse lahedal, seega

D(y,0|01) jaotus e (x ) kehtib ka enamuse teiste 0-de korral jareljaotusest;
1 D(y,0|c3) jaotus
e D(y,0|c?) jaotuse miidramispiirkond paikneb vasakul
| D(y,0|02) omast ja on kitsam;

Dy D, e M1 on parem mudel antud andmete kirjeldamiseks.

Naide 16

Olgu andmemudel y;|0 ~ N(E(y;|0),0%), i = 1,... ,n, sol-
tumatud, o teada:

| A
Ful6) = [[ o 0Bl
=1

V2ro?
Siis
D(y,0)=-2 —ﬁln 210?) E(yi]6))?
2 p—
=nln(2r0?) Z E(y:]60))?
%/—/

see liige V01b oHa =1

neg. kui o* viike see osa soltub 0-st

Fikseerime 6 ning paneme tdhele, et mida védiksem on 0-st soltuv osa, seda paremini kirjeldab
regressioonipind E(y;|0) andmeid y;. = mida viiksem on D(y,#), seda paremini sobib mudel
andmetega.

Kuna 0 on juhuslik, siis peame vaatame D(y, ) jaotust vorreldavate mudelite korral. Sama
otsustusskeem D(y,#) abil sobib suvaliste mudelite korral.

Fikseeritud andmete korral on D(y,0) juhuslik, sest 6 on
juhuslik. Teda kirjeldab jaotus. Jaotuse asemel vaadatakse
harilikult selle mingeid karakteristikuid. Moodustame hal-
bimuse baasil 2 néitajat:

1. Hilbimuse punkthinnang — D = D(y, é), kus 0 on jireljaotuse 7(0) keskmine;
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2. Keskmine hélbmus — D = E, [D(y, 9)|y], st keskmine on iile parameetri jareljaotuse
D = [ D(y,0)n(0)d6.

Parem mudel on see, mille mélemad néitajad on viiksemad
teise mudeli omadest.

D arvutamine Monte-Carlo integreerimise abil (tegu on keskvéér-
tuse leidmisega):

1. 0; < 7(0);
2. arvutame D(y, 0;);
3. kordame samme 1. ja 2. L korda;
4. integraali hindame valimikeskmisega
L1 &
D=+ ;D(y, 01).

Samas voib teha naitajad D ja D viikeseks parameetrite arvu kasvatamisega (mudeli keerukuse
suurendamisega), mis ei ole aga moistlik idee.

Naiteks regressioonmudelis argumenttunnuste ja seega ka parameetrite lisamisel voime y-
tunnuse hajuvuse regresiioonipinna suhtes kuitahes viikeseks ajada.

Vajame nditajat, mis arvestaks molemat, parameetrite arvu ja hédlbimust. Hea on véike
parameetrite arv ja viike halbimus.

DEFINITSIOON: Suurust Pp = D — D (> 0) nimetatakse efektiivseks parameetrite
arvuks.
Tiiiipiliselt on see ligikaudu vordne tegeliku parameetrite arvuga, aga ei pruugi alati olla.
Bayesi mudeli korral

D=D(y,0) < D(y,0)0 = Pp>0

Mitteinformatiivse eeljaotuse korral on jéreljaotuse keskmine parameetri suurima toepéra
hinnang, st. D maksimiseeri toepéra ja seega minimiseerib hélbimuse.

Antud suurus ei tule aga ilma kriitikata, esiteks voi Pp voib siiski monedel patoloogilistel
juhtudel tulla negatiivne ja Pp ei ole invariantne timberparametriseerimise suhts.

Spiegelhalter (2002) soovitab mudelite vordlemisel kasutada suurust DIC — Deviance Infor-
mation Criterion, mis summeerub kahest komponendist:

DIC = mudeli sobivus + keerukus
DIC=D+P, (= D+D-D=2D-D=
=2D —2D + D =2Pp + D)

1. Mida véiksem DIC', seda parem mudel;
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Mudel D D P, DIC
MT1, hierarhiline | 57,8 60,6 2.8 63,4
M2, vordsed 59,5 60,5 1,0 61,5

M3, eraldi grupid | 54,9 62,5 7,7 70,3

2. Vahima DIC'-ga mudel prognoosib esialgse andmestikuga koige sarnasema replikaatand-

mestiku (seda mitteinformatiivse voi ka tegelikkusega kooskoélas oleva informatiivse eel-
jaotuse korral).

Naide 17

Oppeprogrammid koolides (Gelman jt 2004, Ik 140).

y1,---,ys 8 kooli, kus kasutatakse erinevaid oppeprogramme, y; on i-nda kooli testitulemus
(agregeeritud suurus).

Vaatame kolme mudelit:

Mudel 1 Hierarhiline mudel:

Yy o~ N(ﬁj,ajz), j=1,...,8, 0']2-011 teada (f3; - kooli keskmine);
M1 : Bj NN(,u,aé) Vg
(1, ag) ~ p(+) eeljaotus

Mudel 2 Uldkeskmise mudel, kooli méju puudub:

a2 Vi NBof), =18, 8= p;
p~p()

Mudel 3 Eraldi analiiiis gruppides:

M3 - Yj NN(ﬁja"?)?
" (B1y...,Ps) ~ N(u,00) mitteinformatiivne, séltumatud.

Siin ; hinnatakse iiksnes andmetelt, st. Ef3; = y;.

Halbimus:

D(y,0)=—1In f(y|0) =

J 1 (=852
2
=2 ln[ e =
=1 271'0]2-
. _ R.)\2
= const + 7@] fj)
- 207
Jj=1 J

Tolgendus.
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1.11 Mitteinformatiivne eeljaotus

Sageli pole voimalik parameetri eeljaotust defineerida, sest meil puudub informatsioon, tema
kohta. Soovitakse eeljaotus defineerida nii, et rema osatidhtsus parameetri jéreljaotuses oleks
minimaalne. Sellist eeljaotust nimetatakse kirjanduses:

e vague (nork);

e flat (lame);

e diffuse (hajunud);

e noninformative (mitteinformatiivne).

Eesmiérgiks on lasta andmetel endil réakida.

1.11.1 Korrektsed ja mittekorrektsed eeljaotused
Naide 18

Meenutame néidet:

-1
2 n 1
-l
2 Tg
Kui Tg on suur, siis
o2
m(0) =~ N (¥, ;) (31)

Kuidas saime m(0):

(G — 2
7(0) o p(0)£() o p(0) exp{_@%ﬁ}

Tulemuse (31) saame siit ka siis, kui
p(0) o const, 0 € (—o0,00).

Selline eeljaotus ei ole rangelt vottes voimalik, ei integreeru vaértuseks 1 iile maédramispiirkon-
na.

DEFINITSIOON: Eeljaotust p(f) nimetame korrektseks, kui ta ei séltu andmetest ja in-
tegreerub védrtuseks 1. Kui p(#) integreerub suvaliseks positiivseks arvuks, nimetame teda
normeerimata tiheduseks. Kui integraali viartuseks on oo, siis nimetame eeljaotust mitteko-
rrektseks.



Bayesi statistika Markovi ahelatega, Imbi Traat; 2013 40

Normeerimata tihedust saab alati normeerida konstandiga korrutamise teel.

Meie néites annab mittekorrektne eeljaotus p(6) o const ometi korrektse jireljaotuse, eel-
dusel, et on vihemalt {iks vaatlus (n = 1).

Naide 19

Siin veendume, et jireljaotus parameetrile o2 tuleb sama nii korrektsest kui ka ebakorrektsest
mitteinformatiivsest eeljaotusest ldhtudes.

Olgu y;]0,0% ~ N(6,02), 6 on teada, 0® on tundmatu. Teame, et kui tdpsuse parameetri
¢ = 1/0? eeljaotuseks valida gamma-jaotuse, siis on ka ¢ jireljaotus gamma (see pere on
kaasjoatuste pere normaaljaotusega andmetele). Parameeter o jireljaotuseks on IG.

i) = e 0 _ VO g0
V2no2 N
= = g2 a—1,—p¢
p(¢) =G(a, B) = F(a)¢ e B b >0.
Kui o, B on véikesed, siis on see jaotus mitteinformatiivne: E(¢) = %a D(¢) = %

e(¢)=< 2‘fr> 4 S0

W((b) X £(¢)p(¢) X (ﬁ% e_g Zi(yi—9)2¢a—1 —B¢ _
= 1 ) 2 1
=TT T = Gla+ 5 2 Z(yi —0)> + )

Q

ehk )
2 nz 92 _
0!~ IGla+ 5,5 Z(y 0)* = )
1
Osutub aga, et o2 jireljaotuseks on ka siis IG, kui valida p(c?) o —5, kus 02 € (0,00). See on
o

mittekorrektne jaotus (improper), sest [ 1dz = In(z)|3° = o0.

Kui p(o) o 2 , Siis

E(U :< 1 > 62022% o)°
2mo?
1 0)2 1
(o) 2
( < 271'0) o?
1 LG S92 _
R
_ (02)4%“)@*%(% i wi—0)? _
n 1
:IG(Eaiz:(y'_a) )

Vordluseks varemsaaduga meenuta, et « ja (3 olid vaikesed.
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Bayesi analiiiisis lahtutakse sageli mingist mittekorrektsest eeljaotusest, lihtsuse mottes, ja
saadakse jéreljaotus.

m(0) o p(0)€(6),

mis on kiill normeerimata, kuid mida on voimaliks normeerida ja saada téiesti oige jaotus.
Jéreljaotus, mis on saadud mittekorrektse eeljaotuse abil tuleb analiiiisil kasutada suure et-
tevaatlikusega:

e kas integraal on loplik?
e normeerida;

e kas kuju on moistlik (sensible).

1.11.2 Jeffrey invariantsuse omadus
Probleem mitteinformatiivse eeljaotusega — mitteinformatiivsus ei ole invariantne iimber-

parametriseerimise suhtes.

Naide 20

Olgu 6 € [0,1], siis mitteinformatiivne eeljaotus on p(f) = 1, § € [0,1]. Vaatame 1 : 1
teisendust ¢ = 5, (0 = %) Siis tihedusfunktsioon teiseneb Jakobiaanteisendusega:

1 1
P e

See pole mitteinformatiivne, annab véikestele vdédrtustele suurema toendosuse. Aga samas, kui
0 kohta polnud eelinfot, kuidas siis ¢ kohta on? Peaks olema p(0) = const, ¢ € [1,00).

p(¢) = p(9) ¢ € [1,00).

Probleemi lahenduseks on Jeffrey eeljaotus, mis defineeritakse Fisheri informatsiooni baasil.

Jeffrey eeljaotuseks on .
p(0) o< [1(0)]2,

kus 7(#) on Fisheri informatsioonimaatriks:

10y = -5 [ 21100 ]

Tegemist on maatriksiga, kus on leitud teist jarku osatuletised vektori 6 koigi komponentide
jargi.

Naide 21
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Olgu 1 vaatlus binoomjaotusest y ~ B(n, ) (n Bernoulli vaatlust, mille summa on y)

fylo) = CR07 (1 —0)"Y

l=Inf(y|lf) xylnd+ (n—y)ln(l —0)
9, y_n-y

909 " 19
0° y n-—y
902 02 (1-0)2
0? nf  n—mnb
B 1>~ ~(1=p2 =
~n_n 1—9+0__ n
9 1-6 "e1—0 ~ e1-0
n
I =
9 =50=9

Jeffrey eeljaotus on seega,
1 1
p(0) < 072(1-0)"2,
mis on beeta (%, %) jaotus. Seni kasutasime mitteinformatiivset jaotust beeta(1l,1). Molemal
juhul on keskvaartus E(6) = % Jeffrey jaotus on aga invariantne iimberparametriseerimise

suhtes.

Koduiilesanne. Kumma beeta-jaotuse dispersioon on suurem.
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2 Markovi ahelad

Markovi ahelate teooria rajas Andrei Andrejevits Markov 20. sajandi alguses uurides vokaalide
ja konsosnatide vaheldumist Puskini poeemis Onegin. Ta arendas toendosusliku mudeli, et
jargmine element (vokaal voi konsonant) soltub talle vahetult eelnevast.

Kuidas on Markovi ahelad seotud Bayesi statistikaga? Bayesi statistikas huvitume parameetrite
jareljaotusest. Analiiiitiliselt on seda voimalik tuletada lihtsamatel juhtudel. Osutub aga, et
simuleerida on voimalik jareljaotusest ka keerulistel juhtudel ja siis analiiiisi teha simuleeritud
vaartuste pealt. Simuleerimismeetodid, mis seda voimaldavad, genereerivad aga M-ahelaid.
Valim on M-ahela trajektoor. Pohikiisimus: kas valim on ikka meie soovitud jareljaotusest.
Siit M-ahela moisted: statsionaarne jaotus, piirjaotus, koondumine, sissepolemisperioon, al-
gvaartused jm.

Antud kursuses vajame Markovi ahelatega seotud moisteid seoses simuleerimismeetoditega
mitmemootmelistest jaotustest — Markov chain Monte Carlo methods (McMC).

Olgu {z*,t > 0} U diskreetse ajaga juhuslik protsess:
e {-st soltuv juhuslike suuruste (vektorite) jada;
e ¢t on loenduv 0,1,2,....
Eeldame, et 2! seisundite ruum  on loplik
' e Q, Q| < oo,

st. z' on iga ¢ korral diskreetne juhuslik suurus (vektor) jaotusega z' ~ 7, ' on ahela
marginaaljaotus.

DEFINITSIOON: Markovi ahel z¢ on diskreetse ajaga juhuslik protsess, mille korral kehtib
omadus:
P(x' € Al "2 ... 2% = P(at € Al2"Y), AcC Q.

Definitsioon iitleb, et kui ajamomendil #; on z! fikseeritud, siis tuleviku ahela viirtus ja
mineviku protsess on soltumatud. Uldjuhul on aga ahela elemendid soltuvad, niiteks {z!, 22, ...  z'}
on mingi t-mootmelise jaotusega.

2.1 Markovi ahela iileminekutoenaosused

Uleminekutoendosus seisundist ¢ seisundisse j ¢t sammu jooksul:

Pyj(t) = P(a" = jla® = 1)
Py;(1) =Py
P (0) =1(i = j)

Uleminekutdendosuste maatriks ¢ sammu jooksul:

P(t) = [P (t)]
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DEFINITSIOON: Markovi ahel on monotoonne (homogeenne), kui iileminekutéenéo-
sused ei soltu ajast:
P(a' = jla'™! = i) = Py, Vt.

Kui seisundite ruumis €2 on n erinevat elementi, siis saame n X n iileminekutéendosuste

maatriksi: o _
z_\_y [_1 R B ) 1
1 Pll---Plj---Pln

Uleminekutdendosuste maatriksi ridade summa on 1. Sellist maatriksit nimetatakse sto-
hhastiliseks.

Naide 22

Juhuslik ekslemine — osake voib liikuda sirgel iihe sammu paremale, vasakule voi jddada paigale.
Olgu x! osakese positsioon ajahetkel t, t > 0:

-1
bt =gt +wr=wy +ws+ ...+ wy, ZL‘OZO,

kus w; € {—1,0,1} on sammu pikkus ja w; ~ f on soltumatud juhuslikud suurused:

f(1) =
f(=1)=g¢
f(o):T’P+Q+T:1

Uleminekutoenédosuste maatriks (iileminek seisundist i seisundisse j):

pyj=itl
¢ j=i—1
Fi=3r =i

0, j#i—1,4,i+1

Niiviisi defineeritud x! on Markovi ahel. Seisund x! séltub ainult eelmisest seisundist x*~'. Kui
aga 2!~ pole fikseeritud, siis ahela seisund ajahetkel t on kirjeldatud wy + ...+ w; jaotusega.
Ahela seisundite ruum €) on kéigi tdisarvude hulk. Maatriks P on Iopmatudimensionaalne, aga
3-diagonaalne.

Champman-Kolmogorovi seos

Py(t) = P(a' = jla° = i) = Y P’ = s[a® =i)Py; =D Pi(t—1)P,
sEN sef)
Maatrikskujul:

P(t) = P(t — 1)P.
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Siit, monotoonse ahela korral, kus iileminekutoendosused ei soltu t-st
P(t) = P".
Sama mottekidiguga saab tuletada tildisema seose:

pij(t+k) = p(a'™ = jla® = i) = Y P(a' = sa® = i) Py(k) = > Pia(t) Py (k).

seQ sSEN

Maatrikskujul:
P(t+ k) =P(t)P(k)
2.2 Markovi ahela marginaaljaotus

Ahela {z' : t > 0} marginaaljaotus on tema tihe komponendi z* jaotus fikseeritud ¢ korral.
m(j) = P(a' = j), j€Q (diskreetne juht);

Kui j = 1,...,n (ahela voimalikud seisundid), siis marginaaljaotus on n-dimensionaalne
vektor.

T = (me(1), ... . m(n)).
Ahela algjaotus on 7, st. kui ¢t = 0.

Kodune iilesanne nr. 2.1 Leia juhusliku ekslemise ahela marginaaljaotused m ja ms.

Vaatleme z' jaotust:
m(j) = P(a' =j) =Y p(a' = jla° = s)P(a" = 5) = Y Py(t)mo(s).
seQ) sEQ

Ahela marginaaljaotus soltub algjaotusest ja iileminekutoenédosustest. Maatrikskujul ahela
marginaaljaotus sammul ¢ on

m = mP(t) = mP(t — 1)P = m 1 P. (32)

DEFINITSIOON: Olgu antud monotoonne Markovi ahel z* iileminekutdendosustega Pj;.
Jaotust 7 nimetatakse ahela 2! statsionaarseks jaotuseks, kui ta ei soltu ajamomendist ¢.

Statsionaarse jaotuse korral saab seos m; = m;_1P kuju m = 7P ehk:
> w(i) Py == (j),

kus 7 = (7w(1),...,m(n)) ja P = (P;), i,j7 = 1,... ,n. Kui ¢ kasvades 2" jaotus koondub
ahela statsionaarseks jaotuseks 7, siis jaotus jadb samaks koigi jargmiste sammude korral.

Jargmises néites vaatame selliseid moisteid nagu statsionaarne jaotus, selle olemasolu ja
ithesus, koondumine statsionaarseks jaotuseks, lahutuv ahel, iileminekutoendosuste maatriksi
koondumine.
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Naide 23

Olgu {z' : t > 0} Markovi ahel seisundite ruumiga Q = {0,1}. Algjaotust téhistame mo =
(m0(0), mo (1)), , kus 70(0) - seisundi 0 ja m(1) - seisundi 1 téendosus. Uleminekutéendosuste

maatriks:
r-(712)
qg l—g¢q

kus p on seisundist 0 seisundisse 1 tileminekutoendosus ja q seisundist 1 seisundisse 0 iilem-
inekutoendosus. Leiame t-nda elemendi marginaaljaotuse: m(j) = P(z! = j), j = 0,1, st.
seisundi j t6endosuse t sammu pérast.

Vaartuse 0 toendosus:
1
m(0)=P(z' =0) =Y P’ =02 = j)P(a"! =j) =

=(1-p) P =0)+qP(a"" = 1) = (1 - p—q)m-1(0) + ¢

ﬂ't,1(0) TI'tfl(l)

Pjq — seisundist j seisundisse 0 tileminekutoendosus, Poo = 1 —p, Pig = q.

m-1(0) = (1 —p — @)m—2(0) + ¢.

Jétkates samm-sammult marginaaljaotuste leidmist, saame

m(0) = (1—p—q)' +QZ1— p—q*

Kasutades geomeetrilise progressiooni valemit:

r+1

apq = aof,
k=0 q

saame ( )
1-(1-p-—
7(0) = (1 — p — q)'mo(0) + ¢ +p v _
¢ prq . (33)
=—+ 1—p—qt[7ro 0 —].
prare ( )" {m0(0) s

Loomulikult m(1) = 1 — m(0). Saime z! marginaaljaotuse. See soltub algjaotusest ja iilem-
inekutoendosusest.

Vaatame p + q voimalikke vaédrtusi

e p+q=0,siisp=q=0.
10

Uleminekumaatriks P = 0 1). Ahel ei muuda seisundit, jadb konstantselt sellesse

seisundisse, kuhu alguses sattus (lahutuv ahel).

t

Iga algjaotus on aga statsionaarne, ' marginaaljaotus

P(at = 0) = mo(0) _
PW:D:%@}:M_M
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— P on lahutuv;

— Statsionaarne jaotus pole iiheselt méddratud.

e 0<p+qg<2 st0<1—p—q<1,siis ahelal leidub piirjaotus, soltumata algjaotusest.
Piirjaotus on statsionaarne jaotus:

q

m(0) —— ——,
t—oo p+(q

sest|1—p—q|<lja(l—p—q)t——0.

t—o00

7wn=u—mmn;;+b—ij=pﬁd

Ahela piirjaotus ei soltu algjaotusest.

e p+ q = 2, siis pole ahelal statsioonaarset jaotust:
(1-p—q)=(-1),

saame perioodilise jaotuse

m(0) = 5 + (1) [m(0) - 3]

ahela paaritute elementide jaotus on m(0) = 1—m(0), m(1) = m(0) ja paariselementidel
7Tt(0) = 7'('()(0), 71'15(1) =1- 7'[‘0(0).

Seega soltub palju iileminekutoenéosuste maatriksist, kas ahelal on statsionaarne jaotus, kas
on piirjaotus, kas soltumata algjaotusest.

Vaatame iileminekutoendosuste maatriksi muutumist 14bi aja. Seosest m; = myP(t) saame

leida P(t):
{7&(0) = Z]- Pjo(t)ﬂ'o(j)v

Algjaotus voib olla suvaline, seega votame my(0) = 1 = Pyo(t) = m4(0). Leiame valemist (33)
Poo(t) kuju

POO (t) =

F=p g [ml0) - L] =g P

p+q p+q] p+gq p+q

Analoogiliselt leiame Pyg(t), Py (t) ja Py (t). Uleminekutdeniosuste maatriks ¢ sammu pérast:
1 1—p—gq)t —
P(t) (q p)+( p Q)(q p)
p+q\q p p+q -q P
Ahela statsionaarne jaotus on aluseks McMC-meetodile. Saab néidata, et kui statsionaarne
jaotus 7 leidub ja
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siis soltumatu algjaotusest T Seega ahela marginaaljaotus koondub tema statsion-
— 00

aarseks jaotuseks.

Naide 24
Leiame statsionaarse jaotuse m, mis on vorrandi m = wP lahend.

TF(O)PQj—I-W(l)Plj :W(j), 7 =0,1.

_(q p)
T=—)—].
P+q p+yq

See oli algjaotus, mis oli invariantne sammude suhtes.

Lahendiks on

Kui p+q < 2, siis

1
1m1P@):<q p).
t=vo0 p+a\g p

Piiril saavad read vordseks, ridades on toendosusjaotused. Ukskoik millises seisundis oleme,

jargmise hetke seisund omandatakse jaotuse ( kohaselt x'|x'~! ~ zt. Seega iilem-

49 P
p+a’ p+q
inekutoendosuste maatriksiga jargmist elementi genereerides genereerime tegelikult vaartuse

x! marginaaljaotusest. See jaotus ei muutu enam. Ahel koondub oma statsionaarseks jaotuseks,

milleks on (ﬁ, ﬁ) ja seda soltumata algjaotusest.

Naide 25

Olgu meid huvitav jaotus
1
- 1=0,1,2;
7-‘-(1) _ 3 9y ) 9 )
0, mujal
Tahame, et see oleks mingi ahela statsionaarne jaotus. Statsionaarsuse tingimusest saab leida
tileminekutoendosuste maatriksi:

N

I
N|—= © DN =
S NN
N =N = O

Kontrollime, kas 7(i) on statsionaarne selle ahela suhtes ehk kas m = wP

_ (1 11
™—\3 3 3

11 1
p—(- - =
" (3 3 3)

_(1 11
~\3 3 3

N~ O N
S N =D =
NN~ O
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Jarelikult on m(i) selle ahela statsionaarne jaotus. NB! Samale jaotusele m voib vastata mitu
erinevat maatriksit P, ehk erinevat Markovi ahelat. Siit see, et simuleerimiseks jaotusest
saab kasutada erinevaid M -ahelaid, erinevaid meetodeid.

Algoritm realisatsioonide saamiseks jaotusest (i) kasutades tema Markovi ahelat:

1. 29=0,t=0;
2. u~U0,1),t=t+1;
3. Kuiu< %, siis ' = (x'~' +1) mod 3 (3-ga jagamisel tekkiv jiik), muidu ' = zt~1;

4. Korrata samme 2 ja 3.

Kolmandal sammul kasutame sisuliselt maatriksi P (t —1)-ndat rida z* vééirtuste tekitamiseks.

Lopuks on valmis keskelt 14bi % 07, % ”17 ja % 2",

tA

2A

x

0" t
5 10 15 20 25 30 35

Simuleerimine kasutades Markovi ahelat on paljulubav, aga tekivad uued probleemid:
e iileminekumaatriksi P médramine;
e kui pikk on sissepolemisperiood (koondumine statsionaarseks jaotuseks);
e soltuvusega seotud probleemid.

Kuidas antud jaotuse 7 jaoks leida iileminekutoenéosuste maatriks P ehk kuidas leida Markovi
ahel nii, et 7 oleks selle ahela statsionaarseks jaotuseks.

Jargmises loengus anname teoreemid, et Markovi ahel koondub statsionaarseks jaotuseks,
mis on just meie huvialune 7.
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2.3 Seisundite klassifikatsioon

Markovi ahelate Monte Carlo meetodid tuginevad piirteoreemidele, mis eeldavad teatud tiiiipi
ahelaid. Tahtsad eeldused on mittelahutuvus ja aperioodilisus. Nende moistete selgitamiseks
on vaja defineerida rida moisteid ahela seisunditele.

Defineerime:

o fi(t)=P(xt = j,a"t # j,...xt # jla¥ = j) — toendosus, et ahel viljudes seisundist
J jouab sinna tagasi tépselt ¢ sammuga. Kehtib: f;(t) < Pj;(t), kus P;;(t) on iilem-
inekutoendosus ¢ sammuga.

o F; =57, f;(t) — toendosus, et ahel, mis alustab seisundist j jouab sinna tildse tagasi.

Hmselt F; # Pj;(t).
Toendosuse I} vaartuse jargi jagunevad seisundid:

e F; =1 - seisund j on korduv (rekurentne, ingl. k. recurrent) (kindlasti p66rdu-
takse seisundisse j tagasi);

e [; < 1 - seisund j on m66duv (mitterekurentne) (ei pruugi seisundisse j tagasi
poorduda);

o Pi(t) — 0~ seisund j on nulliline (vastasel juhul mittenulliline).
—00

Téahistame:

T; — seisundisse j tagasipoordumise aeg (sammude arv) alustades seisundist j. 7j on juhuslik
suurus. Uldjuhul, rekurentse seisundi j korral, ET;, = p; < oo (tagasiptérdumise aeg on
16plik).

Téahistame N; seisundi j kiilastuste arv.
e Kui j on rekurentne, siis kiilastuste arv N; = oo;

e Kui j on mitterekurentne, siis kiilastuste arv N; < oo.

DEFINITSIOON: Markovi ahel on mittelahutuv (irreducible) , kui iga seisundite paari
i,j € Q korral leidub sammude arv ¢, nii et P,;(t) > 0, see tdhendab, et iga seisund on
saavutatav.

Mitelahutuvuse kontrollimiseks tuleks teha suunatud graaf ja veenduda, et leidub noolte jada
igast seisundist igasse seisundisse.

DEFINTISOON: Hulka C' Markovi ahela seisundite ruumis nimetatakse suletud hulgaks,
kuii e C,j ¢ C korral P;;(t) =0,VC.

DEFINTISOON: Seisund j on perioodiline perioodiga d;, kui temasse tagasip6érdumine
on voimalik ainult sammude arvuga d; > 1 voi selle kordsega, kus d; = SUT{t : f;(t) > 0}.
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Kui d; = 1, siis seisund on aperioodiline (mitteperioodiline).

DEFINTISOON: Markovi ahelat nimetatakse aperioodiliseks, kui koik tema seisundid on
aperioodilised; vastasel korral on ahel perioodiline.

Kui iileminekutoendosus Pj; > 0 (seisundisse saab jééda positiivse toendosusega), siis seisund
on mitteperioodiline.

Solidaarsusteoreem — Mittelahutuvas Markovi ahelas on koik seisundid sama tiitipi. Kui
iiks seisund on rekurentne, siis on ka koik teised seisundid rekurentsed; kui iiks seisund on pe-
rioodiline perioodiga d, siis on ka teised seisundid perioodilised; kui {iks seisund on nulliline,
siis on ka koik teised seisundid nullilised.

DEFINTISOON: Kui seisund j on aperioodiline (d; = 1) ja rekurentne, siis see seisund on
ergoodiline. Markovi ahel on ergoodiline, kui koik tema seisundid on ergoodilised.

Naide 26

Olgu meil ahel 2t olekute ruumiga {1,2, 3,4} ja olgu iileminekutéenédosuste maatriks:

11 1 1
4 4 4 4
P=|0 0 1 0
0 0 0 1
1 0 0 0

Ahel on mittelahutuv (kontrolli!). Klassifitseerida on vaja tiks seisund. Teised on sama tiitipi.
Mottekas on alustada diagonaalielementidest.

P11 > 0 = seisund 1 on mitteperioodiline.

Kas on ka rekurentne?

fi(1) = if seisundisse 1 tagasipoordumise toendosus 1 sammuga;
f1(2) = if seisundisse 1 tagasipédrdumise toendosus 2 sammuga;
f1(3) = i— seisundisse 1 tagasipoordumise téendosus 3 sammuga;
fi(4)= if seisundisse 1 tagasipéordumise toendosus 4 sammuga.

Rohkem voimalusi ei ole, kui alustame seisundist 1. Kuna I} = Zle fq(t) = 1 — siis on
seisund 1 rekurentne. Jarelikult on koik seisundid rekurentsed.

Keskmine tagasipoérdumise aeg seisundisse 1 (alustades seisundist 1):

4

1
p1 = thl(t) = Z(l +2+3+4)=2,5sammu.
t=1
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Ahel on aperioodiline ja rekurentne = ahel on ergoodiline.

Uleminekutéendosuste maatriksid Pt,t = 4,16, 64 sammu:

0.489 0.098 0.176 0.238 0.400 0.100 0.200 0.300 0.4 0.1 0.2 0.3
0.250 0.250 0.250 0.250 0.398 0.100 0.201 0.301 0.4 0.1 0.2 0.3
0.313 0.063 0.313 0.313 0.400 0.100 0.200 0.300 0.4 0.1 0.20.3
0.391 0.078 0.141 0.391 0.400 0.100 0.200 0.300 0.4 0.1 0.2 0.3

64 sammuga on ahel koondunud tasakaaluolekusse. Piirjaotuseks on (0.4,0.1,0.2,0.3), mis on
ka selle ahela statsionaarne jaotus. Kontrolli!

Kodune iilesanne nr. 2.2 Olgu Markovi ahela olekute ruum {1,2,3,4}. Leia ahela a) pe-
riood ja suletud hulgad. Kas ahel on lahutuv? Joonista suunatud graaf. Klassifitseeri ahela b)
olekud.

a) P=

o Ok O
OO O =
— OoNi- O
o = OO

=

i)

I
O wlim Ol
PIEWIN O O
o O O O

Ni= O =Nl

2.4 Piirteoreemid

TEOREEM: (olemasolu ja iithesus). Igal mittelahutuval aperioodilisel Markovi ahelal {z*, ¢ >
0} leidub statsionaarne jaotus ja see on tema ainus statsionaarne jaotus.

TEOREEM: (koondumine soltumata algjaotusest). Olgu {z',¢ > 0} mittelahutuv ape-
rioodiline Markovi ahel seisundite ruumiga D, lileminekutoenéosuste maatriksiga P, stat-
sionaarse jaotusega 7 ja suvalise algjaotusega 7°, siis
nt—— 7
t—o0
Teoreem titleb meile seda, et kui laseme ahelal piisavalt kaua joosta (st t = n suur), siis sam-
mul n on z" jaotuseks statsionaarne jaotus m, ja seda soltumata algjaotusest. Ka iga t > n

korral on 2! jaotuseks 7. Sellise koondumise kohta deldakse sageli, et Markovi ahel koondub
ekviliibrium- ehk tasakaaluolekusse.

Mida tdhendab, et iiks jaotus koondub teiseks? Mingil viisil defineeritud kaugusmoot laheneb
nulli. Defineerime jaotuste vahelise kauguse selliselt: kui &; ja & on mingid jaotused, st &(A)
maéadrab hulga A toendosuse, siis nende jaotuste vaheliseks kauguseks on:

[€1 — &l = sup [&1(A) — &2(A)]
A

Seega koondumine 7' —7 tdhendab ||7* —7|| = supyeq |7"(A) —7(A)] —0 Diskreetsel
—00 —00

juhul toenidosuste vektor ! saab toensosuste vektoriks .
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Marginaaljaotuse koondumine piirjaotuseks tahendab iihtlasi iileminekutoendosuste koondu-
mist:

tlim P,(t) ==(j), Vi, je.

—00

Seega iileminekutoendosuste maatriksi ridadeks saab toendosuste vektor 7. Koik read on
vordsed (st koik tinglikud jaotused on vordsed) ja koigist seisunditest saadakse seisund j
toendosusega 7(7) iga j.

Mittelahutuva ja aperioodilise ahela jaoks saab formuleerida téhtsad piirteoreemid statis-
tiliste otsustuste tegemiseks.

DEFINTISOON: Olgu f(z) reaalvaértuseline funktsioon. Funktsiooni f(x) ergoodiliseks
keskmiseks nimetatakse suurust

~ 1 X
fN:N;f(:Et)a

kus 2! on Markovi ahel. Koik tulemused kehtiksid ka siis, kui summeerimist alustada algviar-
tusest t = 0, aga kokkuleppeliselt alustatakse ahela vadrtusest ¢ = 1. Ergoodiline keskmine
on lihtsalt juhuslike suuruste aritmeetiline keskmine. Sona ergoodiline viitab siin liidetavate
soltuvusele (Markovi ahel).

Ergoodiline teoreem (Markovi ahelate SAS) — Kui ahel on ergoodiline piirjaotusega 7 ja
kui E, [f(z)] < oo, siis ergoodiline keskmine koondub teoreetiliseks keskmiseks:

IN FYE E. [f(z)] toendosusega 1,
— 00

kus E, [f(z)] = [ f(z)dr on funktsiooni f teoreetiline keskmine jaotuse m suhtes (nn UK
keskvéartus).

Jareldus: Kui funktsioon f(x) = =z, siis vastavalt teoreemile koondub Markovi ahela val-
imikeskmine jaotuse 7 keskvaartuseks:

Iy —— | xdm
N—oo

Jareldus: Ahela viidrtuste (ja vaartuste funktsioonide) keskmised annavad mojusad hinnan-
gud jaotuse m parameetritele hoolimata ahela soltuvustest.

1L kuiz=yj,5 €Q;

~ 1 0, muidu,

siis ergoodiline keskmine lihtsalt loendab seisundi j suhtelist sagedust ahela realisatsioonis.
Ergoodilise teoreemi jargi see suhteline sagedus koondub seisundi j toenédosuseks piirjaotuse
jargi, viimane véaljendab ka seisundi keskmist kiilastussagedust:

_ #i 1

fNIWmW(J)IM—j

Jareldus: Kui f(z)



Bayesi statistika Markovi ahelatega, Imbi Traat; 2013 54

ft; — seisundisse j tagasipoordumise keskmine aeg.

Analoogiliselt suurte arvude seadusele, eksisteerib ka tsentraalne piirteoreem Markovi ahelate
jaoks. Piirteoreemi sonastamiseks on vaja defineerida uued moisted, eelkoige ahela elementide
soltuvuse kirjeldamiseks.

2.5 Ergoodilise keskmise dispersioon ja tsentraalne piirteoreem

Olgu 7 ahela z! statsionaarne jaotus.

DEFINTISOON: Ahela f' = f(z') autokovariatsiooniks sammuga k nimetatakse suurust

COU(ft ft—i—k:) (ftft-i-k) Eﬂ—ftEﬂ—ftEﬂ-fH—k.

Ahela f* dispersioon: 02 = 4o = E(f")2 — (Ef")?
Ahela f!' autokorrelatsioon p;, = 7_’;

Tahame leida ergoodilise keskmise dispersiooni D, (fy). Otsime seda kujul:

Leiame 7% avaldise:

1 t Y t
= ND.(fv) = ND, N;f> DW<;JC>:

N-1

N
> Da(f) 423 [Covlfh, 1) + Cou(f', f2) + ..+ Cou(f, SV | =

—_ t=1
1

N
N —k 2 N k Yk
= 1 2 =
N 7k 7 [ + k=1 N :| [

>

Saab niidata, et 7% — 3 kus 72 = 0% (1 + 23,7, pr), kui selline I6pmatu summa leidub
—00

(koondub absoluutselt).

Tuleb vahet teha ahela elemendi dispersioonil o = D, (f?) ja ergoodilise keskmise disper-
siooni iseloomustaval 72-1. Soltumatu valimi korral 72 = ¢2. Sammu k suurenedes tavaliselt
ahela elementidevahelised korrelatsioonid vihenevad ja 72 voi 7% on leitav summa mone es-
imese litkme abil.

Ergoodilise keskmise dispersioon on seega:
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Paneme téhele, et soltumatu ahela korral jaab avaldisest jarele meile tuntud valimikeskmise
dispersiooni avaldis.

Tsentraalne piirteoreem — Kui ahel on iihtlaselt geomeetriliselt ergoodiline ja f?(x) on
integreeruv 7 suhtes, siis

V= Bl @) » N(0,1).

T N—oo

Tsentraalne piirteoreem annab teoreetilise aluse ligikaudsete usalduspiiride konstrueerimiseks
jaotuse 7 parameetritele. Selleks on vaja hinnata tundmatu suurus 72.

(Geomeetriliselt ergoodiline koondumine piirjaotuseks toimub geomeetrilise progressiooni
kiirusega, iihtlaselt sama kiirusega iga hulga korral €-st.)

2.6 Pooratavad ahelad (reversible chains)

Pooratavad Markovi ahelad on on teatud alamklass Markovi ahelaid, mis on eriti sobivad
jaotustest genereerimise algoritmidena, sest nende korral on lihtne leida sellist Markovi ahe-
lat, mille jaoks ettetteantud jaotus oleks statsionaarne jaotus.

Olgu {z',¢ > 0} monotoonne Markovi ahel iileminekutdendosustega P;; ja statsionaarse
jaotusega 7. Vaatame Markovi ahelat tagurpidi: af, 2%, . ..
Saab néidata, et kehtib seos:

P(z' = jla"th 22 ) = P(a! = j|a"t! =),
Seega on ka tagurpidi ahel Markovi ahel.

Motleme nii, et meil on juhuslike suuruste vektor, saame radkida tinglikest jaotustest molemat
pidi.

Téhistame P;(t) tagurpidi Markovi ahela {ileminekutoendosusi ¢ + 1 sammust ¢-sse.

P5(t) = Plat = jla** = i) =
_ P@ = ifa! = PGt = j)
Pzt =1)
. 7Tt(.]>Pz
o ma(4)

Uldjuhul pole tagurpidi ahel monotoonne. Juhul kui ahel saavutab statsionaarse jaotuse
7, (t — 00) voi ahela algjaotus my = 7, siis on tagurpidi ahel samuti monotoonne.

m(J) P
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DEFINITSIOON: Markovi ahel on péoratav, kui P, = P;;, Vi, j € (2 korral, st. tagurpidi
Markovi ahel on samade iileminekutoenaosustega.

Pooratavuse tingimus (34) esitatakse tavaliselt kujul:
m(i)Py =m(j) Py Vi,j e (35)

Pooratavuse tingimust voib interpreteerida jargmiselt — Tasakaaluolekus on kiirus, mille-
ga siisteem liigub seisundist ¢ seisundisse j sama, mis liikumisel seisundist j seisundisse .
Seepérast nimetatakse (35) detailse tasakaalu vorranditeks (detailed balance equations)
("tasakaal” — vordsustab liikumiskiirused seisundite vahel; "detailne” — koigi voimalike seisun-
dite paaride kohta).

Pooratavad ahelad on kasulikud, sest kui mittelahutuva ahela korral eksisteerib jaotus ,
mis rahuldab detailse tasakaalu vorrandeid (35), siis 7 on selle ahela statsionaarne jaotus.
Temast simuleerimiseks voime simuleerida ahelat vastava tileminekutoenéosuste maatriksiga.
Maatriks P leitakse seosest (35).

Statsionaarsuse niitamiseks summeerime (35) molemad pooled iile j:
> w(@)Py=> w(j)P;
J

(i) Z Py=>) 7(j)P;

J

m = wP, kus m on reavektor

Saime statsionaarse jaotuse tingimuse.

Olgu eesmérgiks konstrueerida ahel jaotusega m. Markovi ahela konstrueerimine antud stat-
sionaarse jaotusega m taandub iileminekutoendosuste P;; leidmisele, mis rahuldavad detailse
tasakaalu vorrandit (35). See on alati voimalik.

Metropolise algoritm (1953)

Olgu meid huvitav jaotus p;,j € €2, Zj p; = 1. Metropolis piistitas ja lahendas iilesande,
kuidas konstrueerida Markovi ahel statsionaarse jaotusega 7, nii et m(j) = p;,j € . Olgu
() mingi mittelahutuv iileminekutdenéosuste maatriks seisundite ruumil €2, mis rahuldab
simmeetria tingimust:

Qij = Qji, 1,7 €S
Metropolis defineeris Markovi ahela {«',¢ > 0} jargmiselt:

e kui 2! = i, siis iileminek seisundisse z'*! = j soovitatakse vastavalt iileminekutdenso-
susele Q);5;
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&}, vastasel juhul

7

e soovitatud vidrtus voetakse z'*! jaoks vastu toendosusega min {1,

jaab ahel seisundisse z't! = i.
Vaatame saadud ahela tileminekutoendosusi:
1 i

Pj=P@™ = VVV|z' =i) =
=P = jla' =) P(VVV|z! =) =

Di

VVV - Vairtus Voetakse Vastu. Kui ! = ¢ on fikseeritud, siis soovitus j ja vastuvot-
mine on soltumatud.

2. 0=

Pi=P't =i, VVV]zl = i)+ P(a"" £, VVV|z' =) =

= (J; min — min bj =
~gunin {154+ 320, (1-mn {121

J#i

—Qu+ Y0, (1_mm{1 z;})

i#j ‘
VVV — soovitatud vaartust vastu ei voeta.

Kontrollime, kas meie jaotus rahuldab detailse tasakaalu vorrandit. Kui i = j, siis (35) on
triviaalne samasus.

Kuii #j

1. Olgu p; > p;
bj
piPi; = piQi; min {1 . } piQijl =
Di . Di
=Qji—p; = Qj; min {1, —}Pj =p;Pji
Dj bj

2. Olgu p; < p; Saab nididata analoogiliselt vorrandi kehtivust. Samuti saab seda teha
pj = p; korral.

Jarelikult rahuldab Metropolise algoritmi abil konstrueeritud Markovi ahel detailse tasakaalu
vorrandeid. Seega p;, j € Q, Y ;pj =1 on ahela statsionaarne jaotus. Ahela tekitamisel ka-
sutatakse iileminekutoendosusi @;;. Kui maatriks () on aperioodiline, siis on seda ka P ja
statsionaarne jaotus on iihtlasi ka piirjaotus. See lubab alustamist suvalisest algvairtusest
nii et teatud aja parast saame algoritmiga genereerida meid huvitavat jaotust. Stimmeetrilist
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iileminekutoenéosuste maatriksit pole raske konstrueerida. Naiteks juhuslik ekslemine loen-
duva seisundite ruumi korral, kus iileminekutdenéosuste maatriks @) on:

pi=i+l
Gi=\rj=i

0, j#4i—1,4,i+1

2.7 Pidevad seisundite ruumid

Olgu seisundite ruum 2 C R reaaltelje osa. Téhistame seisundite ¢, 7 asemel seisundid z,y €
Q C R. Olgu 2! monotoonne ahel. Pideval juhul ei saa konstrueerida iileminekutoendosuste
maatriksit. Selle asemel defineeritakse toenédosus:

P(z,y) = P(xt+1 <yla'=1) = P(m1 < y]xo =), xz,y €

mon -
See on x'™! tinglik jaotusfunktsioon. Tingliku tiheduse saame leida diferentseerides:

OP(z,y)
z, = T T,y € Q.
p(z,y) o y

Suurust p(z,y) (voi tema argumendist y soltuvat osa) nimetatakse tileminekutuumaks
(transition kernel). Sisuliselt on tegu ! tingliku tihedusega kohal y tingimusel, et 2! = .

Tinglik iileminektoendosus m sammu jérel alates sammust ¢ on
P™(x,y) = P(a"" <yla' =x), x,y€Q.
Uleminekutuum m sammu jirel on

OP™(z,y)
" =—a" .y €€
p"(x,y) oy DY
Chapman-Kolmogorovi vorrandid pideval juhul:
+o0o

Pz, y) = / Pyl (a, 2)d=

Vordle! Pj(t +m) =Y Pi(t)Py(m))
s€Q)
2! marginaaljaotus 7; saadakse x'~! jaotusest iileminekutuuma abil:
+o0o

m(y) = /_ p(z,y)m—1(x)dx.

oo

Vordle! Zﬁt_l(i)Pij = 7(7)
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Statsionaarne jaotus pideval juhul. Olgu Markovi ahel iileminekutuumaga p(z, y). Kui kehtib
seos

W(y):/_ oop(x,y)w(x)dx,

[e.e]

siis jaotus m on ahela statsionaarne jaotus.

Naide 27

Juhuslik ekslemine pideval juhul.
=2 pwy

w ~ f(w).

Pideval juhul liigutakse mingi juhusliku pikkusega sammu w; vorra. Suurused w; on soOl-
tumatud.
Ahela algjaotus z° ~ my olgu mingi pidev jaotus. Ajahetkel t oleme reaalteljel

xt:aco—i—wl +wo + ...+ Wt
Uleminekutéenéosused:

P(z,y) = P(a"! < yla' = ¢) = P(a' + wpas < yla* = 2)

=P(wir1 Sy —a'la’ =2) = Plw <y —a) =

\II

Uleminekutuum

OP(x
o) =T = 2" oo = sy -a)

Ahela marginaaljaotus on juhuslike suuruste summa ! = 2% + w; +ws + ... +w; jaotus. Kui
w; ~ N(0,0?) ja algjaotus my ~ N (a, o?), siis ahela marginaaljaotus sammul ¢ on

7 ~ N(a,op +to?).
Kas juhuslik ekslemine on homogeenne Markovi ahel? Kas 7; on statsionaarne jaotus?

Piirteoreemid pideva seisundite ruumiga Markovi ahelate korral on pohimotteliselt samad.
Moned muudatused on seisundite klassifitseerimisel. Uksiku diskreetse seisundi asemel vaatame
seisundite hulka A C Q

e tagasipoordumise toendosus hulka A;
e tagasipdordumise aeg hulka A;
e perioodilisus hulga A suhtes.

Koik olulised piirteoreemid kehtivad ka pideva seisundite ruumiga Markovi ahelate korral,
kusjuures 2 voib olla mitmemootmeline (d-dimensionaalne). Olgu Markovi ahel 2 seisundite
ruumiga 0 C R? ja statsionaarse jaotusega 7. Piirteoreemid:
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e mittelahutuvus + aperioodilisus = leidub iihene piirjaotus 7.

e (Suurte arvude seadus) Reaalarvulise funktsiooni f(x') ergoodiline keskmine

1 .
f:NZf(iU)

koondub peaaegu kindlalt keskmiseks piirjaotuse 7 suhtes E, f(x), kui viimane eksis-
teerib.

e Tsentraalne piirteoreem. Ergoodiline keskmine, mis on sobivalt normeeritud, koondub
standardseks normaaljaotuseks N (0, 1)

Tierney (1994) toestas, et et enamus ténapéeval simuleerimiseks kasutatavaid Markovi ahe-
laid on mittelahutuvad ja aperioodilised, st iilaltoodud tulemused on rakendatavad.

Analoogiliselt diskreetse juhuga saab esitada detailse tasakaalu vorrandid (péoratav ahel):

m(x)p(z,y) = 7(y)p(z,y), x,y € Q.

+oo

Integreerides molemaid pooli x jérgi, saame statsionaarsuse tingimuse 7(y) = / p(z,y)m(x)dx.
—0o0

Pooratavad ahelad on viga kasulikud soovitava piirjaotusega m Markovi ahela méaaramiseks.

Kui detailse tasakaalu vorrandid on rahuldatud, on tegemist Markovi ahelaga, mille statsion-

aarne jaotus on .
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3 MCMC ja Bayesi statistika

MCMC — Markov Chain Monte Carlo (Markovi ahelate Monte Carlo). Need on simuleerim-
ismeetodid, kus meie huvialusest mitmemootmelisest jaotusest simuleeritakse Markovi ahe-
late abil. Valimiks on Markovi ahela realistasioon. Neid meetodeid on palju. Selles peatiikis
vaatleme tahtsamaid.

3.1 Gibbsi valik

Geman&Geman (1984) artiklis vaadeldi simuleerimist mitmemaootmelisest Gibbsi jaotusest
nii, et simuleeriti jarjestikku tema téistinglikest tihedustest. Gelfand&Smith (1990) mérgi-
vad, et meetod on iildkasutatav (st ka teiste jaotuste korral). Sealtpeale kasutatakse meetodit
laialdaselt, aga nimi jai tema esimese kasutamise jargi Gibbs sampling (tookord valik Gibbsi
jaotusest, niilid lihtsalt Gibbsi valik).

Gibbsi tihedus mehhaaanilises statistikas (mechanical statistics):

1

flz, ... xq) exp{—ﬁE(xl,... ,xd)},

kus k£ > 0 konstant, 7" on siisteemi temperatuur, E on siisteemi energia (positiivne funk-
tsioon), z; i-nda osakese positsioon voi kiirus, (kujundi tuvastamise tilesandes on z; i-nda
pikseli virv). Tahetakse simuleerida d-moo6tmelist punkti (x4, ..., z4).

3.1.1 Definitsioon ja omadused

Olgu huvialune jaotus 7(z), kus © = (z1,... ,24). Tahame simuleerida 7(x)-st, aga see voib
olla

e traditsiooniliste meetoditega liiga keeruline, voimatu, aeganoudev, kallis;
e appi tulevad MCMC-meetodid.

DEFINITSIOON: Gibbsi valik on MCMC-skeem simuleerimaks jaotusest 7(z), kus iilem-
inekutuum moodustatakse 7(x) taistinglike jaotuste abil.

Tuletame meelde, et iileminekutuum on tinglik jaotus, mis vastavalt kiesoleva hetke seisundile
annab toendosused jargmise hetke seisundiks: diskreetsel juhul néiteks {ileminekutoendosuste
maatriks P ja pideval juhul tinglik tihedus (harilikult mitmemaootmeline).

Olgu téaistinglikud jaotused m;(x;) = w(z;|z—;) Vi = 1,... ,d teada sellel mééral, et neist on
voimalik simuleerida.
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Gibbsi generaator — algoritm Gibbsi valiku jaoks on jargmine:

_ 0 _ (0 0y.
1) t = 1, anname algvidrtused z° = (27, ...xY);
2) genereerime uue vaartuse z* = (zf, ... ) jirgmiste sammudega :
1 d
¢ t—1 t—1
xy~m(x|ey Ty )
¢ t -1 t—1
xhy ~m(zo|al, oy, al )
¢ ¢ ¢
xhy~m(xglel, ... xg_q)

3) t =t + 1, korrata punkte 2. ja 3.

Sammu 2 nimetatakse uuendamise sammuks. Tegemist on Markovi ahelaga, sest ! saadakse

62

kasutades z¢~!. Kui koondumine on toimunud, siis 2! on jaotusest 7 genereeritud viirtus.

Suurim probleem: taistinglike jaotuste kuju peab olema teada.

Bayesi statistikas on parameetrid juhuslikud ja meid huvitab nende jéreljaotus teatav mit-

memootmeline jaotus.

Naide 28

(Carlin, Gelfand ja Smith, 1992). Olgu andmed yi,... ,y, Poissoni jaotusest, kus kahtlus-
tatakse parameetri muutumist punktis m, m = 1,... ,n. Kui m on teada, siis saab kirja

panna jargmise mudeli:
yilA~Po(N), i=1,...,m;
yilp ~ Po(¢), i=m+1,...,n.

Bayesi statistikas tuleb fikseerida parameetrite eeljaotused. Poissoni jaotusega vaatlustele on

kaasjaotuseks gammajaotus:

A~ Gla, B);
¢~ G(7,9).
1
m ~ tihtlane diskreetne jaotus hulgal {1,... ,n} = P(m =1i) = —
n

Eeljaotuse andmisel eeldame, et A, ¢, m on soltumatud, «, 3, v, § on hiiperparameetrid, st

teadaolevad konstandid. Gammajaotuse tihedusfunktsioon

DX =

G(a,p) = on‘_le_ﬁx, x>0, EX=—, ik

I'(«)

= e

Jareljaotus:

7T()\7 ¢7 m) X f(yb s 7yn|)\7 ¢a m)p()\v ¢7m) =

- (H fp(,(ym) ( 11 fp()(yirqs)) Ja(Ma, B)fa(@l, o)
=1

=m-+1

m n
x (H e*)\Ayi)( H €f¢¢yi) Nl Bl =00 —

i=1 i=m+1
— )\Q+Z:&1 yi—1 6*(5+m))\ ¢7+Z?:m+1 yi—1 67(6+n7m)¢>

X

S|
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Saame vélja kirjutada tdistinglikud jaotused. Téahistame my(\) — A tdistinglik jaotus, kui ¢ ja
m on fikseeritud. Téistingliku jaotuse leidmiseks:

e korjata kokku koik \-t sisaldavad tegurid;

e iilejadnud osa ldheb jaotuse konstanti.

Saame jaotused:

A =Gla+ Y i, B+m)

i=1

(@) =G(y+ Y vi,6+n—m)

i=m-+1
Tm(m) =m(m|A, @) = W, vaartuse téendosus, kus
T(A¢) =D w(A b,m)
m=1

Kodune iilesanne nr. 3.1 Korjates kokku m-ist soltuvad liikmed ndita, et

)\ Z:il Yi
w(m|A, @) x <5) em—N)

Neist jaotustest on lihtne simuleerida ja teostada Gibbsi valiku sammud (1)—(3)

¢0_7

¥ = (A%, ¢% mP%), niiteks \° = =<

a
/8 Y
Saame realisatsioonid jareljaotusest: x* = (X, @', m*) ~ w(\, ¢, m).

Gibbsi valiku korral toimub liikumine koordinaattelgede suunas, d sammuga on punkt uuen-
datud. Joonisel on ndha ahela tiilipiline trajektoor Gibbsi valiku korral, kui on tegemist
kahemootmelise jaotusega (d = 2).

Jareldused:

e Gibbsi valik defineerib Markovi ahela. Punkt x?, mis tekib iteratsioonil ¢, on juhuslik
ja soltub ainult ahela viartusest iteratsioonil ¢ — 1.

e Liikumine jaotuse maaramispiirkonnas toimub telgede suunas.
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e Markovi ahel on monotoonne. Uleminekutuum ei soltu ¢ vidrtusest. Skeemi samm 2
tehakse samade tihedusfunktsioonidega. Gibbsi valiku iileminekutuum:

p(z,y) = (oo, . s xa)T(Y2lys, o3, - wa) - T (Walyr, Yo, - 5 Y1, Ya)- (36)
Uleminekutuum p(z,y) el soltu t-st, vaid iiksnes ahela vaartustest x ja y.

e Kui jaotuse médramispiirkond on sidus, siis Gibbsi valikuga saadud Markovi ahel on
mittelahutuv. Mittelahutuvuse tingimus P(x, A) > 0,VA C Q. Pohiliste statistikas
kasutatavate jaotuste jaoks on Gibbsi valik mittelahutuv.

Naide 29

Olgu x = (x1,x9) iihtlase jaotusega iile kahe piirkonna A = Ay X Ay ja B = By X Bs. Jaotus

_ pa, zeA
m(z) = {pB,:ceB
Pa+pp =1

Paiknegu piirkonnad A1, Az, By ja Bs jargmiselt:

Tiistinglikud jaotused on samuti tihtlased jaotused. Kui 2° € A, siis x1 védrtusi valitakse tiht-
laselt iile Ay ja xo vdartusi tihtlaselt iile As. Ahel ei saa kunagi sattuda regiooni B. Analoogiline
on olukord, kui ° € B. Gibbsi valik méérab siin lahutuva Markovi ahela. Ahela piirjaotus on
iihtlane jaotus piirkonnas A voi B soltuvalt ahela alguspunktist. Seega jaotusest 7(x) ei saa
Gibbsi generaatoriga genereerida.

Néitame, et Markovi ahela, mille iileminekutuum on kujul (36) piirjaotus on just meie .
Eespool oli teoreem, et mittelahutuval, aperioodilisel M-ahelal leidub iihene piirjaotus. Lei-
dugu ahelal piirjaotus 7°°. Peab olema rahuldatud statsionaarsuse tingimus:

7 (y) = / 7 ()ple, y)dz.

Vaatleme kahem&otmelist juhuslikku vektorit d = 2, z = (21, 2). Uleminekutuum lihtsustub:

p(z,y) = 7(yi]22)m(y2ly1), (37)

kus y = (y1, y2) on ahela uus viértus.
Téahistame piirjaotuse marginaaljaotused 7% (x;), 7%°(x2). Statsionaarsuse tingimus kahemoot-
melisel juhul:

() = [ [ # @l pdids (+)
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Vaatleme niitid integraali, kus esineb ka meie jaotus 7, st. tema tinglik jaotus.

// (Y2|y1) 7™ (21 |22)dw1 dys = /W(y2|y1)d’yz/7700(1’1|552)d$1 =1

AN
g g

=1 =1

Korrutades molemaid pooli 7°°(x2)-ga, saame

() // (Y2lyr) 7 (@1 |w2)m™ (22) dardy = // (y2ly1)7> (w)dw1dy,  (38)

()

Statsionaarsuse tingimusest (%) saame marginaaltiheduse 7*°(y; ), integreerides y, jargi.

yl /// CC , Y dl’ld.fll'gdyg
/// m(y1|w2) T (y2|y1 ) d1daadys =

_ / (s |22) 7™ (22 ds.

Kuna 7°°(y1) = [ m(y1|ze)m> (22)dxs kehtib ja teiseltpoolt marginaaljaotus 7> (y;) saadakse
tiheselt tihisjaotuse 7 (y;|z2)7>°(x2) integreerimisel, siis jarelikult 7(y;|z2) = 7 (y1|22). M-
ahela piirjaotuse taistinglik jaotus on jaotuse 7 taistinglik jaotus. Sama saab naidata ka teise
koordinaadi kohta. Seega piirjaotuse 7, taistinglikud jaotused on jaotuse m taistinglikud
jaotused.

Sama saab niidata ka d > 2 korral jagades parameetervektori z kahte ossa xz; ja x_;,
i=1,...,d. Besag (1974) on néidanud, et teatud kiillaltki norkadel tingimustel koigi taist-
inglike jaotuste hulk méa&rab &ra iihisjaotuse.

Seega Markovi ahel iilleminekutuumaga (36) koondub meid huvitavaks jaotuseks 7 ja iterati-
ivne valikuskeem (1)—(3) genereerib teatud hetkest alates védrtusi sellest jaotusest.

3.2 Praktilise rakendamise probleeme
3.2.1 Taistingliku tiheduse leidmine

Gibbsi valiku teostamiseks on vaja teada mitmemootmelise jaotuse taistinglikke tihedusi. See
on lihtne, kui normeerivat konstanti pole vaja teada.

Olgu f(xy1,z2, ... ,xq) d-mootmeline tihedus (ka toenfdosusfunktsioon). Téistingliku tiheduse
fi(z;) = f(z;|x_;) saamiseks korjatakse kokku iihistiheduse koik liikmed (tegurid), mis sisal-
davad argumenti z;. Suurust x; mittesisaldavad tegurid ldhevad normeerivasse konstanti.
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Naide 30

Vaatame mitmemaootmelist normaaljaotust
1
flnx) = @m) =B exp{ - 5@ — w7 @ - ).
Olgu dimensioon d = 2. Téhistame p = (u1, u2), X~ = (6¥). Siis (veendu ise!)

f(x1,m2) o eXp{ - %[(901 — p1)?ott + 2(zy — pa) (2 — p2)o'? + (29 — M2)2022]}

Siit saame x1 tingliku tiheduse tuuma:

J(w1|z2) o eXp{ - %[(961 - ,u1)2 e 2(xy — pr)(we — M2)012]}

Toodud avaldisest piisab simuleerimaks sellest tihedusest. Siin saame siiski jaotust tapsustada.
Kuna e astmes on argumendi x| ruutfunktsioon, on tegu 1-moéotmelise normaaljaotusega.

Kodune iilesanne nr. 3.2 Leia tinglik keskvddrtus pi.o ja dispersioon o2 .. Selleks teisenda
tingliku tiheduse avaldis argumendi x, suhtes normaaljaotuse kujule. Pane kirja jaotuskarak-
teristikud ka teise komponendi tingliku jaotuse jaoks.

Kodune iilesanne nr. 3.3 Tuletada Dirichlet’ jaotuse tdistinglikud tihedused normeeriva
konstandi tapsusent, kui

F(Zfl%) K
H I H:Ell, 0 <z <1(a; >0), szz—l
=1 al i=1

Poora tihelepanu madramispiirkonnale.

fD(xb':EQa cee 7$k)

Kodune iilesanne nr. 3.4 Tuletada 2-mootmelise tiheduse tinglikud tihedused:

2(z +y)
(x+1)3(y+1)°

flz,y) = , ,y € (0,00).

3.3 Simuleerimine taistinglikust tihedusest

Kasutada voib koiki {ihedimensionaalsete jaotuste jaoks leiduvaid simuleerimismeetodeid.
Kuna aga sageli pole normeeriv konstant teada, siis on eriti sobilikuks meetodiks valikumee-
tod (rejection sampling) koos oma erijuhu Neumanni meetodiga.

Po6ordjaotusfunktsiooni meetod — Olgu = pidev juhuslik suurus ja F' tema jaotusfunkt-
sioon.
Pohitulemus: Kui  ~ F siis u = F(x) ~ U(0,1).
Kontrollime:
Fyy=Pu<y)=PF(x)<y)=Pa<F'y)y=FF '(y)=y, kui0<y<l;
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F.(y) =0, kuiy <0ja F,(y) =1, kui y > 1. Jérelikult F,,(y) on U(0, 1) jaotusfunktsioon ja
w on U(0,1) juhuslik suurus.

Simuleerimisel on vaja vastupidi: — saada U(0,1) juhuslikust suurusest suvaline j.s. Kuna
x ~ F ja F poordfunktsioon on F~! siis seosest u = F(x) ~ U(0, 1) jareldub
r=F"'u)~F.

Lopuks, selleks, et genereerida realisatsiooni z jaotusest F', genereerime arvu u ~ U(0,1) ja
arvutame x = F~!(u). NB! Meetod vajab jaotusfunktsiooni valemit.

Niide 31
Eksponentjaotus  ~ Exp(\), = > 0, A > 0, f(z) = \e™* Leiame: F(z) = 1 — ™7,
vordsustame u = 1 —e~*, millest avaldame x = —} log(1 —u). Kuna u ~ 1 —u (sama U(0,1)
jaotusega), siis saame Exp()\) realisatsioon, arvutades © = —% log(u).

Kodune iilesanne nr. 3.5 Tuleta eeskiri Weibull’i jaotusest simuleerimiseks, kus

flx) = CxTe_(m/b)c, x € (0,00), b,c>0.

Valikumeetod — On ks kasulikumaid meetodeid keerulisest jaotusest simuleerimiseks. Tea-
da peab olema tiheduse tuuma funktsionaalne kuju. Normeerivat konstanti pole vaja teada.
Tahame simuleerida tihedusest 7(+),

1. Leiame lihtsama tiheduse ¢(-) ja sellise konstandi ¢, et 7(z) < cq(x) iga z;
2. Simuleerime vadrtuse x tihedusest ¢(-) ja u tihedusest U(0, 1);

3. Aktsepteerime z 7(-) realisatsioonina, kui cu g(z) < m(x), muidu samm 2.

Tihedust ¢(z) nimetatakse imbriseks, timbris- ehk ettepanekutiheduseks.
Toestamaks, et z tihedus on 7 kasutame Bayesi teoreemi:

Pr(cuq(z) < w(x)|x)q(x m(x)/cq(z)|q(x) m(x
felenq(e) < na)) — - Prena@) ST@leg) ] Jal@) ()

[ Pr(cuq(z) < mw(z)|x)q(x)dx f[ﬂ(x)/cq(x)}q(:c)dx [ m(z)dx
Néeme, et tinglik tihedus f(-) on normeeritud, isegi kui 7w seda pole. Meetodi efektiivsust
iseloomustab vastuvotmistoenédosus:

1
Pr(cug(x) < w(z)) = /Pr(cu q(z) < 7(x)|z)g(x)de = W((x))q(x)dx = - /W(x)dx.
cq(x c
Kui 7 on normeeritud tihedus, siis on efektiivsus 1/c. Mida suurem ¢, seda véiksem on mee-
todi efektiivsus.

Kui tiheduse ma&ramispiirkond on loplik, saab iimbrisjaotusena kasutada iihtlast jaotust
(kiire, aga efektiivsus madal). Seda erijuhtu nimetatakse Neumanni meetodiks.

Kodune iilesanne nr. 3.6 Panna kirja algoritm simuleerimiseks tihedusest w(x) = const. -
sin*(z)e™®, x € [0,00).

Kodune iilesanne nr. 3.7 Simuleeri Dirichlet jaotuse tdistinglikust Neumanni meetodil.
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3.3.1 Valimi moodustamine

Gibbsi valikuskeemi rakendamisel tekib mitmeid teisigi praktilisi probleeme:
e kui pikk on sissepolemisperiood?
e kas valim moodustada iihe voi mitme ahela elementidest?
e kuidas muuta meetod efektiivsemaks?

Olgu eesmiérgiks saada valim suurusega n jaotusest . Kulugu ahela koondumiseks m iterat-
siooni. Voimalused:

1. Kaivitada n soltumatut ahelat eri algviadrtustest. Parast koondumist (m iteratsiooni
jarel) votta igast ahelast liks véértus ja tulemuseks on n soltumatut realisatsiooni jao-
tusest .

Selle meetodi korral tuleb genereerida m x n viartust. Kui ahelate algvidartused on
soltumatud, siis koosneb valim soltumatustest realisatsioonidest jaotusest 7. Soltumatus
on saavutatav, kui algvaartused on koik erinevad ja soovitavalt suurema dispersiooniga,
kui jareljaotuses.

2. Genereerida iiks Markovi ahel. Péarast koondumist on koik ahela vaidrtused jaotusest
. Valim suurusega n saadakse, vottes parast koondumist n jarjestikust ahela realisat-
siooni. Vaja genereerida m + n vaartust. Puudused:

e valimi elemendid ei ole soltumatud;

e kui ahela autokorrelatsioon on suur, siis votab palju aega, kuni ahel taidab adek-
vaatselt kogu seisundite ruumi (n tuleb votta viga suur);

e soltuvust tuleb arvestada tsentraalse piirteoreemi juures.

3. Kéivitatakse iiks ahel. Parast koondumist voetakse valimisse iga k-s ahela element.
Mida suurem on k seda viiksem on ahela elementide korrelatsioon. Piisavalt suure k
vaartuse korral on saadud valimi elemendid suhteliselt soltumatud. Vaja genereerida
m -+ k x n vaartust. Efektiivsuses voitu pole ja hinnangud ei ole nii tdpsed, kui saadakse
koigi ahela elementide kasutamisel.

4. Kiivitada ! < 10 soltumatut ahelat ja parast koondumist votta igast ahelast n/l elemen-
ti. Vaja genereerida l(m+n/l) = Im+n védrtust. Arvutuslikult kaotatakse efektiivsuses
vorreldes iihe ahelaga ja voidetakse vorreldes soltumatu valimiga.

Praktikas on leitud, et (1) meetod on liiga ebaefektiivne ja mittevajalik. Suurim debatt kiib
meetodi (2) ja (4) vahel.
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3.3.2 Uuendamise strateegiad

Kirjeldatud Gibbsi skeemi kohaselt uuendati vektori komponente alati {ihes determineeritud
jarjekorras 1 — 2 — ... — d Selle asemel on palju teisi voimalikke uuendamise strateegiaid.

1. Pooratav Gibbsi generaator. Igas iteratsioonis uuendatakse komponendid algul 1 —
2 — ... — d ja seejarel vastupidises jarjekorras d — ... — 2 — 1. Iga iteratsioon
sisaldab 2d uuendamist.

2. Juhusliku jarjekorraga Gibbsi generaator. Iga parameetervektori komponendi jaoks on
fikseeritud positiivne toendosus, mille abil valitakse igas iteratsioonis iiks komponent i
vahemikust {1,... ,d} ja uuendatakse ainult seda komponenti. Vorreldavuse tagamiseks
determineeritud jéarjekorraga, vaadeldakse iihe iteratsioonina d sellist uuendamist.

3. Juhuslikud permutatsioonid. Igal iteratsioonil valitakse {1,... ,d} juhuslik permutat-
sioon ja komponente kiilastatakse selles jérjekorras.

Néidatud on, et kui m = N4(u, X2), siis deterministlik jarjekord tagab kiirema koondumise kui
juhuslik jarjekord, kui ¥ kolm-diagonaalne.

3.3.3 Valimi kasutamine

Olgu saadud valim d-dimensionaalsest jaotusest 7, © = (z1,...,24) ~ 7(z). Olgu tegemist
jarjestikuste iteratsioonidega iihest Markovi ahelast.
Téahistame vektori  i-nda komponendi valimi: zf,¢t = 1,... ,n, s.o. valim x; marginaaljao-

tusest m(x;). Olgu antud funktsioon f(x), siis ergoodilise teoreemi jargi:

F= 2> 1@ = Eefla) = [ fa)in

Ténu ergoodilisele teoreemile saame punkthinnangud teoreetilistele keskvéiartustele :
[ 1 _ t ~
flz) =z, siisz=— E x; = Er(x;)
n
t=1

t=1

Jaotuse 7 i-nda komponendi dispersiooni hinnang;:

k3

1 — .
=N (@t - 2) = Bo(a; — Epay)? =62,
n

t=1

Valimi keskmine ja valimi dispersioon on mojusad hinnangud funktsiooni f(x) keskvadrtusele
ja dispersioonile.
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Ergoodilise keskmise dispersiooni D, f hindamine on séltuvuse tottu keerulisem. Olgu
esimese t vaatluse ergoodiline keskmine

Zf’wEf ~ [ fayin

Siin f¥ = f(2*) ja 2* on ahela element. Tuletasime teoreetilise valemi:

2

Drf'=
el
2 =o? (1+Sz—t ) , TE P 72
k=1
% =o? (1+22pk>
k=1

Autokorrelatsioon p, = 1.

Autokovariatsioon 7y, = C’ov( It i), 0% = 5.

Valemid sisaldavad tundmatuid suurusi g, px. Kuidas neid suurusi hinnata genereeritud
Markovi ahela vaértuste abil?

Otsene meetod — hinnata D, f? liikkmeid valimimomentidega

B k<K
PE=30, k <k

k* — selline k vidrtus, millest suuremate korral f¢, f*** pole enam korreleeritud.

=g S (1

Saadud hinnang ei ole mojus: 77 7L——> 2.

Esitatud ja uuritud on mitmeid erlnevald variante konstandi 1/¢ valikuks, mis muudaksid
antud hinnagu mojusaks. Mojusus on tagatud korgemat jarku autokorrelatsioonidele viikse-
ma kaalu andmisega.

Kirjanduses on vilja on pakutud mitmeid aegridade mudelitel (autoregressiivne mudel, li-
biseva keskmise mudel) baseeruvaid meetodeid. Jargmine lihtne meetod on muutnud selle
populaarseks Markovi ahelate valimikeskmise dispersiooni hindamisel.
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Plokkide meetod (Batch means method) — Markovi ahel 2! jagatakse m-elemendilisteks
plokkideks (k plokki)

Idee seisneb selles, et iiksteisest piisvalt kaugel seisvad elemendid on soltumatud.

Leitakse iga ploki keskmised fi, fa, ... , fx, mida vaadatakse kui soltumatuid sama jaotusega
juhuslikke suurusi. Kehtib,

Eﬂ'ﬁ = Eﬂ'f(x>
R S — 3
D, fi~—=—=FkD,f" kui m on piisavalt suur.
m  km

Siin f* on kéigi ¢ elemendi keskmine, mis on iihtlasi gruppide keskmiste keskmine:

I
:EZ

Suuruste f; soltumatuse tottu ja kuna koik on sama jaotusega, voib nende teoreetilist dis-
persiooni hinnata valimidispersiooniga:

1 o~ s
2o

Niitd:
1. 1<
folip o1 NG
Drf' = 2 Dxf k(k,_l);(f 1)
Kuna D, ft = :, siis saame hinnangu ka 72-le.
Statistilised otsustused tdpsuse kohta rajatakse tsentraalsele piirteoreemile. Et olla oma

vaidetes kindlamal poolel, kasutatakse t-jaotust:

ft—Eﬂf(:E) _ \/i(ft_Errf(x)

 _ _ S Nt(k_l)
\/ Dr [

Mirkus Ergoodilise keskmise standardhilbe hinnangut /D, f* nimetatakse WinBUGS’
valjundis Monte-Carlo veaks (MC-error). Ergoodiline keskmine hindab parameetri jareljao-
tuse keskmist ja MC-viga omakorda selle hinnangu viga. Simulatsioonide arvu suurendades
voime teoreetiliselt MC-vea kuitahes viikeseks teha. Arvutustehnilised probleemid (arvu ku-
jutamise 16plik tdpsus, generaatorid on on 16pliku perioodiga jt.) panevad sellele siiski piiri.
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stats produces summary statistics for the variable, pooling over the chains selected. The required percentiles
can be selected using the percentile selection box. The quantity reported in the MC error column gives an es-
timate of 7/ V/N, the Monte Carlo standard error of the mean. The batch means method outlined by Roberts
(1996; p.50) is used to estimate 7.

Toendosusintervalli (Credibility interval) hindamine

Sagedusstatistikas kasutame terminit usaldusvahemik (confidence interval) parameeter on
konstant ja vahemik juhuslik. Bayesi statistikas kasutame terminit toendosusintervall (credi-
bility interval) konstantne vahemik C'7, millesse juhuslik parameeter 6 kuulub.

POeCl)=1-a

Toendosusintervall konstrueeritakse valimi kvantiilide abil. Kui meil on genereeritud n = 1000
vidrtust, siis moodustame variatsioonrea f(z!) vadrtustest. Toendosusintervalli piirideks vo-
tame 25-nda ja 975-nda variatsioonrea elemendi — (f*, f™)) on vahemik, kuhu f(z;) véir-

tused kuuluvad toendosusega 0.95. Uldjuhul (1 — a)-téendosusintervalli hinnanguks on val-
imikvantiilid (fl(e/2n) fl(1—a/2nly,

Meenutagem, et Bayesi statistikas on 2! parameetri viaartuste jada 0%, kus 7 viitab parameeter-
vektori komponendile ja ¢ ahela elemendile. Valimi kvantiilid on mojusad hinnangud parameetri
jaotuse kvantiilidele qo.025 ja qo.975-

3.4 Praktilise rakendamise probleeme (jatkub)

Olgu = = (x1,...,24) ~ 7(z) simulatsioonid o' = (z%,...,z%). Vektori x marginaaltiheduse
7(x;) hindamine valimilt:

e vaartuste x! histogramm (korjame kokku igast vektorist ! inda koordinaadi);
e 2! silutud histogramm;
e tinglike tiheduste abil:

Hindamine tinglike tiheduste abil on sobiv Gibbsi valiku jaoks, sest tinglikud tihedused on
teada.

() = / r(2)de_; = / m(ilo_y) (e i)do_;

Integraali Monte-Carlo hinnang;:

n

1

= ) = — . t .
7 (@;) n Z 7 (w]22;), (39)
t=1
kus z',, t = 1,... ,n on valim marginaaljaotusest m(z_;). Vastavalt ergoodilisele teoreemile

7(x;) — 7w(x;). Hinnangud 7(z;) on pidevad pideva z; korral. Seda meetodit nimetatakse
tihedusfunktsiooni hinnanguks kernel- ehk tuumameetodil.
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Naide 32

Marginaaljaotuse hindamine kahemootmelise normaaljaotuse korral tuumameetodil.

C)~x(0)C D)

kus p = Cor(z1,x2). Leiti tinglikud jaotused:

1|zg ~ m(z1]e2) = w(21|z-1) = N(pr2, 1 = p?)

To|zy ~ m(Te|z1) = T(22|T_0) = N(p21,1 — p?)

Leiame x1 marginaaljaotuse hinnangu m(x1) tuumameetodil. Selleks kasutame realisatsioone

Markovi ahelast: 1 ¢
t. <371) <m1>

x 1) ¢

x2 w2

7(x1) leidmiseks kasutame punkte xi ... z%. Rakendame valemit (39)

1 n
ﬁ(ml):ﬁzﬂ ry|xt ) Zﬂ' ry|xh) =
t=1

t=1

iy 1 exp{_<x1—pxa>2}
i \Jan(l - p2) 201~ 7%)

Hinnangu arvutamiseks peame teadma zt, valimivaértusi.
2

3

:M—‘

3.4.1 Umberparametriseerimine

Juhusliku vektori komponentide tugeva soltuvuse korral, on Gibbsi valikuga saadud ahela
litkkumistee véike.

Probleemid:
e liheb kaua aega, enne kui jaotuse kandja labitakse

e kui valim pole piisavalt suur, siis saadakse valim, kus moned seisundite ruumi osad on
ebaproportsionaalselt esindatud

Probleemi lahenduseks on iimberparametriseerimine — Selle meetodi korral teisendatakse
juhuslikku vektorit x, nii et selle komponendid oleksid ligikaudu soltumatud. Pohiline meetod
on lineaarteisendus A, nii et y = Az kovariatsioonimaatriks oleks diagonaalmaatriks.
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Naide 33

Regressioonmudel.
yi = o+ Bz + €, 61'NN(0,0'2)
Regressioonmudelis on jéreljaotuse 7(ca, B|0?) komponendid a ja 3 tugevalt séltuvuses. Teisendame

(tsentreerime):
yi =o' + Bz — 7) + &,

kus a* = o+ BZ. Osutub, et ax ja B on soltumatud tingimusel o fikseeritud. Saab néidata, et
m(a*, Blo?) = w(a*|o?)m(B|o?). Genereerides jaotusest w(a*, 3,0?%) vektoreid (a*, B,0?), siis
koondumine toimub kiiremini ja avaldisest saame leida ka « hinnangu.

Kodune iilesanne nr. 3.8 Mis on lineaarteisenduse maatriksiks, mis teisendab vektori («, 3, 0?)
vektoriks (a*, B,02).

3.4.2 Plokkimine

Juhusliku vektori soltuvad komponendid voetakse blokki, leitakse plokkide taistinglikud jao-
tused. Genereeritakse mitmemootmelisest jaotusest. Sel juhul koondumine piirjaotuseks ki-
ireneb.

Kolmemodtmelise vektori korral @ = (1, x2, x3) votame komponendid z; ja x5 iihte plokki
ja lelame tihedusedn(zq,x2|x3) ja m(xs|z1, ). Genereerime tasandil, mis l6ikab telge x3
fikseeritud punktis x3. Seejérel toimub genereerimine telje x3 suunas.

Plokkimise tulemusena paranevad ka valimihinnangud.

3.4.3 Koondumisdiagnostika

Teame, et Markovi ahel vajab teatud sissepolemisperioodi, enne kui toimub koondumine pi-
irjaotuseks ja hakatakse simuleerima meie jaotusest 7.

Vaatame WinBUGS-is realiseeritud koondumisdiagnostikat. Kasutatakse Brooks-Gelman-
Rubin-i (BGR) koondumisstatistikut. Statistik R, mis on intervallipikkuste suhe konstrueer-
itakse jargmiselt:

1. Pannakse jooksma m paralleelset ahelat erinevate algvaédrtustega ja tehakse n simulat-
siooni igas. Iga individuaalse ahela jaoks arvutatakse empiirilise (1 — «v) toendosusinter-
valli laius; st. a/2 ja (1 — «/2) kvantiilide vahe n simuleeritud vdértuse hulgas. Saame
m nn. ahelasisest intervalli laiust.

2. Kogu vaatluste hulga mn korral (pooled sequence) arvutatakse samuti (1 — «) intervalli
laius.
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3. R defineeritakse seosega,

. tthise ahela intervalli laius
Rintervall -

ahelasiseste intervallilaiuste keskmine

~

Rintervan koondub 1-ks, kui ahel koondub.

BGR diag WinBUGS-is arvutab intervalli Rintervatr @ = 0.2 jaoks. Uhise ahela 80% inter-
vall on roheline, ahelasiseste 80% intervallide keskmine on sinine ja nende suhe Rmtema”
on punane. Paremaks graafikul kujutamisesks on iihise ja ahelasiseste intervallide pikkused
normeeritud nii, et iileiildine maksimum on 1. Koondumine on saabunud, kui Rinter’uall on 1
ldhedal, ja nii ihine kui ka ahelasisesed intervallipikkused on stabiilsed.

Néide koondumise graafikust
Arvulised vdartused voib saada aknasse, kui topelt-klikkida joonisel, millele jargneb ctri-

vasakuhiirenupuklikk aknal.

Arvulise valjundi néide:

Unnormalized Normalized as plotted

End iteration  of pooled mean within  of pooled mean within BGR ratio
of bin chains chain chains chain

51 2.519 2.926 0.8606 1.0 0.8606
101 2.533 2.652 0.8657 0.9061 0.9554
151 2.322 2.445 0.7935 0.8354 0.9498
201 2.399 2.416 0.8199 0.8254 0.9933
251 2.48 2.485 0.8474 0.849 0.9981
301 2.587 2.585 0.884 0.8832 1.001
351 2.542 2.595 0.8687 0.8866 0.9798
401 2.501 2.543 0.8546 0.8691 0.9833

Rohkem informatsiooni:

WinBUGS. User manual. The Inference Menu. Samples.

Brooks, S. P. and Gelman, A. (1998) Alternative methods for monitoring convergence of iterative simulations.
Journal of Computational and Graphical Statistics. 7, 434-455.
http://www.amstat.org/publications/jcgs/pdf 98/Brooks.pdf
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3.5 Metropolis-Hastingsi algoritmid
Algoritmid pohinevad kahel artiklil:

e Metropolis, N. et al (1953) Equation of state calculations by fast computing machine.
Journal of Chemical Physics, 21, 1087U91

e Hastings, W. K. (1970) Monte-Carlo sampling methods using Markov Chains and their
applications. Biometrika, 57, 970109.
3.5.1 Definitsioon ja omadused

Olgu 7 jaotus, millest tahame genereerida. Sageli on otsene i.i.d. genereerimine raske voi voi-
matu. Osutub, et teades vaartust x, saame genereerida jargmise véartuse ja nii itha edasi. Tek-
ib Markovi ahela trajektoor. Ahela tileminekut z — y iseloomustab tileminekutuum p(x,y),
mis on tinglik tihedus voi tinglike toendosuste vektor. Et Markovi ahel oleks seotud meie
jaotusega 7, leiame iileminekutuuma nii, et 7(-) oleks ahela piirjaotus. Leidmisel on lihtsaim
lahtuda pooratava ahela noudest, st detailse tasakaalu vorranditest:

m(z)p(z,y) = 7(y)p(y, ) Va,y.

Detailse tasakaalu vorrandi rahuldamine on piisav tingimus, et 7(-) oleks ahela, mille iilem-
inekutuum on p(zx, y), piirjaotus. See ei ole tarvilik tingimus. On palju teisi Markovi ahelaid,

Metropolis-Hastingsi algoritmide tileminekutuum konstrueeritakse kujul:

p(x,y) = q(z,y)a(r,y), = #vy, (40)

kus

q(x,y) — suvaline iileminekutuum, ettepanekutuum (tinglik tihedus véi tinglike téendosuste
vektor fikseeritud x korral),

a(x,y) — vastuvotmise toendosus a(z,y) € [0, 1].

Seos (40) ei integreeru iiheks tile y. Kui g(z,y) on tinglik tihedus, siis ffooo q(z,y)dy = 1,
aga korrutamine a(z, y)-ga teeb tulemust véiksemaks. Et p(x,y) oleks y tinglik tihedus, peab
ahel saama jadda samasse seisundisse positiivse toenaosusega:

p(a,7) =1 - / o(z,y)a(z, y)dy. (41)

Uleminekutuum on nn segajaotus:
e kui x # y, siis y jaoks on tegemist normeerimata tihedusega kujul (40);
e punktis z = y on tegemist aatomiga, mille toendosusmass on (41).

Hastings (1970) defineeris vastuvotmistoendosuse kujul:

m(y)q(y, x)} (42)

a(z,y) = min [1, T
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DEFINITSIOON: Algoritmid iileminekutuumaga (40) ja (41) ning vastuvotmistoendo-
susega (42) on Metropolis-Hastingsi algoritmid.

Kontrollime, kas detailse tasakaalu vorrandid on rahuldatud jaotuse 7(-) jaoks.
1. Kui x = y, siis on tegemist samasusega.
2. Kuiz #y.

Vaatame juhtu, kus 7(y)q(y, z) < m(x)q(z,y)

m(z)p(z,y) = 7m(2)q(z, y)o(z,9y)

m(y)q(y,
oy, x)
p(y, )

Kuna jaotuse 7 korral Metropolis-Hastingsi algoritmiga saadud Markovi ahel rahuldab de-
tailse tasakaalu vorrandeid, siis jarelikult on 7 selle ahela statsionaarne jaotus ja teatud
tingimustel g-le ka piirjaotus suvalisest algvaartusest lahtudes. Markused:

e 7 on suvaline;

e ¢ on nn ettepanekutuum ja voib olla iisna suvaline (paindlik algoritm);

q ei soltu m-st;

q peab siiski olema mittelahutuv ja aperioodiline. Samuti peab a(z,y) > 0, Vz,y;

kui m on d-dimensionaalne, siis on ka ¢ d-dimensionaalne tinglik jaotus;
e detailse tasakaalu vorrandid on rahuldatud p(-,-), mitte q(-,-) joaks;

Metropolis-Hastingsi generaator:

1. Ahela algvddrtustamine ¢ = 0, zY;

2.t=t+1;

3. Genereerida seisund y tihedusest y ~ q(z'~1,+);

4. Leida vastuvotmistoendosus a(z!™!, y) avaldisest (42);

5. Otsustada vastuvotmine, selleks genereerida u ~ U(0,1).
Kui u < a(x'™!,y), siis uus seisund voetakse vastu z! =y, u > oz
seisundit vastu ei voeta ! = 'L

1 y), siis uut
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6. Tagasi sammu 2.

Erijuhul, kui ettepanekutuum on siimmeetriline ¢(y, x) = ¢(x, y), siis vastuvotmise toendo-
sus on kujul
W(y)}

a(z,y) = min [1, )

ja meil on tegemist Metropolise algoritmiga.
Algoritmi omadusi

Kuidas valida ¢? Kas ta peaks soovitama pikki voi lithikesi liikumisi?

1. Kui on véikesed liikumissammud, st. x ja y on ldhedased, siis on ka 7(z) ja 7(y) ning
samuti ¢(z,y), q(y, z) ldhedased. Jarelikult a(x,y) ~ 1.
Enamus liikumisettepanekuid voetakse vastu, aga sammude véiksuse tottu ldheb o
kandja labimiseks palju aega. Sissepolemisperiood on suhteliselt pikk.

2. Kui on suured litkumissammud, st. = ja y kauged, siis satub y jaotuse 7(y) saba piirkon-
da, kus a(z,y) < 1. Ettepanekuid ei voeta vastu ja koondumine on aeglane. Ahelas
esinevad pikad sama vaartuse blokid.

Uleminekutuum ¢(z, y) peab olema selline, et
e tagab ahela piisava liikumise;
e tagab hea vastuvotmismaéara;
e temast on lihtne genereerida.

Seni puuduvad iildised kriteeriumid ¢ valikuks. Kui vastuvotmise toendosus « on véike, siis
voib ahel jadda samasse seisundisse pikaks ajaks.
Ahela headust néitab vastuvotmismaar

Vastuvotmiste arv

Vastuvotmismaar = - -
Iteratsioonide arv

Vastuvotmisméaar vahemikus 20% — 50% on sobiv ja selline ¢ on kiillalt hea.

Uurime vastuvotmistoendosust a(zx,y):

m(y)

()’

e Jaotus 7 esineb vastuvotmistoendosuses suhtena

e a(z,y) konstrueerimiseks pole vaja teada jaotuse normeerivat konstanti;

e Sobib eriti Bayesi jareljaotustest genereerimiseks, kus me sageli ei oska normeerivat
konstanti analiiiitiliselt vélja kirjutada m(6) o £(0)p(0).
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Metropolis-Hastingsi algoritmi puhul sobib sama koondumisdiagnostika, mis Gibbsi valiku
puhul.

Naide 34

Normaaljaotuse N (0, 1) genereerimine Metropolis-Hastingsi algoritmiga erineva dispersiooniga
ettepanekutuumadega (vt joonist):

a) q(z,y) = N(x,0.5);
b) q(xay> = N(:L',Ol),
c) q(z,y) = N(z,10).

3.5.2 Ahelate erijuhud
Metropolis-Hastingsi ahelaid klassifitseeritakse ettepanekutuuma q jargi.

1. Stimmeetriline ¢(z,y) = Metropolise algoritm.
Naiteks ¢(z,y) = f(|x — y|) on simmeeetriline. Niiiid a(z,y) = min [1, %} ei soltu

g-st. Voidame arvutuskiiruses.

2. Juhuslik ekslemine (ka mitmemd&otmeline)
at =2 W

kus w' (sammu pikkus) on soltumatud sama jaotusega juhuslikud suurused w® ~ f,.
Juhusliku ekslemise tiiiipi ettepanekutuum on

q(z,y) = f(x —y)

Kui f on siimmeetriline 0-punkti suhtes, siis ¢(z, y) on simmeetriline. Paljud Metropolis-
N(0,0?%)

t — jaotus

0% voi t-jaotuse vabadusastmete arvu valik médrab liikumise ulatuse. Kui o2 on suur,
siis on litkumine suur, aga a(x,y) véike ja vastupidi.

Soovitatakse f,, dispersiooni kujul ¢6?, kus ¢ on hiilestuskonstant ja 62 on jaotuse m
dispersiooni jame hinnang (mitmemdootmelisel juhul jaotuse 7 kovariatsioonimaatrik-
si hinnang). Kui ettepanekutuumaks on normaalne juhuslik ekslemine, on soovitatud

c=2vol 3.

Hastingsi algoritmid ongi juhuslikud ekslemised. Tavaliselt f, = {

3. Soltumatu ahel
Uleminekuettepanek on soltumatu antud seisundist x

q(z,y) = f(y)

Uleminekutoenéosused:

a(z,y) = min {1, M] i {1’ w(y)/f<y>] =i {1, w<y>1
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Bayesi kontekstis on 7 parameetrite jaotus ja x, y, asemel on loomulikum kasutada 6, ¢.
Populaarseks valikuks funktsiooni f jaoks on parameetri eeljaotus f(0) = p(6). Sel juhul

_70) _
w(®) = 5 = 110)

ja vastuvotutoendosus rajaneb toepéarade suhtele:

al6.) = min |1, )]

Sellise valiku eeliseks on lihtne (€, ¢) avaldis. Puudus, kui on konflikt toepéra ja eeljao-
tuse vahel, siis vadrtused, mis soovitatakse eeljaotusest suure toendosusega, liikatakse tagasi
vaikese vastvotmistoendosuse tottu. Vadrtusi, mis annaksid suure vastuvotmistoendosuse,
valitakse harva ettepanekutuumaks oleva eeljaotuse poolt.

Uldine eeskiri sdltumatuse ahela korral on viltida funktsiooni w(-) suurt varieeruvust, sest
see suurendab voimalusi, et ahel satub paljudeks sammudeks suure w(-) védrtusega seisun-
ditesse. Soovitav on valida w(+) voimalikult konstantne voi vihemalt tokestatud. Kuna f ja 7
on molemad tihedused, siis on soovitav, et f ja 7 oleksid voimalikult 1ahedased. Kui toepara
ja eeljaotus ei ole piisavalt lahedased, siis ei saa kasutada eeljaotust ettepanekutuumana.

Tierney (1994) soovitas mitte kasutada ettepanekutiheduseks kergete sabadega jaotusi nagu
naiteks normaaljaotus, vaid kasutada naiteks t-jaotust véikese vabadusastmete arvuga. Sel
juhul ei ole funktsioon w(-) nii tugevalt méjutatud f sabadest ja tema varieeruvus on viiksem.

4. Teisi ettepanekutuumi

e f kui iimbrisjaotus 7 jaoks (valikumeetod Metropolis-Hastings’i kontekstis);

e autoregressioon-ettepanek z! = a + bz'~! 4+ w'. Erijuhud: b = 1, vabaliikmega
juhuslik ekslemine;

e b = —1, vahelduv ahel, tekitab negatiivseid korrelatsioone ahela elementide vahel
ja sellelabi ergoodiliste keskmiste viiksemaid dispersioone;

e palju teisi voimalusi, soltuvalt probleemist — uurimisvaldkond;

Kodune iilesanne nr. 3.9 Panna kirja Metropolise algoritm regressiooniparameetrite jarel-
jaotusest genereerimiseks: jareljaotus, ettepanekujaotus, vastuvotmistoendosus. Regressioon-
mmudeliks on:

Yi ~ N(/L>O'2)>
pi =P+ Polx; — 7).

Lahendame praktikumis konkreetsete andmetega.
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3.6 Hiibriidalgoritmid

3.6.1 Komponendiviisiline iileminek Metropolis-Hastingsi algoritmis

Metropolis-Hastingsi algoritmi korral genereeritakse iildjuhul uus punkt ettepanekutuuma
q(z,y) abil mitmemootmelisest jaotusest. Kéesolevas peatiikis vaatame tileminekut juhusliku
vektori x = (x1,... ,x4) komponentide kaupa. Selleks on kaks voimalust:

a) uuendatakse iiks juhuslikult valitud komponent, iileminekutuum on jaotuste segu;
b) uuendatakse etteméératud jarjekorras 1 — 2 — ... — d, iileminekutuum on tsiikkel.
Uleminekutuumade omadused:

1. Seguiileminekutuum

p(x7y):iwlpl7 iwlzla nga
=1 i=1

p; — i-nda komponendi iileminekutuum;

w; — i-nda komponendi toendosus e. jaotuste segu kaal.

x ja y erinevad maksimaalselt iihe komponendi vorra iihel iteratsioonil. Kui iiks p;-dest
méérab mitteperioodilise ja mittelahutuva ahela, siis teeb seda ka p(z,y).

2. Tsiikliline tileminekutuum
p; — komponendi uuendamise tuum, ¢ = 1,... ,d. Uleminek z — y toimub d sammuga.
Vahepealsed seisundid téhistame z-ga

r=(x1,T2, ... ,T4-1,Tq) P = (y1, T2y ... Tg_1,Tq)
21 = (y1, T2, ... ,T4g-1,Tq) 2= (Y1, Y2, - - Ta—1, Ta)
Zd—1 = (yhy% . 7yd—17$d) p—d>y = <y17y27 .- -yd—layd)

d
Uleminekutuuma {ihistihedusfunktsioon H Di-
i=1

Téhistame © = zg ja y = 24, siis p; = p(2i—1, 2), ¢ = 1,... ,d. Meid huvitab y tihedus-
funktsioon tingimusel x.

d
p(z,y) = /~~~/Hpidzl coodzgo.
i=1

Metropolis-Hastingsi algoritmi jaoks tuleb iga iileminekutuum esitada kujul:

Di = i
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¢; on vektori = i-nda komponendi ettepanekutuum (ithemotmeline). Vektori iihisjaotus aval-
dub kujul:
m(x) = mi(a;)m(r_;)

mi(z;) — i-nda komponendi taistinglik jaotus;
m(x_;) — lilejadnud komponentide marginaaljaotus.

Metropolis-Hastingsi algoritmis on suhe:

m(y) _ miy)mw(y-) _ mily:)
m(x)  m(z)m(ro)  mle)

sest muutub ainult i-s komponent, iilejadnud komponendid jadvad samaks 7(y_;) = w(x_;).
Voime vilja kirjutada vastuvotmistoendosuse avaldise:

a;(i,y;) = min {1, %}

Komponendiviisiline iileminekutuum defineerib poéoratava ahela piirjaotusega m;(x;), i =
1,...,d. Téistinglikud on meie 7 omad. Uldjuhul on piirjaotuseks ka meie tihisjaotus 7(-).

Algoritm tsiiklilise iilemineku jaoks:
1. Ahela ja iteratsioonide loendaja algviirtustamine j = 1, 2°;
2. Komponendi loendur i = 1;
3. Genereerida i-s komponent y; tihedusest ¢; (27", 3;);

4. Arvutada vastuvotmistdengosus o;(z? ", 5;), genereerida u ~ U(0,1)
kui u < o; — o] = y; uus vaartus voetakse vastu,

: -1
kuiu > a; — ol =a]

o. 1t =1+1
kui 7 < d, siis korrata alates 3. sammust;

6. 7 =j + 1 ja korrata alates 2. sammust.

See algoritm on Metropolise (1953) esialgne algoritm. Tema teostas seisundite komponen-
diviisilist lileminekut. Ta simuleeris molekulide asukohta. Ettepanekutuumaks oli kahedi-
mensionaalne iihtlane jaotus keskpunktiga molekuli eelmises asukohas. Jaotuseks 7 oli d-
dimensionaalne Gibbsi jaotus.

3.6.2 Metropolis + Gibbs
Komponendiviisilise uuendamise korral on vastuvotmistoendosus kujul

i (Yi) @i (Yi, 1)

i\ L5, Y; = min 1, .
( ) Wi(%)%@h%)
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e Kui ettepanekutuum on ldhedane téistinglikule tihedusele ¢;(z;,vy;) =~ m;(y;), siis on
vastuvotutoendosus «;(+) &~ 1. See hoiab kokku arvutusteks kuluvat aega.

e Kui jaotuse m moni taistinglik on lihtsalt simuleeritav, siis votame selle vastava kompo-
nendi ettepanekutuumaks. Vastuvotmine toimub siis toenédosusega 1 ja pole iildse vaja
arvutada «;(+), jalle arvutuslik kokkuhoid (Gibbs Metropolise sees).

e Kui kéigi komponentide uuendamisel on ettepanekutuumaks on tapselt g¢;(z;,y;) =
mi(yi), siis on tegemist p uhta Gibbsi valikuga.

e Samas voib Gibbsi valiku korral téistinglikust simuleerimiseks kasutada M-H algorit-
mi (1-dimensionaalset). See on Metropolis Gibbsi sees. Siin meie muutumispunktiga
Poissoni vaatluste nédide. Meil olid 3 parameetri A, ¢, m taistinglikud jaotused. Nendest
kordamdoda simuleerimine on Gibbsi valik Kui aga m simuleerimiseks kasutada M-H
algoritmi, on tegu metropolisega Gibbsi sees.

Naide 35

Gibbs koos Metropolis-Hastingsiga. Blokiviisiline uuendamine.

Olguxy,... ,x, soltumatud sama jaotusega juhuslikud suurused (ssjjs), jaotusega f(x). Eesmérgiks
on genereerida vektor x = (x1,... ,xy,), kus komponentide summa on ette antud

n
E Ty = S,
1=1

st genereerida valim valimiruumi kitsendatud osast. Voimatu kasutada valikumeetodit, sest
aeg véaga pikk.

Rakendame Gibbsi valikut juhuslikele kahestele blokkidele. V't néiteks blokki (x4, xg). Uuen-
dame (x4, 8) tingimusel, et iilejéénud x;-d on fikseeritud jay ;- | x; = s, seega on fikseeritud
ka x4 + xg = s45. Teeme koordinaatide ortogonaalse teisenduse:

g = (x4 + x3) oy = (Y1 +y2)
YRR v

s = (v4 — x8) s = (y1 — y2)
V2 V2

Tingimuse x4 + xg = s48 tottu on ainult iiks komponent yo juhuslik. Leiame tema tingliku
tiheduse: fy, ,,
Uhistihedusfunktsioon

dx
dy

for (Y1, 92) = f (Zh\—/i—;n) f <ylhy2>

Tinglik tihedusfunktsioon

f _ Sy (Y1, 92) _ Sur 2 (U1, 92)
velyr fyl (yl) ffy17y2(yl7y2)dy2‘
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Jaotuse normeerivat konstanti

1
S e (1, y2)dy2

on raske leida. Otseselt ei saa Gibbsi valikut rakendada, sest téistinglikke jaotusi on raske
leida. Kasutame Metropolis-Hastingsi algoritmi:

1. Algvédrtustame vektori x = (z1,...xy) lubatavate vadrtustega nii, et y ;| x; = s;

N

S vk W

Valime ettepanekutuuma g, mis on soltumatu kéesolevast vaédrtusest, néiteks voiks selleks
olla tildkogumijaotus f(z);

Valime juhuslikult bloki;
Olgu kédesoleval hetkel blokis teise komponendi vadrtus ys;
Genereerime ettepandava uue viartuse yj;

yo voetakse vastu toendosusega

Oé(y27yé) —min |1 fy2y1(yé)q(y2):| — min |:1 fyl,yz(yl,yé)q(yz)

" fyalys (W2)a(vh) " fynwe (W1, y2)a(v5h)

kui votame vastu y), arvutame selle bloki uued x4,xs; Kui vastu ei vota jddb blokk
muutmata;

Tagasi bloki valikusse;
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Naide 36
Tugevad kitsendused. Olgu x1,... ,x, ssjj suurused tihedusega f(x). Tahame simuleerida
x1,... %y tinglikust jaotusest tingimusel

xl_i‘:ylu $2—i’:y27 ety xm_‘/i:yTM

kus y;-d on fikseeritud. Nédeme, et

(@1, @) = (Y15, 4n) H2(L,.00 0 1),
kus t = = on juhuslik. Metropolis-Hastings on siin loomulik:

1. Algvéértus t-le, naiteks tg = 0.
2. Leiame vektori (14, ... ,Tnty) = (Y1,--- s Yn) +to(L,...,1).

3. Teeme uue védrtuse ettepaneku t jaoks kasutades mingit iileminekutuuma q(to,t). Olgu
ettepandud véértus t1. Vastuvotmise korral muutuvad x-id: z; s, — iy, , Vi.

4. Ettepanek voetakse vastu toéendosusega

) [T, f(igq(tis to)
T f(zieq(to, th)

Antud iilesandel on rakendus Pitman’i hinnangu arvutamisel. Olgu X1, ... , X, ssjj vaatlused
mudelist X =60+ W, kus W ~ f(z). Tahistame

(T4, T, ) = min

Vi=X—-X, b=X—-X, ... YV,=X,-X.
Suuruse # parimaks hinnanguks ruutkeskmise vea suhtes on Pitmani hinnang:
Op = 7 + Eoo(X|Y; = y;, Vi),

kus y;,  on valimist leitud. Teisiti viljendades on Pitmani hinnang toepéarafunktsiooni, kui
tihedusfunktsiooni keskvaartus. Pannes téhele, et

XiNf(xi—Q),

Saamne

/Hf(xl —0)- - f(wn — 0)d0
[ = 0)- sl - 0)ds

Hinnangut on raske vilja arvutada, aga simuleerides palju kordi X kitsenduste Y; = vy;, Vi
korral saame seda teha.

Op =
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3.7 Veel andmeanaliiiisi naiteid

Naide 37

Hierarhiline regressioon. Rasedate kaalu juurdekasv.
Uuriti 68 raseda kaalu juurdekasvu 5-7 arstivisiidi ajal. y;; — i-nda naise kaal j-ndal visiidil
arsti juurde (i = 1,...,68; j = 1,...,n;). t;; — i-nda naise j-nda visiidi ajahetk rasedusna-
dalates. Kokku oli mootmistulemusi Z?il n; = 427

Joonisel 5.4 (Gamerman and Lopes, 2006) on koigi naiste kaalude juurdekasvu andmed (juur-
dekasv normaalkaalu suhtes).
Mudel: lihtne hierarhiline regressioon aja jargi.

yij\ai,ﬂi,JQ ~ N(Ozi + ﬂiti]‘,0'2), 1=1,...,68.

Parameetrid «; ja (B; soltuvad naisest. Koigile tuleb méérata eeljaotused. Seda tehakse hier-
arhiliselt:

ajla~ N(a, TO?1>
BilB~N(B,m5)
(o, B) ~ N((0,0),10°I)
02, T, 75 ~ G(0.001,0.001)

Hierarhiline esitus ja kaasjaotuste kasutamine voimaldab tuletada téistinglikud jaotused tihisjérel-
Jjaotusest

7T(9) XX f(@)p(a), kus 0 = (041,042, c. 704687517527 e ,,368,(1,5,02,7'&,75).

Need on koik normaal- ja gamma jaotused, millest on lihtne simuleerida. Saab kasutada Gibbsi
valikut ja genereerida jareljaotusest .

Ulesanne. Pane kirja toepirafunktsioon ja parameetrite eeljaotus p(0)
Vt. jooniseid 5.5-5.8 (Gamerman and Lopes, 2006).

Naiide 38

Allikad. I. Ntzoufras (2009),
www.stat-athens.aueb.gr/~ jbn/winbugs_book

Uhefaktoriline dispersioonanaliiiis. Erakooli disrektor tahab téé6le votta uue matemaatikadpeta-
ja. Nelja kandidaadi voimeid hinnatakse jargmises véikeses katses. grupp opilasi (25 tiikki)
jagati juhuslikult nelja riihma. Igas riihmas opetati sama matemaatilist teemat 2 tundi pédevas
ithe nddala jooksul. Lopus pidid 6pilased tegema testi, mis andis neile punkte (0-100). Direktor
votab kooli opetaja, kelle rithm sooritas testi koige paremini.
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modelq{
# model’s likelihood
for (i in 1:n){
mul[i] <- m + alphal class[i] ]
grade[i] ~ dnorm( mul[i], tau )
}
#### stz constraints
alpha[1] <- -sum(alpha[2:TUTORS])
#### CR Constraints
# alpha[1l] <- 0.0

# priors

m~dnorm( 0.0, 1.0E-04)

for (i in 2:TUTORS){ alpha[i] “dnorm(0.0, 1.0E-04)}
tau “dgamma( 0.01, 0.01)

s <- sqrt(1l/tau) # precision

¥
INITS list( m=1.0, alpha=c(NA, 0,0,0), tau=1.0 )

DATA (LIST) 1list( n=25, TUTORS=4,
grade=c(84, 58, 100, 51, 28, 89, 97, 50, 76, 83, 45, 42, 83,
64, 47, 83, 81, 83, 34, 61, 77, 69, 94, 80, 55, 79),
class=c(1, 1, 1, 1, 1, 1, 2, 2, 2, 2, 2, 2, 2,
3, 3,3,3,3, 3, 3,4, 4, 4,4, 4, 4))

> >

Vt WinBUGS lahendust lisamaterjalist.

Naide 39

Poissoni regressioon. Lennuki vigastused 30 riinnakus Vietnami sGjas:
damage — vigastuste arv lennuki keres saadud iihes riinnakus;

type — lennuki tiiiip (0-A4, 1-A6);

bombload — pommilaadung (tonnides);

airexp — meeskonna summaarne kogemus (kuudes).

Obs y x1 x2 x3
0 0 4 91.5
2 1 0 4 84

28 5 1 14 88.9
29 b 1 14 73.7
30 7 1 14 57.8

Millest soltub vigastuste arv?

modelq{
# Poisson model likelihood
for (i in 1:30){
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damage [i] ~ dpois( lambdal[i] )
log(lambda[i]) <- beta[1] + beta[2] * typel[i] + betal[3] * bombload[i] +
betal[4] * airexplil

#
# prior
for (j in 1:4){
betal[j] “dnorm( 0.0, 0.001 )
B[j]l <- exp( betaljl )
}
#
# profiles
# values for bombload
profiles[1,1] <- ranked( bombload[], 1 ) # minimum of bombload
profiles[2,1] <- mean(bombload[]) # mean of bombload
profiles[3,1] <- 0.5%( ranked( bombload[], 15 )+ranked( bombload[], 16 )) #median
profiles[4,1] <- ranked( bombload[], 30 ) #max
# values for airexp
profiles[1,2] <- ranked( airexp[], 30 ) #max experience
profiles[2,2] <- mean(airexpl[]) #mean
profiles[3,2] <- 0.5%( ranked( airexp[], 15 )+ranked( airexp[], 16 )) #median
profiles[4,2] <- ranked( airexp[], 1 ) #min experience

for (k in 1:4){
ad.profile[k] <- exp( beta[l] + betal[3]*profiles[k,1] + beta[4]*profiles[k,2] )
a6.profilel[k] <- a4.profile[k]*B[2]

# this is equivalent to setting exp( betal[l] + beta[3]*profilel[k,1] +
# betal[4]*profilelk,2] )

}
INITS 1list( beta=c(0,0,0,0) )

DATA (LIST) 1list( damage = c(0, 1, 0, 0, 0, O, 1, 0, O, 2, 1, 1, 1,

1,2,3,1,1,1,2,0,1,1,2,5,1,1, 5,5, 7), type = c(0, 0,

0, 0,0,0,0,00,0,0,0,0,0,0,1, 1,1, 1,1, 1,1, 1, 1, 1,
1, 1, 1, 1, 1), bombload = c(4, 4, 4, 5, 5, 5, 6, 6, 6, 7, 7, 7, 8,
8,8, 7,7, 7, 10, 10, 10, 12, 12, 12, 8, 8, 8, 14, 14, 14), airexp
= c(91.5, 84, 76.5, 69, 61.5, 80, 72.5, 65, 57.5, 50, 103, 95.5, 88,

80.5, 73, 116.1, 100.6, 85, 69.4, 53.9, 112.3, 96.7, 81.1, 65.6, 50,
120, 104.4, 88.9, 73.7, 57.8) )

Naide 40

Diinaamiline-hierarhiline segamudel.
Uuriti 20 lapse hamba korgust millimeetrites neljal ajahetkel (8-, 8.5-, 9-, ja 9.5-aastatel), yy;
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— lapse l6ikehamba korgus ajahetkel t

i ~ N (04, 07)

O ~ (1 —p) N(Or—1,5 + Aeis Wi) + DN (e, V1)
Ati ~ (1 =p)N(Ae—1,5, W) + pN (7, Va)

g ~ N (pe—1 4, Wh)

Yt~ N(ve-1, W)

Lopuks tuleb anda eeljaotused esimese ajahetke parameetritele:

p1,m ~ N(0,10°)
o2, Vi, Va, W1, Wy ~ IG(0.1,0.1)

Naide 41
Siin on M-H parem, kui Gibbs. Mittelineaarne regressioonimudel kestusandmetele:
Yij = f(0i,tis) + €ij

y;j — indiviidi i moodetud vaartus hetkel t;;, 1 =1,... ,m, j=1,... ,n,.
0; — mittelineaarse regressiooni parameeter

Eij ~ N(O, 02).
Indiviidide regressiooniparameetrid antakse hierarhiliselt

Hiiperparameetritele maéaratakse soltumatud eeljaotused:

p~ N(b,B), W~IG<"“’ ”“’S“’> ja o®~IG (”O ”°S°>

27 2 27 2
Niditeks farmakoloogilistes uuringutes on tédhtis koht jargmisel mittelineaarsel seosefunktsioonil:

Oat

f(01,02,93;t) =0+ 03 i

(43)

Funktsioon kirjeldab aine kontsentratsiooni taset hetkel t. Pole kaasjaotuste peret parameetrite
0; jaoks. Samuti on parameetrite tédistinglikud jaotused rasked simuleerimiseks. Siin tuleb appi
Metropolis-Hastingsi algoritm. Soovitus: alati kui tédistinglikud on liiga keerulised kasuta teisi
MCMC skeeme, naiteks M-H.

Ulesanne. Olgu o2 teada. Eeldades normaalseid eeljaotusi parameetritele, pane kirja mudeli
(43) jareljaotus ja taistinglik jaotus 6; jaoks.

Naide 42
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Reageerimisaja hierarhiline segamudel.

Kirjeldatud néide illustreerib, kuidas mudeli kontrolli ja laiendamist kasutada koos, et saavu-
tada andmetega paremini sobiv mudel.

Niide kasitleb psiihholoogilist katset, kus moodeti 17-1 inimesel 30 korda reageerimisaega.
Katsealustest 11 olid terved ja 6 skisofreenikud. Andmetele sobitati mitmeid mudeleid kasu-
tades suurima téepdra hinnangut. Andmed on esitatud joonistel 11.1 ja 11.2. Skisofreenikute
reageerimisaeg on keskmiselt pikem. Monede skisofreenikute reageerimisaeg varieerub tun-
duvalt suuremas ulatuses, kui tervetel inimestel. Praegune psiihholoogia teooria vaidab, et
skisofreenikud kannatavad tdhelepanuhéirete ja tildise motoorse pidurduse all. Molemad pik-
endavad reageerimisaega: tahelepanuhaired monedes katsetes ja pidurdus koikides katsetes.

Andmetele sobitati jargmine lihtne mudel. Tervete katsealuste logaritmilised reageerimisajad

on normaaljaotusega keskmisega a;, i = 1,... , 11 ja konstantse dispersiooniga o?. Skisofreenikute
reageerimisajad on kahekomponendilise segujaotusega: téendosusega (1—\) puudus tahelepanuhdéire
ja ajad on normaaljaotusega keskmisega «;, i = 12,...,17 ja konstantse dispersiooniga

05; toendosusega A on reageerimisaeg pikem tahelepanuhdire tottu ja on normaaljaotusega
keskvédirtusega «; + T ja sama dispersiooniga.

Reageerimisajad on koik positiivsed. Ebasiimmeetrilise jaotuse tottu kasutati modelleerimisel
mododetud aja logaritmi. Mudelisse lisati veel hierarhiline parameetri 3, mis méédab motoorset
pidurdust. Hierarhilise mudeli saab esitada jargmiselt:

Yijlati, zij, & ~ N0 + 725, 07)
ajlz, ¢ ~ N(v+ BS;, cri)
zij|d ~ Be(A\S;)

yij — i-ndal isikul moodetud j-s reageerimisaeg;

v — tervete katsealuste reageerimisaja tildkeskmine;

S; — indikaator, mis on 1, kui katsealune on skisofreenik ja 0 muidu;

zj; — mittevaadeldud indikaator, mis on 1, kui i-nda katsealuse j-s mootmine pikenes mingi
maojutuse tottu ja 0 muidu (pole modelleerimisel vaja, aga lihtsustavad arvutamist);

¢ = (0-(21757 A7T’ U’ O-tQ)

Parameetrite 02, 3, A\, T, v ja of eeljaotuseks on iihtlane jaotus, A\ on mdératud l6igul
[0.001,0.999], 02, 7 ja 0 peavad olema positiivsed.

Mudeli parameetrite leidmiseks kéivitati 10 paralleelset ahelat Gibbsi valikus, mis koondusid
péarast 200 iteratsiooni. Valimist jédeti véilja 100 esimest iteratsiooni igast ahelast. Jargi jai 1000
mudeli parameetrite vektori valimit.

Selle mudeli analiiiisi on tehtud raamatus Gilks, Richardson, Spegelhalter (1996).

Mudeli kontroll
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Valitud mudel arvestas keskmiste erinevust kahe katsealuste grupi vahel, aga tekkis kiisimus
mudeli sobivusest iiksikutele katsealustele. Kahe esimese skisofreeniku mootmistulemused
varieeruvad tunduvalt vihem kui iilejadnud selles grupis. Mootmistulemuste vordlemiseks
mudeliga arvutati si, skisofreenikute mootmistulemuste standardhélve (i = 12,... ,17). De-
fineeriti kolm test-statistikut: s; kuue véértuse viikseim Ty, (y), suurim Thax(y) ja keskmine
Tove(y). Joonise 11.2 jargi voib arvata, et Ty, on viiksem ja Thax suurem, kui mudeli
prognoositud vaartused. Keskmine avg T on lisatud kontrolliks, selle vadrtus peaks tulema
lahedane mudeli poolt prognoositavale, kuna see on pohiliselt prognoositud mudeli parameetrite
A, T ja o2 abil.

Vaadeldud andmete pohjal (joonis 11.2) on teststatistiku vadrtused:
Toin(y) = 0.11;  Toax(y) = 0.58;  Thyge(y) = 0.30

Mudeli kontrollimiseks simuleeriti prognoosiv andmestik iga simuleeritud parameetrite kom-
plekti kohta (1000 andmestikku) mudeli jareljaotusest. Iga simuleeritud andmestiku jaoks
arvutati Tin(Y*), Tmax(y*) ja Tayg(y*). Joonisel 11.3 on néha vastavad histogrammid.

Mudeli laiendamine

Mudeli parandamiseks lisatakse mudelisse kaks uut parameetrit, mis lubavad monedel skisofreeniku-
tel reageerimisaegu ilma téhelepanuhéireteta ja voimaldavad suuremat varieeruvust reageer-
imisaegadele, mis on mojutatud tahelepanuhéiretest. Uued parameetrid on:

w — toendosus, et skisofreenik kannatab tahelepanuhéirete all;

o2, — tihelepanuhiiretest mojutatud mootmiste dispersioon.

Molema parameetri eeljaotus on iihtlane jaotus. Arvutuslikel eesmérkidel lisatakse mudelisse
indikaator W;, mis on 1, kui isik voib kannatada tédhelepanuhéirete all ja 0 muidu. Indikaator
W; on automaatselt 0 tervete katsealuste korral ja skisofreenikute korral omandab indikaator
W; vaartuse 1 toendosusega w.

Esialgne mudel on uue mudeli erijuht tingimusel, et w = 1 ja 02, = ¢2. Uue mudeli sobitamine
on kiillaltki lihtne. Gibbsi valikusse tuleb lisada kolm uut sammu parameetrite w, o2 ja W;
uuendamiseks.

Kasutati kiimmet soltumatut ahelat, genereeriti 500 vairtust ja neist kasutati 250 vaar-
tust. Enne mudeli kontrolli prognoosiva simuleerimise abil on huvitav vorrelda esialgse ja
laiendatud mudeli psiihholoogide jaoks olulisemate parameetrite hinnanguid. Psiihholooge
huvitavad jargmised parameetrid:

A — toendosus, et reageerimisaeg pikeneb tdhelepanuhairete tottu
w — toendosus, et skisofreenik kannatab téhelepanuhéirete all;
7 — téhelepanuhéirest soltuv reageerimisaja pikenemine (logaritmilises skaalas);

[ — skisofreeniku téhelepanuhéirest mojutamata keskmine logaritmiline reageerimisaeg mi-
inus tervete katsealuste keskmine logaritmiline reageerimisaeg.



Bayesi statistika Markovi ahelatega, Imbi Traat; 2013 92

Tabel 1: Esialgse ja uue mudeli vordlus

Esialgne mudel Laiendatud mudel
Parameeter 2.5% mediaan 97.5% 2.5% mediaan 97.5%
A 0.07 0.12 0.18 0.46 0.64 0.88
w 1 0.24 0.56 0.84
T 0.74 0.85 0.96 0.21 0.42 0.60
o] 0.17 0.32 0.48 0.07 0.24 0.43

Tabel néitab olulist erinevust parameetrite hinnangutes.
Laiendatud mudeli kontroll

Kui hésti sobib uus mudel andmetega? Eeldatakse suuremat sobivust vorreldes esialgse
mudeliga, sest uued parameetrid lisati just eesmérgiga parandada sobivust. Kontrollimiseks
kasutatakse samu teststatistikuid nagu esialgse mudeli puhul. Tulemusi néitab joonis 11.4.
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