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Sissejuhatus

Iga statistiliste probleemi korral on antud mingi hulk vaatlusi. Nende vaatluste naol on
tegemist mingi juhusliku suuruse realisatsioonidega, mis parinevad mingist jaotusest. Vas-
tamaks vaatlustega seonduvatele kiisimustele, on monikord tarvis leida hinnangud selle
jaotuse parameetritele. Kui oleme loonud eelduse, millisest jaotusest valim voiks parineda,
on parameetritele hinnangute leidmiseks vaja rakendada monda parameetrite hindamise
meetodit. Soovime valimi abil anda voimalikult tdpse hinnangu ehk leida parameetrid
nii, et tegeliku jaotuse ja valimi abil hinnatud jaotuse (meie mudel) vaheline keskmine

erinevus oleks voimalikult véike.

Uheks jaotustevahelise keskmise erinevuse mooduks on Kullback-Leibleri informatsioo-
nimo6ot. Kéesoleva bakalaureusetoo eesméark on Kullback-Leibleri informatsiooniméodust
tuletada kaks pidevate jaotuste parameetrite hindamise meetodit ning nende meetodite
abil leitud hinnangute omadusi uurida. Uheks meetoditest on statistikas enim kasutust
leidev, kuid siiski méningate puudustega meetod — suurima toepéara (mazimum likelihood)
meetod. Teiseks on suurimate vahemike (mazimum spacing) meetod, mis on kiill keeru-
kam, kuid suurima toepara meetodi mittetootamise juhtudel vajalik alternatiiv. Vaatluse

all on ithemodtmelised pidevad jaotused.

To66 esimeses osas tuuakse vélja Kullback-Leibleri kaugusmoodu omadused ja parameet-
rite hindamise meetodite intuitiivne tuletuskéik. Seal tuuakse néiteks juht, mil suuri-
ma toepiara meetod ei toota. Vaadeldakse ka olukorda, mil molemad meetodid tootavad,
andes seejuures astimptootiliselt vordseid hinnanguid. T66 teises osas uuritakse simu-
latsiooninaidete abil juhte, kus suurima toepara meetodiga hinnangute leidmine on {ihel
juhul raskendatud ja teisel juhul véimatu, ning naidatakse, et suurimate vahemike meetod
tootab molemal juhul héasti. Lisaks eeltoodule uuritakse meetodite abil saadud hinnangute

omadusi.



1 Pidevate jaotuste parameetrite hindamine

Olgu meil antud valim, mis esindab mingit jaotuste klassi. Soovime valimi abil hinnata sel-
le jaotuse parameetreid. Uheks voimaluseks on minimeerida eeldatava ja tegeliku jaotuse
vaheline keskmine erinevus kasutades Kullback-Leibleri informatsioonimootu. Nii leiame
parameetrid selliselt, et eeldatava ja tegeliku jaotuse vaheline keskmine erinevus on vahim.
Esimeses peatiikis uurime, millised omadused on Kullback-Leibleri informatsioonimoddul

ning kuidas selle ldhendamisel tuletada kaks parameetrite hindamise meetodit.

1.1 Kullback-Leibleri informatsioonimoot

Kullback-Leibleri informatsioonimoodu definitsioon pohineb allikatel Lember (2018) ja
Ranneby (1984).

Definitsioon 1. Vaatleme juhuslikku suurust X, mis votab vadrtusi hulgal X = {xy, za, ... }.
Olgu P ja Q kaks diskreetset jaotust toendosustega p; = P(x;) ja ¢; = Q(x;) Va; € X korral,
kusjuures P on juhusliku suuruse X tegelik jaotus. Kullback-Leibleri informatsioonimoot

jaotuste P ja () vahel on defineeritud jdrgmiselt

P||Q szln*

Seejuures q; > 0 korral defineeritakse 0 - ln(g) =0 ja p; > 0 korral p; - In(%) = oco.
Kui funktsioonid p(z) ja q(x) on pidevate jaotuste P ja Q tihedusfunktsioonid, mis on

madratud hulgal I = (a,b), —0o < a < b < 0o, siis Kullback-Leibleri kaugus avaldub kujul

B plx) p(X)
KL(p|lg) = /p(a:) In 25 = E(ln q(X)) (1)

eeldusel, et juhusliku suuruse X tegelik jaotus on P.

Kullback-Leibleri informatsiooniméot on tuntud ka nime all Kullback-Leibleri kaugus,
kuid tegemist ei ole klassikalise kaugusega. Seda néitab selle suuruse esimene omadus,
milleks on mittestimmeetrilisus. Selle selgitamiseks uurime kahte néidet kahe diskreetse

jaotuse KL-kauguse kohta.



Esiteks defineerime kaks toendosusjaotust P ja @ hulgal {z1, e, x3}, mille vaartused on

toodud tabelis 1.

Tabel 1. Juhusliku suuruse X jaotused

T i) XT3

P(z;) 02 05 0.3

Q(z;) 0.1 0.7 0.2

Kullback-Leibleri informatsioonimoot jaotuste P ja () vahel on

0.2 0.5 0.3
KL(P =02ln—+0.5In—+0.3In — ~ 0.092
(P||Q)=0 n0'1+05n0'7+03n0'2 0.09
ning jaotuste () ja P vahel on
0.1 0.7 0.2
KL(QI||P)=01ln— +0.7In — + 0.2In — =~ 0.085.
(Q|P)=0 n0'2+07 n0'5+0 Do 0.085

Nieme, et KL(P||Q) # KL(Q||P).

Teiseks uurime néidet, mille idee parineb informatsiooniteooria loengukonspektist (Lem-
ber, 2018). Téahistagu P juhusliku suuruse X tegelikku jaotust ning eeldame, et seda
jaotust on sobiv ldhendada jaotusega ). Olgu teatud siindmuse esinemise toenéosus po-
sitiivne ehk p; > 0 mingi ¢ korral. Meie aga arvame, et seda siindmust esineda ei saa ehk

¢; = 0. Liikme ¢ panus Kullback-Leibleri kaugusesse on

piln& = 0.
0

See tidhendab, et positiivse toenédosusega siindmuse voimatuks tunnistamine suurendab
jaotustevahelist keskmist erinevust 16pmata suurel méaaral. Vastupidisel juhul, kui vahe-
tame eeldatava ja tegeliku jaotuse rollid ehk eeldame, et ) on juhusliku suuruse tegelik

jaotus ning P meie mudel, on liikme ¢ panus KL-kaugusesse

0
Oln—=0.
bi
Siit jareldub, et tegelikult mittetoimuva siindmuse voimalikuks arvamine jaotustevahelist
keskmist erinevust ei suurenda. Vaadeldud siindmuste panus KIL-kaugusesse on erinev.

Seega illustreerib viimane ndide samuti KL-kauguse mittestimmeetrilisust.
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Kullback-Leibleri kauguse teist omadust, et selle vadrtus on alati mittenegatiivne, selgita-
me jargnevalt. See arutelu on moéistmaks, et KL-kauguse véaartust saab interpreteerida kui
kahe funktsiooni p(z) ja ¢(z) keskmise erinevuse mootu ning pohineb allikatel Lehmann

ja Casella (1998) ning Bishop (2006).

Definitsioon 2. Funktsiooni ¢(x) kutsutakse kumeraks, kui mistahes 0 < X\ < 1 ja mista-

hes vddrtuste x < y korral funktsiooni madramispiirkonnast (a,b), kus —oo < a < b < 00,

kehtib

p(Az+ (1= N)y) < Ap(x) + (1 — N)o(y).

Funktsiooni nimetatakse rangelt kumeraks, kui kehtib range vorratus.

Lemma 1. Jensent vorratus. Olgu X lopliku keskvddrtusega juhuslik suurus, mis votab
vaartusi hulgal I = (a,b), —oo < a < b < co. Kumera funktsiooni ¢(x), mis on samuti

defineeritud hulgal I, korral kehtib vorratus
¢[E(X)] < Elp(X)].

Kui ¢ on rangelt kumer, kehtib range vorratus, vdilja arvatud juhul, kui X on konstantne
toendosusega 1.

Maérkus. Pidevate jaotuste juhul on Jenseni vorratus kujul

¢</$P(I)dx> < /gb(x)p(x)dx’

kus p(z) on juhusliku suuruse X tihedusfunktsioon.

Jareldus. Kullback-Leibleri informatsioonimoot on mittenegatiione, K L(p||q) > 0.

Toestus. Kasutades teadmist, et funktsioon — In(x) on kumer funktsioon ja et [ ¢(x)dx =
1, saame naidata, et KL-kauguse vadrtus on alati mittenegatiivne. Jenseni vorratuse abil

jareldub, et

KL(pllq) = /p(x) In S(z;dﬂ: = —/p(ﬂf) In ngw >
> —ln/p(x);gidx = —ln/q(m)dm =



Funktsioon — In(z) ei ole mitte ainult kumer, vaid rangelt kumer funktsioon. Seega kehtib
vordus ainult juhul, kui % = 1 (vt lemma 1) ehk kui funktsioonid ¢(z) ja p(x) on vordsed.
See tdhendab, et funktsioonide ¢(z) ja p(z) vordsuse korral on KL-kauguse vaartuseks 0,

muudel juhtudel on selle vaartus nullist suurem.

Kui funktsioonide p(z) ja ¢(x) néol on tegemist juhuslike suuruste tihedusfunktsioonide-
ga, iseloomustab KL-kaugus kahe jaotuse vahelist keskmist erinevust ehk seda, kui hasti
suudab iihest jaotusest péarineva juhusliku suuruse jaotust teine jaotus kirjeldada. Eksitav
on moista seda suurust kui jaotustevahelist ,kaugust®. Nii voib tunduda, et moddame
jaotustevahelist nihet, kuid nii see ei ole. Otsime sobivat jaotust (mudel), mis kirjeldaks

tundmatut jaotust, millest parineb valim, koige paremini.

Néide 1. Uurime Kullback-Leibleri kauguse kéitumist kahe normaaljaotuse N'(uy,0%) ja
N (p12,032) korral. Jaotuste tihedused on vastavalt p(x) ja q(z), kusjuures juhusliku suu-

ruse X tegelikuks jaotuseks on N(uy,0?). Kullback-Leibleri kaugus avaldub jargmiselt:

2
) (i) ()
KL :E<1 _g(1 E _
(pllg) LX) ot Sron’
1 (X —m)? 1 (X — o) )
E(1 _ —1 _
( " 2moq 20—% " V2mog - 20—2

(X — Ml)z) ]

It E( + E<(X — “2)2) BX—p)=en
V2o, 203 203

2

1
n
\V2mos

1 X — 19)?
1n02—1n01—2+E<(N2)) =

203
1 1 22,2
1n0.2_1n0.1_7+72E(X2_2XM2+'M§) E(X ): 107
2 203
09 1 1
lno_j—z 9% 2<01+u1 2uzu1+u§)=
o 1 2
1r12+<—1++<u1 gm)).
01 2 05

[lustreerimaks keskvéartuse ja dispersiooni erinevat moju KL-kauguse vadrtusele, on ta-

belites 2 ja 3 toodud moned naited. Oletame esmalt, et jaotuste keskvairtused on vordsed,

0.2
p1 = pro. Siis KL(pllg) =In 22 — 5 + 7.



Tabel 2 kirjeldab KL-kauguse muutumist, kui sellisel juhul vadrtustame oy vordeliselt

01-ga.
Tabel 2. KL-kaugus kahe normaaljaotuse korral, kus p; = ps
09 ‘ 20'1 ‘ 40'1 ‘ 80’1 ‘ 10000'1
KL(p|lq) ‘ 0.318 ‘ 0.918 ‘ 1.587 ‘ 6.408
Oletame niiid, et 07 = oy = 1. Siis KL(p||lq) = % Vaatleme, kuidas muutub

Kullback-Leibleri kauguse vaartus suurendades jaotuste keskvéirtuste vahet (tabel 3).

Tabel 3. KL-kaugus kahe normaaljaotuse korral, kus 01 = 09 =1

[y — pio ‘2‘4‘8‘ 1000

KL(p||q) \ 2 \ 8 \ 32 \ 500000

Oleme kahe jaotuse vahelise keskmise kauguse modtmiseks defineerinud Kullback-Leibleri
informatsioonimoodu ning uurinud selle omadusi. Kui minimeerime seda suurust, saa-
me leida hinnangud mudeli jaotuse parameetritele nii, et erinevus tegeliku ja oletatava
jaotuse vahel on vahim. Parast hinnangu moiste ja omaduste defineerimist néitame, et
KL-kaugust kahel erineval viisil minimeerides on voimalik jouda kahe erineva parameet-

rite hindamise meetodini.

Hinnangu moiste ja omaduste defineerimiseks on kasutatud allikaid Lepik (2017) ning
Dudewicz ja Mishra (1988). Olgu meil antud jaotus F, mis soltub parameetrist §. Para-
meetrile 6 antud hinnangu 6,, € © all mdtleme hinnangufunktsiooni 6, = én(Xl, ey X))y

kU_SXiNF.

Hinnangute uurimisel huvitab meid néiteks see, milline on hinnangu nihe ehk keskmi-
ne korvalekalle parameetri tegelikust vaartusest. Vaadeldakse veel ka hinnangu keskmist

ruutviga.



Definitsioon 3. Jaotuse F' parameetrile 6 leitud hinnangu 0, keskmiseks ruutveaks ja

nihkeks nimetatakse vastavalt keskvadartusi
E, — 9)2, E6, —0). (2)

Lisaks sellele huvitavad meid hinnangute astimptootilised omadused: kas hinnangute va-
rieeruvus valimimahu kasvades muutub I6pmata vaikeseks ning kas suurte valimimaht-

mahtude korral parameetrile antud hinnangute keskvaartus koondub parameetri tege-
likuks védrtuseks. Teisisonu uurime, kas D(,) "= 0 ja E(f, — 0) "% 0 (hinnang on
nihketa). Need tingimused on hinnangu mojususe alternatiivsed esitused.

Definitsioon 4. Oeldakse, et tegelikule parameetrile 0 leitud hinnang 0, on mojus, kui

Ve > 0 korral
P(\én 0> e) "0, Vo eo.

Kui hinnangu 0, keskmine ruutviga E(én — #)* liheneb valimimahu kasvades nullile,

jareldub sellest hinnangu mojusus,

E(Qn—Q)QTH—°>°0:>P<|§n—6’] >e> o, (3)

1.2 Suurima toepidra meetod
Kéesoleva alapeatiiki tuletuskaik pohineb artiklil Ranneby (1984), kui ei ole margitud

teisiti.

Olgu x1, ..., x, valim juhuslikust suurusest X, mille tihedus on g(z). Olgu tihedusfunkt-
sioonid { fy(z); 0 € O}, kus © C RF sellised, mis meie arvates voiksid kirjeldada juhusliku

suuruse X jaotust.

Definitsioon 5. Pideva juhusliku suuruse X, mille jaotust kirjeldab tihedusfunktsioon

fo(z), toepdarafunktsiooniks nimetatakse avaldist

£(6) = [ ole

ning logaritmiliseks toepdarafunktsiooniks avaldist

1(0)=InL(#) = iln fo(z;).
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Parameetri vidrtust 0,, mille korral 1(0) saavutab maksimumi, nimetatakse suurima

téepdra (maximum likelihood) hinnanguks.

KL-kaugus avaldub jargmiselt

KL(gllfs) = [ gx)mg@)dz — [ g(@)In fo(@)dz = B(1ng(X)) = B(In fo(X)).

Kuna keskvaartust saab hinnata valimi keskmise abil, saame kirjutada, et

1 n
L(gllfs) » Zlng i —ﬁzlnfo ;). (4)
Nagu varasemalt selgitasime, on mudeli parameetrite leidmiseks loomulik minimeerida
KL-kaugus. See on aga samavéarne avaldises (4)) oleva liikme % ?  In fy(x;) maksimeeri-
misega, mis omakorda on ekvivalentne logaritmilise toepéarafunktsiooni maksimeerimisega.

Seega, et

;iln folwi) = ilnL(@),

olemegi joudnud KL-kauguse ldhendamisel suurima toepéra meetodini.

Niide 2. Suurima toepara meetod toé6tab hésti, kui toeparafunktsiooni (voi logaritmilise
toeparafunktsiooni) iga liige on tilalt tokestatud. Néiteks normaaljaotuste segu korral voib
parameetrite hindamine olla problemaatiline, sest toeparafunktsioon on ilalt tokestamata.
Jargnevas néites, milles on toetutud allikale Bishop (2006), nditame kahekomponendilise
normaaljaotuste segu korral, et toeparafunktsioon on tokestamata. Kahe normaaljaotuse

segu tihedus avaldub kujul

folw) = X f(xipn, 07) + (1= A) f(x3 o, 03),

kus f on normaaljaotuse tihedus, 8 = (A, p1, f12, 01, 02) ja 0 < A < 1 madrab komponentide
kaalu.

Toeparafunktsioon on seega kujul

1 7(%—#1)2 7(%—#2)2

o =11 | w4 (1-A
) g \/27r016 ' ( )\/27T(72€ ’

Uurime, mis juhtub, kui kahekomponendilise normaaljaotuste segu korral iiks valimi
vaartustest langeb kokku esimese komponendi keskvéartusega. Oletame tildisust kitsen-

damata, et puy = ;.
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Siis toeparafunktsioon, kus juhime tédhelepanu esimesele liikmele, on kujul

L(6) [ L (- ”1;,3”2)2]
V2mo; V2Toy

n 1 (%—@)2 (z;—p2)?

A—e 1 +(1-X e 272 }
1_2{ V2moy ( ) 0P

Vaatleme olukorda, kus o
toeparafunktsiooni tokestamatu kasvamise. Teised parameetrit o sisaldavad liikmed on

(zi— .ufl)

16plikud, sest kui o7 — 0, siis —/e S22 50,i=2,...,n korral.

Olgu mainitud, et normaaljaotuse N (i, o?) korral sellist probleemi ei teki. Siis avaldub

normaaljaotuse toeparafunktsioon kujul

H

m u>2

27TO'
Kui oletame, et u = xq, siis saame toeparafunktsiooni kujule

1 1 C(my-w? 1 (@i —p)? 1 (12 m? n (xz u)

e 202 e 22 = H

" Vro V2no s V2mo 27‘(‘0‘2

L(9)

27?0

Néeme, et vaadeldavas protsessis ei kasva iikski liige tokestamatult: kui o — 0, siis

(wo—m)? (z—m)? . . . . . .
= L /e 22 — 0ja ~/e 22 = 0,1 =3,..,n korral. Selleparast ei esine suurima toepéra

meetodiga normaaljaotuse N (i, 0?) parameetrite hindamisel probleeme.

Kui toeparafunktsioon on tokestamata, ei leidu funktsioonil globaalset maksimumi. See-
ga ei leidu ka globaalse maksimumi kaudu defineeritud hinnanguid ja meetod ei toota.
Moénikord defineeritakse suurima toepara hinnangud toepérafunktsiooni tuletise kaudu,
mis vordsustatakse nulliga (Cheng ja Amin, 1983). See voimaldab lahenditena vaadelda

ka lokaalseid maksimume. Teine voimalus on hinnangud leida mone muu meetodi abil.

Nagu 6eldud, on Kullback-Leibleri kaugust voimalik lahendada veel teiselgi viisil. Vaat-

leme jargmiseks lahendust, mis annab tulemuseks suurimate vahemike meetodi.
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1.3 Suurimate vahemike meetod

Jérgnevas alapeatiikis on toetutud artiklitele Ranneby (1984) ning Cheng ja Amin (1983).

Vaatleme pidevat juhuslikku suurust X, mis votab vaartusi hulgal I = (a,b), —co <
a < b < 0. Olgu selle juhusliku suuruse tihedus g(z) ja jaotusfunktsioon G(x). Vaat-
leme lisaks ka tihedusfunktsioone {fp(x);0 € O} vastavate jaotusfunktsioonidega Fy(z).
Sarnaselt eelmise meetodi tuletuskéiigus kasutatud téhistustele, olgu Fy(z) jaotuste klass,
mille arvame sobivat kirjeldama juhusliku suuruse X tegelikku jaotusfunktsiooni, milleks,

nagu éeldud, on G(x).

Jéarjestades juhusliku suuruse X realisatsioonid xq, ..., x, ning lisades valimi otspunkti-

desse vaartused a ja b, saame
a=x0) <21 <. <Tp) <Trt1) = b.

Definitsioon 6. Olgu vaatluse all eeltoodud jirjestatud valim lisatud otspunktidega. Jéirjestikustele

valimi vddrtustele vastavate jaotusfunktsiooni vddrtuste vahesid nimetatakse vahemikeks,

Dj(xj, xj-1) = Fylz)) — Folz-y) = / U fow)dw,  j=1,..,n+1.
j—1

Zj—

Vahemike funktsioon S(0) on defineeritud jargmiselt,

n+1 1 n+1
0) = InD;, = —— In(F ) — F . '
S( ) n+1 J;l ni; ntl ng n ( g(l‘(J)) 9(1’(] 1))>

Madrkus. Véirtuste ) = a ja T(,41) = b korral
F(il?(o)) =0 ja F(m(n+1)) =1.

Uurime, kuidas nimetatud jaotuste vahelise KL.-kauguse minimeerimise kaudu jouda suu-

rimate vahemike hinnanguteni. Selleks tuletame meelde iihe abitulemuse.

Lemma 1. Lagrange’i keskvddrtusteoreem. Pideva funktsiooni f : [a,b] — R korral,
mis vahemikus (a,b) on diferentseeruv, leidub selline ¢ € (a,b), et

fb) ~ f(a)

flo=55—
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Jargnevalt, kasutades Lagrange’i kesvaartusteoreemi ning teadmist, et tihedus on jaotus-
funktsiooni tuletis, saame leida vaartused (), Z¢) € (x(;-1),2@)), J = 1,...,n + 1, nii
et

Fy(z5)) — Folwony) = fo(T) - (vG) — 2(-1))5

Teame, et suuruse saab vilja kirjutada jargmiselt:

. i In g () — iéln folz) = iilﬂ 2((1;))

ni4 i

ning et see koondub suuruseks K L(g||fy)-
Kasutades Lagrange’i keskvaéartusteoreemi abil saadud avaldisi , on intuitiivselt selge,

et ka avaldis
n+1 )
Z In x G(a:(J 1)) (6)
TL+1 F9 l’( )) F@( (] 1))

koondub suuruseks K L(g||fo).

Niiiid, nagu ka eespool, muutmaks tegeliku ja eeldatava jaotuse vahelist erinevust vahimaks,
minimeerime KL-kauguse. Nii leiame sellised hinnangud tundmatu jaotuse parameetrite-
le, et vahe tegeliku jaotusega on minimaalne. Avaldise (@ minimeerimine on ekvivalentne

avaldise
n+1

1
n+ 1 ]2 In (FQ(ZL‘U)) — Fg(:t(jl))>

maksimeerimisega. See ongi aga vahemike funktsioon S(0).

Definitsioon 7. Parameetri vidrtust 0,,, mille korral S (0) saavutab maksimumi, nime-

tatakse suurimate vahemike (mazximum spacing) hinnanguks.

On oluline tdahele panna, et funktsioon S(6) on iilevalt tokestatud. Naitame, et selleks

tokkeks on suurus —In(n + 1).
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Esiteks on vahemike summa alati 1,

n+1 n+1

ZD—Z/

(- 1)

z)dr = /%) fo(z)dx + " fo(z)dx + ...
T(0)

Z(1)
Z(n41) Maééaratud integraali aditiivsus
o(x)dx =
T

(n)
T(n+1)

- / fo(x)dr = F(zmin) — Flz@) = 1.
Z(0)

Teiseks teame, et geomeetriline keskmine on alati vaiksem voi vordne aritmeetilisest kesk-

misest, ehk

(f0)" = 1 5
< B
n+1:3 !

Logaritmides eelneva avaldise molemaid pooli, saamegi tokke vahemiku funktsioonile,

1 n+1 n+1 1
ZlnDj<ln( ZD) no.

n—+1

Naiide 3. Uurime suurima toepéara ja suurimate vahemike hinnangute erinevust tihtlase
jaotuse korral. Olgu X tihtlase jaotusega juhuslik suurus, X ~ U(a,b) ning olgu 1, xa, ..., T,
selle juhusliku suuruse juba jarjestatud realisatsioonid. Uhtlase jaotusega juhusliku suu-

ruse tihedusfunktsioon on

=z €la,b

fay=1""

0, mujal.

Viimasest saame ka logaritmilise toepéarafunktsiooni,

Zlnf:p, =n- ln(b

Selleks, et leida suurima toepédra hinnangud otsitavatele parameetritele a ja b, on va-

) =-—n-In(b—a).

a

ja maksimeerida toeparafunktsioon. Funktsioon —In(x) on rangelt monotoonselt kaha-
nev funktsioon, millest jareldub see, et funktsiooni viartus saavutab maksimumi mini-
maalse argumendi véartuse korral. Jarelikult peab argument b — a olema minimaalne,
et toeparafunktsiooni vaartus saaks olla maksimaalne, arvestades ka seda, et koik valimi

vaartused peavad mahtuma otspunktide vahelise vahemiku sisse. Kokkuvotlikult jareldub
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viimasest arutelust, et suurima toepara hinnanguteks on a = z; ja b=z, Jargmiseks
leiame suurimate vahemike hinnangud ning defineerime selleks suurimate vahemike funkt-
siooni tihtlase jaotuse jaoks,

1

> In (Fa,b(a:j) — Fa,b(xj_l)) =

n+1 =

S(a,b) =

n+1 1 n+1 T T

1/ wp(@)de = —— Tty
n—i—lzn Joo(w)de —i—lj:ln b—a

Lisades valimi jarjestatud vaartuste vorratusahela otsadesse otsitavad parameetrid, saame
a < x; < To... < x, <b. Niiid saame vélja kirjutada suurimate vahemike funktsiooni, mis
sisaldab ka otsitavaid parameetreid. Paneme selle kirja tuues eraldi vélja parameetreid

sisaldavad litkmed,

n+1
S(a, 721n —zj_1) —In(b—a) =
1
n+1[ln T1—a) Zln i —xj—1) +In(b—z,) — (n+1)In(b—a)|.

Jérgmiseks saame votta suurimate vahemike funktsioonist osatuletised otsitavate para-

meetrite jargi, (a b ; ja 85((92’1’) ning vordsustada nulliga. Tulemuseks on vorrandisiisteem:

1 1 _
(n+1)(z1—a) + (b—a) 0

1 1 _
(n+1)(b—zn) o (b—a) 0’

mille lahendamisel avalduvad hinnangud a ja b jarmiselt

. nTr— T, - NI, — I
a=—-— b

(n—1)" T -1

Suurima toepéra ja suurimate vahemike hinnangud muutuvad valimi kasvades iiha ldhedasemaks,

sest
. ~ . nIq Tn R
lim a = lim — =1 = a,
. 7 . nx X1 ~
lim b = lim L =z, =0".
n—0o00 n—oo \n — | n—1
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2 Simulatsiooniniaited kahe meetodi vordlemiseks

Jargnevas illustreerime t06 esimeses osas vaadeldud pidevate jaotuste parameetrite hinda-
mise meetodite erinevusi simulatsiooninéidete abil. Néitejaotuseks on kolmeparameetriline

Weibulli jaotus. Weibulli jaotuse tihedusfunktsioon ja jaotusfunktsioon on vastavalt kujul

i =250

8
A5 , W(z)zl—e_(ac;a) . x> a,

kus a € R on asukohaparameeter (location parameter), f > 0 on kujuparameeter (shape

parameter) ja v > 0 on skaalaparameeter (scale parameter).

Joonisel 1 on kujutatud Weibulli jaotuse tihedusfunktsioonid erinevate parameetri kom-

binatsioonide korral. Kujutatud on need tihedused, mida kasutatakse allolevates simulat-
siooninéidetes.

0=0.25, B=1.3, y=0.2
\ =3, =0.5,=2
|
‘ | a=1, B=3, y=2
|
‘ |
|
|
|
|

Joonis 1. Weibulli jaotuse kuju parameetrite erinevate vaartuste korral

Naiide 4. Eksponentjaotus on Weibulli jaotuse erijuht, kus « =0, § =1 ja v = % Sel
juhul on tihedus kujul

fw(x) = Ae ™.
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2.1 Toeparafunktsiooni ja vahemike funktsiooni kditumine

Jérgnevas alapeatiikis on néidete aines voetud artiklist Cheng ja Amin (1983).

Teooriast on teada, et lisaks normaaljaotuste segu juhule, kus suurima téepéra hinnangud
ei ole mojusad, ei toota suurima toepara meetod alati ka kolmeparameetrilise Weibul-
li jaotuse korral. Toepéarafunktsioon on kujuparameetri 5 < 1 korral tlalt tokestamata
ning suurima toepara meetodil saadud hinnangud ei ole méjusad (Cheng ja Amin, 1983).
Siis on jaotus J-kujuline ning téendosusmass koondub asukohaparameetri o ehk jaotu-
se algpunkti ldhedusse (joonis 1). Samal ajal aga suurimate vahemike meetodil saadud
hinnangud on moéjusad. Naidetena vaadeldakse olukordi, kus suurima toepédra meetodil

hinnangute leidmine on tihel juhul raskendatud (néide 5) ja teisel juhul véimatu (néide 6).

Olgu meil antud valim, mis péarineb kolmeparameetrilisest Weibulli jaotusest. Soovime
hinnata selle jaotuse parameetreid kasutades suurima toepéra ja suurimate vahemike mee-
todit. Kuna soovime lisaks hinnangute leidmisele uurida ka toepéra ja vahemike funktsioo-
ni kaitumist, leiame parameetrite hinnangud kahel viisil — statistikatarkvara R paketiga

Lmomco* ja voremeetodil (grid search).

Voremeetod tdhendab seda, et valime esmalt sobiva vahemiku parameetri « jaoks. Fik-
seerime jarjest vaartusi selles vahemikus ja leiame iga kord teiste parameetrite 8 ja -y
vadrtuste paari, mis maksimeerib vaatluse all oleva funktsiooni. Osaliselt maksimeeritud
funktsioone tahistame vastavalt I*(a) = l(a, B(a), ’Ay(a)) ja S*(a) = S(a, B(a), ’y(a)). Nii
saame lisaks hinnangute leidmisele joonisel kujutada maksimeeritud funktsiooni vaartused
iga vaadeldud « korral ning seega niha, kas funktsioonidel leidub globaalne (v6i lokaalne)

maksimum.

Nagu 6eldud, on hinnangute leidmiseks kasutatud ka statistikatarkvara R paketti ,Jmomco®,
mis on iiks vahestest, mis voimaldab arvutada suurima toepéra ja suurimate vahemike
hinnanguid 3-parameetrilise Weibulli jaotuse parameetritele. Alglédhenditena on kasuta-
tud paketi poolt vaikimisi seadistatud meetodil leitud véartusi. Taispikk kood, mille abil

on loodud ka ka allolevad joonised, on vastavalt ara toodud lisas 1 ja 2.
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Niide 5. Vaatleme juhtu, kus 8 > 1 (joonis 2). Andmed on simuleeritud Weibulli jaotu-

sest parameetritega a = 0.25, § = 1.3 ja v = 0.2. Valimi suuruseks on 30.

32.8
-3.8
0.2478,-3.7763
32.7 0.2547,32.6537 39
= 5
= %
-4.0
32.6
0.2540 0.2545 0.2550 0.2555 0.240 0.245 0.250 0.255
a [0

Joonis 2. Maksimeeritud téepéara ja vahemike hinnangufunktsioonid naites 5

Jooniselt 2 on niha, et funktsioon [*(a) saavutab lokaalse maksimumi & = 0.2547 korral.
Kui parameetri o véédrtus hakkab lahenema valimi vahimale vadrtusele (0.25552), hakkab
toeparafunktsioon tokestamatult kasvama. Vahemike funktsioon S*(a) on tokestatud ja
saavutab & = 0.2478 korral globaalse maksimumi. Asukohaparameetri hinnangud koos
vastavate funktsiooni véédrtustega on joonisel méargitud punase punktiga (lisaks toodud

punkti koordinaadid).

Seda juhtu nimetame suurima toepéara meetodil hinnangute raskendatud leidmiseks, sest
selles t60s on suurima toepéra hinnang defineeritud toepara funktsiooni globaalse maksi-
mumi kaudu (peatiikk 1.2). Nagu selles peatiikis mainitud, voib ménel juhul hinnangut de-
fineerida ka funktsiooni lokaalse maksimumi kaudu. Naeme, et & = 0.2547 ja & = 0.2478,
seega voime seda lokaalse maksimumi kaudu saadud hinnangut praegusel juhul arvesse

votta.
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Pakett ,lmomco“ andis parameetritele jargnevad hinnangud:

1. suurima toepéara meedodil & = 0.2548, B = 1.1192 ja 4 = 0.1299,

2. suurimate vahemike meetodil & = 0.2475, f = 1.1720 ja 5 = 0.1453.
Voremeetodiga saadud hinnangud olid:

1. suurima toepéra meetodil: & = 0.2547,3 = 1.1286 ja 4 = 0.1298,

2. suurimate vahemike meetodil: & = 0.2478, 3 = 1.1694 ja 7 = 0.1431.

Niide 6. Teiseks vaatleme juhtu, kus 5 < 1 (joonis 3). Valimi suuruseks on jalle 30
ning andmed on simuleeritud Weibulli jaotusest parameetritega o = 3, 8 = 0.5 ja v = 2.

Valimi vahimaks vaartuseks on 3.00017.

-24

2.99998,-3.7779

-3.78

-3.79
-26

-3.80

*(a)
S*(a)

-28
-3.81

-3.82

-30

2.997 2.998 2.999 3.000 2.997 2.998 2.999 3.000

Joonis 3. Maksimeeritud toepéara ja vahemike hinnangufunktsioonid néites 6

Jooniselt 3 on nadha maksimeeritud toepéarafunktsiooni [*(a) tokestamatu kasvamine, sa-
mal ajal kui suurimate vahemike funktsioon S*(«) saavutab & = 2.99998 korral globaalse

maksimumi.

Voremeetodiga leitud suurimate vahemike hinnangud olid: & = 2.99998, 5 = 0.4265 ja
4 = 0.7857. Asukohaparameetri hinnangu & véartus ja sellele vastav suurimate vahemike
funktsiooni vaartus on joonisel méargitud punase punktiga (lisaks toodud punkti koordi-

naadid). Suurima toepara meetod ei t60ta ja seega ei saa selle meetodiga parameetrite hin-
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nanguid leida. Pakett lmomco* véljastas mittekoondumisele viitava veateate. Suurimate

vahemike meetodil olid ,Jmomco® hinnanguteks: & = 2.99997, 3 = 0.4357 jay =0.8131.

2.2 Suurima toepéra ja suurimate vahemike meetodil saadud

parameetrite hinnangute vordlus

Jargnevas alapeatiikis illustreerime suurima toepéra ja suurimate vahemike hinnangute
omadusi juhul, kui molemad meetodid t66tavad ja on teada, et hinnangute astimptootiline

jaotus on sama. See kehtib juhul, kui 8 > 2 (Teoreem 1 ja 2 allikast Cheng ja Amin, 1983).

Naide 7. Genereeriti erinevate suurustega valimeid Weibulli jaotusest parameetritega
a =1, 8 =3 ja~y = 2. Vaadeldud valimimahtudeks olid n = 50, n = 100 ja n = 1000.
Iga kord simuleeriti 1000 vastava suurusega valimit ning iga valimi pohjal leiti hinnangud
kolmele parameetrile paketiga ,lmomco*. Simuleerimiseks kasutatud kood on ara toodud

lisas 3.

Definitsioon 8. Olgu n valimimaht, m vaadeldud valimite arv ja 6 hinnatav parameeter.

Hinnangu 6, ruutkeskmist viga ja nihet (@ saab hinnata vastavalt

~ | LR
MSE(0,) = — (6 - 6)*,

i=1

kus é,(f) on t-nda valimi pohjal leitud hinnang.

Néeme (tabel 4), et mélema meetodi korral hinnangute ruutkeskmine viga ja nihe muu-
tuvad valimi kasvades jérjest viiksemaks. See tihtib teadmisega, et kui vaatluse all on
Weibulli kolmeparameetriline jaotus, kus § > 2, ja valimimaht on suur, koonduvad suu-
rima toepara ja suurimate vahemike hinnangute ruutkeskmine viga ja nihe nulliks, ehk
vastavalt

MSE(0,) =% 0, B(6,) =% 0.

See tahendab seda, et tegemist on mojusate hinnangutega (3)).
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Tabel 4. Kokkuvote hinnangute omadustest erinevate valimimahtude korral

Suurima toepéara meetod | Suurimate vahemike meetod
n MSE(&,) B(ay) MSE(a,) B(ay)
50 1.2115 —0.0404 1.9103 —0.3191
100 0.1033 0.0183 0.1672 —0.1331
1000  0.0058 0.0080 0.0067 —0.0247
n MSEB.) B(5) MSE(B,)  B(B)
50 4.7608 0.1893 6.4253 0.4657
100 0.4536 0.0271 0.5768 0.1686
1000 0.0254 —0.0063 0.0276 0.0334
n MSE(m) B(in) MSE(%)  B(9n)
50 1.2645 0.0293 1.9860 0.3309
100 0.1231 —0.0249 0.1767 0.1364
1000 0.0074 —0.0100 0.0083 0.0255

Lisaks sellele saame téhele panna, et asukohaparameetri v hinnangu nihke hinnang on
suurima vahemike meetodil alati negatiivne, B(&,) < 0. Seda négime ka joonistelt 2 ja 3,

kus suurimate vahemike meetod hindas parameetri vaartust tegelikust vaiksemaks.

Tabelist 4 jaavad silma suured ruutkeskmiste vigade hinnangud valimimahu n = 50 kor-
ral. Uurides neid juhte ldhemalt, selgub, et teatud valimite korral on saadud hinnangud
viga kaugel parameetri tegelikust vaartusest. Néaiteks iithe konkreetse valimi korral olid

,momco® hinnanguteks
1. suurima tdepira meedodil & = 6.46, 3 = 18.29 ja 4 = 9.65,

2. suurimate vahemike meetodil & = 19.47, 3 = 41.18 ja v = 22.68.

Vaadeldes sama valimi histogrammi, on néha, et see ei jargi uuritava jaotuse tihedust.
Viikese valimimahu probleemiks ongi monikord vaga ebatdendolise valimi realiseerumine
ning seega, kui valimi jaotus ei sarnane tegelikule jaotusele, on ka parameetrite hinnangud

tegelikest parameetritest vaga erinevad.
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Suurte valimimahtude korral, kus 8 > 2, on suurima toepéra ja suurimate vahemike hin-
nangud Weibulli jaotuse parameetritele normaaljaotusega ning hinnangute keskvéartus
koondub parameetri 6igeks vadrtuseks. Saadud hinnangute histogrammid valimimahu

n = 1000 korral on toodud joonisel 4.

% 904 I 0 904 il
g -]
® 60 D 60-
% (@)]
" 5= Al
01— , , . : 0
08 09 10 11 1.2 07 08 09 1.0 1.1 1.2
N -
Q a
150 - _ _
2 ool 9 100- ]
© ©
(D] ()]
g 50 - % 50 A
N n
O-I T T T ' 0-
2.50 2.75 3.00 3.25 3.50 250 2.75 3.00 3.25 3.50
N -
B B
100 - 1 - 100+ 0
92 75 ] @ 75-
© o
g_) 50 - O 50+
< <
N 251 N 25-
O- T T T T T T 0-
1.8 1.9 20 2.1 22 23 18 20 29
n -
Y Y

Joonis 4. Suurima téepéra ja suurimate vahemike meetodil leitud parameetrite hinnangute

jaotus n=1000 korral néites 7
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Kokkuvote

Kaéesoleva bakalaureusetod eesmark oli kahe pidevate jaotuste parameetrite hindamise
meetodi uurimine. Vaadeldavateks meetoditeks olid suurima toepéra ja suurimate vahe-
mike meetod. Molemad meetodid tuletati Kullback-Leibleri informatsioonimoodu abil,
mis seisneb kahe funktsiooni — juhusliku suuruse tegeliku jaotusfunktsiooni ja valimi abil

hinnatud jaotuse — keskmise kauguse minimeerimises.

Lisaks meetodite tuletuskéigule uuriti juhte, kus suurima toepéra meetod ei to6ota. Selgus,
et see juhtub siis, kui téeparafunktsioon on iilalt tokestamata. See probleem esineb néaiteks
normaaljaotuste segu ja kolmeparameetrilise Weibulli jaotuse korral, kus kujuparameeter
£ < 1. Weibulli jaotuse korral, kus kujuparameeter 5 > 1, ei pruugi globaalse maksimumi
kaudu defineeritud suurima toepéara hinnangud leiduda, sest toepéarafunktsioon voib saa-
vutada vaid lokaalseid maksimume. Suurimate vahemike funktsioon aga saavutab alati

globaalse maksimumi, sest on iilevalt tokestatud.

Meetodite eriparade korval vaadeldi ka nende iihiseid omadusi. Néiteks iihtlase jaotu-
se korral on suurima toepéra ja suurimate vahemike hinnangud suurte valimite korral
sarnased. Ka Weibulli jaotuse korral, kus § > 2, kdituvad hinnangud sarnaselt: suurte va-
limimahtude korral on molema meetodi hinnangud normaaljaotusega, mille keskvaartus

koondub parameetri tegelikuks vadrtuseks.
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Lisad

Lisa 1. Kood simulatsioonindite 5 jaoks

library("lmomco")
library("ggplot2")

# Jaotus- ja tihedusfunktsioon:

weibull_distribution<-function(x,alfa,beeta,gamma){
1-exp(-1*(((x-alfa)/gamma)* *beeta))

}

weibull_density<-function(x,alfa,beeta,gamma){
beeta*(gamma™*(-beeta))*((x-alfa)**(beeta-1)) *exp(-1*((x-alfa)/(gamma))* *beeta)

}

options(scipen=999999)
set.seed(1230)
x<-rweibull(30,1.3,0.2)+0.25
x<-sort(x)

X

# Hinnangud paketiga "Imomco"
mle2par(x,type="wei" silent=FALSE)SoptimSvalue
mle2par(x,type="wei")Spara
mps2par(x,type="wei",silent=FALSE)SoptimSvalue
mps2par(x,type="wei")Spara

# Parameetrite muutumisvahemikud

# asukohaparameeter
alfa<-seq(0.254,0.255,length.out=300)
alfa<-append(alfa,seq(0.2551,0.2555225,length.out=700))
# kujuparameeter

beeta<-seq(0.7,1.7,length.out=50)

beeta

# sklaalaparameeter
gamma<-seq(0.01,0.336,length.out=50)

gamma

####H SUURIMA TOEPARA HINNANGUD VOREMEETODIL

f_max_lik<-function(x,a,b,c){
sum(log(weibull_density(x,a,b,c)))

}
M_MAX_LIK <- matrix(data = c(1,2,3,4), nrow = 1, ncol = 4)

for (k in 1:length(alfa)){
m_max_lik <- matrix(data = c(1,2,3,4), nrow = 1, ncol = 4)
valim<-x
for (i in 1:length(beeta)){
for (j in 1:length(gamma)){
max_lik<-f_max_lik(valim,alfa[k],beetali],gammalj])
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m_max_lik <- rbind(m_max_lik, c(alfa[k],beetali],gammalj],max_lik))
}
}
m_max_lik<-m_max_lik[-1,]
I<-which(m_max_lik[,4]==max(m_max_lik[,4],na.rm=T))
M_MAX_LIK <-rbind(M_MAX_LIK, c(m_max_lik[l,1],m_max_lik[l,2],m_max_lik[l,3],m_max_lik[l,4]))

}
M_MAX_LIK<-M_MAX_LIK[-1,]

# maksimumi saavutamise iteratsioonisamm
which(M_MAX_LIK[,4]==max(M_MAX_LIK[,4])) # kdige viimane

# lokaalse maksimumi iteratsioonisamm
which((M_MAX_LIK[,4]==max(M_MAX_LIK[,4][1:926])))

# sellise alfa korral
a<-M_MAX_LIK[,1][which((M_MAX_LIK[,4]==max(M_MAX_LIK[,4][1:926])))]
a

# beeta
b<-M_MAX_LIK[,2][which((M_MAX_LIK[,4]==max(M_MAX_LIK[,4][1:926])))]
b

# gamma
g<-M_MAX_LIK[,3][which((M_MAX_LIK[,4]==max(M_MAX_LIK[,4][1:926])))]
g

# tOepdra vaartus
t<-M_MAX_LIK[,4][which((M_MAX_LIK[,4]==max(M_MAX_LIK[,4][1:926])))]
t

data<-data.frame(M_MAX_LIK[,1],M_MAX_LIK[,4])

ggplot(data=data, aes(x=M_MAX_LIK[,1], y=M_MAX_LIK[,4])) +
geom_line() +
xlab(expression(alpha)) +ylab((expression(paste("1*(",alpha,")"))))+
theme(panel.grid.major = element_blank(), panel.grid.minor = element_blank(),
panel.background = element_blank(),
axis.line = element_line(colour = "black")) +
geom_point(aes(x=a,y=t), color="red") +
geom_label(aes(a,t+0.05),label=paste(round(a,4),round(t,4),sep=","))

#itHH# SUURIMATE VAHEMIKE HINNANGUD VOREMEETODIL

alfa<-seq(0.24,0.2555225,length.out=1000)
n<-length(x)
x<-c(NA,x,NA)

f_max_sp<-function(x,a,b,c){
s<-c(NA)
for(i in 1:(length(x)-1)){
if(i==1){
p<-0
o<-weibull_distribution(x[i+1],a,b,c)
g<-(o-p)
r<-log(q)
s<-append(s,r)
}
else if (i==(length(x)-1)){
p<-weibull_distribution(x[i],a,b,c)
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o<-1
q<-(o-p)
r<-log(q)
s<-append(s,r)

}

else{
o<-weibull_distribution(x[i+1],a,b,c)
p<-weibull_distribution(x[i],a,b,c)
q<-(o-p)
r<-log(q)
s<-append(s,r)

1

}
sum(s[-1])/(n+1)}

M_MAX_SP <- matrix(data = c(1,2,3,4), nrow = 1, ncol = 4)

for (k in 1:length(alfa)){
m_max_sp<-matrix(data=c(1,2,3,4), nrow=1, ncol=4)
valim<-x
for (iin 1:length(beeta)){
for (j in 1:length(gamma)){
max_sp<-f_max_sp(valim,alfa[k],beetali],gammalj])
m_max_sp <- rbind(m_max_sp, c(alfa[k],beetali],gammalj],max_sp))
}
}
m_max_sp<-m_max_sp|[-1,]
k<-which(m_max_sp[,4]==max(m_max_sp[,4],na.rm=T))
M_MAX_SP <-rbind(M_MAX_SP, c(m_max_sp[k,1],m_max_sp[k,2],m_max_sp[k,3],m_max_sp[k,4]))

}
M_MAX_SP<-M_MAX_SP[-1,]

# maksimaalse vaartuse iteratsioonisamm
which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))

# alfa
a<-M_MAX_SP[,1][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]
a

# beeta
b<-M_MAX_SP[,2][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]
b

# gamma
g<-M_MAX_SP[,3][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]
g

# vahemike vaartus
t<-M_MAX_SP[,4][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]

data<-data.frame(M_MAX_SP[,1],M_MAX_SP|[,4])

ggplot(data=data, aes(x=M_MAX_SP[,1], y=M_MAX_SP[,4])) +
geom_line() +
xlab(expression(alpha)) +ylab((expression(paste("S*(",alpha,")")))) +
theme(panel.grid.major = element_blank(), panel.grid.minor = element_blank(),
panel.background = element_blank(),
axis.line = element_line(colour = "black")) +
geom_point(aes(x=a,y=t), color="red") +
geom_label(aes(a,t-0.05),label=paste(round(a,4),round(t,4),sep=","))

28



Lisa 2. Kood simulatsioonindite 6 jaoks

# Funktsioonid defineeritud lisas 1.
set.seed(1230)

x<-rweibull(30,0.5,2)+3
x<-sort(x)
X

# Hinnangud paketiga "Imomco"

mle2par(x,type="wei" silent=FALSE)SoptimSvalue
mle2par(x,type="wei")Spara

mps2par(x,type="wei",silent=FALSE)SoptimSvalue
mps2par(x,type="wei")Spara

# Parameetrite muutumisvahemikud

# asukohaparameeter
alfa<-seq(2.997,3.0001769,by=0.000002)
# kujuparameeter
beeta<-seq(0.1,1.1,length.out=50)

# skaalaparameeter
gamma<-seq(0.5,2.5,length.out=50)

##### SUURIMA TOEPARA HINNANGUD VOREMEETODIL
M_MAX_LIK <- matrix(data = c(1,2,3,4), nrow = 1, ncol = 4)

for (k in 1:length(alfa)){
m_max_lik <- matrix(data = ¢(1,2,3,4), nrow = 1, ncol = 4)
valim<-x
for (iin 1:length(beeta)){
for (j in 1:length(gamma)){
max_lik<-f_max_lik(valim,alfa[k],beetali],gammalj])
m_max_lik <- rbind(m_max_lik, c(alfa[k],beetali],gammalj],max_lik))
}
}
m_max_lik<-m_max_lik[-1,]
I<-which(m_max_lik[,4]==max(m_max_lik[,4],na.rm=T))
M_MAX_LIK <-rbind(M_MAX_LIK, c(m_max_lik[l,1],m_max_lik[l,2],m_max_lik[l,3],m_max_lik[l,4]))

}
M_MAX_LIK<-M_MAX_LIK[-1,]

data<-data.frame(M_MAX_LIK[,1],M_MAX_LIK[,4])

ggplot(data=data, aes(x=M_MAX_LIK[,1], y=M_MAX_LIK[,4])) +
geom_line() +
xlab(expression(alpha)) +ylab((expression(paste("1*(",alpha,")"))))+
theme(panel.grid.major = element_blank(), panel.grid.minor = element_blank(),
panel.background = element_blank(),
axis.line = element_line(colour = "black"))
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#itHH# SUURIMATE VAHEMIKE HINNANGUD VOREMEETODIL

n<-length(x)
x<-c(NA,x,NA)

M_MAX_SP <- matrix(data = c(1,2,3,4), nrow = 1, ncol = 4)

for (k in 1:length(alfa)){
m_max_sp<-matrix(data=c(1,2,3,4), nrow=1, ncol=4)
valim<-x
for (iin 1:length(beeta)){
for (jin 1:length(gamma)){
max_sp<-f_max_sp(valim,alfa[k],beetali],gammalj])
m_max_sp <- rbind(m_max_sp, c(alfa[k],beetali],gammalj],max_sp))
}
}
m_max_sp<-m_max_sp[-1,]
k<-which(m_max_sp[,4]==max(m_max_sp[,4],na.rm=T))
M_MAX_SP <-rbind(M_MAX_SP, c(m_max_sp[k,1],m_max_sp[k,2],m_max_sp[k,3],m_max_sp[k,4]))

}
M_MAX_SP<-M_MAX_SP[-1,]

# funktsiooni maksimaalne vaartus sellise iteratsioonisammu korral
which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))

# alfa
a<-M_MAX_SP[,1][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]
a

# beeta
b<-M_MAX_SP[,2][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]
b

# gamma
g<-M_MAX_SP[,3][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]
g

# funktsiooni vaartus
t<-M_MAX_SP[,4][which(M_MAX_SP[,4]==max(M_MAX_SP[,4]))]

data<-data.frame(M_MAX_SP[,1],M_MAX_SP|[,4])

ggplot(data=data, aes(x=M_MAX_SP[,1], y=M_MAX_SP[,4])) +
geom_line() +
xlab(expression(alpha)) +ylab((expression(paste("S*(",alpha,")")))) +
theme(panel.grid.major = element_blank(), panel.grid.minor = element_blank(),
panel.background = element_blank(),
axis.line = element_line(colour = "black")) +
geom_point(aes(x=a,y=t), color="red") +
geom_label(aes(a-0.001,t-0.001),label=paste(round(a,5),round(t,4),sep=","))
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Lisa 3. Kood simulatsioonindite 7 jaoks

### n=50; n=100; n=1000

library(Imomco)

set.seed(1000)

k <-0; n<-50; m<- 2000

alfa<-1; beeta<-3; gamma<-2

M <- matrix(data = 1:(n+6), nrow = 1, ncol = n+6)

for (iin 1:m){

x<-rweibull(n,beeta,gamma)+alfa

ml_est<-mle2par(x,type="wei")

mps_est<-mps2par(x,type="wei")

if (lis.null(ml_est)){ # kontroll, et mdlema meetodiga saaks hinnanguid leida
k <-k+1
M<-rbind(M, c(x,m|_estSpara[1],ml_estSpara[3],ml|_estSpara[2],

mps_estSpara[1],mps_estSpara[3],mps_estSpara[2]))

}
if (k==1000) break

# Katsetuste arv:
i

M<-M[-1,]

# ML

alfa_ml <-M[,n+1]
beeta_ml <-M[,n+2]
gamma_ml <-M[,n+3]

# ml alfa

hist(alfa_ml)

range(alfa_ml)

# hinnangu nihe (bias)

bias_alfa_ml <-1/length(alfa_ml)*(sum((-1*alfa_ml)-alfa))
bias_alfa_ml

# keskmine ruutviga (mse)

mse_alfa_ml <-1/length(alfa_ml)*sum(((-1*alfa_ml)-alfa)**2)
mse_alfa_ml

# ml beeta

hist(beeta_ml)

range(beeta_ml)

# hinnangu nihe (bias)

bias_beeta_ml <-1/length(beeta_ml)*(sum(beeta_ml-beeta))
bias_beeta_ml

# keskmine ruutviga (mse)

mse_beeta_ml <-1/length(beeta_ml)*sum((beeta_ml-beeta)**2)
mse_beeta_ml
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# ml gamma

hist(gamma_ml)

range(gamma_ml)

# hinnangu nihe (bias)

bias_gamma_ml <-1/length(gamma_ml)*(sum(gamma_ml-gamma))
bias_gamma_ml

# keskmine ruutviga (mse)

mse_gamma_ml <-1/length(gamma_ml)*sum((gamma_ml-gamma)**2)
mse_gamma_ml

# MPS

alfa_mps <-M[,n+4]
beeta_mps <-M[,n+5]
gamma_mps <-M[,n+6]

# mps alfa

hist(alfa_mps)

range(alfa_mps)

# hinnangu nihe (bias)

bias_alfa_mps <-1/length(alfa_mps)*(sum((-1*alfa_mps)-alfa))
bias_alfa_mps

# keskmine ruutviga (mse)

mse_alfa_mps <-1/length(alfa_mps)*sum(((-1*alfa_mps)-alfa)**2)
mse_alfa_mps

# mps beeta

hist(beeta_mps)

range(beeta_mps)

# hinnangu nihe (bias)

bias_beeta_mps <-1/length(beeta_mps)*(sum(beeta_mps-beeta))
bias_beeta_mps

# keskmine ruutviga (mse)

mse_beeta_mps <-1/length(beeta_mps)*sum((beeta_mps-beeta)**2)
mse_beeta_mps

# mps gamma

hist(gamma_mps)

range(gamma_mps)

# hinnangu nihe (bias)

bias_gamma_mps <-1/length(gamma_mps)*(sum(gamma_mps-gamma))
bias_gamma_mps

# keskmine ruutviga (mse)

mse_gamma_mps <-1/length(gamma_mps)*sum((gamma_mps-gamma)**2)
mse_gamma_mps

32



Lihtlitsents 16put66 reprodutseerimiseks ja 16putoo iildsusele kidttesaadavaks

tegemiseks

Mina, Liis Simmul,

1. annan Tartu Ulikoolile tasuta loa (lihtlitsentsi) minu loodud teose

,Pidevate jaotuste parameetrite hindamisest suurima téepéra ja

suurimate vahemike meetodil*,

mille juhendaja on Kristi Kuljus,
reprodutseerimiseks eesmérgiga seda sailitada, sealhulgas lisada digitaalarhiivi DSpace

kuni autoridiguse kehtivuse 16ppemiseni.

2. Annan Tartu Ulikoolile loa teha punktis 1 nimetatud teos iildsusele kéttesaadavaks
Tartu Ulikooli veebikeskkonna, sealhulgas digitaalarhiivi DSpace kaudu Creative
Commonsi litsentsiga CC BY NC ND 3.0, mis lubab autorile viidates teost reprodut-
seerida, levitada ja iildsusele suunata ning keelab luua tuletatud teost ja kasutada

teost drieesmérgil, kuni autoridiguse kehtivuse loppemiseni.
3. Olen teadlik, et punktides 1 ja 2 nimetatud oigused jadvad alles ka autorile.

4. Kinnitan, et lihtlitsentsi andmisega ei riku ma teiste isikute intellektuaalomandi ega

isikuandmete kaitse digusaktidest tulenevaid Gigusi.

Liis Simmul

08.05.2019



	Sissejuhatus
	Pidevate jaotuste parameetrite hindamine
	Kullback-Leibleri informatsioonimõõt
	Suurima tõepära meetod
	Suurimate vahemike meetod

	Simulatsiooninäited kahe meetodi võrdlemiseks
	Tõepärafunktsiooni ja vahemike funktsiooni käitumine
	Suurima tõepära ja suurimate vahemike meetodil saadud  parameetrite hinnangute võrdlus

	Kokkuvõte
	Kasutatud kirjandus
	Lisad
	Lisa 1
	Lisa 2
	Lisa 3



