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Tekstikaeve rakendamine isiksusetestidel personali virbamise eesmérgil

Liihikokkuvote:

Kiesolevas t60s rakendatakse tekstikaeve meetodeid ettevdttes Psience OU vilja todtatud
isiksusetesti avatud vastuste ehk enesekohaste tekstide analiilisimiseks. T66 eesmérgiks on
analiiiisida tekste personali virbamise kontekstis, kasutades tdendosusliku teemade model-
leerimise algoritmi Dirichlet’ peitlahutust (LDA), ja vorrelda tekstianaliilisi tulemusi testi
numbriliste skooridega. Teemade modelleerimise tulemusel leiti kolm teemat, mille abil oli
voimalik vastajaid nende sOnakasutuse alusel kirjeldada. Samuti leiti vordleva analiiiisi poh-
jal, et teemade modelleerimise edasiarendatud versioon voiks ettevottel tulevikus aidata

muuta tekstianaliiiisi automaatsemaks.
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Application of Text Mining in Personality Tests for Recruiting

Abstract:

This thesis describes how text mining methods have been applied to analyse self-description
texts given in the context of personality tests that are used by Estonian HR-company Psience
OU. The aim of the thesis is to use probabilistic topic modelling algorithm called latent
Dirichlet allocation (LDA) to analyse the texts and to compare the results with the scores of
the personality test. As a result of applying topic modelling techniques, three topics where
found that allowed to describe the personality test takers by their word use. Also, the com-
parative analysis showed that refined version of topic modelling approach could help to

make the text analysis more automatic in the future as it is today.
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1. Sissejuhatus

Andmekaeve (data mining) ja selle vdimaluste laialdase levikuga, sh suurandmetel pohi-
neva analiilisiga on jdrjest suuremat huvi dratanud ka n-0 struktureerimata andmehulkade
chk erinevate tekstikorpuste analiiiis. Tekste ,,toodetakse* igapdevaselt viga suurtes kogus-
tes ning suur osa neist on meile ka Interneti vahendusel kittesaadavad, nt online-uudised,
kodulehe tekstid, sotsiaalmeedia postitused, erinevate toodete arvustused, teenuste tagasisi-
ded, kuulutused, reklaamid jms. Tekstid kannavad endas olulist infot, kuid nende labitoota-
mine on aegandudev ja peamiselt inimressurssi kasutades ka kulukas tegevus. Vorreldes
arve sisaldavate andmehulkadega, mida on mugavaim talletada andmebaasides strukturee-
ritud kujul, on tekstid eelkdige mdeldud inimeste vahel informatsiooni vahetamiseks. Seega
on informatsiooni vahetamine vaadeldav sotsiaalse protsessina. Kuivord struktureeritud
andmeid on arvutil lihtne lugeda ja analiiiisida, on teksti ja selles sisalduva tdhenduse moist-

mine masina jaoks ilma inimese korvalise abita veel vordlemisi keerukas {ilesanne.

Inimeste loomulikul keelel (nt eesti, inglise, korea vms keel) pohineva teksti analiiiisi ehk
tekstikaeve (text mining) kasutusvaldkond on lai, alustades automaatotsingusiisteemide loo-
misest kuni tarkade tekstikaeve rakenduste ja soovitussiisteemideni vélja. Antud magistri-
to0s on fookusesse tostetud tekstikaeve voimalused selles osas, kuidas paremini mdista per-
sonaliotsingu ja karjadrindustamise kontekstis erinevate inimeste isiksuseomadusi, kasuta-
des uuritavate Kirja pandud enesekohast teksti. Vorreldes inglise keelel pdhineva tekstikae-
vega, on eesti keelel pdhineva tekstikaevega tegelemine kindlasti omaette viljakutse vaik-

sema keelekorpuse tottu.

Kuigi isiksuse ja isiksuseomaduste uurimine kuulub peaasjalikult psithholoogia valdkonda,
on tegu interdistsiplinaarselt huvipakkuva teemaga. Nii on niiteks keeleteadlased huvitunud
sellest, milliste keeleliste atribuutidega inimesed enda ja teiste isiksuseomadusi Kirjeldavad
ja edasi annavad (Orav, 2006). Antropoloogia alal rajas Margaret Mead 1920. aastatel tee
uurimaks kultuurilisi seoseid, konstruktsioone ja isiksuseomadusi. Samuti on isiksuse kisit-
lemise kui uurimisteema vastu tundnud huvi sotsioloogid, otsides seoseid sotsiaalsete, iihis-
kondlike struktuuride ja indiviidide tunnete, hoiakute ja kditumise vahel (vt nt McLeod ja
Lively, 2006). Eesti keelel pohinevaid tekstikaeve meetodeid rakendavaid uurimusi on sa-
muti tehtud mitmeid (vt ka ptk 3.1). Kéesoleva magistritdo autorile teadaolevalt ei ole eesti
keele loomuliku keele to6tlusele pohinevalt iikski teadustdo isiksuseomadusi senini kisitle-

nud.



Probleemi lihtekoht

Personaliettevdttel Psience OU on vilja todtatud ja kasutuses psithholoogiline isiksusetest
PIST (Psience’i isiksuslike soodumuste test)!, mis aitab testi tditjate kohta avada nende isik-
suslikke omadusi, kogemusi ja vaértusi. Test pohineb psiihholoogias védga tuntud ja laialda-
selt kasutatud suure viisiku teoorial? (Big Five Theory) ning vdtab arvesse ka uuemaid k-
sitlusi isiksusepsiihholoogiast (Mischel jt, 2002), mis réhutavad isiksuseomaduste avaldu-
mise olulisust kontekstipohiselt. Ettevottes Psience kasutatakse PIST-testi peamiselt selleks,
et varbamisprotsessis hinnata erinevate kandidaatide sobivust vastavalt tditmist vajavale
ametikohale. Kuivord Psience pakub varbamisteenust vahendusteenusena — sobilikku per-
sonali aidatakse varvata Psience’i klientidele ehk teistele ettevotetele —, on vahendajal olu-
line roll pakkuda oma kliendile potentsiaalselt kdige sobilikumat uut tootajat. Selleks voe-
takse tihelt poolt arvesse kandidaadi motivatsiooni ja varasemat kogemust (sh CV, motivat-
sioonikirja ja todintervjuu pdhjal), isikuomadusi (sh intervjuu, soovitajate tagasiside ja isik-
susetesti pohjal) ning teisalt peetakse silmas ka seda, millisel ametikohal kandideerija t66le
hakkab, millised on selle ettevote ootused jm. Sobiliku kandidaadi vélja valimine on seega

ajamahukas ja analiiiitiline protsess, mis nduab kvalifitseeritud t66joudu.

PIST-test ja ettevotte vajadus

Ettevottel Psience on vajadus teostada 2012. aastal vilja tootatud PIST-testi uurimuslik ana-
liis. PIST-testi tulemuste hindamine tugineb iihelt poolt numbrilistele véértustele (tulene-
valt vastaja véitepaari valikust ja skaalapdhiste vdidete hindamisest) ja teisalt testi tditja ene-
sekohastele kirjeldustele, mis antakse avatud vastustena. Avatud vastuseid ei ole seni voetud
arvesse PIST-testi numbrilistes 16ppskoorides, vaid neid kasutatakse testiraportis tdiendava
informatsiooni viljatoomiseks analiititilise tekstina. Antud t66 peamine huvirdhk on aseta-
tud vaba teksti analiilisimisele, kuivdrd see on testi hindamisel ajamahukaim osa. Avatud
vastuste analiiiisimine tekstikaeve meetodil aitaks saada iilevaadet testi tditjate isikuoma-
dustest (1ahtudes vastajate enesekohasest kirjeldusest ja sonakasutusest), voimaldaks kdrvu-
tada tekstianaliilisi tulemusi testi skooridega ning teha praegu n-6 késitsi tehtavat tekstiana-

liisi automaatsemaks.

! Edaspidi kasutatakse libivalt terminit PIST-test.
2 Eesti keeles kasutatakse ka viie faktori teooria mdistet.
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Uurimuse eesmirgid

1. Leida ja kirjeldada PIST-testi enesekohastes tekstides peidetud mustreid vastanute
isiksuseomaduste kohta, rakendades masindppel pShinevat teemade modelleerimise
algoritmi.

2. Varrelda tekstianaliiiisi tulemusi PIST-testi numbriliste skooridega.

3. Teha ettepanekuid PIST-testi kui toote edasi arendamiseks.

Uurimiskiisimused

1. Millised peidetud mustrid vastanute isiksuseomaduste kohta avalduvad PIST-testi

tekstilistes andmetes?
2. Milliseid sonu teatud klastrisse koonduvad inimesed enda kohta kasutavad?

3. Millised omadused iseloomustavad PIST-testi tditnuid tekstianaliiiisi ja omadus-

skooride analiilisi pohiselt?

4. Milliseid ettepanekuid PIST-testi arendamiseks on voimalik uurimistulemuste poh-

jal teha?

Kiesoleva too struktuur

Too teises peatiikis antakse lilevaade isiksusetestide kasutamisest psiihholoogias ning
tuuakse vilja isiksusetestide kasutamise voimalused personalivaldkonnas. Kolmandas pea-
tiikkis antakse iilevaade tekstikaevest, selle meetoditest ja tuuakse niiteid selle rakendusvoi-
malustest. Lisaks tutvustatakse toendosusliku teemade modelleerimise meetodit LDA (Di-
richlet’ peitlahutus), mis on kdesolevas t60s peamine analiiiisimeetod. T66 neljandas peatii-
kis kirjeldatakse lahemalt PIST-testi ja analiiiisi aluseks olevaid andmeid. Viiendas peatiikis
kirjeldatakse toovoogu etappide kaupa. Kuuendas peatiikis esitatakse tdendosusliku tee-
made modelleerimise meetodil teostatud tekstianaliiiisi ning teksti ja omadusskooride vord-
lusanaliiiisi tulemusi. Kokkuvottes tuuakse lisaks vilja PIST-testide analiiiisiga seonduvalt

edasised ettepanekud.



2. Isiksusetestide kasutamine ja vajadus
Kéesolevas peatiikis kirjeldatakse isiksusetestide peamisi teoreetilisi ldhtekohti, kasutus-
valdkondi ja véljakujunenud analiiisimeetodeid. Samuti tuuakse vélja, miks isiksuseteste

kasutatakse.

2.1 Isiksusepsiihholoogia teoreetiline taust

Isiksus (personality) on kogum isiksuseomadustest, mida me omistame indiviidile iseloo-
mulikuna seotuna tema motlemisviisi, tunnete ja nende avaldumise, kéditumisega. Isiksuse-
testid on psiihholoogia valdkonnas laialdaselt kasutuses ning nende ulatuslikum levik on
seotud isiksusepsiihholoogia arenguga 20. sajandil. Kdige avaramas mottes tegeleb isiksu-
sepsiihholoogia “inimkéitumise tildiste ja kdikehaaravate seaduspdrasuste uurimisega”, sh
inimeste individuaalsete erinevuste ja sarnasuste uurimisega (Allik, 2003: 26). Isiksuse-
omadused (traits) holmavad endas nii konkreetse inimese mdtteid, tundeid kui ka teatud
véljendus- ja kditumisviisi, kuid nende abil saab iildistatult kirjeldada inimesi teatud sarna-
suste vOi vastanduste alusel. Ténapédevase isiksusepsiihholoogia seisukohast ldhtuvalt on

isiksuseomadused ajas suhteliselt piisivad (Allik, 2003: 53).

Erinevate psiihholoogiliste testide, sh isiksusetestidega on kokku puutunud arvatavasti ena-
mik inimesi. Kuigi isiksuseteste tdites annab inimene subjektiivseid hinnanguid enda oma-
duste kohta, on korduvate uuringutega toestatud, et need hinnangud langevad pohilises 0sas
kokku sellega, kuidas hindavad sama inimest teda hésti tundvad ldhedased isikud (Allik,
2003: 53). Kuivord isiksuseomadused ei ole olemuslikult fiiiisikaliste suuruste abil mdode-
tavad, on isiksuseomaduste uurimise iiheks oluliseks alustalaks kujunenud leksikaalne ldhe-
nemine. Leksikaalse hiipoteesi jérgi ,talletuvad kdik sotsiaalses ldvimises olulised indivi-
duaalsed omadused aja jooksul keeles; mida silmatorkavama ja olulisema omadusega on
tegemist, seda suurem on tdendosus, et selle omaduse tdhistamiseks on keeles omaette sona“
(Allik, 2003: 33). Seega on pdhjendatud, miks kasutada keelelisi vahendeid isiksuseoma-

duste ja nendega seotud seadusparasuste uurimisel.

Isiksustestide viljatootamine sai alguse aga juba enne leksikaalse hiipoteesi formuleerimist.
Isiksustestide algusaastateks saab pidada I maailmasdja perioodi, kui Ameerika psithholoog
Robert Woodworth to6tas koos kolleegidega vélja ankeettestid, saamaks teada, millised so-
durid on sdjavieteenistuseks kdlbulikumad oma isiksuseomaduste poolest, sh kellel on véik-
sem toendosus langeda lahinguolukorras Sokiseisundisse. Erinevate isiksuseomaduste Kir-

jeldamiseks loodi palju erinevaid teste, kuid peagi tekkis vajadus kirjeldada inimese



isiksuslikke suundumusi véimalikult lithikese omaduste loendi abil. Rakendades leksikaal-
set lahenemist inimeste isiksuslike eriparade uurimisel, jouti 20. sajandi teisel poolel jarel-
dusele, et isiksuse struktuuri on voimalik kirjeldada minimaalselt viie faktori kaudu. 1990.
aastatel formuleerisid Ameerika psiihholoogid Robert McCrae ja Paul Costa viie faktori
teooria (1992; 1995), mis tdnapdevalgi isiksuse uurimisel laialdast rakendust leiab. Antud
teooria, mida tuntakse ka suure viisikuna (Big Five), jagab isiksuseomadused viide pohilisse
dimensiooni (Allik, 2003: 43-44):

1. neurootilisus (neuriticism) — on seotud negatiivsete emotsioonide kogemisega (nt
kurbus, hirm, viha jms);

2. ekstravertsus (extraversion) —on seotud positiivsete emotsioonidega, aktiivsusega;

3. avatus kogemusele (openess to experience) — on seotud inimese huviga timbritseva
maailma ja oma siseelu vastu;

4. sotsiaalsus (agreeableness) — on seotud usaldusega teiste inimeste vastu ning oma-
kasupliidmatusega;

5. meelekindlus (conscientiousness) — on seotud kontrolliga oma soovide ja impuls-

side tile.

Suurel viisikul pohinevad paljud isiksusetestid, millest tilemaailmselt tuntuim on ehk NEO-
PI-R (Allik, 2003: 39). Samuti on suudetud tdestada, et viiel faktoril pohinev struktuur on
universaalne ja kehtib kultuuride iileselt (Eysenck, 1997), kuigi sellele esineb ka teatavat
kriitikat (vt Friedman ja Schustack, 2016). Eestikeelse NEO-PI-R testi hindamisel on viie-
faktoriline struktuur isiksuseomaduste jaotumusel samuti leidnud Kinnitust (Kallasmaa jt,
2000: 265).

Oluline on siinkohal aga silmas pidada, et kuigi suure viisiku teooria jargi on isiksuseoma-
dusi voimalik grupeerida viie faktori alla, vaadatakse inimese isiksuseomaduste hindamisel
suuremat hulka spetsiifilisi soodumusi voi iseloomujooni. Néiteks NEO-PI-R-tiiiipi testi pu-
hul hindab inimene kokku 30 erinevat iseloomuomadust, mis omakorda koonduvad eelpool
kirjeldatud viie faktori alla (Costa jt, 1995: 124). Nii kuuluvad niiteks sotsiaalsuse faktori
alla usaldus, siirus, omakasupiitidmatus, jareleandlikkus jm, meelekindluse faktori all aga
hinnatakse nditeks kohusetunnet, eesmargiparasust, asjatundlikkust (Allik, 2003: 52). Olu-
line on siinkohal rohutada, et neid viit faktorit ei saa teineteisele vastandada, kuivord igat
faktorit on voimalik vaadelda teatava skaalana, ning samuti ei kirjuta {ihe omaduse tugevam
avaldumine iile teisi omadusi. Seega on inimestel iildjuhul koik viis isiksuseomaduse fakto-

rit teatava tonaalsuse voi tugevusega esindatud.
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PIST-testi puhul hinnatakse kokku 27 erinevat omadust (vt ptk 4.1), mis on to6tegemise
kontekstis relevantsed. PIST-testil on oma originaalstruktuur, mis tdhendab, et suure viisiku
teooria pohist kiisimustikku on kasutatud PIST-testi struktuuri kehtivuse valideerimiseks.
Seega tugineb PIST-test suure viisiku teooriale vaid osaliselt. Teine oluline ldhtekoht PIST-
testi véljatodtamisel on Walter Mischeli sotsiaalkognitiivsel ldhenemisel, mis sedastab, et
inimene kaitub tingimuslikult vastavalt teatud kontekstile ning seda on ka oluline inimese
isiksuse hindamisel jalgida (Mischel jt, 2002). Sotsiaalkognitiivse ldhenemise jargi ei pruugi
teatud isiksusomadus tdpselt sama moodi avalduda erinevates olukordades, vaid niiteks
muidu tasane kolleeg vOoib oma pereringis olla viga avatud ja energiline. Léhtudes sellest,
et omadusi ja kditumuslikke kontekste ei ole otstarbekas iiksteisest lahus vaadata, on PIST-
testi vélja tootamisel pandud oluline rohk avatud vastuste kaudu anda vastajale voimalus
retrospektiivseks hinnanguks omaenda kéitumisele ja motlemisviisile. See omakorda voi-
maldab numbriliste skooride ja keskmiste statistiliste nditajate korval rohkem avada ja

moista inimese enda kirjeldatud sisemaailma.

2.2 Isiksusetestide kasutamine

Jattes korvale teaduslikud uurimused ja inimeste huvi mdista paremini oma siseelu, kasuta-
takse professionaalses sfadris isiksusteste nii karjddrindustamises kui ka personalivaliku
kontekstis. Kédesolevas magistritoos keskendutakse neist viimasele. Eelkoige aitavad isiksu-
setestid personalivaliku kontekstis hinnata, kuivord histi voiks viarbamisprotsessis osalev
potentsiaalne tddtaja sobida konkreetsele ametikohale oma isiksuseomaduste poolest. Uht-
lasi voimaldavad isiksusetestid ka prognoosida inimese toimetulekut ja pithendumist ame-
tikohal. Isiksusteste kasutatakse ka siis, kui soovitakse tdotajat oma organisatsiooni sees
teisele ametikohale paigutada. Siiski tuleks isiksusetestide tulemusi kasutada korvuti teiste
hindamismeetodite tulemustega, mitte otsuseid langetada ainult isiksusetestide pdhjal
(Costa jt, 1995). Inimese isiksuseomaduste hindamine mingile ametikohale sobivuse testi-
miseks on oluline, sest isiksuseomadused on ajas suhteliselt piisivad, avalduvad nii suhtle-
mises, t66 tegemise stiilis kui ka motlemislaadis. Samuti on isiksuseomadused viahemal voi
rohkemal maééral seotud inimese vaértuste ja motivatsiooniga. Néiteks PIST-testi abil hin-
natud isiksuslike soodumuste alusel saadakse inimese pohiprofiil, mis annab vdimaluse
maédrata, kuidas ta todalastes situatsioonides tdoendoliselt kiitub, vottes aluseks eelduse, et

inimene on oma vastustes olnud adekvaatne.



Psiihholoogid on uurinud ka t66]1 hakkama saamise ja isiksuseomaduste vahelisi seoseid.
Naiteks on leitud, et inimesed, kellel on korgem skoor meelekindluse faktoris, saavad t661
paremini hakkama tdnu oma piisivusele ja kdrgemale vastutustundele, mis aitavad eesmirke
ellu viia (Friedman ja Schustack, 2016: 191). Ettevdtjatel on tdheldatud korgemat meele-
kindlust ja avatust ning madalamat neurootilisust — neil on korge saavutusvajadus ja inno-

vaatiline 1dhenemisviis ning nad peavad stressile paremini vastu (Zhao ja Siebert, 2006).

Isiksusetestide kasutamisel isiksuseomaduste uurimisel tuleb arvestada ka selle meetodi vdi-
malike puudustega. Uheks enim uuritumaks selliseks puuduseks on sotsiaalse soovitavuse
mdju testi tditja vastustele (vt Konstabel, 2006). Sotsiaalne soovitavus isiksustestide tditmi-
sel seisneb selles, et testi tditja voib vastuste andmisel juhinduda soovist ndidata end inime-
sena paremas valguses, kui ta objektiivselt vottes seda on. Sotsiaalset soovitavust seosta-
takse ka tihiskonnas kehtivate normidega, mille kohaselt peetakse niiteks positiivsust, hea-
tujulisust ja suhtlusvalmidust pigem headeks ning soositud omadusteks. PIST-testis on ka-
sutatud sotsiaalset soovitavust tuvastavaid viiteid, mille eesméark on vihendada sotsiaalselt

soovitatavate vastuste moju testi tulemustele.
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3. Tekstikaeve, meetodid ja voimalused

Igapéevaselt tekib tohututes kogustes elektroonilisi andmeid, millest suur osa on ka Inter-
netist kittesaadavad. Uhe osana talletuvatest andmehulkadest moodustavad andmed, mida
on voimalik hoida struktureeritud kujul andmebaasides. Suurandmed (big data) ja andme-
kaeve (data mining) on seotud rohkemal maéral just struktureeritud andmete ja nende ana-
luiisimisega. Samas ,,toodetakse* elektrooniliselt isegi rohkem struktureerimata andmeid,
mis on peamiselt kas vabateksti, video, piltide voi audio. Sellist laadi struktureerimata and-
meid tekib inimtegevuse kéigus niiteks erinevate sotsiaalmeedia kanalite kaudu, aga ka foo-
rumite, blogipostituste, uudisvoogude, ametlike dokumentide, teadusartiklite, e-kirjade,
tekstiliste logidega jms (Gandomi ja Haider, 2015: 140). Arvutiteaduse alal on teksti kujul

hoitavaid struktureerimata andmeid voimalik analiiiisida tekstikaeve meetoditega.

3.1 Tekstikaeve maoiste ja lihenemisviisid

Tekstikaeve (text mining) on protsess tdhendusliku informatsiooni saamiseks tekstist
(Kwartler, 2017: 1). Seega on tekstikaeve iiheks olulisimaks tilesandeks avastada tekstis
sisalduvad peidetud mustrid masindppe pShimotetel. Tihti kasutatakse tekstikaeve ja teks-
tianaliititika (text analytics) moisteid ka stinoniiimidena (Kwartler, 2017: 2). Tekstikaeve
andmeteks on loomulikul keelel pShinevad tekstid, nii nagu on harjunud neid lugema inim-
silm. Peamiselt on tekstikaeve abiks seal, kus inimtegevusena on tekkinud palju strukturee-
rimata andmeid (tekste), mida saaks aga analiilisituna kasutada vajalike otsuste langetami-
seks. Niiteks voimaldab tekstikaeve rakendamine analiiiisida klientidelt lackunud toodete
ja teenuste tagasisidet, saades seelébi driliste otsuste tegemiseks sisendit (nditeks millised
tooted ja mis pohjusel tarbijatele rohkem meeldivad vai miks ei olda teatud toodetega rahul).
Samuti on vdimalik tekstikaeve abil leida huvitavaid mustreid néiteks sotsiaalmeedia teksti-
listest andmetest nende tekkimisel reaalajas. Selliselt on niiteks voimalik saada kohest ta-
gasisidet inimeste hulkadelt teatud poliitiliste vms muudatuste voi otsuste osas (Zhai ja Mas-
sung, 2016: 243).

Masinatele teeb loomulikul keelel pdhinevast tekstist aru saamise keeruliseks eelkdige seal
esinevate tahenduste, konteksti ja meelsuse moistmine. Tekstikaeve vaates on see keeruline
iilesanne vdga arusaadavatel pohjustel — tekstilised andmed on tavaparaselt loodud inim-
suhtluses ja avaldatud seega motestamiseks teatud sotsiaalses kontekstis. Zhai ja Massung
(2016: 244) on inimese kohta kasutanud ka mdistet ,,subjektiivne sensor* (subjective sen-

sor), viidates sellega topeltvahendatusele: inimesed véljendavad teksti kaudu seda, mille
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kohta nad on timbritsevast keskkonnast vaatluse tulemusel tahelepanekuid teinud. Seega on
keel ja kirjapandud tekst kui vahend andmaks edasi inimese tehtud jareldusi, tundeid ja mot-

teid nii end timbritseva keskkonna kui ka oma sisemaailma ja tundmuste 0sas.

Loomuliku keele tootlus (natural language processing) on arvutiteaduslik tehnika, mis
voimaldab arvutil ehk masinal moista loomulikus keeles esitatud teksti (Zhai ja Massung,
2016: 39). Kui loomuliku keele t66tluse arenguaegadel 20. sajandi keskel toetuti automaatse
masintdlke vilja todtamisel veel suuresti kisitsi kirjutatud reeglitele, siis tinapdeval on end
toestanud statistiliste meetodite ja masindppe kasutamine loomuliku keele to6tluses (Zhai
ja Massung, 2016: 43). Loomuliku keele to6tluse peamised probleemid tulenevad aga kee-
lelise kommunikatsiooni sellest osast, mida me jatame sdnadega otse viljendamata voi tap-
sustamata. Inimeste vahelises suhtluses on tavaline, et esitatud lauseid ja sonu (nii suulisel
kui ka kirjalikul kujul) on vdimalik mitmeti moista. Tavalises inimsuhtluses suudab aju sel-
lised mitmeti moistetavused lahendada, kuna inimaju on vdimeline konteksti ja tdhendusi
kiiresti siinteesima tinu varasemale (sotsiaalsele) kogemusele ja keeletajule. Mitmeti mois-
tetavus on samuti sisse kodeeritud meie sOnavarasse, nditeks esineb sdnavormidel sama-
kujulisus ehk homoniiiimia®. Mitmeti mdistetavust toetab ka nii inimsuhtluse kaudu edasi

antav iroonia, demagoogiavotted kui ka eufemismide, metafooride jms kasutamine.

Tekstikaeve kasutusvaldkond on ddrmiselt lai ning lisaks andmeteadusele leiavad teksti-
kaeve masindppe meetodid itha enam kasutust ka sotsiaal- ja humanitaarvaldkonnas (vt nt
Schwartz jt, 2013; Coppersmith jt, 2014; Schmidt, 2012). Kuivord tekstikaeve peamiseid
lahenemisviise voib erinevalt liigitada (Aggarwal ja Zhai, 2012; Zhai ja Massung, 2016), on

jargnevalt pakutud iiks vdimalus nende organiseerimiseks:

o Kilassifitseerimine (classification) ja klasterdamine (clustering) — mdlema léhene-
misviisi tilesandeks on dokumente teatud viisil grupeerida. Kui Kklassifitseerimine
toetub juhendatud masindppe meetoditele, vajades andmete treenimisel ja testimisel
tihe olulise sisendina ka inimese lisatud méargendeid (labels), siis klasterdamine kui
juhendamata meetod grupeerib andmeid nendes leiduvate seaduspirasuste alusel.
(Kwartler, 2017: 181-182) Oluline on mirkida, et juhendatud ja juhendamata masi-

nopet kasutatakse paljudes uurimisprobleemides kombineerituna.

8 Homoniiiimia néiteks v&ib tuua omastavas kidndes sdna ,.kuue*, mis vdib viidata nii arvsdnale ,kuus® kui
ka nimisonale ,,kuub®.
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e Teemade modelleerimine (topic modeling) on tdendosusel pdhinev 1dhenemine do-
kumentide klastriteks ehk teemadeks jaotamisel (Kwartler, 2017: 161). Teemade
modelleerimist on kasutatud peamise meetodina isiksustestide vabavastuste analiiii-
siks ka kdesolevas magistritoos. Samuti on teema modelleerimist rakendatud Eliza-
veta Yankovskaya (2017) ja José Santose (2011) magistritoodes.

e Meelsusanaliiiisi (sentiment analysis) kasutatakse siis, Kui teksti tootluse tulemusel
on vaja teha jareldusi tekstina kirja pandud arvamusavalduste kohta. Meelsusanaliiii-
siga on voimalik teada saada teksti kirjutaja arvamuste (sh kas need kalduvad posi-
tiivse vOi negatiivse suunale) ja ka emotsioonide kohta. Palju rakendatakse meelsu-
sanaliiiisi nditeks toodete ja teenuste tagasiside analiilisimiseks érilistel eesmarkidel.
(Zhai ja Massung, 2016: 389-394)

e Informatsiooni eraldamine (information extraction) — on meetod erinevate infot
kandvate motestatud elementide eraldamiseks tekstist. Informatsiooni eraldamise
vajaduse nditeks oleks nditeks siindmuste kirjeldusest votta vélja uurija jaoks tihen-
duslikud osas: iirituse nimi, toimumise aeg, piletihind, koht jms. Informatsiooni eral-
damist eestikeelsetest kohtulahenditest on kasutanud Katrin Valdson (2016) oma

magistritdos.

3.2 Teemade modelleerimine LDA meetodiga

Teemade modelleerimise {ildpohimdtte seletamiseks on vaja teha vahet mdistetel ,,teema‘
ja,,votmesona“. Kui informatsiooni otsimise kontekstis ollakse harjutud opereerima votme-
sonapohiste paringute kaudu (néiteks koige tavalisem Google’i otsing), siis ,,teema‘ on abst-
raktsem kategooria, mida on vdimalik sdnastada (iildjuhul) semantiliselt omavahel seotud
sonade ja lausete koosesinemise pealt ning mis eraldiseisva sdnana ei pruugi tekstides esi-
nedagi (vrd niiteks laulusdnadele antav teemakategooria ,lembelaulud*). Uheks levinu-
maks teemade modelleerimise niiteks on ajalehe artiklite jaotumine teemade jérgi gruppi-
desse, niiteks vilis-, spordi-, kultuuri-, majandusuudisteks jne. Uldteemasid saab jagada ka
viiksemateks alateemadeks, niiteks spordiuudiste all saab omakorda eristada jalgpalli-, ten-
nise-, aga ka dopingu-uudiseid. Seega aitab dokumentide kogumit teemadeks modelleerida
nendes peituvad ldbivad sarnased temaatilised jooned. Sonastatud teemad aitavad aga saada
iilevaadet tekstide peamisest sisust. Teemade modelleerimise iilesanded voivad olla: info

otsimine, kategoriseerimine ja korpuse uurimine (Blei, 2012a: 79).
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Kéesolevas magistritods on teemade modelleerimisel kasutatud latent Dirichlet allocation
ehk LDA mudelit (Blei jt, 2003), mille eestikeelse vastena on kasutatud ka Dirichlet’ peit-
lahutust (Yankovskaya, 2017). LDA mudel kasutab tdendosusliku teemade modelleerimise
algoritmi, mis analiiiisib statistiliselt sonade kasutust dokumentides, leidmaks tekstide va-
helised temaatilised seosed (Blei, 2012a: 77). LDA-meetodit kasutades analiiiisitakse doku-
mendid generatiivse protsessi kaudu, leidmaks nendes peituvad varjatud struktuurid, mida
nimetakse teemadeks. LDA mudeli rakendamisel on vdimalik iihte dokumenti* liigitada tde-
ndosuse alusel mitme erineva teema alla. K&ik dokumendid kokku jagavad sama hulka tee-

masid.

Teemade modelleerimisel kasutab LDA-mudel jarjestamata sonade esinemissageduse ehk
bag-of-words meetodit, mille kohaselt pole oluline sonade jarjekord lauses ega tekstis.
Kwartleri jargi on bag-of-words meetodid on tekstikaeves laialdaselt kasutusel, kuna selle
taga on vordlemisi lihtne ja efektiivselt rakendatav loogika — iga sdna voi sonatihendit (N-
gramme) voetakse kui itht dokumendi tunnust nende esinemissageduse jéargi. Seega ei ole
sonade jarjekorda ega grammatilisi sOnatiilipe (nt nimi-, tegu- omadussdna) bag-of-words
analiilisi puhul arvesse voetud vai eristatud. Tavapérane viljund selle analiiiisimeetodi ka-
sutamisel on dokument-termin maatriks, kus iga rida representeerib itht dokumenti vaadel-
davas korpuses, ning veergudes on unikaalsed sdonad voi moodustatud sonaiithendid (N-
grammid). Maatriksi sisuks on sdna esinemissagedus vastava dokumendi kohta. Uhtlasi vdi-
maldab bag-of-words meetodi rakendamine talletada struktureerimata tekstides olevad and-
med maatriksisse struktureeritud kujul. (Kwartler, 2017: 20-25) Tiiiipiliselt on sellised
maatriksid aga vdga horedad (sparse), st neis esineb sagedusloendites palju nulle (0), kui-

vord mond sdna voib esineda ainult iihes dokumendis ja iilejaanutes puudub.
LDA-meetod vétab arvesse mitut olulist eeldust (Blei, 2012a):

e Sodnade jarjekord tekstis ei oma tahtsust (bag-of-words).
e Korpuses esinevate dokumentide jéarjekord ei oma tdhtsust.
e Teemade arv on fikseeritud (antakse mudelile ette). Teemad tuginevad koosesineva-

tele sOnadele ja sdnakasutuse mustritele dokumentides.

* Dokumendina saab mdtestada erinevaid tekste sdltuvalt uurimisprobleemist, nt vdib dokument olla ajalehe
artikkel, tweet, kasutaja kommentaar, ametlik dokument, kohtulahend vms. Kéesolevas t66s vastab dokumendi
moistele lihe inimese enesekohane tekst.
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e Igas korpuses asuvas dokumendis on teemad esitatud erineval mééral. See tdhendab,
et liks dokument voib korraga kuuluda kahe voi rohkema teema alla, aga erineva
toendosusega (nt 10% tdendosusega esimese, 25% teise ja 65% kolmanda teema

alla).

Teema on seega tdendosusjaotus teatud sonade vahel (Blei, 2012b). Teemade jaotamisel on
aluseks voetud dokumentides esinevad sonad, kuid iihe teema alla kuuluvad koik sonad ei
pruugi esineda ithes dokumendis koos. Seega koonduvad teemade moodustamisel valitud
sonad teatud tdendosusega konkreetse teema alla. Teemade sdonastamist mudel ise ei paku.
Mudeli koostajal tuleb LDA-mudeli treenimisel ette anda nii teemade arv kui ka 16pptule-
musena sonastada teemad neis koosesinevate tdendosuslike sonade alusel. Oluline on ka
see, et LDA-mudeli puhul ei pea olema vaadeldavad dokumendid eelnevalt (teemade jargi)

mérgendatud.

LDA pohimotte selgitamiseks defineeritakse esiteks jargmised mdisted (Blei jt, 2003: 995):

e sona W on peamine uurimisalune iiksus, mis on korpusele vastavas sdnastikus in-
dekseeritud {1,...,V};

e dokument, mis koosneb N arvust sdnadest, on tihistatud d = (W1, Wa,..., Wn), KUS Wn
maérgib sona kohal n;

e Korpus on kogum M arvust dokumentidest ning on téhistatud D = {d1, da,...du}.

Blei jérgi on dokumendis esinevad sonad vaadeldavad tunnused (observed variables), samal
ajal kui teemade struktuur koosneb peidetud tunnustest. LDA-mudeli {ilesandeks on jouda
teemade kui peidetud tunnusteni generatiivse protsessi kaudu, kasutades aposterioorset jao-
tust (posterior distribution). (Blei, 2012a)

LDA graafiline representatsioon on kujutatud joonisel 1 koos vastava margistusega:

e D - dokumentide kogum,

e N - sonade arv dokumendis d,

e K -—teemade arv kogu korpuse kohta,

e 0g —teemade proportsioon dokumendis d,

e Zgn—sonale n dokumendis d omistatud teema,

e Wign— sona n dokumendis d ehk vaadeldav tunnus,
e [k — sOnade jaotus teemas k,

e o — dokumendis esindatud teemade proportsiooni eeljaotus (Dirichlet’ parameeter),
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e 1 —teemade eeljaotus sonade kohta (Dirichlet’ parameeter).

OO0 @ OO
C N b0 | Zan Wan N || Be | M
| D K

Joonis 1. LDA graafiline representatsioon (Blei, 2012a: 81).

Joonis 1 kujutab LDA generatiivset protsessi. Halliga varjutatult on mérgitud tipp (node),
mis tdhistab vaadeldavat tiksust ehk sona (Wgn). Varjutamata ehk tithjad ringid méargivad
peidetud tippe, millest moodustub teemade struktuur. Ristkiilikutega piiratult on kujutatud
generatiivse protsessi osad, mida mudeldamise kédigus tsiikliliselt korratakse. Olulised on ka
LDA soltuvuslikud seosed (joonisel mérgitud nooltega). Niiteks teema omistamine doku-
mendis esinevale sonale (Zdn) sOltub teemade jaotusest dokumendis (f¢). Samuti sdltub vaa-
deldav konkreetne sona (Wgn) nii omistatud teemast (Z) kui ka koikidest teemadest (Bk).
(Blei, 2012a)

Generatiivse protsessi kaudu iritatakse etteantud dokumentide korpuse pohjal vastata kiisi-
musele: ,,Milline v3iks olla teemade peidetud struktuur, mis on genereerinud vaadeldavad
dokumendid?“ Selleks voetakse aluseks mudelile etteantud teemade arv K ja valitakse so-
nade tdendosused iga teema kohta (fk). Seejérel voetakse aluseks dokumentide arv korpuses
ning valitakse teemade jaotus dokumendis (6q), kirjeldamaks neid teemasid, mis antud do-
kumenti tdendosuslikult iseloomustavad. Viimasena valitakse iga sona kohta igas dokumen-
dis (Wgn) kuuluvus teema alla (Zan). (Blei 2012b) Protsessi tulemusena saame kirjeldada
teemasid neid iseloomustavate tdendosuslike sonade alusel, samuti vaadelda dokumendi

toendosuslikku kuuluvust (erinevate) teemade all.

Lihtsaks nditeks siinkohal oleks taaskord ajalehe artiklites peituvate teemade analiiiis, kus
LDA mudel vodiks valitud artiklites esinevate sdnade pohjal moodustada kolm teemakate-

gooriat, mille analiiisi ldbiviija saab motestada ja vastavalt uurimisprobleemile
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pealkirjastada (vt joonis 2). Vastavalt toodud néitele on sdnastatud teemadeks: sise-, spordi-

ja reisiuudised.

*Eesti ssuusatamine *puhkus
svalitsus «tennis ereisima
sminister tulemus *majutus
erakond emeeskond evaatamisvairsused

Joonis 2. Teemakategooriate ndide.

Olgu meil fiktiivne naitekorpusest valitud artikkel pealkirjaga ,,Peaminister soitis perega
suusareisile”. LDA-pShise teemade modelleerimisel jaotuks see artikkel teatud osakaalude
alusel kolme teema vahel (nt 50% reisiuudis, 30% spordiuudis ja 20% siseuudis). Samal ajal
kui artikkel ,,Jalgpalli maailmameister on Basiilia®“ paigutuks peaaegu 100%-liselt spor-

diuudiste alla.

3.3 LDA-mudeli kasutamine enesekohaste tekstide analiiiisimisel

Kéesolevas magistritods on peamise tekstikaeve meetodina kasutatud LDA-d kui tdendo-

susliku teema modelleerimise algoritmi mitmel olulisel pohjusel:

e Selle abil on voimalik leida dokumentides peidetud mustreid.

e Seda on voimalik teostada juhendamata meetodil ja eelnevalt miargendamata korpu-
sel.

e Kilastrite arvu késitsi mddramine pole probleemiks, kuivord PIST-testi teoreetilised
alused lubavad eeldada klastrite arvu, mis jaab alla kiimne (vastavalt suure viisiku

teooriale viis klastrit voi PIST-testi struktuurist tulenevalt kaheksa omadust).

Automaatselt teostatava teema modelleerimise meetodi kasuks otsustati kdesoleva magist-
rito6 puhul ka seetottu, et sellel on mitmeid sarnasusi sotsiaalteadustes kasutusel oleva kon-
tentanaliilisiga (Kalmus, 2015), mis oleks sellise tekstikorpuse analiiiisimiseks {isna tavapa-
rane ldhenemine. Sisuliselt on kontentanaliiiis teksti kodeerimine teatud kokkulepitud reeg-
listiku alusel. Samas on n-6 kasitsi tehtava kontentanaliiiisi ndol tegu viga toomahuka mee-
todiga, mis nduab tooga alustamiseks ka konkreetset ja liheselt mdistetavat juhendit ning
teostamiseks mitut kodeerijat. Teema modelleerimise sdnade esinemissageduse pohine 1a-

henemine ldheb kokku ka kontentanaliilisi pShimdttega kirjeldada teksti eksplitsiitset sisu
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chk sisu, mida on sonaselgelt véljendatud, mitte aga ridade vahelt vélja loetud (Kalmus,

2015).

LDA-mudeli looja David Blei jargi annab mudel raamistiku, mille abil uurida ja analiitisida
tekste ilma, et me peaksime teemad enne ise méaratlema voi dokumenti nende alusel kodee-
rima asuma. Mudeli tugevuseks on selle algoritm, mis véimaldab peidetud struktuuride
kaudu uurida ja moista paremini tekstikorpust. (Blei, 2012b) Kéesolevas magistritoos on

huvi pakkunud hinnata LDA-mudeli voimalusi vdiksemal tekstikorpuse uurimisel.

3.4 Isiksusekaeve ja selle ohud

Isiksusekaeve (personality mining)® on seotud tekstikaevega selles osas, et seoseid isiksu-
seomadustega on voimalik leida tekstianaliilisi kaudu. Isiksusekaeve iilesandeks on vilja-
tootatud mudeli alusel ennustada inimese isiksuseomadusi voi isiksustiitibilist kuuluvust.
Interneti ja sotsiaalmeedia leviku, suurandmete kasutusele votmise ning arvutite infotoot-
luse mahtude suurenemisega on uurijate huviorbiiti tousnud ka isiksuse uurimine digitaal-
selt salvestunud andmete kaudu. Inimeste kditumist sotsiaalmeedia ja Interneti keskkonnas
laiemalt saab analiitisida nii erinevate infohulkade talletumise (klikid, like’id jms), tekstiliste
andmete (postitused, kommentaarid, arvustused) kui ka erinevate metaandmete kaudu (ak-
tilvsusnditajad jms). Eelkdige pakub sellist laadi info huvi ettevotetele, kes soovivad ini-
mestele edastada oma reklaami vdimalikult personaalselt mojuvana. Sotsiaalmeedia kana-
lite kaudu isiksusekaevele ldhenemine pakub aga uurimuslikult ponevat sissevaadet ini-

meste kditumismustritele digitaalses kontekstis (Friedman ja Schustack, 2016: 36).

Isiksusekaevet on kasutatud erinevates uurimustes. Néiteks on isiksusekaevet rakendatud
uurimaks Gpilaste hakkama saamist e-kursustel ja kohandamaks e-oppekeskkondi vastavalt
Opilaste isiksustiitipidele voi kognitiivsetele stiilidele (vt Zakrzewska, 2009; Jovanovic jt,
2012). Isiksusekaeve iiks kasutusvaldkondi suhestatuna psiithholoogiaga on stressi ja dep-
ressiooniilmingute jalgimine inimestel (Coppersmith jt, 2014; De Choudhury jt, 2013). Sa-
muti palju uurimusi on isiksuseomaduste ja sotsiaalmeedia andmete, sh tekstiliste andmete
vaheliste seoste leidmiseks (Schwartz jt 2013, Jaidka jt, 2018).

5 Kasutatakse ka mdistet isiksuse ennustamine (personality prediction).
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Lisaks on voimalik tuua mitmeid néiteid isiksusekaeve pohimotteid kasutavatest drimaailma

toodetest:

e IBMi loodud Watson™ platvorm vdimaldab Personlity Insights teenusena® kasutada
API-t, mis aitab analiilisida struktureerimata teksti ning selle pohjal koostada isiksu-
sele vastav kirjeldus koos inimese isiksuseomaduste jaotuse ja tarbimiseelistustega.

e HR-valdkonna niide on ettevdttelt Textio, kes aitab tekstide pShjal ennustada todot-
sijate ja ettevotete sobivust ning pakub tekstide kirjutamise ajal analiilitikat sobili-
kemate sonade kasutamiseks.

e Crystal® analiiiisib avalike andmete alusel inimese kuuluvust DISC-profiili alla ning

annab mh soovitusi, mis sOnastuse ja votetega sellele inimesele kirja teel 1dheneda.

Kindlasti on tekstikaeve ja isiksuseomaduste analiiiisi ithendavaid teenused oma haaret turul
laiendamas, kuna juba praegu toimub suur osa inimeste tarbimisest ja suhtlusest online-
keskkonnas. Kuivord masindppe meetoditel on palju huvitavaid uurimuslikke kasutuskohti,
on voimalik andmetega ka pahatahtlikel eesméarkidel manipuleerida ja sekkuda inimeste ot-
sustusprotsessi, nagu niitas 2018. aasta alguses ilmsiks tulnud Facebooki ja Cambridge
Analytica skandaalne juhtum (Cadwalladr ja Graham-Harrison, 2018), mille kohaselt lekki-
sid iile 50 miljoni Facebooki kasutaja andmed, kellest osade kohta olid olemas ka nende
isiksustesti tulemused. Uhtlasi ilmnes, et nendest andmetest lihtuvalt mdjutati 2016. aastal
Ameerika Uhendriikide presidendi valimisi. Sellest tulenevalt on oluline rdhutada, et isiksus
on indiviididele taandatuna personaalne ja tundlik teema ning selle isiksuse uurimine mis-
tahes vahendi voi keskkonna kaudu nouab eetilist 1dhenemist. Igasugused manipulatsioonid
voivad huvi pakkuda eksperimenteerimiseks, kuid eksperimentidel voivad olla ka tdsised ja

poordumatud tagajérjed.

6\t teenuse demolehte: https://personality-insights-demo.ng.bluemix.net/.
7 https://textio.com/products/
8 https://www.crystalknows.com/about
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4. PIST-test ja andmed
Jargnevalt kirjeldatakse analiiiitilise osa aluseks olevaid andmeid, nende kogumist ja seda,

kuidas on tagatud vastajate anoniilimsus.

4.1 PIST-testi kirjeldus

Nagu eelpool kirjeldatud, on Psience’i isiksuslike soodumuste test ehk PIST-test ettevotte
Psience intellektuaalomand ning see on vilja todtatud kasutamiseks ettevotte teenusena
koos sinna juurde kuuluva analiilisiga. PIST-testi tditmiseks suunatakse vastaja PsienceRe-

ports veebikeskkonda.

Test koosneb kahest struktuursest osast. Esimeses 0sas peab testi tditja valima etteantud
viitepaari seast end enim iseloomustava véite kasuks ning tal on vdoimalus véidete valikut
ka avatud kommentaariga pohjendada (vt Joonis 1). Néiteks optimismi modtva véitepaari
alla kuuluvad kaks véidet: 1) ,,Nden igas olukorras ennekodike head*; 2) ,,Olen realist, 1dhe-
nen olukordadele ettevaatlikult®. Seda, millist omadust mis véitepaar moddab, testi vastaja

ise el née.

@_ psience 14 % M

Emotsionaalsed soodumused 1/7

Vali, milline vdide iseloomustab Sind enam
Naen igas olukorras ennekdike head

Qlen realist, 1ahenen olukordadele ettevaatlikult

Palun péhjenda, miks otsustasid just selle viite kasuks

Vali, milline vdide iseloomustab Sind enam
Mul on rahulik ja aeglane elustiil

Olen tihti energiast lausa pakatamas

Palun péhjenda, miks otsustasid just selle viite kasuks

Joonis 3. Kuvatommis PIST-testi 1. osast — vdidete paarid.
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Testi teises osas tuleb erinevaid viiteid hinnata 5-pallisel skaalal, kusjuures osad skaalavai-
ted on esitatud pooratud kujul, nt optimismi pooratud véide on testis esitatud jargmiselt:
,Ma ei loodagi, et asjad ldhevad minu tahtmist modda‘“. Skaalavdidete juures saab vastaja

soovi korral samuti oma valikut avatult kommenteerida (vt Joonis 2).

: o
@_ psience Zil % M

Hinnangud skaalavaidetele 1

Mdrgi, kuivérd néustud toodud viitega. Soovi korral kommenteeri.
pigem nii

ei ja
noustu naa

ei
néustu

pigem

" néustun Kommentaar
noustun

Olen oma tuleviku
suhtes optimistlik

Mul en igav kogu aeg
samu asju teha

Ma ei loodagi, et
asjad |dhevad minu
tahtmist madda

Joonis 4. Kuvatdmmis PIST-testi 2. osast — skaalaviited.

Testi tulemused saab testi analiiiisija (Psience’i tootaja) PsienceReports veebikeskkonnast
XML-failina alla laadida. Veebist alla lactud toorandmed lisatakse analuusifaili, mille abil
arvutatakse vilja testi skoorid. Testi tulemused esitatakse veebiraporti kujul nii testi téitjale
kui ka selle ettevdtte esindajale, kelle juurde testi tditnu on avaldanud soovi todle kandidee-
rida. Oluline on siinkohal mérkida, et tdidetud testi pohjal arvutatakse tulemus ainult vdidete
valiku ja skaalapohiste véidete alusel, mis on testi loogikale vastavalt talletatud numbriliste
andmetena. Avatud vastuseid ehk enesekohaseid tekste ei voeta numbriliste kaaludena ar-
vesse erinevate isiksuslike omaduste avaldumise skoorides, vaid neid kasutakse tekstirapor-
tis tdiendava informatsiooni vélja toomiseks vabatekstina. Avatud kommentaaride analiiiis
on osutunud PIST-testide hindamise juures kdige ajamahukamaks protsessiks ning seda oli

seni tehtud ainult manuaalselt.

PIST-testi sisuline loogika on iilesehitatud erinevaid omadusi mootvatele kolmele suure-
male moodulile: emotsionaalsed soodumused, kognitiivsed soodumused ja motivatsioonili-

sed soodumused, mis omakorda jagunevad spetsiifilisteks alammooduliteks (vt joonis 3).
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PIST-test

| Emotsionaalsed I Kognitiivsed I11 Motivatsioonilised
soodumused soodumused soodumused

Positiivne Enesevaartustamine

emotsionaalsus

Kaitumise tdukajad

Soltumatu enesekindlus

Negatiivne

ke T Enesedistsipliin

Koosto6oskus

. Sisemised vaartused
Emotsionaalne

paindlikkus Arenguvalmidus

Joonis 5. PIST-testi sisuline struktuur.

Antud magistritoos keskendutakse PIST-testi kontekstis peamiselt emotsionaalsete ja kog-
nitiivsete soodumuste alla kuuluvate omadusrithmadega (kokku kaheksa omadust), kuna
nende kohta on andmestikus vaba teksti kujul andmed. Joonisel 3 vilja toodud kolm moo-
dulit jagunevad omakorda nn teise tasandi kirjeldavateks omadusteks. Kokku on vastavaid

omadusi 27 (vt joonis 4).
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kalduvus muretseda )
kalduvus vihastada
kurvameelsus

10. drrituvus

Negatiivne emotsionaalsus

/(1. optimism )
2. aktiivsus
3. suhtlemisvajadus Positiivne emotsionaalsus
4. siirus
5. usaldavus
\6. empaatilisus y,
(7.
8.
9.

PaSNWINPOO0S Pas[eeuoisiows

11. emotsioonide regulatsioon ) o
\12. pingetaluvus Emotsionaalne paindlikkus

13. eneserahulolu
14. eneseusk
15. kontrollitunne

Enesevéadrtustamine

(16. otsustusvoimelisus
17. otsekohesus
18. iseseisvus

Soltumatu enesekindlus

/"19. kohusetundlikkus )
20. organiseeritus

21. ajajuhtimine Enesedistsipliin
22. sihikindlus
GB. analiiitilisus )

PasSNWNPOO0S PaSAIIUBOY

24. koostoovalmidus N
25. kehtestavus Koostodoskus

26. kohanemisvoimelisus
27. opivalmidus Arenguvalmidus

Joonis 6. PIST-testi tekstianaliitisi all vaadeldavad omadused ja nende sisuline jaotumus.
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4.2 Andmete Kirjeldus

Kéesoleva analiiiisi aluseks on 119 inimese PIST-testi tulemusskoorid ja enesekohased teks-
tid, mis on antud avatud vastustena. Vastanute seast 37 on mehed ja 82 naised. Andmed on
kogutud perioodil september 2013 kuni mai 2018. Testi on tdidetud peamiselt kahes kon-
tekstis: 1) t6ole kandideerimisel — testi on tditnud inimesed, kes on olnud motiveeritud kan-
dideerimaks uuele ametikohale; 2) karjadrindustamisel — inimene ise on soovinud karjéari-
valikute tegemisel enda isiksuseomaduste kohta rohkem teada saada. Oluline on siinkohal
vilja tuua ka see, et ettevotte tavapirases praktikas tdidavad PIST-testi just eelkdige 10pp-
vooru kandidaadid, nt konkursi viis tugevaimat kandidaati, kelle vahel tehakse 16plik valik
toole votmiseks.

Andmete kasutamiseks kidesoleva magistritoo analiilisis kiisiti luba testi téitjatelt e-posti va-
hendusel. Oma andmete kasutamist ei lubanud tiks inimene, kelle vastused kdesoleva to6

andmestikust ka vélja jéeti.

Koik analiiiisitavad tekstid on eestikeelsed. Kogu analiiiisitava tekstikorpuse mahuks on
59 738 sona. Kuigi n-6 késitsi tehtavaks kontentanaliiiisiks on selline tekstikorpus iisna ma-
hukas®, on masindppe mudelite treenimise seisukohalt selline tekstihulk siiski vordlemisi

véike ning antud t66 analiilisi tulemustest on seda ka néha.
PIST-testi vabavastuste analiilisimisel on voetud eeldusteks jargmised aspektid:

e Vastajad on kirjeldanud end adekvaatselt (pole esitlenud end kellegi teisena).

e Testi tditmise olukord on loonud eeldused, kus inimene on motiveeritud ennast kir-
jeldama ldhtuvalt sisemisest analiiiisist: t66le kandideerimisel pole pdhjust kirjel-
dada end liiga tagasihoidlikult, kuid samas pole mdtet peita endale viga omaseid
jooni, mis nagunii vélja tuleksid voi mida soovitajad vaiksid inimese kohta esma-

joones oelda.

Lisaks PIST-testi enesekohastele tekstidele kasutatakse vordleva iilevaate saamiseks ka testi
numbrilisi skoore. Skoorid on avaldatud kaheksa testiga moddetava omaduse kohta: posi-
tiivne emotsionaalsus, negatiivne emotsionaalsus, emotsionaalne paindlikkus, enesevééirtus-
tamine, enesedistsipliin, sdltumatu enesekindlus, koostddoskus, arenguvalmidus (vt Joonis

6). Iga omaduse maksimumskoor on 100, miinimum O punkti.

® Vordluseks: tavalises Wordi dokumendis oleks antud tekstikorpuse maht ca 150 lehekiilge (Times New Ro-
man, 12 p, reavahe 1,5).
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5. Toovoog
Antud uurimuses on valitud analiiiisimise aluseks probleemiks, kuidas tekste ehk doku-

mente automaatselt teemadeks ehk klastriteks liigitada. Kéesoleva uurimuse kontekstis
moistetakse madiste ,,dokument* all iihe inimese kokku koondatud avatud vastuseid. Seega

vastab iihele dokumendile kdik iihe inimese PIST-testi tditmisel kirjutatud avatud vastused.

Koodi kirjutamisel on kasutatud Pythoni versiooni 3.5.5 ning kood vormistati Jupyter No-
tebook’i keskkonnas'®. Andmete eeltdotluses on kasutatud ka Pythoni eesti keelele tugineva
loomuliku keele t66tluse EstNLTK teeki versiooniga 1.4.1 (Orasmaa jt, 2016). LDA-mudeli
loomisel kasutati Pythoni tarkvarapaketti gensim (Rehaiek ja Sojka, 2010). Kiesoleva to6
aluseks olev kood on kittesaadav ka GitHubi repositooriumistt. Jirgnevalt on kirjeldatud

kédesoleva analiiiisi etappe vastavalt joonisel 7 toodud nummerdusele.

[ PIST-testi tulemused ‘ [ 5. visI::?sne]:rsiﬁin - \
: ' | =
=
Enesekohased tekstid Testi skoorid E
- s Qo
-y ol J z

st‘utdardiseetﬁijhe [\
4
= Vordlev analiis

Teemade modelleerimine

Joonis 7. Té6voo skeem.

1. PIST-testi tulemused

PIST-testi tulemused laaditi alla testi veebikeskkonnast PsienceReports. Allalaetud failist
eemaldati vastajate isikuandmed ning koostati kaks eraldi CSV-faili: 1) ainult tekstiliste

andmetega (enesekohased tekstid) fail, kus iiks rida vastas lihele inimesele; 2) punktskoori-

dega fail, kus iiks rida vastas lihele inimesele.

10 http://jupyter.org/

11 https://github.com/lisetmarleen/textmining
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2. Teemade modelleerimine
2.1. Andmete eeltootlus

Tekstianaliiiis teostati teemade modelleerimise meetodil, kasutades tdendosusliku teemade
modelleerimisele pShinevat LDA-mudelit. Enne LDA-mudeli loomist teostati andmete eel-
tootlus, sh moodustati andmefaili {ihest reast iiks dokument. Eelto6tlus on eelkdige vajalik
selleks, et masindppe mudelil oleks vdimalik tulemuslikumalt tekstilistest andmetest must-
reid leida. Selleks lihtsustatakse teksti teatud votete alusel. Kéesoleva analiiiisi eeltdotluse

osadeks olid jargnevad etapid, mida korrati igas dokumendis:

e numbrite eemaldamine,

e muudeti koik tdhemargid véiketdhtedeks (lowercase),

e ctteantud sonastiku alusel teatud sdnade asendamine (nt levinumad kirjavead ,,viii*
asendati ,,v0i“, lihtlustati erinevad kirjapildid ,,acgajalt™ asendati ,,aeg-ajalt™ jms),

e sonad lemmatiseeriti ehk viidi algvormi, kasutades EstNLTK Text klassi muutujat
’lemmas’. Lemmatiseerimise tulemusel saame nditeks kddndsonast ,,arvamustel
sona ,,arvamus‘‘.

e Lemmatiseerimise tulemusel pakuti osade sdnade algvormina kaht varianti, mis olid
eraldatud piistkriipsuga (nt ,,kurvastamalkurvastanud*). Selle olukorra lahendami-
seks jédeti korpusesse ainult piistkriipsust vasakul pool olev sona (ma-tegevusnimi).

e Lisaks eemaldati tekstidest stopp-sonad. Stopp-sonadeks on sellised sonad, mida
tekstides esineb sageli, kuid mis annavad véhe infot teksti olemuse vdi sisu kohta.
Tavapdraselt on stopp-sonadeks keeles laialt kasutatud sonad nagu sidesonad (,,ja“,
»ehk®, | kui“, , kuid“, ,,aga“), asesdnad (,,mina“, ,,see*), lithendid (,,n-6%, ,,jne*,
,Jms®). Tulenevalt teksti kontekstist voidakse eemaldada ka vaadeldavates tekstides
levinumad sdnad, nditeks antud analiiiisis on stopp-sonana eemaldatud ka sona ,,olu-

kord*!?, mis esines kdikides klastrites sageduselt esimesel vdi teisel kohal.
Teksti eeltootluse tulemusel muudeti esialgne tekst:

Valisin koostoé punkti, kuna olemuslikult mulle meeldib suhelda, teemasid meeskonnas poh-

Jjalikult arutada ja tihiste eesmdrkide nimel téotada. Samas mulle meeldib ja sobib ka iiksi
tootamine, eriti siivenemist vajavate iilesannete puhul. Minu meelest on koostéo oluline,
kuna selle libi siinnivad huvitavad ja vddrtuslikumad otsused ja tulemused.

2. S3na ,,0lukord* sagedasemad kasutused PIST-testi enesekohastes testides olid niiteks selle sdna esinemine
lauses vastusena véitevalikule: ,,0leneb/sdltub olukorrast®, aga ka erinevate olukordade kirjeldustes.
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kompaktsemaks:

valima koostoo punkt olemuslikult meeldima suhtlema teema meeskond pohjalikult arutama
tihine eesmdrk nimel téotama meeldima sobima iiksi to6tamine eriti stivenemine vajav iile-
sanne puhul meelest koostoé oluline libi siindima huvitav vddrtuslikum otsus tulemus.

LDA-mudeli loomiseks viidi iga dokument esmalt jarjendi kujule ning seejirel moodustati
Gensim teegi abil bigrammid ehk lemmapaarid, mis asetsevad korpuses korvuti ning mida
sellisel kujul esineb terves korpuses vihemalt neli korda. Bigrammide moodustamisega soo-
viti leevendada LDA bag-of-word aluspohimoétet, mis ei arvesta sonade jarjekorraga ning
mille tottu kannatab sonade konteksti uurimine. Niiteks oli moodustatud bigrammide seas
lemmapaarid: ,,usaldama_kontroll*, ,,paha_tuju®, ,,eesmérk saavutamine* jms. Kiill aga ei

joudnud iikski bigramm teemasid iseloomustavate sdnaloendite alla (vt ptk 6.1).

Keskmine sonade arv tithe dokumendi kohta enne tekstide eeltdotlust oli 502 sdna. Keskmine

sonade arv iihe dokumendi kohta pérast tekstide eeltodtlust oli 282 sdna.
2.2. LDA mudeli loomine

Olemasolevate tekstide alusel loodi esmalt gensimi Dictionary () funktsiooni abil sdnas-
tik, kus igale unikaalsele sOnale médratakse unikaalne numbriline indeks (id). Sonastiku abil
luuakse dokumentide jéarjend ehk koprus dokument-termin maatriksina. Korpus salvestati
bag-of-words kujul. Iga jarjendi kujul olev dokument-vektor sisaldab loendit ennikutest, kus
moodustuvad paarid: sdna id (sdnastiku alusel) ja sona sagedus antud dokumendis. Oluline
on see, et dokumendi vektoris sisalduvad ainult need sonad/terminid, mis vastavas doku-
mendis esinevad. Edasi loodi tarkvarapaketi gensim abil LDA-mudel dokument-termini
maatriksi, sonastiku ja etteantud teemade ehk klastrite arvu alusel (antud analiiiisis on vali-
tud klastreid kolm). LDA-mudeli paremaks interpretatsiooniks visualiseeriti tulemused
LDAVvis teegi abil (vt joonised 8-11).

3. Testi skooride standardiseerimine

Kuna kidesoleva analiiiisi eesmérgiks oli vorrelda tekstianaliilisi tulemusi testi numbriliste
skooridega, tuli erinevate inimeste testitulemuste paremaks vordluseks skoorid esmalt stan-
dardiseerida. Skoorid standardiseeriti nii {ihe tunnuse piires kui ka iihe vastaja piires. Stan-
dardiseerimisel {ihe tunnuse piires voeti aluseks tunnuse (nt positiivne emotsionaalsuse
skoorid iihes veerus) miinimum ja maksimumvéiirtused ning iga vaértus standardiseeriti

jargneva valemi (1) alusel:
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x; —min(x)

4= max(x)—min(x) @

kus zi margib standardiseeritud vaartust ja X; vaadeldavat véartust kohal i. Standardiseeri-
mise tulemusena teisendati vaartused vahemikku 0—1. Seejarel summeeriti iihe vastaja piires
skoorid ja jagati iga skoor tema tildsummaga. Standardiseeritud skooride alusel on voimalik

vastajaid omavahel vorrelda vordvairsemalt.
4. Vordleva analiiiisi teostamine

Tekstianaliiiisi ja standardiseeritud skooride vordlusest parema iilevaate saamiseks kasutati
Pythoni Seaborn teeki ning jooniste 15-16 kujutamiseks R-i. Vordleva analiiiisi teostamise
lahtekohaks valiti suurima toepara printsiip (Lepik, 2017: 47), mille jargi voeti iga vastaja
kohta tema kdige suurema tdendosusega klaster ning kdrgeim standardiseeritud omadus-
skoor. Siinkohal tuleb arvesse votta, et selle printsiibi alusel valiku tegemine limiteerib ana-
luiisi tulemusi selles osas, et kaotame infot inimese klastrisse tdendosusliku kuulumise ja
omadusskooride jaotuste kohta, kuna valik tehakse ainult maksimumnditajate jargi. Allolev
joonis 8 illustreerib kahe erineva inimese toendosuslikku kuuluvust klastritesse. Rakendades
suurima toepéra printsiipi, valitakse nii inimenel kui ka inimene2 puhul tema klastri kuulu-
vuseks klaster 1, sest seda iseloomustab kdrgeim tdendosusniitaja (vastavalt 0,86 ja 0,35
punkti). Samas ndeme, et inimene2 puhul on klastritesse kuuluvuse tdendosus palju iihtla-
semalt jagunenud kui inimenel puhul, kelle 1. klastri kuuluvus eristub selgelt. Seega suu-

rima tdepéra printsiibi kasutamisel peame arvestama, et See vahendab inimese erisuste vél-

jatoomist.
inimene1 inimene2

@ 0.75
w
0
=
w
5 0.50 1
X
n
-]
3
S 0.25
=
X

0.00

1 2 3 1 2 3
klaster

Joonis 8. Niide kahe erineva inimese klastrite kuuluvuse jaotusest.

Lahemalt tutvustatakse vordleva analiiiisi tulemusi jargmises peatiikis.
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6. Analiiiis

LDA masindppel pohinevat mudelit kasutakse juhtudel, kui soovitakse tekstikorpusesse
voetud dokumentide struktuuri uurida, sh leida ja mdtestada dokumentides olevate sonade
esinemissageduse pdhjal tekstide peidetud mustreid. Kuivord kdesoleva uurimuse puhul on
vabateksti andmed seotud numbriliste testiskooridega, saab LDA-mudeli alusel loodud tee-
masid ehk Klastreid kdrvutada ka PIST-testi isiksuseomaduste tulemustega. Kuna andmes-
tikus representeerib iga dokument tihe inimese ehk testi tiitja vastuseid, saab analiiiisi tule-
muste pohjal leida seoseid ka vastanute isiksuseomaduste vahel eeldusel, et sarnaseid ini-

mesi iseloomustab ka sarnane sGnakasutus.

Kéesolevas t66s on LDA-mudel treenitud 119 dokumendiga 3 teema alusel. Teemade arv
tuli LDA-mudeli treenimisel ise ette anda ning optimaalne teemade ehk klastrite arv leiti
tulemuste visuaalsel analiiiisil: kolm on suurim klastrite arv, kus on selgelt eristuvad teemad

ega esine (tdielikke) tilekatteid (vt joonis 9).

Intertopic Distance Map (via multidimensional scaling)

n=15 [ s n=8

ntertopic Distance Map (via multidimensional scaling) Intertopic Distance Map (via multidimensional scaling)

n - 5 Margmal topic distriubon n = 3

Joonis 9. Optimaalne klastrite ehk teemade arv leiti LDA-mudeli korduval treenimisel. Joonisel on
toodud klastrite arvud (n). Optimaalseimaks osutus klastrite arv, kus n=3.
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6.1 Tekstianaliiisi tulemused

Nagu eelnevalt kirjeldatud, koondati tekstianaliiiisi teostamiseks iihe inimese koik PIST-
testi tditmisel antud avatud vastused tihte dokumenti. Seega saab analiiiisifaasis dokumen-
tide struktuuri ja sarnasusi lile kanda teatud mdttes ka inimeste sarnasusele, kuivord tekstide
sisuks on testi tditjate enesekohane kirjeldus. Samas, kuna andmete eeltodtluse kdigus on
palju konteksti andvaid sonu eemaldatud (sh eituse vormid), tuleb tekstianaliiiisi pohjal teh-
tud tldistuste tegemisel olla ettevaatlik. Niiteks fraas ,,Alati see ei dnnestu® on eeltdodtluse
tulemusena eraldi sdnade ,,alati* ja ,,Onnestuma‘ kujul. Jargnevalt kirjeldatakse LDA-mu-

deli abil teostatud ja teegi LDAVis abil kujutatud tekstianaliiiisi tulemusi.

Alloleval joonistel 10-12 on kujutatud tekstianaliiiisi tulemusel moodustatud kolme teemat
ehk klastrit koos iga teema alla kuuluva 30 kodige relevantsema sdnaga (vt parema iilevaate
saamiseks klastrite ja sdnade jaotust Lisa 1). Viidatud joonised on kuvatdmmised LDAVvis

abil loodud interaktiivsetest graafikutest.

Teemade modelleerimise tulemuseks on kolm eraldiseisvat teemat, mis ei ole teineteise suh-
tes tilekattega, kuid mis erinevad teineteisest suuruse poolest — neist kdige esimene teema
on suurim ja kolmas véikseim. Vastava teema selekteerimisel virvub graafiku vasakul pool
valitud teemat kujutav ring punaseks ning paremale poole moodustuvad horisontaalsed tul-
bad sonadest, mis aitavad valitud teemat moista. Sinisega kujutatud tulp néitab sona esine-
missagedust terves korpuses ning punane, iilekattev tulp nditab sama sdna esinemissagedust
vastava teema all. Teemade sonastamiseks on abiks relevantsus- (relevance) ehk olulisus-
néitaja (lambda), mis on kdesolevas analiilisis seadistatud vaartusele A=0.5 (A-parameetri
suurus on vahemikus 0...1). See olulisusnditaja on lisatud teeki LDAViS just sellel eesmair-
gil, et LDA-mudeli abil leitud tdenédosuslike sonade kuuluvuse uurimise kdrval oleks lisa-
voimalus teemade paremaks interpreteerimiseks, kuivord tavapéraselt kipuvad korpuses
enimkasutatud sonad sattuma teema koige tdendolisemate sonade sekka ega pruugi nii sel-
gelt teemade 10ikes eristuda (Sievert ja Shirley, 2014: 63-64). Kui lambda suurus on sea-
distatud véairtusele A=1, siis jarjestatakse graafikul paremal pool olevad sdnad selle alusel,
kui suur on sdnade tdendosused antud teema alla kuulumiseks. Vahendades lambda suurust,
on voimalik jéarjestada sellele teemale iseloomulikumad sonad, mitte puhtalt sonade tdenéo-
suse kuuluvuse alusel antud teemasse, vaid sona toendosuse antud teemas esinemise 0sas
(punane tulp) jagatuna selle sona iileiildise esinemissagedusega korpuses (sinine tulp). Ehk

teisisdnu toimub sonade jirjestamine lambda suuruse vdhendamisel punaste ja siniste
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tulpade omavahelise suhte alusel. Seega vdimaldab lambda suuruse vdhendamine véhen-
dada tile korpuse enam levinud sdonade sattumist teemat iseloomustavate sdnade sekka (mis
raskendab iildjuhul teemade interpretatsiooni) ja selle asemel suurendada antud teemale ise-
loomulikemate ehk antud teemas sagedasemalt esinevate sGnade osakaalu. (Sievert ja Shir-
ley, 2014)

Esimene teema — ,,eesmirgipirased tegutsejad“

Teema modelleerimise meetodi oluliseks etapiks on teemades esinevate sonade pohjal so-
nastada vastav teema. Seda etappi voiks ka nimetada pealkirjastamiseks, kuna sGnade pohjal
antakse teemale tildistav nimetus. Kuna antud analiiiisi aluseks on vOrdlemisi véike teksti-
korpus ning eri teemade all esines ka samu sonu (néiteks ,,t66%, ,,meeldima‘, ,,suutma“), mis
pigem ldhendasid teemasid, ei teinud see teemade sonastamist lihtsamaks. Siiski on vdima-
lik joonisel 10 kujutatud parempoolses tulbas esinevate sdnade pealt teha teema kohta tea-

tavaid iildistusi (vt sonade loendit ka Lisa 1).
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Joonis 10. LDAWvis tulemused 1. teema kohta.

Esiteks paistab selle teema all silma tegusonade vordlemisi suur esindatus ja sealhulgas
proaktiivseid tegevusi vidljendavad tegusonad nagu ,,tulema®, ,,votma“, ,,andma*“, ,hak-
kama*, ,,oppima“ jne. Siit voib omakorda tildistada, et sellesse klastrisse kuuluvad inimesed

on aktiivsemad tegutsejad. Samas nimisdonade loend: ,,eesmirk®, ,plaan®, ,t66%, ,,otsus®,

»lahendus® jitavad mulje eesmérgipdrasusest, mistottu on esimese teema nimetuseks
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pakutud ,,eesmirgiparased tegutsejad”. Samuti ei saa mirkamata jitta sona ,,positiivsus

esinemist antud teema all, mis voiks viidata optimistlikumale meelelaadile.
Teine teema — ,,sisekaemuslikud“

Ka selle teema all (vt joonis 11) paistab silma esinduslik valik tegusonu, kuid erinevalt esi-
mesest klastrist on siin proportsionaalselt rohkem esindatud seisundile ja eneseanaliiiisile
viitav tegusonade komplekt nagu ,,tundma®, ,,jaddma®, ,,tahtma®, ,,uskuma®, ,,teadma‘* ning
nende juurde sobituv nimisdna ,,tunne“. Samuti kumab sdnadest ,,uskuma®, ,,voimalik*,
,»ette®, ,,uus® teatav tulevikku vaatav voi veendumuslik suund, kuid selle iildistuse tegemisel
tuleks olla pigem ettevaatlik, kuivord me ei tea nende sdnade tegelikku konteksti. Seega
vorreldes esimese klastriga tunduvad teise klastri esindajad passiivsemad, ei kiirusta tegut-

semisele, vaid on rohkem oma sisemaailmaga tegelevad ehk sisekaemuslikud inimesed.
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Joonis 11. LDAvis tulemused 2. teema kohta.

Kolmas teema — ,,paindlikud*

Kolmanda teema (vt joonis 12) sdnastamisel aitab kaasa analiiiisi aluseks olevate tekstide
konteksti parem tundmine. Kuivord avatud vastuseid antakse PIST-testi tditmisel olukorras,
kus tuleb kahe iseloomustava véite vahel valik teha ja valikut kommenteerida, kumab mit-

metes vastustes 14bi vastaja kahevahel olek — voimalusel langetaks vastaja valiku mdlema

vaite kasuks, kuid valida tuleb iiks viide. Sellised viite valimisel kahevahel olekut mérkivad
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sonad, mis kolmanda teema all esinevad, voiksid olla nditeks ,,vastus®, ,,number®, ,,mo-
lema“, ,,valima*“, ,,sdltuma®. Arvestada tuleb siin ka sellega, et stopp-sdnade ecemaldamisega
on voetud vilja ase- ja sidesdnadega viljendatavad kahevahel olemise sdnad ja viljendid,
nagu ,,nii ja naa®, ,,see ega teine“ jms. Lisaks sellele iseloomustab seda teemat suund koos-
toole sonade ,,aitama“ ja ,,tegutsema“ 1abi. Seega on teemat tildistavaks nimetuseks valitud

»paindlikud®.
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Joonis 12. LDAWvis tulemused 3. teema kohta.

Tekstianaliilisi tulemusena saab iildistavalt teemade kohta kokku vdtta jargmist: 1. teema
koondab vilimisi tegevusi (tavaliselt vdljenduvad litkumises), nagu ,,tulema®, ,,votma®,
,hakkama“ ning 2. teema pigem sisemisi tegevusi, nagu ,,tundma®, ,,uskuma®. 3. teemale
iseloomulikumad sdnad pakuvad PIST-testi kontekstis eelkdige huvi selle poolest, et pee-
geldab neid inimesi, kes testi tditmisel tdid vilja teatud omaduste avaldumist erinevates olu-
kordades voi pehmendasid oma viite valikut, tuues vélja oma kahevahel olekut. See annab
voimaluse LDA-mudelit tulevikus tdiustada selliselt, et teksti analiiiisi tulemusi saab auto-

maatselt arvesse votta ka numbrilise skoori kaaluna.

6.2 Vordlustulemused

Teemade modelleerimise abil teostati PIST-testi avatud vastuste ehk tekstianaliilis. Samas

esitatakse ettevotte Psience tavapérases praktikas testi tulemused numbriliste skooridena ja
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tekstilise osa tulemused skooridesse ei panusta. Jargevalt esitatakse tekstianaliiiisi ja testis-

kooride vordleva analiiiisi tulemused vastajate kohta iilevaatlikult.

Klastrite ehk teemade ja testi abil mdddetavate isiksuseomaduste skooride kokku viimiseks
koostati maatrikspohimottel tabel. Iga inimese kohta valiti suurima toepéra printsiibil teda
enim iseloomustav klaster (valikus klastrid 1-3) ning standardiseeritud testiskooridest suu-
rima osakaaluga omadus (valikus 8 omadust). Siinkohal tasub aga arvestada ka suurima
toepéra printsiibi kasutamise miinustega, kuivord selle alusel on eemaldatud koik teised
skoorid ja jdetud vordluste tegemise aluseks ainult korgeim omadusskoor. Samas voib olla

olukordi, kus tlihe vastaja puhul on kahe korgeima omadusskoori vahe on minimaalne, néi-

teks 0,001 punkti.

Allolevatel joonistel 13-16 vastavad omaduste lithenditele jargmised kirjeldused: p_emots=
positiivne emotsionaalsus, n_emots=negatiivne emotsionaalsus, e_paind=emotsionaalne
paindlikkus, e véirt= enesevairtustamine, e_dists=enesedistsipliin, s_enesek=sdltumatu
enesekindlus, koosto6=koostoooskus, areng=arenguvalmidus (vt ka ptk 4.1). Vastajate
klastritesse jaotuvuse ja kdrgeima skooriga omaduse seostest iilevaate saamiseks kuvati and-
med graafikul, mis niitab lisaks tihedusele ka marginaalseid sagedusjaotusi (vt Joonis 13).
Graafiku x-teljelt on voimalik ndha, et kdige rohkem inimesi kuulub esimesse klastrisse
(graafiku keskel), suuruse poolest teisel kohal on klaster 2 ja véikseim klaster on klaster
number 3. Sama tulemust peegeldas ka LDAvis abil kujutatud joonis (vt nt Joonis 12). Y-
teljel kujutatud omaduste jaotus annab aimu, et kdrgemad skoorid on olnud emotsionaalse
paindlikkuse osas, kuivord see omadus on tumedamalt esil kdikide klastrite all. Monevorra
korgem on ka arenguvalmiduse esindatus (jallegi graafikul tumedam koondumine). Samuti
voimaldab graafik saada iilevaadet klastrite ja korgeima skooriga omaduste omavahelisest
jaotumusest. Niiteks ndeme, et emotsionaalne paindlikkus on enim seotud 1. klastri alla
kuulujatega (graafikul koige tumedam punkt ehk tihedaim vastajate kuuluvus), kuid ka osa-
liselt klastriga 2. See omakorda tekitab vajaduse hinnata PIST-testi emotsionaalse paind-
likkuse viited selle alusel, kas nende véidetega on olemuslikult kergem ndustuda. Sellisel

juhul voib tekkida vajadus need véited timber sonastada, et testi kvaliteeti parandada.
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Joonis 13. Vastajate sagedusjaotus klastrite kuuluvuse ja kdrgeima omadusskoori jargi.
Jooniselt 13 on voimalik saada aimu vastajate iildise jaotumuse osas tema suurima tdenéo-
susega klastrite ja kdrgeima omadusskoori vahel. Jargnevalt antakse tilevaade, kuidas vas-

tajad loenduspohiselt jaotuvad klastrite ja kdrgeima omadusskoori jéargi (joonis 14). Tule-

mused pakuvad huvitavat vordlust eelmises alapeatiikis vélja toodud tekstianaliitisile.
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Joonis 14. Vastajate klastritesse kuuluvus (y-telg) koos korgeima omadusskoori (x-telg) ja vastajate
loendusega (arvud lahtrites).
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Korvutades tekstianaliiiisi tulemusi ning klastrikuuluvust koos kdrgeima omadusskoori iile-
vaatega ndeme, et esimese klastri, mille teema on eelnevalt sonastatud ,,eesméargiparased
tegutsejad®, inimesi iseloomustab kdrgem emotsionaalne paindlikkus (21 vastajat). Kuivord
emotsionaalse paindlikkuse omadus viitab suutlikkusele oma emotsioone reguleerida ja ka
keerulistes olukordades rahulikuks jddda, viitab teksti ja skooride analiilisi vordlemine sel-
lele, et sellesse klastrisse kuuluvad heade juhiomadustega inimesed. Uhelt poolt iseloomus-
tab neid eesmérgiparane tegutsemine ja teatav aktiivsus, kuid samas suudavad nad vajalikul
hetkel oma emotsioone talitseda. Samuti ilmnes tekstianaliilisist sona ,,0ppimine* kasuta-
mine 1. klastris, mis ldheb hésti kokku korgema arenguvalmiduse skooriga (13 vastajat).
Kui votta arvesse taustateadmist, et PIST-testi tdidavad tihti just 10ppvooru kandidaadid,
saame lilevaate, et viarbamisprotsessis jouavad kaugemale need (nt juhikohale piirgivad)
kandidaadid, kes ei paista silma mitte oma ranguse ja kontrollivajadusega, vaid on iihelt
poolt tegutsejad ja avatud oppimisele ning teisalt on vajalikul hetkel valmis séilitama ene-
sedistsipliini. Samas aga sdna ,,positiivsus®, mis esines 1. klastri tekstianaliiiisis, ei ldhe
kokku omadusskooridega, kuivord 1. klastris oli vaid kaks inimest, kelle enim avalduv oma-
dus oli seotud positiivse emotsionaalsusega. Siinkohal tuleks pohjuseid jéllegi siigavamalt
vaadata — kas néiteks esines sdna ,,positiivsus® selles klastris mones spetsiifilises voi dras-
pidises kontekstis (nt ,,pole eriti positiivne*) voi oli sellesse klastrisse kuulujatel positiivse
emotsionaalsuse skoor kiill korge, aga mitte alati koige korgem vorreldes teiste skooridega

(arvestades, et analiilis on teostatud suurima toepéra printsiibist 1dhtudes).

Teise klastrisse kuulujaid iildistati teemakategooriaga ,,sisckaemuslikud“. Vorreldes esi-
mese Klastriga, paistsid sellesse klastrisse kuulujad silma oma analiiiitilisema ja sissepoole
hoiakuga. Samas kirjeldas neid ka teatav tulevikku vaatav voi veendumuslik suund. Numb-
riliste tulemuste analiiiis kinnitab sellele klastrile iseloomulikku emotsionaalset paindlikkust
(16 vastajat) ja positiivset emotsionaalsust (7 vastajat), kuid ka kdrgemat arenguvalmidust
(8 vastajat). Lisades siia juurde soltumatu enesekindluse omaduse (5 vastajat), nditab see
analtiiitilisemat laadi inimeste otsustusvoimelisuse avaldumist. Seega voiks tekstianaliiiisi
ja numbriliste skooride vardluses iildistada, et sellesse klastrisse kuuluvad inimesed, keda

iseloomustab hea eneseanaliilisivoime.

Kolmanda klastri tekstianaliiiisi tulemusel leiti seos teatava paindliku iseloomuga, mis teki-
tas vastajates tihti soovi molema etteantud véitega teatud méaral ndustuda. Lisaks iseloo-
mustas seda klastrit suund koostd6le, mis on samuti paindlikkusega seotud — koostéoaltimad

inimesed peavad olema iihteaegu ka paindlikud. Vrdlus omadusskooridega niitab, et selles
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klastris on korgematest omadustest esindatud arenguvalmidus (7 vastajat), emotsionaalne
paindlikkus (suudab oma emotsioone reguleerida ja on véljenduslaadilt adekvaatne; 7 vas-
tajat) ning positiivne emotsionaalsus (5 vastajat). Samas on huvitav, et koost66 omaduss-
koorid selles Kklastris silma ei paista, mistottu tuleks uurida, mis laadi koost6od testiga moo-

deti ning kuidas vastajad ise seda, nditeks ,,aitama* sdna kaudu véljendasid.

Eelnevalt toodi vilja suurima tdepéra printsiibil pohineva vordlusanaliiisi tulemused, mis
aitas vorrelda eri klastreid selle jargi, milline oli nendesse kuulujate kdrgeim omadusskoor.
Jargnevalt niitlikustatakse andmestikust valitud kahe representatiivse inimese pohjal nende
standardiseeritud koikide skooride ja klastritesse jaotumise seoseid graafiliselt. Joonistel 15
on kujutatud 1. néiteisiku tilevaatlik iseloomustus. Jooniselt on vérvi tonaalsuse jargi voi-
malik saada infot nii selle kohta, kuidas on jaotunud tema klastritesse kuulumise tdendosu-
sed, kui ka milline on tema testi tulemusskooride jaotumine (skaalal esindab ,,vaartus* tde-
nédosuste korrutist). Esiteks ndeme, et tema negatiivse emotsionaalsuse skoor on olnud vaik-
seim (hele horisontaalne joon). Emotsionaalne paindlikkus on omadusena kdige tugevamalt
valjendunud (tume horisontaalne joon) ja monevdrra tugevamalt ka arenguvalmidus. Teised
omadused paistavad aga olevat {isna iihtlaselt jaotunud, kuivord vérvide tonaalsus kdigub
pigem vihe. Samuti on tema kuulumine 2. voi 3. klastrisse peaaegu vordne (vastavalt 0,4181
ja 0,4184 punkti). Seega iseloomustab seda inimest omadusena enim emotsionaalne paind-

likkus, kuid kuuluvus 2. ja 3. klastri vahel on peaaegu eristamatu.
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Joonis 15. 1. néiteisiku klastritesse kuulumise tdenédosuste ja testi skooride jaotumine.
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Teise néiteisiku puhul on véimalik jooniselt 16 vilja lugeda, et tema korgemad omadused
on arenguvalmidus, emotsionaalne paindlikkus ja soltumatu enesekindlus, mis on suhteliselt
sarnase tugevusega joonisel viarvunud. Tema madalaima skooriga omadus on olnud nega-
tiivne emotsionaalsus, kuid ka enesedistsipliin ja koostddoskus on joonisel heledamalt ku-
jutatud, mis annavad tunnistust nende omaduste tagasihoidlikumale avaldumisele. Samuti
on 2. nditeisiku puhul voimalik selgemini vélja lugeda tema toenédosuslikku klastrite kuulu-

vust. Enim on ta seotud 1. klastriga ja vidhim 2, klastriga.
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Joonis 16. 2. nditeisiku klastritesse kuulumise tdenédosuste ja testi skooride jaotumine.

Kahe néiteisiku pohjal tehtud graafilised iilevaated nende Klastritesse kuuluvuse ja oma-
dusskooride jaotumise osas andsid huvitava vordluspildi sellest, mis suurima tdepéra print-
siibi rakendamisel tulemuste interpreteerimisel kaduma léks. 1. nditeisiku puhul nagime
tema suhteliselt vordset jaotumist 2. (,,sisekaemuslikud®) ja 3. klastri (,,paindlikud*‘) vahel
ning enim avalduvale emotsionaalse paindlikkuse omadusele vastukaaluks madalama oma-
dusena negatiivset emotsionaalsust. 2. néiteisiku graafikult on kiill selgemini voimalik ta-
bada tema kuulumine 1. Klastri (,,eesmargiparased tegutsejad®) alla, kuid samuti ndeme, et
tema korgeimad ja madalamad omadused koonduvad komplektina kokku: vastavalt iseloo-
mustab teda suurem enesekindlus, arengusoov ja emotsionaalne stabiilsus, ning vahem Kir-
jeldab teda negatiivsete emotsioonide valdamine, enesedistsipliin ja suund koostoole. Selli-
selt kompleksemalt viljajoonistuvate omaduste ja klastrite jargi on konkreetset inimest voi-

malik ka terviklikumalt iseloomustada.

38



7. Kokkuvote

Isiksustestide kasutamine on personalivaliku kontekstis lisna tavaparane praktika, kuid ette-
vottes Psience vilja tootatud ja kasutatud isiksusetesti (PIST-test) nditel voib testi tulemuste
hindamine tekstiliste andmete pealt olla ajamahukas ettevotmine. Kéesolevas magistritoos
analiilisiti teemade modelleerimise meetodi abil ettevotte Psience’i isiksustestide tditnute
enesekohaseid tekste ning vorreldi tulemusi testi tulemusskooridega. Teemade modelleeri-
misel kasutatava LDA-mudeli rakendamine aitas leida tekstis peidetud mustreid ja kdrvuta-
tult PIST-testi tulemusskooridega teha tildistavaid jareldusi nii testi kvaliteedi kui ka vasta-

jaid kirjeldavate omaduste kohta.

Enesekohaste tekstide peidetud mustrid avaldusid kolme teemasse ehk klastrisse koondu-
mises ja nende klastrite alla kuuluvate iseloomulike sdnade esinemises. Tekstianaliiiisi tu-
lemusel Kkirjeldati kolme teemat ehk vastavalt kolme inimeste rithma: ,,eesmérgipérased te-
gutsejad*, ,,sisekaemuslikud® ja ,,paindlikud®. Koigi kolme klastri puhul leiti ka seoseid
standardiseeritud omadusskooride jargi kuuluvusega. Samas esines vordluses ka teatavaid
vasturddkivusi, mis nduavad aga edasist siivendatud uurimist. Néiteks ilmnes 1. klastri ise-
loomulikema sdnade seas sona ,,positiivne*, kuid selles klastris oli vihe inimesi, kelle kor-
geim omadusskoor oleks olnud positiivses emotsionaalsuses. Vastajate omadusskooride
vordlemisel klastritesse kuulumisega leiti, et kdrgeimad skoorid kdigis klastrites olid emot-
sionaalse paindlikkuse osas, mis omakorda tekitab vajaduse hinnata seda omadust mdotvaid
viiteid (st kas nende véidetega on tavapirasest kergem ndustuda nende sonastuse triviaal-

suse vms tottu).

PIST-testi kui toote edasi arendamise plaanis olid kdige huvitavamad aga mustrid, mis aval-
dusid 3. teema analiiisimisel. Nimelt viitas sdnade analiiiis, et sellesse klastrisse koonduvad
toendolisemalt need vastajad, kellel on teatav paindlikkus isiksuseomaduste avaldumisel
erinevates kontekstides ning mida nad ise viljendasid tihti ka teatud kahevahel olekut pee-
geldava sonastuse 1dbi. See omakorda aga lubab teemade modelleerimise edasiarendatud
kasutamist PIST-testi enesekohastel tekstidel selles plaanis, et teha tekstianaliiiisi automaat-
semaks ja tootada vilja meetod, kuidas teksti analiiiis saaks panustada ka testi numbrilistesse

tulemustesse, mida seni veel pole rakendatud.

Antud uurimuse peamiseks probleemiks oli vdikesemahuline tekstikorpus, mis ei voimalda
masindppe mudeli kasutamisest tiiel mairal kasu saada. Naiteks sattus kdikide teemade alla
ka sarnaseid sonu, nagu ,,t66%, ,,meeldima®, ,,suutma‘, mis pigem lihendavad teemasid. Sa-

muti tuleb arvestada LDA-mudeli kasutamisel sellega, et teemasid iseloomustavad sonade
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kontekst ei pruugi adekvaatselt avalduda, nt kui tekstide eeltdotluse faasis on eemaldatud
eituse vormid, olulised sidesdonad vms. Siiski andis LDA-mudeli kasutamine voimaluse
leida tekstides peituvaid mustreid, mis n-6 kisitsi analiilisimisel oleks viga ajamahukas te-

gevus.
Peamised ettepanekud PIST-testi tulevikuvdimaluste osas on jargmised:

1. Kasutada testi vordlevas analiiiisis lisaks skooridele ja tekstidele ka teisi Kirjeldavaid
andmeid, nagu vastaja sugu, vanus, hariduslik taust, praegune to6koht ning lisada
juurde kandideerimisel olev positsiooni nimetus ning tulemus kandideerimisprotses-
sis (kas osutus valituks voi mitte) jms. Selliselt oleks voimalik teha tuleviku tarbeks
oluliselt tilevaatlikumat personalivaliku analiiiisi, mis tulemuste interpreteerimisel
aitaks tOsta ka ettevotte personaliteenuste miiligipotentsiaali.

2. Tootada vilja mudel, mis votab automaatsemalt arvesse ka tekstilisi vastuseid ja ar-
vestab nendega testi tulemusskoorides, aidates seeldbi vihendada testi analiiiisiks
kuluvaid inimtunde.

3. Teostada testi kvaliteedi hindamine (nt faktoranaliiiisil vims meetodil), vottes arvesse
kéesoleva uurimuse tulemusi. Néiteks vdiks hinnata emotsionaalse paindlikkuse véi-
teid selles osas, et kas ehk pole nendega liiga kerge ndustuda ja seega saadakse selle

omaduse alla pea alati kdrgemaid skoore.
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Lisad

I. LDA abil modelleeritud teemade ja sonade jaotus

Allolevas tabelis 1 on vilja toodud teemad ja nende alla kuuluvad sdnad, mis on vastavalt

kujutatud joonistel 9-11.

Tabel 1. Sonade jaotus vastavalt teemadele.

Teema 1 Teema 2 Teema 3
t60 tulema elu
meeldima meeldima tulema
vOima hea meeldima
hea palju uldiselt
elu aeg vastus
teadma vilja andma
pliidma t60 eelistama
otsus vdima nidgema
tulema suutma number
hakkama itlema looma
titlema uskuma aitama
andma tahtma just
rohkem tundma vélja
palju hésti tahtis
mdtlema teadma tunne
vélja tihti aeg
suutma keegi oige
lahendus tunne palju
eesmirk uus suutma
leidma plaan sOltuma
votma jddma tegelikult
arvama oskama otsus
positiivne oluline leidma
plaan elu vaja

dra ette vOima
Oppima nigema puhul
oluline joudma ent
tundma labi molema
soovima rohkem valima
liritama voimalik tegutsemine
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