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1 Sissejuhatus

Laod osutavad tdnases majanduskeskkonnas viga korge vadrtusega teenuseid.
Laopidamine nduab t66joudu, kapitali (maad, ladustamis- ja haldusvahendeid) ning
ildjuhul ka vastavat infostisteemi. Nimetatud ressursside omamine ja haldamine hdlmab

méarkimisvéaarset vdljaminekut, mida on raske viltida. ( [1], Ik 5)

Kiill aga leidub voimalusi kulude optimeerimiseks. Logistikas moodustavad suure osa
kuludest just laos toimuvad protsessid. Uks vdimalus paljudest on laoliikumiste
optimaalsena hoidmine ning lao ldbilaskevdime maksimeerimine olemasolevate

ressurssidega.

Kéesoleva t60 sisendiks on reaalselt eksisteeriva tootmisettevotte lao paigutuse
optimaalsusega seotud kiisimused. Soovitakse jouda arusaamani, kas kaubad on laos
paigutatud parimal viisil. T66 eesmérk on luua Idppkasutajatele rakendus, mille abil
saadakse esiteks reaalajas iilevaade, kuidas on kaubad hetkel paigutatud ning teiseks,
milline oleks parim vdimalik piirkond iga kauba ladustamiseks. Rakenduse loomise
alameesmargid on praeguse laopaigutuse visualiseerimine, asukohtade ligipddsetavuse
(moddetuna ajas) hindamine statistiliste mudelite abil, kaupade analiiiis ja ladustamiseks
parimate asukohtade leidmine. Tulemuseni joudmiseks kombineeritakse analiiiisi

tulemusi ja parimaid praktikaid logistikavaldkonnast.

T66 on jaotatud teemade kaupa seitsmesse peatiikki. Esmalt tutvustatakse tldiseid
véljakutseid, mis laopidamisega seonduvad ning probleeme, mida minnakse lahendama
konkreetses nditelaos. Jargnevalt selgitatakse erinevaid teooriaid, millest voib kaupade
ladustamise strateegia kujundamisel lahtuda. Seejérel Kirjeldatakse andmeid - paritolu,
nende olemust ning analiiiisile eelnenud ettevalmistusfaasi. Samuti antakse pogus

ilevaade vahenditest (keskkonnad, programmeerimiskeeled), mille abil analiiiis teostati.

Jéargneb peatiikk lao asukohtadevaheliste liitkumiste kestuste mudeldamisega vaadeldavas

nditelaos. Tuuakse vilja kandidaatmudelid igale olukorrale ja pdhjused, miks iihe voi



teise mudeli kasuks otsustati. Analiiiisi tulemusena leitakse, kui kaua aega kulub igast

laoasukohast viljastusalani joudmiseks.

Sellele jargnevalt analiiiisitakse kaupasid, mida vaatlusperioodi jooksul on niitelaos
kasitletud. Piiiitakse jouda arusaamani, millised on enim tdhelepanu ndudvad kaubad,
ning jagada kaubad klassidesse vastavalt sellele, kui sageli on neid komplekteeritud.
Kdige prioriteetsemate kaupade liikumiste paremini moistmiseks viiakse 14bi tdiendavad
kaubapdhised detailanaliiiisid. To66 viimases sisupeatiikis Kirjeldatakse valminud

rakendust.



2 Laoplaneerimine tootmisettevottes

Tootmisettevotte laopidamine erineb moneti hulgilao voi miitigiettevatte lao spetsiifikast.
Tootmisettevottes saabub kaup lattu, kui on tekkinud otsene noudlus. Sellest tulenevalt
voib Oelda, et tootmisettevotte laos on kaupade ndudlus tdpsemini teada kui tavalises

hulgilaos. Seda teadmist saab laopaigutuse planeerimisel arvesse votta.

2.1 Laoplaneerimise olulisus

Laopidamise efektiivsus méngib olulist rolli klienditeeninduse kdrge taseme tagamisel,
aga ka kulude kokkuhoiu vdimaldamisel. Selgub, et Euroopa ettevotetes umbes 39%
logistika kuludest moodustavad laotegevused. Kuna laos toimuval on tarneahelale
tervikuna viaga suur moju, siis ladude kuluefektiivne majandamine on iiheks kriitilise

tahtsusega teguriks ettevotte edu saavutamisel. ([2], Ik 1)

Laotegevustest on komplekteerimine kdige to6joumahukam ja aegandudvam tegevus
enamikes ladudes. Komplekteerimise resultatiivsuse tostmine iildjuhul tdhendab suurte
investeeringute tegemist. Kui logistika kuludest 39% holmavad laotegevused, siis nendest
omakorda 55% moodustavad komplekteerimisega seotud kulud. Ladustamise ja
komplekteerimistegevuste sihipdrane juhtimine voib osutuda otseseks tootmisettevotte

edukuse mojutajaks. ( [2], Ik 1)

2.2 Laopaigutuse analiiiisivoimalused

Kaupade ladustamisel on praktikas on kasutuses mitmeid erinevaid strateegiaid.
Erinevaid ladustamispoliitikaid tutvustatakse ldhemalt Nima Zaerpouri doktoritdos
,Efficient Management of Compact Storage Systems®, mis on ka kdesoleva peatiiki sisu

aluseks ([3], lk 11-12).

Uks vdimalusi on paigutada kaubad lattu juhuslikult. Sellist ladustamisstiili kasutatakse
juhul, kui kaupade varasema noudluse informatsioon on vihene voi puudulik. Samuti
rakendatakse praktikas klassipohist ladustamist, aga ka ladustamispoliitikat, mille puhul
igale kaubale on miératud kindel asukoht. Kahe viimase strateegia kasutuselevotmise
eelduseks on iga kauba varasema noppimissageduse ja -asukoha ajalooliste andmete

olemasolu.



Paigutades populaarsemad kaubad viljastusalale 1dhemale, on vdimalik vihendada laos
kaupade liigutamisele kuluvat aega. Konkreetse kauba parim vdimalik asukoht laos
soltub nimetatud kauba noudluse sagedusest. Ladustamispoliitika, mille puhul leitakse
igale kaubale fikseeritud asukoht, jarjestatakse kaubad esmalt noudluse sageduse alusel
kahanevalt ning seejdrel médratakse nende optimaalne asukoht laos. Viimase aluseks on

véljastusala kaugus konkreetsest asukohast kahanevas jérjestuses.

Muutus kauba viljastuse sageduses voi kaubasortimendi tdienemine fikseeritud asukoha
kasutamisel voib viia olukorrani, kus kaubad tuleb tdielikult voi osaliselt imber
paigutada. Alternatiivse voimalusena kasutatakse klassipohist ladustamise stiili. Sellisel
juhul jaotatakse lao asukohad ja kaubad n klassi, n > 2. Asukohtade klassidesse
jaotamisel voetakse aluseks asukoha kaugus valjastusalast ning kaupade puhul ndudluse

sagedus.

Kdige suurema ndudluse sagedusega kaubad méadratakse asukoha klassidesse, mis asuvad
véljastusalale kdige 1dhemal. Iga asukoha klassi sees on kaubad paigutatud juhuslikult.
Klassipohine laopaigutus on lihtsasti praktikasse iilekantav ning tulemuslikkus vorreldav

laopoliitikaga, mille puhul on igale kaubale méaratud fikseeritud asukoht.

Klassipohise ladustamise puhul on oluline otsustada klasside arv ja sellest tulenevalt iga
kaubaklassi voi asukohtade tsooni suurus. Praktikas on levinud kahe- ja kolmeklassilised
laopaigutused ning seda eelkdige vdikese keerukusastme tottu. Sageli on siiski vdimalik
laos kaupade liigutamiseks kuluvat aega veelgi védhendada tdiendavate tsoonide

lisamisega.



3 Vaadeldava tootmisettevotte laopaigutus

Kéesolevas toos késitletakse nditelahendusena reaalselt eksisteeriva tootmisettevotte
ladu. Laopaigutuse analiiiisi aluseks on allpool olev laoplaan pealtvaates (vt Joonis 1).

Laoplaani tdpsem selgitus on leitav lisast (vt Lisa 1).

1
FH— —
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Joonis 1. Laoplaan.

Joonisel on tumerohelisega méargitud asukohad, kust on tihti kaupa noppimas kaidud.

Asukohad, kust on harvem kaupa voetud, on margitud vastavalt heledama tooniga ning



valgega mirgitud asukohad on vaatlusperioodi (kaheksa kuu) viltel piisinud
puutumatutena. Nagu jooniselt ndha, esineb kohti, mis esmapilgul hinnates nédivad asuvat

viéljastusalast kaugel, kuid kaupa kdiakse neist noppimas vordlemisi tihti.

3.1 Vaadeldava niite andmeanaliiiisi teostamise tookava

Selleks, et tekitada selge arusaam, millised asukohad on kauba viljastuseks parimad ning
millisteni joudmiseks kulub rohkem aega, tuleb anda tdpne hinnang igale asukohale - kui
palju kulub aega sellest viljastusalani joudmiseks. Teise sammuna tuleb vastavalt

hinnata, millisesse asukohta iga kaup paigutada.

Asukohtade kauguse hindamiseks on kédesolevas t60s kasutada laosiseste liikumiste
ajalised kestused juhuslikust punktist A juhuslikku punkti B (asukohad, milles iihe
komplekteerimistoo teostamiseks kaupasid noppimas kiiakse). Seega et asukohtade
kaugused kaardistada, tuleb esmalt mudeldada, kui kaua kulub aega erinevatest
laopiirkondadest véljastusalale joudmiseks. Teine samm on kaupade jirjestamine ja
Klassifitseerimine véljastustiheduse alusel. Kolmas iilesanne on iihildada lao analiiiisi
ning kaupade analiiiisi tulemused — méadrata igale kaubale parim piirkond tulenevalt kauba

ja laoasukoha iseloomust.

Pérast seda, kui on vilja to6tatud loogika, mille alusel médratakse igale kaubale tema dige
asukoht, saab nimetatud tulemit kasutada kauba lattu sisenemisel. See tdhendab, et
laohaldamise tarkvarasse tuleb vastav loogika lisaks programmeerida. Selle tulemina
antakse laotootajale soovitus, kuhu konkreetne kaup laos paigutada. Soovituse andmine
on pidev protsess. Kui pika perioodi viltel anda kauba paigutussoovitusi ja neid
jargitakse, on olemas eeldus, et tekib olukord, kus kaubad paiknevad optimaalsetes

asukohtades.

3.2 Vaadeldava niite laopaigutuse andmed

Kaiesolevas néites kasutatakse analiiiisiks vOrdlemisi suurt hulka andmeid. Puhastamata
kujul on andmeid 55 913 rida. Andmed on kogutud vastava infosiisteemi abil ning

analuitisi teostamiseks salvestatud eraldiseisvasse andmeaita.
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3.2.1 Andmete péritolu

Selleks, et ettevottel oleks selge arusaam, mis laos toimub ning kuidas sellega seotud
ressursse moistlikult kasutada, on oluline vastava infosiisteemi olemasolu. Vaadeldavas
néites kasitletakse andmeid, mis parinevad majandusinfosiisteemist Microsoft Dynamics
AX. Nimetatud infosiisteemi abil kogutakse suures koguses andmeid -ettevottes
toimuvatest protsessidest - alustades finantsist, 1opetades andmetega tootmisest,

koondplaneerimisest, inimressurssidest, strateegilisest planeerimisest [4].

Laohaldusmoodul on osa keerukast infosiisteemist, mis abistab laovarude, -asukohtade ja
t00jou haldamisel. Suurettevotetele on sellise siisteemi omamine kriitilise tdhtsusega

tagamaks klientide tellimuste kvaliteetset taitmist. ( [1], Ik 33)

Kogutud andmed on sisendiks analiiiisi teostamisele andmeid kogunud infosiisteemist
soltumatute tooriistadega. Kédesolevas t00s kasutatakse andmeanaliiiisi teostamisel kahte
erinevat tarkvara ja programmeerimiskeelt. Statistilise analiilisi osa on teostatud
kasutades programmeerimiskeelt R, mis hdlmab suurt ampluaad statistilisi (lineaarset- ja
mittelineaarset mudeldamist, klassikalisi statistilisi teste, aegridade analiiiisi,
Klassifitseerimist, klasterdamist) ja graafilisi analiiiisivoimalusi [5]. Kirjeldav analiiiis
viidi 1abi programmeerimiskeele DAX (Data Analysis Expressions) abil. DAX on teek
funktsioone ja operaatoreid, mida kasutatakse andmeanaliiiisi teostamisel erinevatel
Microsofti analiiisi platvormidel (Power Bl Desktop, Azure Analysis Services, SQL

Server Analysis Services ja Power Pivot Exceli keskkonnas) [6].

Kéiesoleva t66 10pptulem tehakse 10ppkasutajale kéttesaadavaks Power BI
pilvekeskkonnas. Microsoft Power Bl on drianaliiiisi teostamist voimaldav keskkond, mis
hdlmab endas tooriistu andmete analiiiisiks, selleks ettevalmistamiseks (puhastamiseks,

agregeerimiseks), visualiseerimiseks ja 1opptulemi jagamiseks teiste kasutajatega [7].

3.2.2 Andmete olemus

Kédesolevas ndites analiilisitakse andmeid, mis on genereeritud laohaldusmooduli
alamosa, skdnnermooduli abil. Skdnnermooduli moodustavad {ihelt poolt fiitisilisel kujul
olemasolevad skénnerid ja teiselt poolt programmikood ja andmebaas, millesse skidnneri

abil loodud info talletatakse.
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Skénneriga registreeritakse erinevat tiiiipi laotegevusi. Kéesolevas t60s on vaatluse all
kaupade komplekteerimine ja viljastamine laost. Konkreetses lahenduses kasutatakse
skdnnermooduli logitabeli ridu, milles on maérgitud tegevuseks komplekteerimine voi

komplekteerimistdo 10petamine.

Iga noppimise vodi komplekteerimistod 10petamise kande real on tunnus, mis kellast ja
millises lao asukohas konkreetne tegevus tehti, vodtkood, komplekteerimistd ID ning

kande unikaalne ID.

Vastavad tunnused olid t60 autorile sisendiks laoliikumiste analiiiisi teostamisel. Esmalt
oli t60 markimisvadrseks osaks andmete viimine analiiiisitavale kujule. See tdhendas
andmete grupeerimist komplekteerimistoo alusel, seejarel asukohtade jarjestamist nende
kiilastamise jarjekorras. Kirjeldatud to6tlemisega tegeles t66 autor Power BI keskkonnas.
Alljargnevalt on toodud ndide DAX programmeerimiskeele rakendamisest asukohtade

kiilastuse jarjestamiseks grupeerituna komplekteerimist6o alusel (vt Joonis 2).

TimeRank =
VAR CreatedTime = '"#ScannerMovements ' [CreatedDateTime_TO]
VAR Route = "#ScannerMovements'[Routeld]
RETURN
CALCULATE (
RANK.EQ { CreatedTime; "#ScannerMovements'[CreatedDateTime_T0]; ASC );
FILTER { ALL { '#ScannerMovements' }; ‘#ScannerMovements'[RouteIld] = Route )

Joonis 2. DAX koodi néide.

Seejdrel lisas t60 autor eraldi veeruna ldhtepunkti asukoha tunnuse ja kellaaja, millal
lahtepunktis viibiti. Niitid olid olemas nii ldhtepunkt, sihtpunkt, 1dhtepunktis viibimise
acg ja sihtpunkti joudmise aeg. Viimaseks sammuks DAX poole peal oli lilkumise ajalise

kestuse arvutamine: ldhtepunkti kellaaja lahutamine sihtpunkti joudmise ajast.
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Niide DAX programmeerimiskeelega loodud tdiendavatest tunnustest (vt Joonis 3).

Routeld Time WMSLocati CreatedDateTime F WhSLocati  CreatedDateTime _TO  Duration  WMSLocationlD_  WMSLocationlD_ WhSLocationlD  WMSLocationlD  WMSLocationlD_  WiSLocation|D_
Rank onlD_FRO  ROM onlD_TO Seconds  FROM_COLUMMN  TO_COLUMMN _FROM_FLOOR  _TO_FLOOR FROM_ROW TO_ROW
M

o o 0

2 D0-00-00 23.01.2019 15:34 221 0 T o z o 1

3 07-01-02 2301201913374 19 7 7 2 2 1 13

4 07-13-02 23.01.2019 15:35 140 7 T 2 2 13 4

5 07-13-02  23.01.2019 15420 96 7 10 2 1 13 23

6 10-23-01 23.01.2019 15:43» 514 10 10 1 3 23 18

710-23-01 23.01.2019 15:32¢ 408 10 1z 23 20

§ 12-20-04  23.01.2019 42 12 20 4 1 20 1

006761_181 23.01.2019 15:25:27 1] 1] 0
006761_181 23.01.2019 15:2 23.01.2019 15:25: 1 0 Q 0 Q Q 0
006761_181 23.01.2019 23.01.2019 287 0 3 o 1 o 20
006761_181 23.01.2019 23.01.2019 38 14 1 2 20 5
006761_181 5 14-05-02 23.01.201% 23.01.2019 93 4 9 2 2 5 4
006761_181 6 14-05-02 23012019 1532:37 20-01.0¢ 23.01.201915:32:50 13 4 0 2 1

Joonis 3. Ndide DAX programmeerimiskeele abil loodud tdiendavatest tunnustest.

Nagu ka tilalpool toodud jooniselt (vt Joonis 3) ndha, siis andmetega manipuleerimise
kiigus tekkisid read, millel on olemas sihtpunkt, kuid puudub ldhtepunkt. Kuna tegemist
on tehnilise to6tluse tulemusena tekkinud ridadega, millel puudub analiiiisiks vajalik sisu,
siis edasises analiiiisis jdeti need read vélja. Allpool toodud tabelis (vt Tabel 1) on
nimetatud lisatud tunnused ning nende selgitused.

Tabel 1. Argumenttunnuste selgitused.

Tunnus Selgitus

WMSLocationID_FROM Laoliikumise ldhtepunkti kood. Naiteks 16-
02-04 téhistab 16. veeru 2. rea 4. korrust.

WMSLocationID_TO Laoliikumise sihtpunkti kood. Naiteks 16-02-

04 tihistab 16. veeru 2. rea 4. korrust.
WMSLocationID_FROM_COLUMN Laoliikumise 1ahtepunkti veeru number.

WMSLocationID_TO_COLUMN Laoliikumise sihtpunkti veeru number.

WMSLocationID_FROM_FLOOR Laoliikumise 1dhtepunkti korruse number.

WMSLocationID_TO_FLOOR Laoliikumise sihtpunkti korruse number.
WMSLocationlD_FROM_ROW Laoliikumise ldhtepunkti rea number.
WMSLocationID_TO_ROW Laoliikumise sihtpunkti rea number.
Difference. COLUMN Lahte- ja sihtpunkti veergude numbriline

erinevus (absoluutvairtus).
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Difference_FLOOR Léahte- ja sihtpunkti korruste numbriline
erinevus (absoluutvairtus).
Difference_ ROW Lahte- ja sihtpunkti ridade numbriline

erinevus (absoluutvairtus).

3.2.3 Andmete puhastamine

Kéesolevas niites on tegemist on andmetega, milles esineb hulganisti vaatluseid, mis
erinevad teistest suurel méddral. Hidlbed on seotud niiteks ithe komplekteerimistoo
jargmisel péeval jatkamisega voi komplekteerimistoo kdigus véljastatud veateadetega.
Nimetatud asjaoludest tulenevalt on tekkinud andmetesse kirjed, mida ei saa tolgendada
laosisesteks liikumisteks. Seetottu ei saa mudeleid rakendada koikidele saadaolevatele

andmetele, vaid vajalik on tdiendav andmete puhastamine.

Puhastamata andmeid on 55 913 rida. Ajaliselt on andmebaasi esimene kirje loodud
05.07.2018 ning aktiivselt on skdnnerlahendus kasutusse voetud 2018. aasta septembris.
See tdhendab, et ajaliselt on vaatlushetkeks (2019. aasta kevadeks) andmeid aktiivselt
andmebaasi lisatud umbes kaheksa kuu pikkuse perioodi viltel. Nagu jooniselt ndha (vt
Joonis 4), on andmetes mitmeid vdga suuri anomaaliaid. Lahtudes joonisest voib 6elda,
et kodige pikaajalisem liikumine laos on kestnud iile 3500000 sekundi, mis pdevadeks
teisendatuna on umbes 41 pdeva. Seda konkreetset punkti voib kindlasti nimetada

anomaaliaks.
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Joonis 4. Esialgsed andmed puhastamata kujul.

Seega esmalt eraldatakse andmetest read, milles on liikumise kestuseks iile 900 sekundi
(15 minuti). Jattes nimetatud vaatlused vilja, jadb andmetabelisse alles 54000 rida.
Jargnevalt jooniselt (vt Joonis 5) on néha, et andmetes on teatav korvalekalle tildisest
mustrist ca 15000. ja 20000. kirje vahel.
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Joonis 5. Liikumised kestusega kuni 900 sekundit.

Andmetesse siiiivides selgub, et tegemist ei ole kaupade liigutamist mérkiva tegevusega,
vaid laooperatsiooniga, mille kéigus registreeritakse uusi aluseid. Seega jdtab t60 autor
laolitkumiste mudeldamise eesmargil need read vélja. Samuti talitatakse kdesolevas t60s
vaatlustega, mille ldhte- ja sihtpunktiks on margitud sama asukoht. Need read ei anna
samuti litkumiste kirjeldamisel lisainfot ning kuuluvad korvaldamisele. Parast andmete
puhastamist on ildpilt analiilisitavatest andmetest oluliselt parem (vt Joonis 6).

Analiitisitavaid andmeid on 38103 rida.
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4 Konkreetse niite laopaigutuse analiiiis ja mudeldamine

Kiesolevas to0s testitakse mitmeid statistilisi mudeleid hindamaks aega, mis kulub iihest
lao asukohast jargmisesse litkumiseks - uuritav tunnus on pidev ja mittenegatiivse
vaartusega. Sellest tulenevalt on kiesolevas t66s mudelite sobitamisel vaatluse all
jaotused, mis on eelnimetatud omadustega. Kasitletakse tildistatud lineaarseid mudeleid,
milles uuritavale tunnusele sobitatakse gammajaotus, lognormaaljaotus voi Gaussi
poordjaotus. Kiesoleva peatiiki alapeatiikkide 4.1-4.3 sisu aluseks on Gerhard Tutzi
raamat ,,Regression for Categorical Data* (kui ei ole viidatud teisiti) ( [8], Ik 21-113).

Uldistatud lineaarsete mudelite iilesehitus on viga sarnane lineaarsete mudelite

struktuurile laiendades viimaste olemust:

1) Seos sdltuva ja sdltumatute tunnuste vahel ei pea olema identsusseos (nii, nagu
tavalise lineaarse mudeli puhul). Kéesolevas t66s on soltuvalt mudelist kasutatud

lisaks identsusseosele ka logaritmilist, podrd- ja podrdruutseost).

2) Kui lineaarse mudeli puhul on eeldus, et juhuslik komponent jargib
normaaljaotust, siis tildistatud lineaarsete mudelite puhul on lubatud ka teisi

eksponentsiaalsesse peresse kuuluvaid jaotusi.

4.1 Uldistatud lineaarsete mudelite iildkuju

Uldistatud lineaarsed mudelid sisaldavad jirgmist kahte komponenti:

1) Siistemaatiline komponent

Stistemaatiline komponent nditab, kuidas uuritava tunnuse tinglik keskvaartus avaldub
sOltumatute muutujate kaudu. Seos Soltumatute tunnuste lineaarkombinatsiooni ja

tingliku keskvéartuse u = E(y|x) vahel on méératud valemiga

gw) = x"B,
kus g tihistab seosefunktsiooni. Vektor xT = (xg,x, ..., x) tdhistab mudeli
sdltumatuid muutujaid ja x, = 1 ning BT = (Bo, P1, -.» Br) On mudeli parameetrite
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vektor, milles f, tdhistab vabaliiget. Lineaarne osa, mis annab {ildistatud lineaarsele

mudelile nime, maérab, et muutujad x lisatakse mudelisse lineaarsel kujul
n=x'B.
Seosefunktsiooni poordfunktsioon h avaldub

h(n) = p = h(x"B).

2) Juhuslik komponent

Eeldatakse, et uuritava tunnuse jaotus kuulub eksponentsiaalsesse peresse, st tema
tihedusfunktsioon (voi diskreetsel juhul tdendosusfunktsioon) on kujul
y8 — b(8)

f(y|9: (,'b) = exp {T"' C(yr ¢)}:

kus
6 on pere loomulik parameeter,

¢ on skaala- ehk dispersiooniparameeter ja

b(.) ja c(.) on spetsiifilised funktsioonid, mis sdltuvad konkreetsest jaotusest.

Kéesolevas t60s rakendatakse jargmisi mittenegatiivseid pidevaid jaotusi: gammajaotus
ja Gaussi poordjaotus, mis kuuluvad eksponentsiaalsesse peresse, ning lognormaaljaotus
(mille korral saab kasutada seost normaaljaotusega, mis kuulub eksponentsiaalsesse
peresse). Diskreetsetest eksponentsiaalsesse peresse kuuluvatest jaotustest rakendati

Poissoni jaotust.

4.2 Toos kasutatavad jaotused

Jargnevalt tutvustatakse jaotuseid, millele vastavaid mudeleid kidesoleva t66 analiiiisi osas

testitakse.
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4.2.1 Normaaljaotus

Normaaljaotuse tihedusfunktsioon avaldub

fO) = eXp{— %(y ; ”)2— log(ma)}

B yu—p*/2  pu
- &XP o2 202

2

log(v2m a)}.

Seega loomulik parameeter 6 ja funktsioon b on vastavalt

O(u) = u,b(0) = 0%/2 = p*/2,¢ = o*.

4.2.2 Lognormaaljaotus

Juhuslik suurus on lognormaalse jaotusega, kui selle logaritmimise tulemusel saadakse

normaaljaotusega juhuslik suurus. Lognormaalse jaotuse tihedusfunktsioon avaldub kujul

1 _ 1log(y) — wy*
f(y) = mayexp< (=225 )

4.2.3 Gammajaotus

Gammajaotuse tihedusfunktsioon on kujul

f) = % (E)v y'"lexp (— Zy)

B —(1/wy) — log(w)
- o 1/v

+ vlog(v) + (v — 1log(y)

- log(F(v))).

Sellest tuleneb eksponentsiaalsete jaotuste pere parameetriseerimine

¢ = 1/v,6(u) = —1/u,b(6) = —log(-0).

4.2.4 Gaussi poordjaotus

Nagu eelpool toodud mudelite puhul, on uuritav tunnus ka Gaussi poordjaotust kasutavas

mudelis rangelt mitte-negatiivne. Gaussi poordjaotust margitakse lithendiga IG (i, A), kus
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U, A > 0 on médravateks parameetriteks. Gaussi pdordjaotuse tihedusfunktsiooni tildkuju

on
A \Y? |
F0)=(3m35)  exp{ = 572 O~ 7
-1/2u?)) +1 A 1 3
= exp {y( /( f/j) /H - E - 2—10g(/127r) — Elog(y)}.
Seega

1
0 = _z_m’b(e) =—1/u=—=20,¢ = 1/A.

4.2.5 Poissoni jaotus

Poissoni jaotus on defineeritud tdendosusfunktsiooniga

2
f) = ?eXP(—/l) = exp {ylog(1) — 4 — log(yN)}.

Eksponentsiaalse pere parameetrid on 8(u) = log(u), b(6) = exp(0) = u, ¢ = 1.

4.3 Mudelite sobhivuse hindamine

Selleks, et hinnata, kui hésti sobib mudel andmete kirjeldamiseks voi millist mudelit
teistele eelistada, on mitmeid meetodeid. Alljargnevalt on selgitatud monda to0s

kasutatutest.

Akaike informatsioonikriteerium

Uks vdimalus, kuidas hinnata, milline kandidaatmudel sobib andmetega kdige paremini,
on leida vastavate mudelite Akaike informatsioonikriteeriumi (edaspidi AIC) véartused.
Kdige paremini sobib mudel, mille AIC on viikseim. AIC leitakse jargmiselt

AIC =—-2logL + 2p,

kus L tdhistab toepara ja p on mudeli parameetrite arv.
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Erindid

Selleks, et leida vaatlusi, mis soltuva muutuja poolest teistest oluliselt erinevad,
analiiiisitakse standardiseeritud ja studentiseeritud jddke. Standardiseeritud jaagid
leitakse jaakide r; = y; — ¥; jagamisel nende standardhédlbega. Studentiseeritud jaagid
leitakse sarnaselt standardjddkidele, kuid standardhélbe arvutamisel on konkreetne

vaatlus i vilja jaetud.

Erinditena kasitletakse t00s vaatlusi, mille standard- voi studentiseeritud jaak {iletab

kolme.

Miitsimaatriks
Miitsimaatriksi nime all tuntud n X n maatriks H teisendab uuritava tunnuse viirtuste

vektori y mudeliga leitud hinnangute vektoriks y. Hinnangute vektor avaldub kujul

y = Hy,
kus
H = XXTX)"1x7,

Miitsimaatriksi peadiagonaali elementide véirtuseid kasutatakse, et leida omapéraseid
vaatlusi (ebatavaliste x véartustega). Miitsimaatriksi peadiagonaali element h;;,
0 < h;; < 1, néitab konkreetse y; vaatluse moju koikidele mudeliga hinnatud véartustele
;. Kui h;; =1, siis ¥; =y; — mudel hindab konkreetse vaatluse uuritava tunnuse
védrtuse tapselt. ([9], Ik 17)

Miitsimaatriksi peadiagonaali elementide summa vOrdub mudeli parameetrite arvuga
(kaasa arvatud vabaliige). Olukorrad, millele tuleb tdhelepanu podrata, on need, Kus

esinevad moningad viga suured miitsimaatriksi vaartused. ( [10], Ik 534)

Kéesolevas to0s peetakse omaparasteks vaatlusi, mille vastav miitsimaatriksi element h;;

uletab keskmist kolmekordselt.
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Cook’i kaugus
Enimtuntud meetod mojukate vaatluste hindamiseks on nende Cook’i kauguse leidmine
( [10], Ik 534). Cook’i kaugus hindab muutust mudeli sdltuva muutuja véartustes, kui

konkreetne y; vaatlus andmetest kdrvaldada. Cook’i kaugus avaldub kujul
D* \T =\—1 D* D D* S\T D* D
C;= (Bt —B) cov(B) (B — B) = (Bl — B) X"WX(B(;) — B),

kus BZ‘,-) tahistab hinnangut esimesel iteratsiooni sammul (ilma i-nda vaatluseta).

XT on transponeeritud disainimaatriks ning W = DZ~1D on kaalumaatriks, kus D =
Diag(0h(ny)/dm,...,0h(n,)/0n) on tuletiste  diagonaalmaatriks ja X =

Diag(c?,...,02) on kovariatsioonimaatriks, milles 67 = wvar(y;).
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4.4 Laoliikumiste kestuse mudel

Kéesolevas alapeatiikis kaisitletakse laoliikumisteks kuluvat aega, vottes aluseks, et

vaadeldava lao  asukohad jagunevad kolme  plokki (vt Joonis 7).

EEES

i

ACCESS

Joonis 7. Laoliikumiste jagamine plokkidesse.

Plokkideks jagamine siinkohal tdhendab, et konkreetses plokis toimunud laoliikumisi
analiiiisitakse teistest plokkidest erineva loogika alusel. Selline ldhenemine on

asjakohane, kuna on selge, et litkumiste iseloomud A, B ja C piirkondades on erinevad.
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A plokis toimub liikkumine iihe vahekdigu raames. B plokis toimub liikumine lisaks
vahekdigusisestele liikkumistele ka erinevate vahekdikude vahel. C ploki litkumised on
teistest plokkidest erinevad, kuna riiulid on asetatud teistpidi — laoplaani pealtvaate
mdistes tihendab see, et A ja B plokis jooksevad riiulite numbrid vertikaalselt, kuid C
plokis horisontaalselt (vt Lisa 1, Joonis 18). Lisaks teistpidisele paigutusele jargneb C
plokis igale kolmele riiulile tiihimik.

Léahtuvalt nimetatud pdhjustest, mudeldati laoliikumisi igas plokis eraldi. C ploki
asukohtadest véljastusalani jdoudmise aja leidmiseks liidetakse aeg, mis kulub C plokis A
ploki 16puni (joonisel tdhistatud hiitiuméargiga) (vt Joonis 8) joudmiseks ja seejirel aeg,
mis kulub A ploki labimiseks. Sama loogika alusel arvutatakse ka B plokist véljastusalani

joudmise aeg.

= NN

Joonis 8. Mudelite resultaatide liitmine.
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Iga ploki laoliikumiste kestuse mudeldamisel katsetati kolme jaotust: lognormaalne
jaotus, gammajaotus ja Gaussi pdordjaotus. Jargnevalt selgitatakse, kuidas 10plike
mudeliteni jouti, kuidas neid interpreteeriti ning tulemused 16ppkasutajale kittesaadavaks
tehti.

4.4.1 Lisatud tunnused

Infosiisteemis varasemalt defineeritud asukohtade numeratsioon ei peegelda otseselt
fuiisilist laoplaani. Naiteks on iihest vahekaigust ligipddsetavad veerud numbritega 13 ja
17 (vt Lisa 1, Joonis 18) ning veergude 17 ja 18 esimene riiul asub sama kaugel kui teiste
B ploki veergude neljas riiul. Selleks, et vdimaldada mudelite paremat sobivust, lisati
andmetele tdiendavaid tunnuseid (vt Tabel 2), mis piiiiavad tegelikke laoliikumisi rohkem
arvesse votta. Tdpsem selgitus tdiendavatest tunnustest ja nende lisamise vajalikkusest on

leitav lisast (vt Lisa 2, Lisa 3).

Tabel 2. Tdiendavalt lisatud tunnused.

Tunnus Lisamise pohjus

aisle_ FROM_correct; Peegeldada rohkem tegelikke laoliikumisi (jarjestikku
aisle_TO_correct; asetsevad veerud ei pruugi olla ligipddsetavad samast
aisleDiff vahekaigust) (vt Lisa 3, Joonis 20).
fakeColumnNumber_TO; Vajadus, et veeru number annaks rohkem infot selle

fakeColumnNumber_FROM; fiiiisilisest asukohast laos.
fakeColumnDiff

fakeRowNumber_TO; Vajadus viia veergude number 17 ja 18 riiulite (ridade)
fakeRowNumber_FROM; numeratsioon vastavusse teiste B ploki veergudega.
fakeRowDiff

fakeRowDiff_total Kui B plokis liikumine algas ja 10ppes erinevates

vahekiikudes, siis: riiulite arv, millest mooduti =

lahtepunkti riiuli number + sihtpunkti riiuli number

4.4.2 Plokk A

Ploki A asukohtadest viljastusalani joudmiseks kuluva aja mudeldamisel voeti aluseks
koik laoliikumised, mis on tehtud ithe vahekidigu piires (sealhulgas ka B ploki

vahekdigud, kuid mitte C). Analiiiisitavatele andmetele méérati jargmised kitsendused
(vt Tabel 3).
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Tabel 3. Plokk A liikumiste kestuse analiiiisil andmetele méaaratud kitsendused.

Kitsendus R koodis Selgitus

aisle_ FROM_correct Liikumise ldhte ja sihtpunkt peavad

== asuma samas vahekéigus.

aisle_ TO_correct

WMSLocationID_TO_COLUMNI!=14 Vilistatakse liikumised, mis on seotud

& veeruga number 14. Pohjuseks selle

WMSLocationID_FROM_COLUMN!=14 fiiiisilise paigutuse erinemine teistest
veergudest.

Rakendades andmetele iilaltoodud piiranguid (vt Tabel 3), jdéb iihe vahekaigu piires
toimunud liitkumiste kestuse analiiiisiks alles 5243 rida andmeid. On vdetud eelduseks, et

vahekaigusisesed litkumised on kdikides vahekdikudes sarnased.

400 800 800
1 1 1

Liikumise kestus sekundites

200
|

0 1000 2000 3000 4000 5000

Indeks

Joonis 9. A ploki liikumiste kestust kirjeldavad andmed.
Sobitati lognormaaljaotusega mudelit, gammajaotusega mudelit (identsus-, log- ja

poordseosega) ning Gaussi poordjaotusega mudelit (logaritmilise seosega).
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A ploki puhul sobis andmetega kdige paremini tildistatud lineaarne mudel, mille uuritav
tunnus jargib lognormaalset jaotust. Allpool on tépsemalt selgitatud, millised tunnused
on liikumise kestuse kirjeldamisel olulised ning miks lognormaalne jaotus valikust

parimaks osutus.

Lognormaalne jaotus

Lognormaalse jaotusega mudeli puhul logaritmitakse uuritavat tunnust ja rakendatakse
tavalist lineaarset mudelit identsusseosega. Testides lognormaalse jaotuse sobivust A
ploki andmetele, testiti mudelis esmalt argumenttunnustena ldhte ja sihtpunkti korruste
vahet (Difference_FLOOR), lahtepunkti korruse numbrit
(WMSLocationID_FROM_FLOOR), sihtpunkti korruse numbrit
(WMSLocationID_TO_FLOOR), ldhte- ja sihtpunkti ridade vahet (fakeRowDiff), lihte- ja
sihtpunkti veergude vahet (fakeColumnDiff). lImnes, et korruste vahe ei ole oluline
tunnus. Jargmiseks jdeti nimetatud tunnus mudelist vélja ning saadi jargmised

parameetrite hinnangud (vt Tabel 4).

Tabel 4. Lognormaalse jaotusega iildistatud lineaarse mudeli parameetrite hinnangud.

Coefficients:
Estimate std. Error t wvalue Pri=|t])

(Intercept) 3.154891 0.047160 66.898 < 2e-16 ***
WMSLOCAt10nNID_FROM_FLOOR 0.082412  0.021396  3.852 0.000119 ##**
WMSLocationID_TO_FLOOR  0.138942  0.022121  6.281 3.63e-10 ##%%
fakerowDiff 0.051042 0.003526 14.477 < 2e-16 ##*®
fakecolumnpiff 0.085811 0.007882 10.887 < 2e-16 #*#*
signif. codes: 0 *##=' 0,001 *** 0.01 **’ 0.05 *.” 0.1 * " 1

Kuna vaadeldavas valimis on fookuses ainult iihes vahekéigus toimunud liitkumised, siis
uue veergude numeratsiooni kohaselt saab veergude vahe olla kas 0 voi 5 — liikumine
algas ja 1oppes samas veerus (veerunumbrite erinevus 0), vOi sama vahekdigu teises

veerus (veeru numbrite erinevus 5).

Selleks, et kontrollida, kui hésti saadud mudel andmetega sobib, viidi 14bi mudeli jadkide
analiiiis (vt Joonis 10). Jooniselt on néha, et studentiseeritud jadgid on iisna iihtlaselt
jaotunud 2 ja -2 vahele. Esineb jidke, mis neid piire iiletavad (199 vaatlust), kuid
andmemahtu arvestades (5243 vaatlust) ei ole see probleemiks. Kolm studentiseeritud

jadki on absoluutvairtuselt 3 ja 4 vahel.
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Studentiseeritud jaagid

T T
0.001 0.002 0.003 0.004 0.005 0.006

Mitsimaatriksi peadiagonaali elementide vaartused

Joonis 10. A ploki lognormaalse jaotusega mudeli jadgid.

Et hinnata, kas esineb andmeridu, mis erinevad teistest argumenttunnuste vaatevinklist
lahtuvalt, kontrollitakse miitsimaatriksi elementide vaartuseid. Selgub, et on 26 vaatlust,
mille argumenttunnused on teistest vaatlustest oluliselt erinevad. Kui miitsimaatriksi
elementide keskvéartus antud juhul on 0,00095, siis nimetatud 26-st vaatlusest suurimaks
on 0,006. Ulejisnud 25 vaatlust jdivad vahemikku 0,004-st 0,006-ni. Nende 26 vaatluse
pohjal ei ole alust arvata, et need mudeli parameetrite hindamist tugevalt mojutaksid.
Viimase asjaolu kontrollimiseks vaadeldi Cook’i kaugust. Mdjukate vaatluste leidmiseks
kasutati kdesolevas t66s R-i graafilist funktsionaalsust (vt Lisa 4, Joonis 21), millelt on

néha, et tihtegi liiga mojukat vaatlust ei esine.

Gammajaotus

Nii nagu lognormaalse jaotuse puhul, on ka gammajaotusega mudelis olulisteks
argumentideks ldhte- ja sihtpunkti korrused, riiulinumbrite erinevus ning veergude
erinevus. Gammajaotusega juhusliku suuruse keskvéirtuse seosefunktsiooniks testiti
identsusseost, podrdseost ja logaritmilist seost. Erineva seosefunktsiooniga

gammajaotusega mudeleid vorreldi omavahel AIC alusel ning kdige parema tulemuse
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andis identsusseos (vt Tabel 5). Vorreldes mudelite sobivust jadkide alusel, osutus
gammajaotust  kasutavatest kandidaatmudelitest parimaks poordseos, mille
standardiseeritud jadgid jaid 8 piirimaile, kui identsus- voi logaritmilise seosega mudelitel
ulatusid need iile 10. Seega kokkuvotvalt 6eldes sobituvad gammajaotusega mudelid

antud valimi andmetega oluliselt kehvemini kui lognormaalse jaotusega mudel.

Gaussi poordjaotus

Ka Gaussi poordjaotuse puhul on mudelisse sisse jdetud olulised tunnused samad, mis
lognormaalse ja gammajaotusega mudelitel. Seosefunktsioonina kasutati logaritmilist
seost. Vorreldes mudeli tulemusi lognormaaljaotusel ja gammajaotusel baseeruvate
mudelitega, siis AIC alusel sobitus Gaussi podrdjaotusega mudel gammajaotusega
mudelitest paremini, kuid lognormaalse jaotusega mudelist halvemini (vt Tabel 5).

Logaritmilise seosefunktsiooniga mudeli paremust kinnitas ka jaédkide joonistelt néhtu.

Mudelite vordlus
Hinnates kandidaatmudelite voimekust sobituda valimi andmetega, ilmneb, et ploki A
puhul on parimaks valikuks lognormaalse jaotusega mudel. Viimase parimat sobivust

kinnitavad nii AIC tulemused kui ka mudelite jadkide analiiiis.

Tabel 5. A ploki kandidaatmudelite AIC vaértused.

Mudel AIC viirtus
Lognormaalne jaotus 56615,09
Gammajaotus, identsusseos 57296,96
Gammajaotus, podrdseos 57356,12
Gammajaotus, logaritmiline seos 57322,75
Gaussi poordjaotus, logaritmiline seos 57089,63
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Parima mudeli interpreteerimine

Lognormaalset jaotust jargiv mudel on interpreteeritav jargmisele kujule:

Duration.Seconds = exp (3,1549
+ 0,0824 « WMSLocationID_FROM_FLOOR
+ 0,1389 * WMSLocationID_TO_FLOOR
+ 0,0510 * fakeRowDiff
+ 0,0858 * fakeColumnDiff).

Rakenduse koodi kirjutamisel ploki A asukohtadest viljastusalani joudmise aja
leidmiseks fikseeritakse 10pp-punkt (véljastusala), ldhtepunktideks on ploki A kd&ik
asukohad. Viljastusala asukoha nummerdamisel Idhtutakse laoplaani tdiendatud
numeratsioonist: veerunumbriks méaratakse 93 (90 ja 95 vahel; vt Lisa 2, Joonis 19),

riiuli numbriks 1, korruse numbriks 1.

4.4.3 Plokk B

Liikumiste kestuse analiilisimiseks on vélja valitud read, mille ldhte- ja sihtpunkt asuvad
laoplaanilt vaadatuna B plokis (vt Joonis 7). See tihendab, et ploki B puhul arvestatakse
ka liikumisi, mis algavad ja 1dppevad plokisiseselt erinevates vahekdikudes.

Analiiiisitavatele andmetele médrati jargmised kitsendused (vt Tabel 6).

Tabel 6. Ploki B liikumiste kestuse analiiiisil andmetele méératud kitsendused.

Kitsendus R koodis Selgitus

(datagaisle_TO_correct>=1& Liikumise ldhte ja sihtpunkti vahekdigu numbrid
datasaisle_TO_correct<=8)& peavad jadama vahemikku 1-st 8-ni (vt Lisa 3,
(data$aisle_ FROM_correct>=1& Joonis 20).

data$aisle_FROM_correct<=8)

fakeColumnNumber_FROM!=14 Eelmise kitsendusega jdid analiiiisitavate kirjetena
& sisse ka veeruga 14 seotud liikumised. Veeruga 14
fakeColumnNumber_TO!=14 seotud litkumised tuleb ploki B liikumiste

analuusist valistada.
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Rakendades nimetatud Kkitsendusi (vt Tabel 6), kirjeldavad ploki B liikumisi 10434 rida
(vt Joonis 11). Litkumiste mudeldamisel kasutati samasid jaotusi ja seosefunktsioone, mis

ploki A puhulgi.

Samuti B ploki liikumiste kestuse mudeldamisel osutus koige paremini andmetega
sobivaks lognormaalsel jaotusel baseeruv mudel. Jargnevalt on tédpsemalt selgitatud,

kuidas selliste tulemusteni jouti.

600
|
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Joonis 11. Ploki B liikumiste kestus.

Lognormaalne jaotus

Lognormaalse jaotuse puhul osutusid B ploki mudelis olulisteks tunnusteks sihtpunkti
korruse number (WMSLocationID_TO_FLOOR), ridade arv, millest liikumise jooksul
mooduti (fakeRowDiff_total) ning 1dhte- ja sihtpunkti vahekdikude erinevus (aisleDiff).

Vastavad parameetrite hinnangud on jargmised (vt Tabel 7):
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Tabel 7. Ploki B lognormaalsel jaotusele baseeruva mudeli parameetrite hinnangud.

Coefficients:
Estimate std. Error © value Pr=|t]|)

(Intercept) 3.634157  0.027837 130.553 < 2e-16 ##*
WMSLocationID_TO_FLOOR 0.106173  0.015077 7.042 2.0le-12 ##=*
fakerowniff_total 0.014382 0.001211 11.874 < 2e-16 ##=*
aisleDiff 0.095197 0.010915 8.722 < 2e-16 *#*
signif. codes: 0 ‘#===' 0,001 ‘**' 0.01 ‘*' 0.05 ‘.’ 0.1 * ' 1

Jargnevalt viidi 1dbi mudeli jadkide analiitis. Esmapilgul hinnates (vt Joonis 12) voib

Oelda, et jadkide joonis on ootuspérane.

Studentiseeritud jaagid

T
0.000 0.001 0.002 0.003

Mutsimaatriksi peadiagonaali vaartused

Joonis 12. B ploki lognormaalse jaotusega mudeli jédgid.

Enamik studentiseeritud jadkide véartuseid on 2 ja -2 vahel, neid piire iiletavad 483
vaatlust, mis moodustavad ligikaudu 5% koikidest B ploki vaatlustest. Jadke, mis
iiletavad kolme piiri, on 3, kuid arvestades andmemahtu, ei ole see probleemiks.
Omapéraste vaatluste leidmiseks viidi 1dbi miitsimaatriksi peadiagonaali elementide
analiitis, millest selgus, et esineb 101 vaatlust (0,9% kdikidest B ploki vaatlustest), mille
miitsimaatriksi peadiagonaali elemendi véirtus iiletab rohkem kui kolmekordselt

elementide keskmist (0,0004). Maksimaalne miitsimaatriksi elemendi vaértus on 0,004.
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Analiitisiti ka mojukaid vaatlusi Cook’i kaugusega vastavalt graafikult (vt Lisa 4, Joonis
22), millelt on ndha, et mojukad vaatlused puuduvad. Nimetatud asjaolule aitab kindlasti

kaasa suur andmemaht.

Gammajaotus

Kandidaatmudelitest, mille juhuslikku suurust kirjeldab gammajaotus, sobitus AIC alusel
B ploki andmetega kdige paremini identsusseosega mudel. Analiilisides aga jaake, siis
identsusseosega mudelil esines ainsana jadke, mille véartus iiletas kiimmet. Seega ei ole
pohjust anda hinnangut, et identsusseosefunktsiooniga mudel on gammajaotusega
mudelitest parim. Kuna lognormaalse jaotusega mudel andis kdesoleval juhul oluliselt
tapsemaid tulemusi kui gammajaotusega mudel, siis siinkohal gammajaotusega

mudelitest parima viljaselgitamine ei ole madrava tihtsusega.

Gaussi poordjaotus

B ploki puhul andis kandidaatmudelitest kdige ebatdpsemaid tulemusi mudel, mis
pohines logaritmilise seosega Gaussi poordjaotusel. Vorreldes mudeli jadke eelnevalt
analiiisitud mudelite jadkidega, ilmnes, et siinkohal on tegemist oluliselt
tagasihoidlikemate tulemustega kui lognormaalse jaotusega mudeli puhul ning seega

sligavamaks analiitisiks ei ole vajadust.

Mudelite vordlus
Nagu eelnevalt vilja toodud, siis ploki B liikumiste kestuse mudeldamisel on parimaks
valikuks lognormaalse jaotusega mudel. Nimetatud asjaolu kinnitavad nii AIC vaartused

kui ka jadkide joonised.

Tabel 8. B ploki kandidaatmudelite AIC véartused.

Mudel AIC viartus
Lognormaalne jaotus 118057,9
Gammajaotus, identsusseos 118168,9
Gammajaotus, pdordseos 118245,0
Gammajaotus, logaritmiline seos 118204,8
Gaussi poordjaotus, logaritmiline seos 119447,3

34



Parima mudeli interpreteerimine

Lognormaalset jaotust jargiv mudel on interpreteeritav jargmiselt:

Duration. Seconds = exp (3,634
+0,1062 * WMSLocationID_TO_FLOOR
+ 0,0144 * fakeRowDif f _total
+ 0,0952 * aisleDif f).

Ploki B asukohtadest véljastusalani joudmise aja leidmiseks fikseeritakse plokisisene
sihtpunkt, mis on ldhim punkt véljastusalale (vt Joonis 8, tdhistatud hiiiumaérgiga).
Taaskord ldhtutakse laoplaani tdiendatud numeratsioonist: sihtpunkti vahekdigu
numbriks maaratakse tehislikult 7,5 (7 ja 8 vahel; vt Lisa 3, Joonis 20), riiuli numbriks 1
ning korruse numbriks 1. Et leida véljastusalani joudmiseks kuluvat aega, liidetakse B
ploki sees toimuvatele lilkumiste kestustele ploki A 1dbimiseks kuluv aeg (leitud A ploki

mudeliga).

4.4.4 Plokk C

C ploki liitkumised moodustavad vorrelduna teiste plokkidega koige viiksema osa
laoliikumistest. Pohjus, miks C ploki liikumistele on vaja konstrueerida eraldi mudel, on
néhtav laoplaanilt (vt Lisa 1, Joonis 18). Nimelt asub veerg numbriga 14 vorrelduna teiste

veergudega 90kraadise nurga all ning riiulid ei ole paigutatud pideva jadana.

Laoplaanilt on aga néha (vt Lisa 3, Joonis 20), et B ploki vahekdigud on vastavuses C
ploki riiulite asukohtadega. Seega lisatakse C ploki riiulitele (vt Lisa 1, Joonis 18) kolme

kaupa vastav vahekdigu tunnus.
Kuna vahekiikude ja korruste tunnused kdituvad C ploki puhul sarnaselt B ploki

vastavatele tunnustele, kaasatakse C ploki mudeldamisse ka B ploki liikumised.

Analiiiisitavatele andmetele seati jargnevad kitsendused (vt Tabel 9).

35



Tabel 9. Plokk C liikumiste kestuse analiiiisil andmetele méératud kitsendused.

Kitsendus R koodis Selgitus
(aisle_TO_correct>=1&aisle_TO_correct<=8) Léahte- ja sihtpunkt peavad
& asuma vahekdikudes 1-8 (vt

(aisle_FROM_correct>=1&aisle_FROM _correct<=8) Lisa 3, Joonis 20).

Pérast kitsenduste rakendamist on analiitisitavaid andmeid 10858 rida (vt Joonis 13).

400 600 800
| | |

Lilkumise kestus sekundites

200
|

I I I I I I
0 2000 4000 6000 8000 10000

Indeks

Joonis 13. Ploki C liikumiste kestus.

C ploki puhul ei voetud mitte iihtegi kandidaatmudelisse argumenttunnusteks
veerunumbreid, kuna veerg 14 asub teiste veergudega vorreldes teistpidi (plaanilt
vaadatuna horisontaalselt). Samuti jdetakse vilja ridade argumenttunnused, kuna B ja C
ploki puhul ei ole need vorreldavad. Nii nagu kahe eelnevalt analiitisitud ploki puhul,

sobitub ka C ploki andmetega kodige paremini lognormaalse jaotusega mudel.
Lognormaalne jaotus
Lognormaalse jaotuse puhul jdid oluliste tunnustena mudelisse sisse sihtpunkti asukoha

korrus (WMSLocationID_TO_FLOOR), vahekidikude erinevus (aisleDiff) ja korruste
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erinevus (Difference_FLOOR) (vt Tabel 10). Tabelist on ndha, et suurimaks litkumise

ajalise kestuse mojutajaks konkreetsel juhul on vahekéikude erinevus.

Tabel 10. C ploki lognormaalse jaotusega mudeli parameetrite hinnangud.

Coefficients:
Estimate std. Error T value Pri=|t|)

{(Intercept) 3.753435 0.026393 142.216 <« 2e-16 #%*®
wWMSLocationID_TO_FLOOR 0.087943 0.017640 4,985 6.2Be-07 #=%=®
Difference_FLOOR 0.04983E8 0.017467 2.853 0.00434 ==

aisleniff 0.167671 0.008B738 19.189 =« 2e-1g #%*®

signif. codes: 0O

sx%' 0,001 “**' 0.01 ‘*' 0.05 ‘. 0.1 ° ' 1

Hinnates mudeli vdimet sobituda andmetega, vaadeldakse esmalt jidkide iseloomu
peegeldavaid jooniseid. Joonistelt (vt Joonis 14) on néha, et lognormaalne jaotus sobitub
andmetega vordlemisi hésti. Jadke, mille absoluutvéaartus tiletab kolme, on 3. Samas, kui
vaatlusi, mille studentiseeritud jadgi absoluutvaartus iiletab 2, on 483 (ligikaudu 4%

valimi vaatlustest).

Studentiseeritud jaagid

0.0005 0.0010 0.0015 0.0020 0.0025

Mutsimaatriksi peadiagonaali elementide vaartused
Joonis 14. C ploki lognormaalse jaotusega mudeli jédigid.

Hinnatakse ka mdjukaid vaatlusi ning potentsiaalseid erindeid. Vottes aluseks Cook’i

kauguse hinnangu, ei esine iihtegi liiga mojukat vaatlust (vt Lisa 4, Joonis 23).
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Gammajaotus

Gammajaotusega mudelitest testiti C ploki puhul logaritmilist, identsus- ja pdordseost.
Nimetatutest andis kdige parema tulemuse identsusseosega mudel. Kui AIC vaartused
olid koikidel viga ligildhedased, siis otsustavaks sai mudelite standardiseeritud jaakide
vordlus. Koigil kolmel jadkide joonisel on nédha, et on mitmeid jadke, mille vairtus tiletab
2, kuid koige kehvema tulemuse mojukate andmepunktide osas annab poordseosega

mudel ning seosefunktsioonidest parimaks osutub identsusseos.

Gaussi poordjaotus

Konkreetsel juhul testiti Gaussi poordjaotusega mudelites identsusseost ja logaritmilist
seost. Vorreldes mudelite jadkide jooniseid, ei ilmnenud véga suuri erisusi, mille pohjal
iiht Gaussi poordjaotusega mudelit teisele eelistada. Kiill aga voib delda, et mdlemad
kandidaatmudelid sobitusid andmetega vordlemisi kehvasti — esines standardiseeritud

jadke, mis liletasid seitset.

Mudelite vordlus
Nagu A ja B ploki puhul, osutus ka siin parimaks lognormaalse jaotusega mudel.
Nimetatud valiku kasuks otsustati eelkdige tulenevalt jadkide analiiiisist, aga vorreldi ka

AIC véirtuseid (vt Tabel 11).

Tabel 11. C ploki kandidaatmudelite AIC viartused.

Mudel AIC vairtus
Lognormaalne jaotus 123062,2
Gammajaotus, logaritmiline seos 123141,9
Gammajaotus, identsusseos 123114,2
Gammajaotus, pdordseos 123160,9
Gaussi poordjaotus, logaritmiline seos 124420,0
Gaussi poordjaotus, identsusseos 124413,2
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Parima mudeli interpreteerimine

Lognormaalset jaotust jargiv mudel on interpreteeritav jairgmisele kujule:

Duration.Seconds = exp ( 3,7534
+ 0,0879 * WMSLocationID_TO_FLOOR
+ 0,0498 * Dif ference_FLOOR
+ 0,1677 * aisleDiff).

C ploki asukohtadest viljastusalani joudmise aja leidmiseks fikseeritakse esmalt punkt,
mis asub laoplaanilt vaadatuna C plokist horisontaalselt vasakule liikudes viljastusalale
koige lahemal (vt Joonis 8, tdhistatud hiitiuméargiga). Sellele liidetakse aeg, mis kulub A

ploki ldbimiseks.

Laoplaan plokipohise modelleerimise tulemusena

Mudeldamise tulemused interpreteeriti programmikoodiks ning visualiseeriti vastavalt
(vt Lisa 4, Joonis 25). Joonisel on virvikoodid indikatsiooniks, kui kaua konkreetsest
alast véljastusalani joudmiseks kulub. Virvid on 60-sekundilise intervalliga. Koige
tumedam roheline mérgib piirkonda, millest on voimalik jouda véljastusalale vahem kui
ithe minutiga ning kdige heledam toon vastavalt mérgib asukohti, millest véljastusalani

joudmiseks kulub mudeli hinnangul rohkem kui neli minutit.
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5 Kaupade analiiiis ja mudeldamine

Konkreetses nédites on vaatluse all 682 kaupa. Andmeid analiiiisides ilmneb, et 15%
kaupadest on vaatlusperioodi jooksul nopitud iihel korral. 9% kaupadest on nopitud kahel
korral. 3-10 korda on vaatlusperioodi jooksul nopitud 26% kaupadest. See tdhendab, et
vaadeldavate kaupade sortimendi 15ikes 50% erinevatest kaupadest on vihe liikuvad.
Ulejaanud 50% kaubaartiklitest on komplekteeritud rohkem kui kiimnel korral. Samuti
joonistub vilja, et mone liksiku kauba noppimised moodustavad suure osa kodikidest

komplekteerimistest. Nimetatud tulemused annavad ainest detailsemaks analiiiisiks.

5.1.1 Uldpilt

Olles leidnud, kui kaua kulub aega lao asukohtadest viljastusalani joudmiseks, saab leida,
kui kaugelt (ajalises mdttes) ja tihti on seni kaupa noppimas kdidud (vt Joonis 15). On
nédha, et vordlemisi sageli nopitakse kaupa asukohtadest, mis paiknevad viljastusalast
ajaliselt kaugemal. Samas hakkab kohe silma, et viljastusalale ajaliselt lahematest

asukohtadest (kaugus 0-175 sekundit) on kaupa nopitud vaga harva.
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Mudeliga hinnatud asukoha kaugus valjastusalast sekundites

Joonis 15. Kauba noppimiste arv véljastusala kauguse 1dikes. Tegelik olukord.
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Esineb killl muster, et noppimiste arv ajalise kauguse kasvades kahaneb, kuid
probleemseks vdib pidada asjaolu, et véljastusalale ldhemal asuvatest asukohtadest ei ole
kaupa nopitud voi on seda tehtud vdaga vihe. Ideaalne oleks olukord, kus esineb selge
negatiivne korrelatsioon noppimiste arvu ja véljastusala kauguse vahel. See tihendab, et
noppimised erineva kaugusega asukohtadest voiksid parima olukorra puhul jaotuda
tihtlaselt allpool oleval joonisel (vt Joonis 16) toodud rohelise kasti sisse voi selle
lahedale. [11]
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Joonis 16. Kauba noppimiste arv viljastusala kauguse 10ikes. Idealiseeritud olukord.
5.1.2 Prioriteetsete kaupade detailne analiiiis

Nagu eelnevalt oeldud, siis konkreetses néiteettevottes moodustavad suure osa
noppimistest vdhesed kaubad. Kéesolevas t60s nimetatakse neid prioriteetseteks
kaupadeks. Tegemist on arvuliselt kuue kaubaga, mille noppimiste arv moodustab 20%
koikidest noppimistest. Nimetatud kaupasid on vaatlusperioodi jooksul noppimas kaidud
mitmetest asukohtadest (vt Lisa 4, Joonis 26), kuid vaatlusperioodi viimase kolme kuu
jooksul jargmistest asukohtadest (vt Lisa 4, Joonis 24). Iga kaup on tdhistatud eraldi

varviga (kokku 6 erinevat).
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Esmalt kontrollitakse, kas konkreetsel kaubal on mdju liikumise kestusele. Seejdrel
hinnatakse, kas sesoonsusel on moju kauba tellimissagedusele ning kontrollitakse
sesoonsuse moju kogusele. Iga kaupa analiiiisitakse eraldi, kuna on alust arvata, et
kaupade sesoonsused ei kattu. Sesoonsuse hindamiseks analiiiisitakse vastavate kaupade
miiligiinfo kolme aasta pikkust perioodi (tdiiendav andmetabel) — arvete hulka ja kauba
kogust. Koiki kolme omadust soovitakse hinnata, et anda soovitusi kauba potentsiaalse

limberpaigutamise osas.

Kauba méju liikumise kestusele

Analiiiisiti laoliikumisi, miS on seotud nimetatud 6 kdige prioriteetsema kaubaga ning
tehtud B ploki sees (vt Joonis 7). Mudeli uuritavaks tunnuseks oli liikumise kestus ning
argumenttunnusteks laoliikumise ldhte- ja sihtpunkti asukohad ning kaubakood
faktortunnusena. Kandidaatmudelitena testiti ka siin lognormaalse jaotusega,
gammajaotusega ja Gaussi poordjaotusega mudeleid. Kdige tipsemini sobitus andmetega
lognormaalse jaotusega mudel. Mudeli parameetrite hinnangutest on néha, et kaupade 1

ja 6 noppimine pohjustab olulist liikumise kestuse pikenemist (vt Tabel 12).

Tabel 12. Kauba moju laoliikumise Kkestusele. Lognormaalsel jaotusel baseeruv mudel.

Coefficients:
Estimate Std. Error € value pr=|t])

(Intercept) 3.324471 0.054273 61.254 « Z2e-16 #**%%
WMSLocationID_TO_FLOOR 0.135469 0.021054 6.435 1. 3de-10 ##*
fakerowniff_total 0.060255 0.002132 28.262 <« 2e-16 #*%%
aislepiff -0.048614 0.015479 -3.141 0.001le9 *=*
as.factor (ITEMID_FROM) Kaup5 0.110609 0. 060028 1.843 0.06544 .
as.factor (ITEMID_FROM) Kaup3 0.041017 0.054250 0.756 0.44964
as.factor (ITEMID_FROM) Kaup 2 -0.062842 0.052881 -1.188 0.23474
as.factor (ITEMID_FROM) KaupB6 0.370252 0.066538 5.564 2.76e-08 #¥¥®
as.factor (ITEMID_FROM) Kaup 1 0.376570 0.052331 7.196 7.05e-13 #w¥®
Signif. codes: 0 *#%%' 0,001 °‘**=° 0.01 **' 0.05 *." 0.1 * " 1

Kaubad jagatakse parameetrite hinnangute jargi kiiremalt ja acglasemalt liigutatavateks
kaupadeks. Et Kauba 5 korral on kohe raske oelda, kas see on pigem kiiremas voi
aeglasemas klassis, siis madratakse Kaup 5 kord aeglasemasse ja kord kiiremasse gruppi.
Mudelit sobitatakse mdlema grupeeringu korral ning vaadatakse, kumb annab parema

tulemuse.

42



Vorreldes AIC véartuseid, annab parema tulemuse mudel, milles on kaubad jaotatud
vastavalt 1 ja 6 (aeglasemad kaubad) ning 2,3,4,5 (kiiremad kaubad). Seega voib 6elda,
et Kaup 5 sobitub paremini kiiremini liikuvate kaupade gruppi (2,3,4,5).

Kaup 1

Joonisel (vt Lisa 4, Joonis 24 ja Lisa 4, Joonis 26) on Kauba 1 noppimised téhistatud
rohelise vérviga. Nimetatud piirkondadest on konkreetset kaupa noppimas kdidud
viimasel kolmel kuul 948 korda. Selleks, et hinnata, kas sesoonsusel on moju kauba
véljastussagedusele voi -kogusele, koostati vastavate uuritavate tunnuste analiiiisiks
tildistatud lineaarsed mudelid. Arvete viljastamise sageduse hindamiseks agregeeriti
andmestik niadala detailsuse tasandile ning seejérel lisati kuu mudelisse faktortunnusena,

mille baasiks on jaanuari kuu.

Kauba koguse modelleerimisel kuude 16ikes kasutati kandidaatmudelitena lognormaalse
jaotusega, gammajaotusega (poord-, log- ja identsusseosega) ja Gaussi poordjaotusega
(p6ordruut-, identsus- ja log-seosega) mudeleid. Kdige paremini sobitus andmetega
lognormaalse jaotusega mudel. Lognormaalne jaotus osutus iilekaalukalt parimaks ka
ilejddnud viie prioriteetse kauba viljastuskoguse mudeldamisel. Nimetatud asjaolu

kinnitasid nii AIC kui ka jadkide uurimine.

Allolevast lognormaalse jaotusega mudeli parameetrite hinnangu tabelist (vt Tabel 13) on

néha, et kauba number 1 viljastuskogus ei sdltu kuust.
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Tabel 13. Kauba 1 viljastuskoguse mudeldamine kuude 15ikes. Lognormaalse jaotusega mudeli
parameetrite hinnangud.

Coefficients:
Estimate std. Error © wvalue Pri=|t|)

{(Intercept) 4.445376 0.041206 107.883 <Je-1G #¥¥
as. factor (Month. Number)2 0.012147 0.057837 0.210 0.834
as. factor (Month. Number}3 -0.011344 0.056097 -0.202 0. 840
as. factor (Month. Number}4 -0.001251 0.059893 -0.021 0.983
as.factor (Month. Number) 5 0.067869 0.0684074 1.059 0.290
as. factor (Month. Number)é& 0.061913 0.064268 0.9683 0.335
as. factor (Month. Number)7 0.048219 0.061941 0.77 0.436
as.factor (Month. Number )8 0.037600 0.082300 0.457 0.648
as.factor (Month. Number)9 -0.021883 0.066479 -0.329 0.742
as. factor (Month. Number}10 -0.076743 0.061294 -1.252 0.211
as. factor (Month. Number}11 0.024594 0.061518 0. 400 0.689
as. factor (Month. Number}12 -0.120298 0.075455 -1.594 0.111
Signif. codes: 0 “#=%=' 0,001 ***° 0.01 **’ 0.05 *." 0.1 * " 1

Sarnaselt koguse analiilisile teostati ka arvete viljastamise sageduse analiiiis. Lisaks
eclnimetatud jaotustele voeti siin kasutusse ka normaal- ja Poissoni jaotused. Parimaks
osutus normaaljaotusel baseeruv mudel, millest joonistus vilja, et otsene sesoonsus
puudub, kuid augustis véljastatakse arveid siiski vdhem. Normaaljaotusega mudelid

sobitusid kdige paremini ka iilejadnud viie kauba viljastussageduse andmetega.
Kaup 2

Kaup 2 noppimiste asukohad on joonisel (vt Lisa 4, Joonis 24) mérgitud sinise vérviga.
Viimase kolme kuu jooksul on seda kaupa votmas kéidud 801 korda. Sesoonsuse moju
hindamisel kauba vailjastuskogusele ja -sagedusele kasutati Kauba 2 ja jargmisena
analiiiisitavate 4 kauba puhul sarnast analiiiisimetoodikat nagu Kauba 1 puhul. Kaupade
véljastuskoguse modelleerimisel testiti gamma-, lognormaal- ja Gaussi poordjaotusega

mudeleid. Parima tulemuseni viis sarnaselt Kaubale 1 lognormaalse jaotusega mudel.

Kauba viljastuskoguse osas ei ilmnenud tihtegi kuud, mille tulemus oleks statistiliselt
oluliselt teistest erinev. Seega voib delda, et kauba viljastuskoguses sesoonsust ei esine.
Analiitisides arvete viljastamise sagedust, siis Kaup 2 puhul on nédha, et sagedus on

viaiksem augustis ja detsembris (vt Tabel 14).
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Tabel 14. Kauba 2 arvete viljastamise sageduse normaaljaotust kasutava mudeli parameetrite hinnangud.

Coefficients:

(Intercept)

as.
as.
.factor {(Month.

as

as.
as.
as.
da5.
da5.
a5.
as.
a5.

factor {(Month.
factor {(Month.

factor {Month.
factor {(Month.
factor (Month.
factor (Month.
factor (Month.
factor {(Month.
factor {(Month.
factor {(Month.

signif. codes:

Number}2
Number)3
Number )4
Number) s
Number )&
Number)7
Number )8
Number 9
Number )10
Number )11
Number)12

0 ‘==t o,

Estimate std. Error

33.
-3.
1.
-5.
-6,
2.
-5.
-19.
7.650

=i

-2.
1.
-13.

001

5338
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0.01 ="' 0.05
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171
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-0.
0.
-1.
-1.
-0.
-0.
-3.
-1.
-0.
0.
-2.
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. 51752

. 852492
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24617
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. 32873
00318 ==
. 21509

. 63437

. 86463
.03499 =
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W 1 l

]
=

Nagu eelnevalt vaadeldud (vt Tabel 12), siis Kauba 2 noppimine liikumise kestuse

mudeldamisel oluliseks tunnuseks ei osutunud.

Kaup 3

Kaupa 3 on viimase kolme kuu jooksul noppimas kdidud asukohtadest, mis laoplaanil on

maérgitud violetse varviga (vt Lisa 4, Joonis 24). Arvuliselt on selle kauba noppimisi

nimetatud perioodi viltel olnud 742.

Analiitisides, kas viljastatav kauba kogus on mojutatud monest konkreetsest kuust,

selgub, et pohjust sellise hinnangu andmiseks ei ole. Andes hinnangut arvete viljastamise

sagedusele, ilmneb ka Kaup 3 puhul, et augustis on sagedus marksa viiksem (vt Tabel

15). Hinnates kaupade mdju laoliikumise kestusele, selgub, et vaadeldaval kaubal ei ole

statistiliselt olulist moju laoliikumise kestusele (vt Tabel 12).
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Tabel 15. Kauba 3 arvete véljastamise sageduse normaaljaotusel baseeruva mudeli parameetrite hinnangud.

Coefficients:

Estimate std. Error t wvalue Pri>|t]|)
(Intercept) 32.077 3.727 B.607 4.49e-14 #=%%
as. factor (Month. Number)2 -5.648 5.176 -1.091 0.27741
as. factor (Month. Number)3 -3.005 5.176 -0.581 0.56258
as. factor (Month. Number)4 -5.220 5.176 -1.009 0.31532
as.factor (Month. Number)5 -8.677 5.652 -1.535 0.12749
as. factor (Month. Number )& -7.977 5.652 -1.411 0.16085
as. factor (Month. Number )7 -3.777 5.652 -0.6868 0.50533
as. factor (Month. Number )8 -18.952 6.038 -3.139 0.00216 =*
as. factor (Month. Number}9 -4,.077 6.038 -0.675 0.50092
as. factor (Month. Number )10 -2.277 5.652 -0.403 0.68781
as. factor (Month. Number)11 1.798 6.038 0.298 0.76641
as. factor (Month. Number)12 -9, 827 6.038 -1.627 0.10638
Signif. codes: 0 “##%' Q0,001 “**° 0.01 ‘=’ 0.05 *." 0.1 * " 1

Kaup 4

Kauba 4 noppimiste asukohad viimase kolme kuu jooksul on méargitud joonisele (vt Lisa
4, Joonis 24) kollase virviga. Nimetatud kaupa on sel perioodil votmas kdidud 404 korda.
Hinnates, kas monel kuul on m&ju Kauba 4 miiiigikogusele, ilmneb, et statistiliselt ei ole

pOhjust seda arvata. (vt Tabel 16).

Tabel 16. Kuu moju Kauba 4 miiiigikogusele. Lognormaalse jaotusega mudeli parameetrite hinnanngud.

Coefficients:
Estimate std. Error t wvalue Pri>|t]|)

{(Intercept) 4.148942 0.065744 63,108 <2e-1f #F*®
as.factor {Month. Number)2 0.008826 0.087791 0.101 0.920
as.factor {Month. Number)3 0.125552 0.082402 1.524 0.128
as.factor {(Month. Number)4 -0.056442 0.084716 -0.666 0. 505
as.factor (Month. Number) 5 0.005275 0.092715 0.057 0.955
as. factor (Month. Number )& 0.073530 0.092335 0.796 0.426
as. factor (Month. Number )7 0.050508 0.093649 0.539 0.590
as. factor (Month. Number}8 -0.101049 0.112418 -0.899 0.369
as. factor (Month. Number)9 0.048377 0.093511 0.517 0.605
as. factor (Month. Number)10 -0.116572 0.088960 -1.310 0.190
as.factor {Month. Number)11 -0.108163 0.092715 -1.187 0,243
as.factor {Month. Number)12 -0.003611 0.103429 -0.035 0,972
Signif. codes: 0 "##*' Q.001 *==° 0.01 =’ 0.05 *.” 0.1 * " 1

Andes hinnangut, kuivord mdjutab Kauba 4 arvete viljastamise sagedust konkreetne kuu,
ilmneb, et sagedus on suurem martsis. Teiste kuude puhul statistiliselt olulist erinevust ei

esine. Samuti ei mojuta vaadeldav kaup laoliikumise kestust (vt Tabel 12).
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Kaup 5

Kaup number 5 on joonisel (vt Lisa 4, Joonis 24) mérgitud punase varviga. Noppimisi on
arvuliselt tehtud 429. Sarnaselt eelmainitud kaupadele, selgus ka Kauba 5
modelleerimisel, et kuude 15ikes kaupade véljastuskogus statistiliselt ei erine. Arvete
véljastamise sageduse osas ilmnes sarnaselt kaupadele number 1,2 ja 3, et augustis on

sagedus oluliselt vdiksem (vt Tabel 17).

Tabel 17. Kaup 5 viljastamise sageduse modelleerimine. Normaaljaotusel baseeruv mudel.

coefficients:
Estimate std. Error T value Pri=|t|)

(Intercept) 23.9231 3.1764 7.531 1.44e-11 #=#=#
as. factor (Month. Number)2 0.4103 4, 5848 0.089 0.9289
as. factor (Month. Number)3 2.5385 44,4921 0.565 0.5732
as. factor (Month. Number )4 -3.7088 4.4112 -0.841 0.4023
as. factor (Month. Number} 5 -3.2231 4.8173 -0.669 0. 5048
as. factor (Month. Number )& 2.07689 5.1464 0.404 0.6873
as. factor (Month. Number )7 -3.4231 4.8173 -0.711 0.4788
as.factor (Month. Number)8 -11.9231 5.1464 -2,.317 0.0224 =
as. factor (Month. Number)9 -2.4786 4,9662 -0.499 0.6187
as.factor (Month. Number)10 -1.0231 4,8173 -0.212 0.8322
as. factor (Month. Number)11 1.2019 5.1464 0.234 0.8158
as.factor (Month. Number)12 -6.6731 5.1464 -1.297 0.1974
Signif. codes: O “#%%' Q0,001 “*%° Q.01 °*#' Q.05 *." 0.1 * " 1

IImnes ka, et lilkumise kestus ei ole mojutatud asjaolust, et nopiti just seda kaupa.
Kaup 6

Kauba number 6 noppimisasukohad viimasel kolmel kuul on joonisel (vt Lisa 4, Joonis
24) tdhistatud halliga. Seda kaupa on nopitud nimetatud perioodil 343 korda. Sarnaselt
mitmele eelpool kirjeldatud kaubale, on ka kauba number 6 arvete viljastamise sagedus
augustis ja detsembris oluliselt vdiksem. Kauba miitigikoguse poolest ei erine mitte iikski
kuu teistest oluliselt. Kiill aga on Kaup 6 oluliseks mojutajaks laoliitkumise kestuse
hindamisel. Lahtuvalt mudelist pikeneb liikumise kestus oluliselt, kui liikumisega on

seotud kauba number 6 noppimine (vt Tabel 12).

5.1.3 Prioriteetsete kaupade detailanaliiiisi jaireldused

Mitmete kaupade puhul ilmnes, et arveid viljastatakse vihem augusti ja detsembri kuus.
Kuna nimetatud tunnuse olulisus ilmnes mitme kauba puhul, siis ei saa seda asjaolu vétta

kui sisendit kaupade sesoonseks timberpaigutamiseks. Samuti ei esinenud konstrueeritud
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mudelite pdhjal hinnates sesoonsuse tunnuseid ka kauba miitigikoguses. Detailanaliitisi
huvitavateks tulemusteks voib pidada asjaolu, kui litkumine on seotud kaubaga 1 véi 6,

on liikumise kestus pikem.

Saadud tulemustest voib jareldada, et otsest vajadust vaadeldavate 20% noppimistest
moodustavate kaupade limberpaigutamiseks ei ole. Tulenevalt asjaolust, et kaupade 1 ja
6 liigutamine on ajakulukam, voiks need paigutada viljastusalale ajaliselt voimalikult

ldhedale.
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6 Laopaigutuse ja kaupade asukohtade kooskolastamine

Nagu varasemalt Oeldud, on oluline paigutada sagedasti nopitavad kaubad koige
lihtsamini ligipadsetavatesse riiulitesse ning viahenopitavad kaubad peaksid asetsema
kaugemates asukohtades. Konkreetses ndites on vaatluse all 682 kaupa ning 1756

ladustamiseks kasutatavat asukohta.

6.1.1 Asukohtade ja kaupade jagamine ABC klassidesse

Lihtne viis lao tsoonideks jagamiseks on jaotada esmalt kaubad prioriteetsuse jargi kolme
klassi (A, B, C) [11]. A Klassi kaubad moodustavad 60%, B klassi kaubad 30% ning C
klassi kaubad vastavalt 10% koikidest noppimistest. Eeldusel et kdikidele kaupadele on
laos voOrdselt ruumi, jagatakse ladu samuti kolmeks. Iga tsooni suurust mojutab
kaubaartiklite arv iihes klassis. Nii on laos tekitatud prioriteetsuse tsoonid vastavuses

kaubaklasside suurustega.

Oluliselt tdpsema tulemuse vdiks saada, kui kaasata lahendusse laoseisud ning iga
asukoha tdidetuse tasemed. Nimetatud idee voiks olla kédesoleva t66 iiheks

edasiarenduseks.

Uuritavas niitelaos:
e 60% noppimisetest on seotud 7%-ga kaupadest (48 kaubakoodi)
e 30% noppimistest on seotud 21%-ga kaupadest (143 kaubakoodi)
e 10% noppimistest on seotud 72%-ga kaupadest (491 kaubakoodi)

Vastavalt eespool toodud kaupade klassifitseerimisele ja sellega seonduvale lao
asukohtadele prioriteetide seadmisele jouti alljargneva tulemuseni (vt Joonis 17).
Roheline piirkond téhistab eelistatult A klassi kaupadele reserveeritud laoasukohti, hall

ja valge tdhistavad vastavalt B ja C klassi kaupade parimaid paigutuskohti.
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Po D O

Joonis 17. Laopiirkondade ABC tsoonid.

6.1.2 Loodud rakenduse tutvustus ja tulemuste kirjeldus

Analiitisi tulemusena on igale kaubale maératud optimaalse asukoha tunnus. Sellest
tulenevalt loodi analiiiisirakendus, milles kasutaja saab lihtsasti leida kaubad, mida on
mitteoptimaalsetes asukohtades hoitud (ldahtuvalt komplekteerimise andmetest) (vt Lisa
4, Joonis 27). Samuti saab iga lattu saabuva kauba puhul vaadata, mis oleks selle
potentsiaalselt parim ladustamispiirkond.
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Loodud lahendusest on nidha, et on palju kaupasid, mida on noppimas kaidud
mitteoptimaalsetest asukohtadest. A klassi kaupasid on vaatlusperioodil kokku 48, ning
neid on nopitud 24197 korda. Kdikisid A klassi kaupasid on nopitud ka B ja C klassi
kaupadele sobilikest piirkondadest. Seda on tehtud 16992 korral, mis moodustab 70%
koikidest A klassi kaupade noppimisest. Kui vaadelda kdiki kaubaklasse ja tsoone, siis
koikidest kaupade noppimistest (40136) 61% on tehtud mitteoptimaalsetest
piirkondadest.

Hinnang, milline oleks potentsiaalne ajaline voit, kui kaubad oleksid paigutatud
vaatlusperioodi algusest alates optimaalsetesse asukohtadesse, saadakse jargmiselt:
1) Arvutatakse reaalselt tehtud noppimiste ,,tehislikud* kestused.
2) Arvutatakse, millised olnuks reaalselt tehtud noppimiste ,,tehislikud* kestused,
kui konkreetset kaupa oleks nopitud sellele madratud optimaalsest tsoonist.

3) Vorreldakse kahte eelnimetatud tulemust.

,»Tehislik® antud kontekstis tdhendab, et kui tegelikult komplekteerimistoo tditmisel
pérast ihe kauba noppimist liigutakse tihtipeale jirgmisesse asukohta jargmist kaupa
noppima, siis antud juhul tekitatakse tehislikult olukord, kus pérast iga kauba noppimist
oleks justkui liigutud viljastusalale. Selline lihtsustamine on vajalik, kuna t6os ei ole
realiseeritud liikumiste kestust koikide asukohtade vahel ning seega vastavad hinnangud
puuduvad. Iga asukoha kaugus viljastusalast on leitud kasutades kaesolevas to0s

koostatud mudeleid.

A tsooni laoasukoha keskmine kaugus véljastusalast on 98, B tsoonil 183 ning C tsoonil
214 sekundit. Kui kdik A klassi kaubad oleksid olnud paigutatud A tsooni ning pérast iga
noppimist oleks liigutud viljastusalale, oleks selleks keskmiselt kulunud
noppimiste arv X keskmine kaugus viljastusalast = 24197 x 98 = 2371306

sekundit (1647 paeva). Kuna aga reaalselt on A klassi kaupu nopitud ka B tsoonist (11897
korda) ja C tsoonist (5095 korda), siis kulunuks nendele liikumistele 98 x 7205 +
183 X 11897 + 5095 x 214 = 3973571 sekundit (2759 pédeva). See tdhendab, et kui
A Kklassi kaubad oleksid koik algusest peale paigutatud A tsooni, oleks hinnanguline

ajavoit olnud 40%.
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B klassi kaupasid oli 142 ning neid nopiti 11910 korda, millest 6076 korda B, 5099 korda
C ja 735 korda A tsoonist. Rakendades ka siin eelnevalt toodud suhtelise ajavodidu

loogikat, saab B klassi kaupade puhul vastavaks potentsiaalseks ajavoiduks 4%.

Koige viiksema noppimissagedusega ehk C klassi kaupasid on komplekteeritud 4029
korral. Neist C tsoonist 2266 korda, B tsoonist 1551 korda ja A tsoonist 212 korda.
Rakendades ka siin eclnevates 16ikudes juba rakendatud ajalise vidu hinnangu loogikat,
siis nagu C Kklassi kaupade puhul oodata oli — ajalist vditu ei esine (kuna C klassi kaupasid
on reaalsuses nopitud ka kiirematest tsoonidest kui C). Ajaline kaotus C klassi kaupade

16ikes oleks 8%.

Kui aga vaadata koiki noppimisi terviklikult, siis Klassipohise kaupade ladustamise

tulemusena oleks hinnanguline ajavoit vorreldes senise olukorraga 23%.
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7 Kokkuvote

Tarneahelas on laotegevustel ja nendega seotud kuludel suur roll. Tootmisettevotete jaoks
voOib lao labilaskevdime osutuda kriitilise tdhtsusega teguriks. Seega on oluline, et ladu
oleks vdga histi juhitud. Viies laopaigutuse optimaalsele tasemele, voib see avada
vOimaluse riiulite arvu voi koguni laopinna vihendamiseks. Samuti leiavad laoseadmed
viahem rakendust, sellest tulenevalt pikeneb nende hooldusintervall vai esineb masinaid,
mis ei osutu enam vajalikuks. Kui komplekteerimisele kulub varasemast vihem aega ja

ressurssi, voib muuhulgas viheneda t66jouvajadus.

Kiesolevas toos analiilisiti konkreetse tootmisettevotte laosiseseid liikumisi, et hinnata,
milline on laopaigutuse hetkeolukord ning mis oleks iga kauba parim ladustamispiirkond.
Analiiiis teostati tildistatud lineaarsete mudelite abil. Uuritavaks tunnuseks oli liikumiste
kestus. Kuna nimetatud tunnuse juhuslik suurus oli pidev ja mittenegatiivne, siis mudelite
koostamisel kasutati vastavate omadustega jaotusi — lognormaaljaotust, gammajaotust ja

Gaussi poordjaotust.

Laoplaani alusel jaotati ladu tinglikult kolmeks asukohtade plokiks (piirkonnaks), ning
iga ploki liikumiste kestuste hindamiseks koostati eraldi mudel. Sellise jaotamise
pOhjustas plokkide fiilisiliselt erinev paigutus. Mudelite alusel anti hinnang igale lao

asukohale - kui palju kulub aega sellest viljastusalani joudmiseks.

Lisaks analiiiisiti kaupasid, mida vaatlusperioodi jooksul on komplekteeritud. Kaubad
jaotati noppimissageduse alusel klassidesse. Kodige sagedamini nopitud kaupade
litkumiste paremaks moistmiseks viidi 14bi tdiendav kaubapohine detailanaliiiis. Selgus,
et sesoonseks kaupade timberpaigutamiseks ei ole pohjust. Konkreetsest valimist kahe

kauba puhul selgus, et nende noppimine pdhjustab litkumise kestuse pikenemist.

Kaupade klassid ja laoasukohtade tsoonid viidi vastavusse ning igale kaubale omistati
parima ladustamispiirkonna tunnus. Loppkasutajale loodi t66 kdigus vastav interaktiivne
analiiiisi t66laud. Kasutades loodud lahendust, selgus, et 61% kdikidest vaatlusperioodi
viltel tehtud noppimistest on teostatud mitteoptimaalsetest piirkondadest. Kui kaubad
oleksid alates vaatlusperioodi algusest lattu paigutatud neile sobivatesse tsoonidesse,

oleks saavutatud hinnanguline ajavdit suurusjérgus 23%.
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Lisa 1 — Laoplaani selgitus

Alljargnevalt kirjeldatakse laoplaani ning t66s kasutatud termineid 1ahemalt. Joonisel (vt
Joonis 18) punasega maérgitud numbrid 1-19 tihistavad riiulite plokke (kédesolevas t60s
nimetatud veergudeks). Rohelisega mérgitud numbrid 1-4 tihistavad riiulite korruseid
ning tumesinised numbrid 1-25 tahistavad riiuleid (kdesolevas t66s nimetatud reaks).
Asukohtade numeratsioon on defineeritud infosiisteemis enne kéesoleva analiiiisi

teostamist.

Igas riiulite blokis on maksimaalselt 25 riiulit ning 4 korrust. Iga riiulite plokk on
ligipadsetav tihest vahekaigust. Riiuliplokkide 1-13 ja 17-19 vahekédikudesse on voimalik

siseneda ainult {ihelt poolt — reanumbrite algusest (vt Joonis 18), teises otsas on sein.

Teistest veergudest erinevalt on paigutatud veerg number 14. Laoplaanilt vaadates on
ndha, et kui teiste veergude riiulinumbrid jooksevad vertikaalselt alt {iles, siis veeru
number 14 puhul horisontaalselt paremalt vasakule. Laoplaani mdistes erineb ka korruste

téhistus teistest veergudest — korrused on mérgitud vertikaalselt kasvavalt iilevalt alla.

Alloleval joonisel on helesinisega toodud iihe komplekteerimistod naitetrajektoor (vt
Joonis 18). Komplekteerimistood alustatakse esimese kauba noppimisega punktist A
(veerg 2, riiul 14, korrus 3). Jargmist kaupa minnakse votma asukohast B (veerg 9, riiul
24, korrus 2). Seejérel voetakse kaup C asukohast (veerg 11, riiul 1, korrus 2). Seejérel
liigutakse kolmest kohast nopitud kaupadega viljastusalale.

Kéesolevas t60s on uuritavaks tunnuseks litkumise kestus erinevate noppimispunktide
vahel. Argumenttunnusteks on léhtepunkti riiuliploki number, riiuli number, korruse
number; sihtpunkti riiuliploki number, riiuli number, korruse number; sihtpunkti ja
lahtepunkti plokinumbrite vahe absoluutviirtus, riiulite arv, millest litkumisel modduti;

korruste vahe absoluutvaartus.
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Joonisel oleva niite puhul (vt Joonis 18) litkumisel punktist A punkti B:
e Uuritav tunnus: litkumise kestus
e Argumenttunnuste védrtusteks:
o A punkti riiuliploki number: 2
o A punkti riiuli number: 14
o A punkti korruse number: 3
o B punkti riiuliploki number: 9
o B punkti riiuli number: 24
o B punkti korruse number: 2
o Plokinumbrite vahe absoluutvéértus: |2 — 9| = 7
o Riiulite arv, millest litkkumisel modduti: 14 + 24 = 38

o Korruste vahe absoluutvéértus: |3 — 2| =1

56



|
b
&

]
]

P
r

L)
-

-
w

-
[ ]

=
-
=4

-
L)

—
L)

-
F

(]

?}

18 17

s oo o o o o o i
- ok ok ol
0 = oW

= M W E DS

—
o
—
(]
—
%]
B
—_—
—
O

9 8 7 6

4 3 2

4321
1234

£l

BEEE

i Jui |
Pl Pt
= T

Y
= S

IIIIHIH.IHI-I-II

== B L o N O = S0 4D

:1"8 ACCESS 1 5

Véljastusala
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Lisa 2 — Laoplaan tiiendavate tunnustega

Kirjeldamaks paremini aega, mis kulub laoasukohtadest véljastusalani joudmiseks, lisati
andmetesse tdiendavaid tunnuseid: veerunumbreid muutev tunnus, reanumbreid muutev

tunnus ja tunnus, mis nditab ridade arvu, millest liikumisel punktist A punkti B mo6duti.

Veerunumbreid muutev tunnus fakeColumnNumber FROM tdhistab ldhtepunkti
veerunumbrit, fakeColumnNumber_TO tdhistab sihtpunkti veerunumbrit. Uued
veerunumbrid on médratud nii, et lihest vahekdigust ligipadsetavad veerud algavad sama
numbriga (vt Joonis 19). Niiteks kui infosiisteemi poolt defineerituna olid samast
vahekdigust ligipadsetavad veerud numbritega 9 ja 10, siis kdesolevas t60s késitletakse
neid vastavalt numbritena 50 ja 55. Tunnus fakeColumnDiff tdhistab vastavalt
fakeColumnNumber_FROM ja  fakeColumnNumber_ TO  numbrilise  vahe

absoluutvaartust.

Reanumbreid muutev tunnus fakeRowNumber_FROM téhistab lahtepunkti riiuli numbrit
ning fakeRowNumber_TO vastavalt sihtpunkti riiuli numbrit. Vajadus nimetatud tunnuste
lisamiseks tekkis B ploki liikumiste modelleerimisel. Nimelt on laoplaanilt (vt Joonis 19)
néha, et veergudel, mille uued numbrid on 75 ja 80, esimesed riiulid on teiste sama ploki
veergude neljanda riiuli kaugusel. Nimetatud tunnuse lisamisega eemaldati see anomaalia
ning veergude 75 ja 80 ridade numeratsioon algab niiiid numbriga 4 (vt Joonis 19,
tumesinisega margitud vertikaalsed numbrid 4-24). Tunnus fakeRowDiff tihistab
tunnuste  fakeRowNumber FROM ja fakeRowNumber TO numbrilise  vahe

absoluutvéartust.

Tunnus fakeRowDiff total annab infot ridade arvu kohta, millest mooduti, kui liiguti
lahtepunkist sihtpunkti. Kui liikkumine toimus {ihe vahekdigu piires, siis on
fakeRowDiff_total vordne tunnuse fakeRowDiff védartusega ehk sisuliselt kahe reanumbri
erinevusega (vt Joonis 19, litkkumine punktist D punkti C voi vastupidi). Erinevus tuleb
sisse, kui ldhte ja sihtpunkt asuvad erinevates vahekéikudes (vt Joonis 19, liikumine
punktist A punkti B voi vastupidi). Kuna B ploki (vt Joonis 7) vahekidikudesse on
voimalik siseneda ainult iihelt poolt (veerud piirnevad suuremate reanumbrite poolt
seinaga), siis viimasel juhul ei vordu litkumisel mé6dutud riiulite arv riiulinumbrite vahe
absoluutvéirtusega vaid ldhtepunkti ritulinumbri ja sihtpunkti ritulinumbri summaga (vt

Joonis 19, liikumine punktist A punkti B v6i vastupidi).
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Lisa 3 — Vahekiigu tunnus

Andmetele lisati tdiendavad tunnused vahekidikude nummerdamiseks (vt Joonis 20).
Lisati lahtepunkti vahekdigu tunnus, (aisle_TO_correct) sihtpunkti vahekdigu tunnus
(aisle_TO_correct) ning nende vahe (aisleDiff). Vastavad tunnused méérati ka 14nda

veeru riiulitele.

|

1 8 .
5 5 4 3 2 1
5 5 4 2

w BB B
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= g

ACCESS

Joonis 20. Tdiendavalt lisatud vahekdikude nummerdus.
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Lisa 4 — Taiendavad joonised ja tabelid

Std. Pearson resid.
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Joonis 21. A ploki lognormaalse jaotusega mudeli jadgid ja Cook'i kaugus.
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Residuals vs Leverage
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Joonis 22. B ploki lognormaalse jaotusega mudeli jddgid ja Cook'i kaugus.
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Joonis 23. C ploki lognormaalse jaotusega mudeli jadgid ja Cook'i kaugus.
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NOPPIMISE ASUKOHT

ACCESS

Joonis 24. Prioriteetsete kaupade noppimise asukohad viimase kolme kuu jooksul.
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Joonis 25. Laoasukohtadest viljastusalani jdudmiseks kuluvat aega iseloomustav laoplaan.

64
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Joonis 26. Kuvatdommis oluliste kaupade analiiiitikarakendusest.
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Where have we picked? ABC classification

Period

YTD

Item search

-4

Item priority Location zone

10-03-03
ltem n+5
18-17-04
ltem n+&
01-02-02
Total

95 17.01.2019 7-54:20

46 18.02.2019 11:37:37
15 20.03.2019 7-27:00
12 3.04.2010 6:05:65

& 1.04.2018 13:02:04

2 2003201990428

1 18.02.2012 11:37:37
24 18.03.2019 10:41:21
24 13.03201910:41:21
17 17.01.2019 7:54:20
16 17.01.2019 7:54:30
13.022019 14:57-14
29.01.2019 8:24:09
20.01.2019 8:24:00
1.02.2019 10:44:01
1.02.2010 10:44:01
14.03.2019 14:10:29
14.03.2019 14:10:28
18012019 8:57-41
18.01.2019 8:57:41
85 17.01.2013 7

S s L0

Joonis 27. Analiilitikarakenduse kuvatdmmis.
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