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Grammatical Error Correction via Multilinual Neural Machine Trans-
lation

Abstract:

We introduce an approach to grammatical error correction that does not require annotated
training data. We train a multilingual neural machine translation model that uses only
language-parallel translations. There are more openly available translations available
than grammatical error correction corpora, especially for low-resource languages like
Estonian. We find out that this system has high recall but low precision. So it corrects
plenty of mistakes but adds many mistakes to correct text. Adding artificial mistakes
increases the recall and has really positive impact on spelling error correction. Our model
reliably corrects grammatical errors, like subject-verb agreement and noun number, but
struggles with lexical errors and unnecessary paraphrasing.
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Grammatiliste vigade parandamine mitmekeelse neuromasintolkega

Liihikokkuvote:

Selles t00s tutvustame grammatiliste vigade parandamiseks siigavOoppe meetodit, mis ei
vaja treenimiseks veaparandusnditeid. Treenime mitmekeelse neuromasintdlke mudeli,
mis Oppimiseks kasutab vaid tolkeid. Vabalt kittesaadavaid tdlkenditeid on erinevate,
ka viiksemate keelte kohta rohkem kui veaparandusnéiteid. Seetdttu on meetod kasulik
ressursivaesematele keeltele, mille hulka kuulub ka eesti keel. T60s leiame, et siisteemil
on korge saagis, kuid madal tdapsus. Seega parandab mudel palju vigu, kuid muudab ka
korrektset teksti. Veatiilipidest on siisteem edukam iihilduvusvigadega, kuid jdib hitta
sonavaliku korrastamisega. Lisaks nditame, et siinteetiliste vigade lisamine suurendab
parandatavate vigade hulka ja tduseb eeskitt digekirjavigade paranduste hulk.

Votmesonad:
loomuliku keele to6tlus, neuromasintdlge, grammatiliste vigade parandus
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1 Sissejuhatus

1.1 Teema tutvustus

Grammatiliste vigade automaatne parandamine on oluline iilesanne, mille edukas lahen-
damine teeb teksti toimetamise kiiremaks ja aitab keeledppijatel voorkeelset sisu luua ja
moista.

Selles toos on vigade all mdeldud nii leksika, grammatika kui ka ortograafia vigu.
Veaparadusmeetodi eesmirk on anda viljund, kus vigased sonad voi fraasid on asendatud
keeleliselt digete ja tihenduselt voimalikult 1ihedastega, kuid korrektne osa tekstist on
muutmata. Oluline on lause struktuuri, stiili ja tdhenduse sdilitamine.

Kuigi aja jooksul on iilesandele 1dhenetud erinevate meetoditega, nt reeglistikega [1]
ja statistilise masintolkega [2], pohinevad enamik konkureerivaid veaparanduse lahen-
dusi tehisndrvivorkudel ja stigavoppe kasutamine on saanud peamiseks ldhenemisviisiks.
2019. aastal viidi 14bi rahvusvaheline lahtine vdistlus BEA-2019 [3], kus kaks kol-
mandikku osavotjatest kasutasid enesetidhelepanul pohinevat neuromasintolget [4] ja
tilejadnud ldhenesid iilesandele konvolutsiooniliste nirvivorkudega vdi kombineerisid
kahte eelmainitut.

Nagu paljudes siigavopet kasutavates meetodites, on ka veaparanduses treenimiseks
vaja kiillaltki suurt hulka treenimisandmeid, mistottu nduavad parimaid tulemusi andvad
meetodid palju ressursse ehk soltuvad palju kvaliteetsest mirgendatud veatdlkekorpusest,
kus oleksid olemas vigased laused koos parandustega. Veaparanduse siisteemides on
andmete vihesuse katsumusele ldhenetud mitmetest kiilgedest, nditeks erinevatel viisidel
slinteetiliste vigade genereerimisega [5, 6] ja juhendamata meetoditega [7].

1.2 Too0 eesmiark

Selles t00s tutvustame alternatiivset meetodit: vigade parandamist, mis pohineb mitme-
keelse masintdlke iihekeelsel rakendamisel, on keelest sdltumatu ja ei ndua iilesandele
spetsiifiliste andmete kogumist.

Meetod pohineb mitmekeelse masintdlke voimel dppida tdlkima siisteemis olemas
olevates suundades, mille néiteid pole Opetamiseks kasutatud. Nii saavutab mudel tasuta
(zero-shot) tolke. Muidu masintdlkes olulist omadust saab dra kasutada ka veaparanduses.
Nimelt on voimalik saavutada iihekeelset tdlget ehk n-6 tdlkida lihtekeelde ja sellisel
tolkel on voime parandada vigu.

Siisteemi loomiseks ei ole vaja veaparandusnditeid. Mudeli treenimiseks kasuta-
me tolkenditeid. Masintdlke mudeli dpetamiseks sobivaid nditeid on enamasti korda-
des rohkem kui veaparanduse néiteid, sest taaskasutada saab tekste, mida igapievaselt
tolgitakse, nditeks subtiitrid ja juhendid. Sellest tulenevalt on kirjeldatud meetod raken-
datav ka keeltele, mille jaoks ei ole kogutud juhendatud dppe meetoditeks piisavalt suuri
oppijakeelekorpusi, nditeks eesti keelele.



Selles to0s otsime vastuseid jargmistele kiisimustele.

* Kui hea on mudeli veaparanduskvaliteet ja kas see tduseb siinteetiliste vigade
lisamisel?

 Milliste vigade parandamisega saab kirjeldatud meetod hésti hakkama ja millistega
jaab hatta?

* Kas veaparanduse kvaliteet tduseb mudeli treenimisel tdlkimise vdoime paranemi-
sega sarnaselt?

To6 taustaks on kidesoleva bakalaureusetdo autori kaasautorluses valminud artikkel
[8], mille keskmes on iiks mitmekeelne masintdlkemudel, mis suudab tdlkida, vigu
parandada ja stiili iile kanda. Selle to6 raames treenitava baasmudeli peamised erinevused
artiklis mainitutega on stiilimérgendi kaotamine ja iihe keele vahetamine. Lisaks neile on
ka andmestik mOnevorra erinev.

Jargmises peatiikis vaatame lithidalt nii edukaimaid grammatiliste vigade paranda-
mise meetodeid kui ka {ihte konkureerivat lahendust, mis ei kasuta mirgendatud andmeid.
Seejdrel rddgime 3. peatiikis tapsemalt neuromasintdlkest, iihekeelsest tolkest, vigade
lisamisest ja veaparanduse hindamisest. 4. peatiikis kirjeldame katseid ja 5. analiilisime
nende tulemusi.



2 Taustainfo

2.1 Grammatiliste vigade parandus tehisnarvivorkudega

Aastal 2018 esitlesid Edinburghi Ulikooli ja Microsofti teadlased lihenemist [9], mis
vaatles grammatiliste vigade parandamist kui tolkimist vigasest keelest korrektsesse.
Selleks votsid nad masintdlkes edukaima siisteemi arhitektuuri [4] ja Opetasid mudelit,
kasutades erinevatest keeltest paralleellausete asemel dppijakeelekorpustest veaparan-
dusniiteid. Sellega pakkusid nad [9] vilja lihe esimestest tehisnédrvivorkudel pohinevatest
meetoditest, mis iiletas tulemustelt eelnevad meetodid.

BEA-2019 vaistlusel [3] kolmest kategooriast kahes voitnud siisteemide autorid [6]
kasutasid sama ideed [9] veidi muudetud kujul. Andmete vihesuse probleemi lahenda-
miseks on neil [6] kasutusele voetud mitmed meetodid, nendest olulisem eeltreenimine
siinteetiliste vigadega korpuse peal.

2.2 Annoteerimata andmetega veaparandus

Uks viis, kuidas veaparanduse korpuseta parandusi teha, on kasutada keelemudelit [7].
Autorite lihenemine seisneb idees, et madala tdendosusega jadad sisaldavad kindlamini
vigu kui suurema tdendosusega jadad. Selles t60s [7] arvutatakse esmalt sisendlause
toendosus, seejirel vahetatakse sonu segadushulgas olevatega ja hinnatakse seejdrel
uuesti. Nii proovitakse parandada kolme tiilipi vigu: digekirjavead, morfoloogilised vead
ning artiklid ja eessonad. Nende kategooriate iihiseks jooneks on kindla segadushulga
olemasolu, nt on inglise keeles piiratud arv artikleid ja eessonu ning omadussdnade
vorme.

Sellisel meetodil [7] vigaste kohtade otsimine nendes kategooriates on kdrge tdpsusega,
kuid madala saagisega. Samuti nduab see kas keeleteadmisi voi korpust, kus eraldada
informatsiooni segadushulga jaoks.



3 Metoodika

Selle t60 fookuses on zero-shot iihekeelse masintdlke veaparandusvdime. Katsetame,
kui hésti see vigu parandab ja kuidas mojutab siinteetiliste vigade lisamine iilesande
edukusele. Selles peatiikis kirjeldame 1dhemalt, kuidas toimib t66s kasutatav neuroma-
sintdlge ja kuidas saavutame sissejuhatuses kirjeldatud tihekeelse tolke. Lisaks selgitame
stinteetiliste vigade lisamist ja veaparanduse hindamist.

3.1 Neuromasintolge

Neuromasintdlkes koostatakse viljundlauset sona kaupa. Nimelt ennustatakse sisendlause
ja juba valitud sonade pohjal tdendosusjaotus ehk iga sonastiku elemendi kohta, kui suure
toendosusega on see jargmiseks elemendiks. Seejérel valitakse iiks vdi mitu parimat
hiipoteesi ja jitkatakse jargmise sOna ennustamist, kuni siisteem on ennustanud lauset
16petava mérgendi.

Sageli kasutatav ldhenemisviis neuromasintdlke siisteemidele on enkooder-dekooder
arhitektuur. Meetodeid kodeerimiseks ja dekodeerimiseks on mitmeid, neist pohilisemad
on rekurrentsete narvivorkudega [10], konvolutsiooniliste nirvivorkudega [11] ja trans-
former arhitektuuriga [4]. Selles t60s on kasutatud transformeril pohinevat enkooder-
dekooder siisteemi.

Transformer [4] kasutab tihelepanumehhanismi. Esimestes rekurrentsete vorkudega
lahendustes kodeeriti terve lause iiheks fikseeritud pikkusega vektoriks, mida seejirel
kasutati dekodeerimisel[12]. Selline lahendus sai aga hakkama vaid liihikeste lausetega,
kuid ei suutnud mahutada pikema lause informatsiooni iihte vektorisse. Sellele prob-
leemile prooviti leida erinevaid lahendusi, millest edukaks sai tdhelepanumehhanismi
kasutamine [10]. Esialgne tihelepanumehhanism [10] kujutab endast kahe suunaga rekur-
rentset vorku. Molema suuna peidetud neuronite teave iihendatakse ja iga dekodeerimise
sammu juures genereeritakse kordajad, mis médravad, millistele sonadele tuleb rohkem
tahelepanu poorata ja millistele vihem.

Transformeris [4] on rekurrentsed vorgud asendatud enesetdhelepanuga. Igas kodeeri-
ja kihis vaadatakse sona esituse leidmiseks nii sona ennast kui ka teisi sonu lauses. Teiste
sonade tdhtsus arvutatakse iga kord ja iga sOna puhul uuesti. Seda operatsiooni tehakse
paralleelselt mitmes harus, mis tinu juhuslikult seatud kaaludele suudavad dppida erine-
vaid niiansse. Dekodeerija loogika on sarnane, kuid véljund genereeritakse sona korraga
ja sisendiks saadakse nii kodeerijalt saadud esitused kui juba loodud viljundi algus.

Keeles esineb alati tundmatuid sonu, kuid masintolke siisteem tootab fikseeritud
pikkusega sonastikuga. Seega pole voimalik luua sellist nimekirja, kuhu oleks lisatud
k&ikvoimalikud sonad, mida mudel sisendiks saada voiks. Uks voimalus, mille puhul
siisteem ka tundmatute sdonadega hakkama saab, on sonade jagamine pseudomorfeemi-
deks [13]. Nimetatud meetodi [13] puhul jaotatakse sonad pseudomorfeemideks n-6
tilkkide koosesinemise sageduse jdrgi, kui on fikseeritud parameeter, mis tdpsustab, kui



palju pseudomorfeeme kokku olema peaks. Hea parameetri vairtuse korral jadvad enamik
tihedamini esinevaid sonu kokku, moned 16pud on eraldatud ja viga harva esinevad koos-
lused on tidhthaaval. Niiteks mote ,,t60s kasutatame transformeri arhitektuuri’jaotatakse
jargnevalt ,_toos _kasutame _transform eri _a r hi te k tuuri”.

3.2 Uhekeelne zero-shot tolge

Taustakirjanduses viidatud artikli [9] pohjal on toimiv meetod ldheneda veaparandusele
kui vigase teksti tolkimisele korrektsesse teksti. See idee on selles t60s kasutusel teises
votmes.

Loodava siisteemi arhitektuur pdhineb zero-shot tdlke ideel [14], milles on mitme-
keelne masintdlge saavutatud iihe mudeliga. Selles lahenduses on lisatud siinteetiline
mirgendsone, millega antakse mudelile teada, mis on soovitud véljundkeel, ja fikseeritud
sonastik on keelteiilene.

Selline arhitektuur [14] voimaldab zero-shot Opet ehk siisteem on véimeline Oppima
ja tolkima keelepaaride vahel, mille néiteid ei ole treenimisandmetes. Niiteks on autorid
[14] vilja toonud, et kui mudel on Sppinud tdlkeid portugali keelest inglise keelde ja
inglise keelest hispaania keelde, suudab see ka edukalt tolkida portugali keelest hispaania
keelde, kuigi siisteem ei sisalda portugali-hispaania treenimisandmeid.

INGLISE EESTI SAKSA

INGLISE EESTI SAKSA
Joonis 1. Tolkesuunad siisteemis, zero-shot tdlge méargitud katkendliku joonega.

Ulal kirjeldatud arhitektuuri puhul on vdimalik saada lihekeelset tdlget ehk kiisida
viljundit samas keeles, kui on antud sisendtekst. See on aga vaid siis voimalik, kui keeled,
mille puhul meid selline tdlge huvitab, on esindatud nii sisend- kui ka véljundpoolel.
Niiteks on voimalik saada eesti keelest eesti keelde tdlget, kui siisteemis on inglise-eesti
ja eesti-inglise tolkesuunad.



Samasse keelde tolkimine voib esmapilgul tunduda maottetuna, kuid grammatiliste
vigade parandamisel voib see kasuks tulla. Kuna masintolke siisteemi dekodeerija on
keelemudel, mis genereerib véljundit lisatingimuste, masintdlke puhul (teises keeles)
sisendteksti pohjal, avaldub omadus parandada tekstis olevaid vigu, sest jargmise ele-
mendi ennustamise juures on siisteem Oppinud korrektse teksti pohjal. Vigane tekst pole
keeleomane, seega nende sonade tdenédosus olla lauset jdatkav sona on madalam.

Eeleksperimendis tegime kindlaks, et siisteem Opib ignoreerima infot, mis pole
treenimise ajal oluline. Seega on iihekeelse tdlke saavutamiseks vaja siisteemi, mis
sisaldaks vihemalt kolme keelt ehk kuut tdlkesuunda. Vihemate keelte puhul on kindel,
mis keelne viljund vastab sisendkeelele. Niteks tolkesuundadega eesti-inglise ja inglise-
eesti siisteem teab alati, et eestikeelse sisendi puhul on viljund ingliskeelne ja vastupidi.
See aga kaotab mudeli jaoks keelemirgendi olulisuse, mis on meile oluline iihekeelse
viljundi saavutamiseks.

Samal pShimdttel ei toimi ka Oppimine ndidete pohjal, kus sisend ja viljund on samad.
Sel juhul pib siisteem sisendit kopeerima ja ei Opi korrektset keelt genereerima, kuna
see on keerulisem iilesanne, mille dppimine pole noutud. Piisab ka lihtsalt kopeerima
Oppimisest.

3.3 Siinteetilised vead

Masintdlkemudelid dpivad nii sisendina saama kui viljundina andma keeleliselt korrekt-
set teksti. Ladusa ja dige lause genereerimine tugeva keelemudeli alusel on osa heast
masintolkest ja voimaldab sel meetodil veaparandust. Samas erinevalt masintolkest on
veaparanduse lilesande tiditmiseks saadav sisend vigane tekst, mida tdlkima Oppides mu-
del tdhenduse modelleerimise juures ei néde. Seetdttu monda tiilipi vigu (nt digekirjavigu)
sisaldavad sonad/fraasid jadvad mudelile tundmatuks voi ajavad segadusse.

Siinteetiliste vigade kasutamine on erinevatel viisidel veaparanduses edukalt kasutust
leidnud [6, 15, 5]. Niisiis tahtsime niha, kui edukalt saab seda kombineerida zero-shot
tolkega veaparandusega. Selle t60 raames on vigade genereerimine motiveeritud ideest
,Jlohkuda” sisendit, seega pole eesmirk luua vdoimalikult tdepiraseid keelelisi vigu ega
leida optimaalset vigade lisamise tihedust.

Me teeme muudatusi kahel tasemel: muudetakse nii liksikuid téhti kui ka terveid
sonu. Muutmise operatsioone on neli. Nendeks on lausest suvalise elemendi kustutami-
ne, lausesse suvalisse kohta tdhe vOi sOna lisamine, lauses olemasoleva tihe voi sOna
vahetamine teise vastu ja elemendi liigutamine iihe voi rohkema koha vorra edasi voi
tagasi.

Tihedused, millega vigu sisendisse genereeritakse, panime paika oma loomuliku
keeletunnetuse alusel viljundit vaadates.



3.4 Hindamine

Veaparanduste kisitsi hindamine on ajamahukas iilesanne, seega selles tods kasutame
automaatseid meetodeid. Hindame kolme peamise veaparanduse automaatse meetodiga:
MaxMatch (M2) [16], GLEU [17] ja ERRANT [18]. M2 ja ERRANT on kiillaltki
sarnased: molemad arvutavad tépsust, saagist ja FO.5 skoori. Meetrika GLEU on aga
veaparanduseks kohandatud BLEU skoor [19], mida kasutatakse masintdlke hindamiseks
[17]. ERRANT:I skoore on alles hiljuti hakatud artiklites mainima, mistOttu varasemate
toodega vordlemiseks neid palju kasutada ei saa.

Veaparanduses kasutatakse masindppes levinud F1 skoori asmel F0.5 skoori, mis
loeb tipsust olulisemaks kui saagist. See otsustati 2014. aastal toimunud CoNLLi avaliku
voistluse [20] raames. Pohjuseks toodi, et veaparandajaid kasutades teeb vdir parandus
rohkem kurja kui vea vahele jatmine [20].

Niit ERRANT [18] kui ka M2 [16] vordlevad hinnatava veaparandussiisteemi tehtud
muudatusi inimeste méirgendatud parandustega. Seega on nende skooride leidmiseks vaja
kindlas formaadis parandusi, mitte lihtsalt sisendlauseid ja parandatud lauseid. Samas
GLEU [17] arvutab n-grammide sarnasust, mistGttu saab skoori leida ka hiipoteese ja
inimese parandatud tekste vorreldes.

Kuigi skoori arvutamise metoodika on ERRANTI ja M2 arvutamisel sarnane, annab
ERRANT enamasti madalamaid tulemusi [18]. Selle pohjuseks toovad autorid vilja, et
M2 arvutamisel valitakse moningatel juhtudel voimalusel kunstlikult selle méirgendaja
parandus, millega saab kdrgema skoori [18].

Paralleelselt kdigi kolme meetodi analiilisimine on motiveeritud nende meetodi
eelistest. Nimelt kuna ERRANT annab siisteemi kohta koige detailsemat infot (tdestelt
positiivsed, valepositiivsed, valenegatiivsed, tipsus, saagis ja F0.5), sest kasutab auto-
maatset méirgendamist ning voimaldab vaadata sama kirjeldust veatiiiibiti [18], kasutame
seda ingliskeelse veaparanduse kvaliteedi hindamiseks ja erinevate veatiiiipide paranda-
mise vordlemiseks. M2 skoore on kauem artiklites mainitud, kui ERRANTi omi, seega
annab M2 parema vordlusmomendi. GLEU sarnane tdlkimise hindamise meetrikale ega
vaja mirgendatud andmeid. Kasutame seda tolkekvaliteediga vordlemiseks ja eesti keele
hindamiseks.
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4 Eksperimentide kirjeldus

Selles peatiikis kirjeldame esmalt, milliste andmetega me mudeleid treenisime. Seejarel
peatume sellel, millised eeltootlussammud laused enne treenimist 1dbisid, ja tdpsustame
treenimise liksikasju. Peatiiki 10pus kirjeldame, millistel testhulkadel automaatse hinda-
mise meetodeid rakendame.

4.1 Keeled ja korpused

Mitmekeelse masintdlkemudeli treenimiseks on siin t66s kasutusel erinevad kahekeelsed
masintOlke paraleelkorpused, mis sisaldavad sama lauset molemas keeles. Nagu metoodi-
ka alapeatiikis selgitasime, siis vigade parandamise seisukohast on oluline, et keeli oleks
vihemalt kolm ja koik keeled oleks nii sisendi kui ka véljundi poolel esindatud. Selleks
segame kuue tdlkesuuna laused.

Mudel on dppinud kolme keelepaari andmetel molemas tdlkesuunas. Kolmeks kee-
leks on inglise, eesti ja saksa keel. Kokku on seega kuus tolkesuunda, milleks on eesti-
inglise, inglise-eesti, inglise-saksa, saksa-inglise, saksa-eesti ja eesti-saksa. Need kee-
led valisime, sest inglise keelt on kdige lihtsam hinnata automaatsete skooridega ja
vorrelda teiste meetoditega, eesti keel esindab nédrvivorkudel treenimiseks liiga véikese
oppijakeelekorpusega keelt ja saksa keelel leidub iihiseid jooni nii eesti kui inglise
keelega.

Selleks, et saada kokku treenimiseks piisavalt lauseid ja hoida stiili neutraalsema-
na, on kasutatavad andmed voetud kolmest erinevast vabalt kéttesaadavast korpusest.
Nendeks on

* Europarl [21],
* JRC-Acquis [21],
* OpenSubtitles [22].

Esimesed kaks koosnevad ametlikest tekstidest, viimane sisaldab rohkem mittefor-
maalseid lauseid.

Selle t66 raames otsustasime treenitavasse mudelisse igast keelepaarist ja korpusest
votta vordse koguse andmeid. Lausete arv, mis on igast iilalnimetatud korpusest iga
keelepaari jaoks treenimiseks voetud, on 573 500. Lausete hulka piiritleb korpuste suurus,
just 573 500 lauset jdi vidhimasse hulka (korpusest keelepaari kohta) peale andmete
puhastamist ja valideerimishulga eemaldamist. Koigi keelepaaride laused on dubleeritud,
et tolkida molemasse suunda, nt inglise-eesti andmeid on kaks korda. Korra on inglise
keel sisend ja eesti keel viljund ning korra vastupidi. Seega on kokku treenimiseks 18
korda (kuus suunda ja kolm korpust) 573 500 ehk 10 323 000 lausepaari. Lausepaaride
valik korpusest on suvaline.
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4.2 Eeltootlus

Jargnevalt on esitatud andmete eeltootluse sammud.

1. Puhastamine (enne suvaliste lausete vilja valimist) - tolkendide eemaldatakse, kui
vihemalt {iks pool on tiihi sdne, on pikem kui 100 siimbolit v&i ei sisalda iihtegi
tahte.

2. Sonestamine — kirjavahemirgid eraldatakse sonadest. Selles to6s kasutatud sonestaja
on tooriistast nimega Moses [23].

3. Taheregistri normaliseerimine ehk true-casing — muudetakse lause alguse suurtiht
viikeseks, kui see pole parisnimi voi muu sdna, mis algaks suure tihega ka lause
keskel asetsedes.

4. Pseudomorfeemideks jagamine — sOnad jaotatakse viiksemateks alamjaotusteks
tekstis koosesinemise sageduse alusel. Selles t60s kasutasime pesudomorfeemide
loomiseks SentencePiece’i [24] ja unikaalsete pseudomorfeemide arv on 32 000.

122

Eestikeelne lause ,,Tere hommikust
pérast eeltootlust vélja jirgmine.

, millele vastab tdlge ,,Good morning”, nideb

sisend: _te|to-en re|to-en _hommiku|to-en st|to-en !|to-en
viljund: _good _morning !

Pérast neid eeltootlussamme genereeritakse viljundkeelt mérgendavad soned ja sega-
takse koigi tolkesuundade ja keelepaaride andmed.

4.2.1 Siinteetiliste vigade lisamine

Miira genereeritakse, kui eeltodtluse sammudes on dra tehtud frue-casing. Vigu gene-
reeritakse lause kaupa, lihte lausesse genereeritavate vigade arvu leidmiseks vOtame
Poissioni jaotusest juhusliku valimi ehk sageduse 0.5 korral genereeritakse umbes pool-
tesse lausetesse vead.

Tabel 1. Kordajad vigade genereerimisel on valitud keeletaju alusel, kuid ei ole leitud
optimaalseid véartusi.

tdht | sOna
lisamine 03] 05
kustutamine | 0.9 | 0.5
asendamine | 0.5 | 0.3
liigutamine | 0.5 | 0.75
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Kasutatud on Poissioni jaotust, sest meil on teineteisest soltumatud siindmused,
millele tahame méérata toimumise sageduse. See voimaldab koige lihtsamalt ennustada
mitte lihtsalt seda, kas viga lausesse lisada, vaid ka mitu viga lause kohta luua tuleks. Vea
genereerimise sagedus esitub kujul vea tiiiibi kordaja korrutatud lause pikkuse kordajaga.
Vea tiilibi kordajad on mérgitud tabelis 1. Pikkuse kordaja on lause pikkus skaleeritud
0.5 ja 1 vahele ehk pikima lause kordaja on 1 ja lithima oma 0.5.

4.3 Mudelite treenimine

Treenimiseks kasutasime raamistikku nimega Sockeye [25], milles on implementeeritud
transformeril pShinev mudel. SockEye salvestab parameetrid ja hindab mudelit validee-
rimishulgal kontrollpunktide moddumisel. Selles t66s on kontrollpunkti suurus 4000
plokki, ploki suurus on 2048 sona.

Kasutasime vaikimisi seadistatud parameetreid ehk kuuekihiline transformer ja op-
timiseerimiseks Adam optimiseerija. Esialgne opisamm oli 0.0002, mida vihendati
iga kord, kui kaheksa kontrollpunkti jooksul valideerimishulgal tulemus (tdpsemalt
perplexity) paranenud polnud. Treenimine 16ppes, kui tulemused ei olnud kontrollpunkti
jooksul paranenud. Baasmudeli puhul 16ppes treenimine 25. epohhi ajal, lisatud miiraga
mudelil 27. Hiipoteesid on genereeritud kasutatud rindeotsingu parameetrit 5.

4.4 Hindamine

Metoodika peatiikis mainisime juba kolme hindamiseks kasutatavat meetodit. Siin selgi-
tame tidpsemalt, millistel testhulkadel neid kasutame.
Inglise keelt hindame ERRANTi ja M2 meetrikate alusel kolmel testhulgal:

* CoNLL-2014 [20] (1312 lauset),
e FCE [26] (2695 lauset),
e JFLEG [17] (747 lauset).

GLEU-skoori arvutame vaid viimase jaoks, millele on GLEU algselt loodud ja millel
on neli versiooni inimeste parandatud lausetest. See skoor nditab n-grammide kattuvust
slisteemi hiipoteesi ja inimeste parandatud lausete vahel [17].

Veatiilipide analiitisimiseks kasutame FCE [26] korpust, sest see on méirgendatud
ERRANTi jaoks loodud veakategooriatega.

Eesti keelt hindame vaid GLEU alusel, kuna eesti keele jaoks ei ole sobivas formaadis
korpust ja praeguse korpuse teisendamine jddb edasiseks tooks. Eesti keele hindamiseks
saame kasutada alamhulka Tartu Ulikooli dppijakeelekorpusest [27], kuhu on vdetud 800
lauset.
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5 Tulemused ja arutelu

Selles peatiikis toome vilja skoorid, veatiiiipide vordluse ja analiiiisi.

5.1 Vordlus masintolkekvaliteediga

Vordlesime skooride kasvamisgraafikuid masintdlke hindamiseks laialdaselt kasutata-
va BLEU meetrika [19] ja veaparanduse hindamiseks kasutatava GLEU-skoori alusel.
GLEU ja BLEU on sarnased ja GLEU skoori saab lihtsasti arvutada ka eesti keelele.

Nagu on niha jooniselt 3, kasvab GLEU skoor masintdlke kvaliteedi suurenemisega.
GLEU ja BLEU vahel on tugev seos. Inglise keele veaparanduse ja eesti-inglise tolke
kvaliteedi vahel on Pearsoni korrelatsioonikordaja 0.79 ning eesti keele ja inglise-eesti
tolke puhul 0.95. Lisatud siinteetiliste vigadega mudelite puhul on need numbrid 0.90 ja
0.97. GLEU ja BLEU seost kujutasime joonisel 2.

. Baasmudel o Sunteetiliste vigadega mudel
50 50 4 /
& ’ as 1 o
.’ o
@ ’ a | *
-
- o 35 4
o L4 [
=
%3 ; @ x|
B
F 254
0 . 20 1
15 15 4
10 10
o 5 10 15 20 25 X o 5 W 1 0 x 0
BLEW BLEU

Joonis 2. GLEU ja BLEU skooride seos, rohelise ja sinisega on tdhistatud eesti-inglise
tolkekvaliteet ja inglise keele GLEU ning punase ja kollasega inglise-eesti tdlke ja eesti
keele GLEU.

Tabel 2. Masintdlke skoorid, siineetiliste vigade lisamine vihendab tolkekvaliteeti.

testhulk baasmudel siinteetiliste vigadega
wmtl8 en-et 19.2 18.6
wmtl8 et-en 233 22.8
wmtl8 en-de 32.4 31.0
wmt18 de-en 32.9 31.9
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Joonis 3. BLEU ja GLEU skooride paranemine treenimisel.
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Kuigi GLEU ja BLEU on sarnased meetrikad, ei jdd nende tulemused samasse
vahemikku. Ule 40 BLEU skoori viirtus tihendab juba tipptasemel tdlget, kuid GLEU
puhul on juba niiteks muutmata JFLEGi testhulga GLEU-skoori viirtus iile 40.

5.2 Veaparanduse kvaliteet

Parima kontrollpunkti valimiseks arvutasime veaparanduse skoorid iga viienda kont-
rollpunkti kohta ja valisime kolme testhulga peale kdige korgema ERRANT-1 F0.5
védrtusega kontrollpunkti. Baasmudeli puhul on see 720. ja lisatud miiraga mudeli puhul
570. kontrollpunkt. Kodigi testhulkade parima ja iga testhulga parima kontrollpunkti
ERRANT skooride vahe jdib alla 0.5.

Veaparanduse tulemused ERRANTi ja MaxMatch meetrikatele parima kontrollpunkti
alusel on baasmudeli kohta esitatud tabelis 3 ja lisatud siinteetiliste vigadega mudeli
kohta tabelis 4. GLEU-skooris nii inglise keele kohta JFLEGi testhulgal [17] ja Tartu
Ulikooli &ppijakeelekorpusel [27] on esitatud tabelis 5.

Tabel 3. Baasmudeli skoorid.

ERRANT MaxMatch
tdpsus saagis FO.5 | tdpsus saagis FO0.5
JFLEG 25.94 25.31 25.81 | 49.12 41.65 47.42
CoNLL-2014 | 25.31 37.73 27.09 | 36.44 43.20 37.62
FCE 21 25.21 21.73 | 29.51 27.46 29.08
Tabel 4. Siinteetiliste vigadega mudeli skoorid.
ERRANT MaxMatch
tdpsus saagis FO.5 | tipsus saagis FO0.5
JFLEG 29.71 32.91 30.3 | 53.08 52.15 52.89
CoNLL-2014 | 23.14 38.37 25.13 | 34.95 44.66 36.54
FCE 21.53 31.19 22.95 | 30.53 33.68 31.11
Tabel 5. GLEU-skoorid
‘ muutmata baasmudel siinteetiliste vigadega
JFLEG 40.51 46.91 50.07
UT 27.14 38.14 36.99

Nii baasmudeli kui ka siinteetiliste vigadega mudeli tdpsus on kodige kdrgem JFLEGi
testhulgal ja kdige madalam FCE testhulgal. Saagis on kdige korgem CONLL-2014
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testhulgal ja madalaim FCE testhulgal. Kuna JFLEGi testhulgas on vigade arv lausete
kohta suurem (3.4 viga lause kohta) kui FCE testhulgas (1.7 viga lause kohta) ja FCE
testhulga puhul on nii saagis kui ka tdpsus madalamad kui teistel testhulkadel, voib
oletada, et mudel saavutab paremaid skoore vigasema teksti peal. Nii korrektsete kui
ka valede muudatuste arv on FCE hulgal nii lausete kui ka vigade arvu kohta vidiksem.
Sellest tuleneb madalam saagis ja kuigi valepositiivseid on vihem, siis mitte nii palju, et
kombineerituna vidiksema paranduste arvuga oleks tipsus teiste hulkadega samal pulgal.

B iipsus B saagis

ERRANT FO.5

JFLEG CoNLL FCE
Joonis 4. Siinteetiliste vigadega mudeli ja baasmudeli ERRANT FO.5 skooride vahe.

Vaadates tidpsemalt, mis juhtus siinteetiliste vigade lisamisel, ndeme, et kdigi testhul-
kade puhul tdusis saagis. CoNLLi testhulgal on saagiste vahe viike, tdeselt positiivsete
paranduste arv suurenes seal vaid ligi 30 vorra (baasmudelil 1033, lisatud vigadega
mudelil 1062), kuid valepositiivsete arv tousis ligi kuuendiku vorra, mistottu on tépsus
langenud. Ka teiste testhulkade puhul tdusis nii tdeselt positiivsete kui ka valepositiivsete
arv, kuid suurenes korrektsete paranduste arvu osakaal kdigi muudatuste hulgas (tdusis
tapsus).

Vorreldes valminud artikli [8] raames treenitud stiili eristava inglise, eesti ja lati keelte
vahel tolkiva mudeliga, on selle mudeli CoNLLi M2 ja JFLEGi1 GLEU skoorid korgemad
ning eesti keele GLEU sama (teisi skoore pole vilja toodud). Sellest voib eeldada, et
mudelile ei mdjunud halvasti treenimisandmete vihendamine vOi aitas veaparanduse
vdimet parandada stiilimirgendi kaotamine voi ldti keele vahetamine inglise keelega
sarnasema keele vastu.

Varreldes taustakirjanduses mainitud keelemudelil pohinevale veaparandusele, mis
el kasuta mérgendatud andmeid[7], on meie mudeli saagis CoNLLI ja FCE testhulkadel
oluliselt kdrgem. Miira lisamisel saavutab meie mudel ka JFLEGi testhulgal parema saa-
gise. Samas on mainitud lahendusel [7] mérkimisvédrselt korgem tdpsus, mistdttu on neil
ka iildskoorid paremad. Vorreldes juhendatud siisteemidega, jidvad meie mudeli skoorid
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alla. See on ka moistetav, kuna need on kasutanud oppimiseks veaparandusnaiteid.

5.3 Vordlus veatiitibiti

ERRANT kasutab automaatset miargendamist, seega on vdimalik saada ka detailset taga-
sisidet veatiilipide kaupa: tdeselt positiivsete, valepositiivsete ja valenegatiivsete koguarv
ning tdpsus, saagis ja F-skoor. Selles peatiikis vordleme vaid suuremaid kategooriaid,
kus on vigu testhulgas iile 50. Viiksemate veahulkadega kategooriate puhul on saagis ja
tapsus liiga eksitavad. Esmalt vaatame, milliste vigadega saab baasmudel hésti hakkama
ja millistega jadb hitta. Seejirel vordleme baasmudeli ja lisatud siinteetiliste vigadega
mudeli skoore veatiiiibiti. Detailsemaid andmeid on vdimalik niha lisas 1.

Kdige paremini saab mudel hakkama grammatiliste vigadega. Jooniselt 5 on nidha
veakategooriad, millega siisteem edukalt hakkama saab. Nendeks on tegusona iihilduvus
nimisOnaga (nt ,he walk™), nimisdna mitmuse tunnus (,,cat”voi ,,cats”), tegusdona vorm
(nt ,,to walkvdi ,,walking”) ja artiklid (,,a”, ,,an”vdi ,,the”’). Samuti on mudel kiillaltki
edukas oigekirjavigadega, kuid nende puhul on tdpsus vorreldav, kuid saagis madalam
kui teiste edukaimate veakategooriate puhul.

B tipsus [ saagis
0.80

0.60

0.40

ERRANT FO.5

0.20

0.00

_ VEREI NIMISGNA ARV VEREI VORM ARTIKKEL GIGEKIRI
UHILDUVUS

Joonis 5. Viis kategooriat, millega mudel kdige paremini hakkama saab

Kdige halvemini tuleb mudel toime iildisemate sonavaliku vigadega, nagu vale ni-
misona, omadussOna vOi tegusdna valimine ja limbersonastused. Nende tiitipide analiiiisist
selgub ka suur valepositiivsete arv, eriti kategoorias ,,muu”, mis sisaldab {imbersonastamisi
ja muid vigu, mis teistesse kategooriatesse ei sobi.

Joonisel 6 on viis veakategooriat, kus baasmudeli ja siinteetiliste vigadega mudeli
ERRANTi skooride erinevus on kdige suurem. Kdige rohkem on vigade lisamine tdstnud
oigekirja parandamise skoori.
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B baasmudel [ sinteetiliste vigadega mudel

0.80

0.60

0.40

ERRANT FO.5

0.20

MORFOLOOGIA  ASESONAD GIGEKIRI VEREI VEREI
UHILDUVUS AJAVORM

Joonis 6. Veatiiiipide kaupa ERRANTi F-skooride vordlus — kdige rohkem muutunud
kategooriad

Tabelist 6 on néha, et kuigi ka valepositiivsete arv on veidi langenud, siis digekirjavigade
parandamise skoori tdus on peamiselt tingitud ligi 150st lisandnud digest digekirjavea
parandusest.

Tabel 6. Oigekirja vigade parandamine: tdeselt positiivsete (TP), valepositiivsete (VP) ja
valenegatiivsete (VN) koguarv ning tdpsus, saagis ja F-skoor

| TP VP VN | tipsus saagis FO0.5
baasmudel | 109 147 343 | 42.58 24.12 36.92
sv-mudel | 253 135 199 | 65.21 5597 63.12

Dekoderija on oppinud tihenduse ja konteksti viljendavate esituste pohjal looma
viljundit, millel on loomulik keele struktuur, mistottu voib selgelt grammatiliselt valede
kohtade (nt ihildumine ja mitmus) parandamine olla kergem, sest sonad on tdhenduselt
lahedased. Samas voivad vale sOnavalik vOi tundmatud (nt valesti kirjutatud) sonad
rohkem segada lause tdhendusliku representatsiooni loomisel ning ajada mudeli rohkem
segadusse. Lisaks on juba mone niite ja artikli [8] raames tehtud kvalitatiivse analiiiisi
pohjal néha, et siisteem asendab sonu siinoniitimidega, mis on ka mdistetav, sest mudelil
el ole iihtegi reeglit voi ndidet, mis litleks, et tuleb eelistada sisendlause sonavalikut ja
struktuuri.
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6 Kokkuvote

Selles to0s tutvustasime vigade parandamiseks uut mitmekeelse masintdlke iihekeelsel ra-
kendamisel pohinevat meetodit, mis ei vaja treenimiseks veaparandusnéiteid, mistottu so-
bib rakendamiseks ka keeltele, mille jaoks pole juhendatud veaparandumudeli Gpetamiseks
piisavalt suurt korpust. Siisteemi treenimiseks on vaja ainult tdlkelauseid ja mudel on
voimeline vigu parandama mitmes keeles.

Sissejuhatuses esitasime kiisimused, millele vastuseid otsisime. Nendest esimene oli
,,Kui hea on mudeli veaparanduskvaliteet ja kas see touseb siinteetiliste vigadelisamisel?”.
Kiisimuse esimesele poolele pole vastus iihene. Nimelt on siisteemil korralik saagis, kuid
kitsaskohaks on tidpsus. Mudel teeb palju muudatusi korrektsesse teksti ja on sellisel
kujul ebausaldusviirne.

Kuigi siinteetiliste vigade lisamine teksti suurendas korrektsesse teksti lisatavate
muudatuste hulka, siis tduseb oluliselt ka digete paranduste arv. Inglise keele puhul
kahest testhulgast kolmes suurenes tipsus ehk pirast vigade lisamist tousis korrektsete
paranduste osakaal kdigi paranduste hulgas. Sellele tuginedes voib delda, et siinteetiliste
vigade lisamine voib aidata veaparanduse kvaliteeti tOsta.

Teisena otsisime vastust kiisimusele ,,Milliste vigade parandamisega saab kirjeldatud
meetod histi hakkama ja millistega jaab hitta?”. Kdige edukam on mudel grammati-
liste vigade parandamisega, néiteks kui tekstis on tihildumise probleeme, siis parandab
siisteem neid edukalt ja ei loo teksti juurde selliseid vigu. Oigekirjavigade parandamise
tdpsus on baasmuselil korge, kuid saagis madalam, siinteetiliste vigade lisamisel tousis
korrektsete paranduste osakaal tublisti.

Mudel on aga rohkem kimbatuses sOonavalikuga, nendes kategooriates on nii madal
tapsus kui ka saagis. Udisemates leksikaliste valikudega seotud kategooriates paistab
silma suur valepositiivsete arv, mudel vahetab korrektseid sonu sisendis siinoniitimide
voi tdhenduselt 1ihedaste sdnade vastu. See on seletatav, sest siisteem on dppinud ge-
nereerima tihenduselt sarnast teksti, kuid mitte hoidma sama sonastust. Uhekeelseid
nditeid pole treenimisandmete hulgas.

Viimase kiisimusena uurisime ,,Kas veaparanduse kvaliteet tduseb mudeli treenimisel
tolkimise vOime paranemisega sarnaselt?”. Kuigi inglise keele veaparanduskvaliteet
tousis esialgu kiiremini, on siiski tdlke- ja veaparanduskvaliteedi vahel tugev seos. Kui
touseb tolke kvaliteet, siis parandab mudel ka paremini vigu.

Lopetuseks voib delda, et siisteemil on potentsiaali, sest veaparanduse saagis on kor-
ralik ja edasise todga on voimalik leida meetodeid mudeli ,,Joomingulisuse”’piiramiseks.
Erinevalt enamikest veaparanduse meetoditest, mis eeldavad kas keelespetsiifilisi tead-
misi vOi Oppijakeelekorpuse kogumist, on meie vilja pakutud meetod vihese vaevaga
rakendatav paljudele keeltele.
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Lisad

I. Veakategooriate skoorid

Tabel 7. Baasmudeli ERRANT: tdeselt positiivsete (TP), valepositiivsete (VP) ja valene-
gatiivsete (VN) koguarv ning tdpsus, saagis ja F-skoor

Category TP FP FN | P R FO0.5
ADJ 7 80 77 | 0.0805 0.0833 0.081
ADJ:FORM 1 1 9 0.5 0.1 0.2778
ADV 5 138 82 | 0.035 0.0575 0.0379
CONJ 0 2 30 | 0.0 0.0 0.0
CONTR 0 344 3 0.0 0.0 0.0
DET 206 312 419 | 03977 0.3296 0.3819
MORPH 39 100 52 | 0.2806 0.4286 0.3014
NOUN 10 299 192 | 0.0324 0.0495 0.0348

NOUN:INFL |31 7 4 0.8158 0.8857 0.8289
NOUN:NUM |73 84 101 | 0465 0.4195 0.4551
NOUN:POSS | 4 21 27 |0.16 0.129  0.1527

ORTH 111 411 103 | 0.2126 0.5187 0.2411
OTHER 26 850 554 |0.0297 0.0448 0.0318
PART 1 21 7 0.0455 0.125 0.0521
PREP 126 299 351 | 0.2965 0.2642 0.289%4
PRON 2459 124 | 0.2892 0.1622 0.25
PUNCT 130 539 341 | 0.1943 0.276  0.2065
SPELL 109 147 343 | 0.4258 0.2412 0.3692
VERB 31 226 212 |0.1206 0.1276 0.122

VERB:FORM | 93 121 73 | 0.4346 0.5602 0.455

VERB:INFL 6 2 5 0.75 0.5455 0.6977
VERB:SVA 52 31 37 |0.6265 0.5843 0.6176
VERB:TENSE | 38 155 194 | 0.1969 0.1638 0.1892
WO 24 65 62 |0.20697 0.2791 0.2715
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Tabel 8. Lisatud siinteetiliste vigadega mudeli ERRANT: tdeselt positiivsete (TP), vale-
positiivsete (VP) ja valenegatiivsete (VN) koguarv ning tipsus, saagis ja F-skoor

Category TP FP FN | P R FO0.5
ADJ 8 83 76 | 0.0879 0.0952 0.0893
ADJ:FORM 2 3 8 0.4 0.2 0.3333
ADV 9 187 78 | 0.0459 0.1034 0.0517
CONIJ 0 22 30 | 0.0 0.0 0.0
CONTR 1 297 2 0.0034 0.3333 0.0042
DET 229 351 396 | 0.3948 0.3664 0.3888
MORPH 50 87 41 10.365 0.5495 0.3912
NOUN 14 466 188 | 0.0292 0.0693 0.033

NOUN:INFL |30 5 5 0.8571 0.8571 0.8571
NOUN:NUM |75 83 99 |0.4747 0431 0.4653
NOUN:POSS | 6 29 25 10.1714 0.1935 0.1754

ORTH 119 384 95 | 0.2366 0.5561 0.2673
OTHER 57 1201 523 | 0.0453 0.0983 0.0508
PART 1 22 7 0.0435 0.125 0.05

PREP 137 396 340 | 0.257 0.2872 0.2626
PRON 31 126 117 | 0.1975 0.2095 0.1997
PUNCT 141 663 330 | 0.1754 0.2994 0.1912
SPELL 253 135 199 | 0.6521 0.5597 0.6312
VERB 39 289 204 | 0.1189 0.1605 0.1254

VERB:FORM |91 111 75 | 0.4505 0.5482 0.4671
VERB:INFL 7 1 4 0.875 0.6364 0.814

VERB:SVA 49 20 40 | 0.7101 0.5506 0.6712
VERB:TENSE | 43 136 189 | 0.2402 0.1853 0.2268
WO 27 74 59 10.2673 0314  0.2755
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