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Saateks

Kéttesaadava teabe hulk on suurem, kui Uksikisik seda vastu votta suudab. Maailma mdistmisel,
sobiva eeskuju, téOvahendi ja meetodi leidmisel on abiks andmebaasid, infoslisteemid ja
tegutsemisjuhised. Loodetavasti ei ole vajalikkust minetanud ka Uhe teadusvaldkonna teavet
slistematiseerivad, tldistavad ning néiteid esitavad emakeelsed Gpikud, kdsiraamatud ja monograafiad.
See tekst on mdeldud nii abimaterjaliks andmetdotluse ja ruumilise analliisiga seotud Gppeainete dppi-
misel kui ka teaduri kasiraamatuks, millest v3ib abi olla uurimistdd planeerimisel, andmete to6tlemisel
ja tulemuste Kirjapanekul. Eeldatud on, et Gppevahendina kasutamisel lisandub iga 6ppeaine puhul
Oppeaine rohuasetustele, tudengite huvidele ja varasemate teadmiste tasemele vastav t60juhis voi
veebilahendus.

Raamatu aluseks oli dotsent Jiri Roosaare Gppeaine Ruumiandmete analtls ajel tekkinud huvi ja
sellest huvist kantuna esimese autori poolt aastatel 1998 kuni 2008 koostatud kasikiri, mida aastatel
2011 ja 2012 nii uuemate kui ka vanemate publikatsioonide alusel taiendati. Jaanus Remm kohandas
esimese peatlki toorteksti selle raamatu jaoks sobivaks, Kkirjutas peatiiki 4.2.2 ning lisas
loomadkoloogilisi néiteid ja Ulesandeid. Ants Kaasik kontrollis valemeid ja matemaatika
terminoloogia kasutust ning téiendas teksti vastavalt vajadusele. Koik kolm tiitellehel mérgitud autorit
osalesid kogu teksti viimistlemisel. Peatliki 6.2.6 kirjutas Tiiu Kelviste. Oleme igati plidnud vigu
véltida, aga inimene jaab ekslikuks — raamatu vigade parandused ja tdiendused on selle raamatu
veebilehel kalleremm.ee/RASA. Viidatud kirjanduse andmebaasi ja viidatud artiklite koopiaid vdib
kusida esimeselt autorilt.

See teos on valminud paljude inimeste koostdo tulemusel. Autorid avaldavad tanu kdigile, kes on
selle kirjatd6 valmimisele kriitiliste méarkuste, hea sdna ja r6dmsa meelega kaasa aidanud. Esile
tostmist vaarivad tehnilised toimetajad Joonas Remm ja Egle Riiltli, keeletoimetajad Allan Rajavee ja
Annika Murov, kujunduse ideede pakkuja Jane Remm ning jooniste vormistamise ndustaja Liina
Remm. Lisaks valdavale osale tehnilise toimetamise t6dst juhtis Joonas Remm téhelepanu paljudele
segastele kohtadele algses késikirjas ja tegi sisukaid parandusettepanekuid, mis on lahedane autori
loomingulisele tddle. Téaname kolleege, kes nbuannetega abistasid ja suhtusid mdistvalt autorite
puhendumusse selle raamatu kirjutamise perioodil. Tdname kdiki retsensente, eriti tdnulikud oleme
retsensentidele Jonne Kottale, Jaan Liirale, Toomas Tammarule ja Tonu Mdlsile, kes saatsid arvukalt
asjatundlikke parandusettepanekuid.

Peatiikk 5.6 on pihendatud Hans Remmi malestusele, kes dpetas 1960ndatel ja 1970ndatel aastatel
zoogeograafiat nii zooloogidele kui ka geograafidele.

Raamatu koostamist toetati Tartu Ulikooli kirjastamisndukogu vahenditest ja Eesti Vabariigi
Teadus- ja Haridusministeeriumi  sihtfinantseeritavast uurimisteemast SF0180049s09 ja
SF0180122s08 ning teaduse tippkeskuse FIBIR poolt.
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Eessdna

Kalle Remm jt. ,,Ruumiliste loodusandmete statistiline analttis” pakub véartuslikku téiendust
geoinformaatika ja 6koloogia suuna tudengite ja teadlaskonna kasiraamatute hulka. Opikust leiavad
aga huvitavat lugemist ka teiste uurimissuundade esindajad, kellel tuleb oma t66s rohkem v6i vahem
kokku puutuda eluslooduse, elusloodust kujundavate protsesside ning nende protsesside tagajérjel
tekkinud mustritega.

Soovitan julgesti siveneda Kalle Remmi ja kaasautorite poolt avaldatud késiraamatusse ja seda
mitmel heal p6hjusel.

(1) Pole ju teadmata, et ajal, mil inglisekeelne maailm tungib kdikidesse eluvaldkondadesse ja
eestikeelne terminoloogia ei joua tohutult kiire arenguga sammu pidada, pakub kdesolev kasiraamat
pidepunkte statistika aga ka naiteks intellektitehnika alase emakeelsete mdistete koha pealt.

(2) Raamat on kirjutatud lihtsas ja ladusas keeles ning arusaamist ei piira ka napid statistikaalased
teadmised. Nende tarbeks, kes vajavad vaikest sissejuhatust statistiliste analtiliside maailma, on autorid
esimeses kolmes peatiikis tldistavalt kokku votnud olulisema, mida l&heb tarvis raamatu teises pooles
esitatud ruumiliste meetodite mdistmiseks. Spetsiaalselt ruumilise analliisi meetodeid kasitlevad
peatlkid on neljas, viies ja kuues, mis annavad lisaks meetodite pdhialuste kirjeldamisele ka tlevaate
iga teema erialasest kirjandusest ja autoritepoolseid seisukohti.

(3) Aastasadu on inimesed imetlenud meid Umbritsevat elustikku, paiddnud mdista elustikku
mustreid kujundavaid protsesse ning (tihti praktilistest kaalutlustest l&htuvalt) Uritanud ennustada
liikide ja elupaikade paiknemist ruumis ning ajas. Kdigi nende analulside puhul on ruumiliste
meetodite osatahtsus pidevalt kasvanud. Uhelt poolt peegeldab see kaugseire andmekogumite paremat
kattesaadavust ja arvutustehnika kiiret arengut, aga vdhemtdhtsam pole ka arusaam, et paiknemine
ruumis on midagi sellist, mida ei ole vGimalik pelgalt klassikaliste keskkonnatunnuste abil ennustada.
Ruumi- ja ajamustrite uurimine iseenesest on ks voti 6koloogilistest protsessidest arusaamiseks.

(4) Praktilise poole pealt on tervitatav, et autorid on lisaks teoreetilistele tlevaadetele toonud
néiteid erinevate meetodite kasutusest. Abiks on ka viited mitmetele tarkvaralahendustele (sh. autorite
poolt loodud Constud programmile), mis véimaldab lugejal iseseisvalt katt harjutada.

(5) Loomulikult ei v6imalda raamatu formaat kdiki meetodeid slvitsi kasitleda ja valdkonna
mahukus tingib osade peatiikkide konspektiivsuse. Kiirel ajal on aga selline stiil tervitatav ning kellel
tekib huvi mingi spetsiifilise teema vastu, leiab abi autorite poolt pakutud mahukast
Kirjanduslilevaatest.

(6) Raamatust ei puudu ka autorite isiklik suhe valdkonna suhtes. Mitmest peatlkist saab lugeda
pbnevatest ja pdhjalikest uurimustest, milles autorid on rakendanud erinevaid ruumianaltse, et
paremini tundma Gppida Eestimaa loodust.

Arvan, et kéesolev kédsiraamat on suundanditava ja margilise tdhendusega suurendades eestlaste
hulgas valdkonna populaarsust ning kasvatades teadmiste pagasit ruumilistest meetoditest. Minu jaoks
oli raamat Utlemata inspireeriv ning siit ammutatud ideed leiavad ldhiaastatel kasutust mereteaduse
arendamisel. Minu lugupidamine autorite suhtes!

Jonne Kotta
merebioloog
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Sissejuhatus

Enamik andmeid, mille p&hjal 6koloogilistes ja sotsiaalteaduslikes uurimustes jareldusi tehakse, on
ruumis positsioneeritavad ehk igal andmetabeli kirjel on olemas geograafiline asukoht. Sellest
johtuvalt on digustatud tdstatada mitmesuguseid kusimusi — alates asukoha arvestamise vajalikkusest
ja olulisusest he vdi teise analliisi puhul kuni olukordadeni, kus uuritavate objektide paiknemine
ruumis ongi uurimiskisimuseks. Naiteks: kas puud paiknevad looduslikus metsas juhuslikult v6i on
sama liiki puudel kalduvus grupeeruda; v6i kas kased kasvavad sagedamini kuuskede v8i méandide
laheduses. Sageli pakuvad huvi uurimisobjektide esinemise vdi omaduste seosed teiste objektide
paiknemisega voi heterogeense keskkonna struktuurielementide konfiguratsiooniga. Seda kiisimuste
puhul: millisel mé&ral on metsa koosseisu laigulisus voi kartulimardika levik pdllul voi talude koon-
dumine kiladesse seletatav mullastiku ja teiste keskkonnatingimuste muutlikkusega ruumis, millisel
madral koha ajalooga, millisel maaral teadliku inimtegevusega, millisel méaaral puhtalt juhusega;
millised on need tegurid, mis pdhjustavad ruumilist muutlikkust ja kas neid teades ©nnestuks
paiknemismustri muutusi ette ennustada; voi kui palju mdjutaks Ida-Virumaa potrade paiknemist ihe
uue kaevandusraudtee rajamine. Uheks levinumaks komplikatsioonide allikaks ruumiliselt paiknevate
objektide uurimisel on ruumiline autokorrelatsioon — l&hestikku paiknevad kohad kipuvad olema
sarnased ainulksi selle pérast, et on lahestikku. Naiteks kui naabrite juures on palju hiiri, siis kipuvad
hiired teie korterisse ka juhul, kui seal neid midagi head ees ei oota. Siit kerkivad kiisimused, mida on
asjakohane uurimuste planeerimisel arvestada, nagu naiteks: kuidas arvestada p&trade arvukuse
prognoosis pdtrade oodatavat arvukust vaadeldava koha Umbruses; kui kauget imbruskonda tuleks
tihel vGi teisel juhul arvestada; voi kuidas metsa struktuuri v8i maastikumustrit arvutimangude jaoks
téetruult modelleerida.

Ruumilisi loodusandmeid kasutavad uurimused on néiteks sellised, mis kirjeldavad looduse
ruumilist struktuuri ja modelleerivad seda; késitlevad elupaikade, liikide vdi populatsioonide ja
erinevate geeni alleelide levikut ruumis, koosluste ruumilist struktuuri, planktoni paiknemist
veekogudes, liikide ruumilist koosesinemist, puistu struktuuri, taimekahjurite paiknemist pdllul,
metsatulekahjude riski kaardistamist. Ruumikésitlus vGib seejuures olla nii Uhe-, kahe-, kolme- voi
enamamddtmeline.

Okoloogiliste probleemide ruumilisele kasitluseni on joudnud nii populatsioonitkoloogid,
stindkoloogid, maastiku6koloogid, geneetikud, evolutsiooni uurijad kui ka liikide ja elupaikade
kaardistajad. Kasutusse on tulnud terminid ruumiline 6koloogia (spatial ecology) ja ruumiline
geneetika (spatial genetics). Naiteks on taimkatte ruumiline varieeruvus pikka aega intrigeerinud
taimeodkolooge ja geograafe. Paarkimmend aastat kestnud ja nild taanduv maastikumustrite analtdsi
buum on seotud muuhulgas konkurentsiteooriaga, mis seletab koosluste struktuuri eelkdige
liikidevahelise konkurentsiga, see on kooslusesiseste parameetritega. Liikide arvukuse ja leviku
pbhjuseid otsiti ka kooslusevéliste maastikuomaduste konfiguratsioonist. Konkurents ei pruugi olla
looduslike koosluste kujundamisel maarav faktor, kuid mingid seosed liikide keskkonna ruumilise
struktuuri ja liikidevaheliste suhete vahel siiski on.

Viimasel aastakiimnel on looduse ruumilise struktuuri uurimist tugevasti stimuleerinud arvutus-
vBimaluste ja geoinformaatika kiire areng. Esmane etapp ruumiliste nédhtuste analllsis on, nagu
looduse uurimisel ikka, kirjeldav. Ruumilise struktuuri ehk mustri otsimine ja kirjeldamine on
tdnapdeval saanud juba nii loomulikuks uurimisalaks, et seda voib pidada kirjeldava andmeanaliiisi
Uheks osaks. Ruumimustrite analtisi kaugem eesmark on ruumimustreid tekitavate protsesside parem
mdistmine ja nende uute teadmiste kasutamine nii ajaliste kui ka ruumiliste prognooside andmisel.
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Ruumiliste protsesside uurimise tasemel on véga oluline hipoteeside Gnnestunud pustitamine,
uurimuse planeerimine ja protsesside jaljendamine. Mustri statistilise analutsi puhul, mis on selle
raamatu pdhiteemaks, eeldatakse, et mustrit saab kasitleda kui vahemalt osaliselt juhusliku protsessi
tulemust.

See raamat putab olla abivahendiks leidmaks meetodeid, mille abil kirjeldada looduses esinevaid
ruumilisi protsesse ja seaduspérasusi ning arvestada looduse uuritava osa ruumilisust ja objektide
paiknemisest johtuvaid mdjusid. Raamatu kuuest peatlikist kolm esimest ruumilisi ja 6koloogilisi
andmeid otseselt ei kasitle, vaid on eelkdige mbeldud andmetddtluse pdhitddede meeldetuletamiseks.
Alates neljandast peatikist, kus algavad ruumilise andmeanaliiiisi meetodite teemad, on kolmanda
taseme alapeatiikkide 16pus luhidalt refereeritud teemakohaseid Uksikuuringuid. lga peatiki 186pus on
kordamisklsimused, mille vastuseid saab kontrollida selle teose veebilehel http://kalleremm.ee/RASA/
parast oma vastuse saatmist. Naiteid olulisematest publikatsioonidest iga teema kohta on luhidalt
refereeritud kolmanda taseme alapeattkkide 16pus.

Pdhjalikumalt on teoses kasitletud meetodeid, millega on autorid oma uurimistéos tegelenud. Need
on sarnasuskordajad (ptk 2.2.1), sarnasusele tuginev jareldamine (ptk 2.3.3), punktmustrite
kirjeldamine (ptk 4.1.2), suundade analuiis (ptk 4.2.2), Gleminekuala eristamine (ptk 4.3.4), ruumilise
autokorrelatsiooni modelleerimine (ptk 5.1), Gmbruse mdjude kaasamine prognoosimudelisse (ptk
5.5), elupaigasobivuse modelleerimine ja kaardistamine (ptk 5.6.2), liikide esinemise puudumise
kohtade sarnasusele tuginev hinnanguline kaardistamine ja selleks loodud infoststeem Constud (ptk
3.4.6.1 ja 5.6.8.3) ja taimkatte valikaardistamise subjektiivsus (ptk 5.10.2). Mitmel joonisel on néitena
esitatud varem publitseerimata tulemusi, mida on joonise allkirjas selgitatud. Teiste teemade késitlus
on valdavalt referatiivne ja vdhem pdhjalik — selle teose autorite panus oli peamiselt teavet stistemati-
seeriv ja eestikeelset esitust arendav.

Olulisemad mdisted on tekstis rasvases kirjas esile toodud kohas, kus mdistet selgitatakse.
Terminite registris on viidatud ka mdistete teistele mainimislehekiilgedele. Muutujate ja konstantide
tahistamiseks kasutatakse sageli kreeka tahti. Kreeka téhestik koos tahtede eestikeelsete nimedega on
lisas 1.

Tekstis olevate viitade kldpsamise jarel saab jérjehoidja juurest tagasi kohta, kus lugemise jarg
pooleli jéi, klahvikombinatsiooniga 4/t <, Adobe PDF-lehitseja Macintoshi versioonis kasuga 38 «
(Cmd «).

Tarkvaralahendusi iga andmetd6tlusliku probleemi lahendamiseks on viimasel ajal interneti kaudu
saadaval nii palju, et neid ei joua vorrelda ja soovitada. Pealegi tuleb igast suuremast paketist iga aasta
vOi paari jarel uus ning uusi vBimalusi pakkuv versioon. Seetdttu ei ole tarkvarapakette pikemalt
kasitletud, mainitud on vaid uksikuid. Vabalt allalaaditavaid programme koikvdimalike statistiliste
meetodite kasutamiseks on tarkvarakeskkonnas R (http://www.r-project.org), statistika tarkvara
(sealhulgas vabavara) kohta on omaette artikkel Wikipedias
(http://en.wikipedia.org/wiki/List of statistical packages), ruumiandmete anallilsi tarkvara leiab ka
Arizona tlikooli geo-andmete keskuse veebilehelt http://geodacenter.asu.edu/software ja Minnesota
tlikooli ruumiliste andmete ja andmekaevandamise téérihma veebilehelt
(http://www.spatial.cs.umn.edu/sdm_software.htm), geostatistika alal to6tavate asjatundjate saidist
Al _GEOSTATS (https://wiki.52north.org/bin/view/Al GEOSTATS/WebHome); suur  valik
numbrilise  Okoloogia  tarkvara on alla  laaditav  Pierre  Legendre  veebilehelt
(http://www.bio.umontreal.ca/legendre) ja Jari Oksase veebilehelt (http://cc.oulu.fi/~jarioksa/softhelp).
Ruumiliste andmete analliisi vahendeid on vabavaras SAM (Spatial Analysis in Macroecology)
(Rangel et al. 2006, 2010, http://sam-spatial-analysis-in-macroecology.software.informer.com/),
PASSaGE (Rosenberg ja Anderson 2011, http://www.passagesoftware.net) ja  Spatstat

7. september. 2012 13


http://hdl.handle.net/10062/26456
http://kalleremm.ee/RASA/
http://www.r-project.org/
http://en.wikipedia.org/wiki/List_of_statistical_packages
http://geodacenter.asu.edu/software
http://www.spatial.cs.umn.edu/sdm_software.htm
https://wiki.52north.org/bin/view/AI_GEOSTATS/WebHome
http://www.bio.umontreal.ca/legendre
http://cc.oulu.fi/~jarioksa/softhelp
http://www.passagesoftware.net/

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline analtids. http://hdl.handle.net/10062/26456

(http://www.spatstat.org). Ulevaade ruumilise analliiisi meetoditest koos néidete ja tarkvara
soovitustega voOib leida raamatust Fischer ja Getis (2010).

Kaardi- ja kaugseireandmeid Eestimaa kohta saab riigi maaameti geoportaalist
(http://geoportaal.maaamet.ee), Tartu Ulikooli Okoloogia ja Maateaduste Instituudi tootajad instituudi
digiarhiivist (http://digiarhiiv.ut.ee). Infotehnoloogia ja ruumiandmete analliisi terminite eestikeelseid

madratlusi ja selgitusi on
veebis http://www.geo.ut.ee/gis2000/terminid.html, http://vallaste.ee, http://isi.cbs.nl/glossary/blokes7
8.htm, Constud slisteemi Opiku (Remm ja Kelviste 2011c) I16pus

(http://kalleremm.ee/Constud_Tutorial/Constud_est_terminid.pdf) ning  mujalgi.  Inglisekeelsed
infotehnoloogia ja andmetOotluse mdisteid, termineid ja lGhendeid selgitavad veebilehed on

naiteks http://computer.yourdictionary.com/gis-glossary-h-
t, http://isi.cbs.nl/glossary/bloken78.htm, http://www.gartner.com/technology/it-
glossary,  http://www.statsoft.com/textbook,  http://www.itl.nist.gov/div898/handbook/index.htm,
Constud siisteemi piku (Remm ja Kelviste 2011b) I6pus

(http://kalleremm.ee/Constud_Tutorial/Constud_eng_terms.pdf). Loetelu 18petuseks — drge unustage
Wikipediat!
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1. Andmetdotluse alused

00000

Teaduse olemuseks on peetud teadmiste korrastamist ja edasiarendamist. Teadmised omakorda on
informatsioon ehk andmed, mis on teadvustatud ning mingil kujul talletatud, nditeks inimese malus,
raamatutes, arvuti kdvakettal vms. Jarelikult on andmetdotlus teaduse (iks keskseid osasid. Kitsamas
mottes andmetdotlus enk andmevektoritesse ja -maatriksitesse koondatud arvudega (v6i muul viisil
véljendatud véartustega) tehtavad tehted ja toimingud on keskse tdhtsusega enamuses teaduslikes
uuringutes andes pBhjenduse tehtavatele jareldustele. Uuringuid viiakse lébi selleks, et kirjeldada huvi
all olevate objektide hulka ehk Uldkogumit, hinnata mitte teada olevaid tunnuste vaartusi voi
ennustada Gldkogumis toimuvaid protsesse.

Kogu huvi all olevat objektide hulka kirjeldada on lihtne, kui objekte ei ole palju. Paraku on
Okoloogias ja maateadustes uurimisobjektide vahene hulk pigem erand. Enamasti ei suudeta koiki
loodusobjekte vaadelda ja kirjeldada, sest suure hulga uurimisobjektide puhul on k&igi uurimis-
objektide kohta tunnuste registreerimine enamasti liiga kallis ja aegandudev. Statistilised meetodid
vOimaldavad teha jareldusi kogu uldkogumi kohta vaiksema hulga objektide ehk valimi pd&hjal.
Statistilises terminoloogias on uurimisobjektiks Gldkogum ja tunnuseid md6detakse ldkogumi osadel
ehk elementaarobjektidel. Objektid ise ja ihe objekti kohta ihe vaatlusega saadud tunnuste véartuste
kogum v@ib olla mitmesugune, tldises tdhenduses nimetatakse seda lihtsalt vaatluseks.

Andmetdotluse pohilised vahendid périnevad matemaatilisest statistikast, kuid lisaks kombinee-
ritakse ka teisi meetodeid, nagu nditeks graafilist analllsi, analoogide otsimist, andmete tahenduse
selgitamist. Andmettotluse oskused hdlmavad lisaks anallilisi meetoditele ka andmete séilitamise ja
organiseerimise viiside ning analtdisi tehniliste vahendite tundmist.
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1.1. Andmed ja valikumeetodid

Andmeanalliisis kasutatavate muutujate vaartused voivad olla kas otseselt reaalsest maailmast parit
ehk empiirilised vdi tldistuse tulemusena saadud ehk teoreetilised. Empiirilised andmed vdivad olla
rohkem voi véhem (ldistatud. Kuna uldistamine ldhtub alati teatud reeglitest, siis on Gldistatud
empiirilised andmed osaliselt ka teoreetilised.

Empiirilised andmed on saadud katsest, vaatlusest vGi muust kogemusest. Empiirilisteks vdib
lugeda nditeks pidtud hiirte kehakaalu, toitainete lisamise jarel tbusnud taimede biomassi ja vihmaste
ilmade sageduse. Ka mélestused vOiks lugeda empiiriliste andmete hulka, mida sdilitatakse kellegi
teadvuses. Ulmes esinevad objektid on kull pigem teooria kui empiiria, aga kujutelmad vdi ulme
vBivad olla ka empiirilise uurimise objektiks.

Teoreetilised andmed tuletatakse teatud teoreetilistest printsiipidest vdi mudelist ning kehtivad
enamasti vaid kindlate eelduste korral. Naiteks sademete t6endosus homme vGi liigi valjasuremise
tbendosus saja aasta jooksul on olemas vaid teoreetiliselt. Teoreetilised on ka prognoositud vaartused
ja ennustused. Naiteks ilmaennustus on teoreetiline ilm, mille prognoosimiseks kasutatakse
vaatlusandmeid.

1.1.1. Muutujate ja tunnuste tiaubid

1.1.1.1. Arvuline ehk kvantitatiivne muutuja

Muutuja (variable) on abstraktne objekt, millele on antud nimi ja mille véartused ei ole ette teada.
Arvuline muutuja v6ib olla kas pidev voi diskreetne, kuid mélemal juhul on vaartused jarjestatavad ja
vaértuste sisulised erinevused on vordelised arvude erinevusega. Pidev muutuja vdib mingis
muutumisvahemikus omada kdiki reaalarvulisi vaartusi.

Diskreetne muutuja saab omada vaid teatud vaartusi. Enamasti on diskreetseks muutujaks mingi
loendatav tunnus ja diskreetse muutuja véaartuseks téisarv. Pidevad muutujad on naiteks pikkus, vanus,
aeg ja asukoht. Diskreetsed muutujad on néiteks jarglaste arv ja taringuviske tulemus. Loomade arv
vaatlusalal on diskreetne ja tdisarvuline muutuja, loomade keskmine tihedus pindalaiihiku voi
uurimisala kohta on aga pidev muutuja.

Pideva ja diskreetse muutuja erinevus ei ole absoluutne. Pideva tunnuse mddtmine toimub tavali-
selt mingi mdotmistdpsusega ja seetdttu vahepealseid véartusi mdodtmistulemustes ei esine. Samuti
saab pidevat tunnust diskreetseks klassifitseerida. Kui diskreetsel muutujal esineb palju erinevaid
vadrtusi, saab seda kasitleda pideva muutujana. Néiteks vanust aastates ja I8petatud klasside voi
kursuste arvu voib vaadelda diskreetsete tunnustena, kuid tldjuhul on need pigem pideva tunnuste
vadiksema tdisarvuni imardatud véartused. Vaiksema tdisarvu poole imardatud tunnustest keskvéértuse
arvutamise puhul on asjakohane liita tulemusele 0,5.

1.1.1.2. Mittearvuline ehk kvalitatiivne muutuja

Erinevalt kvantitatiivsetest muutujast ei ole kvalitatiivse muutuja véartused arvude tdhendusega,
kuigi vBivad olla arvudena kodeeritud. Jérjestatavad v@ivad kvalitatiivse muutuja vaartused olla
mingis konkreetse uurimuse jaoks olulises aspektis, kuid mitte universaalselt arvudena. Jarjestatavat
kvalitatatiivset muutujat nimetatakse jarjestusmuutujaks (ordinal variable) vdi jarjestustunnuseks.
Jarjestustunnused on néiteks mitmesugused hinnangud, sealhulgas ka hindeskaala A, B, C, D, E, F.

Kui kvalitatiivset muutujat nimetatakse nominaalseks (nominal variable) ehk nimeliseks, siis
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soovitakse réhutada, et tunnuse vaartused ei ole sisuliselt jérjestatavad (naiteks rahvus, dpitav eriala).
Formaalselt jérjestatavad on ka nominaalsete tunnuste vaartused, kui mitte muul moel, siis kasutatud
nimetuste vdi koodide tahestikjarjekorras. Sellise jérjestuse puhul ei tulene vaadeldavate objektide
jarjekord sisulistest omadustest. Muutuja tdbi puhul eelistatakse terminit nominaalne, jaotuste ja
mudelite puhul on tavaks keskmine n taht dra jatta (binomiaalne ja multinomiaalne), kuigi sdna tlive
paritolu on sama — kreeka keeles nomos, ladina keeles nomen. Nominaalset muutujat nimetatakse ka
kategooriliseks muutujaks.

Kui kvalitatiivset muutujat nimetatakse binaarseks ehk dihhotoomseks ehk kahevéartuseliseks, siis
juhitakse téhelepanu selle tunnuse vaid kahele véimalikule vééartusele (naiteks ei/jah vastusevarian-
tidega kusimused, sugu). Binaarse muutuja variantide jarjestamine ei oma tavaliselt sisulist tahendust
ja seetdttu voib ka binaarseid tunnuseid nominaaltunnusteks nimetada.

Arvulise ja mittearvulise tunnuse erinevus ei ole absoluutne. Esiteks voib kvalitatiivne tunnus olla
andmestikus arvuliselt kodeeritud, mis muidugi ei tdhenda, et tunnus muutuks sisuliselt arvuliseks.
Teiseks, tunnus voib olla pohimétteliselt kill arvuliselt mdddetav, kuid kuna md6tmine on tiilikas, on
selle asemel kasutatud mittearvulisi hinnanguid ehk klassidesse jagamist. Néaiteks juuste varvust, nagu
igasugust varvitooni, saab arvuliselt md6ta tumeduse ja pohitoonide osakaalu kaudu, aga vGib
klassifitseerida ka klassidesse: blond, linalakk, punapea, punkar, briinett, hall, kiilas. Kodeerimine on
tunnuse vadrtuste asendamine vaartusklassi koodidega. Kuigi kodeerimisel kasutatakse reeglina
positiivseid téisarve, kodeeritakse reeglina kvalitatiivseid tunnuseid.

Kui kvalitatiivne tunnus on jarjestatav, kuid vaartuste erinevused ei ole
selgelt maaratletud ega omavahel vorreldavad, siis ei ole aritmeetilised
tehted sellise tunnusega sisukad

1.1.1.3. Tunnuste funktsionaalne liigitus

Tunnustevaheliste seoste uurimisel kasutatakse dldjuhul Uht tunnust funktsioontunnusena ehk
tunnusena, mille vaartus sdltub teistest (response, outcome, dependent variable) ja teist voi teisi
argumenttunnustena ehk tunnustena, mis madravad funktsioontunnuse vaartuse (predictor,
independent variable, explanatory variable). Terminid s6ltuv ja s6ltumatu tunnus ei ole dnnestunud,
sest jatavad madramata, millest s6ltuv voi sGltumatu. Pealegi kui sBltumatu tunnus ei seostu (sGltu)
argumenttunnustega, siis ei ole ka statistilisi seoseid.

Mitmetunnuselise analliisi puhul on mitu argumenttunnust ja mitmemd6tmelise analtdsi puhul on
funktsioontunnuseid mitu. Funktsioon on eeskiri, mille alusel arvutatakse funktsioontunnuse
vaértused argumenttunnuste vaartuste jargi. Graafikutel kujutatakse funktsioontunnust enamasti
pustteljel (y) ja argumenttunnust rohtteljel (x). Olukorras, kus tunnuste vaheline pdhjuslik seos on
vastastikune vdi ei ole pdhjuslikkuse suund teada, sobib seose uurimisel ja graafilisel kujutamisel
argumenttunnuseks paremini see tunnus, mida on lihtsam maarata vdi mille md6tmisviga on vadiksem.

Kuna valim ei haara tervet ldkogumit ja tunnuste mddtmine toimub mingi mddtmisveaga, siis
sisaldavad statistilised funktsioonid lisaks argumenttunnustele ka juhuslikku komponenti. Statistilised
seosed ei ole Uhesed funktsioonid, mille puhul igale argumendi véartusele vastab kindel funktsiooni
vadrtus. Statistiline funktsioon omab teatud vaartusi teatud tendosusega ning alati on asjakohane
kasutada saadud tulemust koos vea hinnanguga (ptk 1.4).

Statistilised funktsioonid ei vdimalda funktsioontunnuse vaartusi absoluutse
tdpsusega méaarata
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1.1.2. Valikumeetodid

Statistika Uks pbhieesmérke on teha valimi p&hjal jareldusi ja Gldistusi suure ja raskestiuuritava
tldkogumi kohta. Valimi uurimine on lihtsam, kiirem ja odavam kui ldkogumi uurimine. Mdnikord
on uldkogumi uurimine lihtsalt ebareaalne. Kujutlegem nditeks tlesannet vorrelda liivaterade keskmist
suurust Pirita ja Parnu rannas. Et valimi pdhjal tehtud jareldused (ldkogumi kohta oleksid
pbhjendatud, peab valim olema esinduslik ehk representatiivne. Esinduslik valim on piisavalt suur ja
valitud nii, et kajastaks Gldkogumis olevaid seaduspérasusi tdeselt ja Gldkogumi objektidel on vérdne
vBimalus valimisse sattuda.

Kui uldkogumis on teadaolev seesmine struktuur, siis peaks ka koigil struktuuritiksustel olema
vBrdne vBimalus olla valimis esindatud. Esinduslikkus on suhteline ning esinduslikkuse tdstmine
tldkogumi sisestruktuuri mingis aspektis loob enamasti ebavérdset esindatust mingis teises aspektis.
Lisaks sellele tuleb uuringute kavandamisel arvestada projekti maksumust. Kokkuvottes voib
esindusliku valimi kavandamise lugeda optimeerimisulesannete hulka kuuluvaks.

Tdendosusteoorias méaaratletakse katse kindla protseduuriga korratava toiminguna, millel on ette
teadmata ehk juhuslik tulemus. Katsed, mille kordamisel on katsetingimused thesugused, moodus-
tavad katsete jada ehk katseseeria, mille tulemustest moodustuv valim kirjeldab tldkogumit, kuid
uldjuhul mitte absoluutse t&psusega. SOltuvalt katse tingimustest ja valimistoimingust eristatakse
jargmisi valimeid.

O SGltuv valim, milles samu tunnuseid on mdddetud korduvalt samadel katsetingimustel ja
vaatlused/katsed moodustavad sestap omavahel seotud paare v6i kdrgema astme kogumeid.
Néiteks mddtmistulemused enne ja pérast uurimisobjekti tootlemist.

O SG6ltumatus valimis ei ole vaatlused/katsed valimite vahel seotud. Iga objekt on kaasatud vaid
thel korral vdi vahemalt ei moodusta objektid uurija poolt planeeritud vdi ette teada olevaid
paare.

O Tagasipanekuga valiku puhul v6ib sama objekt korduvalt valimisse sattuda.

O Tagasipanekuta valiku puhul ei saa sama objekti korduvalt valida.

Esinduslik valim vdimaldab teha tldkogumi kohta t8eseid jareldusi

1.1.2.1. Juhuslikud valikumeetodid

Juhuvalik on kdige lihtsam esindusliku valimi saamise meetod. Siiski tasub meeles pidada, et
juhuslikustamine ei ole eesmark, vaid Uks v@imalik viis esindusliku valimi moodustamiseks.
Juhuslikud valikumeetodid on kdige objektiivsemad, kuna valimi koostamine on uurija suvast soltu-
matu. Valikumeetodi valimisel on oluline, et valim peab olema kill representatiivne, aga seejuures ka
mdistlike kulutuste ja ajakuluga saavutatav ehk piisavalt odav. Valiuuringute puhul on téiesti juhuslik
valik sageli suhteliselt kallis meetod, sest v@rreldes jargnevate meetoditega kipuvad kulutused uhe
vaatlusobjekti kohta olema kdrgemad ning sama esinduslikkuse tagab Gldjuhul mdnevdrra suurem
uuritud objektide hulk.

Juhuvalik tagab s6ltumatuse uurija suvast, kuid ei pruugi olla kdige odavam
meetod esindusliku valimi ja usaldusvaarsete jarelduste saavutamiseks

Juhusliku valimi koostamiseks tuleb juhuslikkust kuidagi tekitada. Kéepdrane viis on valida

juhuslike jarjekorranumbritega v6i koordinaatidega Uldkogumi objektide. Juhuarvude generaator on
mehhanism v6i algoritm, millega on vGimalik tekitada pideval skaalal ndiliselt juhusliku jaotusega
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vaartusi. Arvutitarkvarades olevad juhuslikke arve moodustavad funktsioonid kasutavad keerukaid
algoritme, mille abil saab juhuslikuna néivaid ehk pseudojuhuslikke arve. Kui juhuarvude generaator
kasutab lisaks ajahetke arvulist vaartust, siis saadakse iga kord erinev juhuarvude jada. Kui aga
kasutatakse vaid Uhte ja alati sama pseudojuhuslikkust loovat reeglit, saadakse igal samade
eeltingimustega genereerimisel sama jada.

Juhuslikkust genereerib ka taringuvise ja kaarditbmbamine, aga need meetodid annavad vaid
diskreetseid véartusi. Tavaliselt tekitavad juhuarvude generaatorid Qhtlase jaotusega arve, aga
vBimalik on moodustada ka etteantud jaotustulibiga juhuslike arvude kogumeid.

1.1.2.2. Planeeritud valikumeetodid

Kvootide meetodi kasutamisel maératakse valimi struktuur enne valimist. Naiteks otsustatakse
enne valimist, mitu alla 100 aastast ja mitu tle 100 aastast leht-, sega- ja okaspuistut peab valim
sisaldama. Kui kvootide taitmine ei toimu juhuslikult, siis ei ole valimi alusel tehtud otsustuste tapsust
vBimalik statistiliste meetoditega madrata.

Ekspertvalik on subjektiivne valimine, valitakse tiupilisi objekte. Valim s6ltub eksperdi
kogemustest ja sellest, mida ekspert hetkel peab tiupiliseks. Ekspertotsustuste paikapidavust on raske
hinnata, kuid see on sageli kdige kiirem ja odavam viis saada suhteliselt tdpne hinnang tunnuse kohta,
mille otseselt mdGtmine ei ole joukohane. Suhtelisus tdhendab siinkohal vérdlust véiksema vilu-
musega valijatega.

1.1.2.3. Kombineeritud meetodid

Klastervalik (cluster sampling) on valikumeetod, mille puhul jagatakse tldkogum gruppideks,
valitakse juhuslikud grupid ja analliisitakse kdiki valitud grupi liikmeid.

Kihiline valik (stratified sampling) on valikumeetod, mille puhul tldkogum Kklassifitseeritakse
enne valimi vG8tmist mingi olulise tunnuse v@i tunnuste jargi kihtidesse. Kihtide piires kasutatakse
enamasti juhuslikku valikut. Kihiline valik on Uks eelistatumaid valikumeetodeid, sest see tagab Uhelt
poolt k&igi uurimuse jaoks oluliste kihtide esindatuse valimis, sdilitades samas kdigi elementaar-
objektide vdimaluse valimisse sattuda. Kihiline valik eeldab mingeid eelteadmisi uuritava ildkogumi
kohta. Tunnus, mille alusel Gldkogum kihtidesse jagatakse v6ib olla ka objektide paiknemine ruumis.
See tahendab, et valik vdib olla kihiline nii temaatiliselt kui ruumiliselt. Temaatiline kihilisus t4hendab
vaatluste etteantud vahekorda valimis mingite kategooriate osas, ruumiline kihilisus ruumiliste
eraldiste vOi piirkondade osas.

1.1.2.4. Sistemaatiline valik

Sustemaatilise ehk regulaarse ehk korraparase valiku puhul toimub vaatluste valimisse votmine
fikseeritud sammu tagant. Kui esimene objekt valitakse juhuslikult, on tagatud kd&igi uUldkogumi
objektide v@rdne tbGendosus valimisse sattuda ja meetodit vBiks tinglikult lugeda juhuslikuks.
Regulaarse valimivGtu peamiseks puuduseks on valiku l&htumine uurija madratud sammust, millest
johtuvalt voib saada ebaesindusliku valimi, kui tldkogumis on valimi sammule vastav seesmine
struktuur. Lisaks sageduste ja keskmiste hinnangu nihkele on tagajérjeks alahinnatud varieeruvus,
mille tagajarjeks omakorda on tehtavate jarelduste usaldusvaarsuse ulehindamine. Enamasti ei ole
tldkogumi sisemine struktuur eelnevalt teada ning ebasoodsal juhul, kui valimi samm juhtub sellega
samas taktis olema, ei ole tsiklilisuse olemasolu vdimalik valimi p&hjal kontrollida. Seetfttu
soovitatakse taielikult regulaarset valimivottu valtida.
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Sustemaatiline valik tagab Uhtlase esindatuse, kuid katkeb ohtu tlehinnata
tulemuste usaldusvaarsust

Kui uldkogumi seesmine struktuur on kdigi tunnuste osas juhuslik, annab siistemaatiline valik
samavaarse tulemuse kui juhuslik valik. Onnestunult valitud regulaarsusega valim vaib Gldkogumit
igakllgsemalt esindada kui juhuslik valim, kuna viimases v@ivad Uldkogumi olulised aspektid
juhuslikult esindamata olla. See tahendab, et esinduslikkuse saavutamiseks v@ib regulaarselt vGetud
valim olla isegi vaiksem kui juhuslikult valitud valim. Valik vdib olla regulaarne nii ruumiliselt kui ka
mingi tunnuse suhtes (temaatiliselt). Ruumilise korrapéra puhul paiknevad vaatluskohad ihesuguste
vahedega v8i mingil muul viisil korrapéraselt. Temaatiline korrapéara tahendab korrapéarast valikut
mingi tunnuse vOi tunnuste jargi jarjestatud vaatlustest. Ruumiliselt korraparane valik tagab
ruumiosade uihtlasema esindatuse ja ruumilise keskmise tdpsema hinnangu.

1.1.2.5. Kdikne valik

Kdikse valiku puhul tehakse vaatlused kdigi tildkogumi objektide kohta. Uldkogum = valim =
uurimisobjekt. Suurte Gldkogumite kdikne uurimine on aegandudev ja kallis. Kdikse valiku néide on
rahvaloendus kdsitlusankeedi selles osas, millele peavad kdik kisitlusalused vastama. K@ikne valik
annab uldkogumi kohta tapsed andmed, mis tdhendab, et jarelduste usaldusvaarsuse hindamiseks ei ole
vaja kasutada tGendosusteooriale tuginevaid statistilisi meetodeid. Otsuste langetamiseks ei ole abso-
luutne tapsus enamasti vajalik. Piisab ligikaudsest hinnangust vOi otsusest, mis kehtib piisavalt suure
tbendosusega/tapsusega.

1.1.2.6. Kéeparane valik

Kéepérase valiku puhul lahtutakse eelkdige td6mahu piiramise vajadusest ja kaastakse valimisse
eelkdige objektid, mida on lihtsam ja odavam uurida. Kéeparane valik ei pruugi olla taiesti
subjektiivne, enamasti tdhendab ké&epdrane valik kergemini ligip4&setavate vOi kéttesaadavate
objektide vOi uurimispiirkonna eelistamist v0i suuremat t60d ndudvate objektide ja piirkondade
eemaldamist valimist. Valimi pdhiosa v8ib seejuures olla siiski rangelt planeeritud v6i juhuslik.
Looduse vélivaatlused liigituvad kaepéaraseks valimiks nditeks siis, kui vaatlusintensiivsus on vaatleja
kodu ldhedal keskmisest suurem. Samuti juhul, kui elurikkuse mddtmisel madaratakse lihtsa vaevaga
aratuntavad organismid liigi tasemeni, raskestimééaratavaid arvestatakse aga kdrgema taksoni tasemel.
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1.2. Todenaosusteooria

Statistilises andmetd6tluses analilsitakse suurt hulka tehtud katsete voi vaatluste tulemusi voi
muid andmeid. T8endosusteooria seevastu tegeleb toimumata katsete tulemuste ehk tldkogumist vaat-
lemata jd&nud objektide vOi mitte teada olevate sindmuste vaartuste vBimalike vaartuste hindamisega.
Tdendosusteooria péhimaisted on jargmised.

O Katse (experiment) on toiming, millega saadakse tulemus (sindmus) Ghe objekti kohta
tldkogumit moodustavate objektide hulgast. Néiteks: kaardi tdmbamine kaardipakist,
taringuvise, mindi viskamine. Loodusuuringutes on selle termini t4hendus mdnevdrra laiem.

O Sundmus (event) on katse tulemus ldises mdttes. Juhtum, mille tdendosust saab arvutada
sarnaste objektidega tehtud katseseeria tulemuste v6i muude eelteadmiste p&hjal. Néaiteks:
kaardipakist saadi poti kuningas, kaardipakist saadakse must &ss, poisi v8i tiidruku siind.

O Elementaarsindmus (elementary event) on katse tulemuse detailseim vdimalik véartus
eeldusel, et voimalik on kindel I18plik arv siindmuste vaartusi. Uhegi elementaarsiindmuse
toimumine mdne teise elementaarsindmuse suhtes ei ole eelistatud. Naiteks: kaardipakist
saadi poti kuningas on elementaarsiindmus aga kaardipakist saadakse must &ss ei ole
elementaarstindmus vaid sindmus, mis koosneb kahest elementaarsindmusest.

O Toen&osus (probability) on soodsate elementaarsindmuste ja kdigi elementaarsiindmuste
suhe. Sundmuse A tGendosus P(A) on alati vahemikus 0 < P(A) < 1 (ei saa olla negatiivne ega
tle Gihe). Tdendosust saab hinnata, kui katse tingimused on fikseeritud ja on tarvis hinnata
katse vBimalike tulemuste oodatavaid sagedusi. Toendosus on iseenesest tihikuta suurus, mida
saab tavatekstis valjendada protsentides, promillides v6i muudes suhtarvu thikutes, kui see
parandab teksti mdistetavust lugeja jaoks. Parsimooniareegli kohaselt tuleks siiski véltida
mittevajaliku Uhiku lisamist Ghikuta suurusele.

O Toepara (likelihood) kasutatakse kindla teadaoleva tulemuse suhtes — tulemus on fikseeritud,
aga seda kujundanud tingimused ei ole kindlalt teda. TOepéra véljendab katse tingimuste
tbendosust. Suurim téepara néitab kbige tendolisemat eeltingimuste kombinatsiooni, mis
vOis viia antud tulemuseni.

O Séltumatud sindmused (independent event) on selline sundmuste paar, mille korral ihe
stindmuse toimumine ei muuda teise sindmuse toimumise tdendosust. Naiteks: kaardipakist
saadi must kaart ja kaardipakist saadi dss on s6ltumatud, sest mustade kaartide hulgast &ssa
saamine on sama tGendone kui kogu kaardipakist dssa saamine. Samas kaardipakist saadi must
kaart ja kaardipakist saadi ristiass ei ole sdltumatud.

O Kindel siindmus (definite event, certain event) on sindmus, mis sisaldab kdiki
elementaarsuindmusi. Kindla stindmuse tGendosus on 1. Néiteks vahem kui 7 silma saamine
taringuviskel tavalise taringuga voi the silma saamine taringuga, mille kdikidel tahkudel on
tiks silm.

© Voéimatu siindmus (impossible event) on sindmus, mis ei sisalda Gihtegi elementaarsiindmust.
Vaimatu sindmuse tdendosus on 0. Naiteks tiheksa silma saamine taringuviskel tavalise
taringuga.

© Sundmuse jareldusseos (inferencial relationship) tahendab, et kui sindmuse A toimudes
toimub kindlasti ka sindmus B, siis sindmus B jareldub siindmusest A. Jéreldusseos ei ole
reeglina vastastikune. Vastastikuse jareldusseose puhul on siindmused identsed. Kui sindmus
B jareldub siindmusest A, siis ei ole sindmuse A tGendosus suurem kui stindmuse B tdendosus.
Néiteks t&ringuviske tulemus paaritu arv silmi jareldub tulemusest viis silma.
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O Slndmuse A vastandstindmus (complementary event) on stindmus, mis toimub siis (ja ainult
siis) kui suindmus A ei toimu. Stindmuse ja tema vastandsiindmuse tdendosuste summa vordub
tihega. Kindel sindmus ja vBimatu stindmus on vastandsiindmused. Naiteks paaritu arvu ja
paaris arvu silmade saamine taringuviskel on vastandstindmused.

O Teineteist valistavad sindmused (mutually exclusive events) on stindmused, mis ei saa sama
katse tulemusena Uiheaegselt esineda. Néiteks punase masti (ruutu voi &rtu) kaardi ja potiéssa
saamine samast kaardivalikust eeldusel, et voetakse vaid (iks kaart.

O Tinglik tdenaosus (conditional probability) antud stindmuse tGendosus mingi teise sindmuse
toimumise korral.

Tdendosuste teadmine vBimaldab ennustada sindmuse toimumist, mittetoimumist vGi oodatavat
esinemissagedust. Uldiseid eeskirju siindmuse tdenaosuse maaramiseks ei ole. Sageli kasutatakse
tBendosuse hinnanguna siindmuse suhtelist sagedust. Seda v6imaldab suurte arvude seadus, mille
kohaselt suindmuse suhteline sagedus laheneb pika katseseeria puhul stindmuse tdendosusele. Sellisel
juhul kasutatakse terminit statistiline tdendosus, mis on juhuslik suurus, mille vaartus s6ltub
konkreetsest katseseeriast.

1.2.1. Tehted tbenédosustega

Sundmuste korrutis — siindmus, mis toimub siis, kui toimuvad mélemad siindmustest A ja B ehk
siindmus AB. Naiteks &rtu piltkaardi saamine 52-lehelisest kaardipakist on &rtukaardi saamise t6enéo-
suse (1/4) ja pildiga kaardi saamise tdendosuse (12/52) korrutis (assasid ei ole siin piltideks loetud).

Sundmuste korrutis on elementaarsindmuste hulkade tihisosa (joonis 1-1), mida t&histatakse: A »
B, seega sGltumatuse korral: P(A » B) = P(A) - P(B).

1A
A B

] AxB

Joonis 1-1. TGen&osuste korrutise graafiline vaste.

Sundmuste summa — siindmus, mis toimub siis, kui toimub vahemalt ks slindmustest A ja B
(joonis 1-2). Naiteks taringuviskel alla kolme silma saamise t6endosus vordub Uhe silma saamise ja
kahe silma saamise tGendosuste summaga, mis on elementaarsindmuste hulkade (ihend.

Uldjuhul P(A U B) = P(4) + P(B) — P(A ~ B). Teineteist valistavate siindmuste puhul v&rdub
siindmuste summa tdenéosus liidetavate stindmuste tdendosuste summaga: P(A v B) = P(A) + P(B).

A
4 B

] A+B

Joonis 1-2. TGen&osuste liitmise graafiline vaste.

Sundmuste vahe — siindmus, mis toimub siis, kui sindmus A toimub, aga sundmus B ei toimu
(joonis 1-3). Naiteks taringuviskel kolme silma saamise tGendosus vdrdub alla nelja silma saamise
tbendosuse ja Ule kahe silma saamise tdendosuse vahega. Téhistatakse: A\B. A\B = P(A) - P(A »n B).
Kui A ja B on teineteist vélistavad, siis A\B = A ja B\A = B, kui B jareldub A-st, siis P(B\A) = P(B) -
P(A), aga A\B on vB8imatu suindmus.
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Joonis 1-3. TGen&osuste vahe graafiline vaste.

Tinglik tdendosus — sindmuse A téendosus eeldusel, et sindmus B toimub. Tahistatakse:
P(A|B) = P(A n B)/P(B). Kui sindmus A jareldub sindmusest B [B = A], siis P(A|B) = 1. Kui A ja B
on teineteist valistavad, siis P(A|B) = P(BJA) = 0. Tingliku t6endosuse alternatiiv on tingimatu
téendosus. Tdendosusteooria haru, mis tegeleb tinglike tendosusi sisaldavate teooriate ja arvutustega
nimetatakse Bayesi tGendosusteooriaks. See on klassikalise tbendosusteooria edasiarendus juhtudele,
kus lisaks katsega saadud uuele teabele saab kasutada ka enne katset teada olevaid tdendosusi. Kui
tbendosusteooria klassikaline haru tegeleb eelkdige siindmuste oodatavate sagedustega, siis Bayesi
tBendosusteooria kvantifitseerib otsuse ebakindluse sdltuvust tdenditest.

Bayesi tdendosusteooria pohisisu valjendatakse Bayesi teoreemina ehk Bayesi lausena.

Bayesi lause — sindmuse H variandi H; toimumise tdendosust tingimusel, et on toimunud sindmus
A, see on P(H;j|A), saab arvutada enne Kkatset teada olevate (aprioorsete) tdendosuste: sundmuse H;
tldine ehk siindmuse A eelne tdendosus P(H;), siindmuse A (ldine tdendosus P(A) ja sindmuse A
tbendosus stindmuse H; toimumise korral P(A|H;) jargi vastavalt Bayesi valemile

P(A[H,)-P(H,) _ P(A[H,)-P(H,)

)
2. P(H)-P(AIH) — P(A) [1-1]

Néiteks olgu olukord, kus tihasepesa rulstamise tdendosus réhni poolt on Gldjuhul 20%,
rahniddntes on 15% pesadest ja riiustatud pesadest 50% on réhnidontes. Seega tihasepesa riustamise
tdendosus juhul, kui meil on téiendavalt teada, et pesa asub vanas rahni rajatud puuddnes
(aposterioorne tdendosus), on 50 x 20 / 15 = 67%.

P(H; | A)=

1.2.2. Dempster-Shaferi teooria

Dempster-Shaferi teooria lahtub eeldusest, et sindmuse téendosus ja vastandsiindmuse tdendosus
ei pruugi kokku olla 100%. Lisaks nendele vdib katse vdimalike tulemuste hulgas olla teatud hulk
méadramatust vOi tundmatuid tulemusevariante. Peale selle vdivad andmed viidata teatud
stindmusekombinatsioonide tdendosusele. Néiteks hele toon must-valgel kaugseire fotol vdib viidata
nii viljap8llu kui roostiku esinemisele. Dempster-Shaferi teooria pdhimdisted on jargmised.

©  Omistatud p6hitéenaosus (basic probability assignement) véljendab Uhte stindmusevarianti
vOi Uhte konkreetset siindmustekombinatsiooni toetavate tdendite massi. T&histatakse m(A).
Mingi hiipoteesi A p&hitéendosus m(A) voib olla maératud ekspertotsusega voi empiirilistest
andmetest.

©  Teadmatus (ignorance) valjendab suutmatust (méédramatust) katsetulemuste téendosuste tle
otsustada.

O Uskumus (belief) koosneb variandi p&hitGendosusest ja variandi komponentide tGendosustest.
Uksikvariandi puhul v8rdub kogutdenéosus pohitdenaosusega. Kogutdenaosus valjendab kdigi
hiipoteesi toetavate tdendite kogumassi.

O Uskumatus (disbelief) ei ole kogutGendosuse tdiend, vaid kdigi nende hiipoteeside
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tdendosuste, mis mingil méaral ei sisalda antud variandi kogutdendosust, summa. Voib
télgendada kui katsetulemuse ebausutavust.

Usutavus (plausibility) valjendab tdendosust, millisel mééaral vBiks hiipotees parimal juhul
kehtida vGi katsetulemust oodata. Uskumus véljendab katsetulemuse vdimaliku tulemuse
alumist piiri ja usutavus Glemist piiri, nende vahele jaab uskumisvahemik (belief interval)
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1.3. Jaotused

1.3.1. Juhusliku muutuja jaotus

Juhusliku muutuja jaotus on eeskiri, mis seab juhusliku muutuja iga vadrtusega vastavusse selle
vaartuse tbendosuse. Kumulatiivse jaotuse esitust nimetatakse jaotusfunktsiooniks. Mittekumulatiivset
jaotust nimetatakse diskreetse muutuja puhul téendosusjaotuseks (joonis 1-4). Kuna pideva muutuja
iga Uksiku véartuse esinemise tdendosus laheneb nullile, siis kasutatakse tdendosusfunktsiooni asemel
tihedusfunktsiooni (joonis 1-5).

Pideva tunnuse puhul on iga konkreetse vaartuse tdenaosus null

Juhusliku suuruse jaotusfunktsioon kohal a on téenéosus, et juhusliku suuruse X vaartus on vaik-
sem vOi vordne kui a. Tahistatakse Fy(a) = P(X < a) ja diskreetse muutuja puhul v8ib kirjutada ka
kujul

F(a)= Z Pi [1-2]

X;<a

kus pi = P(X = xy).

Jaotusfunktsiooni valjendab seega kumulatiivset t6endosust. Pideva juhusliku muutuja iga
Uiksikvéartuse esinemise tdendosus on null ja seetbttu iseloomustab tihedusfunktsioon muutuja vaar-
tuste teatud véartusvahemikku kuulumise tdendosust. Pideva tunnuse jaotuse tihedusfunktsioon on
jaotusfunktsiooni tuletis. Graafiliselt on tuletis vBrdeline graafiku tdusunurga tangensiga. Seega nditab
tihedusfunktsioon tdendosusfunktsiooni juurdekasvu kiirust antud kohas. Jaotusfunktsiooni omadused
on jargmised:

O jaotusfunktsioon on mittekahanev;
O jaotusfunktsiooni piirvaértused on 0 ja 1;
O jaotusfunktsioon on pidev.

Toenaosusfunktsioon — eeskiri, mis seab iga juhusliku suuruse vaartuse vastavusse selle tdenéo-
susega. On kasutatav diskreetsete tunnuste puhul. Téendosusfunktsiooni abil on v8imalik arvutada iga
tiksiksindmuse toendosust. Seejuures kdigi tksiktdendosuste summa vérdub thega.

Tihedusfunktsioon — juhusliku suuruse tdendosuse tihedus, mis avaldub jaotusfunktsiooni
tuletisena. Pideva tunnuse jaotuse jaotusfunktsioon on selle tunnuse vééartuste tihedusfunktsiooni
integraal. Graafiliselt vastab integraalile graafikualuse ala pindala integreeritavas vahemikus, mis
tdhendab, et stindmuse téendosus kuuluda etteantud vaartusvahemikku on vordne vaartusvahemikku
jaava tihedusfunktsiooni aluse pindalaga (kogu piirvéaartuste vaheline pindala = 1). Tihedusfunktsioon
iseloomustab muutuja X tGendosust kuuluda vahemikku [x, x + dx].

F(x) = % F(x) 13
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Tihedusfunktsiooni omadused on jargmised:

O tihedusfunktsioon on alati mittenegatiivne;

O tihedusfunktsiooni integraal Gle juhusliku suuruse vaartuste piirkonna ehk kogu graafiku alune
pindala vérdub Uhega;

O  tbendosus, et juhusliku suuruse vadrtus satub antud 16iku, vérdub tihedusfunktsiooni
integraaliga tle selle piirkonna;

O tihedusfunktsioon on defineeritud vaid pidevate jaotuste korral.

100 4

£ o0 ] -, %g
70 A —
20 B
S 60 %% .
o 50 1 %% -
g w0l ok
ol %
’ 1 23 456 7 8 910111213 14151617 18 1 2 3 45 6 7 8 9 1011 1213 14 15 16 17 18
Erinevate pdhialade arv 200 m iimbruses Erinevate pohialade arv 200 m iimbruses

Joonis 1-4. Diskreetse jarjestatava muutuja (Eesti pdhikaardi erinevate pShialaklasside arv 200 meetri raadiuses
kaardilehel 5434 arvutatuna 10 m vahega v@rgustiku punktide tmber) kumulatiivne jaotus (A) ja sagedusjaotus
(B). Kaardileht 5434 paikneb Otepad kdrgustikul, kus maastik on mitmekesine — kumulatiivne jaotus nditab, et
umbes poolel kaardilehe pinnal on 200 m Umbruses dle kuue erineva p6hiala. Kéige sagedamini on 200 m
Umbruses pohikaardil esindatud viis erinevat p&hiala. Eesti pdhikaardi pdhialade loetelu on lisas 2.

100 - 9 1
X A 8 - B
o 30 7
© —
2 X °
£ 60 - ~ 5 ]
o T© 4
S 401 2
S E 3 .
iy
2 201 27
2 1
0 T T T T T 0 T T T . r
-10 -5 0 5 10 15 -10 -5 0 5 10 15
Maapinna kdrgus 200 m iimbruse keskmise suhtes [m] Maapinna kérgus 200 m iimbruse keskmise suhtes [m]

Joonis 1-5. Pideva muutuja (maapinna suhteline kdrgus 200 meetri raadiuses oleva imbruse keskmise kdrguse
suhtes Eesti p&hikaardi lehel 5434) kumulatiivne jaotus (A) ja tihedusjaotus (B). Horisontaaltelje nullvaartusele
vastavad kohad, kus maapinna kdrgus on vdrdne maapinna keskmise kdrgusega Umbruses. Pane tahele, et
Otepaa korgustiku keskosas oleval kaardilehel 5434 on k&ige suurema kogupindalaga Gimbruse keskmisest veidi
madalamad kohad ehk negatiivsed pinnavormid (kiingaste jalamid ja soostunud néod).

1.3.2. Jaotusparameetrid

Konkreetsest Kkatseseeriast leitud statistiliste tGendosuste jaotust nimetatakse juhusliku suuruse
empiiriliseks jaotuseks. Empiiriline jaotus sdltub konkreetsest katseseeriast ja selle tapne tilp on vai-
keste valimite puhul raskesti kirjeldatav. Katseseeria pikenemisel ldheneb juhusliku suuruse empii-
riline jaotus selle juhusliku suuruse teoreetilisele jaotusele. Kui teoreetiline jaotus ei ole teada ega
arvutatav, siis kasutatakse selle hinnanguna empiirilist jaotust ning jaotusparameetrite vaartused
hinnatakse empiiriliste andmete pdhjal.
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Selles alapeattikis on juhusliku suuruse jaotuse pohilised karakteristikud defineeritud tGen&osuste
kaudu, mis on kasutatavad vaid teoreetiliste jaotuste ja kdikse analulsi puhul. Jaotuskarakteristikute
arvutamist valimi andmete pdhjal vaadeldakse peatiikis 1.4. Teoreetiliste jaotuste iseloomustamiseks
piisab jaotusfunktsioonist ja selle parameetritest.

Keskvaartus (mean value) — juhusliku suuruse juhusest séltumatu arvkarakteristik, mis valjendab
tdendosuse masskeset ja mis diskreetse juhusliku suuruse korral vordub juhusliku suuruse vaartuste ja
iga vaartuse tGendosuse korrutiste summaga. Seda nimetatakse ka tldkogumist tehtud juhusliku valimi
vadrtuste statistiliseks ootuseks (expectation) ehk juhusliku muutuja esimest jarku momendiks.
Tahistatakse EX vOi u. Diskreetse muutuja keskvaartus arvutatakse vadrtuste esinemistéendosuste p;
kaudu:

H= zipixi’ [1-4]

kus x; on muutuja vaartus vaartuste jarjekorraindeksiga i ning p; on vaartuse x; esinemise tdendosus.

Juhusliku suuruse korrutamisel konstandiga muutub ka keskvaartus sama konstandi kordsena.
Mdb6tihikute muutmisel muutuvad samavord nii algandmete numbrilised véértused kui ka
keskvaartus. Juhuslike suuruste summa keskvéértus vérdub nende keskvaartuste summaga. Diskreetse
téisarvulise muutuja keskvéartus ei pruugi olla taisarv.

Dispersioon (variance) ehk keskmine ruuthdlve on juhusliku suuruse hajuvust iseloomustav
arvkarakteristik, mis vordub selle suuruse ruuthdlvete keskvéartusega. Seega on juhusliku suuruse
dispersiooni mddtiihikuks selle juhusliku suuruse ruutiihik. Uldkogumi dispersiooni tahistatakse DX
Vi o2 valimist arvutatuna s°.

o’ = Zi pi(xi _ﬂ)z [1-5]

Dispersioon on seda suurem, mida suuremad on juhusliku suuruse hélbed keskvaartuse Umber ja
mida sagedamad on suured héalbed. Dispersioon ei ole kunagi negatiivne. Konstandi liitmine
juhuslikule suurusele ei muuda selle dispersiooni. Juhusliku suuruse korrutamisel konstandiga
suureneb selle dispersioon vordeliselt konstandi ruuduga. Varieeruvus ja hajuvus on tavakeelsed
tldterminid, mis ei tdpsusta varieeruvuse mootmise viisi.

Standardhélve (standard deviation) — ruutjuur dispersioonist ehk ruutkeskmine hélve.
Tahistatakse S(X) vBi o, valimist arvutatuna s. On mugav kasutada, kuna maétihik on sama, mis
kirjeldataval juhuslikul muutujalgi. Standardhélve on alati positiivne. Konstandi standardhalve on null.
Standardhdlve on invariantne nihke suhtes, see téhendab, et kdigile muutuja vaartustele sama
konstandi liitmine v&i lahutamine ei muuda muutuja standardhélvet.

Juhusliku suuruse standardiseerimisel lahutatakse kfigist vaartustest
keskvaartus ning jagatakse vaartused standardhélbega, mis on
standardiseeritud vaartuste moodtiuhikuks

Parema vorreldavuse tagamiseks muutujaid ja jaotusi tsentreeritakse, normeeritakse ja stan-
dardiseeritakse Tsentreerimine on juhusliku muutuja lineaarteisendus, kus selle vaartustest
lahutatakse muutuja keskvaartus. Tsentreeritud juhusliku muutuja keskvaartus on null. Tsentreerimine
ei muuda juhusliku muutuja hajuvust, vaid muudab juhusliku suuruse véartusi ja nende paiknemist
arvsirgel. Normeerimine on juhusliku muutuja lineaarteisendus, mille puhul juhusliku muutuja
vadrtused jagatakse muutuja jaotuse standardhdlbega. Normeeritud juhusliku muutuja dispersioon ja
standardhélve vorduvad Uhega. Normeerimine muudab juhusliku muutuja skaalat. Normeerimiseks
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nimetatakse ka juhusliku muutuja véartuste labijagamist skaalasid thtlustavate arvudega (néiteks kesk-
vaartusega), mille abil saab erinevad juhuslikud suurused paremini vorreldavaks muuta. Sisuliselt
tdhendab selline teisendus mdGtihikute muutmist. Standardiseerimine on normeerimine ja tsent-
reerimine kokku. Standardiseeritud muutuja keskvéartus vordub nulliga ja standardhélve tihega.

1.3.3. Parameetrilised jaotused

Parameetrilised jaotused on tdielikult kirjeldatavad jaotusfunktsiooni koostisesse kuuluvate
konstantide — jaotusparameetrite abil. Mitteparameetrilist jaotust vOib ette kujutada empiirilise
jaotuse nditel — seda ei ole vdimalik jaotusparameetrite abil mdistlikult Kirjeldada (vajalik
jaotusparameetrite arv on ihe vdrra vaiksem kui esinevate vaartuste arv).

1.3.3.1. Uhtlane jaotus

Uhtlase jaotuse tGendosus on konstantne ja jaotusfunktsioon lineaarne. Uhtlane jaotus esineb
I6igul (a,b). Diskreetsel Uhtlasel jaotusel on 16plik arv (k) vBimalikke véartusi ja kbik vaartused on
vOrdvdimalikud, nditeks taringuviske ja mindiviske tulemused.

Uhtlase jaotuse keskvaartus

a+b
Ho [1-6]
Uhtlase jaotuse dispersioon 2
ol = M. [1-7]
12
Diskreetse Uhtlase jaotuse puhul L
P(X =i)=", [1-8]
k+1
(eeldusel, et miinimumvaartus = 1),
o _lke-1)
VIR [1-10]

1.3.3.2. Bernoulli jaotus

Bernoulli jaotus on siindmuse toimumise ja mittetoimumise tdendosuse kahevéartuseline jaotus.
Kui stindmus toimub, siis sindmuse indikaator on X = 1, kui ei toimu, siis X = 0. Néaiteks poja voi
titre sundimise tdendosus. Bernoulli jaotuse parameeter on slindmuse X toimumise téendosus P(X),
mida tahistatakse p. Stindmuse mittetoimumise tGendosus on 1 — p. Bernoulli jaotus on binoomjaotuse
(vt jargnev) erijuht tingimusel, et katsete arv on 1. Bernoulli jaotuse dispersioon avaldub kujul

DX = p(1- p). [1-11]
1.3.3.3. Binoomjaotus

Binoomjaotus (nimetatakse ka binomiaaljaotuseks) on sindmuse A esinemiskordade tGendose
jaotus n sbltumatust katsest koosnevas katseseerias (joonis 1-6).
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Joonis 1-6. Poegade arvu tdendosuse jaotus kiimnelapselises peres juhul, kui poja siindimise tdenaosus on 0,52
(A). Marka asimmeetriat. Kolme eduka katsetulemuse tdendosuse sdltuvus katseseeria pikkusest, kui tihe katse
puhul on Gnnestumise tdendosus 0,5 (B). Kolm edukat tulemust on kdige oodatavamad viie ja kuue katse puhul,
suurema arvu katsete puhul suureneb v8imalus saada tle kolme eduka tulemuse.

Binoomjaotus eeldab, et katseseeria pikkus on 18plik loendatav suurus ja katsed on Uksteistest
s6ltumatud. Binoomjaotuse parameetriteks on p (sindmuse X tdendosus) ja n (katseseeria pikkus). Ta-
histatakse B (n, p). Binoomjaotusega on nditeks pikas pisiimetajate pulkide seerias tihjaks jaanud
pluniste osakaal kui iga kord on ules seatud kindel hulk pilniseid. Samuti on binoomjaotusega
kahealleelse geeni alleelikombinatsioonide esinemise sagedus populatsioonis. Katseseeria pikkuseks
on diploidsete organismide puhul 2, tdendosuseks on vaatlusaluse alleeli sagedus. Binoomjaotusega
juhusliku suuruse vaartuste esinemise t6endosus avaldub valemiga

P(X =k)=nl/(k!(n—k))- p*-(1—p)™™*. [1-12]

Kui katseseeria pikkuseks on kaks, siis esinevad tulemuste variandid sagedusega: p*, 2pq, o kus q =
1-p.

Binoomjaotusega on edukate katsete arvu jaotus kindla pikkusega katse-
seerias, kui Uksikkatsed on juhuslikud ja omavahel sdltumatud

Binoomjaotusega suuruse keskvaartus ja dispersioon avalduvad jargnevalt:
M =np, [1-13]

o? =np(l-p) [1-14]

Suure katsete arvu ja m6lema alternatiivse sindmuse vérdse t6endosuse
korral laheneb binoomjaotus normaaljaotusele

Suure Kkatsete arvu ja mdlema alternatiivse sundmuse vordse tdendosuse korral l&heneb
binoomjaotus normaaljaotusele, tanu millele on kasutatud rusikareeglit, et kui katseseeria pikkuse ja
harvemini esineva slindmuse t6endosuse korrutis on suurem kui 5, siis vBib binoomjaotuse asemel
kasutada normaaljaotust ja normaaljaotust eeldavaid meetodeid. Véikese soodsa siindmuse tdendosuse
ja pika katseseeria puhul saab binoomjaotuse asemel kasutada ka Poissoni jaotust (ptk 1.3.3.5).
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1.3.3.4. Geomeetriline jaotus

Geomeetrilise jaotusega juhusliku suuruse vaartuseks on selle katse number, mille tulemusena
oodatud stindmus esmakordselt esines (joonis 1-7). Jaotus eeldab katsete séltumatust ja avaldub kujul

k-1
P(X =k)=p-@-p)", [1-15]
kus kon 1, 2, ... katse jarjekorranumber ja p on siindmuse téenédosus.

7] =] %%%
2 2 06 %%%
$ $ .
: 5 _
_

o

.

a O 4 V| 4 4 4 4 4 4 4 Z 4 4 4 4é%é 4
12345678 91011121314151617181920 123 456 7 8 910111213 14151617 1819 20
Taringuvisete arv Taringuvisete arv

Joonis 1-7. Kuue taringusilmaga alustatava lauaméangu alustamise tdendosus viskekordadel (tGendosus-
funktsioon) (A). lga jargnev viskekord saab vdimalikuks vaid juhul, kui eelnevatel kordadel ei dnnestunud
mangu alustada. Tdendosus, et mangu alustamiseks piisab naidatud taringuvisete arvust (kumulatiivne
téendosus) (B). Esimeses viskevoorus saab méangu alustada tendosusega 0,167, aga on tdendosus 0,026, et kuue
silma saamiseks tuleb taringut visata tle 20 korra.

1.3.3.5. Poissoni jaotus

Poissoni jaotus on binoomjaotuse erijuht, kui pikendada katseseeriat piiramatult ja vahendada
nahtuse esinemise tdendosust tksikkatsel. Tahistatakse P(A1). Poissoni jaotust kasutatakse vaikese-
arvuliselt vbi harva esinevate tdisarvuliste ehk loenduvate muutujate modelleerimiseks. Poissoni
jaotuse tihedusfunktsiooni véljendatakse valemiga

P(X =k)=e 2 /kL,k=01,..., [1-16]

kus k on otsitav kordade arv, A on keskmine kordade arv ja e on naturaallogaritmide alus ~ 2,718.

Poissoni jaotuse parameetriks on keskvaartus A, mis on vordne jaotuse dispersiooniga. Parameeter
A vbib olla mistahes positiivne arv. Poissoni jaotus sobib juhusliku harvaesineva sindmuse sageduse
modelleerimiseks, nagu mutatsioonide sagedus ajatihikus (eeldades, et mutatsioonide keskmine sage-
dus ei muutu), jarglaste arv pesakonnas (eeldades, et keskmine jérglaste arv on teada ja jarglase saa-
mine vdi mittesaamine on juhuse asi). Poissoni jaotuse kuju s6ltub parameetri A vaartusest (joonis 1-
8).
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Joonis 1-8. Uhes rosinakuklis olevate rosinate arvu tdendosused, kui keskmiselt on iihes kuklis kolm rosinat (1
= 3) ja rosinate paiknemine on juhuslik (A). Pane tihele, et oodatavalt umbes 5% rosinakuklitest on juhuslikult
ilma Uhegi rosinata. Loodus@nnetuse kordade arvu téendosus juhul, kui Gihe 6nnetuse tGendosus sel perioodil on
0,4 (1 = 0,511) (B). Nende tingimuste juures on siiski téendosus 0,0133, et dnnetus kordub sama perioodi
jooksul koguni kolm korda ning tden&osus 0,0152, et kolm vGi enam korda. Eeldatud on, et 6nnetus on
muutumatu tdendosusega juhuslik sindmus.

Vastavalt Poissoni piirteoreemile 1&heneb binoomjaotusega juhuslike suuruste jada katsete arvu
kasvamisel Poissoni jaotusega juhuslikule suurusele. Binoomjaotus ké&sitleb stindmuse tdendosust
kindla pikkusega ja mitte vaga pikas katseseerias, Poissoni jaotus sindmuse tdendosust eeldusel, et
katseseeria on I8pmata pikk vGi vahemalt killaltki pikk. Binoomjaotusega on néiteks isaste jarglaste
oodatav arv kindla suurusega kurnas (nt metskurvitsa taiskurnas alati 4 muna). Katseks on siin tibu
koorumine (8igemini viljastamine), katseseeria pikkuseks on kurna suurus. Poissoni jaotusega on
juhuslikult paiknevate linnupesade arv kindla suurusega uurimisaladel.

1.3.3.6. Normaaljaotus

Normaaljaotus on pidev simmeetriline jaotus, mille vaartuste hulgaks on kdigi reaalarvude hulk
(joonis 1-9). Normaaljaotus on maaratletud keskvéaartuse () ja standardhélbe kaudu (o). Standardhalbe
asemel vdib kasutada dispersiooni (¢?), sest need on omavahel lihtsasti teisendatavad. Tahistatakse
N(u, o). Normaaljaotuse keskvaéartus voib olla mistahes arv, standardhélve ei saa olla negatiivne arv.
Standardiseeritud normaaljaotuse x =0 jao = 1.

0| A B
o 038
(0
03 b
w N -
2 T
o
ol Q
c 1 c
g 02 2 04
= B
S
01 A £ 02
=
z
0 T T T T T ] 0 T T T T T )
-3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3
Erinevus keskvaartusest standardhilvetes Erinevus keskvaartusest standardhilvetes

Joonis 1-9. Standardiseeritud normaaljaotuse (keskmine = 0, standardhélve = 1) tihedusfunktsioon (A) ja
jaotusfunktsioon (B). Standardiseeritud jaotuse puhul on mdfdetud suuruse keskvaértus null ja véartuste
maatiihikuks on standardhélve.
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Normaaljaotuse tihedusfunktsiooni graafik on simmeetriline, punktid x + o ja  — o on selle kdvera
kaanupunktideks, kus kumerus laheb ule ndgususeks. Normaaljaotuse tihedusfunktsiooni graafikut
nimetatakse Gaussi kdveraks. Normaaljaotuse tihedusfunktsiooni esitatakse valemiga

p (- I20%)
7 (X) - ) [1-17]
2no

Muutuja Z madrab Gaussi kdvera kdrguse, mis nditab vaartuste esinemise suhtelist sagedust.
Parameeter x on summeetrilise tihedusjaotuse keskvaartus, parameeter o madrab k&vera
teravuse/lameduse. Kdveraalune pindala kahe argumenttunnuse véartuse vahel néaitab vahemikku
jaavate vaartuste esinemissagedust.

Teoreetiliselt voib normaaljaotusega muutuja omada véartusi vahemikus +oo ... —o0, seejuures:

O keskvdartusest +1 standardhélbe ulatuses on oodatavalt 68,26% vadrtustest,

O +2 standardhalbe ulatuses 95,44% vaartustest,

O +3 standardhalbe ulatuses 99,73% vaartustest (joonis 1-10).

Kui normaaljaotusega tunnuse keskvaartus ja standardhélve on teada, siis saab tanu sellele leida
tunnuse mingisse vaartusvahemikku kuulumise tdendosust. Normaaljaotuse vaartused, mis erinevad
keskvaartusest ronkem kui kolm standardhdlvet, on haruldased ja neid nimetatakse erinditeks.
Véikeses valimis olevate erindite puhul vdib kergesti tegemist olla médtmisveaga. Vigaselt méddetud
andmete puhul on p8hjendatud nende valja jatmine anallsitavast andmestikust. Erindeid aitab leida
sagedushistogramm ja normaalt6endosuse graafik (normal probability plot).

99,73%
05~ 95,44%
68,26%
w 041
3
W
o3|
c
/]
10
- 0,2
0,1~ Joonis 1-10.  Standardiseeritud
normaaljaotusega muutuja oodatav
] > P » 5 1 5 > vaatluste hulk vastavalt vahemiku

Klassikaline piirteoreem — s6ltumatute, hesuguse v6i mdéddukalt erineva jaotusega juhuslike
suuruste  normeeritud summade jada koondub liidetavate arvu I6pmatul suurendamisel
standardiseeritud normaaljaotuseks. Teisisdnu on normaaljaotusega juhuslikud suurused, mille vaartus
sOltub paljudest faktoritest. Kusjuures kdik faktorid avaldavad vaid ndrka m&ju, mis voib olla nii
juhuslikku suurust vahendav kui seda suurendav ning faktorite mgjud liituvad. Pidevate juhuslike suu-
ruste puhul, mille véartused on kujunenud suure hulga suhteliselt sdltumatute ja kullaltki Uhetaolise
mdjurite tulemusel, on jaotus modelleeritav normaaljaotusena. Piirteoreemi kasutatakse Uldkogumi
prognoositava keskvaartuse usalduspiiride leidmiseks regressioon- ja dispersioonanaludisis.

Paljudest suhteliselt vaikese mdjuga faktoritest séltuvad juhuslikud
suurused on oodatavalt normaaljaotusega
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Mitmete statistikameetodite puhul on eelduseks, et uuritavad tunnused ja/voi mudeli jadgid on
normaaljaotusega. Kui tunnused ei ole normaaljaotusega, vdivad normaaljaotust eeldavad meetodid —
naiteks t test (ptk 1.4.3.1), korrelatsioonikordaja (ptk 1.5.2.2), lihtne lineaarne regressioon (ptk 1.5.3),
dispersioonanaliils (ptk 1.5.4) - halbinud tulemusi anda. Nende asemel tuleks kasutada
mitteparameetrilisi meetodeid.

Normaaljaotust v8i muud teoreetilist jaotust eeldavate meetodite kasutamine
on teoreetiliselt digustatud, kui eeldatav jaotus ei ole p6himadtteliselt
vélistatud ja kui erinevus normaaljaotusest ei ole statistiliselt oluline

Uhest kiljest me teame, et normaaljaotus on teoreetiline dldistus, mida puhtal kujul looduses ei
esine. R.C. Geary (1947) jargi tuleks kdigisse uutesse (statistika) opikutesse kirjutada: "Normality is a
myth; there never was, and never will be, a normal distribution”. Eesti keeles oleks see: "(Jaotuse)
normaalsus on midit; normaaljaotust ei ole kunagi olnud ega saa kunagi olema”.

Teisalt on normaaljaotus praktikas kasulik vahend, millele tuginevate meetodite kasutamine on
digustatud, kui uuritav jaotus vOiks eeldatavasti olla normaaljaotuse lahedane vG@i erinevus
normaaljaotusest ei ole statistiliselt olulisel tasemel tdestatud. Kui erinevus normaaljaotusest on
tBestatud, kuid véike, ei ole normaaljaotust eeldatavate meetodite kasutamine teoreetiliselt dige, kuid
vOib siiski olla pdhjendatud, kuna sellest tulenev eeldatav viga on aktsepteeritavates piirides. Suurte
valimite (mahuga Ule paarisaja) puhul v@ib arvestada, et usaldusvéarset erinevust normaaljaotusest
dnnestub tdestada enamasti ka nii véikese kdrvalekalde puhul, mis analtisi tulemusi markimisvaarselt
ei mojuta.

Teoreetilist jaotust eeldavate meetodite kasutamine teoreetilise jaotuse
mittekehtimisel on praktikas p6hjendatud kui sellega kaasneva eksimuse
suurus on lubatud piires

1.3.4. Empiirilised jaotused

Empiirilise ja teoreetilise jaotuse (ptk 1.3.2) vdrdlemine vBimaldab kontrollida teoreetilise jaotuse
eelduste paikapidavust empiiriliste andmete puhul. Seejuures tuleb silmas pidada, et statistika
vOimaldab tdestada/kontrollida vaid jaotuste erinevust, mitte sarnasust. Erinevuse puudumist tuleks
eeldada seni, kui erinevus ei ole testatud, kuigi teoreetiliselt on erinevus alati olemas. Erinevuse
olemasolu on sisukas jareldus ja kergekéelisi piisavalt tbendamata sisukaid jareldusi tuleks valtida.
Empiirilise andmestiku erinevust mingist teoreetilisest jaotusest on praktikas reaalne kontrollida vaid
juhul, kui andmestiku dimensionaalsus on madal, vOi kui uuritakse igat tunnust eraldi. Empiirilise
jaotuse Kirjeldamiseks on mitmeid arvkarakteristikuid, mis jagunevad laias laastus keskvaartuse
hinnanguteks ja varieeruvuse hinnanguteks. Séltumata sellest, milliseid nditajaid kasutatakse, tuleb t66
aruandes kasutatud karakteristik selgelt ja korrektselt &ra mainida.

Empiirilise jaotuse arvkarakteristikud eeldavad muutuja tlibi teadmist — nditeks nominaalseid
Klasse tahistavate koodide keskmine ei oma sisulist tdhendust.
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1.3.4.1. Keskmised

Aritmeetiline keskmine - Uldkogumi puhul kasutatakse terminit keskvéartus. Valimil saab
arvutada aritmeetilist keskmist, mis tahistab Uhel kindlal viisil arvutatud Gldkogumi keskvééartuse
hinnangut. Tahistatakse ja arvutatakse jargmiselt.

Z X [1-18]

X = i=1

n
Aritmeetilise keskmise erijuht on kronoloogiline keskmine, mida arvutatakse ajateljel olevatest

vaartustest.

Ruutkeskmine vdimendab suurte vaartuste osatahtsust ja v8imaldab néiteks diameetri voi raadiuse
andmete abil hinnata keskmist pindala. Seda kasutatakse variatsioonistatistikutes ning nditeks
metsatakseerimisel ja metsamaterjalide keskmise mahu hindamisel palkide diameetri jargi.

[1-19]

Harmooniline keskmine sobib kasutamiseks positiivsete suhtarvuliste muutujate puhul, kus on
eelkdige oluline murru nimetajas olev suurus, néiteks keskmise kiiruse arvutamisel.

— n
Xharm = n 1

X [1-20]

Geomeetriline keskmine sobib positiivsete muutujate puhul, mille kordsed muutused omavad
samasuurt tdhendust. Saab kasutada nditeks keskmise juurdekasvuprotsendi ja suhtarvude keskmise

arvutamisel.
n
Z In (Xi ) n
1

Xgeom = EXP) —— —— | =1 [1x [1-21]

Geomeetrilist keskmist on nimetatud ka logaritmkeskmiseks, kuna see on logaritmskaalas
kasutatav aritmeetiline keskmine. ;
D Inx
_ i

geom

n

Kaalutud keskmine on kasutusel juhul, kui muutuja vaartustele soovitakse nditeks lahteandmete
erineva usaldatavuse tdttu omistada erinev osakaal (w) keskmise arvutamisel. Suurema kaaluga
andmed mdjutavad keskmist rohkem kui vdiksema kaaluga andmed.

Sw

Tinglik keskmine on juhusliku suuruse selliste véartuste keskmine, mis vastavad seatud
tingimusele. Naiteks ainult teatud vahemikus olevate vaartuste keskmine.

YW

[1-23]
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Mood on juhusliku suuruse kdige tdendolisem vaartus. Kui muutuja tdendosusfunktsioon on
thetipuline, siis nimetatakse seda jaotust unimodaalseks, kui kahetipuline, siis bimodaalseks. Moodile
vastavat véartusklassi nimetatakse modaalklassiks ehk moodklassiks. Moodi saab kasutada
igasuguste tunnuste, ka kvalitatiivsete tunnuste, korral. Kui valimis ei ole korduvaid md&tmistulemusi,
siis saab moodi kasutada vaid tunnuse vaartuste klassifitseerimise jérel.

Mediaan on 50% kvantiil ehk suurus, millest juhuslik suurus on vordse tdendosusega suurem voi
vaiksem. Summeetrilise jaotuse mediaan ja keskvaartus langevad Uhte. Kui kogumis on paarisarv vaat-
lusi, siis arvutatakse mediaan kahe keskmise vaatluse aritmeetilise keskmisena. Uuritava tunnuse vaar-
tuste jargi jarjestatud vaatluste ehk variatsioonirea puhul saab mediaaniks oleva vaatluse jarje-
korranumbri arvutada valemi jargi

Me = nT+1 [1-24]

Mediaani tuleks aritmeetilisele keskmisele eelistada asimmeetrilise jaotusega muutujate kirjeldamisel.

1.3.4.2. Variatsiooninaitajad

Miinimum ja maksimum on vastavalt suurim ja véikseim mddtmistulemus.
Variatsiooniulatus ehk haare (range) on maksimumi ja miinimumi vahe.
Keskmine lineaarhéalve (average deviation) on hélvete absoluutvéaartuste keskmine.

n

o 2x-x
d=—"—. [1-25]
n
Dispersioon (variance) on keskmine ruuthalve, mis tldkogumi puhul avaldub:
Z(Xi -x)’ [1-26]
TN

Valimi jargi hinnates (sample variance) avaldub dispersioon jargmiselt.

2. =%y [1-27]

n-1
Kahevaértuselise tunnuse puhul saab valimi dispersiooni arvutada edukate Kkatsete tBendosuse
hinnangu (sageduse) kaudu.

s Bl p) 28

Standardhalve (standard deviation) ehk ruutkeskmine halve avaldub tldkogumis kujul

o=vo?; [1-29]
s =+/s?; [1-30]

kahevéartuselise tunnuse puhul avaldub valimi standardhélve variantide tdenéosuste (P ja /—P) kaudu

s=/Pl-P) [1-31]

ja valimi jargi hinnates
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Standardhalbe lisamine mddtmistulemuste keskmisele naitab andmete hajuvust mdotmistulemuste
normaaljaotuse eeldusel (joonis 1-10).
Variatsioonikoefitsient (coefficient of variation — CV) vBimaldab vorrelda eri skaalades olevate
muutujate varieeruvust. Enamasti kasutatakse aritmeetilise keskmisega normeeritud standardhélvet.
V=2 [1-32]

X

Kui variatsioonikoefitsiendis kasutatakse keskmist lineaarhalvet, tuleks seda kirjutise tekstis maini-
da. Variatsioonikoefitsienti vGib avaldada ka protsentides. Samuti v8imaldab variatsioonikoefitsient
vOrrelda erinevate tunnuste varieeruvust, nditeks mis varieerub rohkem, kas mulla toitaineterikkus voi
taimkatte biomass.

Standardviga (standard error — SE) on valimi jargi arvutatud hinnangu standardhalve, mis
kirjeldab tldkogumi keskvéartuse vdi muu parameetri valimist saadud hinnangu t&psust. Samast
tldkogumist korduvalt voetud valimite keskvéartuste jaotus ldheneb normaaljaotusele, mille
standardhalve vBrdub hinnangu standardveaga. Seda standardhélvet kasutatakse hindamaks kindla
suurusega n valimite keskvaartuste usaldusvaarsust Gldkogumi keskvaartuse hindamisel; samal viisil,
nagu uksikvalimi standardhélve iseloomustab selle valimi v8imet hinnata tldkogumi keskvéartust.
Standardviga kasutatakse ka uldkeskmise hinnangu usalduspiiride leidmiseks. Kuna uldkogumi
standardhélve ei ole teada, siis tuleb selle asemel kasutada valimi standardhalvet s. Seega on valimi
jargi arvutatud standardvea valem jargmine:

SE= >

Jn [1-33]

Standardvigade vordlemine eeldab vigade jaotuse uhtlust prognoositavate vadrtuste erinevates
suurusvahemikes. Kui vaiksemate prognoositud véartuste korral on ka standardviga keskmiselt
vadiksem, siis on erineva keskvaartusega hinnangute vea vordlemiseks digem kasutada suhtelist
standardviga: SE/hinnang.

Asummeetriakordaja (skewness) naitab jaotuse poolte erinevust. Kui juhusliku suuruse toe-
ndosusfunktsioon on siimmeetriline, siis tema asimmeetriakordaja v@rdub nulliga. Kui asimmeetria-
kordaja on positiivne, siis on jaotusel raske saba suuremate vaartuste pool (vasakkaldeline muutuja),
kui negatiivne, siis vaiksemate vaartuste pool (paremkaldeline muutuja). Raske saba tdhendab ebapro-
portsionaalset hulka keskvaartusest kaugel olevaid ehk véljaulatuvaid vaartusi.

3
1% X
A== i
n%:[ s J [1-34]

X

Selliselt arvutatud asummeetriakordaja véaartused soltuvad madtihikutest ja seetdttu tuleb erinevate
muutujate asimmeetrilisuse vdrdlemiseks asiimmeetriakordaja selle standardhédlbega l&bi jagada.
Astimmeetriakordaja standardhélbe saab suurte valimimahtude korral arvutada jargneva valemi jargi.

s, = 6 [1-35]

n
Matemaatilises statistikas defineeritakse astimmeetriakordajat (ax) ka kui standardiseeritud juhus-
liku suuruse kolmanda tsentraalse momendi ja standardhéalbe kuubi suhet.
Asimmeetriakordaja jargi on néiteks talvised 00pédeva keskmised temperatuurid negatiivse
asiimmetriaga (joonis 1-11A). Oopéevase sademete hulga jaotus on positiivse asiimmeetriaga (joonis
1-11B).
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Joonis 1-11. A — 60péaeva keskmised temperatuurid Tartus 2011. aasta jaanuaris, veebruaris ja martsis.
Aslimmeetria on negatiivne (A = —1,14345) ja ekstsess (e, = 0,28252) suhteliselt vaike, kuid siiski positiivne,
kuna nullildhedase temperatuuriga péevi oli 2011. aasta talvel suhteliselt palju. B — 60péeva sademete hulga
jaotus Tartus samal ajaperioodil. Asimmeetria ja ekstsessi vaartused on suured (A = 5,6177; e, = 2,3153), kuna
palju sajab harva ja sademete hulk ei saa olla negatiivne.

Ekstsess (kurtosis) on jaotusfunktsiooni karakteristik, mis on terava tipu ja raskete sabadega
jaotuste puhul positiivne, lamedatipulise vdi ndgusa jaotuse puhul negatiivne (kuid mitte vaiksem kui
-2). Kolme lahutamine tagab ektsessi nullvéértuse standardiseeritud normaaljaotuse korral.

1 (x —x)
ex=HZ( ' j -3 [1-36]

o

Erinevate muutujate ekstsesside vorreldavaks muutmiseks tuleks ekstsessid nende standard-
hélvetega 1abi jagada. Suure valimimahu eeldusel saab ekstsessi standardhdlvet arvutada jargmiselt.

s, = n [1-37]
24

Negatiivse ektsessiga on nditeks d6pdevase sademete hulga jaotus suvel, sest iksikutel pdevadel
sajab keskmisest oluliselt rohkem, teistel pé&evadel ei saja Uldse. Talveperioodil vbib 06péevase
sademete hulga ekstsess olla ka positiivne, sest vahese sajuga péevi on palju (joonis 1-11B).

Kvantiil (quantile) ehk jaotuse a—kvantiil on arv, millest vdiksemate vaartuste sagedus on a-100%.
Empiirilise jaotuse kvantiil jagab jérjestatud variatsioonirea suhtes a / (1—a). Tahistus q,. Kvantiilid
sobivad kasutamiseks kdigi jarjestustunnuste korral. Mediaan on 0,5 kvantiil.

Kvartiilid (quartiles) — 0,25 ja 0,75 kvantiili nimetatakse vastavalt alumiseks ja Glemiseks
kvartiiliks.

Detsiilid (deciles) — kiimnendik-kvantiilid.

Tsentiilid (percentiles) — sajandik-kvantiilid.

Taiendkvantiil (1- a quantile) — kvantiil kohal 1- o. Tahistatakse gy, .

Kvantiilihaare (quantile range) — mediaani suhtes simmeetriliste kvantiilide vahel paiknev
vadrtusvahemik. Néiteks 0,05 ja 0,95 kvantiilile vastavad vaartused. Enamasti kasutatakse kvartiili-
haardena, mis on vahemik alumise ja tilemise kvartiili vahel.
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1.4. Uldkogumi parameetrite hindamine valimi alusel

1.4.1. Punkt- ja vahemikhinnangud

Uldkogumi parameetrite tegelikud véartused ei ole tavaliselt teada. Neid on vaja valimi abil voi-
malikult tépselt vOi ndutava tépsusega hinnata. Hinnang vBib koosheda (hest vaartusest
(punkthinnang) voi vahemikust, millesse tegelik vaadrtus peaks mingi tdendosusega kuuluma
(vahemikhinnang). Parameetrite hinnangute puhul lisatakse parameetri tahisele "katus", naiteks X.

Juhuslikust valimist arvutatud hinnang on juhuslik suurus; tldkogumi
parameetri tegelik vaartus ei ole juhuslik

Uhest ja samast iildkogumist vGib erinevate valimite jargi saada samade parameetrite erinevaid
hinnanguid. Parameetrite kaudsel hindamisel on eesmérgiks saada nihketa hinnang, mille puhul
langeb hinnangute keskvaartus kokku hinnatava parameetri tegeliku vaartusega. Hinnangute
varieeruvus sBltub hinnatava parameetri hajuvusest, kasutatavast valiku viisist, médtmismetoodikast ja
valimi mahust (sample size) ehk ldkogumist uuringuks valitud Uksuste arvust. Tdpsema hinnangu
saamiseks on kdige lihtsam valimi mahtu suurendada. Enamikel juhtudest on n korda tdpsema hin-
nangu saamiseks vaja valimi mahtu suurendada n” korda. Hinnang on efektiivne, kui see on nihketa ja
minimaalse hajuvusega.

Uldkogumi parameetrite punkthinnangutena kasutatakse Gldjuhul valimi pdhjal arvutatud karak-
teristikuid. Uldkogumi keskvaartuse, mediaani, dispersiooni ja standardhélbe hinnanguks sobib kdige
paremini valimi vastav karakteristik. Naiteks slindmuse tdendosuse hinnanguks binoomjaotusega
muutuja puhul tuleb vétta stindmuse suhteline sagedus.

Kuna valimi jargi ei saa tldkogumi parameetreid absoluutse tipsusega hinnata, on asjakohane
kasutada vahemikhinnanguid. Valimi p6hjal on vOimalik mé&arata usaldusintervalli ehk usaldus-
piirkonda, see on vaartusvahemikku, mis sisaldab etteantud téendosusega parameetri tegelikku vaar-
tust. Usaldusintervalli otsapunkte nimetatakse usalduspiirideks. Kui esineb vaid tks usalduspiir, siis
on tegemist Ghelt poolt tbkestamata usalduspiirkonnaga. Kui usalduspiiride astimmeetrilisus ei ole
piisavalt tdendatud voi on selle arvutamine liiga tilikas, siis kasutatakse simmeetrilisi usalduspiire
(nditeks x = 3 £ 1). Kas valimi jargi hinnatav tGldkogumi parameeter on tegelikult usaldusintervalli
piires vOi mitte, ei ole kindlalt teada. Etteantud t6endosus méaarab vaid tldkogumi parameetri katmise
tbendosuse korduvate sBltumatute katsete (juhusliku valimi votmine ja usalduspiiride arvutamine)
kaigus. lgal konkreetsel korral usalduspiirid kas katavad uldkogumi parameetrit voi siis mitte.

Keskvaartuste madramise puhul tehakse vahet usalduspiiridel (confidence limits) ja
prognoosipiiridel (prediction limits). Neist esimene néitab, millises vahemikus on etteantud
tbendosuse korral hinnangute keskvadrtus ja teine nditab, millises vahemikus on (ksikvaatluse
prognoositav vaartus.

1.4.1.1. Keskvaartuse usalduspiirid

Eeldatavalt normaaljaotusega juhusliku muutuja keskvéartuse usalduspiiride leidmisel kasutatakse
suure valimi korral normaaljaotust ning véikese korral t jaotust. Viimati mainitu sarnaneb
normaaljaotusega, kuid vaikeste valimite puhul eeldab keskvaartusest kaugele hajuvate vaatluste
suuremat osakaalu. Kahepoolse usalduspiiri leidmisel tuleb olulisuse nivoo « jagada kahega, sest viga
on nii alumisest usalduspiirist vaiksem vadrtus kui ka tlemisest usalduspiirist suurem vééartus. Vaid
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tihepoolse usalduspiiriga piirdumine on pdhjendatud, kui hinnangu hélve vastassuunas on vélistatud.
Vabadusastmete arvuks t jaotuse puhul on n—1. VVabadusastmete arv on sdltumatute juhuslike tunnuste
arv miinus neid tunnuseid siduvate tingimuste arv.

Seega, alumine ja tlemine usalduspiir leitakse vastavalt jargmistele valemitele

S
X =x-t, —, 1-38
E;n—l ,In [ ]
X =X+t S
%;n—l Jvn ’ [1'39]

kus t téhistab parameetriga (n—1) t jaotuse o/2 tdiendkvantiili, n on vaatluste arv, s on valimi
standardhalve ja « téhistab olulisuse nivood. t testi puhul tuleb teada, kas tegemist on s6ltuvate voi
s6ltumatute valimitega.

Usaldusintervalli laiuse reguleerimine

Usaldusintervalli laius s6ltub uuritavate véaértuste hajuvusest (standardhélbest) ja valimi suurusest.
Kuna uldkogumi dispersiooni muuta ei saa, siis tuleb tadpsema keskvaartuse hinnangu saamiseks
valimi mahtu suurendada. Kui vaatlused on kallid vGi td6mahukad, siis on otstarbekas eeluuringute
abil enne 16pliku uuringu tegemist hinnata ndutava tapsusega tulemuse saamiseks vajaliku valimi
suurus. Vajaliku valimi ligikaudset suurust saab leida valemiga

2
S
nzt — 1, -
[z:no—l dj [1-40]

kus +d on soovitav tapsus, a olulise nivoo, s proovivalimi standardhalve ja n, proovivalimi maht.

Kuna uldkogumi hajuvust muuta ei saa, on hinnangu usaldusvaarsust
vBimalik tdsta vaid suurendades valimi mahtu ja tagades valimi
esinduslikkust

1.4.2. Statistilised hupoteesid

Praktikas vBib huvi pakkuda mitte ainult Gldkogumi karakteristikute v6imalikult tdpne hinnang,
vaid ka nende vastavus voi mittevastavus etteantud tingimusele. Naiteks, kas thes kasvukohatiitbis on
puude kasvukiirus keskmiselt suurem kui teises, voi kas majandustegevus looduskaitseala naabruses
mdjutab Kkaitseala asustavate liikide arvukust rohkem kui kiimme protsenti vdi mitte? Selliste kisi-
muste vastus ei ole arvuline, vaid on ei/jah otsustus. See on otsustus, kas vaatlusandmed on mingi
oletusega kooskdlas voi ei ole. Kui otsustus Gldkogumi kohta tuleb langetada valimi pdhjal, siis ei ole
vOimalik téiesti kindlaid jareldusi teha — ei v6i jah otsustus on téendosusliku iseloomuga.

Valimi p6hjal ei ole vdimalik teha absoluutse kindlusega jareldusi Gildkogumi
kohta

Statistiline hipotees on uldkogumi kohta tehtud oletus. Enamasti koosneb see kahest
alternatiivsest oletusest: oletus kehtib (sisukas hipotees) ja oletus ei kehti (nullhiipotees). Sisukaid
hiipoteese vdib olla rohkem kui tiks. Nullhiipotees on statistilise hiipoteesi see osa, mille kohaselt
pistitatud oletus ei kehti (otsitavat seost v8i erinevust ei ole, uuritav faktor ei mdjuta tunnuse jaotust
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jne). Enamasti on nullhiipotees see, mille puhul eeldatakse vaid juhuslikkuse mdju. llma sisuka
hlpoteesi kehtivuse tdestuseta eeldatakse tldjuhul nullhipoteesi kehtivust. Nullhlipoteesi téhistatakse
Ho. Hipoteeside kontrollimise loogika alustab nullhipoteesi kehtimise eeldusest, see tdhendab, et
esmalt uurime, kui tdendone on antud andmete saamine nullhiipoteesi kehtimise korral.

Sisukas hupotees on statistilise hlpoteesi see osa, mille kohaselt pustitatud hiipotees kehtib
(otsitav seos on olemas, uuritav faktor mdjutab tunnuse jaotust, lldkogumi karakteristik erineb
etteantud vaartusest, valimid on périt erinevatest Uldkogumitest). Sisukat hlpoteesi nimetatakse ka
alternatiivseks hipoteesiks, sest see véljendab alternatiivi nullhipoteesile. Sisukat hilipoteesi tahis-
tatakse Hj, mitme sisuka hupoteesi korral H,, Hs jne.

Kuna valim on vaid véljavote tldkogumist, siis ei saa valimi pdhjal taie kindlusega otsust the voi
teise hiupoteesi kasuks langetada. Valimi pdhjal otsuste langetamisel on alati olemas vééra otsuse
langetamise risk. Saab vaid véita, et tht vdi teist hlipoteesi vBib vastu vétta eksimise teatud tdendosu-
sega ehk teatud usaldusnivool. Usaldusnivoo sOltub mdddetud tunnuse véartuste hajuvusest ja
erinevuse suurusest uuritava karakteristiku kriitilise ja valimist arvutatud vaartuse vahel.

Valimi alusel otsuseid langetades vdib eksida kahel viisil, mida nimetatakse esimest liiki veaks ja
teist liiki veaks. Esimest liiki viga on mittekehtiva sisuka hiipoteesi vastuvGtmine ning teist liiki viga
on mittekehtiva nullhiipoteesi juurde ja&mine. Sisukale hiipoteesile piisava kinnituse puudumisel
nullhipoteesi juurde jadmine ei tdhenda siiski nullhiipoteesi tdestamist. Nullhiipoteesi juurde tuleb
jaada, kui sisuka hipoteesi poolt ei ole piisavalt tbendeid. Statistiliste hiipoteeside puhul on vaikimisi
eelduseks juhuslikkus, mida deterministlikus maailmas tuleb mdista analliisi mitte kaasatud faktorite
mdjude summana. Esimest liiki vea tagajarjed on enamasti halvemad kui teist liiki vea puhul, seet6ttu
plttakse eelkdige valtida esimest liiki viga.

Uurija poolt seatud piiri esimest liiki vea t@endosusele nimetatakse olulisuse nivooks ehk
riskitasemeks (tahistatakse «). Sagedamini kasutatakse olulisuse nivood 0,05; kuid ka 0,1 ja 0,01.
Esimest liiki vea tOendosus on statistilise olulisuse tdendosus ehk olulisustdenéosus (p). Sisuka
hlipoteesi vOib lugeda tdestatuks, kui p < a. Kokkuleppeliselt loetakse loodusteadustes vaikimisi
ndutavaks olulisuse nivooks p < 0,05. Eksimise tdendosuse the voi teise kindla taseme fikseerimine on
seejuures siiski vaid kokkulepe teatud kultuuriruumis.

OlulisustBendosus on eksimise t6endosus sisuka oletuse digsuse
uskumisel, kasutatud meetodi eelduste kehtimisel ja valimite esinduslikkuse
korral

D.H. Johnson (1999) juhib tahelepanu, et olulisustdenaosus (p) naitab vaid, kuivérd oodatavad on
vaadeldud voi veelgi ddrmuslikumad tulemused nullhiipoteesi kehtimisel, eeldades kasutatud mudeli
oOigsust ja valimi esinduslikkust. Kuna kdik mudelid on uldistused ja looduses kogutud vaatlusandmed
ei ole kunagi igas mottes esinduslikud, siis ei saa périselt digeks lugeda Uhtegi jargnevast kolmest
véitest:

O statistiline olulisus (p) on tden&osus, et tulemus on juhuslik;

O 1- p nditab tulemuse usaldatavust;

O pon tbendosus, et nullhiipotees on dige.

Statistilisi teste ja olulisuse nivoosid ei peaks uletdhtsustama, sest erinevus tulemuses p = 0,049 ja p
= 0,051 on illusoorne, kuna p arvutamisel kasutatud meetodite eeldused on téidetud vaid ligikaudselt.
Arvuna esitatud olulisustendosus on seejuures siiski informatiivsem kui tulemuse vastavus/mitte-
vastavus mingile olulisusnivoole. OlulisustGendosuse tdlgendamisel tuleks arvestada ja teistele
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selgitada riske the voi teise otsustuse puhul. Naiteks kestev tlepiiik voib kalavarude havingule kaasa
aidata ka juhul, kui kalastamise mdju ei ole suudetud tdestada. Mudelite puhul ei tohiks eeldada, et
esialgselt parim mudel on ainudige.

Olulisusnivoo valikul ja olulisustdendosuse tdlgendamisel tuleks arvestada
esimest ja teist tulpi veaga kaasnevaid riske

Piirvaartust teist liiki veale nimetatakse vB8imsuse nivooks (téhistatakse f). Erinevate otsuse
langetamise meetodite, reeglite, kriteeriumite ja statistiliste testide puhul on tden&osus sama olulisuse
nivoo juures sisukat hupoteesi ara tunda (kriteeriumi vdimsus) erinev. Kriteeriumi vdimsus on tema
vBime valtida teist tliupi viga ehk vBime kehtivat sisukat hupoteesi tdestada. Kui meil on kaks
statistilist testi, mille korral on esimest liiki vea tegemise tGendosus tapselt vordne, siis on eelis-
tatumaks suurema voéimsusega test. Sageli ei ole praktikas olukord sedavdrd lihtne ja vdimsuse ning
esimest liiki vea tegemise ja teist liiki vea tegemise tdenédosuste vahel on I8ivsuhe — vimsama testi
korral suureneb ka esimest liiki vea tegemise tdendosus. Kriteeriumi v@imsus sdltub enamasti tema
sobivusest uuritavate andmete jaotuse suhtes. Kuna erinevad testid vBivad samale kiisimusele anda ka
samade andmete pdhjal erineva vastuse, siis tuleb uurimuses alati kirja panna, millist testi kasutati.

Tavaliselt langetatakse otsus hiipoteesi kehtivuse kohta selleks otstarbeks arvutatud véartuse ehk
statistiku pdhjal. Statistilise olulisuse hindamise testid lahtuvad igaiks mingitest teoreetilistest
eeldustest, mistdttu on arvutatud statistiline olulisustdendosus tapne vaid nende eelduste kehtimise
korral. Olulisustdenaosust saab arvutada vaid nullmudeli suhtes, sest see on lihtne teoreetiline mudel,
mis vastab etteantud tingimustele. Sisukale oletusele vastavad seosed on keerukamad ja reeglina me ei
tunne neid nii hasti, et sisuka hiipoteesi kohta teoreetilist mudelit koostada. Olulisustéenaosos pole
mitte nullhlipoteesi kehtimise tGendosus, vaid tGendosus saada selline vdi veelgi darmuslikum valim
tingimusel, et nullhiipotees kehtib ja tehtavad eeldused (nt s6ltumatus, dispersioonide vdrdsus vms) on
taidetud. Sellest tulenevalt vBib vaike olulisustdendosus olla méark sellest, et nullhiipotees ilmselt ei
kehti, aga ka hoopis sellest, et tehtud eeldused ei ole meie andmete korral tdidetud.

Olulisust8enédosus ei ole nullhiipoteesi kehtimise tdendosus, vaid tdendosus
saada selline v8i veelgi aarmuslikum valim nullhtpoteesi kehtimise korral

1.4.2.1. Hupoteesid tldkogumi keskvaartuse kohta

Keskvadrtuse, aga ka teiste arvuliste parameetrite valimi jargi madramise puhul huvitab meid tava-
liselt Gldkogumi vastava néitaja vastavus mingile etteantud vaartusele (uo). Hupoteesi tingimusega, et
tldkogumi parameeter erineb etteantud vaartusest (u # uo), nimetatakse kahepoolseks hipoteesiks
(joonis 1-12A). Kahepoolse hiipoteesi korral uuritakse, kas etteantud vaartus on alumise ja llemise
usalduspiiri vahel. Kui kriitiliste olulisuste véartuste tabel v8i arvutiprogramm annab vaid (ihepoolse
hipoteesi usalduspiirile vastava vaartuse, siis kahepoolse hiipoteesi usalduspiirile vastava véartuse
saamiseks tuleb reeglina kasutada kaks korda vaiksemat olulisuse nivood. Eeldatakse, et pooltel
juhtudel vdib esimest liiki viga anda tulemuse allapoole alumist usalduspiiri ja pooltel juhtudel
tilespoole tlemist usalduspiiri.

Hipoteesi u < up ja hipoteesi u > uo nimetatakse Uhepoolseteks hiipoteesideks (tabel 1, joonis 1-
12B). Uhepoolse hiipoteesi korral uuritakse vaid Ghtepidi erinevust, erinevus teises suunas on kas
valistatud voi ei paku huvi. Kui sisukaks hipoteesiks on erinevuse olemasolu, siis vdib sisukat
hipoteesi lugeda kehtivaks, kui etteantud keskvéartus ei ole valimi jargi hinnatud keskvaartuse usal-
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dusintervallis. Siinjuures tuleks tahelepanu juhtida, et Uldkogumi keskvéartusi ja teisi parameetreid
hinnatakse kull valimi jargi, aga hupoteesid kéivad Gldkogumi keskvéaartuste kohta, mitte valimist
arvutatud keskvadartuste kohta.

>
=}
o

ve)
o
”

1 P(u) ()
0.4 0,4
’ [o5% 95%
=
203 03
U
c = =
§ 0,2 [£] [7] 02
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0 . : T 0 T . : T T )
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Keskvaartuse hinnangu standardviga Keskvaartuse hinnangu standardviga

Joonis 1-12. Statistilise ootuse stimmeetriliselt paiknevate usalduspiiridega tihedusfunktsioon kahepoolse
hipoteesi korral (A) ja statistilise ootuse (helt poolt tdkestatud usalduspiiriga tihedusfunktsioon (hepoolse
hipoteesi korral (B). Ristviirutusega ala tahistab kdvera alust pinda piirvaartuste vahel; selle ala pindala
valjendab piirvaartuste vahele jaavate vaartuste oodatavat sagedust.

Tabel 1. Keskvaartuse kohta kéivad hipoteesid (« — uuritava tldkogumi tegelik keskvéartus, uo — ette-
antud suurus, millega keskvaartust vorreldakse).

Tingimus
Hupotees kahepoolne ‘ iihepoolne
Ho H = o M=o M= o
H, K F o K> o H < po

1.4.3. Kahe uldkogumi vordlemine

Sageli on vaja otsustada, kas kahte andmehulka vdib kasitleda the kogumina voi on nende vahel
oluline erinevus. Enamasti uuritakse valimi pdhjal, kas mingil olulisuse nivool vGib jareldada kahe
jaotuse keskmiste v@i jaotuse erinevust. Uldkogumite vordlemiseks kasutatavad valimid vdivad olla
s6ltumatud voi sbltuvad. SGltumatud valimid ei sisalda sama objekti kohta mitut vaatlust. S6ltumatud
on naiteks mikroelupaikade rohkus kahes eri tiitipi metsas.

Soltuvates (ehk korduvmddtmistega) valimites kasutatakse vaatluseid etteméératud paaridena voi
rohkemaarvuliste kombinatsioonidena — sama objekti vaadeldakse kord (htedes, kord teistes
tingimustes vGi kasutatakse kombineeritult sarnaseid objekte. Naiteks kui mikroelupaikade rohkust on
mdodetud samades metsades enne ja pdrast metsamajanduslikku tegevust. Ka mikroelupaikade
rohkust eri kaitsealades ja nendega piirnevates majandusmetsades vOib kasitleda sGltuvat valimit
moodustavate paaridena. S6ltuvates valimites moodustuvad vaatluste paarid ja jareldusi tehakse (he
uue valimi alusel, mille moodustavad vaatlustulemuste vahed. Tudpiliselt kontrollitakse kas paariliste
vaatluste keskmine vahe erineb nullist. Valimi tliipide kohta vaata ka peatiikk 1.1.2.

1.4.3.1. Keskvaartuste vordlemine

Keskmiste vordlemisel kasutatakse statistilist hiipoteesi: Hy — Uldkogumite keskvéartused on
vOrdsed, H; — tldkogumite keskmised on erinevad. Kui ldkogumite erinevuse suund on ette teada,
siis saab sisuka hlpoteesi esitada Uhepoolse hiipoteesina kujul: H; — esimese tldkogumi keskvaartus
on suurem vOi H; — teise Oldkogumi keskvadrtus on suurem. Tuleb siiski meeles pidada, et
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looduslikest objektidest koostatud valimite puhul ei ole vdimalik kahte absoluutselt vdrdse
keskvaartusega valimit koostada. Seda isegi mitte kdikse valimi puhul, valja arvatud juhul, kui valimid
just samadest objektidest ei kooshe. Seega kaivad statistilised hipoteesid pigem kisimuse kohta, kas
valimid on parit Uhest objektide homogeensest lildkogumist vdi eri kogumitest.

Normaaljaotust eeldavad vordlusmeetodid Z statistik ja t test

Suurte valimite korral on tldkogumite keskvaartuste vahe hindamine piisavalt usaldusvéarne ka
siis, kui uuritava tunnuse jaotus mdnevorra erineb normaaljaotusest. Kahe sGltumatu suure mahuga
valimi jargi hinnatud keskvaartuste (X, ja X,) erinevuse standardhalvet (s-) saab Gksikvalimite
standardhalvetest (s; ja ;) ning valimi mahtudest (n; ja n,) arvutada valemiga

2 2
s? s

S, =. |+ +-% [1-41]
n1 n2

Keskvaartuste erinevuse standardhdlbega normeeritakse valimite p8hjal hinnatud keskvaartuste
vahe ja arvutatakse statistik Z.

z="2 2 [1-42]

Kui nullhtipotees kehtib, on Z standardiseeritud normaaljaotusega. Statistiku Z véartus kaks viitab
naiteks, et valimite keskmised erinevad (ksteisest kahe standardhélbe v@rra. Samast Uldkogumist
vBetud valimite vahel tekib nullhlpoteesi kehtimisel selline v3i suurem erinevus vaid tGendosusega
0,0456. Seega on (sna tden&oline, et valimid on périt erinevatest tldkogumitest.

Soltuvate valimite korral arvutatakse Z statistik vastavalt valemile

z=vnL, [1-43]
SV

kus n on vaatluspaaride arv, VV on vaatluste keskmine erinevus, Sy on vaatluste erinevuse standard-
halve.

Keskvadrtuste vahe usaldusvaarsuse kontrollimiseks tuleb Z statistiku vaartust vorrelda standar-
diseeritud normaaljaotusega. Selle tulemusena saadakse hinnang sisuka hiipoteesi usaldatavuse kohta.
Kui valimid on vaikesed ja/vdi tegemist ei ole normaaljaotusega, annab Z test p6hjendamatult kdrge
usaldusnivoo. Kui valimid on vaikesed ja vorreldavad tunnused on normaaljaotusega, siis saab
keskmiste vordlemiseks kasutada t jaotust ja Z testi asemel t testi. Kui tunnuste hajuvus on tGihesugune,
siis on nende keskmiste vahe standardhélve arvutatav valemi jérgi

oot jop 1
’ n, -n, n n,) [1-44]

Uldkeskmiste mitteerinevuse korral, see tdhendab nullhiipoteesi kehtimise korral on T statistik t
jaotusega o
T % = %,| [1-45]

S.
kus X, ja X,on vastavalt esimese ja teise valimi keskmine, s. on keskmiste vahe standardhalbe

hinnang vastavalt eeltoodud valemile ning t jaotust kasutatakse vabadusastmete arvuga (n; + n, — 2). t
test sobib ka normaaljaotusega vaikeste s6ltuvate valimite abil vorreldavate keskvaartuste vahe
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vordlemiseks. Sel juhul on vaatluste arv mélemas valimis sama ja t statistik arvutatakse samuti, nagu
eeltoodud Z statistik. Hupoteesi kontrollimisel vdetakse t jaotuse parameetriks n—1.

Mitteparameetrilised vordlusmeetodid

Mitteparameetrilised meetodid ei eelda andmete parameetrilist jaotust. Klassikalised mitte-
parameetrilised meetodid ei kasuta otseselt vaatlustulemusi, vaid nende erinevuse suunda (margitest)
vOi astakuid ehk suuruse jargi jarjestatud vaatluste jarjekorranumbreid (U test, W test). Kui kaks
valimit oluliselt ei erine, siis thiselt jarjestatud vaatluste reas on mdlema valimi komponendid hésti
segunenud. Kui valimid erinevad, siis tekivad Uhise rea algusesse vdi I6ppu Uhte vdi teise valimisse
kuuluvate vaatluste kogumid. Tunnuse jaotustlilp ei ole seejuures Uldse oluline, tunnus ei pea
tingimata olema pideval skaalal, kuid véartused peavad olema jarjestatavad. Mitteparameetrilisi teste
vOib kasutada ka normaaljaotusega tunnuste ja suurte valimite puhul, kuid enamikel juhtudel on need
parameetrilistest meetoditest vdhem vdimsad. See tdhendab, et osadel juhtudel &nnestuks
parameetrilise meetodiga nullhiipotees mber likata, mitteparameetrilisega see aga ei dnnestu.

Margitest

Margitest (sign test) on sBltuvate valimite t testi mitteparameetriline analoog. See test on kasutatav
muutumistendentsi olemasolu kontrollimiseks s6ltuvates valimites. Mérgitestiga saab kontrollida
valimite erinevust igasuguste jarjestatavate tunnuste puhul. Testiks on tarvis fikseerida vaid muutuse
suund igas vaatluspaaris. Kui erinevused n vaatlusest koosnevates valimites on juhuslikud, siis on
positiivsed ja negatiivsed muutused vBrdv6imalikud ning positiivsete ja samuti negatiivsete muutuste
arv on binoomjaotusega B(n;0,5). Vordse vaartusega vaatluspaarid vGib kas testi arvutamisest valja
jatta voi omistada neile véartus 0,5. Viimane variant on eelistatum juhul, kui erinevuse puudumine
vaatluspaaris on sisulise tdhendusega.

Wilcoxoni test

Wilcoxoni test on sbltuvate valimite t testi teine mitteparameetriline analoog. Selle testi
kasutamisel asendatakse arvtunnuse vaartused jarjekorranumbrite ehk astakutega. Mdlemas valimis
olevad vaatlused jérjestatakse (hisesse variatsiooniritta. Vordsed vaatlustulemused saavad Uhise
astaku, mis on nende jarjekorranumbrite keskmine. Valimite segunemise maara kirjeldamiseks
arvutatakse Wilcoxoni statistikud Wy ja W», mis on vastavalt esimese ja teise valimi astakute summad.
W statistikute Gigsust saab kontrollida valemi jargi

W, W, = (n, + nz)(r;1 +n, +1) r1.46)

Sisuka hupoteesi kehtivuse kontrollimiseks vorreldakse W véartust vaiksemate kriitiliste vaartus-
tega. Test sobib paremini selliste valimite vGrdlemiseks, kus ei ole korduvaid véartusi. Véikese
mahuga valimite jaoks on olemas tabelid W statistiku kriitiliste vaartustega (nditeks Tiit 1972). Samuti
saab W statistiku kriitilisi vaartusi kontrollida statistikatarkvaraga. Peale selle on W statistikut lihtne
Umber arvutada U statistikuks.

U =W, - n,(n, +1) [1-47]
2
U, =W, - nZ(n; +1) [1-48]
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Soltuvate vaatluste puhul saab kasutada ka Wilcoxoni astakmaérgitesti. Selle puhul tuleb
moodustada paariliste vaatluste vahede absoluutvaartuste variatsioonirida. Nulliga v6rduvad vahed
vBib vaatlusreast valja jatta. Iga vahe jaoks tuleb leida astak ja siis positiivsete astakute ja negatiivsete
astakute summa W- ja W+. Kui véartuste erinevused paarilistes vaatlustes on juhuslikud, on
negatiivsed ja positiivsed astakud astakute absoluutvéartuste reas uhtlaselt segunenud. Sisuka
hipoteesi kontrollimiseks vdetakse vaiksem statistikutest W— ja W+ ning vdrreldakse seda kriitilise
vaartusega.

Mann-Whitney U test

U test on sdltumatute valimite t testi mitteparameetriline analoog. U testi kasutamiseks peavad
uuritava tunnuse véartused olema jarjestatavad — tunnus peab olema pidev v8i omama palju vaartusi.
Testi kasutamiseks tuleb loendada esimese valimi iga vaatluse jaoks temast vdiksemate ja temaga
vOrdsete teise valimi vaatluste arv. Kui esimese valimi vaatlus on véiksem, siis liidetakse loendisse 1,
vOrdsete vaatlustulemuste korral liidetakse loendisse 0,5. Véiksemate vaatluste loend annab vahe-
statistiku U—. Suuremate vaértuste loendi vahestatistiku U+ arvutamiseks liidetakse vaatlusest suure-
mate vOi vOrdsete vaatluste arv teises valimis. V@rdsete mdotmistulemuste korral kasutatakse taas
koefitsienti 0,5. U statistikuna kasutatakse nendest kahest arvust vdiksemat. Ei oma tahtsust, kumba
valimit nimetada esimeseks voi teiseks. Arvutuste kontrollimiseks vdib arvestada, et U- + U, = n; -
n,. U statistiku vaartuse vordlemiseks kriitiliste vaartustega v6ib kasutada spetsiaalseid tabeleid
(nditeks Tiit 1972). Sisuka hlpoteesi saab vastu votta juhul, kui leitud U statistik on Kriitilisest
vaartusest vaiksem. U testi vBib kasutada ka sGltuvate valimite korral, kuid sellisel juhul on see palju
vadiksema vBimsusega kui margitest.

Wald-Wolfowitzi test

Wald-Wolfowitzi seeriatest (runs test) on sdltumatute valimite t testi teine mitteparameetriline
analoog, mis sobib kasutamiseks igasuguste kahevaartuseliste vaatluste puhul, mida saab teise tunnuse
alusel jadasse jarjestada. Test vBimaldab kontrollida, kas vaartused paiknevad jadas (mingil viisil
jarjestatud reas) juhuslikult v6i mitte. Juhusliku paiknemise korral on paljude samasuguste vaartuste
korvuti paiknemine véhetdendoline, samuti on vahetdenéolised véartuste korraparased paiknemismust-
rid. Mitmevéértuselise tunnuse saab alati klassifitseerida kahevéartuseliseks ja kontrollida sellise
jaotuse statistilist seost jada jarjestuse suhtes. Kahevaartuselise tunnusena voib késitleda ka vaatluse
kuuluvust (ihte voi teise valimisse.

Kui jada pikkus on n elementi (n, Uhe véartusega ja n, teise vaartusega), siis seeriate arv (N) selles
vOib muutuda vahemikus 2 kuni n. Pika vaatlusrea ning seeriate juhusliku arvu korral peaks seeriate
arv olema normaaljaotusega, mis v@imaldab kasutada Z statistikut. Seeriate arvu keskmine my
arvutatakse valemist

N = Zn;nz_kl,
n, +n, [1-49]

ja seeriate arvu standardhalve

— \/2n1n2 (2n1n2 - - nz) [1-50]

(nl + nz)z(nl +N, _1)
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ning Z statistiku saab leida
Ly =—— [1-51]

Z statistiku kriitilised véartused leitakse standardiseeritud normaaljaotuse tabelitest voi selle tde-
naosusfunktsiooni arvutava tarkvara abil.

1.4.3.2. Protsentide vordlemine

Protsent on suhtarv, seega kahevadrtuselise tunnuse karakteristik. Korduvalt mdddetud kahe-
vaartuselisi tunnuseid Kirjeldatakse binoomjaotusega. Kui mddtmiste arv on piisavalt suur (>60) ja
protsent ei ole vaga véike (<10%) ega vaga suur (>90%), siis vdib eeldada, et selle protsendi viga on
normaaljaotusega ja usalduspiiride arvutamisel voib kasutada ka eeltoodud vahendeid. Seejuures
Bernoulli muutuja dispersioon arvutatakse valemist DX = p(1-p) ja standardhédlve on ruutjuur
dispersioonist.

Binoomjaotusega muutujate (protsentide) erinevuse kontrollimisel ei saa enam lahtuda Bernoulli
jaotusest, mille puhul vaatluste arv (n) vordub thega. Suurte valimite pdhjal arvutatakse protsentide
erinevuse standardhélve s* jargmise valemi jargi. Edasine erinevuse kontroll toimub normaaljaotuse
abil.

S*:\/pl(l— p), P.(l-p,) (152
nl nZ
Véikese valimi puhul ei ole normaaljaotuse kasutamine keskmiste erinevuse kontrollimisel tldiselt
pohjendatud. Selle kasutamine vdib vaaralt viidata kdrgele usaldusnivoole. On olemas teisendus
(Fisheri ¢-teisendus), mille kasutamisel laheneb jaotus valimi kasvades normaaljaotusele hoopis
kiiremini kui teisendamata protsentide puhul. Kui normaaljaotuse kasutamiseks peaks binoom-
jaotusega tunnuse valimi maht olema véhemalt 60, siis Fisheri ¢-teisenduse kasutamisel piisab
keskmiste vordlemiseks normaaljaotuse abil umbes kimnest vaatlusest. ¢-teisendus arvutatakse
valemi jargi
@ = 2arcsin \/F [1-53]

kus p tahistab katsetulemuse (he variandi (eduka tulemuse) tdendosust. Olulisuse hindamiseks
kasutatav statistik Z arvutatakse valemist
Z — ¢1 B ¢2

1 1
\/ + [1-54]
n-3 n,-3

Edasine erinevuse kontroll toimub Z testi abil.

1.4.3.3. Jaotuste vordlemine

Eelnevalt kasitleti kahe ldkogumi keskvaartuste erinevuse testimist. Erinevus Gldkogumite vahel
ei pruugi aga valjenduda keskvaartuses. Kahe tunnuse keskmised vdivad kull samad olla, aga jaotuste
kuju on erinev. Jaotuste v@rdlemise meetodid aitavad leida ja tGestada faktorite mdjusid ning
kontrollida andmete jaotustiilibi vastavust eeldatavale, nditeks normaaljaotusele.
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Sansside suhe

Sansside suhet (odds ratio — OR) kasutatakse {ldjuhul kahe binaarse tunnuse vahelise seose
kirjeldamiseks. Sanssi maéaratletakse kui vdimalike variantide (nahtuse esinemise ja puudumise)
vahekorda; nditeks emasloomade arv isaste arvu suhtes. Sansside suhte kasutamisest
klassifikatsioonitdpsuse hindamisel on juttu peatiikis 2.3.7.4.

Kahevaartuselise tunnuse puhul saab Sansside suhte arvutada 2 x 2 sagedustabelist selle (ihte pidi
diagonaalil olevate vaatluste arvu v8i nende osakaalude (p;, 0.) korrutise ja teistpidi diagonaali olevate
vaatluste arvu voi osakaalude (p, g;) korrutise suhtena.

OR — pi/ Q1 _ pQ ' [1.55]
pz2/Q2 P2 Q1

Kuna Sansside suhte logaritm ehk logit on ligikaudu normaaljaotusega, siis saab Sansside suhte
usalduspiirid leida selle standardvea abil: 1,96 - SE(In(OR)). Risttabelist lahtritega a, b, ¢, d saab
Sansside suhte standardviga (SE) hinnata valemiga

SE(In(OR)) = \/§+%+%+%. [1-56]

X? test

Empiirilist ja teoreetilist jaotust vordlevaid teste nimetatakse sobivustestideks (goodness of fit
test). Taisarvuliste muutujate sobivustestina kasutatakse kdige enam »* testi (hii-ruut test). »* jaotusega
on standardse normaaljaotusega muutuja ruut. x* test vordleb mingite nahtuste loendamise tulemusel
saadud sagedusjaotusi jaotustega, mis oleksid oodatavad tunnustevaheliste seoste puudumisel (Ho).
Kuna pidevaid tunnuseid saab jagada véartusklassidesse, on test rakendatav ka arvuliste ja jarjestatud
tunnuste korral, kuid klassipiiride mééaramise suvalisuse t6ttu seda ei soovitata.

% testi kasutamisel tuleks jalgida, et iihtegi oodatava jaotuse klassi ei langeks liiga vdhe (<5)
vaatlusi. Vastasel juhul ei ole testi tulemused usaldatavad, sest nullsageduste korral tekib »* statistiku
arvutamisel nulliga jagamine ehk madramatus. Samuti eeldab »? test, et kdik iksikvaatlused on
tiksteisest s6ltumatud.

Hii-ruut testi kasutamiseks peab valimi suurus olema piisav, et nullhlipoteesi
korral oodatavas jaotuses jaaks igasse kategooriasse vahemalt 5 vaatlust

5 testi saab kasutada nii kahe empiirilise jaotuse kui ka empiirilise jaotuse ja teoreetilise jaotuse
erinevuse olulisuse kontrollimiseks. Sageduste summa teoreetilises ehk oodatavas jaotuses vdrdub
nihketa hinnangu puhul sama summaga empiirilises jaotuses. Kui »* testiga soovitakse kontrollida vaid
kahe empiirilise jaotuse kuju erinevust, tuleb vorreldavate valimite mahud vordseteks normeerida.
Esimese valimi mahu normeerimiseks teise valimi mahule vastavaks tuleb sagedused esimeses
jaotuses korrutada teise ja esimese jaotuse summade suhtega.

¥ testi kasutamiseks maaratakse iga klassi kohta vaadeldud véartuste esinemiskordade arv (em-
piiriline sagedus — Fenp) ja teoreetiline sagedus, mis on oodatav sagedus eeldades nullhipoteesi, et
molemad valimid on juhuslik véljavote Uhest ja samast Uldkogumist (oodatav sagedus — Feyp).
Teisisdnu, teoreetiline sagedus on oodatav sagedus juhul, kui vaadeldavad tunnused teineteisest ei
s6ltu. Oodatava sageduse arvutamine lahtub t6endosuste korrutamise reeglist: sdltumatute juhuslike
sindmuste koosesinemise t6endosus vordub Uksiksiindmuste t6endosuste korrutisega. Sagedustabeli
puhul tdhendab see, et oodatav sagedus tabeli igas lahtris vordub lahtrile vastav reasumma korrutatud
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vastava veerusummaga ja jagatud vaatluste tldarvuga. Oodatava ja tegeliku jaotuse vahelise erinevuse
olulisuse hindamisel arvutatakse y* statistik valemist

< (F,., —F..f
2 emp exp [1_57]
Z - Z ’
J I:exp
mida kahe empiirilise jaotuse vahelise erinevuse vordlemisel voib véljendada ka jargmiselt:
< (Fams = Fop ) & Fapz = Fo ) 1-58
ZZ _ Z( empl exp) +z( emp2 exp) , [ ]
j Fexp i FeXp

kus k on vaartusklasside arv, j on vaartusklassi indeks, Fe, valemis [1-58] tahistab oodatavate
sageduste jaotust eeldusel, et empiirilised jaotused on périt samast tldkogumist.

Kui sagedusjaotus vastab tapselt nullhiipoteesi korral oodatavale, siis y* = 0. Kui » statistik on
suurem kui df vabadusastmega y* jaotuse taiendkvantiil, tuleb vastu vétta sisukas hiipotees, et jaotused
on erinevad. Kui »* on véiksem kriitilisest vaartusest, siis tuleb jaada nullhiipoteesi juurde. Vabadus-
astmete arv (df) avaldub sagedustabeli ridade arvu k ja veergude arvu m kaudu ja ei Utle otseselt
midagi seose tugevuse kohta, statistilise seose tugevuse madtmiseks on mitmesugused seosekordajad.

df =(k-1)-(m-1) [1-59]

Eeltoodu oli Pearsoni pakutud klassikaline ? test, mis lahtub ruuthalbe minimeerimise ndudest. 5
statistikut saab arvutada ka lahtudes tepérasuhte statistikust (likelihood ratio). Testi nimetatakse G
testiks ja see sisaldab nullmudelist saadud ja katsest saadud suhteliste sageduste (Pexp ja Pemp) suhet.

k

G=2>P,,In i

emp

j Pexp [1'60]

Statistik G on ligikaudu y* jaotusega, mille vabadusastmete arvuks on sdltumatute vaatluste arv k.

Kolmogorov-Smirnovi test

Kolmogorov-Smirnovi testi saab kasutada pidevate tunnuste vordluseks. Valimid v8ivad seejuures
olla véiksemad kui »* testil. Test vérdleb jaotusfunktsioonide maksimaalset erinevust. Tuletame
meelde, et jaotusfunktsiooni vadrtuseks kohal x on tdendosus, et tunnus omab sellest argumendist
vadiksemat vOi vordset vaartust. Kui eelnevalt ei ole teada, kumb jaotusfunktsioon kasvab kiiremini,
tuleb otsuse langetamiseks leida empiiriliste jaotusfunktsioonide maksimaalse erinevuse absoluut-
vadrtus ja vorrelda seda kriitilise vaartusega. Kui leitud erinevus D on véiksem kui kriitiline vaartus,
tuleb j&&da nullhiipoteesi juurde ja tddeda, et ei ole piisavat alust arvata, et jaotused oleksid erinevad.
Kui on pdhjust arvata, et tihes kindlas tildkogumis on suuremad véaartused sagedamad kui teises, vOib
kasutada thepoolset sisukat hiipoteesi ja jaotusfunktsioonide maksimaalse erinevuse absoluutvaartuse
asemel jaotusfunktsioonide maksimaalset vahet.
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Dispersioonide vérdlemine

Suurte valimite puhul kasutatakse dispersioonide erinevuse usaldusnivoo madramiseks F testi. F
statistik arvutatakse jargmise valemi jargi

S

F =~ -
:? [1-61]

2
1

kus s; on (he valimi standardhalve, s, on teise valimi standardhélve, kusjuures 5% >5,%

F statistiku vééartust vorreldakse kriitilise vaartusega, vabadusastmete arvuks voetakse (n;+n,—2).
Dispersioonide vordlemisele on rajatud dispersioonanaliiis (ANOVA), mida kasitletakse omaette
peatiikis (ptk 1.5.4).

Tarkvara

Mitmeid statistilisi teste, sealhulgas mitteparameetrilisi, saab teha Vassar College veebilehel
(http://vassarstats.net) ja California Glikooli Java tarkvara kasutaval veebilehel Statistics Online
Computational Resource — SOCR (http://www.socr.ucla.edu). Microsoft Excelil on statistilise analisi
lisapakett Data Analysis Toolbox. Kui seda meniili tooriistade osas ei ole, tuleb see lisamoodulitest
valida.

Mérgitestiks sobib ka Exceli binoomjaotuse funktsioon. Selleks tuleks lisaks vaatluspaaride arvule
n leida harvemini esinenud muutuste arv m ja kasutada neid funktsiooniga BINOMDIST(m; n; 0,5;
TRUE), mis annab domineeriva muutuse olulisuse téendosuse thepoolse hipoteesi korral (teistpidi
muutuse domineerimine oli vélistatud). Positiivsete muutuste arvu saab leida Exceli funktsiooniga
IF(tingimus, 1, 0), mille tulemus on 1, kui tingimus on tdidetud. Tingimuseks vdib olla, et ihe veeru
lahtris on vaiksem arv kui teise veeru vastavas lahtris. VVOrdsete vaartustega vaatluspaarid peaksid
arvesse minema kaaluga 0,5.
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1.5. Andmeanallius

1.5.1. Juhuslik vektor

Mitmest juhuslikust tunnusest koosnevat komplekti nimetatakse juhuslikuks vektoriks. Iga kompo-
nendi jaotust eraldi nimetatakse marginaaljaotuseks ehk aarejaotuseks, kuna sagedustabelis paikneb
see aarmises veerus. Vektori enda jaotust nimetatakse aga komponentide (ihisjaotuseks. Uhisjaotus
sisaldab eneses lisaks kdigi komponentide marginaaljaotustele veel teavet komponentide omavaheliste
sOltuvuste kohta. Andmed diskreetse kahemddtmelise juhusliku vektori kohta esitatakse tavaliselt
risttabeli kujul (tabel 2). Risttabel v6ib sisaldada tGendosusi, summasid, sagedusi v6i muid
thisjaotuse parameetreid. Sagedustabel on risttabeli erijuht, kus esitatakse Uhisjaotuse véartuste
esinemissagedusi. Jaotustabelis esitatakse thisjaotuse vaartuste tdendosusi.

Tabel 2. Kahemdotmelise vektori kujutamine jaotustabelis. X;...Xx ja yi...yn — vadrtused teljel X ja Y,
P11...Pxn — Vadrtuskombinatsioonide tGendosused.

X\Y V1 Y2 Yh Px
X1 P11 P12 P1in P1.
X2 P21 P22 - P2n p2.
Xk Px1 Px2 - Pxn Pk.
Py P.1 P2 Ph 1

Tabelil on pais, mis selgitab tabeli sisu. Veeru i ja rea j ristumiskohas paikneb téendosus (pj), et
juhuslik vektor (X,Y) on vaartusega (xi, y;). Kusjuures i =1, ..., kjaj =1, ..., h. Tabeli parempoolses
veerus on komponendi X ja alumises reas komponendi Y jaotus. Uhisjaotuse suhtes on need
adrejaotused.

Kui Uhe jaotuse komponendi jaotus on mingil moel fikseeritud (on maaratud mingi tingimus), siis
teise komponendi jaotus on tinglik jaotus. Tdendosust, et X = x; tingimusel, et Y = y; tahistatakse P(X
=Xi| Y =yj) ja see vOrdub jaotustabelis p;j/ p;. See tahendab, thisjaotuse komponendi tGenaosuse ja
marginaaljaotuse vastava véartuse suhtega.

Juhusliku vektori uurimise eesmargiks on enamasti selle komponentide vahelise sdltuvuse kirjelda-
mine vOi seose olemasolu téestamine. Juhuslik suurus X ei s6ltu juhuslikust suurusest Y, kui X kdik
tinglikud jaotused on omavahel vordsed. Juhuslikud suurused X ja Y on sBltumatud parajasti siis, Kui
juhusliku vektori (X,Y) tdendosusfunktsioon avaldub marginaalsete tdendosusfunktsioonide korrutise-
na. Jaotuste kaudu avaldades: juhuslikud suurused on sdltumatud, kui juhusliku vektori (X,Y) jaotus
Pyy vOrdub marginaaljaotuste korrutisega.

[1-62]

Juhuslike suuruste sdltumatus on vastastikune. Kui juhusliku vektori komponendid on sdltumatud,
siis maaravad marginaaljaotused Uhisjaotuse téielikult. Juhuslike suuruste vaheline sdltuvus on seda
tugevam, mida tapsemalt vBimaldab he suuruste vaartuste teadmine madrata teise juhusliku suuruse
vaartusi. Soltumatute suuruste puhul ei lisa Uhe muutuja véartuste teadmine mingit teavet teise
muutuja véartuste kohta.
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1.5.2. Seosekordajad

Juhuslike suuruste omavahelise s@ltuvuse iseloomustamiseks kasutatakse mitmesuguseid
seosekordajaid. SGltumatute tunnuste puhul ei ole vdimalik ennustada the tunnuse véaartuste jérgi
teise tunnuse tdendolisi véartuseid. Soltuvate tunnuste puhul ei ole Ghe tunnuse véartused teise
tunnuse véaartuste suhtes téiesti juhuslikud ehk esineb seos. Seega, teades ihe tunnuse véartuseid on
vOimalik teha ennustus teise tunnuse véértuste kohta. Kahe arvtunnuse vahelist statistilist seost ehk
korrelatsiooni mdddetakse ja kirjeldatakse mitmesuguste seosekordajatega. Tulemuste interpretee-
rimisel on seejuures oluline meeles pidada, et korrelatsioon ei pretendeeri pohjuslikkuse kirjeldami-
sele. Vdimalik on ka, et tunnused on sama-aegselt sdltuvad aga ei ole korreleeritud.

Kahe tunnuse Uhisjaotuse graafilist esitust nimetatakse korrelatsioonivéljaks. Korrelatsioonivlja
vOib kujutada punktdiagrammi kujul hajuvusdiagrammina, regressiooniellipsina, isoliinide ehk sama-
joontega v&i erinevate vérvitoonidega. Uhe pideva tunnuse (funktsioontunnuse) oodatava vairtuse
sOltuvust teise pideva tunnuse (argumenttunnuse) vaartusest nimetatakse regressiooniks. Regressioon
on hepoolne seos (joonis 1-13). Regressiooniseost saab kirjeldada mudeliga, mida vGib omakorda
esitada vOrrandi kujul, seost iseloomustava joonena, mida nimetatakse regressioonijooneks voi
regressioonipinnana. Regressioonimudel sobitatakse vaatlusandmetele nii, et funktsioontunnuse
vaartused halbiksid mudelist voimalikult vahe ja héalvete keskvaartus oleks null.

Korrelatsioon on kahepoolne seos, regressioon thepoolne; kumbki ei pruugi
véljenda p&hjuslikku seost

100 - . 100 -
E A ° £ B
E 90 1 £
) )
T80 A s
£ £
[ [
> 70 A -4
2 g
I I 3
°EJ uEJ 50 LS &
B %07 y=1,008x -11,75 3 y=0,569x +31,89
(7, 8 ° 7,
40 T T T T T 1 40 T T T T T |
40 50 60 70 80 90 100 40 50 60 70 80 90 100
Sademeid septembris [mm)] Sademeid novembris [mm]

Joonis 1-13. Seosed septembri ja novembri paljuaastase keskmise sademete hulga vahel Eesti
ilmavaatlusjaamades korrelatsioonivéljana ja lineaarse seose regressioonijoon. A — novembrikuu sademete hulga
sOltuvus septembri sademete hulgast, B — septembri sademete hulga sdltuvus novembri sademete hulgast.
Andmed Jaagus et al. (2010). Kuna ldhteandmed on paljuaastased keskmised, siis ei saa nende seoste alusel teha
jareldusi (ksikaasta kohta, vaid ilmavaatlusjaamade kohta. Kohad, mis on sademeterikkad novembris, on
suhteliselt sademeterikkad ka septembris. Regressioonijoone tdus ja mudeli parameetrid on erinevad, sest
novembri keskmine sademete hulk varieerub vaatlusjaamade vahel enam kui septembri keskmine.

1.5.2.1. Kovariatsioon

Kovariatsioon on kahe muutuja keskmisest halbimise korrutise ootus. Kui juhuslike suuruste X ja
Y kovariatsioon erineb nullist, siis ©eldakse, et need juhuslikud suurused on Kkorreleeritud.
Kovariatsioon ja korrelatsioon vdivad olla nii positiivsed kui negatiivsed. Kovariatsiooni suurus sdltub
nii kummagi Uksikmuutuja suuruste hajuvusest keskvaartuse Umber kui ka hajuvuste samasuu-
nalisusest. Kui X suurenedes Y keskmiselt suureneb, siis on X ja Y kovariatsioon positiivne. Kovariat-
siooni muutujate x ja y vahel arvutatakse jargmise valemi jargi
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"(x. =Xy, -V
oV, ¥) = PICEEDY (7 y)_ [1-63]
n-1
1.5.2.2. Korrelatsioonikordaja

Korrelatsioonikordaja ehk standardhélvetega normeeritud kovariatsioon on juhusliku vektori
komponentide kovariatsiooni suhe nende komponentide standardhélvete Kkorrutisse. Tanu normee-
rimisele on korrelatsioonikordaja alati vahemikus -1...+1 ja erinevatest andmetest arvutatud
korrelatsioonikoefitsiendid on omavahel vorreldavad. Korrelatsioonikordaja téhistus on r voi R.

R— >0 =xXy, ) _ cov(x, y)
N D ) [1-64]

Pearsoni korrelatsioonikordaja (Pearson's product moment correlation) mdddab normaal-
jaotusega juhuslike muutujate vastastikust lineaarset s6ltuvust. Kui suurused muutuvad dldiselt sama-
suunaliselt, on tegemist positiivse, ning kui vastassuunaliselt, siis negatiivse korrelatiivse sdltuvusega.
Korrelatsioonikordaja absoluutvéértus naitab lineaarse seose tugevust. Mida vadiksem on punktide
hajuvus regressioonisirge Umber, seda lahedasem on korrelatsioonikordaja absoluutvaartus uhele.
Seose tugevuse verbaalsel iseloomustamisel nimetatakse seost ndrgaks juhul, kui |R|<0,3: keskmi-
seks, kui 0,3<|R[<0,7 ja tugevaks, kui IR|>0,7.

Pearsoni korrelatsioonikordaja néitab lineaarse seose tugevust ja suunda
kahe normaaljaotusega tunnuse vahel

Lineaarne korrelatsioonikordaja on kergesti mdjutatav Uksikute tugevasti kdrvalekalduvate maot-
mistulemuste (erindite) poolt. Korrelatsioonikordaja usalduspiiride ja seose olulisuse hindamiseks
korrelatsioonikordaja alusel peaksid uuritavad tunnused olema normaaljaotusega. Kui on pdhjust
arvata, et tunnused ei ole normaaljaotusega, tuleks seose tugevuse hindamiseks kasutada astak-
korrelatsiooni kordajat v8i mdnda teist mitteparameetrilist meetodit (ptk 1.5.2.3).

Korrelatsioonikordaja olulisus ja usalduspiirid

Korrelatsioonikordaja olulisuse ja usalduspiiride arvutamine eeldab tunnuste normaaljaotust. Mitte-
normaaljaotusega tunnuse korral vGib korrelatsioonikordajat kasutada seose tugevuse iseloomustami-
seks, kuid mitte hupoteeside tBestamiseks. Iteratiivsete meetoditega on siiski naidatud, et valimi
piisava suuruse korral (>100 vaatluse) andmete normaaljaotuse puudumine enamasti ei mdjuta
tulemust maérkimisvéarselt. Korrelatsioonikordaja usutavust voib olulisemalt mdjutada valimi
heterogeensus, kolmandate (varjatud) faktorite mdju ja seose mittelineaarsus. Siinkohal tuleks
veelkord rhutada, et korrelatsioon ei pruugi Gldsegi tdhendada tunnustevahelise pBhjusliku seose
olemasolu. Mdlema tunnuse omavahel korreleeruvad véartused v@ivad olla tingitud mingist Uhisest,
aga uuringusse kaasamata pohjusest.

Nullhtpoteesi, mille kohaselt tunnused ei ole omavahel korreleeritud, on vimalik korvale llkata ja
sisukat hipoteesi, mille kohaselt tunnused on omavahel korreleeritud, saab korrelatsioonikordaja
alusel kontrollida juhul, kui tunnuste Uhisjaotus on kahemddtmeline normaaljaotus. Selleks tuleb
arvutada kas F statistik voi T statistik.

7. september. 2012 52


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

g_(n-2R* [1-69]
1-R?

_ R4yn-2
T RrR? [1-70]

R tahistab siin korrelatsioonikordajat ja n vaatluste arvu. Kui [T| > t 4, (t jaotuse o2
taiendkvantiili vabadusastmete arvuga n-2) voi |F| > F ,»,.. (F jaotuse o/2 taiendkvantiili
vabadusastmete arvuga 1 ja n—2). Samuti vdib nullhlipoteesi lugeda umberliikatuks, kui valimi jérgi
leitud korrelatsioonikordaja usalduspiiride sisse ei jaa null.

Korrelatsioonikordaja statistiline olulisus soltub vaatluste arvust ja korrelatsioonikordaja
vaartusest. Seos on statistiliselt olulisem korrelatsiooni kordaja suurema absoluutvéartuse ja vaatluste
suurema arvu korral.

T

Korrelatsioonikordaja statistiline olulisus sdltub vaatluste arvust ja
korrelatsioonikordaja vaartusest; muutujate normaaljaotus on eeldus

Valimi pdhjal arvutatud korrelatsioonikordaja jaotuse lahendamiseks normaaljaotusele arvutatakse
Fisheri z-teisendus
. 1 0 1+R L65
2 1-R’ [1-65]
Korrelatsioonikordaja usalduspiiride arvutamiseks leitakse valimist arvutatud korrelatsiooni-
kordajale vastav Glaltoodud Fisheri z statistiku vaartus. Seejérel leitakse z statistiku usalduspiirid
alltoodud valemite abil.

7. =1-7Z 1 [1-66]
) 5 An-=3
1
7 =2+7
+ N [1-67]

Z,, tahistab siin normaaljaotuse a/2 tdiendkvantiili ja a tdhistab usaldusnivood. Saadud usaldus-
piirid teisendatakse Fisheri poordteisenduse abil tldkogumi korrelatsioonikordaja usalduspiirideks.
Usaldusnivoo 0,05 juures on Z,, = 1,96. Fisheri teisenduse pdtrdteisendus on

2z
e -1
R= r .
e +1

[1-68]

Determinatsioonikordaja

Lineaarse korrelatsioonikordaja ruutu (r* v8i R®) nimetatakse determinatsioonikordajaks. See
naitab, kui suure osa tunnuste koguvarieeruvusest moodustab nende (hine varieeruvus. Uhise
varieeruvuse osa v0ib olla statistilise seose tugevuse mddduks.

Determinatsioonikordaja nditab, kui suure osa Uhe tunnuse varieeruvusest
kirjeldab teise tunnuse varieeruvus
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1.5.2.3. Mittelineaarse seose tugevuse mdotmine

Pearsoni R kaudu saab hinnata vaid normaaljaotusega lineaarse vdi lineaarseks teisendatud seose
tugevust ja olemasolu. Mittenormaaljaotusega monotoonse (Uhtlaselt kasvava vdi kahaneva) seose
puhul vBib kasutada mitteparameetrilisi korrelatsioonikordajaid (Spearmani p, Kendalli 7).

Mittemonotoonse seose tugevuse hindamiseks tuleks leida seost kdige paremini kirjeldav mudel
ning seejarel mddta mudeli ja tegelikkuse vastavust mone sobivustestiga. Kvalitatiivsete tunnuste
vahelist seost saab mddta ja vorrelda TSuprovi ja Guttmanni kordajatega, kuid viimased ei hinda seose
olulisust. Kvalitatiivsete tunnuste vahelise seose olulisuse hindamiseks on vaatluste klassidesse
jaotumisel pohinevad sobivustestid, naiteks y* test.

Spearmani astakkorrelatsioonikordaja

Spearmani astakkorrelatsioonikordaja p (roo) kuulub, nagu jargnevadki, mitteparameetriliste seose-
kordajate hulka ja ei sea eeldusi tunnuste jaotusele. Nii nagu teised mitteparameetrilised meetodid,
vahendab ka astakkorrelatsioonikordaja erindite mdju ning vBimaldab mddta ka mittelineaarsete
monotoonse tendentsiga seoste tugevust. Kordaja arvutamiseks tuleb mdlema tunnuse véértused eraldi
jarjestada ja méaarata iga vaartuse jarjekorranumber ehk astak. Astakute vaartustest leitakse
korrelatsioonikordaja. Juhul, kui korduvaid m&&tmistulemusi ei ole, saab kasutada valemit

6 d’ [1-71]

p=1- n(n? -1)’

kus d on Uhes paaris olevate vaartuste jarjekorranumbrite vahe, n on véaartuspaaride arv.

Astakkorrelatsioonikordaja mdddab seose monotoonsust — kas tihe tunnuse suurenedes suureneb
ka teise tunnuse vaartus.

Kendalli halbimissuundade korrelatsioonikordaja

Kendalli t (tau) nditab kahe tunnuse vordluses sama- ja vastassuunaliste vaatluspaaride suhtelise
sageduse erinevust. Paarid moodustatakse vaatluste kdigi omavaheliste kombinatsioonide vahel.
Kendalli z on, nagu ka p, kasutatav nii arvtunnuste kui ka jérjestatavate nominaaltunnuste korral. Kui
nii Uhel kui ka teisel tunnusel ei ole kokkulangevaid vaartusi, siis

ng—n,

3 N [1-72]

Kui kokkulangevaid véartusi esineb, siis
n,—n
T= —— ! [1-73]
\/(ns +n, —n, Jn, +n,—n,)
kus ns on samasuunaliste paaride arv, n, on vastassuunaliste paaride arv, n, on Uhe tunnuse
kokkulangevate vaartustega paaride arv, n, on teise tunnuse kokkulangevate vaartustega paaride arv, N

on paaride koguarv.

Kendalli tau védrtused on vahemikus —1 kuni +1, juhuslikkuse korral oodatav véirtus on 0. Kui
Spearmani p on astakutest arvutatud korrelatsioonikordaja, mis mdddab monotoonse seose tugevust,
siis Kendalli tau valjendab eelkdige tdendosust — tdendosuse, et kahe vdrreldava tunnuse vaartused on

7. september. 2012 54


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

samamoodi jdrjestatud ja tbBendosuse, et nad on erinevalt jérjestatud, vahet. Kendalli
korrelatsioonikordaja olulisuse kontrollimiseks saab kasutada statistikut Z, mis on nullhiipoteesi
kehtides standardiseeritud normaaljaotusega ja mida saab teades valimi mahtu n arvutada jargmiselt.

R
2(2n+5 [1.74]
9n(n-1)

Nagu eelpool margitud, ei sobi »? test kahe tunnuse vahelise seose tugevuse kirjeldamiseks. »
statistik s@ltub vaartuskombinatsioonide hulgast (tabeli suurusest) ja vaatluste arvust ning seetGttu ei
ole erinevatest tabelitest leitud »* statistikud vorreldavad. TSuprovi kordaja kasutab »* statistikut
vaatluste arvuga (n) ning  arvutamise tabeli ridade (m) ja veergude arvuga (k) normeeritud kujul

TSuprovi kordaja

T X [1-75]
nd(m-1)k -1)°

TSuprovi kordaja sobib seose tugevuse mddtmiseks koigil juhtudel, kui y* testi kasutamine on
p&hjendatud. Nominaalse seose madtmiseks kasutatakse ka y? statistiku ja vabadusastmete arvu suhet.

Goodman-Kruskali A

Goodman-Kruskali seosetugevuse kordaja ehk Goodmani ja Kruskali A (lambda) sobib
kasutamiseks nii véikese vaartustehulgaga arvtunnuste, jarjestustunnuste kui ka nominaaltunnuste kor-
ral. Pidevaid arvtunnuseid saab kasutada vaid klassifitseeritud kujul. Lahtub suurima tdepéra pohi-
mdttest — funktsioontunnuse vaartuseks prognoositakse argumenttunnuse iga vaartuse korral see
vaartus, mille esinemise sagedus on kdige suurem (lokaalne mood). Kui risttabeli ridades on
argumenttunnuse klassid ja veergudes funktsioontunnuse klassid, siis lokaalne mood on tabeli iga rea
see lahter, milles vaatluste arv on suurim.

I U

m
Zi Niv — Ny [1-76]
n-n,,

kus n on tunnuspaaride arv, ny on funktsioontunnuse moodi esinemissagedus, n.y on funktsioon-
tunnuse lokaalse moodi esinemissagedus, i on argumenttunnuse Kklassi indeks ja m on
argumenttunnuse klasside arv.

Lamda mdddab prognoosivigade osakaalu véhenemist tdnu argumenttunnuse kasutamisele ja on
seega asummeetriline seosekordaja. Juhuslikkuse korral, kui argumenttunnuse kasutamine ei védhenda
prognoosivigu, on A vaartuseks null. Kui argumenttunnus v@imaldab funktsioontunnuse Uheselt maéa-
rata, on A vadartuseks 1. Kui funktsioontunnusel puudub mood, siis ei saa 4 arvutada. 1 ei ole kunagi
negatiivne.
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1.5.2.4. Korrelatsioonimaatriks

Rohkem kui kahe tunnuse omavaheliste seoste tugevuse vdi olulisuse vBrdlemiseks vdib seosekor-
dajad koondada korrelatsioonimaatriksisse. Korrelatsioonimaatriks on turniiritabelit meenutav tabel,
mille nii veergude kui ridade pdises on vorreldavad tunnused. Maatriksi lahtrites on korrelatsiooni
tugevust voi olulisuse tdendosust iseloomustavad arvud.

1.5.3. Regressioonanallts

Regressioonanallius késitleb Ghe muutuja (funktsioontunnuse) vaartuste prognoosimist teise tun-
nuse (argumenttunnuse) vaartuste jargi. Funktsioontunnuse vaartuste arvutamise eeskirja nimetatakse
funktsiooniks. T&histatakse y = f(x) ja loetakse: tunnus y on tunnuse x funktsioon. Prognoosimiseks
kasutatava valemi ehk seose kuju ehk regressioonimudeli valiku langetab enamasti uurija oma
kogemuste pbhjal subjektiivselt Lahtuda vGib seejuures nii sisulistest kui arvutustehnilistest kaa-
lutlustest. Mudeli andmetele sobitamiseks ehk mudeli parameetrite leidmiseks on arvutusmeetodid.
Lihtsa lineaarse regressiooni korral on funktsioontunnus pidev ja seos lineaarne. Regressioonimudel
vOib aga sisaldada ka mitut funktsioon- ja argumenttunnust, samuti v8ib prognoositavaks tunnuseks
olla kahevaartuselise muutuja Uhe vOi teise variandi esinemise tdendosus. Klassikalise
regressioonanalidsi eeldused on:

O iga argumenttunnuse vaartuse korral peab funktsioontunnus olema normaaljaotusega ehk k&ik

tinglikud jaotused on normaaljaotused;

O funktsioontunnuse tinglike jaotuste keskvaartused peavad olema argumenttunnuse

funktsioonid E(Y|x)=f(x);

O funktsioontunnuse dispersioon peab olema konstantne;

O kui funktsioontunnuse tinglikud vééartused s6ltuvad tundmatutest parameetritest, peab

funktsioon olema nende parameetrite suhtes lineaarne.

Regressioonanallitsile vBib jargneda regressioonijadkide analiiiis, mis vBimaldab selgitada, miks
jai osa varieeruvusest kirjeldamata — kas ei ole regressioonimudeli kuju sobilik vdi m&juvad mingid
mudelist vdlja jadnud faktorid. Kui regressioonanaliilisi eeldused on tdidetud, peaks prognoosijaékide
keskvaartus kbigi argumenttunnuse vaartuste korral olema 0. Prognoosijadke vGib standardiseerida,
see vOimaldab hinnata tbendosust, et sellise suurusega prognoosijaék vois tekkida juhuslikult.

Kui eesmérgiks on vaid tunnustevahelise seose kirjeldamine, siis ei ole prognoosijaékide
normaaljaotuse ndude jalgimine tingimata vajalik. Ka normaaljaotuse puudumisel annab
regressioonanaltiiis prognoosi, kuid seejuures ei saa olla kindel, et leitud mudel annab sdltuva tunnuse
parima prognoosi. Peale selle ei ole normaaljaotusele tuginevad olulisuse hinnangud ja nendel pohinev
hiipoteeside kontroll pGhjendatud.

1.5.3.1. Regressioonivarrand
Lihtsa lineaarse funktsiooni graafik on sirge, mille vdrrandi saab kirjutada jargmiselt:

y=Db, +bX+e. [1-77]

Seejuures on regressiooni puhul funktsioontunnus y argumenttunnuse keskvéartus kohal x. Selles
funktsioonis on kaks parameetrit: regressioonikordaja (slope; b;) ja vabaliige (y-intercept; by).
Regressioonikordaja néitab funktsioontunnuse ootuse muutumist argumenttunnuse thikulise muutuse
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korral. VVabaliige néitab funktsioontunnuse vééartust juhul, kui argumenttunnuse véartus on null. Kui
mudel peaks esindama ka prognoositava tunnuse muutlikkust, siis lisatakse valemisse juhuslikku viga
kirjeldav parameeter ¢, mida nimetatakse prognoosijaagiks. Saadakse jargmine alltoodud regressiooni-
valem. Kui juhuslik viga on mudelisse kaasatud, siis prognoosib mudel oodatavaid vaartusi koos
nende hajuvusega, kui ei ole, siis oodatavat keskvaartust.

y=Db, +bXx+¢& [1-78]

Regressioonimudeli kasutamiseks tuleb leida regressioonikordajatele kdige sobivamad vaartused.
Regressioonanalliisis eeldatakse enamasti, et juhusliku vea véartused on normaaljaotusega ja seetottu
sobib by ja b, vééartuste leidmiseks vahimruutude printsiip. Selle kohaselt tuleb regressioonikorda-
jatele omistada vaartused, mille puhul funktsioontunnuse vadrtuste erinevuste ruutude summa
vaatlusandmetes ja regressioonivalemist arvutatult erinevad kd8ige vdhem. Seega pulitakse minimi-
seerida prognoosi summaarset vOi keskmist ruutviga. Graafiliselt tdhendaks see regressioonisirge
tdmbamist I&bi ristteljestikus oleva punktide parve nii, et punktide y-koordinaatide summaarne voi
keskmine kdrvalekalle regressioonisirgest oleks v@imalikult vaike. Seejuures tahistab vorrandi
parameeter b; regressioonisirge tdusunurga tangensit ja parameeter by funktsioontunnuse vaartust
regressioonisirge y-teljega l16ikumise kohas (st x = 0).

Regressioonisirge sobitatakse labi korrelatsioonivéalja minimeerides
funktsioontunnuse vigu, kuid mitte argumenttunnuse vigu; argumenttunnuse
puhul eeldatakse, et see on mdddetud veatult

Lineaarse regressiooni, nagu regressioonanalliisi puhul Gldse, tuleb silmas pidada, et regressiooni-
funktsiooni kasutamine véljaspool selle sobitamiseks kasutatud empiiriliste andmete muutumis-
piirkonda ei ole pdhjendatud. Keerukamaid regressioonimudeleid kasitletakse peatiikis 3.4.1.

Mitmetunnuselise ehk mitmese regressioonanaliitisi puhul kasitletakse funktsioontunnust séltuvu-
ses mitmest argumenttunnusest. Regressioonimudeli parameetrite leidmine toimub vdrrandsusteemi
lahendamisena. Mitmene regressioonanalliiis eeldab kas argumenttunnuste omavahelist sdltumatust
(mdjude liituvust ehk aditiivsust) v6i tunnuste koosmd@jude lisamist regressioonimudelisse. Mitme-
md6tmelist regressiooni, mis sisaldab mitut funktsioontunnust, késitletakse statistilise modelleerimise
peatiikis (ptk 3).

1.5.3.2. Regressiooni vastavus andmetele
Iga uuritava objekti empiirilise médtmisega kaasnevad juhuslikud hélbed, mida vdib kasitleda kui
vaatluse all mitteolevate faktorite mdju. Enamasti ei ole funktsioontunnuse vaartused méaaratud vaid
tihe argumenttunnuse poolt. Juhuslike vigade kohta eeldatakse, et need on erinevate vaatluste puhul
s6ltumatud, nende keskvaartus on null ja nende standardhalve on konstantne — see tdhendab oodatav
viga on sama suur argumenttunnuse iga vaartuse puhul. Juhuslike hélvete dispersiooni hinnangut
nimetatakse keskmiseks ruutveaks ehk jadkdispersiooniks — tahistus s>

2 _ i ' [1-79]
n-2

kus n on vaatluste arv, y; on prognoositava tunnuse y mdddetud vadrtus i-ndal vaatlusel, §/i on
prognoositava tunnuse y mudeli abil hinnatud vaéartus i-ndal vaatlusel.
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Ruutjuurt jaékdispersioonist nimetatakse regressioonimudeli standardveaks ehk prognoosiveaks
ehk jaakstandardhalbeks (standard error of residuals). Jaakstandardhdlve iseloomustab
funktsioontunnuse hajuvust regressioonijoone Umber.

Lihtsa lineaarse regressiooniseose olulisuse kontrollimiseks kasutatakse F statistikut vabadus-
astmete arvuga 1 ja n — 2. F statistikuks vbetakse regressiooni kirjeldatud muutlikkuse ja jaakdisper-
siooni ehk kirjeldamata muutlikkuse suhe. Selle saab arvutada ka determinatsioonikordaja alusel, mis
naitab millisel maéral argumenttunnuse teadmine vGimaldab funktsioontunnuse véartust tapsemalt
hinnata ehk millise osa kogudispersioonist kasutatud mudel &ra kirjeldab.

F=(n-2)= = . [1-80]

Kui statistik on suurem kui F statistiku kriitiline vaartus etteantud olulisuse nivoo ja vabadus-
astmete arvu juures, saab vastu votta sisuka hlipoteesi.

Regressiooni kui prognoosi usalduspiiride arvutamisel tuleb vahet teha prognoosi usalduspiiridel ja
tiksikvaartuste usalduspiiridel. Prognoosi usalduspiirid arvestavad vaid regressioonivérrandi parameet-
rite hindamise tapsust, uksikvéaartuse usalduspiirid arvestavad ka tksikvaartuste juhuslikke hélbeid.
Regressioonisirge ja Uksikvadrtuste usalduspiiride arvutamine eeldab regressioonivigade normaal-
jaotust.

Regressioonimudeli seletusvdime kontrollimiseks kasutatakse ka jaé&kide analuitisi. Regressiooni-
jaagiks (residual) nimetatakse tegeliku mddtmistulemuse ja argumenttunnuse sama véartuse puhul
oleva prognoosi vahet. Kdige kujukam on koostada jaékide graafik hajuvusdiagrammina, mille hel
teljel on jadgi vaartus ja teisel kas argumenttunnuse vaartus, funktsioontunnuse prognoos, vaatluse
jarjekorranumber v&i mingi regressioonimudelis kajastamata tunnus. Kui regressioonanaliisi eeldused
on tdidetud, peaksid koik jadkide graafikud olema Uhtlased punktiparved, milles positiivsete ja nega-
tiivsete jadkide arv on ligikaudu vordne ja milles jadkide varieeruvus ei sBltu graafiku argument-
tunnusest. Kui jadgid on oma standardhélvetega standardiseeritud, peaks jaékide jaotus olema standar-
diseeritud normaaljaotusega.

1.5.4. Dispersioonanaltits

Dispersioonanalitis (analysis of variance — ANOVA) on meetodite kompleks kahe v8i rohkema
tldkogumi keskvéértuste erinevuse kontrollimiseks.

Dispersioonanaliiiisi kdigus hinnatakse, kui suurt osa kogu valimi Ghisest
varieeruvusest on vBimalik kirjeldada faktorite tasemete keskvaartustega

Enamasti huvitavad uurijat ka keskvaartuste erinevuse v@imalikud pdhjused. P&hjuste
selgitamiseks mdddetakse voi muudetakse katse ajal uurijale huvi pakkuvaid ja eeldatavasti moju
avaldavaid tingimusi — faktoreid. Soltuvalt kasutatud faktorite arvust eristatakse Uhefaktorilist ja
mitmefaktorilist ehk faktoriaaldispersioonanallisi. Mitmefaktoriliste analiiiside puhul on uuritavaid
kogumeid gruppideks jagavaid faktoreid mitu. Mitme funktsioontunnuse korral nimetatakse anallisi
mitmemd6tmeliseks ehk kanooniliseks analiiusiks.
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Faktori vadrtusi nimetatakse faktori tasemeteks (levels). Tasemed on anallisis kasutatavad
vaartusklassid voi kategooriad. S6ltuvalt faktorite tasemete kombineerimise viisist eristatakse ristmu-
delit ja hierarhilist mudelit. Ristmudeli korral on vaatlused tehtud kdikv6imalikel faktorite tasemete
kombinatsioonidel. Hierarhilise mudeli korral on esimese faktori iga tase seotud vaid teise faktori
teatud tasemetega. Osa teise faktori tasemeid on esindatud kombinatsioonis esimese faktori mone teise
tasemega. Kui igal faktortunnusel on igal tasemel tehtud Uhepalju katseid, nimetatakse mudelit
tasakaalustatuks.

Kui jareldusi kavatsetakse teha vaid faktorite katseks valitud tasemetel, nimetatakse mudelit
fikseeritud mdjudega (fixed effects) ehk tasemetega mudeliks. Fikseeritud tasemetega mudel ja sellest
tuletatud jéareldused kehtivad vaid etteantud tasemete korral. Kui faktoril on palju erinevaid vaartusi ja
katses kasutatud tasemeid vaadeldakse juhusliku valimina faktori v@imalike tasemete hulgast,
nimetatakse mudelit juhuslike m&judega (random effects) mudeliks. Selle mudeli korral tehakse
jareldusi faktori kdigi tasemete kohta, ka nende kohta, mis on katses esindamata.

Dispersioonanaliiisi eeldused on:

O juhuslikud vead on ksteisest s6ltumatud,;

O  juhuslike vigade keskvéartus on null ja dispersioon on faktori kdikidel tasemetel (ihesugune

(dispersioon on homogeenne);
O koigi faktorite juhuslikud vead on normaaljaotusega;
O koik faktorite mdjud on aditiivsed.

Probleeme vdivad tekitada mittetasakaalulised valimid, puuduvad vadrtused, erindid ja faktorite
multikollineaarsus. Kui mdni eeldustest on tditmata, on sageli digem kasutada mdnda mittepara-
meetrilist dispersioonanalliiisi meetodit, néiteks Kruskal-Wallise testi.

1.5.5. Kruskal-Wallise test

Kruskal-Wallise test sobib kasutamiseks, kui klassikalise dispersioonanallisi eeldused ei ole tai-
detud v@i kui uurija ei ole eelduste taitmise osas kindel. Meeldetuletuseks, dispersioonanaliilis eeldab
juhuslike vigade normaaljaotust, Uksteisest s6ltumatust ja thesugust dispersiooni faktori koéikidel
tasemetel. Kruskal-Wallise testi puhul on ainsateks ndueteks s6ltuva tunnuse pidevus, voi jarjestatavus
ning paljude véartuste omamine. Eeldatakse, et kasutatavad valimid on juhuslikud ja s6ltumatud.
Valimite mahud vdivad olla erinevad. Test kasutab mdddetud suuruste asemel nende astakuid ja
aritmeetilise keskmise asemel mediaani. Kruskal-Wallise test kahe véartusklassiga on sama mis Mann-
Whitney test.
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1. Millisel juhul vBrdub muutuja dispersioon nulliga?

2. Kas lksiksiindmuse téendosust kajastab jaotusfunktsioon voi tdendosusfunktsioon?
3. Milleks standardiseeritakse tunnuseid?
4. Mida saab jareldada, kui empiiriline jaotus erineb oluliselt oodatavast jaotusest?

5. Kui suur on téendosus, et viie pojaga kéhrikkoera pesakonnas on kaks emast ja kolm isast poega,
kui eeldada, et isase jarglase stindimise t6endosus on 0,537

6. Oletame, et Opilaste teadmiste kontrolliks soovitakse kasutada testi, mis koosneb kimnest
kiisimusest, kusjuures igal kiisimusel on ette antud kolm vastusevarianti. Oletame, et test loetakse
sooritatuks, kui Gigesti on vastatud véhemalt kuus kiisimust. Kui suur on t8endosus test edukalt 1&bida,
kui vastaja teab vastuseid pooltele kiisimustele ja teiste kisimuste vastused margib juhuslikult?
Millised on vdimalused testi rangemaks muuta?

7. Olgu taignasse, millest valmistatakse 100 rosinakuklit, pandud 300 rosinat. Mitu Kkuklit on
oodatavalt ilma rosinateta eeldades, et taigna segamine tagab rosinate juhusliku paiknemise?

8. Kui suur on tdenédosus, et kahvatbmmetega taimedelt kogutud 50 puugi hulgas on védhemalt (ks
entsefaliidiviiruse kandja, kui viiruse kandjate osakaal kogu populatsioonist on 1%?

9. Uksikisiku jaoks ei ole lapse siind juhuslik, kuid rahva puhul vib laste siindi vaadelda juhusliku
protsessina. Oletame, et (ihe Kukimukimaa tdiskasvanud naise kohta on sellel maal keskmiselt 2,3 last.
Kui palju peaks 1000 selle maa 50-aastase naise hulgas olema viie lapsega emasid, kui lapsed
jaguneksid naiste vahel juhuslikult?

10. Kui suur on tdendosus, et aasal liblikaid puldes tabatakse kirju liblikas neljandana, kui lisaks
kirjudele pudtakse vaid valgeid? Eeldame, et kirjude ja valgete liblikate arvukused, mérgatavused ja
plutavused on vardsed.

11. Keskmiselt on viiesajalehekiljelise kasikirja lehekuljel 4,5 kirjaviga. Mitmel lehekiljel peaks
olema Ule kiimne vea, kui vea tekkimine on juhuslik protsess ja vea tekkimise tGendosus on kasikirja
kdikides osades sama?

12. Kahesajalehekdljelises kasikirjas on kokku 700 kirjaviga. Mitu lehekilge peaks olema vigadeta,
kui vea tekkimine on juhuslik protsess ja vea tekkimise tdendosus on kasikirja kdikides osades sama?
Millele viitab suurem vigadeta lehekiilgede arv?

13. Millal on Poissoni jaotuse tdendosusfunktsioon ligikaudu siimmeetriline?

14. Ida-Viru maakonnas on pddra elupaiku (metsamaad) 2280,07 km2. 1999.a. oli seal hinnanguliselt
823 pdtra. Mitmel ruutkilomeetril on ootuspdrane 4 voi enama pddra esinemine, kui pdtrade
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paiknemine oleks juhuslik? Mida v8ib arvata, kui vaatlusandmete jérgi nahti nelja- v8i enamapealisi
pddraseltsinguid suuremas arvus kohtades?

15. lda-Viru maakonnas on pddra elupaiku (metsamaad) 2280,07 km2, 1999.a. oli seal hinnanguliselt
823 potra. Mitu pdtra asuks oodatavalt tksikult (ainsana ruutkilomeetris), kui pdtrade paiknemine
oleks juhuslik?

16. Mis on nullhlipotees?

17. Mida uuritakse tGhepoolse, mida kahepoolse hiipoteesi abil?

18. Mis on slstemaatilise valikumeetodi eelis juhusliku valikumeetodi ees?

19. Kas juhuslike puude vanuse maddramine Tartu Toomemé&el esindab Eesti pargipuude keskmist
vanust? Pdhjenda vastust.

20. Mis vahe on keskmisel hélbel ja standardhélbel?

21. Kuidas tuleks vastata kisimusele: "Kui palju tuleks teha mddtmisi, et saaks etteantud tapsusega ja
etteantud kindlusega méadrata uuritava tldkogumi keskmist?"

22. Kas keskvaartus vdib olla suurem kui tlemine kvartiil?
23. Mis on dispersiooni mdotiihik?

24. Milline oleks sageduste tulpdiagramm (histogramm), kui y-teljel oleks vaatluste arv ja iga
kvartiilivahemiku kohta oleks (ks tulp? Mitu tulpa oleks, kui kdrged oleksid tulbad?

25. Kas juhusliku muutuja dispersiooni arvuline vaartus vGib olla vdiksem kui sama muutuja
standardhélbe arvuline vaartus?

26. Kas standardiseeritud muutuja keskvaartus vordub tihega?

27. Loodusmaastiku metsaservadest ning pdllumajanduspiirkonna heinamaadelt kutiti kokku 22
juhuslikku rebast ning toitumisanallisi jaoks uuriti nende mao sisusid. Uruhiirte alaldualuude arv
loodusmaastiku rebaste maosisus olid: 12, 10, 13, 14, 18, 10, 11, 12, 13, 12, 12, 13; ja
pdllumajandusmaastiku rebastel: 14, 17, 18, 16, 16, 15, 12, 11, 12, 14. Kui kindlalt lubab U test nende
andmete pohjal vaita tldiselt, mitte ainult uuritud isendite kohta, et kahes vorreldud elupaigatudibis
toituvad rebased uruhiirtest erineval maéral? Eeldame valimite esinduslikkust. Miks on selles
tlesandes réagitud valimist ja tldkogumist? Miks eeldatakse valimite esinduslikkust?

28. Vaadeldi 1090 rasvatihase reaktsiooni raudkulli topisele pesapaiga laheduses. 450st vaadeldud
isalinnust reageeris agressiivselt 320, emaslindudest nditas agressiivsust valja 420. Kui kindlalt lubab
x? test vaita, et eri sugu rasvatihaste agressiivsus potensiaalse vaenlase suhtes on erinev? Kas see
kindlustunne on teaduslikuks jarelduseks piisav?
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29. Kas korrelatsioonikordaja mdddab statistilise seose kuju, suunda, tugevust voi seose olemasolu
usaldatavust?

30. Mis vahe on argumenttunnusel ja funktsioontunnusel? Kumb kummast sdltub?

31. Mis on kovariatsiooni mgotiihik?

32. Kas korrelatsioonikordaja vaartus séltub muutujate médtuhikutest?

33. Mida néitab regressioonikordaja?

34. Zooplankteri kehapikkuse (x) ja biomassi (y) vahel leiti regressioon y = 3,3x — 35. Kas seda
vorrandit on digem kasutada biomassi hindamiseks kehapikkuse jargi voi kehapikkuse hindamiseks
biomassi jargi voi tikskdik kumba pidi?

35. Mida peaks dppejoud arvama, kui eksami vastustes on tudeng korrelatsioonikordaja vaartuseks
markinud 2,1?

36. Leia taringuviske tulemuse keskvaartus kuuetahulise v@rdkilgse thtlase kaaluga taringu puhul.
Mis on selle keskvaartuse maotuhik? Miks on taringu kuju ja raskuskeskme paiknemine oluline?

37. Kas y? testi jargi voib 95% kindlusega vdita, et roomav 6o6vilge (Goodyera repens) eelistab
mullakaardil oleva I6imise jargi liivmuldi, kui vaatluskohad jagunesid jargmiselt: liivmullal esines 35
korda ja puudus 22 korda, muudel muldadel esines 14 korda ja puudus 27 korda?

38. Mitmeks véartusklassiks peavad tunnuste véartused olema jagatud, et saaks kasutada hii-ruut testi?
39. Kas y? test vordleb keskvaartusi?

40. Kas y? testi sobib protsentide vordlemiseks?

41. Kas y? testi eeldab tunnuste vaartuste jéarjestatavust?

42. Milliste tunnuste vahelise seose olemasolu kontrollimiseks on y? test kasutatav, Spearmani p aga
mitte?

43. Mis on mediaani mootiihik?

44. Oletame, et meil on normaaljaotusega muutuja, mille keskvaartus on 1 ja standardhalve 2. Mitu
protsenti selle muutuja véartustest on oodatavalt suuremad kui 3?

45. Kahel vordse asustustinedusega uurimisalal vorreldakse valimite pdhjal rohukonnade arvukust
hektari kohta kuuel eri pdeval. Kui suur on tdendosus, et likskdik kummal alal on valimi pdhjal saadud

hinnang teisest suurem kdigil kuuel péeval?

46. Jadpangal triivivatele polaaruurijatele kavatsetakse visata varustust kahelt erinevalt lennukilt.
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Tdendosus Uhelt lennukilt visatud varustuse sattumiseks jadpangale on 0,5 ja teiselt lennukilt 0,8.
Milline on téendosus, et nad jadvad varustusest téiesti ilma? Milline on tden&osus, et nad saavad katte
véhemalt osa varustusest?

47. Kui suur on kahe teineteist valistava sindmuse koosesinemise tdendosus, kui kummagi siindmuse
esinemise téenaosus on 0,1?

48. Oletagem, et poisi voi tldruku sindimise téendosus on vordselt 0,5. Oletagem veel, et 100 000
elanikuga maal, kus mehi ja naisi on vdrdselt ning meeste ja naiste eluiga on vordne, otsustavad kdik
pered saada lapsi seni, kuni siinnib poeg ja seejérel nad rohkem lapsi ei saa. Milline on meeste ja
naiste vahekord sellel maal 100 pdlvkonna jarel?

49. Uks drimees oli mures, et lennukis, millega ta reisib, v6ib olla pomm. Ta uuris vélja, et pommi
olemasolu tdendosus lennukis on véike, kuid mitte piisavalt vaike tema jaoks. Nuiud votab ta alati oma
pommi endaga kaasa, sest kahe pommi samas lennukis oleku t6endosus oleks ju I6pmata vaike. Kas ta
kaitus Bigesti? Kui ei, siis kuidas talle selgitada, et ta eksis?

7. september. 2012 63


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

00

2. Kirjeldav andmeanaliiiis 0%
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Kirjeldav andmeanaltitis (exploratory data analysis — EDA) otsib seaduspérasusi andmetes ilma
eeldusi vOi hiipoteese kasutamata, vastandudes sellega statistiliste hiipoteeside testimisele ja para-
meetrite vadrtuste hindamisele ehk kinnitavale analtitsile (confirmatory analysis). Tagasi kirjeldava
analiisi juurde joutakse sageli ka juhul, kui planeeritud eksperimendist selguvad ootamatud,
esialgsetele hiipoteesidele mitte vastavad tulemused. Kirjeldav andmeanaliiiis kuulub induktiivsete
meetodite, Kinnitav analliis deduktiivsete meetodite hulka. Kirjeldava andmeanaliiisi puhul uuritakse
tavaliselt 1abi palju faktoreid ja kasutatakse erinevaid meetodeid.

Kirjeldav andmeanaliiiis hdlmab traditsioonilist kirjeldavat statistikat (keskvadrtuste arvutamine,
varieeruvuse Kirjeldamine, jaotuste ja mitme muutuja Uhisjaotuse kirjeldamine), ordineerimis- ja klas-
sifitseerimismeetodeid ning statistilise modelleerimise vahendeid, kui neid kasutatakse minimaalsete
eelnevate hipoteesidega. Kirjeldava andmeanalliisi juures omavad tahtsat rolli visualiseerimismeeto-
did, nagu funktsioonide visuaalne sobitamine, andmepunktide eemaldamise, lisamise vdi nihutamise
mdju vaatamine, erinevat tilpi graafikute koostamine ja omavahel kombineerimine. Piir kirjeldava
statistika ja modelleerimise vahel on hagune, kuna ka lihtsaid Gldistusi vGib mudeliteks nimetada.

Kirjeldav analliils on vajalik andmetest Ulevaate saamiseks, vajalike
teisenduste leidmiseks ja edasise uuringu kavandamiseks

Kirjeldava andmeanaliiisi meetodeid on kasutatud biomeetrias ja geobotaanikas juba alates kahe-
kiimnenda sajandi algusest. Matemaatilisse statistikasse t6i selle termini John W. Tukey 1970ndatel
aastatel (Tukey 1977). Tukey vordleb kirjeldavat andmeanaltitsi detektiivi tooga ja kinnitavat analGisi
kohtumenetlusega. Kirjeldav andmeanaliiiis on uurimisprotsessi esimene etapp, osa selles etapis leitud
tbendeid vbivad olla juhuslikud ja uuritava juhtumiga sisuliselt mitte seotud. Sellegipoolest, Kirjel-
davast andmeanallisist loobumine tdhendaks piirdumist vaid etteplaneeritud hiipoteeside kontrolli-
misega ja mitmed ootamatud tulemused jadksid saamata.

Kirjeldava andmeanaliilisi meetodeid kasutatakse lisaks loodusteadustele laialdaselt ka sotsiaal-
teadustes, poliitikas ja arijuhtimises. Majandustegevuses ja poliitikas tuleb otsuseid langetada ka olu-
korras, kus pdhjalikuks uurimiseks ei ole aega, kuid kiirest ebatdpsest hinnangust oleks siiski abi.
Usna ligikaudne on muuhulgas Gpilaste ja tudengite hindamine, sest tapne hinne ei ole eesmark,
millele tasuks vaga palju aega kulutada. Kujutlege kui kaua votaks eksam aega, kui eksamineerija
peaks vastajaid hindama sajandikhinde tdpsusega ja eksida ei tohiks. Enamasti on ka ligikaudne vGi
ebakindel hinnang parem kui hinnangu puudumine.

Kirjeldava analiilisi taastdhtsustamine on osaliselt seotud statistilise olulisuse liigse ja sisulist
tdhtsust mitteomava kasutamisega, mis on tekitanud vastuseisu statistiliste testide kasutamisele
tervikuna (Johnson 1999). Statistiliste hiipoteeside kasutamine on Gigustatum teadusharudes, mis
tuginevad matemaatiliselt rangetele teooriatele. Teooria loetakse Karl Popperi jargi kasutuskdlblikuks
seni, kuni vastupidist pole dnnestunud tdestada. Okoloogia ja maateaduste teooriad ei ole nii konk-
reetsed ja Uldkehtivad, et neid saaks mdne vaatlusega Umber likata. Suurem osa loodusvaatlustest
kirjeldab loodust ja kogub tdendeid (he voi teise kullaltki Gldsdnalise arusaama kinnituseks.
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2.1. Mitmekesisus

Mitmekesisust vdib pidada mitmemd&tmeliseks néhtuseks, sest see arvutatakse mitme tunnuse
alusel. Arvuna véljenduva koondhinnangu saamiseks kasutatakse indekseid. Klassikuuluvuse
mitmekesisuse indeksitega saab maéarata nii klassifitseeritud ruumiosade kui ka asukohast s6ltumatute
objektide mitmekesisust. Lahteandmeteks v6ib olla nii valim kui ka kogu uuritav andmestik. Kui
mitmekesisust on maératud korduvatest ja s6ltumatutest Uhetaolistest valimitest, saab mitmekesisuse
keskmise erinevuse olulisust statistiliste testidega kontrollida. Valimit kasutava uuringu puhul ei
pruugi kogu mitmekesisus valimis kajastuda.

Mitmekesisuse indekseid kasutatakse muuhulgas taime- ja loomakoosluste ning maastikustruktuuri
iseloomustamiseks. Elurikkust ehk elustiku varieeruvust jagatakse a, P ja y taseme mitmekesisusteks
(Whittaker 1972). o mitmekesisus ehk diversiteet on analtisiruudu voi vaatlusala sisene varieeruvus,
B mitmekesisus on vaatluskohtade vaheline ning y mitmekesisus on piirkondlik. a-mitmekesisuse
moodustavad liikide arv ja isendite jagunemine liikide vahel uurimiskoha v&i elupaiga piires; [-
mitmekesisus on mitme sellise koha vdi elupaiga liigifondide erinevus; y-mitmekesisus h6lmab nii
kohtade sisest (a) kui kohtade vahelist (B) varieeruvust suuremal ala, moodustudes kogu uuritava
piirkonna liikide koguhulgast ja isendite jagunemisest liikide vahel. Naiteks tabades kimnelt
uurimisalalt igast kiimme iihte liiki isendit, mis on aga igal uurimisalal eri liiki, siis a-mitmekesisus on
madal, kuid B-mitmekesisus kbrge — kohad on siseselt iihetaolised, kui omavahel erinevad. y-
mitmekesisus on sdltuvalt arvutuskéigust keskparane voi isegi suhteliselt madal. Analoogiliselt oleks
a-mitmekesisus korge ja B-mitmekesisus madal, kui kdik 10 liiki oleksid esindatud iga koha kiimne
registreeritud isendi hulgas.

Algselt on vy diversiteeti méaaratletud a ja B diversiteedi korrutisena (Whittaker 1972), teine ja
levinum méératus on, et y diversiteet on o ja B diversiteedi summa (Lande 1996). Ka [ taseme
mitmekesisuse tdhenduse ja mddtmise meetodite le on diskuteerinud VVeech et al. (2002), Jost (2007)
ja Jurasinski et al. (2009).

Mitmekesisuse indeks ei ole samatahenduslik, kui see on arvutatud erinevalt
maaratletud klassifikatsiooniliksuste alusel

Kuna liikide levik varieerub nii geograafilise ruumi kui ka keskkonnatingimuste gradientide suhtes,
peaks mitmekesisusel olema kaks komponenti: elupaikade vaheldumisele vastav osa ja igale liigile
omase ruumis paiknemise mustriga seotud osa. Teisele komponendile vdib lisada ka paiknemise
juhuslikkusest tingitud varieeruvuse. Indeksite véartuste vordlemisel on lisaks kasutatud valemile
oluline tahele panna ka kasutatavaid klassifikatsioonitiksusi (perekond, liik, eluvorm).

Enamkasutatud mitmekesisuse nditajad on taksonite v8i muude objektitlupide (Kklasside) arv
valimis, Simpsoni dominantsiindeks ja selle teisendused, Shannoni mitmekesisuseindeks ja selle
variandid ning Lorenzi kOverast arvutatav Gini indeks. Vahemkasutatud indeksitest mainiksime
Margalefi rohkuse (richness) indeksit SR (Margalef 1957).

sp (5-1) [2-1]
In(N)
Jargnevalt, kuni peatlki 2.1 16puni on kasutatud tahistust: N on uhikute (isendite) arv, s on

klasside (taksonite) koguarv, i ja j on klasside (taksonite) indeksid, d;j on klasside i ja j erinevus, p; on
klassi (taksoni) i osa, seega p; = n;/ N.
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Hurlberti liikide kohtumise tGendosus (probability of interspecific encounter) nditab teise liigi
isendiga kohtumise tdendosusest juhuslikult litkuvate mitut liiki isendite hulgas (Hurlbert 1971).

PIE) =3, - '\,'\l__q [2-2)

Ruutentroopia indeks (quadratic entropy index) arvestab klasside omavahelist erinevust (Rao
1982). Klasside erinevuse kaale saab lisada koéigisse mitmekesisuse ja Uhetaolisuse indeksitesse,
seades kaalu vordeliseks liigi summaarse erinevusega teistest liikidest (Ricotta 2002).

QZZ(dij pipj) [2-3]

Mitmekesisuse indeksites on pikemalt juttu publikatsioonides: Jost (2006), Salas et al. (2006),
Pinto et al. (2009).

2.1.1. Dominantsiindeks

Herfindahli v8i Simpsoni vdi Hirschmani dominantsiindeks (D) (Herfindahl 1950, Hirschman
1964, Simpson 1949) ehk Uhetaolisuse indeks muutub vahemikus 0...1, kus I8pmata suurt
mitmekesisust tahistab null ja téielikku thetaolisust vaartus tks. Majandus- ja Gigusteaduses tuntakse
seda eelkdige turu kontsentreerumist ja monopolide moodustumist mddtva Herfindahli indeksina,
Okoloogias Simpsoni indeksina.

D=3 p’ [2-4]

Sellisel kujul indeksi nullvaartus on teoreetiline abstraktsioon, miinimumvaartus reaalsetes
andmetes sdltub Uksuste arvust. Saamaks dominantsiindeksi oodatavat vaartust eeldusel, kui Uiksused
on vordselt esindatud ja sdltumata tiksuste arvust (s), saab kasutada teisendust

oot

Kuna 0Okolooge huvitab eelkfige mitmekesisus, mitte Uhetaolisus, siis on Simpsoni indeksit
teisendatud vastand- ja poordvaartuseks:

2
1- z Pi [2-6]
1

> p’ [2-7]

Dominantsi tihedus C (concentration of dominance) valjendub

1
C=———.
_mZ piz [2-8]

Siin on kasutatud naturaallogaritme, aga v6ib kasutada ka kiimnend- v6i kahendlogaritme, see on vaid
mdotihiku valiku kisimus. Indeksite vordlemisel peaksid médtihikud muidugi samad olema.

Dominantsiindeksi ruumiline versioon kasutab liikide (k) osakaale (px) vaatluspaarides.
Mitmekesisus Uhes vaatluspaaris vastab t6endosusele, et kahes vaatlusruudus i ja j, mis asuvad
vahemaaga h on erinevad liigid (Bennie et al. 2011).
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Hij :1_2 Pik P [2-9]
k=L

Koigi teatud vahemaaga paiknevate vaatluspaaride keskmine mitmekesisus (paired-sample
diversity) on sel juhul

1 S
H(h)zl_WZ(i,j)eN(h)kZ; Pic Pk [2-10]

kus N(h) on vahemaaga h vaatluspaaride arv, i ja j on vaatluste indeksid, k on liigi indeks ja s on
liikide koguarv.

Bennie et al. (2011) kujutasid graafikul H(h) s6ltuvust vaatlustevahelisest vahemaast h ja
erinevusest piki keskkonnagradienti analoogiliselt semivariogrammiga (ptk 5.3.3 ja 5.3.4). H(h)
teisendamiseks muutumisvahemiku poolest sarnaseks valemi [2-7] jargi arvutatud mitmekesisusele
kasutasid Bennie et al. (2011) teisendust

D(h)=——. [2-11]

2.1.2. Shannoni mitmekesisus

Shannoni mitmekesisuse (diversity) indeks (Shannon 1948) sdltub nii Uksuste arvust kui ka Uksuste
mahu Uhetaolisusest. Indeksi véartused algavad nullist, tlemist piiri ei ole. Shannoni mitmekesisuse
tahises on tavaks kasutada tilakoma H', kui peetakse silmas mitmekesisust suures tldkogumis, mida on
uuritud valikuliselt; mitmekesisust piiratud mahuga koosluses, kus kbik komponendid on é&ra loetud
vBi mdodetud, tahistatakse ilma tlakomata — H (Pielou 1977).

H= —Z pi(logz pi) [2-12]

Claude E. Shannoni publikatsioon A mathematical theory of communication (1948) pani aluse
informatsiooniteooriale. Shannon véttis kasutusele mdisted bit ja entroopia ning nditas, et teateid saab
saata nullide ja Uhtede jada abil. C.E. Shannon on ka intellektitehnika-alaste uurimuste autor ning
males ja teistes kahe méngija arvutimangudes kasutatava algoritmi tks leiutajatest. 1949. aastal ilmus
raamat A Mathematical Theory of Communication, mille C.E. Shannon kirjutas koos Warren
Weaveriga. Norbert Wiener on aga alusepanija teadusharule kiiberneetika, mida ta iseloomustas kui
juhtimist ja sidet loomas ja masinas (CYBERNETICS or Control and Communication in the Animal
and the Machine).

2.1.3. Lloydi Uhetaolisus

Lloydi Uhetaolisus (Lloyd ja Ghelardi 1964) on uhetaolisuse (evenness, equitability) klassikaline
maddik.
_H

H 'max
kus H'max = In(s ), s on taksonite arv, H on mitmekesisus Shannoni vorrandi jargi (ptk 2.1.2).

J [2-13]
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Uhetaolisust saab arvutada ka dominantsiindeksi baasil, kus tihetaolisuse maksimumvaartuseks on
dominants antud arvu tksuste vordse osa korral.

E— —In—Z:p,z [2-14]
H

max

2.1.4. Lorenzi kdver ja Gini indeks

Lorenzi kdver (Lorenz 1905) on graafik, mis kujutab suuruse alusel jarjestatud arvuliste vaartuste
tihetaolisust/ebavdrdsust kumulatiivsel kujul (joonis 2-1). Algselt ja senini kbige sagedamini
kasutatakse Lorenzi kdverat sissetulekute ebavdrdsuse iseloomustamiseks. Lorenzi kdver on aga
samahasti rakendatav igasuguste arvukogumite ihetaolisuse/erinevuse iseloomustamiseks.

Lorenzi kdver on kas uks-Uheselt tdusev sirge v8i négus joon. Kumer kuju ei ole véimalik, sest
diagonaalne sirge naitab taielikku vordsust ja sellest suuremat vordsust ei saa olla. Uhetaolisuse
graafiline esitus on kdnekas, aga vordlustes eelistatakse sageli arvulisel kujul méddikuid. Lorenzi
kdverast saab tuletada ebathtluse ehk Gini indeksi, mis on andmetes oleva ebavérdsuse suhe maksi-
maalse ebavOrdsuse suhtes. Seega Gini indeksi miinimumvaartus 0 ja maksimumvaartus 1. Gini
indeksi arvutamisreegli puhul on variandid. Kdvera ja diagonaali maksimaalne vahe kdvera 16pu
kdrguse (vaartuste summa) suhtes ei ndua erilisi arvutusi, kuid maksimaalset erinevust saab mdota
graafikul nii Ghe Kkui teise telje sihis voi siis risti diagonaaliga ning tulemus sdltub véartuste jaotumise
eripdrast. Jagades Lorenzi kdvera aluse pindala diagonaaljoone aluse pindalaga, arvestame koiki
kdverat moodustavaid vaartusi.

Lorenzi k8ver kujutab suuruse jargi jarjestatud muutuja kumulatiivset osa

08 - —_— kitid

= ===metssiga
06 4 poder Joonis 2-1. Lorenzi kéverad
’ = = kobras

monede ulukite kutitud arvust
aastal 2010 (andmed Mannil et
al. 2011), kittide arvust aastal
2009 (andmed Keskkonnateabe
Keskus) ja elanike arvust aastal
2012 (andmed Statistikaamet).
T Mérka, et kutid paiknevad Eesti

b2 3 4 5 6 7 8 9 101112 13 14 15 maakondade vahel palju dhtla-
Maakonnad muutuja kasvavas jarjestuses semalt kui elanikud.

e glanikud
0,4

0,2

Kumulatiivne osa koguarvust

Corrado Gini (1884-1965) oli mitmekiilgne Itaalia teadlane, kes huvitus sotsioloogiast, tdenéosus-
teooriast, majandusteooriast, bioloogiast ja statistikast (Giorgi 2005) ning kes on avaldanud ule 800
publikatsiooni.

Lorenzi kdvera konstrueerimiseks tuleb vdrdluse aluseks olevad arvud esmalt jarjestada suuruse
jargi kasvavas jarjekorras. Seejérel tuleks arvutada iga arvu kohas selle arvu ja kdigi sellest vdiksemate
arvude summa ehk kumulatiivne jaotus ning viimaks jagada kumulatiivse jaotuse iga vaartus
maksimumvaartusega. Saadakse Lorenzi graafikul kujutamiseks vajalikud kumulatiivsed osad.
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2.2. Sarnasus ja erinevus

Sarnasuskordajate abil v@rreldakse valimeid ja paljutunnuselisi objekte, nagu néiteks taime- voi
loomakooslusi v6i valjavotteid neist. Tunnusteks on seejuures taksonoomiliste Uksuste esinemine voi
puudumine v6i mingi ohtruse néitaja. Arvutada saab nii Gksuste- kui ka tunnustevahelisi sarnasusi.

Sarnasus on uldmadiste, mille m6dtmiseks on palju erinevaid mooduseid

Sarnasus on Gldmdiste, mille tdhendust on igal Uksikjuhul tarvis tdpsustada. Niisamuti, nagu suurus
on Uldmdiste ning Uksivordlustes kasutatakse suuruse erinevaid naitajaid — pikkus, laius, kdrgus,
paksus, tmberm@6t, mass ning nende Uksiknditajate erinevaid kombinatsioone. Erinevad sarnasus-
kordajad mdddavad sarnasust eri aspektidest ja seetbttu annavad erinevaid tulemusi, kusjuures ei saa
vdita, et moni neist oleks ekslik. Kisimus v6ib olla tihe vdi teise méddiku sobivuses mingi probleemi
ja andmestiku puhul. Sarnasuskordaja valimisel v@ib lahtuda jargmistest kriteeriumitest:

O arvutamise lihtsus,
kasutatavus teiste autorite poolt,
télgenduse loogilisus,
tundlikkus andmestikus esinevate sarnasuse tasemete juures,
teisendatavus teisteks sarnasuse voi kauguse mdddikuteks,
tundlikkus haruldaste liikide suure osakaalu suhtes,
tundlikkus liikide ohtruse erinevate vahekordade suhtes.

©O 000 0O

2.2.1. Sarnasuskordajad

Esimesena kasutas sarnasuse kvantitatiivset md@dtmist ja sarnasusmadra vordlemist Poola
antropoloog Jan Czekanowski uurides rahvaste antropomeetrilist sarnasust ja keelte sarnasust, muu-
hulgas ka balti keelte sarnasust slaavi ja germaani keeltega (Sottysiak ja Jaskulski 1999). Czekanowski
kirjutas pdhjaliku Ulevaate statistilistest meetoditest ja vttis kasutusele sarnasusmaatriksite graafilise
esituse (joonis 2-2), kuid tema poolt algselt kasutatud sarnasusemdddik oli lihtne tunnuste keskmine
erinevus (Czekanowski 1913).

Sarnasuskordajate hulka vGib arvata ka segregatsiooniindeksid. Kuna segregatsioon on ruumiline
eraldatus ja segregatsiooniindeksid moéddavad, mis méaéral on mingi tunnuse jargi erinevatesse
gruppidesse kuuluvad objektid (néiteks isikud) ruumis grupeerunud, siis segregatsiooniindekseid
kasitletakse punktmustrite paiknemissuhete peatiikis (ptk 4.1.3). Paiknemissuhete indeksid néitavad
seega territoriaalsete koosluste olemasolu.
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Malaxis monophyllos - 005 004 007 008 0.1 0.06 0,06 0,03 0 0 0
Ophrys insectifera I 026 008 005 01003 0 0 0 O O
Dactylorhiza russowii - 0,15 009 0,18 006 0,07 0,04 0 0.05 0,06
Dactylorhiza baltica B 02029 015 0.11 008 001 003 002
Dactylorhiza incarnata B 0% 018 009 002 0 003 0,01
Epipactis palustris Il 034 026 0.12 001 005 001
Listera ovata 045 0.12 004 009 001
Dactylorhiza fuchsii B 021 005 0.13 001
Epipactis helleborine - 0.06 0.08 0
Goodyera repens - 0.06 0
Neottia nidus-avis - 0.03
Platanthera chlorantha -

Joonis 2-2. Kaheteistkiimne kapaliseliigi koosesinemise suhteline sagedus Elva ja Otepaa vahel paikneva
kaardilehe 5444 hektarisuurustes ruutudes Czekanowski tabelina; tumedamad ruudud nditavad sagedamat
esinemist samal hektaril. Vélivaatlused Kalle Remm, Liina Remm, Anneli Palo, Madli Linder 2002-2008. Kdige
sagedamini esinevad koos D. fuchsii ja L. ovata. Koosesinemise suhteline sagedus on mdddetud Dice-Sgrenseni

sarnasuskordaja jargi.

ED’ ED’
A ED B ED
K, 1.0 10 ED? K, 1,04 10
M M
QSO,Q- 9 Q50,9- 94
PS 1 ol PS ]
cc98] 8 cc %8 8 ED’
Kozl 71 Koz7q 7
K,
0,61 64 0.6 6
KR
0,54 54 0,54 5- as K
044 44 044 4
cc M
034 31 ED 031 3 il
M
0,2 2 2
pS jscC b £D
01{ 1 g 014 1
0- 0 ad 0- 0-
1 2 3 4 5 6 7 8 9 10 1 1 2 3 4 5 6 7 8 9 10 M
Liikide arv teises proovis Uhiste liikide arv

Joonis 2-3. Mdnede sarnasuse ja erinevuse mdddikute vaartused kahe proovi vardlemisel, kui esimeses proovis
on (ks liik ja liikide arv teises proovis muutub (A) ning kui kummaski vérreldavas proovis on 10 liiki ja Ghiste
liikide arv muutub (B). Kaik liigid on esindatud the isendiga. M&ddikud koos valemi numbriga: ED? -
eukleidilise kauguse ruut [2-26], K, — Kulczynski teine kordaja [2-17], ED — eukleidiline kaugus [2-26], M —
Mountfordi indeks [2-20], QS — Dice-Sgrenseni sarnasuskordaja [2-14], CC — Jaccardi (hisosa [2-15], PS -
Renkose sarnasus [2-22], K — Vainsteini biotsdnoloogiline sarnasus [2-23] (Remm 1976).

Jargnevalt esitatakse mdned koosluste ja vaatluskohtade vordlemisel kasutatud sarnasuskordajad.
Liikide esinemise/puudumise andmeid kasutavate kordajate valemites kasutatakse jargnevalt (htset
tahistust: A — liikide arv esimeses (suuremas) valimis, B — liikide arv teises (vdiksemas) valimis, C —
thiste liikide arv. Liikide arvu asemel vdivad olla mingid liikide ohtruse néitajad v6i muud uuritavate
klasside esindatust iseloomustavad suurused. Liikidele vdib valemites omistada nende arvukusele,
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biomassile v6i muule ohtruse nditajale vastavad kaalud. Sarnasuskordajate pikemaid loetelusid koos
valemitega ning nende omaduste vordlust vdib leida teistest kirjandusallikatest (Cheetham ja Hazel
1969, Bloom 1981, Janson ja Vagelius 1981, Wolda 1981, Boyle et al. 1990, Podani ja Miklés 2002).
Uks pohjalikumaid sarnasuskordajate vordlusi on Hubalek (1982) uuringus, kus Kasitletakse 43
erinevat sarnasuskordajat. Sarnasuse ja erinevuse mdoddikute omadusi kahe proovi vérdlemisel
sOltuvalt proovide mahust ja thiste liikide hulgast naitab joonis 2-3.

Dice-Sgrenseni sarnasuskordaja on enim kasutatud lihtne sarnasuse mdadik néitab kahe kogumi
kattumise maara kvantitatiivsete (esinemise/puudumise) andmete korral. Okoloogias on eelistatud
nimetust Sgrenseni kordaja (quotient of similarity) (Serensen 1948). Téappisteadustes on enam levinud
nimetus Dice'i koefitsient (Dice 1945), mida tuleks varasema publitseerimise t6ttu eelistada ka
Okoloogias. Ekslikult kasutatakse ka nimetusi Czekanowski kordaja ja Czekanowski-Sgrenseni
kordaja — kuigi Czekanowski rajas sarnasusanalisi ja vottis kasutusele sarnasusmaatriksite graafilise
esituse, ei kasutanud ta siinesitatud sarnasuskordajat, vaid keskmist erinevust (Czekanowski 1913).

2C

S as (2:15]

Dice-Sgrenseni sarnasuskordajat on nimetatud ka Bray-Curtise sarnasuseks, kuigi Bray ja Curtis
(1957) algne kasitlus erineb andmete normeerimise poolest. Bray ja Curtis jagasid liikide ohtruse
andmed iga liigi maksimaalse ohtrusega uurimisalal saades iga liigi ohtruse lokaalse 6koloogilise opti-
mumi suhtes. Ka vaatluskohtades méératud summaarsed ohtrused tuleb Bray-Curtise jargi maksimumi
suhtes normeerida. Yoshioka (2008) juhib tahelepanu, et paljudes tarkvarapakettides olev Bray-Curtise
indeksiks nimetatav funktsioon l&hteandmeid ei normeeri ja seega arvutatakse vaid lihtne Dice-
Sgrenseni sarnasus, mille puhul mdjutavad arvukad liigid tulemust ebaproportsionaalselt suurel
madral.

Jaccardi Uhisosa (quotient of community) nditab Ghiste liikide osa koigist liikidest, mis esinevad
kahes vdrreldavas kogumis. Hulgateooria terminites on see ihisosa ja tihendi suhe.

B C
"~ A+B-C [2-16]
Kulczynski esimene kordaja nditab thiste liikide ja erinevate liikide hulga suhet.
C
= arBo2C [2-17]
Kulczynski teine kordaja nditab Uhiste liikide keskmist osa vBrreldavates kogumites.
« C(L, 1)_Cla+B) 28]
2\A B 2AB

Goweri kaalutud sarnasus hendab erijuhtudena teisi sarnasuskordajaid (Gower 1971a). Sarnasus
arvutatakse valemi jérgi
S _ Zk Sk§k

B Zkak |

kus k tahistab tunnust, J, on tunnuse k kaal, s, on sarnasus tunnuse k osas.

[2-19]

Kui tunnust k saab selle vordluse puhul kasutada, siis lihtsamal juhul on kaal 1, kui ei saa, siis d =
0. Kahevaartuseliste kaalude asemel vdib kasutada ka reaalarvulisi tunnuse m&ju méaravaid kaale.
Kvalitatiivse tunnuse sama kategooria puhul on sy 1, erineva kategooria puhul s, = 0. Kvantitatiivse
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tunnuse puhul arvutatakse s, jargmiselt:

X, = x|
Sk = 1——, [2'20]
Rk
Kus x; ja xj on tunnuse k vadrtus vaatlusel i ja vaatlusel j, R, on tunnuse k vaartuste haare. Kui x; = x;,
siis s, = 1, kui x; ja x; on tunnuse k aarmuslikud vaartused, siis s, = 0.

Mountfordi indeks M (Mountford 1962) tugineb seaduspérasusele, et juhuslikult esinevate
tunnuste arvu suurendamiseks tuleb valimi mahtu suurendada eksponentsiaalselt. Vorreldavate
kohtade tunnustena voib kasitleda neis esinevaid liike, elupaigatttipe voi muid binaarselt méddetavaid
omadusi. Kui eksponentsiaalne seos kehtib, peaks Mountfordi indeks nditama sama suurt sarnasust ka
juhul, kui kahte kogumit vrreldakse erineva suurusega valimite alusel. Teiste sarnasusmd&ddikute abil
saadud tulemus s6ltub valimi mahust. Mountfordi indeksit defineeriv seos on

eAM + eBM =1+ e(A+B—C)M [2-21]
Mountfordi indeks on kirjanduses sageli kujul
M = 2C
2AB—(A+B)C’ [2-22]

mida Mountford (1962) soovitas vaid esimese lahendina ja lahendusiteratsioonide algvéartusena.
Mountfordi indeksi vaartust saab leida ka nomogrammilt (joonis 2-4). Kui liikide sagedused koosluses
on logaritmilise jaotusega, siis vastab Mountfordi indeksi vaartus tendosusele, et kummastki vorrel-
davast kooslusest voetud juhuslikud isendid kuuluvad samasse liiki.

9 RN NN NN e e N TSN TS T TR e N x = 4.0
NN AN N N N N T NN NNNENENUSNSS ’
NN N SNNSRRRESEEREESESSS NN x = 3,5
\\ \\\ N \\‘\§ ~—F N
N NSNS N x=3,0
G 8 \\ T, N \ \\
| \\ N \\ \\
N AN x=25 . . .
@ NN N AN Joonis 2-4. Mountfordi indeksi
+7 N TN X = 2,0 leidmise nomogramm, kus x =
NS N \ By M-(4 + B — C) (Mountford 1962
; )I(i ' muudetult). Nomogrammi kasu-
6 x=1.0 tamiseks tuleb valemi 2-22 abil
arvutada Mountfordi indeks M,
=05 ning parameetrid 4 /(4 + B — C)
Ll jaB /(4 + B — C). Aon liikide
5 [ [ L] arv liigirikkamas valimis, B on
2 3 4 3 6 7 liikide arv teises valimis, C on
B/(A+B-C) iihiste liikide arv.

Renkose sarnasusprotsenti (Renkonen 1938) kasutatakse sageli entomoloogias, see nditab
isendite liikide vahel jaotumise sarnasust.
S
PS = .2:1: min(X;, X;,), [2-23]
kus s on liikide arv m&lemas vorreldavas proovis kokku, x;; on i-nda liigi isendite protsent esimeses

proovis, X on i-nda liigi isendite protsent teises proovis. Isendite protsent arvutatakse kummaski
proovis eraldi, selle proovi isendite koguhulga suhtes.
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Vainsteini biotsonoloogilise sarnasuse kordaja (K,) votab kokku liikide arvukuste sarnasuse (K,)
ja liigilise koosseisu sarnasuse (Kpz). Liikide arvukuste sarnasuse vOib arvutada naiteks Renkose jargi
[valem 2-23]. Kasutada voiks ka ruutjuurt sellest koefitsiendist, et koondnditaja mdatihik ja suurus-
jark oleksid samad, mis on komponentidel.

K, =K, K, [2-24]

Ruzi¢ka sarnasusindeks (Ruzi¢ka 1958) vordleb liigi arvukuse ja dominantsi kombinatsiooni
tegelikku vaartust selle maksimaalse vGimaliku vaédrtusega. Ruzi¢ka indeksit on tdlgendatud ka kahes
vOrreldavas vaatluskohas (1 ja 2) leitud liikide (i = 1...s) suuremate ja vdiksemate arvukuste x summa
suhtena (Pielou 1984).

S min(x,. ;)
RI ==t
[2-25]

S
Z maX(Xu’ Xi2)
i=1

Korrelatsioonikordajad sarnasuse mdddikutena vdi nende vastandvdirtused (1-R) erinevuse
mdddikutena on kasutamiskdlbulikud vaid numbriliste tunnuste korral. Kui ruuthdlvete minimeerimine
ei ole pdhjendatud (tunnuste jaotus ei lahene normaaljaotusele), tuleks eelistada astakkorrelatsiooni
kordajaid (ptk 1.5.2.3).

2.2.2. Statistiline kaugus

Rahvusvahelise sdna distants asemel eelistame selles raamatus eestikeelseid vasteid vahemaa ja
kaugus, kasutades neid stuinoniiimidena. Vahemaa on liitsdna, kuid neutraalsem, téhistades nii kaugust
kui ka l&hedust.

Statistiline kaugus (vahemaa) iseloomustab kahe vorreldava objekti erinevust mistahes tunnuste
kogumi poolest. Tunnuste arv ei ole piiratud ning nende hulka v6ib kuuluda ka paiknemine ruumis.
Statistiline kaugus jaguneb blokk-kauguseks (city block distance), eukleidiliseks kauguseks (Euclidean
distance) ja Mahalanobise kauguseks (Mahalanobis distance).

Blokk-kaugus (BD) on tunnuste i...n erinevuste absoluutvaértuste summa
n '
BD=>" |x —xil [2-26]

kus i on tunnuse indeks, x; on i-nda tunnuse vaartus esimesel objektil, x’; on i-nda tunnuse vaartus
teisel objektil.

Vaorreldavuse parandamiseks erineva tunnuste arvu korral kasutatakse ka keskmist erinevuse
absoluutvéartust, seega BD/n.
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Eukleidiline kaugus (ED) arvutatakse valemi jargi

ED =3 (x —xi) [2-27]

ED nditab kahe objekti vahelist kaugust paljum&dtmelises ruumis, kus iga tunnust vaadeldakse kui
ruumikoordinaati. Tunnusruum on nii mitme-m&6tmeline, kui palju on kasutatavaid tunnuseid.
Eukleidilise kauguse kasutamisel eeldatakse, et tunnused on sdltumatud ja tunnuste Uhikulised
muutused on samavéarsed. ED eelis on, et see rahuldab eukleidilise meetrika kolmnurga reeglit. See
tdhendab, et kolme suvalise objekti vahelised kaugused vdimaldavad alati konstrueerida kolmnurga,
mille pikim kiilg on vdiksem vdi vordne kahe lihema kiilje summaga. Kasutatakse ka ruutkaugust
ED2.

Algkujul sBltub ED vaartus kasutatavate tunnuste arvust, mille tdttu on tunnuste erineva arvu korral
pdhjust kasutada tunnuste keskmist eukleidilist kaugust. Kui maaratlemata vaartusega tunnused jatta
eemaldamata, siis statistiline kaugus loeb valimid sarnaseks ka nende tunnuste poolest, mis on
mdlemas valimis mdGtmata voi esinevad teabe puudumist téhistava vaartusega.

Ruumiliste andmete analtiisi puhul on véimalik kasutada asukoha koordinaate koos tunnusruumi
koordinaatidega, millega loetakse ruumiline lahedus ka Uheks sarnasuse komponendiks (Oliver ja
Webster 1989).

Mabhalanobise kaugus on tunnuste kovariatsioonidega standardiseeritud statistiline kaugus. Punkti
ja jaotuskeskme vahemaa korral on see logaritm jaotusfunktsiooni tdendosuse tihedusest pluss
konstant. Kuna kovariatsioonimaatriksid kirjeldavad tunnuste vahelisi seoseid, siis ei eelda
Mahalanobise kauguste kasutamine tunnuste séltumatust. Kauguse isoliinid tunnusruumi teljestikus on
eukleidilise kauguse korral sfadrilised ja Mahalanobise kauguse puhul ellipsid.

Prasanta Chandra Mahalanobis (1893-1972) oli India &petlane ja riigitegelane ning koos
Jawaharlal Nehru ja teistega (ks India esimeste viisaastakuplaanide véljatdotajatest. P.C. Mahalanobis
tegeles uuenduslike rakendusuuringutega antropomeetria, suuremahuliste valikuuringute ja loodus-
néhtuste (Uleujutuste) statistilise modelleerimise vallas ja oli vabameelne riskialdis teadusorganisaator.
Majandusplaanis toetas rasketdostuse arendamist koos késitodstuse subsideerimisega.
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2.3. Klassifitseerimine

Klassidesse jaotada saab objekte, tunnuseid ja asukohti. Ruumiandmete Kklassifitseerimisest tuleb
lahemalt juttu paiknemismustrite Kkirjeldamise peatlkis (ptk 4) ja liikide leviku modelleerimise
meetodite juures (ptk 5.6.6 ja 5.6.10.1). Klassifitseerimisskeemid ehk klassifikatsioonipuud ehk
otsuste puud vdivad baseeruda kindlatel reeglitel (rule based classification) vdi tdendosusjaotustel.
Viimase variandi hulka kuuluvad suurima tbepara klassifikatsioonid (maximum likelihood
classification — MLC) ja hagused klassifikatsioonid (fuzzy classification), mille puhul ei ole objekti
klassikuuluvus kindel, vaid tdenédosuslik. Klassid vdivad olla klassifitseerimise eelselt ehk a priori ette
antud vBi moodustatakse klassid alles Klassifitseerimise kaigus (a posteriori). Esimest varianti
nimetatakse kaugseirekujutise klassifitseerimise meetodite liigitamisel ka valvega (supervised) ja teist
valveta klassifitseerimiseks (unsupervised).

Kogemuse-eelsed klassid on ette antud, kogemusejargsed klassid
moodustuvad klassifitseerimise tulemusel

Looduse stisteemi saab kasitleda nii kogemuse-eelse kui ka kogemusejargse klassifitseerimise
naitena. Ukski organism ei sunni liigi, perekonna, sugukonna, seltsi ja kdrgema taksoni sildiga.
Taksonid on moodustatud ilma Gpetusandmeteta, organismide omadusi omavahel vorreldes ja orga-
nisme rihmitades. Sellest lahtuvalt on looduse susteem kogemusejérgne. Teisalt, kui uurija maarab
kogutud naiteid, siis on tema Ulesandeks liigitada vaatlused vOi objektid eelnevalt olemasolevatesse
kategooriatesse. Uksikisiku jaoks on kategooriad a priori ette antud.

Klasside eristamiseks saab kasutada nii k&igi tunnuste kdiki véartusi kui ka tunnuste kombinat-
sioone. Klassifikatsioonimeetodite paindlikkus on nii nende eeliseks kui ka puuduseks, sest suur
paindlikkus tahendab parima klassifikatsiooni otsimise variantide paljusust. Kdikide voimalike klas-
sifikatsioonimeetodite labiproovimine on paraku ebareaalne ja tuleb mingil mééral asendada
eelteadmise vdi eelarvamusega.

Lisaks jargnevalt kirjeldatud meetoditele kuuluvad sagelikasutatavate klassifitseerimismeetodite
hulka otsuste puud (ptk 3.4.2) ja tolerantsipiiride kombineerimised (ptk 5.6.3). Mdlema meetodi puhul
toimub klassifitseerimine kriteeriumite alusel.

2.3.1. Klasteranallils

Klasteranaltitsiks (cluster analysis) nimetatakse objektide hulga mitme tunnuse jargi liigendamist
alamhulkadeks ehk kobarateks ehk klastriteks ehk riihmadeks, millesse kuuluvad mingis mottes lahe-
dased elemendid. Klasteranalutsi puhul v6ib rihmade arv olla ette antud (k-means clustering) voi
tihendatakse objekte Kklastripuuga jargimoodda (tree clustering, bottom up clustering, agglomerative
clustering), voi siis jagatakse andmestikku jargiméoda, kuni igasse rihma jadb vaid Uks vaatlus
(divisive method, top down clustering). Klasteranalllsile peaks eelnema rihmitatavate objektide
sarnasuse v0i vahemaa md6tmine (ptk 2.2.1 ja 2.2.2).

Klasteranaluiisi kasutatakse eelkdige vaatluste klassikuuluvuse madramiseks ja seoste otsimiseks
tunnuste vahel, jalgides vaatluste liigitumist samadesse vOi erinevatesse Klastritesse. Klastritesse
rihmitada saab nii objekte kui ka tunnuseid.

Klasteranallitis rihmitab, aga ei tdesta rithmade olemasolu
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Klasteranaluts kuulub kirjeldava andmeanaltitisi meetodite hulka, mis ei ndua a priori hupoteesi
klastrite olemasolu kohta. Klasteranaluilis pldab leida olemasolevate objektide parimat klassifikat-
siooni aga ei Uritagi tdestada klastrite olemasolu, kuid Klastrid on kasulikud mitmekesisuse uldis-
tamiseks ja Uksikobjekti omaduste prognoosimiseks klastri tldiste omaduste jargi. Klasteranaliiusi
saab kasutada ka a priori eeldatavate klastrite olemasolu tdendamiseks.

Klasteranaluilis on objektiivne selles mottes, et parimate klastrite otsimine toimub kindlate reeglite
jargi. Klastrite otsimise reeglid tuleb aga enne analliisi uurijal endal valida. Eri meetoditel saadud
klassifikatsioonid vdivad olla vdga erinevad. Enamgi veel, klasteranaliilis ei tee vahet, kas klastrite
olemasolu on uldse statistiliselt oluline. Ka juhuslikke arve saab takistusteta ja taielikult rihmitada.

Klasteranalulsi kasutas esimesena Robert Tryon (1939), kes tdé6tas California Glikooli psiihho-
loogia osakonnas. Oma doktoritdéd I6petas R. Tryon 1928 olles teinud kdik arvutused kasitsi; hiljem
kurtis ta arvutite-eelsel ajal arvutamistele raisatud nooruse ule (Tryon ja Bailey 1970). Klaster-
analiiisile on lahedased klassifikatsioonipuude ja regressioonipuude meetodid, mis prognoosivad
vastavalt kas nomiaalse muutuja klassikuuluvust vBi pideva muutuja vaartust jagades andmestiku
argumenttunnuste jargi osadeks (ptk 3.4.2).

Klasteranaluitsil on palju variante, mis erinevad lisaks klastrite arvu etteantusele objektidevahelise
kauguse arvutamise meetodite ja kobarate moodustamise reeglite poolest (Pielou 1984, Statsoft 2011).

O Lé&hima naabri otsimine (nearest neighbour, single linkage) (kaldub moodustama pikki
objektiahelaid).

O Kobarate 1abim8ddu minimeerimine (complete linkage, farthest neighbour) (t66tab hasti
tihesuuruste kobarate korral).

O Kobarapaari liilkmete omavaheliste kauguste keskmise maksimeerimine (unweighted pair-
group average). Klastrite vahemaad ei mdddeta mitte klastrikeskmete, vaid Gksikliikmete
vahel. Uhendatakse need objektid voi klastrid, mille puhul kaalutud kaugus on minimaalne.

O Kahe kobara liikmete omavaheliste kauguste kaalutud keskmise maksimeerimine (weighted
pair-group average). Kaaludena kasutatakse objektide arvu moodustatud kobarates. Sobib
eelmisest meetodist paremini, kui kobarad on erineva suurusega.

O Kauguse maksimeerimine kobarate raskuskeskmete vahel (unweighted pair-group centroid).

O Kaalutud kauguse maksimeerimine kobarate raskuskeskmete vahel (weighted pair-group
centroid). Kauguse kaaluna kasutatakse kobara suurust. Uhendatakse need objektid voi
klastrid, mille puhul kaalutud kaugus on minimaalne. Eelis eelmise meetodi ees on kobarate
suuruse arvestamine.

O Kobarasisese summaarse ruuthélbe minimeerimine (Ward’s method) (Ward 1963). Wardi
meetod annab suhteliselt kompaktsed ja mitmesuguse suurusega grupid. Selle meetodi puhul
liidetakse vaatlus grupiga, mille puhul objektidevaheliste kauguste ruutude summa on
minimaalne. Uksikute tunnuste domineeriva mdju valtimiseks on soovitav muutujad standardi-
seerida.

Klasteranalulsi saab kasutada muuhulgas regioonide eristamiseks kindlates punktides m&ddetud
arvandmete jargi. Néaiteks saab Eesti ilmavaatlusjaamad kolmekimne kahe aasta (1966-1998) kuude
keskmiste sademete hulkade jargi klasteranaliiusi abil nelja riihma jaotada (joonis 2-5A). Kui kuude
sademete hulkadele lisada ka vaatlusjaamade koordinaadid, siis saame ruumiliselt pidevamad
klimaatilised piirkonnad (joonis 2-5B).
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Joonis 2-5. Eesti ilmavaatlusjaamade klastrid aastate 1966-1998 kuude keskmiste sademete hulga alusel (A)
ning kuude keskmiste sademete hulga ja lisaks ka asukoha koordinaatide alusel (B). Kasutatud tunnuste poolest
sarnased vaatlusjaamad liigituvad samasse rilhma ja on kujutatud sama stimboliga. Iga kuu keskmise sademete
hulga alusel koonduvad samasse riihma klimatoloogiliselt sarnased jaamad. Asukohakoordinaatide lisamisel
Uksikkuude Kkeskmistele saadakse klastrid, mis on geograafilises ruumis kompaktsemad ja sobivad paremini
klimaatiliste regioonide eristamiseks ja piiritlemiseks.

2.3.2. Bayesi klassifikaatorid

Méératavate klasside esinemise tdendosuse kogemuse-eelse hinnangu olemasolu korral saab seda
tihendada vaatlusandmetest leitud t6endosusjaotustega. Kogemuse-eelne teadmine vdib pdrineda
varasematest uuringutest, eelarvamustest voi etteantud tingimustest (nditeks vajatakse liikide paik-
nemise prognoosi eeldusel, et liikide arvukuse vahekord on ette antud). TGendosusjaotuste kasutamine
vBimaldab méaarata mitte ainult iga koha kdige tdenéolisemat vaartust (klassifikatsiooniiiksust), vaid
saada ka teiste vadrtuste tdendosuse. Tinglikke tdenédosusi kasutavaid mudeleid nimetatakse Bayesi
mudeliteks (Bayesian models).

Teoreetilises statistikas on Bayesi jareldamine (Bayesian inference) statistilise jareldamise
meetod, milles tdendite mdju uskumuse tasemele maératakse Bayesi valemi abil [1-1]. T6endite eelset
uskumuse taset nimetatakse aprioorseks, tdendite jargset aposterioorseks tBendosuseks. Bayesi
meetodiga arvesse vOetav eelnev kogemus (eeljaotus) ja saadav tulemus (jareljaotus) vBimaldab
kasitleda erinevaid vOimalikke stsenaariume ja annab tdnu mitmekesisemale sisendile ka
mitmekesisema valjundi.

Lihtne ehk naiivne Bayesi klassifikaator (naive Bayes classifier) liigitab vaatluse sinna klassi,
mille puhul on iga argumenttunnuse jérgi eraldi hinnatud tGendosuste korrutis kdige suurem. Kui
otsitav klass pole mdne argumenttunnuse mone vaartuse korral dpetusandmetes kordagi esindatud, siis
on selle klassi tdendosus argumenttunnuse selle vaartuse jargi null ja selle klassi tenaosus on null
sBltumata teiste tunnuste vaartustest, sest nulliga korrutamise tulemus vérdub nulliga.

y =argmax, . P(c, ) [1 Pl Ic, ) [2-28]

kus y on klassifitseeritavale objektile omistatav (ksus, C on k@igi vdimalike Uksuste kogum, H on
hupoteeside (argumenttunnuste kdigi vaartuste) kogum, c; on Gksik tksus ja h; on tiksik hlipotees.

Naiivse Bayesi klassifikaatori naiivsus seisneb argumenttunnuste koosmdgjude ja omavahelise
korreleerumise eiramises. Tunnused empiirilistes andmestikes on enamasti aga vahemalt kuigivord
omavahel seotud. Arvutusliku lihtsuse tbttu on naiivne klassifikaator valdav Bayesi jareldamise
meetod. P6himotteliselt saaks tunnuste koosmgjusid kaasata kdigi tunnusekombinatsioonide teisen-
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damisega omaette tunnusteks, aga kdigi kombinatsioonide esindatus Gpetusandmetes on reaalne vaid
variantide vdga vahese hulga juures.

Naiivne Bayesi klassifikaator selgitab suurima tingliku téendosusega klassi,
kuid ei arvesta seletavate tunnuste koosmaju

Optimaalne Bayesi klassifikaator (Bayes optimal classifier) liigitab vaatluse sinna klassi, mille
puhul on suurim summa iga argumenttunnuse véartuse sagedusest dpetusandmetes korrutatud selle
klassi tbendosus argumenttunnuse sellise véaartuse korral.

y=argmax, Z P(Cj I, ) P(hi) [2-29]

Optimaalne Bayesi klassifikaator on suurema arvutusmahu téttu rakendatav vaid vGimalike klasside ja
argumenttunnuste vaartuste véhese arvu korral.

Tinglike tdenédosusjaotuste jargi on tehtud suurem osa satelliidipildipGhisest maakattekaardistusest.
Arvutuste kiirendamiseks ei kasuta tarkvaralahendused aga Opetusalade pikslite vaartuste sagedus-
jaotusi, vaid neid sagedusjaotusi normaaljaotuse eeldusel modelleerivaid keskvéartusi ja hajuvus-
maatrikseid.

2.3.3. Naidistega vordlemine

Naidistega vordlemise (case-based reasoning, similarity-based reasoning, analogue matching)
puhul otsitakse prognoostavale vaatlusele, objektile vGi kohale olemasolevate andmete hulgast kdige
sarnasemaid naidiseid. Naidiste abil saab prognoosida nii pideva muutuja vaartust kui ka nomiaalse
muutuja klassikuuluvust (klassifitseerimine). Naidiste kasutamise ainus eeldus on, et objektide sarna-
sust peab olema vdimalik arvuliselt md6ta ja vorrelda. Néaidiste abil prognoosivat siisteemi kdsitletakse
lahemalt statistilise modelleerimise peatikis (ptk 3.4.6), siin tuleb juttu eelkdige ndidiste abil
Klassifitseerimisest.

Kujutise tootlemisel kasutatakse etalonidena otsitavate objektide kirjeldusi, mida nimetatakse
signatuurideks. Signatuur on dpetusalade andmetel koostatud statistiline Gldistus, mille pdhikompo-
nendid on tunnuste keskvéartused ja varieeruvuse naitajad. Naidistega klassifitseerimise pohimotteline
erinevus signatuuridega klassifitseerimisest on klassifitseeritavate objektide algkujul esindajate, mitte
nende statistiliste Gldistuste kasutus (joonis 2-6). Kui vdrrelda arvutile programmeeritud klassifit-
seerimise vahendeid ja automatiseerimata meetodeid, siis on tehisndrvivork analoogiline eksperdi
kdest kusimisele, otsuste puud maaramistabeli kasutamisele, signatuuride kasutamine taksonite kirjel-
dustega vordlemisele ning ndidistele tuginev slisteem muuseumis hoitavate eksemplaridega vord-
lemisele.

Néidistega vordlemise teel klassifitseerimine on reeglina arvutusmahukam kui keskvaartuste
kasutamine, kuna heterogeenseid objekte peab esindama mitu ndidist. Mida rohkem on aga néidiseid,
seda rohkem tuleb arvutada sarnasusi ja neid omavahel vorrelda, et kdige sarnasemad naidised naidiste
baasist lles leida. Heterogeensete objektide adekvaatsem esindatus on kill naidistega klassifitsee-
rimise ks peamisi eeliseid tldistuste ees, kuid viimane on arvutusmahukas.

Néidistega vordlemise teiseks puuduseks on variantide rohkus sarnasuse maaramisel kasutatavate
tunnuste olulisuse ja optimaalse panuse hindamisel ning sobivaima tunnustekomplekti leidmisel. Ligi-
kaudu samavdrd kehtivaid ja samas erinevaid hinnanguid v8ib saada paljude erinevate komplektidega
tunnustest ja néidistest. Klassifitseerimise tulemus soltub péris palju sellest, kuidas néidised ole-
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masolevate andmete hulgast valitakse, kas ndidiste hulgas leidub igale vaatlusele sarnane eeskuju,
kuidas sarnasusi moddetakse, kui mitut sarnasemat naidist ja/vdi kui sarnaseid naidiseid klassifit-
seerimisel vdi muude hinnangute arvutamisel arvesse vBetakse. Sarnasuse jargi klassifitseerimine on
enamasti ka mira suhtes tundlikum kui klassifikatsioonipuud (Breiman et al. 1984)

Kolmandaks puuduseks on asjaolu, et sarnasuse jargi hindamine ei pruugi &ra tunda limiteerivaid
faktoreid. Mingi koht v8ib paljude ebaoluliste tunnuste poolest olla sarnane liigi poolt kasutatavate
biotoopidega, aga kui ks liigi jaoks limiteeriv faktor on sellele liigile talumatu, siis liiki sellest kohast
otsida ei tasu.

Néidistega vérdlemine on mitmevariandiline, arvutusmahukas ja ei erista
limiteerivaid tunnuseid

Seesmiselt Klasside . Seesmiselt Uksikobjektide Klassifit-
A varieeruvad kirjeldused Klassifit- B varieeruvad naidised Scoritay
assi T -
looduses objekt looduses Naidis o objekt
Q - -
o Sinine o ! \ c
—_—
= jamust -:‘ﬂ \_\
- - Naidis £ —
E E g 3 -
[ Roheline, “® ot
) = = | mustja . | Niiclis | € _
kollane -° 4
c £ T~ “=
" " E >
» - @ Nidis
Heledamja | _ _ 0
@ w | tumedam © @ w M /
kollane = ~ | e / >
7

Joonis 2-6. Tundmatu objekti klassikuuluvuse maaramine kirjelduste jargi (A) ja naidiste jargi (B).

2.3.5. Jenksi algoritm

George F. Jenks (1977) esitab viis soovitust horopleetkaartide kujundamiseks.

O Standardiseeri andmed. Naiteks indiviidide arvu asemel kujuta kaardil indiviidide tihedust.

O Selle asemel, et kujutada pideva muutuja vaéartusi varvitooni voi heleduse sujuva ulemineku
abil, jaga vaartused piiratud arvuks klassideks. Ei ole mdtet kaardil kujutada suuremat arvu
pooltoone, kui vaataja suudab eristada. Katsed on naidanud, et inimene suudab eristada seitset
halltooni astet ja kuni 11 varvitooni.

O Kasuta jarjestatud véartuste esitamiseks vérvide sujuvat tleminekut.

O Pida lihtsuse poole. Kaardilt tuleks eemaldada kdik liigne.

O Vali hoolega klassifitseerimismeetodit.

Klassipiiride leidmiseks soovitab Jenks (1967, 1977) Fisheri algoritmi (Fisher 1958), millel on kaks
varianti. Esimese kohaselt summeeritakse absoluuthdlbed mediaanist, teise puhul ruuthdlbed
keskmisest. Fisheri algoritmi rakendust pideva muutuja kartograafilisel kujutamisel on hakatud
nimetama loomulike Kklasspiiride (natural breaks) otsimiseks ja seda tuntakse Jenksi algoritmina.
Jenksi algoritm toimib jargnevalt.
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©  Arvuta kogu andmestiku keskvaartus ja ruuthdlvete summa [SDAM].
O Jaga andmestik klassideks, arvuta iga klassi keskvadrtus ja ruutude summa klasside
keskvaartustest. Summeeri klasside ruuthélvete summad [SDCM].
©  Arvuta dispersioonide vastavustase (goodness of variance fit — GVF).
SDAM - SDCM

GVF = [2-30]
SDAM

O Fikseeri selle korduse GVF vaartus.
O Korda protseduuri alates sammust 2 uue klassideks jagamise variandiga.
O Parim klassifikatsioon on see, mille puhul GVF on suurim.

Kui ruuthdlbed ei sobi muutuja varieeruvust kirjeldama, vBib nende asemel kasutada absoluuthalbeid
mediaanist. Jenks lahtus printsiibist, et optimaalse Gldistamise tulemusel peaksid suhtelised voi
absoluuthélbed Gldistatud ja tildistamata andmekihi vahel paiknema kogu pinnal véimalikult Ghtlaselt.

Programmid Maplnfo, ArcView ja ArcGIS kasutavad Jenksi algoritmi teemakaardi kujundamisel
pideva muutuja loomulike klassipiiride jérgi.

2.3.6. Diskriminantanaltus

Diskriminantanalttsiga ehk eristusanaliilisiga (discriminant function analysis) otsitakse
tunnuseid ja funktsioone, mis eristavad k&ige paremini kahte vdi enamat vaatluste riihma.
Diskriminantanaltisil moodustatakse iga eristatava klassi jaoks regressioonivdrrand, mille abil saab
arvutada vaatluse Klassikuuluvuse funktsiooni. Kasutaja saab klassikuuluvuse hinnangule omalt poolt
lisada a priori tdendosusi. Meetodit saab kasutada nii hupoteeside testimisel kui ka kirjeldaval
andmeanaliidsil vaatluste klassifitseerimiseks. Meetod on arvutuslikult 1&hedane dispersioonanaliiusile
(ptk 1.5.4) ja seetdttu kehtivad ka dispersioonanaliiisi eeldused:

O tunnused peavad olema normaaljaotusega,

O varieeruvus peab olema homogeenne (samasugune kdigis gruppides ka siis, kui gruppide kesk-

vaartused on erinevad),

O gruppe eristavad faktorid ei tohi olla tksteist dubleerivad (tugevasti korreleerunud), st peavad

olema vahemalt teatud mééral unikaalsed.

2.3.7. Klassifikatsioonitdpsuse hindamine

Klassifikatsioonimudelite v@rdlevaks sobivuse hindamiseks ja Klassifikatsiooni optimaalse
detailsuse leidmiseks tuleks kontrollida klassifikatsioonireeglite sobivust sdltumatute andmetega.
Klassifikatsioonitdpsuse numbrilised moddikud sobivad ka kahevéartuselise tunnuse (nditeks
esinemise vOi puudumise) mudeli tundlikkuse seadistamiseks. Kui mudeli otsene valjund on
esinemistdendosus, siis tuleb valida piirvaartus, millest véiksemad tdendosused klassifitseeritakse
puudumisteks ja suuremad esinemisteks. Erinevate piirvaartuste ehk mudeli tundlikkuse juures on
hinnangute tdpsus erinev. Kdige tdpsemaid hinnanguid pakkuva mudeli leidmiseks tuleb leida sobiv
piirvaartus, mille valjaselgitamiseks on tarvis modta mudelist saadud hinnangute vastavust
kontrollandmetega.
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2.3.7.1. Vigade maatriks

Klassifikatsioonitdpsuse (ksikasjaliku kirjeldamise vahendid on vigade maatriks (confusion
matrix, error matrix, misclassification matrix) ja hinnangutapsuse kaardid. Vigade maatriks on k x k
maatriks, kus k on klassifikatsioonitiksuste arv. Nii maatriksi ridades kui ka veergudes on klassifi-
katsiooniuksused, maatriksi lahtrites on vaatluskohtade arv klassikombinatsioonides. Tavapéraselt on
veergudes prognoositud Klassifikatsioonitiksused ja ridades otseselt m&ddetud v6i muul pdhjusel
tdeseks loetavad klassid. Oiges vastavuses olevad juhud on loendatud maatriksi diagonaalil ja koigi
erinevatesse klassidesse liigitatud juhtude sagedused teistes lahtrites. Kahevaartuselise tunnuse vigade
maatriks on 2 x 2 risttabel (tabel 3).

Vigade maatriksist saab arvutada klassifitseerimistdpsuse mdotmise ja vordlemise statistikuid.
Pohilised neist on:

O kapa kordaja, mis normeerib klasside leitud kokkulangevust klasside juhuslikul paiknemisel

oodatava kokkulangevusega (vt jargmine alapeatukk 2.3.7.2);

O Oigesti klassifitseeritud vaatluste osa k@igist vaatlustest (klassifitseerimise edukus — prediction
success);

O ksiku kategooria digesti klassifitseeritud juhtude osa selle kategooria vaadeldud
esinemissageduse suhtes (tundlikkus selle kategooria suhtes — prediction sensitivity,
kahevéartuselise muutuja negatiivsete juhtude puhul — prediction specificity);

O Qigesti klassifitseeritud iksiku kategooria osa selle kategooria sagedusest hinnangutes
(vBimsus selle kategooria suhtes — predictive power, kahevéartuselise muutuja positiivsete
juhtude suhtes on véimsus positiivne — positive predictive power, negatiivsete juhtude puhul
negatiivne v8imsus — negative predictive power);

O keskmine klassifitseerija tapsus (producer’s accuracy), mis on digesti klassifitseeritud tiksuste
keskmine osa tdeseks loetavate esinemissageduste suhtes;

O keskmine klassifikatsioonitdpsus kasutaja jaoks (user’s accuracy), mis on figesti
klassifitseeritud Uksuste keskmine osa klassifitseerimisel saadud esinemissageduste suhtes;

© Hanssen-Kuiperi skoor (true skill statistic) , mis on Gigete positiivsete osa pluss digete
negatiivsete osa miinus ks (ptk 2.3.7.3);

O Sansside suhe, mis on digete ja vadrate variantide sageduse suhe (ptk 1.4.3.3 ja 2.3.7.4).

Tabel 3. Kahevaartuselise tunnuse vigade maatriksi lahtrid ja koondnditajad.
Vaadeldud sagedused

Esineb Puudub Kokku

. X - . -~ prognoositud
= Esineb | Giged positiivsed vaarpositiivsed esinemised
3 § Puudub | vadrnegatiivsed Oiged negatiivsed prognoo_snud
e 35 puudumised
> g vaadeldud vaadeldud vaatluste koguarv
© © | Kokku Co :
a8 esinemised puudumised

Uurimuse eesmaérgist ladhtudes ei pruugi kdigi Uksikvigade t&hendus olla sama suur. Vigade
tdhenduse arvestamiseks ei pruugi kdiki korvalekaldeid vééraks lugeda (nditeks lentmetsa liigitamine
segametsaks ei ole, aga okasmetsaks on viga). Samuti saab vigade maatriksi valjadele omistada
erinevad kaalud.
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2.3.7.2. Kapa kordaja

Kaugseires tuntud nominaalsete tunnuste vastavust nditav kapa kordaja (Cohen's kappa index of
agreement — KIA ehk haalduse jargi KHAT) ehk Coheni vastavuskordaja ehk lihtsalt kapa leiutaja on
enamiku Opikute jargi pstihholoog Jacob Cohen (1960), kuigi sama valemit kaks korda kaks vigade
maatriksist koondnéitaja arvutamiseks kasutas juba palju varem klimatoloog P. Heidke (1926) — sellest
kapa kordaja teine nimetus Heidke skoor (Heidke skill score). Vigade maatriksis olevate sageduste
vBrdlemist juhuslikkuse korral oodatava sagedusega kasutas ka juba F. Galton (1892). Cohen (1960)
on muutunud viitamise standardiks, kuna kirjeldab kapa kordaja arvutamist ja selgitab selle omadusi
koige pdhjalikumalt. Inglise keeles kirjutatakse selle kordaja nimi kahe p-ga, kuid kuna eesti keeles on
tavaks kreeka keele x tdhe nime Uhe p-ga Kirjutada, siis tuleks eestikeelses tekstis jargida eesti-
parasemat tava.

Kapa kordaja mdddab samade andmete kahe klassifikatsiooni suhtelist vastavust. Kapa eeldab, et
kategooriad on tksteisest sdltumatud ja uksteist valistavad ning vorreldavad hinnangud on omavahel
s6ltumatud. Hinnanguteks v@ivad olla nii erinevate ekspertide klassifitseerivad otsused mistahes
ainevallas kui ka erinevate klassifitseerimisalgoritmide abil saadud tulemused.

Kapa arvutatakse mdlemas vorreldavas klassifikatsioonis samadesse (ksustesse klassifitseeritud
(Pc) ja juhuslike otsuste korral oodatava (P,) kokkulangeva klassifitseerimistulemuse osakaalu kaudu.

P. P,
K= 1P [2-31]

Kui m on klassifitseeritavate objektide ldarv, k on klasside arv, n(i,j) on loend vigade maatriksi i-
ndale reale ja j-le veerule vastavas lahtris, n(i,+) on rea i summa ja n(+,j) on veeru j summa, siis
valjendub P¢ ja P, jargmiselt:

k
_ n(i, i) [2-32]
PC — i-1
m
> (n(+,in(i.+)
n(+,in(i,+
p. — il [2-33]
0 2
m

Pc on vigade maatriksi diagonaalil olevate vaatluste (pikslite) osa. P, on diagonaalil olevate
pikslite osa ootus klassifikatsioonidevahelise seose puudumise (nullhiipoteesi kehtimise) ja klassi-
sageduste plsivuse korral. Pc ei sobi Kklassifikatsioonide kooskdla hindamiseks, sest kui klasse on
palju, on diagonaali ruute suhteliselt vdhem ja seetBttu ka diagonaalile oodatavate vaatluste osa
vdiksem. Kaalutud kapa puhul korrutatakse klasside suhtelised sagedused klasside mdju tugevust
médravate kaaludega.

Kapa on vastavuse osakaal, mida on korrigeeritud juhuslikkuse korral
oodatavaga

Kapa eelis lihtsa kokkulangevuse ees on lineaarse korrelatsioonikordaja taoline universaalne
muutumisvahemik miinus thest pluss theni. Kapa kordaja véartus 0 nditab, et Klassifitseeritud
andmete vaheline kooskdla vastab juhusliku paiknemise korral oodatavale. VVaartus +1 nditab taielikku
vastavust, mille puhul nullist suuremad loendid on vaid maatriksi diagonaalil. Negatiivne vééartus
naitab sistemaatilist tendentsi objekte (rasterkujul andmekihtide puhul piksleid) valesti
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Klassifitseerida. Kapa minimaalne véirtus on —1, kuid see realiseerub vaid 2 x 2 sagedusmaatriksi
puhul. Uldjuhul on seos klasside arvu k ja minimaalse voimaliku kapa vaartuse vahel
B 1
min k _1

[2-34]

Cohen (1960) juhib t&helepanu, et kapa maksimum on +1 vaid eeldusel, et sagedusmaatriksi
adrejaotused on samad, mis tdhendab, et klassifitseerijad on kategooriad ké&sitlenud samas mahus.
Vastavuskordaja maksimaalne vdimalik vaartus etteantud darejaotuste korral vérdub

POM B Pc

Kpy =——— )
-y [2-35]
kus Pom On minimaalsete vaartuste summa iga klassi osakaalust (hes ja teises klassifikatsioonis. 1 —
Kmax Naitab ddrejaotuste erinevuse tottu saavutamatut vastavust.

Kapa kordajate erinevuse olulisust saab vorrelda normaaljaotuse Z statistiku abil. Erinevus kapa
kordajate vahel on statistiliselt oluline, kui |Z| on kriitilisest vaartusest suurem (95% testi puhul >1,96).
Z statistik arvutatakse valemist

B K, -K,
- Jvar(K, )+ var(K,)’

[2-36]

Z statistiku madramiseks vajalike kapa dispersioonide [var(K)] arvutamiseks leidub kirjanduses
keerukaid valemeid (Congalton ja Green 1999, Ik. 50).

Kapa on kasutatav nii ruumiliste kui ka asukohaga mitte seotud andmete puhul. Klassikaline kapa
ehk tavakapa ei arvesta mittekokkulangevate tulemuste paiknemise vea suurust ning vordleb kokku-
langevust samade ja sama sagedusega klasside juhuslikul paiknemisel oodatava kokkulangevusega.
Kapa vadrtus soltub klasside sageduse vahekorrast ehk (he variandi domineerimistasemest ehk
prevalentsist (joonis 2-7). Nende piirangute Uletamiseks esitas Pontius (2000) kapa neli varianti:

O tavakapa (x standard) arvutatakse klassikalisel viisil,

© juhusliku asendi ja juhusliku sagedusega klasside puhul oodatava kokkulangevusega vordlev

kapa (x no),

© asukoha kapa (x location), mis arvestab asukoha nihkeid,

O sagedustekapa (x quantity, x histogram), mis mdddab klassisageduste vastavust.

1 e 2 A
0.8
Joonis 2-7. Klassifikatsioonitap-
0.8 1 suse kordaja (kapa) s6ltuvus
g 4 positiivsete juhtude prevalentsist ja
g Vigade osa vigade osakaalust kahevaartuselise

02 | 9% tunnuse puhul juhul, kui vigades

——90% domineerivad véarpositiivsed.

0] ——75% Vadrnegtiivsete juhtude dominee-

——50% rimisel langeb kapa véartus véi-

-0.2 - . ; - ' keste prevalentside puhul sama-
0 20 40 60 80 100

Prevalents [%]
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Tavakapa arvutamisel on P, seose puudumisel oodatavate vaértuste osa. Kusjuures oodatav vééartus
osakaalude vastavustabeli igas lahtris vordub sellele lahtrile vastav reasumma korda veerusumma. Pc
on samamoodi Klassifitseeritud vaatluste osakaal ning kapa arvutamise valem [2-31] on alapeatki
alguses.

Klassikaline kapa kordaja vérdleb klasside sagedusi ette antud sagedustega

Taielikku juhuslikkust eeldava kapa puhul arvestatakse klasside oodatav sagedus vordseks, seega
iga klassi oodatav osa vordub Uks jagatud klasside arv. Seega oodatav kokkulangevus igas klassis, kui
klasside sagedused ei ole ette teada, vordub klassi vaadeldud sagedus jagatud klasside arvuga.

Sageduskapa arvutamisel on Pc asemel klassisageduste ihisosa Py ehk iga klassi osakaalu tihes voi
teises klassifikatsioonis olevate vaiksemate vaartuste summa, ehk maksimaalselt vdimalik kooskdla
tihes ja teises klassifikatsioonis olevate klassisageduste korral. Sageduskapa ei saa olla negatiivne, sest
sageduste Uhisosa ei saa olla suurem kui seose puudumisel oodatav kokkulangevuse sagedus (Py> Pc).

(Py ~P)
K. =M 0 2-37
Histogram (1 . Po ) [ ]
Asukohakapa valjendub jargmiselt (Pontius 2000, van Vliet et al. 2011).
(P.-P)
KLoca ion — S [2-38]
t (PM - Po)

Hégune kapa kordaja (fuzzy kappa) arvestab nii eristatavate klasside eristamise ebakindlust ja
klasside omavahelist sarnasust kui ka asukoha h&gusust, hinnates mitte ainult samas kohas olevat
tiksust, vaid ka naabruses olevaid. Hagune kapa naitab keskmist sarnasust andmestikus juhuslikkuse
korral oodatava keskmise sarnasuse suhtes (Hagen-Zanker et al. 2005, Hagen-Zanker 2006, 2009).
Klasside sarnasuse arvestamiseks tuleb méératleda sarnasus igas klassikombinatsioonis. Asukoha
hagususe arvestamiseks tuleb mé&ératleda kaugusest soltuvad kaalud. Iga koha jaoks arvutatakse
interpreteerimisvektor, mis valjendab selles kohas oleva Uksuse sarnasust samas kohas ja selle
tmbruses olevate Uksustega teisel kaardil, arvestades seejuures Uksuste omavahelist sarnasust ja
kauguskaale. Kui kdrge sarnasusega uiksus asub koha l&dhedal, on kohad sarnasemad kui sama tksuse
kaugema asendi korral.

Iga koha sarnasusearvutamiseks leitakse kummaski andmekihis suurima sarnasusega kategooria ja
siis nende Uksuste sarnasustest vaiksem vaartus. Selliselt arvutatud kohtade sarnasust saab kujutada
sarnasuskaardil. Uldkeskmine sarnasus on uksikkohtade sarnasuste aritmeetiline keskmine. Saamaks
vastavusindeksit, mille oodatav véartus juhuslikkuse korral vordub nulliga, tuleb arvutada kahe
vorreldava kihi kokkulangevuse ootus kategooriate juhusliku paiknemise korral tihes vorreldavas
kihis. Seda saab teha kategooriate sagedusest lahtudes (valemid Hagen-Zanker et al. 2005) vdi Uhe
andmekihi asendit korduvalt juhuslikult nihutades.

Tavakapa ei sobi ka modelleeritud maastikumuutuste tdesuse kvantifitseerimiseks, sest maastiku-
simulaatorid jatavad enamikus kohtades maakasutusiiksuse samaks, mis aga ei pruugi alati olla dige
tulemus. Tulemuse 6igsuse hindamiseks tuleks vdrrelda kokkulangevust mitte maakattekategooriate
juhusliku paiknemise, vaid juhusliku muutumise tulemusega (van Vliet et al. 2011).

Kategooriliste pindade vastavust saab analliisida ka mitmesuguste sarnasuskordajate abil, mis
vordlevad tihel voi teisel moel kokkulangevate ja mitte kokkulangevate vaatluste osa.
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2.3.7.3. Hanssen-Kuiperi skoor

Hanssen-Kuiperi skoor (Hanssen-Kuiper Skill Score — KSS ehk True Skill Statistic — TSS) on
kahevéartuselise muutuja hinnangu tdpsuse modtmisvahend, mis leitakse vastavalt valemile

TSS=TP +TN -1, [2-39]

kus TP on tdeste positiivsete hinnangute osa ja TN tfeste negatiivsete hinnangute osa. Osakaalud
leitakse vastavalt positiivsete ja negatiivsete hinnangute arvust eraldi, mitte otsuste koguarvust.

TSS muutub vahemikus +1...-1. Erinevalt kapa kordajast on absoluutse mittevastavuse korral TSS
alati =1 ning TSS ei sdltu klasside sageduse vahekorrast (McPherson et al. 2004, Allouche et al.
2006).

2.3.7.4. Sansside suhe

Kahevaartuseliste jaotuste vastavust saab mddta lisaks eelmainitutele ka Sansside suhtega, mis
vOrdleb (hte Klassi ja teise klassi kuulumise tGendosuse suhteid — klassifikatsioonitapsuse puhul digete
tulemuste ja vadrate tulemuste sageduse suhet (vt ka ptk 1.4.3.3).

Kui vaatluse Uhte gruppi kuulumise t6endosus on p; ja teise gruppi kuulumise tdendosus on p,, siis
Sansside suhe on

OR = pl/(l_ pl)_
p,/1-p,) [2-40]

Kui kaks varianti on teineteist valistavad, siis

_p/A-p)
OR= @-p,)/p, [2-41]

Kui kahevéértuselise tunnuse variantide sagedus kahes jaotuses on esitatud 2 x 2 tabelis, kus p;; ja
P2, tahistavad vastavalt Uihe véartuse ja teise vaartuse kokkulangevust kahes jaotuses (diged positiivsed
ja Oiged negatiivsed juhud) ning pi, ja py téhistab védartuste erinevuse sagedust (vaarpositiivsed ja
vaarnegatiivsed juhud), siis

pll p22
OR = PPz
P P [2-42]

Uurimused

Erinevaid liikide esinemise tBendosuse piirvaartuse moddikuid vordlesid Liu et al. (2005). Autorid
leidsid, et kdige sagedamini kasutatud méddikud — kapa kordaja ja 50% juurde fikseeritud piirvaartus
on tundlikud prevalentsi nihkumise suhtes 50% tasemest eemale.

7. september. 2012 85


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

2.4. Ordineerimine

Ordineerimine ehk korrastamine on vaatluste jarjestamine nende sarnasuse alusel. Maiste vottis
taimkatteanalutiside jérjestamise t&henduses kasutusele Goodall (1954). Ordineerimismeetoditega
arvutatakse mingite nahtuste paiknemist mingis teljestikus, eelkdige tunnusruumis. Mitmemd&dtmeline
ordinatsioon pulab analoogiliselt faktoranalliisiga kirjeldada vaatluste vdi tunnuste paiknemist
tunnusruumis vBimalikult véaheste telgede abil. Erinevalt faktor- ja peakomponentanallisist ei ndua
mitmemddtmeline ordinatsioon tunnuste normaaljaotust. Ordineerida saab igasuguseid tunnuseid ja
vaatlusi, mille puhul on vdimalik arvutada nende omavahelist sarnasust. Ordinatsiooni l&hteandmed
tuleb esitada sarnasuste voi siis erinevuste (erinevus = kaugus tunnusruumis) maatriksina. Sarnasuste
maatriksina saab kasutada nii parameetrilise kui ka mitteparameetrilise korrelatsiooni maatriksit.

Vaatlusi saab ordineerida nii sarnasuse kui ka paiknemise alusel

Ordineerimismeetodid kuuluvad gradientanaltiisi hulka, mis uurib ndhtuste paiknemist kesk-
konnatingimuste suhtes. Kaudse gradientanaliitisi puhul ei ole gradiente (keskkonnafaktoreid) otseselt
mdodetud. Vaatlused (nditeks taimkatteanalulsid) jarjestatakse vaid nende omavahelise sarnasuse
jargi. Otsese gradientanalliiisi puhul on keskkonnagradiendid otseselt m&ddetud ja uuritakse liigi
esinemissageduse vOi ohtruse seost keskkonnafaktoriga.

Gradient voib olla kompleksne, nditeks kdrgus merepinnast on otseselt mdddetav, aga mdjutab
organisme temperatuuri, sademete, pinnase jt faktorite kaudu. Gradient v@ib olla ka uurijapoolne
tldistus, naiteks inimmdju intensiivsus voi koha sobivus. Gradientanalilisi vdib vaadelda ka (he
tunnusruumi kirjeldamise viisina. V&ga paljudes uurimustes kujutatakse liikide, vaatlusalade voi
elupaigatiiipide paiknemist mingite gradientide teljestikus. Néiteks E. Lohmuse metsakasvukoha-
thdpide klassifikatsioon (joonis 2-8). Ordinatsioonide puhul tuleb silmas pidada, et ordinatsiooniteljed
ei pea tingimata olema omavahel risti (see tdhendab Uksteisest séltumatud), nagu on ristkoordinaadid
eukleidilises ruumis (Cormack 1979).

Ulevaate ordineerimismeetoditest vdib leida Kenti ja Cokeri (Kent ja Coker 1992) raamatust ning
veebilehelt http://ordination.okstate.edu.
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WiizausnAsIN

Joonis  2-8. Eesti  metsa-
kasvukohatlipide  ordinatsioon
(Léhmus 1984, lihtsustatult).
Telgede vaartused on protsentides
maksimaalse v8imaliku suhtes.

2.4.1. Faktoranallius ja peakomponentanaltiis

Faktoranallilsi ja peakomponentanalulsi eesmark on eemaldada niinimetatud paljumddtmelisuse
needus asendades suure hulga omavahel korreleerunud argumenttunnuseid véiksema arvu abstraktsete
ja omavahel sdltumatute tunnustega (faktoritega) nii, et faktorid kirjeldaksid v@imalikult suure hulga
lahtetunnuste hajuvusest. Paljumddtmelisuse needus (curse of dimensionality) t&histab mitme-
suguseid probleeme, mis kaasnevad tunnuste rohkusega ehk tunnusruumi paljumddtmelisusega.
P&hiprobleemiks on, et tunnusruumi mddtmete arvu suurenedes tdidab olemasolev andmestik tunnus-
ruumi jarjest hdredamalt. Tunnuste véartuste kombinatsioonide esindatuse tagamiseks on tunnuste
arvu suurenedes jarjest rohkem vaatlusi tarvis.

Faktoranalliis ja peakomponentanalliis annavad enamasti l&hedasi tulemusi. Erinevused on
arvutuslikud ja pustitatud eesmargis: peakomponentanalliis pulab Kirjeldada varieeruvust vahema
hulga ortogonaalsete telgedega ja on eelkdige ordineerimismeetod; faktoranaliilisi peamine eesmérk on
leida ja kirjeldada otseselt mittemdddetavaid Gldistatud faktoreid.

Faktoranallilisi ja peakomponentanaltiusi eeldused on:

O koik tunnused peavad olema arvulised,

O koik tunnused peavad olema kdigis katsetes m&ddetud,

O faktoranalliisid eeldavad tunnuste normaaljaotust juhul, kui lahteandmetena kasutatakse

Pearsoni korrelatsioonikordajate maatriksit. Juhul, kui faktorite v8i peakomponentide

leidmisel kasutatakse vahimruutude meetodit, peaks keskmine ruutviga olema tunnuste
hajuvuse adekvaatne kirjeldaja.

Faktoranalttsi (factor analysis) puhul eeldatakse, et tegelikult mdjub véike hulk faktoreid, mida
on moddetud mitme Uksiknditaja abil. Eesmérgiks on need (ldistatud faktorid leida ja seostada
mdodetud tunnustega. Teatud osa iga tunnuse varieeruvusest jaab faktoranallisil Kirjeldamata, seda
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nimetatakse tunnuse omapéaraks. Tunnuse seda osa, mille faktorid &ra kirjeldavad, nimetatakse
kommunaliteediks (communality). Faktorkaalud ehk faktorlaadungid (factor loadings) on faktorite
ja lahtetunnuste vahelised korrelatsioonikordajad. Need naitavad, millisel madral Uks vdi teine faktor
mingi algtunnusega seondub. Faktoranallilsi tulemus on faktormaatriks. Mdnikord kasutatakse faktor-
maatriksi pdéramist, et saada paremini tdlgendatavad faktorid.

Faktoranaltits tldistab moddetud tunnused uldistatud faktoriteks

Faktoranallisile léhedane on peakomponentanaliiis (principal component analysis — PCA), mis
on andmete ortogonaalne projektsioon vahemddtmelisse tunnusruumi, sdilitades maksimaalse v8ima-
liku dispersiooni. Peakomponentanaltiiisil moodustatakse algsesse tunnusruumi uued tunnusteljed nii,
et esimene telg on punktiparve maksimaalse hajuvuse sihis, teine esimesega risti ja punktiparve
maksimaalse jadkhajuvuse sihis jne. Uued teljed moodustatakse olemasolevate kaalutud lineaar-
kombinatsioonidena ja neid nimetatakse peakomponentideks. Peakomponentide sihid on maaratud
vastavate omavektorite (eigenvectors) abil — omavektori elemendid kannavad siin laadungi
(component loading) nime. Peakomponentide omavaartused (eigenvalues) on peakomponentide dis-
persioonid ehk hajuvuse osa, mida tks vOi teine peakomponent kirjeldab. Originaalvaatlused projit-
seeritakse peakomponentidele ja saadakse vaatluste koordinaadid ehk skoorid peakomponentide suhtes
(component scores).

Peakomponentanallts p6orab ja nihutab tunnusruumi vaatlusparve nii, et
telgedele moodustatud koondtunnused omavahel enam ei korreleeru

Peakomponentanaliiiisi kasutamise korral tekib sageli raskusi esimesele jargnevate telgede interpre-
teerimisega. Peakomponentanalliis moodustab ortogonaalsed teljed, mis eeldab koosmdjude puudu-
mist peakomponentide vahel olles tegelikkuse lihtsustus, sest looduses on keskkonnategurid omavahel
seotud.

Peakomponentanallitsi eel on soovitav andmed standardiseerida, nii et kdigi tunnuste keskmine
oleks null ja standardhdlve Uks. Kui standardiseerimist ei kasutata, hakkavad tulemused sdltuma
tunnuste mddGtihikutest ja suuremate vaartustega tunnused omandavad suurema osakaalu.
Topeltstandardiseerimise puhul standardiseeritakse nii seletavad kui ka funktsioontunnused, nditeks
kasutatakse liigi absoluutarvudes ohtruse asemel suhtelist ohtrust. Peakomponentanaliitisi erivorm on
SVD (singular value decomposition), mille puhul ei lahutata vaatlustest keskvaartust.

Peakomponentanallisil on kaks varianti: normaalne ehk R-anallilis ja p6drd- ehk Q-analliis. Esi-
mene on vaatluste anallilis tunnusruumis, teine tunnuste analliiis vaatluste jargi konstrueeritud telgede
suhtes. Termineid Q-analiiis ja R-anallilis kasutatakse ka valjaspool peakomponentanallitisi konteksti.
Meteoroloogias kasutatakse aga termineid T- ja S-peakomponentanaliiis, sGltuvalt sellest, kuidas
andmemaatriks sisestatakse. T-analliisi tunnusteks on mingi ajathiku vaartused paljudes vaatlus-
kohtades, S-analliusil on aga tunnusteks mdo6tejaamad ja juhtudeks ajatihikud, naiteks erinevad aastad.

R tlupi analtlsis v8rreldakse tunnuseid, Q tilpi analtisis objekte

Peakomponentanalliisi pdhimdtteid kirjeldas Karl Pearson (1901). Meetod sai laiemalt tuntuks
alles arvutite kasutuselevotu jarel. Geobotaanikas sai meetod populaarseks alates 1966ndast aastast.
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2.4.2.1. Empiirilised ristfunktsioonid

Empiirilised ristfunktsioonid (empirical orthogonal functions — EOF) on pideva muutuja
vadrtuspinna Uldistatud kirjeldamise vahend. Empiiriliste ristfunktsioonide analliisil otsitakse
ortogonaalseid baasfunktsioone ehk peakomponente, mis kdige enam kirjeldavad muutuja hajuvust.

Empiirilised ristfunktsioonid on meteoroloogias kasutusel 1940ndatest aastatest. Meteoroloogiliste
valjade empiirilisteks ortogonaalseteks funktsioonideks lahutamise terminoloogia parineb E.N.
Lorenzilt (1956). Lorenzi késitluses saab pidevat muutujat Kirjeldada summaga ortogonaalsetest
kohatunnustest (orthogonal functions of space), mille kordajad on aja funktsioonid. Mdned autorid
loevad empiirilisi ristfunktsioone peakomponentide sunonttimiks (Bjornsson ja Venegas 1997). Teiste
allikate jargi on empiiriliste ristfunktsioonide analiiiis peakomponentanaliilisi laiendus, mis v@imaldab
kasutada mittelineaarseid baasfunktsioone ja ajast v6i kohast s@ltuvaid peakomponente. Atmo-
sfadrifiulsikas tahistab empiiriliste ristfunktsioonide anallis aeg-ruumilise muutuja peakoordinaat-
analudsi, milles leitud peakomponente saab projitseerida nii ajaskaalale kui ka geograafilisele kaardile
(Hannachi et al. 2007, Straus ja Krishnamurthy 2007).

2.4.2. Mitmemootmeline skaleerimine

Vaatlusvektorite projitseerimist peakomponentide poolt maératud tasandile ja vaatluste sellel
paiknemise analtlsi nimetatakse peakoordinaatanalliisiks (principal coordinates analysis — PCO
vOi PCoA). Peakoordinaate saab kasutada néiteks regressioonanaliiisil, seostamaks vaatlusi tunnus-
tega, mida peakomponentanalliisil ei  kasutatud.  Sellist analilisi  nimetatakse ka
peakoordinaatregressiooniks.

Peakoordinaatanaliitis ehk meetriline mitmemddtmeline skaleerimine (metric multidimensional
scaling) on (ks mitmemddtmelise skaleerimise (multidimensional scaling) meetod. Mitme-
mdotmeline skaleerimine uldiselt on sarnasus- v8i korrelatsioonimaatriksis oleva teabe visuali-
seerimise meetodite kogum. Mitmemddtmelise skaleerimise lahteandmeteks on vaatlustevaheliste
sarnasuste tabel vGi korrelatsioonimaatriks. Mitmemddtmelise skaleerimise abil saab vaatluskohtade -
vaheliste vahemaade maatriksist taasluua kohtade paiknemise kaarti, mis séilitab algses maatriksis
olevad vaatlustevahelised vahemaad nii palju kui vOimalik. llmakaarte paiknemine kohtade
paiknemismustri suhtes tuleb hiljem endal otsustada.

Tarkvara

Tarkvarapaketi Statistica mooduli Multidimensional scaling lahteandmeteks vajaliku korre-
latsioonimaatriksi saab luua, kui salvestada parameetrilise korrelatsioonanaltlsi tulemus.
Mitteparameetriliste korrelatsioonide arvutamisel saadud tabel (scrollsheet) tuleb esmalt salvestada
andmeformaati (file — save as data), salvestatud tabel tuleb avada ja lisada selle 16ppu neli uut rida.
Esimese lisatud rea nimeks tuleb kirjutada Means, teise lisatud rea nimeks Std.Dev., kolmanda lisatud
rea nimeks No.cases ja neljanda lisatud rea nimeks Matrix. Rea No.cases esimesse lahtrisse tuleb si-
sestada tabeli arvutamisel kasutatud vaatluste arv, ja rea Matrix esimesse lahtrisse maatriksi tiilbi
kood (korrelatsioonid — 1, sarnasused — 2, erinevused vOi kaugused — 3, kovariatsioonid — 4).
Keskmiste ja standardhélvete rea v@ib jatta arvudest tihjaks. Tunnusruumi dimensioonide arv tuleb
endal otsustada. Telgede leidmine toimub iteratiivsete meetoditega ja on vBrdlemisi arvutusmahukas.
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2.4.3. Sagedustabelite log-lineaarne analtils

Igasuguseid varieeruvaid mitmetunnuselisi andmestikke saab esitada sagedustabelina, kus on
vaatluste sagedused kahe vGi enama tunnuse klassides (igal tunnusel kaks v@i enam Kklassi).
Sagedustabelite analuisi abil pliitakse leida ja tdestada statistilisi seoseid vorreldes servasummade
jargi arvutatud oodatavaid sagedusi tabelis tegelikult esinevatega. Olulised k6rvalekalded oodatavate
ja tegelike sageduste vahel viitavad vaatluste mittejuhuslikule jaotumisele klassikombinatsioonides ja
seega seose olemasolule Klassifitseerivate tunnuste vahel. Kui tunnuste vahel leitakse seos, tuleb
loobuda nullhiipoteesist ja otsida seost kirjeldavat mudelit.

Log-lineaarsed meetodid analliisivad sagedustabeleid logaritmilise seosefunktsiooniga Uldistatud
lineaarse mudeli abil. Mudeli sobitamise protsess on iteratiivne ning see pdhineb suurimal tdepéral
(ptk 1.2). Log-link tagab, et kdik prognoositud vaartused on positiivsed. Juhul, kui Ghte sagedustabelis
olevat muutujat késitletakse funktsioon- ja teist argumenttunnusena ning funktsioontunnus on kahe-
vaartuseline, siis on see logistiline regressioon logit lingiga. Lisaks faktorite individuaalsetele
mdjudele vbivad esineda ka faktorite koosmdjud, mis ei pruugi olla liituvad ehk aditiivsed, vaid
vOivad kombineeruda muul viisil ehk olla interaktiivsed. Oodatavate sageduste arvutamiseks mitme-
mdotmelistest sagedustabelitest kasutatakse iteratiivset sobitamist.

Sagedustabelite log-lineaarse analttsi (log-linear models for contingency tables) probleemiseade
on sarnane dispersioonanaliiisile (ptk 1.5.4). Erinevus on lahteandmetes, milleks log-lineaarse
analliisi puhul on sagedustabelid. Termin log-lineaarne tuleneb sagedustele iseloomulike kordsete
muutuste  normaliseerimisest  logaritmteisendusel. Tanu logaritmilisele teisendusele saab
mitmemd&0dtmeliste sagedustabelite anallitisi Glesannet ké&sitleda analoogilisena dispersioonanaliisi
tlesandele. Nii sagedustabeli kui ka dispersioonanaliiisi puhul eeldatakse faktorite klassifitseeritud
mdjusid, mis koos koosmdjudega tingivad sageduste vaartused sagedustabeli lahtrites.

Log-lineaarse mudeli olulisust saab kontrollida hii-ruut testiga vdi Monte Carlo meetodil (ptk
3.6.6). Mudeli sobivust saab analliisida ja graafiliselt esitada ja&kide analliusi abil. Jadksagedused on
empiiriliste ja oodatavate sageduste vahed v6i suhted. Kui mudel on andmetele hésti sobitatud, peaks
jaagid paiknema Uhtlaselt ja juhuslikult mlemal pool mudelit.

Tarkvara

Statisticas saab kasutada mudeli automaatset sobitamist, mis toimub jargmise algoritmi abil. Es-
malt sobitatakse mudel eeldades, et tunnused on sGltumatud. Kui mudel ei sobi (hii-ruut statistik naitab
olulist mudeli ja tegelike andmete erinevust), proovitakse mudelit sobitada kahekaupa koosmdjudega.
Kui mudel ei sobi ka niid, kasutatakse kolmepoolseid koosmgjusid jne. Kui programm leiab mingil
koosmdjude tasemel mudeli rahuldava sobivuse, siis hakkab see mudelist eemaldama koosmdgjusid,
mille eemaldamisel ei teki olulist erinevust mudeli ja empiiriliste andmete vahel.

2.4.4. Vastavusanaluus

Vastavusanaltiis (correspondence analysis — CA) ehk vastastikune keskmistamine ehk
ristkeskmistamine (reciprocal averaging — RA) on nominaalsete tunnuste vastavust kirjeldav meetod,
mis hindab vastavust sagedustabeli ridade ja veergude vahel. Meetodiga pudtakse leida loendite vari-
eeruvust kirjeldavaid peamisi faktoreid analoogselt faktor- ja peakomponentanaliilisile. Vastavus-
analiiisi olulisim erinevus on, et varieeruvust kirjeldavaid telgi arvutatakse korraga nii tunnustele kui
ka vaatlustele — sagedustabeli ridu ja veerge késitletakse vordselt. Saadakse nii tunnuste kui ka
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vaatluste Uhine ordinatsioon, milles vaatluste ja tunnuste leviku raskuskese on samas kohas ning iga
tunnus halbib keskmest seda tunnust kandvate vaatlustega samas suunas (joonis 2-9). Erinevalt
mitmemddtmelisest skaleerimisest on vastavusanalliisi lahteandmete allikaks vaatluste sagedustabel,
mitte korrelatsioonimaatriks. Erinevalt peakomponentanallisist on seostatavad tunnused nominaalsed.
Vastavusanaltisi mitmemd@dtmelist varianti nimetatakse kanooniliseks ehk mitmemddtmeliseks vasta-
vusanaluusiks (ptk 2.4.6).

Vastavusanalliis ei tdesta hlipoteese, vaid pliab leida andmetele kbige paremini sobivat mudelit.
Okoloogias on vastavusanaliiiisi nimetatud ka kaudseks gradientanaliiiisiks ja kaudseks ordinat-
siooniks, kuna see otseselt ei mddda seost liikide ja keskkonnafaktorite vahel, vaid paigutab telgi
tunnusruumi liikide koosesinemise sageduse alusel.

A B

P6osasmarana katvus [%)]

81...100%

(=)
(=] (=] (=] Qo =
(=] < w -] - x
N : : : : %
© v N - ©® o | ¥
T/ 2 1 0 0 0 0| 3
Kh | 260 67 16 6 5 3 [357 MR K
K| 92 5 5 0 2 1/[100 Lg
0
o Ko 98 50 32 13 14 8 215 1 20,&/\41"_60%
S Lg 2 0 0 0 0 0| 2 ..20% 0
3 - N 21..40%
G| 108 39 19 10 7 23 |206 61...80%
G1| 17 3 1 1 1| 23
M 3 0 0 3
R| 3 0 0 3

Kokku | 585 165 68 29 29 36 |912

Joonis 2-9. Pddsasmarana katvusklasside ja mullatiiibi kombinatsioonide sagedused Keila ja Suurupi
piirkonnas (A) ning mullaliikide ja p68sasmarana katvusklasside paiknemine vastavusanaluiisi esimesel ja teisel
teljel (B). Horisontaaltelje omavéartus = 0,345; vertikaalteljel 0,172. Ule 80% katvusega kohad esinevad
valdavalt gleimuldadel, keskmised katvused (21...80%) esinevad eelkdige gleistunud karbonaatsel mullal, liigi
puudumine vBi véhene katvus esinevad mitmesugustel muldadel ja seostuvad mullatuiubiga ndrgalt. T —
tehnogeenne ala, Kh — paepealne muld, K — rdhkmuld, Kg — gleistunud karbonaatne muld, Lg — gleistunud
leetunud muld, G — gleimuld, G1 — turvastunud muld, M — madalsoomuld, R — rabamuld. Vaatlusandmed Kalle
Remm 2008-2011.

Vastavusanalliils arendati vélja 1930ndatel aastatel ja esmalt kasutati seda sotsiaalteadustes
(Hirschfeld 1935). Ulevaate vastavusanaliiiisi arengust ja arvutuslikest (iksikasjadest voib leida
teostest Beh (2004) ja Greenacre (2007). Okoloogias hakati vastavusanaliitisi kasutama 1970ndatel
aastatel koos kaalutud keskmise meetodiga, sellest ka nimevariant vastastikune keskmistamine.
Kaalutud keskmistamise meetod lahtub eeldusest, et kui liigi esinemise tdendosus on kesk-
konnafaktori suhtes siimmeetriline, on liigi esinemissagedustega kaalutud esinemistingimuste kesk-
mine liigi optimumi nihketa hinnanguks. Kaalutud keskmistamist saab kasutada eelkdige kahel
eesmargil:

O liikide optimumide leidmiseks keskkonnafaktorite suhtes,

O  keskkonnafaktorite kaudseks hindamiseks liikide andmete alusel (bioindikatsioon,

kalibreerimine).
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Vastavusanaltisi puhul on ilmnenud kaks olulist probleemi. Esiteks, vastavusanalusil leitud teine
telg on sageli esimese ruutfunktsioon, seega korrelatsiooni mdttes esimesega tunnusruumis risti ja
néiliselt sdltumatu, kuid tegelikul esimese funktsioon (kilru-efekt — arch effect). Teiseks, kuna
telgede Uhikuks on liigilise koosseisu muutumiskiirus, siis surutakse telgede otsad analliusil kokku.
1980ndatel aastatel taimkatte ordineerimisel entusiastlikult kasutatud programmis DECORANA (Hill
ja Gauch 1980) on telgedega seotud probleeme piitud Uletada jagades esimesele teljele jargnevad
teljed I16ikudeks ja kontrollitakse iga I8igu ortogonaalsust eraldi. Kasutatavate I6ikude pikkus on
paraku tulemusi md@jutav subjektiivne faktor. DECORANAS kasutatud algoritmi nimetatakse trendi-
vabaks vastavusanaliiusiks (detrended correspondence analysis — DCA).

Ter Braak (1988a,b) soovitas kuliruefekti korvaldamiseks faktorlaadungite asemel kasutada
poliinomiaalregressiooni jadke olemasolevate telgede suhtes.

2.4.5. Kanooniline korrelatsioonanallils

Kanooniline korrelatsioonanalliis, mida sageli nimetatakse lihtsalt kanooniliseks analtlsiks, on
kahe tunnusteriihma vahelise seose uurimismeetod. Kanooniline Korrelatsioonanaliiis on
faktoranalliisi analoog kahe tunnusterihma seostamiseks, mis sobib nditeks seose uurimiseks
riskifaktorite ja sumptoome kirjeldavate tunnuste vahel voi siis taimekoosluse ja kasvukoha omaduste
seostamiseks. Kanoonilises anallilsis vdrreldakse kanoonilisi faktoreid, mitte originaaltunnuseid.
Kanoonilise korrelatsioonanaliiiisiga saab leida vaatluste paiknemist kanooniliste faktorite kui
tunnusruumi telgede suhtes ja tunnuste panuseid kanoonilistesse faktoritesse (joonis 2-10). Kanoonilist
korrelatsiooni saab véljendada ka korrelatsioonidena: 1) tunnuste vahel tihes tunnuste riilhmas, 2) teises
tunnuste riihmas ja 3) eri riihma kuuluvate tunnuste vahel.

A B Cc

ETM+
B1 B2 B3 B4 B3
B2 885
B3 908 934
B4 088 315 118

ETM+

B5
B5 675 .835 802 462 B8
B8 481 506 .500 -,249 536
&
Ortofoto B1 ":‘ﬁ- P
B G R . + B4
s o fnl" +
$ 984 . + 7
g R 973 989 .
© L 991 997 993 + B2%*
+ +
Ortofoto . B3
B G R L *
B1 408 403 376 401 *

B2 558 ,557 539 559
B3 510 515 492 512
B4 464 469 493 482
B5 584 605 610 ,609
B8 212 232 222 226

ETM+

Joonis 2-10. Kanooniline korrelatsioonanaliilis pddsasmarana vaatluskohtades mdddetud peegeldunud kiirguse
intensiivsuste vahel Landsat ETM+ kujutise kanalites B1, B2, B3, B4, B5 ja B8 29. juulist 2001 ning 2009.a.
ortofoto kanalites R, G, B, L. Kanooniline korrelatatsioon tunnuseriihmade vahel = 0,696. A — tunnustevahelise
korrelatsiooni maatriksid. B — ETM+ tunnuste kanoonilised kaalud, vaatluskohad (ruuged tépid) ja kohad
pdosasmarana katvusega >75% (mustad ristid) kahe esimese kanooniliste faktori teljestikus. C — ortofoto
tunnuste kanoonilised kaalud, vaatluskohad ja kohad pd6sasmarana katvusega >75% kahe esimese kanooniliste
faktori teljestikus. P6Gsasmarana ohtra esinemise kohad seostuvad eelkBige ortofoto punase varvitooniga.
Enamik siinkasutatud tunnustest on omavahel tugevasti korreleerunud, eriti ortofoto vérvitoonid, mis tahendab,
et ortofotodel on heleduse-tumeduse varieeruvus palju suurem kui vérvitooni varieeruvus.
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Kanoonilise analiilisi puhul on soovitatav: 1) et vaatluste arv Uletaks faktorite arvu véhemalt 20
korda, 2) et korrelatsioonimaatriks ei sisaldaks seosekordaja véartusi tiks voi selle lahedasi vaartusi.
Kanooniliste seoste statistilise olulisuse arvutus eeldab muutujate normaaljaotust. Kanooniline
korrelatsioon modelleerib vaid lineaarseid seoseid.

Kanoonilist faktorit (canonical root) vdib ette kujutada kui otseselt mitte mdddetavat tunnust.
Kanoonilised faktorid moodustatakse nii, et nad oleksid Uksteisest s6ltumatud ning neid vdib ette
kujutada tunnusruumis omavahel risti paiknevate telgedena.

Kanoonilised kaalud néitavad md6detud tunnuste mdju suunda ja osakaalu kanooniliste faktorite
moodustamisel. Olulise mdjuga kanooniliste muutujate arv maératakse hii-ruut testiga. Esmalt
madratakse kOigi kanooniliste muutujate mdju, seejarel kanooniliste muutujate mdju esimese kanoo-
nilise muutuja eemaldamisel jne.

Kanooniliste muutujate omavaartused naitavad, kui suur osa dispersioonist on seotud Uhe vai teise
kanoonilise faktoriga vO0i on seletatav (he vdi teise kanoonilise korrelatsiooniga. Ruutjuurt
omavéaartusest nimetatakse kanooniliseks korrelatsioonikordajaks.

Liiasusanalttsi (redundancy analysis — RDA) on mitme funktsioontunnusega ja mitme argument-
tunnusega regressioonanalidis, millele lisandub prognoositud vaartuste peakomponentanaliils.

Tarkvara

Kanoonilist korrelatsiooni saab arvutada Statistica moodulitega Canonical Analysis. Spetsiaalselt
kanoonilise korrelatsiooni jaoks on loodud programm CANOCO
(http://www.pri.wur.nl/uk/products/canoco), mis arvutab lisaks koosluste sarnasuse ja kasvukohtade
sarnasuse hinnangule ka koosluste paiknemise hinnangu kasvukohtade sarnasuse teljestikus.

Programmis Statistica nimetatakse kanoonilise analtiusi tunnuste rihmi listideks. Faktorite jaotuste
normaalsuse visuaalseks kontrolliks on mooduli Canonical Analysis allmoodulis Define model vahend
Means and standard deviations, mille juurde kéib muutujate jaotuste histogrammide koostamine.

2.4.6. Kanooniline vastavusanallls

Kanoonilise vastavusanallisiga (canonical correspondence analysis — CCA) otsitakse parimat
vastavust suurt hulka keskkonnatunnuseid dldistatud kujul Kirjeldavate faktorite ja liikide ndudluste
vahel jargmistel eeldustel:
liikide tolerantsipiirid on sama laiad,

O iga liigi maksimaalne hulk on sama,
O liikide optimumid paiknevad gradiendil Uhtlaselt vdi juhuslikult,
O liikide ndudlused on keskkonnafaktorite suhtes normaaljaotusega.

0]

Kanooniline vastavusanalilis on vahetundlik moningase kdrvalekaldumise suhtes nendest
eeldustest (ter Braak et al. 1993, ter Braak ja Juggins 1993). Meetod sobib andmestikele, kus
domineerivad liigi puudumise juhtumid. Erinevalt kanoonilisest korrelatsioonist ei eelda kanooniline
vastavusanaliilis lineaarset seost tunnuste vahel. Meetod sobib juhul, kui puuduvad andmed liikide
Okoloogiliste nbudluste kohta ja kasutada on vaid vaatluskohtades leitud liikide nimestikud.
Kanoonilist vastavusanaliiisi on palju kasutatud taimekoosluste ja kasvukohatingimuste omavaheliste
sarnasuste kujutamiseks samas teljestikus. Naiteks R. Ferris et al. (2000) uuris kasvukoha tunnuste,
puistu ja alustaimestiku vahelisi seoseid.
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Joonis 2-11 kujutab samasse teljestikku ordineeritud seoseid aasnelgi esinemise ja puudumise,
pddsasmarana esinemise ja puudumise, pdhikaardi pdhialade ja mullakaardile margitud mullaliigi
vahel Keila ja Suurupi vahelises piirkonnas paiknevates vaatluskohtades.

A B
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péllumaa 278 46 193 131 0 0 0324127 51 72 69
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K 100 2 91 1 12 14 22 51 0102 0 0O
E Kg 176 28 108 96 69 24 34 72 0 0204 O
G 145 40 89 96 38 25 50 69 0 0 0185 madalsoo
G171 19 117 3 7 13 5 0 0 0 0 20

Joonis 2-11. Pdsasmarana ja aasnelgi leiu- ja puudumiskohtade ning sagedasemate pdéhikaardi pdhialade ja
mullakaardi mullatiitipide kombinatsioonide sagedused (A) ning samade kohatunnuste paiknemine kanoonilise
vastavusanaluilisi esimesel ja teisel teljel (B). Horisontaaltelje omavaartus = 0,385; vertikaalteljel 0,322. Aasnelgi
ja p6dsasmarana leiukohad seostuvad eelkdige gleimuldadega.

Kh - paepealne muld, K — rahkmuld, Kg — gleistunud karbonaatne muld, G — gleimuld, G1 — turvastunud muld.
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ooo
Kusimused (o)

o

1. Kumba klassi, kas A vdi B, mééraks vaatluse (tunnus 1 = x, tunnus 2 = R) naiivne Bayesi
klassifikaator ja millisesse optimaalne Bayesi klassifikaator, kui 6petusandmestik koosneb jargmistest
vaatlustest? Kumb klass on téendolisem, kui tunnuste vaartusi ei ole teada?

Klass Tunnus1l  Tunnus 2

WWwwWwww>>>
< < X X N < X X
wxouHwom+HwnD

2. Kas kujutise pikslite klassifitseerimisel suurima tOepdra meetodil on tarvis teada pikslite
omavahelist paiknemist sama andmekihi piires?

3. Mille poolest erineb Mahalanobise vahemaa eukleidilisest vahemaast tunnusruumis?
4. Mille poolest erinevad klassifikatsioonipuu ja regressioonipuu?

5. Milline on kokkulangev osa ja klassifikatsioonitdpsuse kordaja kapa vaartus, kui klasside sagedus
vigade maatriksis on jargmine?

0 10 10
10 O 10
10 10 100

6. Milline on kapa véartus, kui klasside sagedus vigade maatriksi kdigis lahtrites on vordne?

7. Kas klassifikatsioonitapsuse kordaja kapa v6ib olla kokkulangevuse osakaaluga vdrdne? Kui jah,
siis millisel juhul?

8. Kas Klassifikatsioonitapsuse kordaja kapa saab olla suurem kui kokkulangevuse osakaal?
9. Kas klassifikatsioonitapsuse kordaja kapa saab olla negatiivne? Kui jah, siis millal?

10. Kas lihtsam on enamik vaatlusi pimesi kahte klassifikatsiooniliksusesse jagada siis, kui klasside
sagedus on vdrdne voi siis kui on ebavdrdne?

11. Kas Kklasside juhuslikul madramisel oodatavalt Gigesti Klassifitseeritud vaatluste arv sdltub
kasutatud klasside arvust?

12. Mille suhtes arvutatakse vigade maatriksist kasutaja tapsus (user’s accuracy) ja mille suhtes
klassifitseerija tapsus (producer’s accuracy)?
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13. Kas kolmevaartuselise tunnuse vigade maatriksi kdigis theksas lahtris vOivad olla samad arvud
(sagedused)?

14. Kas vigade maatriks on oma diagonaali suhtes summeetriline?

15. Kas tundmatu objekti Kklassikuuluvuse méaaramisel Kklassifikatsioonipuu abil saab seletavaid
tunnuseid kasutada suvalises jarjekorras?

16. Kas klassifikatsioonipuu meetod on rakendatav pideva muutuja klassifitseerimisel? Kui jah, siis
millal?

17. Kas objektide klassifitseerimisel kasutatavad tunnused vdivad olla nominaalsed?
18. Kas Klastrite moodustamise reeglid tekivad klasteranaltitsi kdigus?
19. Kas klasteranaliius eeldab klastrite olemasolu andmetes?

20. Arvuta Dice-Sgrenseni sarnasuskordaja kahe puistu vahel, milles puude katvused on jargnevad: 1.
puistu: lepp 32%, kask 5%, kuusk 17%, ménd 33%; 2. puistu: méand 32%, kuusk 22%, lepp 32%.

21. Mis on TSS statistiku muutumisvahemik?
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3. Statistiline modelleerimine 08

00

Mudel on empiiriliste andmete Uldistus ja/vdi korrastatud raamistik, mis vdimaldab prognoosida
muutujate mitteteadaolevaid véartusi vGi jaljendab mingit nahtust vai objekti lihtsustatud ja Gldistatud
kujul. Mudeli koostamisel l&htutakse alati mingitest olemasolevatest arusaamadest ja teoreetilistest
eeldustest. Seejuures tuleb valida, kas eelistada mudeli tapsust, tldisust v&i lihtsust. Keerukate sis-
teemide puhul, nagu loodus seda on, ei ole voimalik korraga saavutada tapsust, tldisust ja lihtsust.
Tuleb valida kas tks v8i kaks suunda ja teiste osas jareleandmisi teha. Adrmiselt lihtsustatud
teoreetilise mudeli tunnetuslik téhtsus voib olla suurem kui rakenduslik t&htsus. Mehhanistlikud
protsessimudelid piidavad olla Gldised ja realistlikud, aga looduslike protsesside pikemaajaline ette
ennustamine on enamasti ebatdpne. Empiirilised statistilised mudelid ei ole reeglina rakendatavad
valjaspool lahteandmete vaartuspiirkonda. Viimaste pohiliseks tahtsuseks on nimetatud empiiriliste
andmete kondenseerimist (Wissel 1992). Empiirilisi mudeleid saab muuta universaalsemateks
teoreetiliste eelduste arvestamisega ja mudelisse lisamisega. Kui statistilisel modelleerimisel eelda-
takse juhuslikkuse olemasolu ja mdju (enamasti seda tehakse) nimetatakse modelleerimist
stohhastiliseks ehk tdendosuslikuks.

Mudeleid on jagatud veel Kirjeldavateks ja prognoosivateks vastavalt sellele, kas eesmargiks on
eelkdige selliste komplektide otsimine tunnustest, mis tagavad t&pseimaid prognoose vO8i on
usaldusvadérsed hinnangud ainueesmérk. Parima kirjeldava mudeli leidmiseks on kasutatud kahte
pohimdtteliselt erinevat teed:

©  mudeli statistilise olulisuse hindamine (hipoteeside kontrolli meetod),

O prognoosivea minimeerimine.

Mudeleid vGib Klassifitseerida ka vastavalt sellele, kas need l&htuvad staatilistest vaatlusandmetest
vOi siis protsessist. Andmetele orienteeritud mudelid toetuvad kas eksperthinnangutele voi statisti-
listele seaduspérasustele sisend- ja valjundnéhtuste vahel. Protsessile orienteeritud deterministlikud
mudelid eeldavad, et pohjuslikud seosed protsessis on teada ja vorranditega kirjeldatavad. Statistilised
mudelid kasutavad reeglina suurt hulka empiirilisi andmeid, aga vdimalik on ka ldhtumine vaid
genereeritud andmetest vOi teoreetilistest konstruktsioonidest. Staatilise statistilise modelleerimise
eripdra on suhtelise stabiilsuse ndue, mis seab teatud piirid hinnangute usaldatavusele. Naiteks liikide
leviku staatilised mudelid eeldavad tasakaalu liigi ja keskkonna vahel. Staatilisest mudelist saadud
levila ei pruugi tegelikkusele vastata, sest:

O liik ei ole veel jéudnud levida kdigisse talle sobivatesse kohtadesse,

O organismid peavad monda aega vastu ka ebasobivates tingimustes ja rande kdigus satub osa
isendeid neile eluks ebasobivatesse kohtadesse,

O vabalt liikuva liigi Ukski isend ei juhtu parasjagu olema vaatluse all olevas kohas,

©  mudeli koostamisel kasutatud vaatlusandmete hulgas on registreeritud liigi juhuslikke
esinemisi kohtades, kus liik pusivalt elada ei suuda,

O liik on vélivaatlusel markamata jadnud, naiteks pole taimel parajasti margatavaid maapealseid
osi olnud.

Dunaamiline modelleerimine nduab paljude diinaamikat kirjeldavate parameetrite hindamist, mis
on suhteliselt keerukas. Statistilise mudeli puhul piisab etteantud seaduspérasuste konstantsuse
eeldusest ja paarist indikaatortunnusest. M&aramatust sisaldava diinaamilise mudeli suurem puudus on
vBimalike arenguvariantide hargnevus ja sellest tulenev vigade vdimenduv edasikandumine jargnevate
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seisundite hinnangutesse. VVaike erinevus modelleeritavate ajaliste muutuste alguses voib viia taiesti
erineva ldpptulemuseni. Kui igal ajahetkel on valida n arenguvariandi vahel, siis m ajahetke pérast
voib vdimalike variantide arv olla kuni n™. Ruumiliste protsesside puhul muutuvad dinaamilised
mudelid veelgi keerukamaks, sest lisaks protsessi késitlusele igas lookuses (pikslis, lahtris, kohas)
tuleb ruumiliste ndhtuste puhul arvestada ka naabruses toimuvate protsesside mdju. Mudeli prognoosiv
vOime ei pruugi kasvada samavéaarselt mudeli keerukuse tdusuga. Seega annavad suhtelises tasakaalu-
seisundis olevate pindandmete puhul statistilised tasakaaluseisundit eeldavad mudelid suhteliselt
kergema vaeva, vdhema aja ning oskuste kuluga paremaid tulemusi kui dinaamika mudelid. Siiski on
ka uurimusi, kus diinaamilisi mudeleid on dnnestunud rakendada suuremal territooriumil ja ruumiliselt
ilmutatud viisil (Urban et al. 1991, Moore ja Noble 1993, Roberts 1996, He et al. 1999, He ja
Mladenoff 1999).

Dunaamika mudelid muudab keerukaks arenguvariantide hargnevus ja
vigade véimenduv edasikandumine

Lisaks prognoosile v@ivad statistilised mudelid anda vdrdlusetalone selle kohta, milline oleks liigi
levik, koosluse struktuur v8i muu prognoositav parameeter etteantud tasakaaluliste tingimuste korral.
Teoreetilise vordlusetaloni kdrvutamine empiiriliste andmetega annab vGimaluse hinnata prognoosi
koostamisel kasutatud eelduste paikapidavust.

Statistiliste mudelite juures eeldatakse seletavate tunnuste ehk argumenttunnuste olemasolu. Olgu
nende arv k, see tdhendab, et argumenttunnused moodustavad k-mddtmelise tunnusruumi. Teiseks
eelduseks on funktsioontunnuse olemasolu. Kui funktsioontunnuseid on rohkem kui ks, on tegemist
mitmemd6tmelise (multivariate) mudeliga. Naiteks tasapinnal paiknemise ja arvukuse dilnaamika
mudelid on kahemd6tmelised. Dlinaamika mudelites saab tihe tunnusruumi dimensioonina kasitleda
aega. Tunnusruumi uurimisel on tihti probleemiks suur tunnuste arv (dimensionaalsuse needus) ja
tunnuste omavahelised seotused — originaalmd&tmistega mé&aratud tunnusruumi teljed on multi-
kollineaarsed ehk kollineaarsed, see tdhendab ei ole omavahel risti. Naiteks kaugseirekujutised
koosnevad paljudest kiirgusvahemikest, mida ei saa kasitleda omaette tunnustena, sest peegeldunud
kiirguse suurema hulgaga thes kiirgusvahemikus ehk kanalis kaasneb enamasti tugevam kiirgus ka
mitmes teises kanalis. Ka multispektraalsed kaugseirekujutised, mis koosnevad rohkem kui sajast
kanalist, taanduvad peakomponentanaltdisil vaid kolmeks kuni viieks omavahel sdltumatuks tunnuseks
(Curran et al. 1998).

Mudeli konstrueerimise eelduseks on veel teatud (enamasti empiirilise) andmestiku olemasolu.
Teoreetiliselt tuleks esialgselt ja ilma kindla plaanita kogutud vaatlusandmeid, nagu neid loodustea-
dustes sageli kohtab, kasutada vaid Kkirjeldava anallilisi jaoks ja hiipoteeside pustitamiseks.
Hupoteeside kontrollimiseks tuleks andmed koguda uuritavast kiisimusest lahtuva tapse plaani ko-
haselt, mis minimeerib Ulejadnud keskkonna kontrollimatu mdju v8i tuleks korraldada eksperiment.
Praktikas kasutatakse aga hiipoteeside tdestamiseks ka kindla plaanita kogutud andmeid lootuses, et
need vBimaldavad midagi vahemalt 95% kindlusega véita. Andmestik on tavaliselt esitatud andme-
maatriksina. Andmestiku ksikmddtmisi saab kujutada punktidena k-m6&d&tmelises tunnusruumis. Kui
tunnusruumi vaib kasitleda I6putuna, siis Uhe vdi teise uurimuse andmeid on olemas vaid argument-
tunnustega maéaratud ruumi teatud piirkonnas. Kui seaduspérasuste ekstrapoleerimine véljapoole and-
mete piirkonda ei ole digustatud, nimetatakse seda lubatud piirkonnaks. Véljaspool lubatud
piirkonda andmeid kas puuduvad v&i ei paku piirkond selle mudeli puhul huvi.

Statistilist modelleerimist voib pidada omaette statistika haruks voi ka kirjeldava statistika hulka
kuuluvaks. Statistilise modelleerimise eesmdrk on leida ja matemaatilises keeles kirjeldada seadus-
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parasused, mis sobivad empiiriliste andmetega kdige paremini, on v8imalikult suure ldistusjouga ja
ekstrapoleeritavad ka valjapoole mudeli parameetrite maaramiseks kasutatud treeningandmeid ehk
Opetusandmeid. Mudelisse lilitatavate faktorite mdju statistilise olulisuse kontroll ei ole siiski liiast.
Véheoluliste faktorite lisamine mudelisse voib kull prognoosi parandada, kuid muudab mudeli
keerukamaks ja véljaspool Gpetusandmeid védhemusaldatavaks — toimub mudeli liigsobitumine ehk
ulesobitumine (overfitting).

Okoloogiliste statistiliste mudelite kolme komponendina on nimetatud 6koloogilist mudelit (reaal-
susmudel), andmemudelit ja statistilist mudelit (Austin 2002). Reaalsusmudel méarab kasitletavad
objektid ja reaalsuses eeldatavasti eksisteerivad seosed ja omadused, andmemudel sisaldab andmete
kogumise metoodikat ja mdddetud tunnuseid, statistiline mudel mé&rab modelleerimise ja mudeli
verifitseerimise meetodi. Reaalsusmudelit ja andmemudelit kokku on nimetatud ka kontseptuaalseks
mudeliks.

Mudeli vaartust hinnatakse eelkdige prognoosi usaldatavusega. On vdidetud, et mudeli sobivuse
kriteerium on 6koloogilistes uurimustes astumas statistiliste hiipoteeside kontrollimise ja nullhipoteesi
tmberlikkamise asemele (De’ath 2002). See tahendab, et mingi faktori m@ju t6estamiseks ei pruugi
selle faktori m&ju eraldi uurida ning mdju puudumise nullhiipoteesi Umber likata, piisaks ka faktori
mdju olulisuse nditamisest piisavalt tdpseid prognoose andvas mudelis. Samasugune eelistus saavutada
pigem t6hus mudel kui teoreetiline mdistmine, on ka andmekaevandamise (ptk 3.1) uheks
aluspdhimatteks.
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3.1. Andmekaevandamine

Kdige Uldisemalt on andmekaevandamine (data mining — DM) meetodite kogum seaduspéarade
leidmiseks suures hulgas andmetes. Andmekaevandamise kontseptsioon tekkis koos mahukate
andmebaasidega ja seda vOib kasitleda ka kui andmebaasidest teabe hankimist (knowledge discovery
in databases — KDD) (Tan et al. 2006). Andmekaevandamisele kitsamas, anallilisimeetodi tahenduses
eelneb andmete eeltdotlus ja jargneb jareltodtlus. Automatiseeritud andmekaevandamise viisid
kuuluvad ka intellektitehnika ja tehisGppe (machine learning) valdkonda, statistilised meetodid
kirjeldava statistika hulka, osaliselt kattub andmekaevandamine mustrituvastusega (pattern
recognition). Andmekaevandamise meetodid ei Urita madrata seadusparasuste statistilist olulisust, vaid
prognoosivad ainult uuritava tunnuse vaartust vdi otsivad seaduspérasusi andmetes, sest

O statistiline olulisus kehtib niikuinii vaid kasutatud mudeli digsuse ja valimite esinduslikkuse

eeldusel;

O rakenduslike otsuste aluseks vdivad olla ka statistiliselt mitte-olulised tulemused, kuni

usaldusvadrsemaid mudeleid ei ole.

Andmekaevandamisel otsitakse seoseid suurest andmehulgast, seoste
olulisuse t6estamine ei ole eesmargiks

Andmekaevandamise meetodite erinevus klassikalise statistika vahenditest on eelkdige kont-
septuaalne. Kui klassikalises statistikas domineerib algoritmiline 1&henemine: tapselt defineeritud t66-
vOtted viivad kindla tulemuseni, siis andmekaevandamise meetodid dritavad suurest andmehulgast
seoseid ja reegliparasusi leida heuristiliselt, nii et analliiisi meetodid ja protseduur tapsustuvad
analiiusi kéigus. Kui the meetodiga head seost ei leita, siis proovitakse jargmist. Kui seose tiiibi kohta
on vahe ette teada, siis ei saa piirduda teoreetiliselt kdige 6igema mudeliga.

Andmekaevandaja on pragmaatik

Modelleerimismeetodina vBib andmekaevandamise jagada kolme staadiumi:

O seadusparasuste otsimine,

O seaduspérasuste modelleerimine,

© mudeli verifikatsioon uute andmetega. Protsessi korratakse, kuni on leitud enam-vdhem sobiv
viis andmetest leitud teabe kirjeldamiseks.

Lihtsaim andmekaevandamise meetod on sagedustabelite koostamine. Andmekaevandamise
sissejuhatavas Gpikus (Tan et al. 2006) on nimetatud jargmised pdhilised meetodid: koondstatistikute
arvutamine, andmete visualiseerimine ja tabelite koostamine, klassifikatsioonipuud, I&hima naabri
klassifikaatorid, Bayesi (tdendosjaotusi kasutavad) klassifikaatorid, tehisnarvivdrgud, tugivektormasi-
nad, paralleelseid mudeleid kasutavad meetodid ehk ansamblimeetodid, seoste analliiis, klasteranallis,
anomaaliate tuvastus.

Wu et al. (2008) loetlevad jargmised kiimme 2006. aasta 18pu seisuga teadusringkondades kdige
mdjukamat andmekaevandamise algoritmi: C4.5, k-means, SVM, Apriori, EM, PageRank, AdaBoost,
kNN, Naive Bayes ja CART. K-means algoritm vdrdleb klassifitseeritavaid objekte klassikeskmetega (k
tahistab klastrikesmete arvu); k-means meetodist on juttu ka klasteranalliisi peatiikis (ptk 2.3.1),
tugivektormasinatest (SVM) peatiikis 3.4.5.4, KNN meetodit on mainitud sarnasusele tugineva
jareldamise peatikis (ptk 3.4.6), naiivne Bayesi klassifikaator on klassifitseerimismeetodite peatiikis
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(ptk 2.3.2), CART liikide ja elupaikade leviku modelleerimise osas (ptk 5.6.6.1) ja AdaBoost
ansamblimeetodite alapeatiikis (ptk 5.6.10.1). C4.5 on otsuste puu algoritm, mis lubab hargnemisi
korraga rohkem kui kahte allliksusesse, mis v8imaldab mitmetunnuselisi otsustamiskriteeriume ja mis
kasutab Klassifikatsiooni tdhususe kriteeriumina infoteooria méddikuid. Algoritmi uuem versioon on
vabalt saadaval aadressil http://rulequest.com/GPL/C50.tgz. Apriori algoritm otsib sagedasemeid
vadrtuskombinatsioone. Kombinatsiooni sageduse mééramise arvutusmaht kasvab astmeliselt vGima-
like kombinatsioonide arvu suurenedes. EM (Expectation—Maximization) algoritm sobitab segajaotusi.
PageRank on veebiotsingu tulemuste jarjestamise algoritm, mille métlesid vélja Sergey Brin ja Larry
Page (Brin ja Page 1998) ja millele on rajatud Google otsingumootor. PageRank moodustab igale
veebilehele véartushinnangu, mida méarab sellele veebilehele suunatud viitade (haalte) arv veebis.
Seejuures arvestatakse kaaluna iga haalt andva veebilehe enda vaartust (temale suunatud viitade arvu).

Tarkvara

Andmekaevandamise rakendustarkvara téielikumad komplektid on lisamoodulitena suuremates
statistilise andmettotluse pakettides, nagu Statsoft Statistica Data Miner, SAS Enterprise Miner.
Vabavarast tuntakse eelkdige paketti RapidMiner. Andmekaevandamise programmikoode on saadaval
ka programmeerimiskeskkonnas R.
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3.2. Saastvusreegel

Saastvusreegel ehk parsimooniareegel ehk Occami (Ockhami) habemenuga (parsimony rule,
Occam's razor) on keskaegsele filosoofile Ockhami Williamile omistatav loogikaprintsiip: Entia non
sint multiplicanda praeter necessitatem — keerukust ei tohiks eeldada ilma tungiva vajaduseta ehk kui
mingit nahtust on vGimalik seletada lihtsalt, siis ei ole pdhjust kasutada keerukamat seletust.

Saastvusreegli ehk parsimooniareegli jargi tuleb eelistada lihtsamat seletust

Ockhami William siindis 1285 Ockhami kiilas Inglismaal, liitus varases nooruses frantsiskaanlaste
orduga ja Oppis teoloogiat Oxfordis. Sattus oma vaadete parast opositsiooni teaduskonna profes-
soritega. Vastuoludest sai teada ka paavst Johannes XXII, kes kutsus ta 1324. aastal paavsti kohtusse
Prantsusmaale Avignoni. Kohtus oli Ockhami Williami oponendiks Jogh Lutterell, endine Oxfordi
tlikooli kantsler. Ockhami Williamit ei mdistetud kiill kunagi stiidi, kuid tema jatkuvad dispuudid ja
vastuolu paavstiga sundisid teda 1328. aastal Avignonist pdgenema. Ockhami William leidis kaitset
keiser Louis IV juures, kellega ta reisis Munchenisse. Seal kirjutas Ockhami William oma kdige
teravamad paavsti v8imu vastased traktaadid.

Saastvusreeglit on sbnastatud ka: keerukust ei tuleks eeldada ilma tdsise vajaduseta. Ockhami
habemenuga kasutatakse selleks, et ndhtuste seletustest maha raseerida kdik kontseptsioonid, muutujad
ja konstandid, mis ei ole nahtuse araseletamiseks tingimata vajalikud. Sellega muutuvad mudelid
lihtsamaks ja véheneb ka vBimalus eksiteele sattuda tulenevalt andmete ebajarjekindlusest, ebatéielik-
kusest vOi dubleerimisest. Saastvus ei valista keerukaid mudeleid, vaid nduab keerukama mudeli
eeliste pohjendamist. Séastvus on seega mudeli omadus. Parsimoonne ehk sééstlik mudel on selline,
mis vastab empiirilistele andmetele ning mille korral on mudeli parameetrite arv minimaalne ja
vabadusastmete arv maksimaalne. Parsimoonne on néiteks kladistilises analtilisis rakendatav oletus, et
evolutsioon on kulgenud rada mddda, mille puhul on evolutsiooniliste muutuste hulk minimaalne.
Eeldatakse, et evolutsioonis ei ole olnud keerdkéike ja tagasipoérdumisi. Paraku on selliseid lihimaid
vOimalikke teid enamasti rohkem kui (iks.

Kuigi séastvusprintsiip tundub triviaalne, on see uihest kiljest kogu teoreetilise teaduse ja modellee-
rimise alus. Teisest kiiljest ja4b aga kasutatud keerukustaseme p&hjendus tihti vaid (subjektiivse) arva-
muse tasemele — kas pohjusel, et mudeli keerukust ei ole alati lihtne mdota ja vorrelda voi pdhjusel, et
mudelite headust ei saa Uheselt ja tapselt hinnata. Milline on ihel vGi teisel juhul vajalik mudeli tapsus
ja milline on sobiv keerukusaste, on tihti raske otsustada.

Iga valimi puhul eksisteerib 16putu hulk vdimalikke mudeleid, mis valimis olevaid véartusi
pohjendada vdivad, kuna mudel putab esindada uldist seaduspdra 18pmata suures tldkogumis, millest
olemasolevad andmed on vaid (ks 18pliku suurusega valim. Esindamata vaatlusi piliavad dra arvata
mudelis olevad reeglid ja parameetrid. Naiteks labi korrelatsioonivélja vdib tdmmata mitmeid kbve-
raid, mis kirjeldavad sama hésti kahe nahtuse vahelist statistilist seost. Sddstvusreegli kohaselt tuleks
seose kirjeldamiseks olemasolevate andmete piirkonnas eelistada lineaarset mudelit ka teades, et
lineaarne seos on pdhimdtteliselt sobimatu valjaspool seda andmestikku.

Lihtsamat seost tuleks eelistada seni, kuni teatud keerukam seos ei ole andmete jargi ilmne v@i siis
teoreetilistest teadmiste kohaselt eelistatud. Lihtsamate mudelite eelistamist pdhjendatakse ka vGima-
like lihtsamate mudelite vdiksema arvuga ja sellest tuleneva véiksema vdimalusega, et mudel sobib
vaatlusandmetega vaid tanu juhuslikule kokkusattumisele. Saastvusreegli jargi ei tuleks mudelitesse
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lulitada mittevajalikke muutujaid. Liialt suur arv seletavaid tunnuseid suurendab vabadusastmete arvu
ja ohtu saada néiliselt tugevaid seoseid, mis véljaspool mudeli sobitamise andmeid ei kehti. On
néidatud, et argumenttunnuste arvu suurendamine Ule optimaalse lausa halvendab prognoose, kuna
kdrvalised tunnused toovad endaga kaasa vaid miira (Harell et al. 1996, Remm 2004).

Liigkeerukas mudel kaldub tlesobituma
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3.3. Modelleerimise etapid

Modelleerimise neli suurt td6etappi on:

O Qpetusandmete hankimine ja mudeli formuleerimine,

©  mudeli kalibreerimine ehk sobitamine dpetusandmetele,

©  mudeli hindamine (kontrollimine sGltumatute kontrollandmetega, prognoosijaakide ja mudeli
tundlikkuse analtilis, mudeli tdiustamine ja uuesti hindamine),

©  mudeli kasutamine.

3.3.1. Andmete kogumine

Mudeli tiubi valikul ja mudeli moodustamisel saab ldhtuda olemasolevatest teoreetilistest
teadmistest ja kogemusest. Mudeli parameetrite sobitamiseks on vajalik mingi dpetusandmestik, mis
reeglina on valjavGte uuritavast tldkogumist — petusvalim ehk dpetuskogum. Ka uurimuse modtkava
ja madratavad faktorid sdltuvad kontseptsioonist ja hiipoteesidest. M@nikord ka vastupidi. Enamasti on
uurijal siiski enne andmete kogumist mingid hiipoteesid selle kohta, millised faktorid v@ivad olla
olulisemad.

Andmete kogumist saab stratifitseerida vastavalt olulisematele faktoritele v@i véartuskombi-
natsioonide esinemise aladele ehk kombineeritud eraldiste ehk gradsect meetodil (Gillison ja Brewer
1985, Austin ja Heyligers 1989, Neldner et al. 1995, Wessels et al. 1998). Kombineeritud eraldiste
meetodi jargi jagatakse teemakihid osadeks vastavalt faktorite véartustele. Iga eraldis esindab faktorite
vadrtuste Uhte kombinatsiooni ja iga kombinatsiooni kohta vdib olla mitu eraldist. Vaatlusalal
valitakse juhuslikud eraldised igast vaartuskombinatsioonist ning igasse eraldisse luuakse juhuslikult
paiknevad vaatluskohad. Eraldiste ja vaatluspunktide valikul vdib olla tdiendavaid eraldise suuruse ja
omavahelise paiknemisega seotud piiranguid. Kui faktoreid ja liike on palju ja eri liikide jaoks on
olulised erinevad faktorid, siis vdib suhteliselt homogeensete eraldiste moodustamine olla keerukas.
Wessels et al. (1998) on erinevaid valikumeetodeid vorrelnud ja leidnud, et faktorite jargi valik ja ruu-
miliselt kihistatud valik annavad enam-vahem samavord esindusliku véljavotte, aga sistemaatiline ja
lihtne juhuvalik on reeglina vahemesinduslik.

Kui soovitakse kasutada fikseeritud suurusega osavalimeid igast faktorkihist, aga andmestikus ei
ole osa faktorvaartuste kombinatsioone piisavalt esindatud, siis tuleks kaaluda taiendavate vaatluste
lisamist. Osade faktorkombinatsioonide puudumine andmestikus mdjutab prognoosi usaldusvaarsust
tdendoliselt ronkem kui valimi moodustamise pdhimdtted. Linklike andmestike kasutamisel tuleb kas
puuduvate vaartustega vaatlused analliisidest vélja jatta voi siis taita tihjad lahtrid teiste tunnuste jargi
prognoositud vdi juhuslike véartustega. Prognoositud véartused leitakse enamasti mingi esialgse
regressioonimudeli jargi. Kui muud mudelit ei ole, siis on juhusliku muutuja vaartuse parimaks
prognoosiks tema keskvééartus. Puuduvate véartuste asendamisel tunnuse keskmisega vaheneb tunnuse
hajuvus. Kuid kui tunnuse varieeruvust ei uurita ja ka mudel on loodud eelkdige muutuja oodatava
vaartuse hindamiseks, mitte muutuja varieeruvuse hindamiseks, siis vdib puuduvaid vaatlustulemusi
asendada vastava muutuja keskvéartusega. Kasutatakse ka puuduvate vaartuste asendamist prognoo-
situd véértuse ja juhusliku arvu summaga (Haining 2003) ning asendamist juhuslikult valituga teada
olevate véartuste hulgast.

Puuduvate vaartuste asendamisel tunnuse keskmisega véaheneb tunnuse
hajuvus
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Andmete kogumise eeltdona tuleks uurida néhtuse ruumilist autokorrelatsiooni (ptk 5.1). Kui osa
vaatluspunkte on uksteisele 1&hemal kui ruumilise autokorrelatsiooni ulatus, tuleb need lugeda pseudo-
replikatsioonideks ehk naivkordusteks (vt ka ptk 5.1). See tdhendab, et vaatlused osaliselt kordavad
Uksteist ehk naabervaatluste vaartuseid pdhjustavad samad protsessid (sindmused) vdi need ei ole
tiksteisest sdltumatud ja vabadusastmete arv ei vasta vaatluste arvule. Kui planeeritud replikatsioonid
ehk kordused on statistiliste andmete kogumisel vajalikud andmete varieerumise ja mdGtmisvea hinda-
miseks, siis pseudoreplikatsioonid on teadmata ulatusega ja mdjutavad tulemusi ning selle mdju
suurust on keerukas hinnata.

3.3.2. Mudeli formuleerimine

Mudeli formuleerimine koosneb mudeli titbi ehk modelleerimise meetodi ning parameetrite ja
nende maramise algoritmi valikust. Enamik statistilisi mudeleid eeldavad kindlat tliipi muutujaid ja
nende muutujate jaotustulpi. Jarelikult tuleb kdigepealt kas teoreetiliselt teada voi siis olemasolevate
andmete poOhjal selgitada muutujate jaotustliibid. Naiteks liikide ohtruse vaatlusandmed ja mis
olulisem — prognoositavate véartuste halbed, on harva normaaljaotusega. Seetdttu ei ole dige kasutada
arvukuse prognoosimisel normaaljaotust eeldavaid meetodeid. Mitteparameetrilised meetodid ei sea
kull eeldusi jaotustutbile, kuid nduavad siiski nominaalsete ja numbriliste muutujate eristamist.

Mudeli valikul v@ib alustada kas téisparameetrilisest mudelist ja siis jark-jargult parameetreid
vahendada, kuni saavutatakse sobivalt parsimoonne variant, voi siis alustada kdige lihtsamast mudelist
ja kontrollida, kui palju uute parameetrite lisamine mudelit parandab.

Paljude tunnuste puhul tekib kiisimus, milliseid teisendusi kasutada ehk millises teljestikus vaartusi
esitada. Kas ndlva kaldenurka tuleks mdéta kraadides vdi protsentides, kas faktori vaartuste puhul on
olulised vordsed lineaarsed véartusvahemikud vGi kordsed vahemikud, milliseid tunnuseid oleks
Oigem kaésitleda logaritmskaalas vOi muul viisil teisendatult? Kuidas mddta reljeefi keerukust ja
suhtelist korgust, millise néitaja jargi mdota koosluse keerukust, kas ndhtuse osakaalu on Gigem
hinnata protsentides vdi ndhtuse esinemise ja puudumise vahekorra logaritmi ehk logiti jargi? Kas
inimestele olulisi vahemaid tuleks madta pikkuse Uhikutes vGi vahemaa labimisele kuluvas ajas? Nii
nagu vahemaa on suhteline geograafilises ruumis, on suhtelised ja mitmeti mdddetavad ka sarnasused
ja erinevused ehk vahemaad tunnusruumis. Valdavalt on siiski (heselt mdistetav vadrtuste jarjes-
tatavus. Keegi ei kahtle selles, et 20° kaldenurgaga ndlv on etteantud koordinaatslisteemis jarsem kui
10° ndlv, vaieldav on aga, kas 11° nélv erineb 2° kaldenurgaga ndlvast rohkem kui 20° ndlvast.

3.3.2.1. Okonisi mudelid

Liikide leviku modelleerimisel tehakse vahet 0©koloogilise p6hiniSi (teoreetilise ehk
fundamentaalse nisi) ja realiseerunud nisi vahel. P8hiniss sGltub liigi flsioloogilistest ndudlustest ja
looduses esinevate tingimuste kompleksidest. Realiseerunud niss sisaldab lisaks p6hinisi tingimustele
ka organismidevahelisi suhteid (biootilisi interaktsioone). PG&hiniSi ja realiseerunud nisi vahel
vahetegemine modelleerimisel nditab, kas liigi prognoositud levik on saadud lahtudes liigi fusio-
loogilistest ndudlustest voi liigi esinemise ja ohtruse valivaatlustest.

Enamikus 6koloogiliste statistiliste prognoosimudelite puhul on eeldatud, et 6konissi véljendava
seose kuju on simmeetriline ja vastab normaaljaotuse tihedusfunktsioonile. On ndidatud, et mitmete
liikide esinemissagedus ei ole keskkonnateguri teljel simmeetriline, kuigi simmeetrilised seosed
voivad olla sagedasemad (Austin 1987, Oksanen ja Minchin 2002). Sobimatu seosettiuibi eeldamine
vBib viia ebadnnestunud mudelini. Okonisile vastava levila kaardistamisest on juttu peatiikis 5.6.
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Universaalse valemi 6konissi kirjeldava kdvera modelleerimiseks on pakkunud Huisman et al. (1993).

1
M (1+e(a+bx) Xl+ e(c—dx))’

kus E on oodatav vééartus, mis sdltub keskkonnafaktori gradiendi x vadrtusest, faktori maksimaalsest
vOimalikust vaartusest M ja neljast kasutaja poolt madratud vadrtusega parameetrist (a, b, c, d).
Parameetrite fikseerimise vdi nulliga vBrdsustamise abil v6ib saada nii asummeetrilisi, summeetrilisi,
konstantseid, Uhtlaselt lineaarselt muutuvaid kui ka platookujulisi seoseid (Oksanen ja Minchin 2002).

E =

[3-1]

Uurimused

Libisevat keskmist liigi arvukuse ja keskkonnatingimuste vahelise seose Kkirjeldamiseks on
kasutanud Remm (1987), Huntley et al. (1989), Prentice et al. (1991), Bartlein ja Whilock (1993).
Normaaljaotust on liikide vastavusfunktsiooni modelleerimiseks kasutanud ter Braak ja van Dam
(1989), Birks et al. (1990). Ter Braak et al. (1993) arendasid vélja multinomiaalse logitmudeli, kus
regressioonikordajad on seotud liikide n-md6tmelise normaaljaotusega unimodaalse vastavuspinna
optimumidega. Mudeli unimodaalsus tdhendab, et igal liigil on vastavuspinnal ks (teistest liikidest
erinev) optimum.

7. september. 2012 106


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

3.4. Mudelite tulubid

Loodusuuringutes kasutatava statistilise modelleerimise p&hilised meetodid on: regressioonanalidis,
mitmesugused muud aditiivsed mudelid (uldistatud, mitteparameetrilised, mittelineaarsed), disper-
sioonanalits, klassifikatsioonipuud, ordinatsioon, sagedustabelite analiiis, tehisnérvivorgud ja teised
intellektitehnika meetodid, sarnasusele tuginev jareldamine ja stohhastiline modelleerimine. Aegridade
ja ruumiandmete puhul lisandub aja ja ruumi arvestamine. POhiliselt tuleb arvestada trende ning
autokorrelatsiooni ajas ja ruumis. Statistilise modelleerimise puhul tuleb arvestada ka tunnusruumi
pidevust — autokorrelatsioon esineb ka tunnusruumis.

3.4.1. Regressioonimudelid

Regressioonimudel on statistilise seose lihtsustatud ja formaliseeritud esitus. Regressioonimudelit
tldiselt kasitleb peatikk 1.5.3.

3.4.1.1. Lihtsad lineaarsed mudelid

Lihtsad lineaarsed mudelid sisaldavad vaid lineaarseid seoseid ja omavahel liituvaid mdjusid,
neid kasutatakse regressioon-, dispersioon- ja kovariatsioonanalliusis. Lisaks liituvatele mdjudele
eeldavad lineaarsed mudelid iga vaatluse s6ltumatust ja hekordset esindatust, kdigi olulise mdjuga
argumenttunnuste  kaasamist mudelisse, prognoosi ja vaatluste hélvete normaaljaotust ja
homoskedastilisust (konstantne dispersioon argumenttunnuste k&igi vaartuste korral). Mainitud
kitsendustest vabanemiseks on vilja tdotatud Gldised ja dldistatud lineaarsed mudelid, mida ise-
loomustatakse alljargnevalt eraldi peatiikkides. Regressioonanaliiisi ja dispersioonanaliiisi iseloomus-
tus on esitatud andmettotluse pdhitddede peatikis (ptk 1.5.3 ja 1.5.4). Siin peatukis puttakse neid
meetodeid iseloomustada eelkdige statistilise modelleerimise aspektist.

Lineaarne regressioonanallits

Lihtsa lineaarse regressiooni mudel avaldub valemina, mille viimane liige on normaaljaotusega
juhuslik viga keskvaartusega O ja standardhéalbega o

Y =b, +b,X +vigaj- N(0,02 )} [3-2]

Lineaarset regressioonimudelit kasutatakse:
©  muutuja Y prognoosimiseks muutuja X kaudu,
©  muutujate X ja Y vahelise pdhjusliku seose hiipoteesi tdendamiseks (mitte tGestamiseks),
O muutuja Y varieeruvuse osaliseks seletamiseks muutuja X abil.

Lihtsa lineaarse mudeli graafiline kuju on regressioonisirge (regression line), mis sobitatakse 1&bi
kahemddtmelisel pinnal olevate punktide vahimruutude meetodil (ordinary least squares — OLS).
Véhimruutude meetod on vahend leidmaks selline lahend, mille puhul regressioonijéékide ruutude
summa on minimaalne (determinatsioonikordaja on maksimaalne). Vahimruutude meetod annab
suurima tdepéra (ptk 1.2 ja 3.6.1) hinnangu juhul, kui lihtsa lineaarse mudeli eeldused on téidetud.
Véhimruutude meetodil leitud joon ldbib muutujate keskvaartustele vastava punkti juhul kui vigade
normaaljaotuse eeldus on tdidetud. Vaatluste hdlbed oma keskvaartusest saab jagada regressiooniga
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araseletatud ja seletamata hélveteks (joonis 3-1).

Mitmetunnuselise ehk mitmese regressiooni korral on argumenttunnuseid mitu. Kui ihe pideva
argumenttunnuse korral on regressiooni graafiline kujutis sirgjoon, siis kahe ja enama pideva
argumenttunnuse korral moodustub vastavuspind (response surface).

Kuna kovariatsioonanaltitsi (analysis of covariance — ANCOVA) puhul on iks seletav tunnus
pidev ja teine diskreetne, siis selle tulemuste graafiline kujutis on eraldi regressioonijoon kategoorilise
muutuja iga vaartusklassi kohta (vt ka ptk 1.5.2.1). Kategoorilise muutuja mdju avaldub nende
regressioonijoonte erinevuses. Kui kdik argumenttunnused on kategoorilised, kasutatakse disper-
sioonanaludsi (ptk 1.5.4). Dispersioonanalliiis on meetod pideva tunnuse varieeruvuse jaotamiseks
etteantud gruppide vaheliseks ja gruppide siseseks varieeruvuseks.

Argumenttunnuse teisendatud vééartusi kasutavad mudelid, nagu nditeks polinomiaalgressioon,
loetakse lineaarsete mudelite hulka, sest teisendatud argumenttunnust vBib kasitleda omaette tunnu-
sena. Teisendatud funktsioontunnuse puhul voib lineaarseks pidada mudelit, mille oodatavad vead on
aditiivsed. See tdhendab, et juhuslik viga liitub faktorite mdjudele ja mitte muul moel, néiteks ei
astenda mdjusid. Pollinomiaalgressioon kasutatakse okoloogiliste néhtuste puhul keskkonnafaktori
optimumi tuvastamiseks uuritavas vaartusvahemikus ning teadaolevalt mittelineaarse, kuid tapsemalt
tundmata seose uldistatud kujul kirjeldamiseks. Naiteks voib liigi v0i muu ndhtuse logaritmitud
arvukust kirjeldada ruut-teisendatud keskkonnagradiendi jérgi.

<> L7
W

Y Tfo HT { v Y g% ;V
ll‘ll

X X
Tunnuse Y hilbed Regressioonijoone erinevus
keskvaartusest keskvaartusest
s+ +
I~ /9)‘“ I~ /ﬁkb
N N

) Vel e
Y)/d/r&% Y ' I

X
Y hélbed regressiocnijoonest

X
Y regressiooni poolt seletatud
ja seletamata halbed

Joonis 3-1. Funktsioontunnuse halbed keskvaartusest ja regressioonimudelist. Halbeid mdddetakse reeglina

piki Y-telge, aga on Kka teisi variante. Mudeli abil 4ra seletatud (Y—Y ) ja seletamata (YY) hajuvuse vahekord
naitab mudeli kasulikkust.

Regressioonimudelite puhul tehakse veel vahet, kas argumenttunnuse X puhul eeldatakse médtmis-
vigade olemasolu v@i ei. Enamasti eeldatakse, et muutuja X ei sisalda médtmisvigu (fikseeritud mdju-
dega mudel ehk esimest tulpi mudel) (ptk 1.5.4). Esimest tulpi mudeli puhul mdddetakse
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regressioonijddke vaid y-telje sihis (funktsioontunnuse skaalas) ja mudel on kasutatav vaid
funktsioontunnuse prognoosimiseks argumenttunnuse jargi. Teist tidpi mudeli puhul eeldatakse ka
argumenttunnuse juhuslike mdatmisvigade olemasolu (joonis 3-2). Sellele lisaks tuleb eeldada, et
tunnuste varieeruvuse ainus pdhjus on nende mddtmisvead. Vastasel juhul joutakse madramatusse.
Teist tidpi mudeli sirge paikneb tunnuse Y tunnuse X jargi prognoosimise ja tunnuse X tunnuse Y jargi

prognoosimise

regressioonijoone  vahel.

seonduvatest probleemidest annab tabel 4.

Ulevaade vahimruutude

regressiooni  kasutamisega

Tabel 4. Vahimruutude regressiooni kasutamisel esinevad probleemid Haining (1990) jargi.

Probleem Tagajarg Kontrollimisviis Abindu
Jaagid ei ole F statistikul basee- | Jadkide graafik, Shapiro | Funktsioontunnuse teisen-
normaaljaotusega ruvad testid ei anna | W test. damine (Box-Cox teisendus).

Oigeid tulemusi

Uldistatud lineaarsed
mudelid.

Jaédkide hajuvus
ebauhtlane

Regressioonivea
hinnang héalbega

Jaadkide graafik,
Anscombe test.

Funktsioontunnuse teisenda-
mine. Kaalude omistamine
vaatlustele. Robustsed
regressioonid.

Jaagid ei ole sbltu-
matud

Ulehinnatud R2

Jaadkide graafik,
autokorrelogramm.

Iteratiivsed Uldistatud vahim-
ruutude meetodid.

Seose
mittelineaarsus

Mudeli vahene
kirjeldav vdime,
sisutud tulemused.

Korrelatsioonivali
graafikuna.

Muutujate teisendamine.
Robustsed regressioonid.

Argumenttunnuste
multikollineaarsus

Ebastabiilne mudel

Korrelatsioonimaatriks

Argumenttunnuste arvu va-
hendamine, argument-
tunnuste teisendamine,
kantregressioon.

Voimalike Optimaalse Tunnuste hisjaotuste Samm-sammuline regres-
argumenttunnuste tunnustekomplekti | graafikud. sioon, muutujate teisenda-
suur hulk valik raske mine, mudeli lihtsustamine.
Erindid Mudeli parameetrid | Kirjeldav Erindite eemaldamine.

sOltuvad liigselt
erinditest.

andmeanalids.

Robustsed
regressioonimeetodid.

Vead andmetes

Sisutud tulemused

Vigade otsimine
kirjeldavate
meetoditega.

Vigaste andmete
eemaldamine voi
asendamine.

Lunklikud andmed

Olemasolevate and-
mete ebaefektiivne
kasutus. Ebatépsed
tulemused.

Linklike vaatluste
eemaldamine v8i andmete
asendamine prognoositud
vaartustega.

Nominaalsed
tunnused

Normaaljaotust eel-
dav regressioon ei
sobi

Uldistatud lineaarne mudel.
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A B | vahim kahtepidi C | vahim ruuthélvete
ey ruuthélvete mediaan
Vahim kaalutud
ruuthélvete keskmine _J_ o
keskmine L
s - ‘f’
-~ a”” of © nf”’
- ’/ = - ’f ™ .
Vahtit!lglvete A+ Y"f'-?t"?;]“me > ,/'/ ﬁf&tﬁ%!vete
Ll;lallutud ,+ g keskmine o g . keskmine
r 2 = - =4
J h, keskmine .~ B "/, 8
¢ Médtmisviga, mille *+ R
b kaalud vastavad 4
anallittilisele tapsusele

Joonis 3-2. Robustsed regressioonid Szava-Kovats (2001) jargi. Eeldatakse, et suuremate vaartuste puhul on
suurem mddtmisviga. A — Vertikaaltelje suhtes ruuthalvete keskmist ja ruuthdlvete kaalutud keskmist
minimeerivad mudelid, B — Mdlema telje suhtes ruuthdlvete keskmist ja ruuthdlvete kaalutud keskmist
minimeerivad mudelid, C — V&him ruuthélvete mediaan kirjeldab tdhusalt enamikku vaatlustest.

Lineaarne segamudel
Lineaarne segamudel hdlmab fikseeritud mdjusid, mudeli parameetreid ja juhuslikke hélbeid:

Y = Xa+Zb+viga{~ N(0,52 )} [3-3]

kus X on argumenttunnuse fikseeritud md&jude maatriks, Z on argumenttunnuse juhuslike mdjude
maatriks, a ja b on mudeli parameetrid, N(0,6°) on normaaljaotusega juhuslik viga keskvaartusega O ja
standardhilbega o.

Segamudeli sobitamine toimub suurima toepéra (ptk 1.2 ja 3.6.1) kriteeriumi jargi.

Box-Cox teisendus
Mittelineaarseid seoseid saab sageli esitada lineaarse mudelina pérast seost lineariseerivat
teisendust. Universaalne valem andmete teisendamiseks on Box-Cox teisendus (Box ja Cox 1964)
kujul )_ Yi_1
A

kus 4 on vahemikus -1...+1 olev astendaja. Kui 4 = 1, siis on teisendus lineaarne, kui 4 = 0, siis
kasutatakse logaritm-teisendust.

T(Y , [3-4]

Box-Cox teisendust on kasutanud naiteks Puttock et al. (1996) pddra arvukuse modelleerimisel.

3.4.1.2. Uldised lineaarsed mudelid

Uldised lineaarsed mudelid (general linear models — GLM) on meetodid pidevate muutujate
prognoosimiseks ja seostamiseks argumenttunnuste komplektiga. Uldiste lineaarsete mudelite hulka
kuuluvad muu hulgas eelpool mainitud dispersioonanaliiiis, kovariatsioonanaliills ja regressioonana-
100s. Erinevalt lihtsast mitmetunnuselisest regressioonanaltdisist vaib Uldises lineaarses mudelis olla
mitu funktsioontunnust — funktsioontunnuste plaanimaatriks. Regressioonikordajate vektori asemel on
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regressioonikordajate maatriks, mis vdib sisaldada rohkem kui Ghte funktsioontunnuse veergu.

Uldine lineaarne mudel lahtub samadest eeldustest kui dispersioonanaluiiiski (ptk 1.5.4), aga lubab
omavahel korreleeruvaid mdjusid ning pidevate ja diskreetsete argumenttunnuste kombineerimist.
Seosed argumenttunnuste vahel ei pruugi olla lineaarsed ja pd6ratavad. Argumenttunnused vdivad olla
omavahel korreleerunud juhuslikult (valim on liiga véike), ekslikult (sisuliselt sama muutuja on kaks
korda argumenttunnuste hulka sattunud) vdi planeeritult (mees/naine eraldi tunnustena).

Kuna funktsioontunnused voivad Uldises lineaarses mudelis olla omavahel korreleerunud, siis ei
pruugi Ohetunnuselised seose olulisuse testid digeid tulemusi anda ja dldiste lineaarsete mudelite
olulisuse testimiseks kasutatakse mitmemddtmelisi ehk multivariantseid teste. Mitmemd&dtmelised
testid voimaldavad hinnata ka funktsioontunnuste omavahelise seotuse olulisuse tden&osust. Lisaks
mitmemddtmelisele funktsioontunnusele véimaldavad Gldised lineaarsed mudelid analulsida kordu-
valt mdddetud faktoreid.

Kolmas (ldiste lineaarsete mudelite erinevus mitmesest regressioonist on vdimalus kasutada
nominaalseid argumenttunnuseid analoogiliselt dispersioon- ja kovariatsioonanaltitisiga. Nominaalsete
muutujate kasutamisel teisendatakse need kahevairtuselisteks tunnusteks. Uldised lineaarsed mudelid
eeldavad, erinevalt Uldistatud lineaarsetest mudelitest, funktsioontunnuste normaaljaotust. Peale selle,
erinevalt Uldistatud lineaarsetest mudelitest, ei teisendata tldistes lineaarsetes mudelites funktsioon-
tunnuse ootust. Kui teisendus on vajalik, siis tuleb see enne analliisi dra teha.

Uldises lineaarses mudelis v8ib olla mitu funktsioontunnust, faktorid vdivad
ollanominaalsed ja/v6i omavahel seotud

Kui mudelis on rohkem kui ks funktsioontunnus, siis nimetatakse seda mudelit mitmemdadtme-
liseks ehk multivariantseks. Mitmemddtmelised seosekordajad on keerukamad kui nende (he-
mdotmelised analoogid, nagu nditeks korrelatsioonikoefitsient. Mitmemddtmelise seose mddtmisel
tuleb arvestada mitte ainult argumenttunnuste mdjuga thele funktsioontunnusele, vaid ka funktsioon-
tunnuste omavahelise mdjuga.

Mitmemd@dtmelises mudelis olevate statistilise seose tugevust naitavaid mitmemddtmelisi
statistikuid arvutatakse enamasti faktorite (i) omavéartuste (4;) abil. Need on néiteks:

©  Wilksi lambda (W) muutumispiirkonnaga O ... 1 (1 tdhendab seose puudumist) on

determinatsioonikordaja mitmefaktoriline analoog, mis néitab argumenttunnuste abil
arakirjeldatud varieeruvuse 0sa,

O Pillai indeks (PI),

Hotelling-Lawley statistik (HL) ja
©  Roy suurim juur (RJ).

0]

1

w=]T], ) [3-5]
A
PI=>» — .
L7 [3-6]
HL = Zi A [3-7]
RJ = max;(4,) [3-8]
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3.4.1.3. Uldistatud lineaarsed mudelid

Uldistatud lineaarsetes mudelites (generalized linear models — GLMZ, GLZ) lisatakse uldiste
lineaarsete mudelite omadustele vB8imalus asendada funktsioontunnuse ootus selle teisendusega.
Funktsioontunnuse teisendust nimetatakse seosefunktsiooniks (link function). Seosefunktsiooni puhul
eeldatakse, et sellele vastab uks-liheselt podrdfunktsioon, mida nimetatakse vastavusfunktsiooniks
(response function). Seosefunktsioon v6imaldab funktsioontunnuse lineariseerimist ja hoiab prog-
noositud vaartused vdimalike vaartuste vahemikus. Uldistatud lineaarsete mudelite puhul eeldatakse,
et funktsioontunnuse keskvééartuse funktsioon f{z;) on valitud nii, et see on plaanifunktsioonide jérgi
lineaarsete mudelite kaudu kirjeldatav:

Fla)=22, 8515 (x) [3-9]

kus f; on argumenttunnuste x; funktsioon.

Tanu seosefunktsioonidele ei pruugi séltuva muutuja jaotus olla normaaljaotus, see v6ib olla ka
Poissoni, gamma, podérdnormaalse jaotusega vOi isegi nominaalne (kahevéartuseline, mitme-
vaartuseline vG@i jarjestatav nominaalne). Prognoositava tunnuse jaotustulbi arvestamine on vajalik
selleks, et prognoos ei omandaks loogiliselt vBimatuid vaartusi. Néiteks Uksikobjektide loendi tulemus
ei saa olla negatiivne ja nominaalse tunnuse véértus peab piirduma klassikoodide hulgaga (planeeritud
laste arv on positiivne téisarv, puu on kas kask, kuusk, mand voi muust liigist).

Uldistatud lineaarne mudel lubab mitmeid funktsioontunnuse jaotusi ja vaid
Uhte funktsioontunnust

Sagedamini kasutatavad seosefunktsioonid on vastavalt funktsioontunnuse jaotustidibile jargnevalt
vélja toodud.

Identity link: samasusseose funktsioon ehk teisendamisest loobumine, eeldades vigade
normaaljaotust.

f(x)=x [3-10]
Log link: log-seose funktsioon kasutatakse Poissoni jaotusega loendusandmete puhul.
f(x)=log(x) [3-11]

Logit link: logit-seose funktsioon kirjeldab Uhesuunalist tendentsi binaarsetes andmetes, kus
mdlema variandi esinemise tdendosus on vahemikus 0...1. Logit on logaritm esinemise ja puudumise

vahekorrast. ( )
p(x
f =log| —~

¥ °g(1— p(x)j (342

Logitist saab tdendosused logit-teisenduse poordteisendusega.
g '0git(p(x))

P(X) T 15 eout(r0) o 0git(p()] [3-13]

Probit link: probit-seose funktsioon kasutab standardiseeritud kumulatiivse normaaljaotuse p66rd-
vadartust (invnorm).

f(x) = invnorm(x) [3-14]
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Seega probitregressiooni mudel on
y = NP(b0 +> by, ) [3-15]

kus NP on standardiseeritud kumulatiivse normaaljaotuse kdvera alusele pindalale vastav tdenéosus.
Probit-teisendus annab enam-véahem sama tulemuse kui kiimnendlogaritmidaga logit-teisendus ja

komplementaarne log-log teisendus (joonis 3-3A). Kuna logit-mudel on veidi lihtsam ja kergemini
interpreteeritav, siis eelistatakse logit-teisendust.

A

logit

—@— probit

Teisendatud tdendosus
Teisendatud tdendosus
o

3 9 = = log-log — = log-log

0 0.2 04 0.6 08 1 0 0.2 04 0.6 038 1
Téendosus T&enédosus

Joonis 3-3. Tdendosuse teisendamine logit, probit ja komplementaarse log-log funktsiooniga kasutades logit ja
log-log teisenduses kiimnendlogaritme (A) ja kasutades naturaallogaritme (B).

Complementary log-log link: komplementaarse log-log seose funktsiooni puhul laheneb tdendosus
thele jarsemalt kui nullile (logit ja probit teisendused on nullvaértuse suhtes summeetrilised.

f (x) = log(~ log(1— x)) [3-16]

Viéikeste tendosuste ja kimnendlogaritmide kasutamise korral annab komplementaarne log-log
teisendus enam-véahem sama tulemuse kui logit ja probit teisendus, naturaallogaritmide kasutamisel ja
vdikeste véartuste korral on probit-teisenduse tulemus logit- ja log-log teisenduse tulemusest
mdnevdrra suurem (joonis 3-3).

Generalized logit link: Gldistatud logit-seose funktsioon on logit-teisenduse multinominaalne
variant, kus mudelis on c—1 kategooriat.

f (X1|X2 yeeey Xe ) = |09(ﬁ] [3-17]
1 c

Logistiline funktsioon kirjeldab piiratud muutumisvahemikuga funktsioontunnuse soltuvust
pidevast argumenttunnusest. Kuna funktsioontunnuse muutumisvahemik on piiratud, siis on seose
joon sigmoidne ehk S-kujuline kbver (joonis 3-4). Lihtne logistiline funktsioon avaldub vdrrandina

1 e

Nt: = )
® 1+et 1+¢'

[3-18]

kus N(t) on funktsioontunnuse vaartus argumenttunnuse vaartuse t juures, nditeks populatsiooni
arvukus ajahetkel t. Eeldatakse argumenttunnuse skaala pidevust ja tsentreeritust nullkoha juurde.
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0.8 4

04 4

0,2 4

Teisendatud muutuja N(7)

Algne muutuja / Joonis 3-4. Logistiline kdver.

Logistilisele koverale andis 1845. aastal nime Pierre-Francois Verhulst (1838), kes avaldas
populatsiooni juurdekasvu vorrandi alltoodud kujul.

dp _
dt
kus: p on populatsiooni suurus (isendite arv), dp/dt on populatsiooni juurdekasv ajalihikus dt, m on

juurdekasvu kiirust méaarav kordaja, ¢(p) tahistab juurdekasvu kiiruse soltuvust populatsiooni
suurusest.

mp - p(p), [3-19]

Verhulst (1838) nditas ka, et populatsioonid ei suurene piiramatult — populatsiooni suurusel on
tlempiir. Populatsioonidkoloogias kasutatakse Verhulsti vérrandit enamasti kujul

dN N
pradl (1— ?]’ [3-20]

kus: N on populatsiooni suurus (isendite arv), dN/dt on populatsiooni juurdekasv ajatihikus dt, K on
keskkonna kandev@ime, r on juurdekasvu Kiirust madrav kordaja. Parameetri r vadrtusest séltub
populatsioonidiinaamika ttup — litk on kas r-strateeg v0i K-strateeg.

Logit on logaritm esinemise ja puudumise vahekorrast; logistiline funktsioon
on logit-teisenduse poordteisendus

Verhulsti vBrrand on universaalne mudel negatiivse tagasisidega protsessidele, mille puhul the
variandi (liigi poolt asustatud ala) suurenemine on vdrdeline vastupidise variandi (asustamata ala)
suurusega.

Loodusuuringutes on sageli tlesandeks hinnata mingi liigi v6i muu ndhtuse esinemise vdi puu-
dumise tBendosust. Kuna tbendosus ei saa olla védiksem kui 0 ja suurem kui 1, siis lineaarne regres-
sioonimudel selliste Ulesannete lahendamiseks ei sobi, kill aga sobib logistiline regressioon.
Logistiline regressioon ehk logit-regressioon on logit lingiga uldistatud lineaarne mudel, mis
kirjeldab kahevééartuselise muutuja variantide esinemistdendosust. Logit-regressiooniga modelleeritav
kahevéartuseline muutuja vaib olla mingi bioloogilise liigi v6i muu loodusnahtuse (maalihke, aikese,
metsatulekahju) esinemise/puudumise téendosus. Otsestes vaatlusandmetes on esinemise ja puudumise
juhud. Logistilist regressiooni saab kasutada ka igasuguste osatéhtsuste, olgu need esitatud protsen-
tides vdi méne muu suhtarvu kujul, modelleerimiseks. Osakaaluna esitatud funktsioontunnus (F) tuleb
logistilise mudeli jaoks teisendada kujule log[F/(1-F)].
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Logistilist mudelit saab kasutada ka multinominaalse tunnuse kategooriate tdendosuse hindamiseks.
Kui funktsioontunnus koosneb M vdimalikust uksteist valistavast kategooriast, tuleb moodustada M-1
logistilist mudelit. Jarjestatavate kategooriate tdendosuste modelleerimisel arvutatakse kumulatiivne
tbendosus, et lahend kuulub Uhte vai teise kategooriasse. Jarjestatava muutuja logitmudeli néide on
toiduobjekti liigi (multinominaalne muutuja) tdendosuse sbltuvus alligaatori suurusest (pidev muutuja)
(Agresti 1996).

Logistilist regressiooni kasutatakse eelkbige pidevate argumenttunnustega. Kui argumenttunnused
ei ole pidevad ja eesmargiks on seoste leidmine, mitte prognoosimudeli koostamine, v@ib esinemise ja
puudumise andmete log-lineaarne analiiis sobivam olla.

Uldistatud lineaarsed mudelid pakuvad vahendeid ka loodusuuringutes sageli ette tulevate rohkete
nullidega vaatlusandmete modelleerimiseks. Kui nullvaartused on sagedad funktsioontunnuse vaat-
lustes, siis vBib olla mdistlikum analliisida nahtuse esinemist/puudumist vdi siis kasutada log-
teisendusega mudelit. Rohkete nullidega argumenttunnuse puhul saab kdigile vaartustele liita mingi
vaikese arvu ja seejarel vaartused logaritmida voi siis kasutada tunnust kahevééartuselisena.

Uldistatud lineaarsete mudelite parameetrite leidmist raskendab mudelivea teadmata jaotus.
Parameetrid leitakse iteratiivselt ja hinnangu viga madratakse suurima tdepara (ptk 1.2 ja 3.6.1)
meetodil. Selleks on mitmeid iteratiivseid meetodeid, millest efektiivseimad on Newton-Raphsoni
meetod ja iteratiivselt (mberkaalutud vahimruutude meetod (Fisher-scoring). Statistilise olulisuse
testimiseks kasutatakse Waldi statistikut, t@epédrasuhet vOGi skoori statistikut. Neist k&ige
aegandudvam, kuid asumptootiliselt kdige efektiivsem on téeparasuhe ja vastupidi, arvutuslikult kbige
kiirem, kuid kdige vdhem usaldatav on skoori statistik. Mudeli sobivuse vordlemise vahendeid
kasitletakse mudeli hindamise allpeatikis (ptk 3.6). Uldistatud lineaarse mudeli jaakide analiitisi kaks
pohitlidpi on Pearsoni jadgid (erinevus vaadeldud ja prognoositud véartuste vahel) ja halbejaégid
(deviance residuals), mis pdhinevad vaatluste panusel log-tdeparasse.

3.4.1.4. Uldistatud aditiivsed mudelid

Eelnevalt kasitletud klassikalised véhimruutude regressioonanallilisi meetodid eeldavad mdot-
misviga vaid soltuval tunnusel, sdltuva tunnuse mddtmisvea konstantsust, erindite suuremat tahtsust
vOrreldes tulpiliste vaatlustega ja mitmese regressiooni puhul argumenttunnuste omavahelist
s6ltumatust. Peale selle nduab regressioonanaliilis kas seose kuju eelnevat otsustamist vGi algandmete
normaliseerimist. Uldistatud aditiivseid mudeleid (generalized additive models — GAM) loetakse
mitteparameetriliste meetodite hulka ehk need ei sea eeldusi seosefunktsioonidele, kill aga néuavad
siiski faktorite mdjude aditiivsust. Lisaks sellele tuleb ka mitteparameetriliste meetodite puhul
moodustada mingi mudel. Ulevaate (ildistatud aditiivsetest mudelitest vdib leida Trevor Hastie ja
Robert Tibshirani (1990) raamatust.

Aditiivsete mudelite ainus eeldus on seletavate tunnuste mdjude liidetavus

Aditiivsed mudelid on lai klass paindlikke regressioonimudeleid, millesse kuuluvaid ksik-
meetodeid on loetletud ja ldhidalt iseloomustatud allpool. Tasub meeles pidada, et piirangute
vahenemisega tBuseb tdendosus Kirjeldada uuritava tunnuse juhuslikku varieeruvust kui seletavate
tunnuste pdhjuslikku mdju ehk vBib kasvada mudeli tlesobitumise oht.

Kui ka aditiivsuse piirang ahistab, v0ib regressioonimudeli asemel kasutada vaatluste klassifit-
seerimist ja véartuste hindamist klassikuuluvuse alusel (klassifikatsiooni ja regressioonipuud), kbige
sarnasemate ndidiste kasutamist voi intellektitehnika valda kuuluvaid meetodeid.
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Lineaarsed mitteparameetrilised meetodid

Kaalutud vahimruutude regressioonis (weighted least squares regression) kaalutakse vaatlused
funktsioontunnuse dispersiooni hinnanguga iga vaatluse puhul.

L-hinnangu (L-estimator) regressiooni puhul kasutatakse tdesuskriteeriumina funktsioontunnuse
lineaarhélvete summat.

M-hinnangu (M-estimator) regressiooni puhul sobitub regressioonijoon nii, et mélemal pool joont
on Uhe palju vaatlusi. Mitmevariandilisuse véltimiseks lisatakse erinevaid taiendavaid piiranguid.
LMS-regressiooni (least median squares regression) puhul minimiseeritakse hélbe ruutude mediaani.
Bl-regressiooni (bounded influence) puhul omistatakse erinditele vaike mdjukaal.

Kantregressioon (ridge regression) on omavahel tugevasti korreleerunud argumenttunnuste jaoks
kohandatud meetod, mis aga paraku annab regressioonikordajate nihkega hinnangud. Meetod
vBimaldab paljude omavahel korreleerunud faktorite hulgast suurema kindlusega leida neid, mis on
olulisemad.

Totaalvahimruutude regressioonid (total least squares ehk errors in variables regressions)
arvestavad hélbeid ka argumenttunnuste vaartustes, mitte ainult funktsioontunnuse hinnangutes.

Peakomponentregressioon (principal component regression) minimeerib vaatluste nii x-telje kui
ka y-telje suunas olevate hélvete ruutude summat.

Partsiaalvahimruutude regressioon (partial least squares regression — PLS) kasutab abstraktseid
faktoreid, mis kirjeldaksid kdige paremini seoseid kahe muutujategrupi vahel. PLS sobib naiteks mit-
meliigilise koosluse liigilise koosseisu prognoosimiseks paljude keskkonnafaktorite jargi. PLS regres-
siooni saab kasutada ka sobivate argumenttunnuste valimiseks ja erindite leidmiseks enne klassikalist
regressiooni. Meetod on kasulik eelkdige juhul, kui mudelisse soovitakse lulitada suhteliselt palju
faktoreid, kuid mitte kdiki algselt méddetud tunnuseid.

Kahetine véhimruutude regressioon (bivariate least squares) arvestab lisaks dispersioonile
mdlema telje suunas ka tksikvaatluse usaldatavuse hinnangut.

Kaalutud jadkide mediaanregressioon (median sum of weighted residuals regression) on vélja
to6tatud Tartu Ulikoolis Robert Szava-Kovatsi poolt, selle puhul minimeeritakse vaatluste eukleidilis-
te kauguste summat regressioonijooneni. Minimeerimiseks ei kasutata seejuures mitte k&iki vaatlusi,
vaid mingit etteantud osa nendest ning kaugusi kaalutakse vaatluste mdotmistapsusega (Szava-Kovats
2001).

Mittelineaarsed mudelid

Mittelineaarsed mudelid jagatakse vormilt ehk kujult mittelineaarseteks ja seesmiselt
(intrinsically) mittelineaarseteks. Kujult mittelineaarsed mudelid on kas argumenttunnuse voi
funktsioontunnuse vBi mdlema teisendustega lineaarseteks muudetavad. Sisuliselt mittelineaarseid
mudeleid ei 6nnestu teisendustega lineariseerida, sest mudeli vead ei allu samale teisendusele kui
tunnused.

Seos argumenttunnuse ja funktsioontunnuse vahel ei ole loodusandmete puhul sageli lihtsa para-
meetrilise funktsiooniga kirjeldatav. Sellisel juhul kasutatakse pideva funktsiooni Kirjeldamiseks
libiseva keskmise abil saadud seosekfveraid, lokaalselt kaalutud regressiooni voi lokaalselt kaalutud
tdendosusjaotusi. Silumisega saadud funktsioone saab kasutada nii prognoosimudelina (Brown 1994)
kui ka seose kirjeldamiseks (Austin ja Mayers 1996, Remm 1987). Lokaalseid meetodeid saab
kasutada nii Ghe kui ka mitme argumenttunnusega.
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Uhe tunnuse splain-regressiooni ehk lokaalselt sobituva regressiooni puhul kasutatakse lokaalses
sobitamises enamasti kuupfunktsiooni, aga ka muud funktsioonid on vdimalikud. Splain-mudeli
puudus on tundlikkus sdImekohtade paiknemise suhtes (Wooda ja Augustin 2002). Splain-regressiooni
mitmetunnuseline variant MARS (multivariate adaptive regression splines) (Friedman 1991) sobitab
lokaalselt mitmemd&dtmelisi seosejooni.

Libiseva keskmise ehk kernelregressiooni puhul tuleb kasutajal otsustada lokaalse akna ehk
kerneli ulatus ja akna keskkoha kaugusest sdltuv kaalufunktsioon.

LOWESS ehk lokaalse kaalutud regressiooniga silumine (Cleveland 1979, Cleveland ja McGill
1985, Cleveland ja Devlin 1988, Trexler ja Travis 1993). Lokaalne regressioon tahendab, et
funktsioontunnuse prognoosimiseks mingis kohas x kasutatakse vaid selle koha l&hedal olevaid
vaatlusi, mis muudab meetodi vdga paindlikuks. Otsustada tuleb vaid mitu lahimat vaatlust
moodustavad naabruse ning leida prognoositavas kohas vahemaa neist kaugeimani (d). Jargnevalt
omistatakse igale naabervaatlusele (x,) akna keskpunkti (x;) kaugusest soltuv kaal
X; — X,

d

W; (Xk) =1- [3-21]

Kaugemal kui d omistatakse kaalule véartus null. Kuupfunktsiooni kasutatakse lihtsalt seetdttu, et see
annab parajalt laia maksimumi ja kenasti sujuva servaga kaalufunktsiooni.

Seejarel sobitatakse aknas olevatele vaatlustele kaalutud vahimruutude meetodil lineaarne reg-
ressioon. Nii korratakse iga argumenttunnuse x vaartuse korral. Esmane regressioonimudel on seega
kdes. See mudel ei ole robustne, vaid on erindite suhtes tundlik. Robustse hinnangu saamiseks
arvutatakse esmase hinnangu regressioonijadgid (r). Regressioonijéékidest ja nende absoluutvéértuse
mediaanist arvutatakse robustsuskaalud (rw)

2

2
rw;, = 1—(r—‘) ,
6m [3-22]

kaugemal kui d omistatakse kaalule vaartus null.

Kaalud rw; annavad suurema téhtsuse vaatlustele, mis halbivad regressioonijoonest vahem ja
erindite mGju véhendatakse. Regressioonijoonest rohkem kui kuue mediaani v@rra halbivate vaatluste
kaal muutub nullildhedaseks. Viimase sammuna arvutatakse lokaalne regressioon uuesti, nuld juba
robustsuskaaludega.

ACE (Alternating Conditional Expectations) (Breiman ja Friedman 1985) on iteratiivne optimaalse
transformatsiooni otsimise meetod, mis maksimeerib korrelatsiooni teisendatud s6ltuva muutuja ja
teisendatud s6ltuvate muutujate summa vahel. ACE arvutamisel silutakse korduvalt liikuva aknaga
muutujat Y piki muutuja X vaartusi ja saadakse Y vaartuse hinnang f(X), seejérel silutakse hinnangut
piki muutujat Y ning asendatakse esialgsed véartused silutud prognoosiga. Protsessi korratakse, kuni
prognoosi ja vaatluste ruuthdlvete keskvaartus stabiliseerub. ACE eeldab, et tunnused on aditiivsed ja
omavahel sdltumatud.
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Kombineeritud meetodid

Liialdatud nullidega andmetes (zero inflated data) esineb loendustulemuste nullvéaértusi oluliselt
rohkem kui Poissoni jaotuse kohaselt peaks olema. Liialdatud nullide regressiooni (zero inflated
regression) puhul modelleeritakse ndhtuse puudumine logistilise regressiooniga, nahtuse hulk tema
esinemise korral aga kas karbitud Poissoni jaotusega vdi negatiivse binoomjaotusega. Néhtuse hulka
(liigi arvukust) kasitletakse seejuures tinglikuna, see tahendab liigi esinemise eeldusel. Tulemuseks on
kaks eraldi mudelit — mudel liigi esinemise ja puudumise kohta ning mudel liigi hulga kohta liigi
esinemise korral (Lambert 1992). Kéarbitud jaotuse (truncated distribution) véimalike vaartuste hulk
on piiratud. Piirang vdib ette anda lubatud vahemiku (nditeks ema vanus jarglase sunni hetkel) voi
valistada mingid vaartused (nditeks nullvaartused Poissoni jaotusest).

Struktuurse statistilise modelleerimise (structural equation modelling — SEM) puhul Gritatakse
statistilist seost formuleerida vorrandite vorgustiku abil. SEM-mudel sisaldab tavaliselt latentseid
vahe-muutujaid, mida otseselt mdGta ei saa ja mis ei kuulu ka tulemuste hulka.

3.4.2. Otsuste puu

Otsuste puu (decision tree) on argumenttunnustega seotud kriteeriumite hierarhiline kogu
funktsioontunnuse prognoosimiseks. Otsuse puu otsuseid tuleb langetada kriteeriumite alusel, mis
jagunevad faktoriteks ja piiranguteks. Piirang (constraint) valistab mingi valikuvariandi, faktor
muudab alternatiivide tdendosusi. Otsuseid saab langetada numbrilise argumenttunnuse mistahes
"suurem kui" voi "vdiksem kui" tingimuse jargi. Nominaalse tunnuse korral sobivad jagamise kri-
teeriumiks suvalised klassikombinatsioonid. Otsuste puu koostatakse nii, et puu harude homogeensus
oleks vBimalikult suur. Homogeensuse mddtudena saab nominaalsete tunnuste puhul kasutada nditeks
Shannoni entroopia indeksit (ptk 2.1.2) vdi Gini indeksit (ptk 2.1.4), pideva tunnuse puhul muutuja
grupisisest ja gruppidevahelist hajuvust ning klassifitseerimisega arakirjeldatud hajuvuse osa.

Otsuste puu koosneb hierarhiliselt kasutatavatest piirangutest ja faktoritest

Otsuste puu moodustamise algoritmid kuuluvad osaliselt intellektitehnika valdkonda. Masindppe
meetodid vBimaldavad lisaks parimale struktuurile otsida ka puu sobivaimat Uldistustaset. Kui sama
struktuuriga puu suudab juhuslikest andmetest sama tugevaid seoseid leida sagedamini kui uurija poolt
aktsepteeritud riskimaar, siis on puu Ule sobitatud. Ulesobitunud mudelid annavad &petusandmetes
tdpsemaid prognoose kui séltumatutes kontrollandmetes. Ulesobitumine v@ib tuleneda puu liigsest
detailsusest ning tuleneda (juhuslikest) vigadest ja ebaolulistest tunnustest dpetusandmetes. Otsuste
puud ei pruugi anda parimat Kklassifikatsiooniskeemi ka teises mottes: nad kalduvad eelistama neid
klassifikaatoreid, mida dnnestub hierarhilises skeemis paremini kasutada.

Otsuste puud on laialdaselt kasutusel suuremahuliste kaugseireandmete t6o6tluses, kuna nende
kasutus on arvutuslikult kiire. Otsuste puud ei sea eeldusi andmete tudbi ja statistilise jaotuse osas,
kuid vdimaldavad samaaegselt kasutada erinevas mddtkavas lahteandmeid ning tarkvara on piisavalt
saadaval.

Otsuste puud jagunevad vastavalt funktsioontunnuse tidbile klassifikatsiooni- ja regressiooni-
puudeks. Klassifikatsioonipuud kasutatakse siis, kui klassifitseeritakse nominaalset tunnust ja regres-
sioonipuud pideva muutuja vaartuste prognoosimiseks.

Klassifikatsioonipuu abil otsustatakse klassikuuluvust, regressioonipuu abil
reaalarvulist vaartust
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3.4.2.1. Klassifikatsioonipuu

Klassifikatsioonipuu (classification tree) on meetod diskreetse olemi klassikuuluvuse
méaaramiseks tema kvalitatiivsete ja kvantitatiivsete omaduste jérgi. Statistika teoorias on see
suhteliselt uus (Breiman et al. 1984, Quinlan 1986), mitmetel muudel uurimisaladel aga ammu
kasutatusel olev meetod (bioloogiline stisteem ja maaramistabelid K. Linnést alates, otsustuste teooria,
meditsiiniline diagnostika). Puuks sobib nimetada eelkdige jark-jargulist klassifitseerimiseeskirja, mis
jagab vaatlusi korduvalt osadeks. Klassifikatsioonipuu nduab kriteeriumite kasutamist kindlas jarje-
korras. Klassifikatsioonipuude metoodika on paindlik, kuna otsustamise kriteeriumid vivad olla véga
erinevad. Otsustuste juures saab kasutada tunnuste kombinatsioone ja tagasipddrduvaid suunamisi.
Kuna sama faktor v@ib otsuste langetamisel osaleda mitmel tasemel ja kombineeritult teiste fakto-
ritega, siis on v@imalik arvesse votta ka keerukaid seoseid. Kui otsuse aluseks on vaid (ks faktor, siis
on otsustuspiir vastava teljega risti olev sirge.

Klassifikatsioonipuu nduab kriteeriumite kasutamist kindlas jarjekorras

Klassifikatsioonipuude kasutamisel v6ib olla raskusi sobivaima Uldistustaseme otsustamisega.
Nagu kdigi mudelite puhul, vBib ka klassifikatsioonipuude puhul vdga detailne variant vaid ndida
nahtuste hea seletajana. Detailsete mudelite vastavus véljaspool I&hteandmeid on enamasti halvem kui
paraja uldistustasemega mudelitel. Sobivat Gldistuse taset aitab leida ristkontroll ja nullhiipoteesile
vastavate randomisatsioonidega vordlemine. Uldistustaseme suurendamiseks saab klassifikatsiooni-
puud sobiva Uldistatuse tasemini maha ptigada (pruning).

Klassifikatsioonipuud erinevad diskriminantanaliiiisist otsustuste hierarhiliste jérjestatuse poolest ja
vBimaluse poolest kasutada igasugust tliupi tunnuseid.

3.4.2.2. Regressioonipuu

Regressioonipuu (regression tree) eeldab, et prognoositav muutuja on pidev, argumenttunnused
vBivad olla mistahes tulpi. Kuna enamasti on regressioonipuu hierarhiliselt jagunev, siis kasutatakse
selle tahistamiseks ka terminit hargneva puu regressioon (hierarchical tree-based regression —
HTBR). Regressioonipuud moodustavate kriteeriumite otsimisel kasutatakse argumenttunnuste klaster-
analliisi voi muul viisil klassifitseerimist. Erinevalt klasteranaltitisist on regressioonipuu mudel, mida
saab kasutada funktsioontunnuse vaartuse prognoosimiseks uutel vaatlustel. Erinevalt Kklassifi-
katsioonipuust ja sarnaselt klasteranalitisile annab regressioonipuu lisaks objektide klassikuuluvusele
ka iga objekti klassi sees paiknemist iseloomustavaid ja klasside homogeensuse parameetreid. Naiteks,
kas objekt on klassikeskme l&hedal (tudpiline klassi esindaja) vdi pigem mingite klasside vahepealne
vorm ning keskmine ruuthédlve grupi keskvéartusest vGi keskmine absoluuthdlve grupi mediaanist
klassi seesmise thetaolisuse mddduna.

Regressioonipuu eelised regressioonanaliiisi ja vastavusanaliitisi ees on:

O robustsus, see tdhendab, tunnuste tllipidele ja vaartuste jaotusele ei seata piiranguid,

O regressioonipuu s6ltumatus funktsioontunnuse monotoonsetest teisendustest,

O regressioonipuu vBimaldab paindlikumalt arvestada argumenttunnuste iseloomulikke kom-

binatsioone,

O regressioonipuu hargnemiskriteeriumiks ei pruugi olla seletavate tunnuste kriitilised véaartused,

vaid ka vaartuste kombinatsioonid vdi isegi lokaalsed regressioonimudelid.
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Regressioonipuud vdivad olla hemddtmelised (tks funktsioontunnus) vOi mitmemddtmelised
(mitu funktsioontunnust). Uhemdatmelise regressioonipuu moodustamisel jagatakse vaatlusi argu-
menttunnuste jargi gruppidesse nii, et grupid oleksid seesmiselt v8imalikult hetaolised ja eristuksid
omavahel v@imalikult hésti. Vaatlusi jagatakse senikaua, kuni gruppide arv v8i mingi gruppide
homogeensuskriteerium vastab oodatavale. Parimat prognoosi andev puu (the best predictive tree) on
see, mis annab argumenttunnuste jargi kdige tdpsema funktsioontunnuse prognoosi. Sobiva klassifikat-
sioonitaseme leidmiseks kasutatakse ristkontrolli ehk ristvalideerimist.

Mitmemd6tmelises regressioonipuus on mitu prognoositavat muutujat ja klastri homogeensust
saab moota keskmiste ruutvahemaade kaudu tunnusruumis vOi mingi sarnasuskordajaga. Lisaks
funktsioontunnuse hinnangule saab mitmemddtmelisest regressioonipuust teha jareldusi funktsioon-
tunnuste (néiteks elupaigatingimuste jargi prognoositavate liikide) eripara kohta. De’ath (2002) nime-
tab liikide kui funktsioontunnuste nditel kolme tpi jareldusi:

O saab eristada, milline liikk mdjutab klassideks jagunemist rohkem, milline véhem,

O saab leida gruppidele iseloomulikke liike,

O saab liikide elupaigandudlusi vGrrelda.

3.4.3. Ordinatsioonid

Reeglina loetakse ordinatsioonimeetodeid kirjeldava statistika hulka kuuluvaks (ptk 2.4), kuid
abstraktsioonidena voib ordinatsioonimeetodeid pidada mudeliteks. Ordinatsiooni voib kasitleda
mudelina ka lahtuvalt sellest, et tunnuste ja vaatluste koordinaate ordinatsioonitelgedel saab kasutada
prognoosimudelites nii seletavate kui ka prognoositavate tunnustena.

3.4.4. Markovi ahel

Markovi ahel (Markov chain) on vahend objekti jargneva seisundi tuletamiseks eelnevast.
Protsessi modelleeritakse juhuslikuna ja thesuunalisena. Eeldatakse katseseeriat, kus iga katse
tulemusel muutub objekti seisund (state). V8imalike seisundite (sindmuste) hulk on I6plik ning iga
seisundi  tbendosus sOltub talle eelnenud seisundist (aga mitte varasematest) ja
Uleminekutdendosustest (transition probabilities) Kui tleminekutéendosused on teada, saab arvutada
kdigi vOimalike seisundite tenédosusi kogu seeria ulatuses. Omavahel Gleminekutéenédosustega seotud
seisundite jada ongi Markovi ahel. Markovi ahela tlemineku-tGenédosusi esitatakse maatriksi kujul,
mille iga rida on tbendosusvektoriks ja selle komponentide summa on 1. Klassikalisel juhul
kasitletakse Markovi mudelis aega diskreetsena ja tleminekutdendosusi ajas konstantsetena.

Varjatud Markovi mudeli (hidden Markov model — HMM) ehk varjatud Markovi ahela puhul
sisaldab susteemi iga seisund sumbolite hulka. Seisundid ise on varjatud, vaadelda saab stiimbolite
esinemissagedust. Varjatud Markovi mudeli topoloogia on defineeritud varjatud seisundite arvu,
simbolite arvu ja nulliga vordsustatud Gleminekutdendosuste ja simboli véljastamistGendosuste
arvuga. Seisundeid Uhendavad leminekutendosused leitakse vaatlusandmetest. Varjatud Markovi
mudeleid on kasutatud kdnetuvastuses, kujutise analulsis (Aas et al. 1999) ja bioinformaatikas.
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3.4.5. Intellektitehnika

Intellektitehnika (Artificial Intelligence — Al) eesmargiks on luua inimese intellekti jaljendavaid
tehisintellektisiisteeme. Intellektitehnika hulka kuuluvad nii  fudsilised sisteemid kui ka
arvutusmeetodid, milles kasutatakse automatiseeritud iteratiivset optimeerimist ehk tehisfpet. Tehis-
intellektisiisteem on inglise matemaatiku A.M. Turingi jargi masin, mis vastab klsimustele nii, et pole
vBimalik vahet teha, kas vastajaks on masin v@i inimene. Intelligentsuse oluline tunnusjoon on
Oppimise ja muutuvates oludes kohanemise vGime.

Intellekt on 6ppimisvBime, intellektitehnika meetodid kasutavad tehis6pet

Tehisintellekti loomise suure optimismi periood oli 1960ndatel, mil USA kaitseministeerium selle
alaseid uuringuid lahkelt finantseeris. Téhelepanuvéérne on, et inglisekeelses maailmas nimetatakse
valitsustele teavet koguvaid ja analisivaid ametkondi Intelligence Agency ja Intelligence Service.
1970ndate teisel poolel karbiti Al projektide finantseerimist (Al winter). 1980ndatel joudsid
ekspertsusteemid arilise eduni. 1990ndatest aastatest alates on Al meetodite rakendused olnud edukad
mitmetel eraldiseisvatel tehnika aladel ja andmettotluses.

Uhtse Al teooriani ja Al uldprintsiipideni ei ole siiski senini joutud ning andmeanaliiiisi meetodite
puhul on Al meetodeid muudest iteratiivsetest meetoditest raske eristada. Valdavat osa statistilise
andmeanallitisi Al meetodeid loetakse samal ajal kuuluvaks ka andmekaevandamise meetodite hulka
(ptk 3.1). Intellektitehnika hulka loetakse klassifikatsiooni- ja regressioonipuud, tugivektormasinad ja
sarnasusele tuginevad meetodid juhul, kui nendes kasutatakse kaalude v6i muude parameetrite
iteratiivset sobitamist. Alljargnevalt on need metoodikavaldkonnad esitatud omaette alapeatiikkides.

Eesti keeles tehakse vahet tehisintellektil ja intellektitehnikal, mille hulka kuuluvad igasugused
tehisintellekti loomise vahendid, seega ka tehisGpet kasutavad arvutusmeetodid.

3.4.5.1. Tehisnarvivérgud

Tehisnarvivorkude (artificial neural networks — ANN) idee parineb kujutlusest, kuidas tootab
bioloogiliste olendite aju. Aju kdige tahelepanuvaarsem omadus on dppimisvdime ja vbime vahese
lahteinfo jargi Uldistusi teha. Esimesed katsed jarele aimata bioloogiliste narvivorkude talitlust
parinevad 11 Maailmasdja perioodist. Uhe esimese publikatsioonina viidatakse F. Rosenblatti (1958)
kirjutisele. Laialdasemalt hakati tehisnarvivorkudega tegelema 1980ndatel aastatel, osaliselt seoses
arvutamisvdimaluste hoogsa kasvuga. ANN-lahenemise olulisim erinevus traditsioonilistest statis-
tilistest meetoditest on heuristilisus — ANN ei lahtu mingist olemasolevast mudelist ega jaotustiiibist,
ANN nduab vahem statistika alaseid eelteadmisi ja samas vdimaldab kirjeldada keerukaid statistilisi
seoseid ja arvestada kdiki argumenttunnuste koosmdjusid. ANN metoodikat saab kasutada nii objekti
grupikuuluvuse kui ka numbrilise muutuja vaartuse prognoosimiseks. ANN metoodika ei pruugi anda
tihest vastust oodatava kategoorilise valjundi kohta, selle asemel on kuuluvusfunktsioon, mis nditab
valjundi variantide tGendosust.

ANN koosneb omavahel seotud sdlmedest (hodes), mis on aju neuronite analoogid ja mis
moodustavad ANN kihte (joonis 3-5). Osa kihte v@ivad olla varjatud, s.t neil puudub otsene side
sisendiga. ANN moodustamise jarel hakatakse seda vorgustikku Opetama. Tehissilisteemi dpetamine
ehk treenimine on regressioonimudeli parameetrite sobitamise analoog ja toimub sisendandmete ja
neile vastavate valjundandmete ehk Gpetuskogumi jérgi. Treenimise kéigus pultakse minimiseerida
valjundi viga. Algselt omistatakse ANN s6lmi (hendavatele kaaludele (regressioonikordajate
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analoogid) juhuslikud véaartused. Vorgustiku treenimine toimub kaalude iteratiivse tdpsustamise teel.
Uute andmete laekumisel saab ANNi aina edasi Opetada. Seega vdib tehisndrvivork olla aina uuenev
teadmiste baas. See teadmiste baas on aga niinimetatud must kast, mis annab kill prognoose, aga ei
esita ei statistilisi seaduspérasusi ega tilpilisi néidiseid.

___________________________________
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sisendkiht  varjatud kiht  véljundkiht

< |ANN I
2 s NN\
9 & AN 52
“g WQW" WX § 2

© | -“:g_l
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Joonis 3-5. Uhe varjatud kihiga ja vaid
edasisidega tehisnarvivdrgu llesehitus.

ANN annab prognoose, aga ei selgita statistilisi seadusparasusi

Tehisnarvivérkude puudusena mainitaksegi eelkbige nende sarnasust musta kastiga. ANN-mudel
vBib anda hea prognoosi, aga reeglina ei anna arusaama sellest, millised seosed uuritud andmetes
esinevad ja milline on faktorite m&ju vahekord. ANNI struktuuri moodustamine soltub téiesti uurijast
ja tema kogemusest. ANN oskab opereerida vaid dpetusandmete muutumispiirkonnas. Ka siis, kui
ANN Kkasutab diskreetseid funktsioone ja pulab seoseid vaga detailselt kirjeldada, on oht, et
Opetuskogumis mitteesinenud ldhteandmete puhul annab ANN ootamatuid ja vahe usaldusvéérseid
tulemusi. ANNis kasutatavate vea minimeerimise algoritmide jaoks on probleemiks prognoosivigade
lokaalsed miinimumid, mille tdttu piisavalt hea lahend ei pruugi olla parim lahend. Keerukate ANNide
puhul vGib probleemiks olla ka Gledppimine, mille t6ttu hakkab ANN seoseid leidma ka mirast. ANNi
ja teiste tehisintellektislisteemide Uletreenimine on analoogne statistilise modelleerimise saastvusreegli
rikkumisega — keerukam mudel vdib kull paremini sobida Opetusandmetele, aga sugugi mitte
kontrollandmetele.

Ulevaateartikli tehisnarvivorkudest ja nende kasutamisest 6koloogilises modelleerimises on Kirju-
tanud S. Lek ja J.F. Guégan (1999). ANN eelised ja puudused on Uhes teises publikatsioonis kokku
vOetud jargmiselt (Jarvis ja Stewart 1996).

Eelised: mittelineaarsete seoste kirjeldamine, puuduvate andmete ja miira taluvus, nominaalsete ja
numbriliste tunnuste kooskasutamise v6imalus, piirangute puudumine andmete statistilise jaotuse osas,
arvutuslikult efektiivne lahendite arvutamine pérast treenimist, vGime 6ppida véikestest andmestikest,
vBime kohanduda muutuvate dpetusandmetega, voimaldab kasutada konteksti andmeid, vdimaldab
véljastada hagusaid tulemusi.

Tehisnarvivorkude puuduseks on peetud aeglast dpet suurte andmestike puhul, raskusi Opetus-
andmetes puuduvate juhtumite klassifitseerimisel, suurt malundudlikkust keerukamate vorgustiku-
tldpide puhul, vorgustikutuibi valiku on subjektiivsust, takerdumist lokaalselt parimate lahendite
juurde, tulemuste saamise l&bipaistmatust, vahest kasutust laialtlevinud tarkvarapakettides ja véhest
vOimekust sisuliselt oluliste ja ebaoluliste tunnuste eristamisel. Enamik nendest puudustest kehtib
kdigi keerukate mudelite puhul.
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3.4.5.2. Kohoneni iseorganiseeruv tunnuskaart

Kohoneni iseorganiseeruv tunnuskaart ehk Kohoneni kaart (Kohonen 1982, 1984) (Self-
organizing feature map — SOFM, Self-Organizing Map — SOM, Kohonen map) on ANN-tehnoloogia
erijuhtum, mis Klassifitseerib andmeid sarnasuse jargi ja aitab visualiseerida andmetes olevat
korrapara. SOM on loodud eelkdige ordineerimiseks ja visualiseerimiseks, on lausa vaidetud, et
Kohoneni kaart astub edukalt traditsiooniliste ordinatsioonimeetodite asemele (Recknagel 2001), kuid
kdige enam on seda kasutatud siiski klassifitseerimiseks. Erinevalt teistest ANN-meetoditest ei Urita
SOM funktsioontunnuse véartusi prognoosida, kuid SOM kaardi abil eristatud klasse saab rakendada
valjaspool Gpetusandmeid.

Klassikaline Kohoneni kaart on kahem@dtmeline maatriks, milles sarnased objektid paiknevad
lahestikku ning seda voib liigitada jérelvalveta (ehk dpetusandmeteta) klassifikatsiooni meetodiks voi
ordinatsioonimeetodiks, mis ei kasuta ette antud ordinatsioonitelgi (joonis 3-6). Nagu teisedki
ordinatsioonimeetodid, véhendab SOM andmete dimensionaalsust — paljude tunnustega kirjeldatud
vaatlusvektorid asendatakse vaiksema arvu ordinatsioonitelgedega. Selles mdttes on SOM
peakomponentanaliilisi mitteparameetriline variant.

Péhialad Tiipilisus
I teedeala 0
B dueala

rohumaa
[ pdllumaa
noor mets
P mets
I &

Joonis 3-6. Kaardilehel 5434 olevad p6hikaardi pdhialad (A), pohialade ordinatsioon Landsat 5 TM kujutise
kanalite kiirgusvaartuste ja NDVI indeksi jargi Kohoneni tunnuskaardina (B), sama kaardilehe p6hialade kaart
arvutatuna Kohoneni kaardi sdlmede kaalude ja samade kaugseireandmete pdhjal (C) ning iga koha tldpilisus
metsa, jarvede ja pdllu suhtes (D). Marka, et Kohoneni tunnuskaart on abstraktses ordinatsiooniteljestikus, mitte
ruumikoordinaatides. Kaardilehe keskel on Puhajérv.
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Kohoneni kaart erineb tavalisest edasisidega tehisnérvivorgust varjatud kihi puudumise poolest.
Sisendkihi s6lmed on kaalude kaudu seotud otse véljundkihi slmedega. Lisaks tavaparasele ANN
struktuurile on Kohoneni kaardi puhul ka véljundkihi sdlmed omavahel kaaludega seotud. Kohoneni
kaardi iseGppimise kéigus leitakse sellised seosekaalud, mille puhul lahestikku olevad valjundkihi
s6lmed on omavahel vB8imalikult sarnased. Valjundkihi sdlmede topoloogilist asendit ei muudeta,
muudetakse vaid nende sarnasust ehk kaugust tunnusruumis. Ka iga vaatlusvektori seotust iga
valjundsdlmega nditavad kaalud. Valjundkihis saab vaadelda iga tunnuse ja vaatluse paiknemist
telgede suhtes ja omavahelisi seoseid — lahestikku paiknevad tiksused on sarnased.

SOM loob valjundkihi, milles l1ahestikku paiknevad s6lmed on sarnased

Kohoneni kaart ei sea mingeid eeldusi lahteandmetele, kuid valjundkihi ridade ja veergude arv ning
dimensionaalsus tuleb kasutajal endal otsustada. Kui eesmargiks on ordinatsioon, siis kasutatakse
reeglina kahemd&dtmelist ristkilikmaatriksit. Iseorganiseeruva kaardi puhul peab kasutaja otsustama
parameetrid, sarnasuse mddtmise viisi, vorgustiku tiubi ja sblmede arvu. Véljundkaardil olev klaster
ei pruugi olla vastavuses mingi a priori klastriga, sest SOM lahtub sisend- ja valjundkihi s6lmede
sidumisel dpetusandmetest, mitte etteantud klassidest.

SOM on tehisBppe abil sobitatav sarnasusele tuginev klassifitseerimine ja
ordineerimine, mille puhul klassid ja ordinatsiooniteljed ei ole ette antud

Kohoneni kaardi Oppe eel omistatakse véljundvorgustiku s6lmedele juhuslikud kaalud.
Sisendvektorid standardiseeritakse samasse muutumisvahemikku nagu kaaludki. Oppe kaigus leitakse
Ukshaaval igale sisendvektorile koige sarnasem valjundsdlm ja seejarel kohandatakse selle
valjundsdlme kaale ja véhemal maéaaral véljundsGlme naabrite kaale sisendile sarnasemaks. Iga
Oppevooru jarel muudetakse kohandamisméaéra véiksemaks.

Klassifitseerimistlesande puhul vdib SOM véljundsdlmede arv olla vastavuses soovitud klasside
arvuga, aga voib olla ka suurem — véljundi tdlgendaja voib ise lahedased véljundsdlmed thte klassi
koondada. Kaugseire kujutise klassifitseerimisel on sisendvektoriteks kujutise pikslid ja tunnusteks
pikslivaartused eri kanalites v6i andmekihtides. Kui soovitakse SOM s6lmi siduda etteantud
klassidega, siis kasutatakse sisendvektoritena vaid kontrollitud klassikuuluvusega piksleid Gpetus-
valimis. SOM Kilassifikatsiooni rakendamisel véljaspool Gpetusandmeid hinnatakse klassifitseeritava
vektori sarnasust SOM valjundkihi sBlmedega, mis erinevalt k Ildhima naabri meetodi
klassifitseerimise tulemustest on uldistused, mitte Uksikud valjavalitud vaatlusvektorid. Tundmatu
klassiga vektorile omistatakse kdige sarnasema SOM sBlmega seotud klass. Saab kujutada ka iga
klassifitseeritava koha sarnasust iga Uksiku klassiga v0i SOM sBlmega ning sarnasustaset otsuse
langetamisel.

3.4.5.3. Evolutsioonilised ja geneetilised algoritmid

Evolutsiooniliste algoritmide hulka loetakse mitmesugused stohhastilised meetodid, mis pitiavad
leida parimat mudelit jaljendades looduslikku ehk loomulikku valikut. Tahtsamad evolutsioonilised
algoritmid on geneetilised algoritmid ja geneetiline programmeerimine. Geneetiliste algoritmidega
otsitakse parimat hipoteesi vdi mudelit vaatlusandmetes olevate seoste kirjeldamiseks, kusjuures
evolutsioneeruvateks  objektideks on  mudelit iseloomustavad parameetrid.  Geneetilise
programmeerimise puhul on arenevateks objektideks arvutuseeskirjad.
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Evolutsioonilised algoritmid jaljendavad loomulikku valikut; geneetilised
algoritmid modelleerivad seoseid kasutades evolutsioonilisi algoritme

Evolutsiooniline algoritm loob iseorganiseeruva tehissiisteemi, mis v@ib otsida varemvalitud
mudelile sobivamaid parameetreid v6i otsida keerukale probleemile head lahendit paljude vdimalike
hulgast, nagu loodus otsib kdige sobivamat eluvormi. Evolutsioonilised algoritmid on rakendatavad
igasuguste statistiliste mudelite ja andmete jaotustulpide puhul. Geneetilised algoritmid sobivad pari-
mate lahendite otsimiseks paljude omavahel seotud tunnuste puhul, kus iga Uksiku faktori eraldi méju
on raske modelleerida. Evolutsiooniliste algoritmide eelis intellektitehnikas tavapédraste sammhaaval
parema lahendi poole liikuvate algoritmide ees on 16tv sdltuvus sobivuspinna gradiendist. Tanu sellele
tletavad evolutsioonilised algoritmid sobivuspinna orge kergemini. Meetodi puudused on &armiselt
suur arvutusmahukus ja vBimalus, et vaatamata mutatsioonidele ei leita keeruka seose parimat
lahendit. Lisaks sellele s6ltub meetodi tShusus tBesuskriteeriumist, mille valik ei pruugi alati
Onnestuda.

Geneetilise algoritmi t60 algab suure hulga kandidaatlahendite loomisega. Kandidaatlahendid
annavad jarglasi ja alluvad valikule, mis tahendab sobivamate lahendite suuremat arvu jargmisel iterat-
sioonil. Teatud hulk lahendeid muudetakse geneetiliste operaatoritega, mis on geneetilise muutlikkuse
analoog. Geneetilist muutlikkust imiteeritakse nii mutatsioonide kui ka kombinatiivse muutlikkuse
kujul. Mutatsioonid on seejuures vajalikud, et protsess lokaalsete optimumide juurest valja viia ja
jatkata globaalse optimumi otsimist. Lahendite populatsiooni keskmine sobivus suureneb iterat-
sioonide kaigus ja paljude iteratsioonide jérel ja&b reeglina alles andmetele kBige paremini sobiv
lahend. Kui looduslik evolutsioon toimub pidevalt muutuvas keskkonnas, siis andmetdotlusliku prob-
leemi puhul on tingimused, sealhulgas tdesuskriteerium, fikseeritud. Tanu sellele on tehisevolutsiooni
puhul suurem lootus jéuda etteantud tingimustele kdige paremini vastavate lahenditeni kui looduses,
kus liikide kohastumine muutuva keskkonnaga on igikestev protsess. Sellegipoolest tuleb arvestada
asjaoluga, et ka muutumatute tingimuste korral vOib tingimustega hasti sobivaid eluvorme olla
mitmeid. Ka geneetilised algoritmid vOivad anda erinevatel katsetel samadest Gpetusandmetest
erinevaid tulemusi.

Evolutsiooniliste algoritmide meetodi alusepanijaks on J.H. Holland, tlevaateid vdib leida t6ddest
Holland (19923, b), Chatterjee et al. (1996), Reggiani et al. (2001).

3.4.5.4. Tugivektormasinad

Tugivektormasinad (support vector machines — SVM) on Opetusandmeid kasutav
klassifitseerimismeetod, mis tugineb Vladimir Vapniku valja tootatud statistilise 6ppe teooriale
(Vapnik 1995, 1998). Tugivektormasinad kuuluvad suurima eraldusvodga klassifikaatorite (maximum
margin classifiers) hulka. SVM-meetod otsib tunnusruumi jagavat pinda, millele 1&himate andme-
punktide (tugivektorite) omavaheline kaugus on kdige suurem (joonis 3-7). Klasse eraldava pinna
asend s@ltub vaid tugivektoritest.

Tugivektorid on klasside eralduspinnale kdige lahemal olevad andmepunktid

Tugivektormasinad on algselt leiutatud nominaalse funktsioontunnuse ja pidevate seletavate
tunnuste jaoks. Nominaalsete argumenttunnuste puhul moodustatakse igast véartusklassist omaette
binaarne tunnus. Tugivektormasinad, nagu ka teised klassifitseerimismeetodid, on rakendatavad ka
pideva muutuja vaartuste prognoosimiseks ehk regressioonitilesandeks.
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Tehisndrvivorkude kasutamine on olnud suhteliselt edukas aegridade modelleerimisel, néiteks on
koostatud USAs jahu hinna prognoosimise mudel ja saadud korrektseid hinnaprognoose (Chakraborty
et al. 1992). Palju on tehisnarvivorke kasutatud ka kujutise, eriti satelliidipildi to6tlemisel (Dekruger ja
Hunt 1994, Carpenter et al. 1999, Jensen et al. 1999, Kimes et al. 1999). Uksikuid katseid on tehtud
ka taimkatte ja elupaikade leviku modelleerimiseks (Lek et al. 1996, Ozesmi ja Ozesmi 1999).
Mineviku taimkatte leviku modelleerimiseks kasutasid ANNi Hilbert ja Ostendorf (2001). Metsa
suktsessiooni on ANNga modelleerinud Gullison ja Bourque (2001). Tappeiner et al. (2001) leidsid, et
ANN annab lumikatte kestvuse modelleerimisel Alpides tunduvalt tdpsema prognoosi Kui
regressioonanaliiis. Schleiter et al. (1999) néitasid, et tehisndrvivorgud sobivad vee kvaliteedi
hindamiseks nii reostuse sissevoolu ja ilmastiku jérgi kui ka péhjaloomastiku jargi. Walley ja Fontama
(1998) kasutasid ANNi jogede elustiku rikkuse prognoosimiseks jée omaduste jargi. Mas et al. (2004)
koostasid ANNi abil metsade kadumise prognoosikaarte kasutades satelliidipilte ja asukoha omadusi.
Kimes et al. (1996) kasutasid tehisnarvivdrke metsa vanuse maaramiseks Landsat TM Kujutisest ja
kdrgusmudeli andmetest.

SOM tehnoloogia abil ja kaugseireandmeid kasutades on kaardistatud taimkatet (Foody 1999),
maakattetiksusi (Ji 2000, Bagan et al. 2005, Jianwen ja Bagan 2005) ja puiduvaru (Stiimer et al. 2010).
Grebby et al. (2010) kasutasid geoloogilisel kaardistamisel maapinna kérgusandmetest moodustatud
topograafilisi andmekihte. R. Céréghino et al. (2005) kujutasid sisserannanud kalaliikide elupaiga-
eelistuste levila sarnasust Kohoneni kaardil.

Geneetilist algoritmi kasutas Whigham (2000) Austraalia metsades elava kukkurlooma Petauroides
volans asustustiheduse modelleerimiseks. Seppelt ja Voinov (2002) modelleerisid geneetilise
algoritmiga optimaalset maakasutust. D’heygere et al. (2003) kasutasid geneetilist algoritmi bentiliste
suurselgrootute  esinemise  modelleerimiseks ~ parima  muutujate  komplekti  valimisel.
Esinemise/puudumise mudel koostati otsuste puuna. Ortega-Huerta ja Peterson (2004) modelleerisid
Mehhiko lindude ja imetajate ©koloogilisi nisSe ja potentsiaalset levikut kasutades geneetiliste
algoritmide tarkvara Desktop GARP (ptk 5.6.6.2).

Tugivektormasinaid on kaugseirepdhises maakattekaardistuses kasutanud néiteks Foody ja Mathur
(2004) ning Keramitsoglou et al. (2006). Remm et al. (2011) vdrdlesid tugivektormasinaid teiste
meetoditega paljuaastase keskmise sademete hulga modelleerimisel Baltimaade ilmavaatlusjaamade
andmete jargi. SVM tulemused ei olnud parimate hulgas, arvatavasti seetbttu, et SVM on loodud
klassifitseerimisiilesannete lahendamiseks, mitte pideva muutuja (milleks on sademete hulk)
prognoosimiseks.
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3.4.6. Sarnasusele tuginev jareldamine

Sarnasusele tuginevate meetodite ehk juhtudele ehk néidistele tuginevate jarelduste (similarity-
based reasoning — SBR, case-based reasoning — CBR, instance-based reasoning — IBR) puhul
otsitakse olemasolevate andmete hulgast prognoositavale vaatlusele, objektile voi kohale kdige sarna-
semaid néidiseid. Naidistega sarnasuse jargi saab prognoosida nii pideva muutuja véaartust
(prognoosida) kui ka nominaalse muutuja klassikuuluvust (klassifitseerida). Naidiste kasutamise ainus
eeldus on, et objektide sarnasust peab olema v@imalik arvuliselt mddta — mdddetud sarnasusi peab
saama vorrelda ja jarjestada. Kuna sarnasust késitletakse kaugusena tunnusruumis, siis nimetatakse
sarnasusele tuginevaid meetodeid ka lahima naabri meetoditeks.

Néidistele tuginev jarelduste tegemine on psiihholoogias tunnetusprotsessi mudel, intellektitehni-
kaga tegelejatele arvutusalgoritmi tiidip ja ekspertsiisteemide loojatele ekspertsiisteemi tlesehituse tidip
(Aha 1998). Suurem osa inimeste mdtlemisest ja tegutsemisest arvatakse tuginevat kogemusele —
teadlikult vdi alateadlikult meelde jaanud juhtude lahendustele. Laps Opib kdndimagi proovides ja
kukkudes, mitte etteantud reeglite jargi. Samamoodi piiab tudeng eksamiks valmistuda ja sportlane
vOistluseks valmistuda viisil, mis on varem haid tulemusi andnud. Isegi siis, kui sellisele kaitumis-
mallile on teoreetilisi vastuvéiteid. Uutmoodi toimides soovitakse kogemustepagasit taiendada.

Néidistele tuginevat jareldamist kasitletakse erinevas mahus. Kitsamas tdhenduses koosneb see
jargmistest etappidest:
leia kbige sarnasemad naidised,
eralda ndidistest probleemi varasem lahendus,
kohanda lahendust uuele olukorrale,
séilita uus juhtum ndidisena jargmiste juhtude jaoks.

o]

o 0 O

Inglise keeles vdetakse need etapid kokku nelja r tdhega algava sdnaga: retrieve, reuse, revise, retain.

Naidistele tugineva jareldamise etapid on: sarnaste naidiste leidmine,
eeskuju vBtmine, eeskuju kohandamine ja juhtumi lisamine néidiste baasi

Néidistele tuginev jareldamine on erinevalt teistest sarnasusele tuginevatest meetoditest suunatud
eelkdige juhtumite lahendamisele ja erineb eelkdige ndidistelt saadud eeskuju kohandamise poolest.

Néidiste abil klassikuuluvuse prognoosimisest oli juba juttu klassifitseerimismeetodite peatiikis
(ptk 2.3.3), ndidiste abil saab aga hinnata igasuguseid muutujaid ja selliste hinnangute automati-
seeritud andmiseks luuakse ndidistega sarnasust kasutavaid ekspertsiisteeme. Sarnasusele tugineva
prognoosisiisteemi teadmised on talletatud naidiste ja nende omaduste komplekti ehk naidiste baasi
(case base). Naidis (exemplar) on Opetusandmete hulgast valitud juhtum v6i vaatlustulemus, mis
kannab elementaartunnuseid (features), mis aitavad tuvastada prognoositava muutuja vaartust.

Lisaks ndidistele on sarnasusele tuginevaks jareldamiseks tarvis valida sarnasuse modtmise reeglid.
Mahukast ndidistebaasist kdige sarnasemate néidiste leidmisel on oluline andmete otsingu tehno-
loogia. Muud teooriat ja mudelit sarnasusele tuginev jareldamine ei vaja.

Sarnasuse jargi otsustamise kesksed kisimused on: kuidas valida ja kaaluda
tunnuseid ja naidiseid ning kuidas kohandada hinnang uuele juhtumile

Naidistele tuginevad tehisdppeslsteemid erinevad mustrituvastuse vallas juba aastakiimneid tuntud

k lahima naabri (KNN) meetodist tehisGppe kasutuse poolest. KNN meetodi puhul kasutatakse kdiki
tunnuseid, seevastu otsivad tehisintellekti slsteemid hinnangu andmiseks olulisi tunnuseid ja
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kasutavad vaid neid. Suure hulga kirjeldavate tunnuste puhul piisab tavaliselt 6...10 tunnusest, liigsete
tunnuste lisamine vahendab hinnangute tapsust. See on ndhtus, mida nimetatakse dimensionaalsuse
needuseks (curse of dimensionality). Faktor- ja peakomponentanaltlis Uhendavad tunnuseid tldistatud
faktoriteks, néidistele tugineva siisteemi tehisGppes toimub pdhiliselt tunnuste valimine ja kaalumine
ning néidiste kiiremat leidmist toetavate indeksite loomine néidiste baasi.

Dimensionaalsust saab vahendada tunnuseid Gthendades ja tunnuseid
valides

Eri valdkondades kasutatavaid néidistele tuginevaid intellektitehnika vorme thendab laisk probleemi-
kasitlus (lazy problem solving). Laisa kasitluse puhul arvutatud sarnasusi ja td6deldud ndidiseid ei
séilitata, vaid kaivitatakse iga kord uus paring naidistebaasi.

Laisale kasitlusele on iseloomulik:

O lahteandmete t66tlus vaid otsese vajaduse korral,

O lahenduse otsimine olemasolevate to6tlemata andmete kombinatsioonidest,

O vaheproduktide hilgamine.

Laisa kasitluse vastand on innukas probleemikasitlus (eager problem solving). Innukad késitlused
asendavad lahteandmed esimesel v8imalusel Uldistustega (mudelitega, Uksikute arvnditajatega, Kirjel-
dustega, teooriaga, reeglitega, abstraktsioonidega). Innukate algoritmide eelis on suure ldhteandmete
hulga asendamine vaiksema hulga uldistustega.

Laisk kasitlus valdib dldistusi, innukas kasitlus asendab toorandmed
Uldistusega esimesel vdimalusel

Laisa kasitluse eelistena loetletakse jargmist:

© pole vaja reegleid ja mudeleid, pole vaja ka abstraktsioonide loomisele vahendeid kulutada,

O toorandmed saab kasutada mitme eri tulpi tUlesande lahendamiseks, mudelid koostatakse vdi
vahemalt sobitatakse ihe kindla probleemi lahendamiseks,

O laisad kasitlused annavad paremaid tulemusi keerukate ndhtuste ja seoste korral, kus lihtsad
abstraktsioonid ei ole tdeparased,

O tulemuste interpretatsioonil saab tugineda konkreetsetele pretsedentidele, sarnaseid néidiseid
saab Uldistada seletusteks,

O naidiste omaduste hulgas on lihtne séilitada andmeid néidise kujunemisloost,

O naidiste abil probleemide lahendamine on intuitiivselt hasti mdistetav (Aha 1998).

Kui statistilised mudelid tuleb vaatlusandmetele sobitada, siis tehisintellektististeemide puhul nime-
tatakse stisteemi Gpetusandmete jargi optimeerimist tehisdppeks. Laisale probleemikésitlusele vastab
laiskdpe (lazy learning, memory-based learning), mille pdhivahendid on naidiste ja tunnuste valik,
nende kaalumine ning prognoosiva susteemi t66d kiirendavate eelklassifikaatorite valik. Parimaks
prognoosiks ei ole enamasti vaja kdiki ndidiseid ja ndidistel méddetud tunnuseid. Optimaalne tunnuste
komplekt voib olla erinev, kuid enamasti on komplekssete muutujate prognoosimiseks rohkem
tunnuseid tarvis. Tunnuste kaalumine ei ole kasulik mitte ainult parimate prognooside saamiseks, vaid
see vBib anda ka sisulisemat teavet faktorite mdju vahekordade kohta. Teisest kiiljest annab faktorite
olulisuse hindamine teavet selle kohta, milliseid tunnuseid on kindlast vaja mddta ja milliste médtmine
ei ole eriti oluline. Samuti saab naidiste kaalude jargi leida need kirjeldused, mis otsitavaid klasse
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(nditeks taimekooslusi) kdige paremini iseloomustavad ja teistest klassidest eristavad. Ebatupilised
vOi tdendoliselt ebatdpselt maératud voi teisi dubleerivad néidised voib edaspidi kasutusest kdrvale
heita. Kui kasutatakse vaid Uhte kdige sarnasemat ndidist ja see ei vasta tapselt uuele juhtumile, tuleb
néidis kohandada ehk adopteerida.

Naidistega sarnasuse abil prognoosiva stisteemi voib optimeerida kas:

O (he ja parima néidise leidmisele ning seejarel néidise adopteerimisele,

O teatud arvu parimate néidiste leidmisele (k lahima naabri meetod — kNN ehk k-NN),

O sarnasusega kaalutud k l&hima naabri meetod (joonis 3-8),

O koigi teatud minimaalselt nfutava sarnasusega naidiste kasutamisele (d I&hima naabri meetod

—dNN ehk d-NN),

©  minimaalselt vajaliku v8i maksimaalselt kasutatava summaarse sarnasuse kasutamisele,

O  eeltoodud kriteeriumite kombinatsioonidele.
Siinmainitud dNN algoritmi kasutavaid meetodeid nimetatakse ka kernelmeetoditeks, tuumik-
meetoditeks voi tuumameetoditeks (kernel methods), kernelit ennast aga tuumikuks voi tuumaks.

Kategooriline muutuja Pidev muutuja

5 / /’_8“‘“«.\ vaatlus 5 . vaatlus
I/: 5

. vy
/ 7 //__/ f;;\ 2 \ 7
| e /\

u = a Za)
: 2 / a : . / 4
/
~_ __“niidised ~~—_—" ndidised
1 3 1 w=0 3
Faktor 2 Faktor 2

Joonis 3-8. A — kategoorilise muutuja klassifitseerimine kaalumata k lahima naabri meetodil. Uhe kdige sarna-
sema néidise jargi tuleks vaatlus lugeda klassi koodiga 5, nelja néidise kasutamisel klassi 2. B — pideva muutuja
prognoos kaalutud k lahima naabri meetodil. Joonisel ndidatud kaugusest tunnusruumis séltuvate kaalude (w)
jargi tuleks vaatlusele omistada vaéartus 4.

Vaid uhe ndidise kasutamise korral on prognoos tundlik miira, see on ebattdpiliste naidiste suhtes.
Tunnusruumi fikseeritud osa kasutav dNN meetod on arvutuslikult kiirem kui kNN, kuid jatab
prognoosi andmata siis, kui piisavalt sarnast ndidist ei leidu. Fikseeritud ruumiosa kriteerium kipub
ebauhtlase andmestiku korral andma ebauhtlase usutavusega prognoosi, kuna fikseeritud ruumiosa
sisse jaab erinev arv ndidiseid. KNN meetod on arvutatav igasuguse andmete tiheduse korral, see
tdhendab aga, et meetod annab prognoosi ka olukorras, kus Uhtegi sarnast naidist tegelikult ei ole.

Prognoos k l&ahima naabri jargi saadakse ka siis, kui usaldusvaarse
sarnasusega naidiseid selle arvutamiseks ei ole.

Sobiv k suurus méaratakse kas intuitiivselt voi voetakse see omaette uurimisprobleemiks. Parim
variant sobiva k otsustamisel vdib olla sarnasusele vastavate kaalude kasutamine. kNN meetodi
kasutamisel véhese arvu nominaalsete tunnuste korral, kui sarnasus iga tunnuse suhtes on
kahevéértuseline (vaatlus kas kuulub samasse klassi vdi ei kuulu), v6ib sageli leiduda palju
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samavaérse sarnasusega néidiseid, millest parima valimine on problemaatiline. Kuna suure arvu
tunnuste korral enamasti ei leidu klassifitseeritavale juhtumile tapselt vastavat naidist, siis kasutatakse
pidevate andmete puhul prognoosina sarnasemate naidiste nende sarnasusega kaalutud keskmist.
Kategooriliste andmete puhul loetakse prognoosiks kas kdige sarnasem ndidis vGi samasarnaste nai-
diste hulgas kbige sagedamini esinev variant. Prognoosi saab anda ka tGendosusjaotusena.

Néidiste abil liikide leviku modelleerimise (lesande puhul prognoositakse liigi vdimalikeks
esinemiskohtadeks kohad, mis on tingimustelt sarnased nende kohtadega, kus liiki on senini leitud.
Tingimuste kompleksi sarnasust méddetakse sarnasusindeksitega v6i kaugusega tunnusruumis (vt ka
ptk 5.6.8).

Néidistega samastamine on kill Ghest kiljest vaga paindlik ja universaalne klassifitseerimis- ja
prognoosimeetod, kuid teisest kiljest jatab suur paindlikkus ruumi ka subjektiivsusele. Naidiste
komplekt vdi selle koostamise reeglid valjendavad uurija arusaama klassifikatsioonitiksustest. Oma
arusaamade vormistamine néidiste komplektiks v@ib aga olla nii kunst kui teadus. Néidisteks vdivad
olla juhuslikud objektid empiirilistest vaatlustest, sihilikult valitud tdpiliseks peetavad eksemplarid
vOi tlidpiliste néidiste konstruktsioonid. Konstrueeritud naidiseid on kasutatud néiteks puistu struktuuri
aratundmiseks aerofotode jargi (St-Onge ja Cavayas 1997, Silbernagel ja Moeur 2001). Teiseks
néidistele tugineva jareldamise puuduseks on vaid lokaalse sarnasuse arvestamine, seet8ttu on
naidistele tuginevatel tehisdppemeetoditel kalduvus sobivuspinna lokaalsete maksimumide juurde
kinni jaada.

Naidistega sarnasusele tugineva hindamise tugevus on keerukate seoste ja
erandlike juhtude aratundmise vBime, lUldised seaduspérasused jaavad
kergesti markamata

Néidistele tuginevate prognoosisiisteemide eelistena mainitakse jargmist:

O jarkjargulise dppimise vdimalus, mille t6ttu ei ole tarvidust luua ennatlikke abstraktsioone,

O parem prognoosivBime keerukate andmestike puhul,

O sobivus kasutamiseks sindmuseridade puhul (malekéigud),

O jarelduste lokaalne (paringuspetsiifiline) iseloom analoogiliselt lokaalselt sobitatud regres-

sioonimudelitega,

néidistele tuginev prognoosisiisteem on kasulik juhtudel, kui andmete salvestamise ja t66tluse

aega tasub kokku hoida ja kui parimate naidiste Ulesleidmine on efektiivselt optimeeritud,

O kui osade tunnuste vaartused puuduvad osade naidiste puhul (puuduvad vaartused ei sega
oluliselt sarnasuse arvutust),

O kui parima hinnangu saamiseks on vajalikud nii tiupilised néidised kui ka néidiste
andmebaasis sailitatavad erandlikud vaatlused (Aha 1998),

O sarnasusele tuginevad klassifikaatorid suudavad moodustada suvalise kujuga otsustuspiire
(Tan et al. 2006),

O naidistele tuginevat prognoosisiisteemi on muutunud lahtetingimuste korral lihtne kohandada
naidiste valjavahetamise teel.

0]

Sarnasusele tuginevat hinnangute metoodikat on k&ige enam kritiseeritud tugeva teoreetilise
pdhjenduse puudumise pérast. Lihtsamad ulesanded vdivad tdesti valmis reeglitele taanduda. Sarna-
susele tuginevad hinnangud on eelkdige keerukate olukordade ja andmestike jaoks, kus efektiivseid
reegleid ei ole leitud. Néiteid ja naidiseid esitada ja mingil viisil sarnasust mééarata saab nii lihtsatel kui
ka keerukatel juhtudel. Sarnased naited sobivad muidugi ka neile, kes tdhusaid reegleid ei tunne.
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Néidiste jargi hindamise metoodika edasiarendused hdlmavad mitmesuguseid laiskade ja innukate
algoritmide kombinatsioone, nagu néiteks uldistatud naidiste ehk prototttipide loomine asendamaks
omavahel sarnaseid nadidiseid (Rajamoney ja Lee 1991) ning laisad otsuste puud (lazy decision tree),
mille puhul kasutatakse ndidiseid otsuste puu teatud tasemetel, kas IBppharudes voi raskesti
defineeritavate hargnemiste kohtades (Indurkhya ja Weiss 1995, Friedman et al. 1996) voi siis
tunnuste lokaalset kaalumist ja ndidiste intelligentsemat valikut (Zhang et al. 1997). Praktikas
kasutatakse deduktiivse ja induktiivse lahenemise kombinatsioone. Teoreetilist teadmist saab koos
empiiriliste andmetega kasutada nditeks mudeli tlubi valikul ja v@imalike algparameetrite valikul,
mudeli sobitamise protsessi suunamisel ja tGesuskriteeriumi valikul.

Néidistele tugineva jareldamise ldhedane meetod on analoogia otsimine (analogue matching),
mille puhul otsitakse sarnasust nahtuste struktuuris, mitte sisulisemat tahtsust omavates tunnustes.
Analidtilise jareldamise (analytical reasoning, explanation based learning) puhul ei otsita parimat
seletavat mudelit v6i hiipoteesi mitte vaatlusandmetest, vaid eelnevast teadmisest ja deduktiivsest
seletusest. Vaatlusandmeid ei kasutata mitte mudeli koostamiseks, vaid deduktiivselt koostatud mudeli
kontrollimiseks. Analudtilise jareldamise eelised ilmnevad eelkdige juhul, kui empiiriline andmestik
on vahene ja ei vdimalda piisavalt usaldusvaarset mudelit koostada. Varasemad Uldistused vBimal-
davad koostada mudelit nii véljapoole vaatlusandmeid kui ka varakult loobuda ebareaalsetest mudeli
variantidest ja eemaldada ebaolulisi muutujaid. Teoreetiliste teadmiste kasutamise edukus séltub nii
teooria paikapidavusest lahendatava Ulesande puhul kui ka sellest, millisel madaral kasutatav
teoreetiline printsiip vaatlusandmete varieeruvust dra seletada suudab.

3.4.6.1. Tarkvarastisteem Constud

Constud on eelkdige sarnasusele tugineva jareldamise ja sarnasusele tuginevate hinnangukaartide
loomise stisteem, mis koosneb:
O seletavate tunnuste, eelklassifikaatorite ja interpoleerimiseraldiste rasterkujul andmekihtidest
(kui kasutatakse ruumiandmeid);
O vaatluste, tehisGppe parameetrite, tehisdppe tulemuste ja tabelisse prognoositud vaartuste
andmebaasist;
O Constud tarkvarast (joonis 3-9).

Constud tarkvara keskne osa on sarnasusele tuginev tehisGpe, mille tulemusel valitakse
funktsioontunnuse prognoosimiseks vajalikud tunnused ja ndidised ning leitakse neile optimaalsed

kaalud (joonis 3-10).
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B AB tabelite loomine. NB! Kasutajal peab andmebaasis olema igus tabeleid luua. ] E3
 Pefitzbeidkoraga © Tabeld ikshasval

[ Niita veateateid

FTUNNUSED Progroostavate tunnuste loetel
AKIHID Andmekihide loeteiu Kuldsed rupud tihistavad kohustusikke tabeleid
—_— Tabeii loomise f3rel muutub nupp valgeks
ATUNNUSED Seletavate tunnuste loetelu
INDEKSID Fuumimust indeksite loeteh
PEZI Kaardiehteds loetelu. Kohustuslk. mustiindzksite ja kaartide: arvulamisel
STDEV Standardhibed. Tabel on kohustuslk vaid sis, kui standarchilbeid kasulatakse

Omasamasustabelid | Tabelite loetelu. kus haitakse nominaske tunnise
kalegooriate omavahels samasusi
Lisatabelisse FTUNNUSED rida iga prognoositava tunnuse jaoks

jatabelisse ATUNNUSED rida iga kifjeldava tunnuse jaoks

Vadluste tabelie nimed lostakss iobel
Voatuso el | Tureuste diad | ETONNSED <5t frcineicoe)

Logitabelid {* kfigis Gpetusandmeles g F ja AF tabelis ATUNNUSED
— © s tabelis peab vastama valiale FID tabelis FTUNNUSED
ViliadF... ja AF | — N
Iga funktsioontunnuse &ppe tulemused
Samasus antud klassiga salvestatakse eraldi logitabelisse.
Prognoositud vitused

arameeter F logitabel nimes vastah
vl FID tabelis FTUNNLISED.

Vaid juhul. kui omasamasusi kasutatakse.

Sisesta i nimi iga nomi jaoks.

mille puhul omasamasusi kasutatakse.

Omasainasustabelid Wajuta nuppu, etluua amasarnasustabelid Sulm

Indeksite arvutus | Tehistpe | Teadmiste kontrall | Hinnangute arvutus |

™ Vaatluste tabelisse P N
I Prognonsitabelisse \\(\C
™ Samasusts tabelisse il

¥ Rasterfaii piksli kiilg 10

X Kataloogi eesliide
W' Ruutkaardished kaardi kilg | 10000 € local |“D 153,408 EICSKd/
™ Omblusteta

Juburalim skkemelis  Blokkvalim

Il Constud

0 ¥ Hinnang HINNAHGUD

Sarmasuse ulatus [30] [V Samasus etteantud iksusega

2 tabel vaipdting  |SARNASUISTABEL

o ¥ Ruutkaardiehed Rasterail I™ Uksikmuutuia hinnang
SDD'"E‘WE"};W ;/',;_51 pikslikilg | 10000 I~ Komplekshinnang
5% Hinnangukaardi suvay [_[C1x]

Prognoositav muutuje: FID= 5§
5454 Kaadleht  Suurim lubatud erinevus interpoleerimisel
40 Pikslikillg 10 samasuse einevus %
8 Interpoleerimis-sammu algpikkus
K8k allpool vidatavad falid peavad olema lokaalvéigus saadaval
Seles aknas fail nimede eeslidet = rakendata.
fail
[ V545 ik ate eraldi Bpitud iksusedast vali
Naidistega samasuss fal
[C:v5454samass prognomsitud tksusegarst val

¥ Interpolesrimiseraldiste kasutus Interpoleerimiseraldiste: fail

[C5454_a0mrst vali
Kaarti ei arvuta, kus pikslivagtus =| 48 Baite piksli kohta [T T

¥ Prognoositava muutija eclklassi kasutus Prognoositava mutuja eelklasside fail

[C:\5454_a0m rst vali
Kaartisi arvuta. kus piksiivastus = [ 254
I™ Samasus kaardistatuga

[V ahetulemuste salvestus

Tagasi Anuta

Joonis 3-9. Mdned Constud tarkvara dialoogiaknad (Remm ja Kelviste 2011c). A — tervitusaken. B —
andmetabelite loomine. C — ruumiliste indeksite arvutuse suvandid. D — hinnangute arvutuse suvandid. E —

hinnangukaardi suvandid.
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Joonis 3-10. Constud tarkvara tehnoloogiline skeem (Remm ja Kelviste 2011c).
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Constud stisteemi Glesehituse kavandas ja tarkvara lahtekoodi kirjutas Kalle Remm aastatel 2002—
2011. Constud nimi tuleneb ingliskeelsetest sdnadest Continuous Study. Ststeemi kolm pdhilist
kasutusvaldkonda on jargmised:

© ruumimustrit kirjeldavate indeksite arvutamine rasterkujul andmekihtidest andmebaasi
tabelitesse voi rasterfaili;

O tehisdpe ehk tunnuste ja vaatluste komplekti iteratiivne valik ning kaalude sobitamine
Opetusandmetele;

© nominaalsete ja arvuliste muutujate sarnasusele tuginev prognoosimine andmebaasi tabelitesse
vOi rasterfaili.

Constud on vabavara, mille installeerimisviit on susteemi veebilehel www.geo.ut.ee/CONSTUD.
Pdhjalikuma Ulevaate Constud siisteemist saab selle kasutamis@petusest (Remm ja Kelviste 2011a, b,
¢) ja Constud veebilehelt. Constud ststeemi kasutamisest liikide leviku kaardistamisel on juttu
peatiikis 5.6.8.3.

Uurimused

Blum ja Langley (1997) vordlevad tunnuste ja ndidiste valimise algoritme. Wilson ja Martinez
(2000) on kirjutanud Glevaate naidiste valimise algoritmidest. Tunnuste kaalumisest on Ulevaateartikli
kirjutanud Wettschereck ja Aha (1995) ja Wettschereck et al. (1997), uuemate Ulevaadete autor on
C.J.C. Burges (2009, 2010).

Sarnaseid analooge on kasutanud karude elupaiga eelistuste modelleerimiseks Clark et al. (1993),
taimkatte modelleerimiseks Wilds et al. (2000), rekultiveeritavatele kaevandusaladele kujuneda v@iva
taimkatte prognoosimiseks Oshorne ja Brearley (2000), kasvukohatiiipide kaardi koostamiseks ja
puuliikide katvuse hindamiseks Otepdd looduspargis Remm (2002). Analoogmeetodit kasutatakse ka
paleodkoloogilistes rekonstruktsioonides (Birks 1993, Flower et al. 1997).

Kompleksne, neljale erinevale teadmiste baasile tuginev ekspertsiisteem on moodustatud Kaspia
mere kalavarude hindamiseks ja pilgikvootide jagamiseks (Sazanova et al. 1999).

DZeroski ja Drumm (2003) vordlesid lineaarse regressioonimudeli, regressioonipuu ja KNN meetodi
tapsust merikurkide (Holothuria leucospilota) arvukuse prognoosil ja leidsid, et kNN meetod andis
korrelatsioonikordaja ja keskmise lineaarhalbe jéargi kdige tdpsema tulemuse.

Whigham (2005) prognoosis klorofill a diinaamikat sarnaste jargnevuste alusel.

Néidisalade ja kaugseireandmete jargi puistu takseertunnuste mé&aramise koolkond on Soome
metsakorralduses. Lisaks Soomele kasutatakse kNN meetodit ka USA (Franco-Lopez et al. 2001,
McRoberts et al. 2006), Rootsi (Reese et al. 2003), Kanada (Labrecque et al. 2006) ja Uus-Meremaa
(Tomppo et al. 1999, Trotter et al. 1997) metsanduses. Ulevaade metsa takseerandmete hinnangulise
kaardistamise tulemustest on peatukis 5.8.

Constud tarkvara on rakendatud lasteaialaste enterobiaasiriski hindamisel (Remm ja Remm 2008),
taimkatte kaardistamisel (Linder et al. 2009), okas-, leht- ja segametsa eristamisel (Oviir et al. 2008),
kapaliste leviku hinnangulisel kaardistamisel (Remm ja Remm 2009) ja sademete hulga kaardistamisel
(Remm et al. 2011).
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3.5. Aegridade modelleerimine

3.5.1. Aja voimalikud rollid mudelis

Ajal on mudelitest kolm v6imalikku rolli. Funktsioontunnusena kaésitletakse aega (elu)kestus-
analliusis (life expectancy analysis), kus uuritavaks suuruseks on aeg, mis kulub teatava sindmuseni
(surmani, haigestumiseni, detaili riknemiseni jmt). Aeg on miratunnuseks siis, kui katse on kavan-
datud nii, et vaatlused tuleks teha lhel ajamomendil, kuid tehnilistel pdhjustel on vaatlusaeg veninud
pikemaks. Selle véltimiseks tuleks aeg votta argumenttunnuste hulka ja arvestada temast sGltuvust.

Ajas muutuva tunnuse vdi tunnuste véartusi nimetatakse aegreaks (time series). Aegridade
mudelites on aeg p&hiline ja tihti ainus argumenttunnus. Aegrea andmestik erineb klassikalisest vali-
mist, sest tldpiliselt on igal ajahetkel olemas vaid Uksainus mddtmistulemus. Samas voib modot-
mistulemuste hulk (mddtmishetkede arv) olla killaltki suur. Aegrida on uldiselt defineeritud diskreet-
sena ja enamasti eeldatakse, et m6dtmised toimuvad ajas korrapéraselt, fikseeritud sammuga. Kui tihe-
aegselt on méddetud mitut tunnust, siis on aegrida mitmemdodtmeline.

Aeg vBib mudelites olla funktsioontunnuse, miratunnuse vai
argumenttunnuse rollis

Aegrea analiiusi eesmargiks on reeglina aegrea jaotamine komponentideks:
O kindla suunaga muutuseks ehk trendiks,

tihetaolisena korduvaks mustriks ehk tsukliliseks komponendiks,
ajalise autokorrelatsiooni mojuks ja

juhuslikeks hélveteks (joonis 3-11).

© O O

Aeg on Uks argumenttunnus ka kordusmddtmiste (repeated measures) mudelites. Kordus-
mdo6tmiste puhul on tegemist kolmemddtmelise andmestikuga, milles Uhe dimensiooni moodustab
uuritavate tunnuste loetelu, teise mdddetavate objektide loetelu ja kolmanda mdGtmishetkede loetelu.
Ideaaljuhul on mddtmised tehtud koigi objektide ja k&igi tunnuste puhul samadel vordse vahega
ajahetkedel ja saadakse mitmemd6tmeline aegrida iga tksikobjekti kohta.

1000 4 trend

juhuslikkus

800 - w— tgk]iliSUS
autokorrelatsioon

— ogrida

600 -

400 ~

200 ~

Uuritav suurus

0 3

-200

Aeg

Joonis 3-11. Konstrueeritud aegrea neli komponenti ja nende komponentide liitumisel moodustav aegrida.
Juhuslikud m&jud on normaaljaotusega (keskvaartus = 0, standardhdlve = 40), autokorrelatsiooni mdju on
arvestatud kolme (lejéénud faktori summaarse véértuse eelmise kolme ajatihiku kaalutud summana (kaalud
vastavalt ajavahele: 0,1; 0,3 ja 0,5).
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3.5.2. Autokorrelatsioon ajas

Kuna muutused toimuvad mingi 18pliku kiirusega ja on lisaks sellele tihti ajalise viivitusega, siis on
ajateljel l&hestikku paiknevad vaatlused sarnased. L&hedaste vaatluste sarnasuse ehk autokorrelat-
siooni tugevus sOltub arvesseminevast ulatusest ehk laagist. Aegridade puhul tidhendab laag
ajavahemikku, ruumiliste néhtuste korral teadaolevate vaartuste otsinguraadiust (ptk 5.1.1). Nagu
enamiku teiste analulside puhul, nii eeldatakse ka aegridade analliusil, et andmed sisaldavad
stistemaatilist osa (lineaarset trendi ja tsiklilisi muutusi) ning juhuslikke halbeid (mira). Enamik
aegridade analiiiisi meetodeid sisaldab mingeid vahendeid mura eemaldamiseks.

Enamik aegridu saab Kirjeldada trendi ja sesoonsuse kaudu. Trendi automaatseks leidmiseks
aegreast ei ole Uhte ja ainudiget meetodit, ent Uldistel eeldustel on trendi olemasolu vdimalik
kontrollida néiteks Mann-Kendalli testi abil. Esimene samm trendi mé&aramisel on tavaliselt silumine.
Silumine sisaldab alati mingil kujul lokaalset ehk libisevat keskmistamist. Seejuures eeldatakse, et
juhuslikud hélbed kompenseerivad Uksteist. Lokaalne silumine toimub mingi silumisulatuse piires,
mis vBib haarata ka kogu andmerida. Sel juhul kaalutakse andmed vastavalt nende kaugusele ajateljel.
Asiimmeetriliste hélvete ja erindite esinemise korral tuleks lokaalsele keskmisele eelistada lokaalset
mediaani. Splainide kasutamine on mdistlik korrapéraselt paiknevate punktide puhul.

Sesoonne aegrea komponent on formaalselt defineeritud kui korrelatsioon aegrea i-nda elemendi ja
i-k-nda elemendi vahel. Sesoonsus on autokorrelatsiooni tstikliline vorm, konstant k on selle ulatus ehk
laag. Sesoonseid mustreid aegridades saab kindlaks teha tsuklilist mudelit aegreale sobitades ja
autokorrelogrammi abil. Autokorrelogramm nditab graafiliselt autokorrelatsiooni sdltuvust laagist.

Autokorrelogrammi puhul tuleb silmas pidada, et autokorrelatsioonid jarjestikuste laagide puhul ei
ole sBltumatud. Seetdttu vBib korrelogramm esimest jarku autokorrelatsioonide eemaldamise jarel
oluliselt muutuda. Erinevate laagide autokorrelatsioonide omavahelist sdltuvust on vdimalik
eemaldada ja arvutada osalised autokorrelatsioonid (partial autocorrelations), mis ei sisalda s6ltuvust
laagi piiresse jaavate elementide hulgast ja paiknemisest. Kui laag vordub (hega, siis osa-
autokorrelatsioon vBrdub autokorrelatsiooniga. Sesoonsust saab eemaldada ka aegrea diferentsimisega,
teisendades iga i-nda elemendi erinevuseks i miinus k-ndast elemendist. See vGimaldab avastada
varjatud sesoonsust.

3.5.3. Autoregressiivne libisev keskmine

Enamik aegridade modelleerimise meetodid on mitmefaktorilise autoregressiivse libiseva
keskmise (autoregressive moving average — ARMA) mingid variatsioonid. ARMA metoodika on
paindlik, kuid komplitseeritud viis varjatud korrapara leidmiseks ja prognooside koostamiseks aegrea
andmetel. ARMA mudel koosneb autoregressiivsest (AR) komponenedist ja libisevast keskmisest
protsessist (MA). ARMA meetod eeldab, et aegrida on statsionaarne ja vahemalt 50 vaatlust pikk.

Statsionaarsus — aegrida on statsionaarne vaid siis, kui autoregressiooni vdrrandi parameetrite
vaértused on teatud piires. Kui varasemad efektid akumuleeruvad, siis ei ole aegrida statsionaarne,
vaid liigub kas 16pmatusse voi nulli. Statsionaarse aegrea keskvéértus, dispersioon ja autokorrelatsioon
on ajas konstantsed. Mingist statsionaarsuse eeldusest lahtuvad kdik statistilised mudelid. Statsionaar-
sus on seejuures teoreetiline ldhtekoht ja modelleerija otsustus, mitte uuritava nahtuse plsiv omadus.
Néiteks ©koloogiliste protsesside statsionaarsust muutuva kliima ja inimtegevuse tingimustes on
naiivne oodata.
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Autoregressiivne komponent on kirjeldatav regressioonivdrrandiga
T
Xt =u+ &y + b1X(t71) + b2 X(t—z) + b3 X(t—S) L= Uu+ &y + Z (bl X(t—i))’ [3-23]

kus w« on konstant, b, b,, bs on autoregressioonimudeli parameetrid, t tahistab ajahetke, T ajahetkede
arvu (s6ltuvuse ulatust) ja & on juhuslik hélve. See tahendab, et iga vaatlus on madratud eelnevate
vaatluste lineaarkombinatsiooni ja juhusliku halbega. Kui vaatlus sdltub vaid thest eelnevast vaat-
lusest, on see esimest jarku autoregressiivne mudel, kui kahest eelnevast, siis teist jarku mudel jne.

Libisev keskmine protsess — autoregressiivsest protsessist séltumatult v8ib iga element olla mdju-
tatud eelnenud juhuslikest halvetest.

;
Xk =p+E+QEy T U8y T UsE(rg--- = HTE T Z(qi "€ (i) )' [3-24]
i

kus u on x ootusele vastav konstant (ldjuhul null) ja g; on autoregressioonimudeli parameetrid, & on
juhuslik halve.

ARMA mudeli koondkuju tihendab muutuja x ootusele vastava konstandi « (tldjuhul o = 0) ning
valemid [3-22] ja [3-23].

T,

Xy =a+e + Z(bi X(t—i))+ Z(qig(t—i)) [3-25]
1 1

ARMA modeli dldistus on ARIMA (autoregressive integrated moving average), mis sisaldab
vahendeid protsessi mittestatsionaarsuse kasitlemiseks. ARIMA méaratlemise faasis diferentseeritakse
aegrida senikaua, kuni saadakse statsionaarne protsess. Diferentsimise astme méaaramiseks tuleks
jalgida andmete graafikut ja autokorrelogrammi. Jérsud Ules-alla muutused nduavad esimest jarku
mittesesoonset diferentsimist kasutades Uhikulist ajavahet (laag = 1). Tugevad kaldenurga muutused
nduavad teist jarku mittesesoonset diferentsimist. Sesoonne regulaarsus nduab sesoonset diferent-
simist. Kui autokorrelatsioon véheneb suuremate laagide puhul aeglaselt, on vajalik esimest jarku
diferentsimine.

ARIMA mudeli mdératlemise faasis tuleb otsustada, kui palju autoregressiivseid ja kui palju
libiseva keskmise parameetreid on vaja efektiivse mudeli jaoks. Praktikas on harva vaja enam kui kah-
te parameetrit kummastki klassist. Mudeli parameetrite arvu méaramiseks saab kasutada ka andmete
graafikut ja autokorrelatsioonide (AKK) ja osaautokorrelatsioonide korrelogrammi (OAKK). Parima
mudeli leidmiseks on vaja erinevaid variante katsetada. Enamiku empiiriliste aegridade puhul sobib
mdni jargnevatest variantidest piisavalt hasti:

O ks autoregressiivne parameeter: AKK langeb eksponentsiaalselt, OAKK tipuga esimese laagi
kohal, teiste laagide puhul olulist korrelatsiooni ei ole;

O kaks autoregressiivset parameetrit: AKK lainetab, OAKK tipuga laagide 1 ja 2 juures, teiste
laagide puhul olulist korrelatsiooni ei ole;

O ks libiseva keskmise parameeter: AKK tipuga laagi 1 juures, teiste laagide puhul olulist
korrelatsiooni ei ole. OAKK langeb eksponentsiaalselt;

O kaks libiseva keskmise parameetrit: AKK tipuga laagide 1 ja 2 juures, teiste laagide puhul
olulist korrelatsiooni ei ole, OAKK lainetab;

O ks autoregressiivne parameeter ja tks libiseva keskmise parameeter: AKK ja OAKK
langevad eksponentsiaalselt.
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ARIMA mudeli parameetrite vaartused maératakse vahimruutude meetodil. M&&ratud parameetreid
kasutatakse prognoosi koostamiseks véljapoole lahteandmete piirkonda. Parameetrid maératakse di-
ferentseeritud andmetest. Enne prognoosi koostamist tuleb need tagasi teisendada (integreerida)
originaalandmete kujule. ARIMA mudeli konstandi tdhendus sdltub mudelist. Kui mudelis ei ole
autoregressiivseid parameetreid, siis valjendab konstant aegrea keskvéartust. Kui mudelis on
autoregressiivsed parameetrid, siis valjendab konstant mudelijargset véaartust ajahetkel 0.

Ajas korduva sesoonsuse modelleerimiseks tuleb lisaks eeltoodud parameetritele méérata
sesoonsuse parameetrid: sesoonse autoregressiivsuse (ps), sesoonse diferentseerumise (ds) ja sesoonse
libiseva keskmise parameeter (gs). Naiteks mudeli tahistus ARIMA(O, 1, 2)(0, 1, 1) tdhendab, et mudel
ei sisalda autoregressiivseid parameetreid, sisaldab kahte tavalist libiseva keskmise ja thte sesoonse
libiseva keskmise parameetrit ning parameetrid arvutati pérast Uhekordset diferentsimist laagiga 1 ja
tihekordset sesoonset diferentsimist. Sesoonse diferentsimise laag tuleb maarata juba identifitseerimise
faasis. Sesoonse mudeli parameetrite arvu mééaramiseks soovitatakse samalaadseid korrelogrammidele
tuginevaid kriteeriume kui lihtsa mudeli puhulgi. PShiline erinevus on, et sesoonse mudeli puhul tuleb
jalgida vaartusi korrelogrammil sesoonse laagi kaugusel.

Kui ARIMA mudeli hindamisel parameetrite standardhélvete jargi arvutatud t statistiku vaartused
ei ole olulised, vOib vastava parameetri mudelist vélja jatta ilma, et mudeli sobivus oluliselt halveneks.
Peale selle vdib mudeli sobivust hinnata testandmete abil. Hea mudeli jaékide autokorrelogrammis ei
tohiks olla l&hipunktide sdltuvust. Prognoosijaakide jaotus peaks vastama normaaljaotusele.

Aegridade uurimise sage probleem on diskreetse sindmuse mdju hindamine aegreale. Aegrea kat-
kestus voib olla jarsk ja psiv, sujuv ja pusiv voi jérsk ja ajutine. Sujuv ja ajutine mdju ei ole aegrea
katkestus. Jéarsk pusiv katkestus muudab aegrea keskvéartust. Sujuv katkestus ilmneb alles teatud aja
mdodumisel. Sujuvat pusivat ja jarsku ajutist katkestust iseloomustab mdju kestvus ja tugevus.

3.5.4. Eksponentsiaalne silumine

Eksponentsiaalne silumine on populaarne eelkdige oma lihtsuse ja heade prognoosiomaduste
tottu. Ajas kaugematele vaatlustele omistatakse eksponentsiaalselt véiksemad kaalud. Ekspo-
nentsiaalse silumise mudelisse saab lisada trendi. Trend vdib olla lineaarne, eksponentsiaalne, silutud
vOi prognoosi kaigus korrigeeritav. Eksponentsiaalne silumise korral arvutatakse iga jargmine vaartus
eelmiste véartuste kaalutud keskmisena, kusjuures kaalud véhenevad kaugusega eksponentsiaalselt
sOltuvalt parameetrist a. Kui o = 1, siis eelmisi vaatlusi ignoreeritakse tdielikult, kui a = 0, siis
ignoreeritakse antud vaatlust ja koik vaatlused vorduvad esimese vaatlusega. Sesoonsus voib
eksponentsiaalse silumise mudelis olla aditiivsena voi multiplikatiivsena

Sp=aX, + (l_ a)S(t—l) [3-26]

kus S; on aegrea silutud vaartus ajahetkel t ning X; on aegrea méddetud vaartus ajahetkel t.

3.5.5. Sesoonne jaotamine

Aegrida v6ib kujutleda koosnevana neljast komponendist: sesoonsus (Sy), trend (Ty), tstklilisus (Cy)
ja juhuslik komponent (l,). Tsukliline komponent erineb sesoonsusest ebathtlase pikkuse poolest.
Sesoonse dekompositsiooni ehk sesoonse jaotamise eesmargiks on eristada need komponendid.
Eeldatakse, et komponendid on kas aditiivsed voi multiplikatiivsed.
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Aditiivse mudeli jargi avaldub vaadeldud vaartus ajahetkel t kujul

X, =T, +C +S, +1; [3-27]

multiplikatiivse mudeli jargi
X, =T,CS,1,. [3-28]

Ameerika Uhendriikide rahvaloendusbiiroos 1920ndatel aastatel vilja to6tatud Census | metoodika
kohaselt ihendatakse sesoonsus ja tstklilisus kas aditiivselt voi multiplikatiivselt. Esmalt arvutatakse
litkuv keskmine silumisulatusega tks sesoon. See eeldab sesooni pikkuse eelnevat teadmist. Aditiivse
mudeli puhul lahutatakse silutud andmed originaalandmetest, multiplikatiivse mudeli puhul jagatakse
originaalandmed silutud andmetega. Sellega eemaldatakse sesoonne ja juhuslik varieeruvus.

Census Il meetod ei eelda a priori mudeli olemasolu. Selle asemel kasutatakse mitmeid ad hoc tap-
sustusi, mis on praktikas kasulikuks osutunud. Nende hulka kuulub nditeks t00péaevade arv kuus.
Teiseks, Census Il meetod vdimaldab sesoonse elemendi madramisel erindeid vélja jatta. Lisaks
aegrea péhikomponentide leidmisele vdib arvutada mitmesuguseid koondstatistikuid. Néiteks disper-
sioonanaliitisi tabeleid ja kuude protsentuaalseid erinevusi aegrea komponentide kaupa. Kui
ajavahemik vorreldavate perioodide vahel suureneb, suureneb tdendoliselt ka sesoonse trendi erinevus,
kuid juhusliku komponendi erinevus ei tohiks muutuda. Keskmist intervalli, mille jooksul sesoonne
komponent vo@rdsustub juhusliku komponendiga, nimetatakse tstklilise dominantsi perioodiks
(kuuks, kvartaliks) (the month (quarter) for cyclical dominance — MCD). MCD = 2 t&hendab, et
keskmiselt alates kahekuulisest wvahest hakkavad sesoonsed muutused (Gletama juhuslikke
fluktuatsioone.

Aegrea mudeli sobitamine Census Il meetodil toimub seitsmeetapiliselt. Etappe tahistatakse
traditsiooniliselt tdhtedega A...G:

A. Eelsobitus (prior adjustment). Mitmesugused kasutajapoolsed sobitused ja kaalud, mis kas
liidetakse vdi lahutatakse vaatlusandmetest v8i millega vaatlusandmeid kas korrutatakse vdi jagatakse.

B. TdOpaevade arvu varieeruvuse ja erindite mdju vahendamine.

C. Toopdevade arvu ja ebaregulaarsete kaalude 16plik hindamine.

D. Sesoonse faktori, tstkli, juhusliku komponendi ja sesoonselt korrigeeritud aegrea 16plik maéra-
mine.

E. Originaalrida, sesoonsuse ja ebakorrapdrase faktori m@ju tépsustamine véhendades erindite
mdju.

F. Koondnéitajate, tsuklilise dominantsi perioodi ja libiseva keskmise arvutamine.

G. Graafikute esitamine.

3.5.6. Jaotunud laagide analtus

Jaotunud laagide analls (distributed lags analysis) on metoodika nihkega muutujate analtidsiks.
Saadud tellimuste hulk ja taidetud tellimuste hulk on omavahel korreleeritud ajalise nihkega. Ka
seaduste muutmise mdju majandusele ilmneb teatud nihkega, nagu ka investeeringute hulk ja
tootlikkus.

Metoodika lahtub Gldiste lineaarsete mudelite vorrandist, kus suurust x on mdddetud erinevate
laagidega. Kui regressioonikordaja b; on mingi laagi puhul statistiliselt oluline, siis v6ib jareldada, et
muutuja y on muutuja x alusel vastava laagiga seletatav ja prognoositav vastavalt valemile 3-29.

.
y =a+ ) bx, [3-29]
i=0
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Uldine probleem eeltoodud regressioonimudeli korral on, et argumenttunnuse ajas lahestikku
paiknevad vaartused on omavahel tugevasti korreleeritud, mudelisse tuleks lisada funktsioontunnuse
sOltuvus iseendast ja seetOttu on regressioonikordajate madramine ebastabiilne. Kisimus on nditeks,
milline alltoodud mudelitest on parim.

Y, =a+by,_; +X [3-30]
Y, =a+by, +X [3-31]
y,=a+by, , +X._, [3-32]
Y =a+Dby, + X + X+ X [3-33]

Joumeetodil kisimust lahendades tuleks kdik véimalikud mudeli variandid I&bi proovida. Almon
(1965) pakkus vélja metoodika, mis véhendab laagidega mudeli regressioonikordajate méaéaramise
probleemi. Ta nditas, et kui valjendada regressioonikordajaid valemiga

b, =a, +ai+...+a,i" [3-34]

on o vaartusi lihtsam madrata kui b vaartust. Hinnang séltub paraku poliinoomi astmest, mis ei ole a
priori teada ja mis tuleb jéarelikult endal otsustada.

3.5.7. Spektraalanallits

Spektraalanaltitis ehk Fourier' analuls tegeleb tstkliliste struktuuridega andmetes, selle
eesmaérgiks on keeruka struktuuriga aegrea jaotamine eri lainepikkusega sinusoidaalseteks (siinus voi
koosiinus) funktsioonideks. Spektraalanaltilisi vBib vorrelda valge valguse suunamisega labi klaas-
prisma. Analoogiliselt prismaga pulab spektraalanaliiiis aegrea eri lainepikkusega protsessideks eral-
dada. Analulsi kutsutakse Fourier' analiiusiks idee autori Jean Baptiste Fourier (1768-1830) jargi.
Harmooniline analtilis on spektraalanalttsi matemaatiline tldistus. Aegrea aluseks olevaid laineid
nimetatakse harmoonikuteks (harmonics).

Spektraalanalliiis jagab aegrea sinusoidaalseteks struktuurideks

ARMA (ptk 3.5.3) ja eksponentsiaalse silumise (ptk 3.5.4) korral peab tsuklilise komponendi
lainepikkus kas teada olema voi tuleb see a priori otsustada, spektraalanaliiiisi puhul ei ole vaja
lainepikkust a priori teada. Ka lainelise tsukli alguskoht ei ole oluline. Andmed peavad aga olema
pidevad, vahemalt ilma suuremate liinkadeta ja igas vaatluskohas peab olema vaid ks vaatlus.
Andmete jaotumist ajateljel saab Uhtlustada interpoleerimise teel. Spektraalanallilisis eeldatakse vigade
normaaljaotust, aga véikesed korvalekalded normaaljaotusest vaidetavalt suuri probleeme ei p6hjusta
(Platt ja Denman 1975). Peale selle eeldab spektraalanaltitis, nagu enamik teisigi aegridade analtiusi
meetodeid, et trendid kas puuduvad v8i on enne analiiisi eemaldatud.

Spektraalanaliis vdib olla Ghe spektri anallits (single spectrum analysis) vdi mitme spektri
analitis (cross-spectrum analysis). Uhe spektri analiiiisi eesmark on aegreast leida ja kirjeldada
lainelised struktuurid.

Mitme spektri analliisi eesmargiks on leida korrelatsioone erinevate aegridade vahel, néiteks
paikese aktiivsuse ja ilmastiku vahel. Kuna mdélema muutuja rida vdib sisaldada mitme erineva
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sagedusega tsiikleid, on korrelatsioonid eri sagedustel erinevad. Mone sageduse juures tsiklid
korreleeruvad, mdne juures mitte. Mitme spektri analtiusi variandiks vOib pidada tasapinnalist ehk
kahemddtmelist spektraalanaltitisi, mille lihtsaima variandi korral anallilisitakse mingi tunnuse
muutlikkust mitte ajateljel, vaid tasapinna x ja y teljel.

Aegreas oleva tsuklilise struktuuri lainepikkuse mddduna kasutatakse tavaliselt sagedust. Periood
on taiststikliks kuluv aeg. Faasinihe (phase shift) on mddt, mis nditab, kui palju Uks sageduse
komponent teist edestab.

Aegrea spektraaltihedus ehk vdimsus ehk intensiivsus arvutatakse siinusfunktsiooni ruut pluss
koosinusfunktsiooni ruut korda pool aegrea pikkusest iga sageduse k juures. Spektraaltiheduse
sOltuvust sagedusest kujutab periodogramm. Periodogramm varieerub ka ajas mingi perioodiga, kord
on suurem, kord véiksem. Kahe muutuja puhul saab esitada ristperiodogrammi (cross periodogram).

Rist-amplituud on kahe muutuja sageduskomponentide vahelise kovariatsiooni mddt. Rist-
amplituude saab standardiseerida neid ruutu vottes ja jagades kummagi Uksikspektri tiheduste
korrutisega. Tulemust nimetatakse ristkoherentsiks ja seda vdib interpreteerida analoogiliselt
korrelatsioonkordaja ruuduga. Ettevaatust — mdlema seeria vaikeste tiheduse vaartuste korral v@ib
saada kahtlaselt suuri ristkoherentse. Tulu (gain) on rist-amplituudi ja he spektri tiheduse jagatis.
Tulu on analoogiline regressioonikordajaga ja on erinev mdlema spektri jaoks.

Praktikas esineb sageli olukord, kus (iks sagedus lekitab osa varieeruvust naabersagedusele. Selle
vastu aitab polsterdamine (padding), piiramine (tapering) ja silumine (smoothing). Polsterdamine on
ajaskaala Uhiku vaiksemaks muutmine, mis vBimaldab vBnkumiste detailsemat kujutamist. Piiramine
on aegrea alguse ja I6pu vaatluste kaalu muutmine.

Silumine libiseva keskmisega v@ib toimuda mitmesuguse aknaga laiusega, mis on jargnevalt
téhistatud m, aken haarab seega kummaltki poolt p = (m-1)/2 naabervaatlust. Vaatluse j kaalud on
tahistatud w;. Kaalud akna m6lemas pooles on vordsed, seega kui j < 0, siis w; =w_;. Alljargnevalt on
toodud mdned silumisvalemid.

Danielli silumine toimub tasase aknaga. Akna sees olevate véaartuste kaalud on vordsed.

Tukey akna puhul arvutatakse kaalud iga sageduse jaoks jargmiselt.

w; = 05+0,5 cos(ﬂ—'Jj [3-35]
p

Hammingi akna puhul arvutatakse kaalud iga sageduse jaoks jargmiselt.

w, =0,54+0,46 cos(ﬂj [3-36]
p
Bartletti akna puhul arvutatakse kaalud iga sageduse jaoks jargmiselt.
j

Wi=1- [3-37]

Aegrea analusiks ettevalmistamisel on soovitav kdigepealt aegrida tsentreerida keskmise
lahutamisega véartustest ja eemaldada trend. Kui aegreas trendi ja tsiikleid ei ole, siis peaksid aegrea
vaértused olema juhuslikud (normaaljaotusega) ja sellist aegrida nimetatakse valge mura reaks.
Aegrea erinevust valgest mirast saab vaadelda vaartuste histogrammil ja Kolmogorov-Smirnovi d
statistiku abil.
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3.6. Mudeli kalibreerimine ja mudeli hindamine

Mudeli kalibreerimine ehk sobitamine ehk ldhendamine andmetele on mudeli parameetritele
selliste vaartuste leidmine, mis tagavad mudelist saadud prognooside kdige parema vastavuse dpetus-
andmetele.
Klassifikatsioonipuu tasemete vdi regressioonimudeli parameetrite arvu suurendamisel v@ib nii
klassifikatsiooni kui ka regressioonimeetodite puhul saavutada mudeli tiks-lihese vastavuse andmetele.
Sellisel juhul ei ole mudel tegelikkuse tldistus ja on suhteliselt kasutu. Sobiv klassifikatsioonitasemete
vOi parameetrite arv tuleb otsustada kas mudeli koostajal, v6i siis kasutada samm-sammulist
protseduuri, kus on mudeli minimaalselt vajalik sobivus v@i Uksikfaktori minimaalne olulisus ette
antud.
Mudeli empiirilistele andmetele vastavuse kontrollimise kohta kasutatakse termineid hindamine
(evaluation), tulemuste kontrollimine (validation) ja tdpsuse hindamine (accuracy assessment).
Mudeli hindamisel kasutatakse mitmeid (iksikstatistikuid (ptk 3.6.1) ja mudeli usaldusvéarsuse
hindamisviise:
O ristkontroll ehk tulemuste hinnang séltumatute kontrollandmestiku jérgi, kontrollandmeteks
vOib olla mudeli sobitamisest kdrvale jaetud lahteandmete osa (ptk 3.6.2),

O prognoosi hajuvuse hinnang tksikvaatluste kordamdtda kdrvalejatmisega (jata-tiks-valja
meetod, ptk 3.6.4),

O bootstrap (prognoosi hajuvuse hinnang vaatluste korduva tagasipanekuga juhusliku valimise
abil, ptk 3.6.5).

O prognoosi juhuslikkuse hindamine juhuslike prognooside jaotuse jargi (nullhiipoteesi imber-
lukkamine Monte Carlo meetodiga, ptk 3.6.6).

Eristatakse tdpsust dpetusandmetes ehk dpetustapsust (training accuracy) ja tapsust séltumatutes
kontrollandmetes ehk kontrolltapsust (test accuracy) vahel. Esimesel juhul saadakse mudeli vastavu-
se hinnang samadest andmetest, mille jargi mudel koostati, teisel juhul on kontrollandmestik dpetus-
andmestikust s6ltumatu.

Kontrolltdpsus arvutatakse andmetest, mida mudeli kalibreerimisel ei
kasutatud

Vahimruutude regressiooni puhul nimetatakse prognoosiveaks uue prognoosi oodatavat ruutviga,
klassifikatsioonimudeli puhul véarklassifikatsiooni tdendosust. Prognoosivea hindamise parameet-
rilised mudelid kipuvad mudeli keerukuse suurenedes prognoosiviga alahindama. Selle vastu aitab kas
mudeli keerukusastme arvestamine (naiteks Akaike informatsiooni kriteeriumi abil) v6i kontroll
sOltumatute vaatlustega. Ka nullhiipoteesi meetodit on kritiseeritud, kuna nullhiipoteesi tingimused on
enamasti ebareaalsed ja parameetrilised meetodid kalduvad UGlehindama suure hulga seletavate
tunnustega regressioonimudelite statistilist olulisust (Jones ja Matloff 1986, Berger ja Sellke 1987,
Draper 1995, Stewart-Oaten 1996, Fernandez-Duque 1997).

Parima kirjeldava mudeli leidmiseks on kasutatud kahte pdhimdtteliselt erinevat teed:
©  mudeli statistilise olulisuse hindamine (nullhiipoteesi meetod),
O parima prognoosi meetod (prognoosivea minimeerimine).
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Kui mudeli 1dhteandmed sisaldavad ebamaarasust voi juhuslikke vigu, siis kanduvad need vead 1&bi
mudeli prognoositud vaartustesse ebauhtlaselt. Vigade ja hdgususe edasikandumine ja véimendumine
andmeteisenduste kéigus on omaette uurimisvaldkond informaatikas. Nii nagu prognoosegi, saab ka
prognoositapsust esitada graafiliselt — jaékide graafikuna, prognoosi ja vaatlusandmete korrelatsiooni-
véljana vOi vigade paiknemise kaardina. Ruumiliste prognooside korral aitab vigade kartograafiline
esitus vigade pdhjustele jélile saada ja mudelit parandada.

Mudeli omadusi uuritakse ldhemalt maaramatuse ehk ebakindluse anallilisiga (uncertainty
analysis — UA) ja tundlikkuse anallitisiga (sensitivity analysis — SA). Ebakindluse analiiiis hindab
lahteandmete (eba)usaldatavuse edasikandumist mudeli tulemustele. Tundlikkuse analiiiis hindab
mudeli véljundi sbltuvust ldhteandmete varieeruvusest ja mdodtmisvigadest. Tundlikkuse analuus
vBimaldab Uhelt poolt leida olukordi ja tunnuste kombinatsioone ning vaartuspiirkondi, mis
I6pptulemust kdige enam mdjutavad. Teisalt annab tundlikkuse analiilis vihjeid selle kohta, milliseid
lahteandmeid oleks vaja kas rohkem voi tdpsemalt moota.

Lisaks tavapdrastele vigade allikatele (m&dtmisvead, ebasobiv klassifikatsioon, ebapiisav andme-
hulk) vGivad ruumiandmete vead ja ebaméérasused olla tingitud ruumiandmetele eripdrasematest
pbhjustest: ebasobivast modtkavast, asukoha maaramise vigadest, nahtuste ruumilisest heterogeen-
susest ja ruumilisest struktuurist. Ruumiandmete vead jagunevad pohiliselt objektiveaks, atribuudi-
veaks ja asukohaveaks. Ruumiandmestike usaldatavust mingi uurimuse kontekstis tuleb enamasti
eraldi uurida (ptk 5.10).

3.6.1. Mudeli hindamise statistikud

Nominaalse muutuja klassikuuluvuse prognoosi tdpsuse kirjeldamise tavapérased vahendid on
vigade maatriks ja kapa koefitsient. Neid kasitleti klassifikatsioonimeetodite osas (ptk 2.3.7). Peale
kapa saab vigade maatriksist arvutada ka teisi sagedusjaotusi vordlevaid statistikuid, naiteks hii-ruutu.
Pidevate muutujate korral kasutatakse prognoositdpsuse hindamiseks mitmesuguseid prognoosivigade
keskmise suuruse nditajaid ning mitmesuguseid vaatluste ja prognooside korreleeruvuse nditajaid.

Véhimruutude meetodil sobitatud mudeli abil draseletatud hajuvust méddetakse determinatsiooni-
kordaja abil. Suurima téepéra (maximum likelihood) meetod annab suurima téepdra hinnangud, see
on parameetrite vaartused, mis vastavad tdepérafunktsiooni maksimumile ehk véartused, milliste
korral selliste andmete saamine on kbéige tdendolisem (vt ka ptk 1.2). Vigade normaaljaotuse korral
kuulub ka vahimruutude meetod suurima tGepéra meetodite hulka. Vigade teistsuguse jaotuse korral
annab véhimruutude meetod nihkega hinnangu ja tuleks eelistada suurima t6epdra meetodit, mis on
kall arvutusmahukam.

Suurima tGepédra meetodil kalibreeritava pideva funktsioontunnusega mudeli seletava vbime
mdbduna kasutatakse halbe vahenemist (deviance reduction — D?), mis on determinatsioonikordaja
(R?) analoog:

_ ND-RD
~ ND

kus ND on vaid vabaliikmega mudeli hdlve ja RD on tdismudeli jadkhélve.

D? [3-38]

Hélbe véhenemist saab korrigeerida vaatluste arvuga n ja parameetrite arvuga p jargmiselt
(Weisberg 1980, Guisan ja Zimmermann 2000).

n-1
n-p

2
D korrigeeritud :1—

--0?) [3-39]
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Toeparasuhte statistik (likelihood ratio statistic — 4) on nullhiipoteesi ja sisuka hlpoteesi
kehtivuse tBepédra suhe, mida kasutatakse logaritmitud kujul. Toepdrasuhet saab véljendada ka
logaritmitud tdepérade ehk log-tdepérade (log-likelihood) vahena

A=-2 ln(%) =-2(InL, —InL,), [3-40]

1

kus Lo on nullmudeli korral oodatav tdepéra ja L, on alternatiivse mudeli tGepéra.

Kui log-tbeparasuhte arvutamise valem algab miinusmargiga, siis muutub saadud statistik
vahemikus 0...co. Mida suurem on log-tGepéra, seda paremini kirjeldab sisukas mudel andmete jaotu-
mist. Tdepérasuhe vBimaldab otsustada, kas parameetri(te) lisamine parandas mudelit. TGepérasuhte
olulisust saab kontrollida hii-ruut jaotuse abil. Hii-ruut jaotuse parameetrite arvuks tuleks votta
mudelite parameetrite arvu vahe.

Toeparaskoor (likelihood score) on log-tdepdra meetodil mudeli sobivuse hindamise vahend, mis
kasutab tGeparafunktsiooni maksimumi otsimisel selle tdusunurka.

Waldi statistik (Wald statistic) on suurima tdepara meetodil saadud mudeli parameetri hinnangu
statistilise olulisuse kontrollimise vahend. Waldi statistik arvutatakse parameetri hinnangu ruudu ja
parameetri hinnangute astimptootilise dispersiooni suhtena ning selle olulisust kontrollitakse hii-ruut
testiga.

Akaike informatsioonikriteerium on eelmisele l1ahedane mudelite t6hususe vordlemise vahend,
mis arvestab mudeli keerukust parameetrite arvu (q) jargi kahel viisil.

AIC = 2[In(L)+q] [3-41]
AIC = -2[In(L)-q] [3-42]

Wilksi A on determinatsioonikordaja mitmefaktoriline analoog, mis nditab argumenttunnuste abil
rakirjeldatud varieeruvuse osa; muutumispiirkond 0...1 (1 tdhendab seose puudumist).

Hajuvuse jaotamine (variance partitioning — VPA) selgitab, milline osa funktsioontunnuse
vadrtuste dispersioonist on selgitatav iga Uksiku argumenttunnuse abil, kui suur osa erinevate
argumenttunnuste poolt seletatud hajuvuse osast on omavahel kattuv, kui suurt osa hajuvusest seletab
argumenttunnuste kooskasutus ning kui suur osa hajuvusest jd&b seletamata. Hierarhiline hajuvuse
jaotumise analiis (hierarchical partitioning) (Chevan ja Sutherland 1991) v6rdleb hajuvuse jagamisel
argumenttunnuste kdiki vBimalikke kombinatsioone, mitte vaid Uhte nagu lihtne hajuvuse jaotumise
analliis.

3.6.2. Ristkontroll

Ristkontrolliks (cross-validation) ehk ristvalideerimiseks nimetatakse mudeli testimist
kontrollandmetega, mida mudeli koostamisel ei kasutatud. Kontrollimiseks kasutatav andmete osa
vGBib olla s6ltumatu valim v3i mudeli sobitamiseks kasutatud valimist vélja jaetud andmete osa. Mudel
on kdige paremini sobitatud siis, kui see vastab nii kontrollandmetele kui ka dpetusandmetele.
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Ristkontroll vdib olla:

O Uhekordne (holdout validation) ehk tihe kontrollvalimiga, milles olevaid vaatlusi Gpetus-
andmetena ei kasutata;

O kahekordne (two-fold cross-validation), mille puhul mudel kalibreeritakse ja kontrollitakse
kaks korda: kontrollvalim ja 6petusvalim vahetavad oma rolle;

©  mitmekordne ristkontroll (V-fold cross-validation, k-fold cross-validation) on rohkem kui kahe
Uksteist valistava valimi kordamodda kdrvalejatmine,

O vaatluste Ukshaaval kdrvalejatmine (leave-one-out cross-validation — LOOC) v8imaldab
suurima mahuga 6petusandmestikku ja kontrollandmestikku. Ristkontrollile Iahedased on
tagasipanekuga juhuvalimeid moodustavad meetodid — bootstrap (ptk 3.6.5) ja jack-knife (ptk
3.6.4).

Kui kasutatud vaatlused on esinduslikud ja sGltumatud, siis vBib pdhjendatult loota, et mudeli
prognoosid on kogu uuritaval alal enam-vahem sama hea paikapidavusega. Ristkontroll on eriti vajalik
nende meetodite kasutamisel, mis kalduvad andma ndiliselt hdid prognoose liigsobitatud mudelist,
naiteks intellektitehnika ja andmekaevandamise meetodid. Ulesobitumine ehk liigsobitumine
(overfitting) on olukord, milleni joutakse liiga keerulise mudeli sobitamisel andmetele. Ulesobitatud
mudel annab dpetusvalimis tunduvalt tdpsema prognoosi kui véljaspool dpetusandmeid. Tehisdppe
kontekstis s6ltub mudeli keerukus sobiva mudeli otsimisele kulutatud ajast (joonis 3-12).

Termineid kontrollvalim ja kontrollandmed vdiks eelistada terminitele testvalim ja testandmed,
sest sGna "test" tdhendus on hagusem kui sdna "kontroll" tahendus. Testandmeteks on nimetatud
igasuguseid katseandmeid ja néidisandmeid.

Soltumatu kontrollandmestik aitab valtida mudeli tGlesobitumist

ga

ahim vi
kontrollandmete
jargi

Prognoosi keskmine viga

kontrollandmed

Liigsobitumise piirkond Joonis 3-12. Mudeli vastavus Gpetusandmetele

ja kontrollandmetele sGltuvalt mudeli 6pe-

o tusandmetele sobitamisele kulutatud ajast. Liig-

Spetiamndaa e sobitumine tekib mudeli jarjest keskendumisel

jérgi etteantud Opetusandmetele, mille tottu viheneb

mudeli Gldistusv6ime ja prognoositapsus véljas-
pool Gpetusandmeid.

opetusandmed

Mudeli sobitamiseks kulunud aeg

3.6.3. Tulemuslikkuse kdéverad

3.6.3.1 Toimimiskdver

Toimimiskdver ehk ROC-kdver ehk ROC-graafik [receiver (relative) operating characteristic —
ROC] ja toimimiskdvera alune pind vdimaldavad hinnata kahevééartuselisi tulemusi andva mudeli
prognoosivBimet erinevate kriitiliste sageduste korral (Hanley ja McNeil 1982, 1983, Zweig ja
Campbell 1993, Murtaugh 1996, Bradley 1997, Peterson et al. 2008). Toimimiskdvera vertikaalteljel
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kujutatakse mudeli tundlikkust ehk Gigesti prognoositud esinemisjuhtude (true positive) osakaalu
tegelike esinemisjuhtude hulgast, horisontaalteljel on ekslikkus ehk vadralt esinemiseks klassi-
fitseeritud juhtude (false positive = 1 — true negative) osakaal puudumiskohtade hulgas. Kui andmetes
on vordse tdendosusega Uksuseid, millest osa on esinemisjuhud ja osa puudumisjuhud, eriti kui
selliseid tiksusi on palju, siis sOltub toimimiskdvera kuju sama véartusega vaatluste jarjestamisest.
ROC-graafiku telgedel on osakaalud kdigist vaatlustest, mis eeldab kdigi vaatluste teadmist.

Néiteks Elva ja Otepéda vahel paiknevatelt kaardilehtedelt 5434, 5444 ja 5454 kogutud andmete
jargi on Russowi sbrmkapa (D. russowii) ja roomava 66vilke (G. repens) esinemise/puudumise
hinnang on koige tdeparasem (ROC-kOvera alune pind on suurim), laialehise neiuvaiba (E.
helleborine), soovalgu (M. monophyllos) ja hariliku kdoraamatu (G. conopsea) esinemise/puudumise
hinnangud on uuritud liikidest kdige vahem usaldusvaarsed. Otsustustaseme nihutamine véiksema
tbendosuse poole suurendaks jarsult liikide D. fuchsii, G. conopsea ja E. helleborine puhul véaralt
esinemiskohtadeks klassifitseeritud vaatluste osakaalu. Soovalgu puhul oleks paar protsenti rangema
esinemiskohaks tunnistamise puhul vastavuse koondnaitaja kdrgem (joonis 3-13A).

Toimimiskdvera vertikaalteljel on digete positiivsete osa, horisontaalteljel
vaarpositiivsete osa kdigist vaatlustest

A 14 r B 250
o .
1 === E. helleborine
4 G. repens
© 4 [ 4
3 038 [} 200 M. monophyllos
o i D. baltica
2 || [ —prtreeme- r= >
o 06 £ 150 -
2 [
= E
é 0.4 1 i = == E. helleborine % 100
@ .‘ —— G. repens —
L 02 4 M. monophyllos 50
o] ——— D. baltica
0 T T T T ) 0 - T T T T T !
0 0,2 0.4 0.6 0.8 1 0 200 400 600 800 1000 1200
Vaarpositiivsete osa Vaatluste arv

Joonis 3-13. Nelja kapaliseliigi vaadeldud esinemise/puudumise ning koha sarnasuse jargi arvutatud hinnangu
vastavus Otepad ja Elva vahel paiknevate kaardilehtede 5434, 5444 ja 5454 andmetest seisuga jaanuar 2008
toimimiskbverana (A) ja tulujoonena (B). Toimimiskdver on koostatud hinnangu otsusekindluse kahanevas
jarjekorras. Toimimiskdvera alused pinnad on eelmainitud liikidel jargmised: Dactylorhiz. baltica — 0,917;
Goodyera repens — 0,978; Epipactis helleborine — 0,790; Malaxis monophyllos — 0,864.Tulukéver on koostatud
vaatlustulemuste laekumise jarjekorras. Kuna tuluk@veratel pole langustendentsi méargata, siis tasub vélivaatlusi
sellel uurimisalal jatkata ka pérast tuhande vaatlustulemuse registreerimist.

ToimimiskOvera alla jadva ala pindala (area under curve — AUC) ehk toimimispind on mudeli
diagnoosiva vdime nditaja, mis Uhendab hinnangute tapsust tundlikkuse kdigi tasemete korral. See
hindab tGendosust, et esinemise ja puudumise andmetest juhuslikult valitud vaatluste paari puhul
annab mudel suurema esinemise tGendosuse sellele vaatlusele, kus néhtus tegelikult esineb. AUC =1
viitab mudeli absoluutsele tapsusele, AUC = 0,5 vastab prognoosi juhuslikkusele ning vaartused <0,5
viitavad tegelikkusega vastuolus olevate prognooside Ulekaalule. ROC-graafiku alune pind ei s6ltu
positiivsete vaatluste oodatavast sagedusest.

ROC kbévera alune pind on kahevaartuselise muutuja hinnangute tapsuse
koondnaitaja, mis ei sdltu mudeli tundlikkuse Uksiktasemest
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ROC-kdvera alust pindala saab arvutada ka diagonaali ehk juhusliku prognoosi korral oodatava
suhtes. Seda tuleks nimetada suhteliseks kdvera aluseks pindalaks (relative area under curve — RAUC)
ehk suhteliseks toimimispinnaks. RAUC puhul vastaks nullvdartus hinnangu juhuslikkusele ehk
tegelike positiivsete ja negatiivsete juhtude Uhtlasele jaotumisele koéigi prognoositud tdendosuste
korral ning suurima vdimaliku mittevastavuse korral oleks RAUC =-1. AUC ja RAUC on vastastikku
teisendatavad:

1+ RAUC
AUC = — [3-43]
RAUC =2AUC -1. [3-44]

ROC-kdvera aluse pindala arvutamine eeltoodud RAUC-kujul ei ole siiski tavaks — ilmselt ei peeta
isegi suhtelise pindala puhul negatiivseid véartusi kohasteks. Klassifikatsioonitdpsuse hindajana ei
eelda ROC-kdvera alune pind, erinevalt kapa kordajast ja Hanssen-Kuiperi skoorist, tulemuste
jagamist klassidesse — kasutatakse positiivse variandi tbendosust.

Peterson et al. (2008) kirjeldavad liikide leviku hinnangulise kaardistamise mudelitele sobitatud
osalist ROC analtiusi (partial ROC analysis), milles esiteks ei ole ROC graafiku horisontaalteljel
vaarpositiivsete vaatluste osa, vaid liigi esinemisalaks prognoositud pinna osa. See vdib olla
pohjendatud vaid esinemiskohti kasutavate algoritmide puhul, mille puhul liigi esinemist modellee-
ritakse taustaandmete ehk kogu uurimisala suhtes. Teiseks kasutatakse toimimiskdvera aluse pinna
vaid seda osa, mille ulatuses algoritm prognoose annab. Kasutada tasub vaid seda toimimiskdvera
vahemikku, mis vastab mudeli tundlikkusele ning mille puhul esinemisalaks prognoositud ala osa on
suurem kui null ja véiksem kui kogu uurimisala. Lisaks sellele v8ib kasutaja méarata Gigete
positiivsete osakaalu ndutava taseme. Kui kuni selle tasemeni mudelit niikuinii ei rakendata, siis tuleks
see osa AUC vordlustest vilja jatta.

ROC-kdvera konstrueerimiseks on tarvis jargmist:

O leida positiivsete ja negatiivsete juhtude arv andmestikus,

O jarjestada vaatlused uuritava nahtuse esinemistdendosuse kahanevas jérjekorras,

O arvutada iga vaatluse juures selle ja eelnenud vaatluste positiivsete vaatluse arv ja negatiivsete

vaatluse arv,

O jagada positiivsete juhtude arv positiivsete juhtude koguarvuga ning negatiivsete juhtude arv

negatiivsete juhtude koguarvuga iga vaatluse juures,

O kujundada graafik, mille vertikaalteljel oleks osakaal Gigesti positiivseks hinnatud juhtudest ja

horisontaalteljel osakaal digesti negatiivseks hinnatud juhtudest.

Kovera aluse suhtelise pinna arvutamiseks kasutatakse kas parameetrilist l&hendamist v8i pinna
trapetsoidideks jagamist.

3.6.3.2 Teised tulemuslikkuse kdverad

ToimimiskGverale l&hedane meetod on tulujoon (gain chart ehk lift chart ehk lift curve), mis
néitab positiivsete vastuste osa muutumist vastanute arvu muutudes (joonis 3-13B). Tulujoone
graafiku vertikaalteljel vdib olla ka positiivsete vastuste hulk vdi muu reaalarvuline tulemuslikkuse
néitaja. Ka horisontaalteljel v6ib olla kas vaatluste hulk, katsete arv v@i osakaal vaatluste voi katsete
koguarvust.

Vajalike vaatluste keskmise arvu kdver (average sample number curve, average sample function —
ASN ) ehk vaatlusmahukdver nditab jarjestikuse analtiusi (sequential analysis) korral, mitu vaatlust
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(valimit, analiitisi, md6tmist) voi kui suurt valimit on keskmiselt tarvis, et saaks teha etteantud
kindlusega jarelduse. Vaatlusmahukdvera graafiku horisontaalteljel on mingi muutuja, millest vajalike
vaatluste arv s@ltub, reeglina uuritava ndhtuse keskmine sagedus. Eluslooduse uuringutes voib
selliseks muutujaks olla populatsiooni keskmine tihedus vdi katvus (joonis 3-14). Siis nditab ASN
kdver kindla suurusega prooviruutude oodatavalt vajalikku arvu, madramaks populatsiooni keskmist
tihedust kimneprotsendilise suhtelise veaga.

300 o &
A B 140 4 o <
°
250 4 ° 120 <
o
= £ 100 4
£ £
= 80 H
£ £ ° o
% = b0
> P
40 1
20 H
| 0 T |
0 5 10 15 20 1] 5 10 15 20
Pédsasmarana keskmine katvus [%] Poosasmarana keskmine katvus [%]

Joonis 3-14. Vaatluste hulk, mis on vajalik pddsasmarana keskmise katvuse maaramiseks etteantud tapsusega
(A - suhteline viga 20%, B — absoluutviga 5%) ja selle alusel koostatud empiirilised vajaliku vaatlusmahu
kéverad. Oigeks loetav keskmine on arvutatud kdigist olemasolevatest vaatlustest samal kaardilehel. 5-20%
keskmise katvuse puhul on selle md&tmiseks vajalik vaatluste arv suur, sest katvuste varieeruvus on suhteliselt
suur. Uhtlaselt vaikese ja Uhtlaselt lausalise katvuse puhul on selle varieeruvus vaatluskohtade vahel viike ja
keskmise méaaramiseks piisab vdiksemast vaatluste arvust. Andmed Kalle Remm 2008-2011.

Vaatlusmahukdveraid koostatakse kas eeldades mingit teoreetilist jaotust v6i tehes korduvaid
véljavotteid empiirilise jaotusega (paiknemismustriga) andmetest voi soltumatute kontrollandmete
jargi. ASN kdverad aitavad koostada ja optimeerida katse plaani — seada ndutav hinnangute tapsus
vastavusse mdistliku tédmahuga. Ndoutava tdpsuse suurendamiseks vajalik t66 maht vbib olla
ebareaalselt suur. Kuna oodatav keskmine ei ole tipselt ette teada, siis tuleb vaatlusmahu kdverat t66
kaigus korrigeerida.

Statistilises kvaliteedikontrollis ja jarjestikuse analliisi teoorias esindab tulemusfunktsiooni
(operating characteristic function) termin aktsepteerimistdendosuse séltuvust defektide sagedusest.
Tulemusfunktsiooni graafiline esitus on tulemuskdver (operating characteristic curve — OC).
Tuadpiline tulemuskdver on mingis osas jarsemalt langev. Defektide vdikese ja suure sageduse korral
on otsus enamasti vastavalt kas positiivne vdi negatiivne, kdvera langusele vastava defektide hulga
juures positiivse otsuse t@endosus vaheneb jarsult. Teoreetiline tulemuskbver arvutatakse Poissoni
jaotuse abil. Kdvera kuju s6ltub valimi mahust, Gldkogumi mahust ja lubatud defektide v8i muude
siindmuste hulgast (joonis 3-15).
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0 2 4 6 8 10 eeldades p&trade juhuslikku paiknemist.
Keskmine tihedus
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Vilivaatluste anallisil saab tulemuskdveraga kujutada naiteks liigi leidmise tbendosuse ja vaatluste
hulga vOi vaatluse kestuse seost. Vajalike vaatluste arvu kbverat ja tulemuskdverat on kasutatud
taimekahjurite jalgimise planeerimisel metsanduses, aianduses ja pdllunduses (Binns et al. 2000, Koch
et al. 2006, Nyrop ja Binns 1992).

3.6.4. Liigendnoa-meetod

Jack-knife ehk liigendnoa-meetodi kasutamisel arvutatakse statistiku vaartus jarjepanu tksikuid
vaatlusi andmestikust vélja jattes ja iga kord statistikut uuesti arvutades. Mudeli tdpsuse hindamisel
sobitatakse mudelit korduvalt igat vaatlust (kshaaval eemaldades ja saadakse (he vaatluse
eemaldamise keskmise mdju suuruse hinnang. Ideaaljuhul ei tohiks lhe vaatluse eemaldamine mudeli
parameetrite hinnanguid mdjutada.

Meetodi nimi viitab igaks tooks vajalike vahenditega taskunoa universaalsusele ja samas ka
asjaolule, et taskunuga on vaid lihtne h&dapédrane asendaja parema t6driista puudumisel. Jack of all
trades téhistab meest, kes tuleb toime iga to0ga (aga ei ole thelgi alal tipptegija). Liigendnoa meetodit
kasutatakse nii muutuja hajuvust mddtvate statistikute vaartuste madramisel kui ka mudelist saadud
prognooside tapsuse hindamisel.

Enamasti kasutatakse jack-knife-protseduuri, mille igas korduses jaetakse arvutustest jarjepanu
vélja vaid Uks vaatlus. Mitmekaupa véljajatmisel tuleks kasutada kdiki kombinatsioone valjajaeta-
vatest vaatlustest, mis suurendab arvutusmahtu. Igas korduses vaid Uhe vaatluse valjajatmisel
nimetatakse jack-knife-protseduuri ka jata-tiks-vélja (leave-one-out) meetodiks.

Liigendnoa meetod jatab vaatlustulemusi Ukshaaval arvutusest vélja ning
hindab mudeli stabiilsust tksikute vaatluste mdju jargi

Liigendnoa-meetodi kasutamisel arvutatakse iga vaatluse eemaldamise jérel hinnatava parameetri P
pseudovaartus S
Si = nP'—(n _l)P,i y [3_45]

kus n on valimi suurus, P' on parameetri hinnang kdigi vaatluste jargi, P"_; on parameetri hinnang
koigi vaatluste jérgi, vélja arvatud vaatlus i.

K®oigi vaatluste Ukshaaval véljajatmise tulemusel saadakse n pseudovaartust, mille keskmine on
muutuja jack-knife-hinnang. Hinnangu dispersioon on

Var(P)= 2 ':]((Sn' __5“) , [3-46]

Hinnangu dispersiooni ja t jaotuse abil saab leida hinnangu usalduspiirid

Elpnan Va (P) [3-47]
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3.6.5. Bootstrap

Bootstrap hinnangu saamiseks voetakse algsest valimist k korda n tagasipanekuga vaatlust ja
arvutatakse nendest k korda parameetri hinnang (bootstrap replicate). Hinnatav parameeter vdib olla
néiteks prognoosi standardhdlve voi usalduspiirid. Bootstrap on soovitatud meetod, kui hinnatava
parameetri jaotus on keerukas vOi ei ole teada ja kui valimi maht ei ole tdpsemate meetodite
kasutamiseks piisav.

Bootstrap meetodis saadakse parameetrite hinnangud korduvate
tagasipanekuga valimite abil

Bootstrap hinnanguks vdetakse tiksikhinnangute keskvaartus. Kui uuritava statistiku arvutuskaik on
piisavalt lihtne ja arvutusvdimsus voimaldab l&bi arvutada véga palju kordusi (k > 1000), saab
hinnangu usalduspiirid leida kvantiilide meetodil. Naiteks 95% usalduspiiride jaoks leitakse saadud
bootstrap hinnangute jaotuse 2,5% ja 97,5% kvantiilid.

Sona bootstrap tahistab inglise keeles saapa taga olevat aasa, mille abil on lihtsam saabast jalga
tdbmmata. Bootstrap meetod on analoogiline iseenda llestdstmisega sikutades saapa-aasadest.

3.6.6. Monte Carlo meetod

Monte Carlo meetod on vahend keerukate protsesside modelleerimiseks juhuslike arvude abil.
Protsessi vOimalike tulemuste valim saadakse korduvate juhuslike jéljenduste abil. Tulemuse
variantide sageduse jargi valimis tehakse jareldusi vastavate tulemuste tdendosuse kohta. Monte Carlo
meetod on véga lahedane randomisatsioonitestile (permutatsioonitestile). Kaks pdhilist erinevust on:

© Monte Carlo meetod on kasutatav ka pidevate jaotuste korral, randomisatsioonitest eeldab

diskreetseid Uksusi vOi vaatlusi mida saab Umber paigutada;

©  Monte Carlo meetod korral on v8imalik luua piiramatu arv empiirilisele jaotusele vastavaid

juhuslikke jaljendusi, mille hulka v&ib juhuslikult sattuda ka omavahel identseid jaljendusi,
randomisatsioonitesti korral on véimalike juhuslike iUmberpaigutuste arv piiratud.

Monte Carlo meetodi kasutusalasid tutvustatakse veel punktmustrite statistiliste testide (ptk
4.1.4.2), pindade vastavuse hindamise (ptk 4.3.3.1) ja ruumilise korrelatsiooni teema juures (ptk
5.4.2).

Randomisatsiooni eelis tulemuste usaldusvéarsuse hindamisel on tema otsesus. Iteratiivse randomi-
satsiooni tulemus nditab otseselt, kui sageli joutakse puht-juhuslikult empiirilistest andmetest saadud
tulemuseni voi etteantud kriitilise piirini. Kasutatavate juhuslike jéljenduste arvu maérab testi kasutaja.

Monte Carlo meetod m&ddab statistilist olulisust otseselt, teoreetilise jaotuse
parameetreid kasutamata

Monte Carlo meetodi on kasutatav olukorras, kus teststatistiku jaotus ei ole teada. Uks vdi teine
statistik laheneb nullhipoteesi kehtimise korral aslimptootiliselt teoreetilisele jaotusele. Erinevad
statistikud vbivad anda samadest andmetest erinevaid tulemusi. Kui tdpne on thel v6i teisel juhul
olulisuse hinnang, sBltub testi vbimsusest ja eelduste paikapidavusest. Uksiku testi tulemuste
usaldusvadrsuse puhul saab réakida vaid tGendosusest. Teststatistikute alusel antavad hinnangud on
lisna ebatépsed, kui andmete hulk on vaike.

Monte Carlo meetod on universaalne — see ei sea mingeid eeldusi andmete jaotuse kohta. Monte
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Carlo meetodit saab kasutada ka véikeste andmemahtude korral. Nditeks 7 vaatlusest ja 9 vaatlusest
koosneva valimi vdrdlemiseks voib mdlemad valimid Ghendada. Saadakse 16 vaatlusest koosnev
koondvalim, mille jagamiseks sama suurteks valimiteks on 11440 varianti. V6ttes neist juhuslikke
variante, saab kontrollida, kui sageli tekib algvalimites olnud erinevus puhtjuhuslikult. Otsustada on
tarvis vaid nullhiipoteesile vastava juhuslikkuse piirid.

Monte Carlo meetodi puhul ei pruugi nullhiipoteesiks olla téaielik juhuslikkus

Monte Carlo meetod vGimaldab juhuslikkuse genereerimisel arvestada teadaolevat mittejuhus-
likkust ja punktprotsessi ebalhtlust. See on oluline néiteks paiknemisseose olulisuse testimisel, kus
paiknemisstatistikuid vdrreldakse juhusliku paiknemise jargi oodatutega. Nadhtustele sisemiselt omane
struktuur, nditeks tksikliigi paiknemise laigulisus liikide paiknemise vordlemisel, tuleks Monte Carlo
jaljendustes sailitada. Arvestada saab vaid nahtustele omaste struktuuride teadaolevaid parameetreid.
Statistilised testid lahtuvad teatud teoreetilistest eeldustest andmete jaotuse kohta. Uks p&hiline eeldus
on seejuures tksikvaatluste sGltumatus, mis paraku reaalsete véliuuringute puhul ei ole sageli tdidetud.
Eelpoolmainitud mittejuhuslikkus vdib olla ka tksikvaatluste osaline voi téielik seotus.

Monte Carlo meetodi puudusena mainitakse eelkdige, et tulemusi ei saada kokkuvotlikul
analatilisel kujul ning suurt vajalikku arvutusmahtu — varieeruvuse ja usalduspiiride usaldusvaarsete
hinnangute saamiseks on tarvis kiimneid tuhandeid kordusi (Heuvelink 1998). Randomisatsioonides
vOrreldava teststatistiku valiku subjektiivsus on Monte Carlo meetodi teine ndrk koht — uurijal on
vBimalik valida endale meelepérasemat tulemust andev statistik paljude alternatiivsete hulgast (Diggle
1983).
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3.7. Analllusimeetodi valik

Loodetavasti aitab sobivat andmete analtilisi voi modelleerimise vahendit leida alltoodud tabel

(tabel 5).

Tabel 5. Erinevat tlilipi andmete analtitsiks sobivad meetodid.

» ANDMETUUP
ANALUUS Nominaalne Nominaalne | Arvuline mitte- Arvuline
mittejérjestatav | jarjestatav normaaljaotusega normaaljaotusega
Mediaan, kvantiilid,
- Mood,
Uhe mediaan ekstsess, Keskvaartus
andmekogumi Sagedustabel oo asimmeetriakordaja, le
. ? miinimum, . standardhalve
kirjeldamine maksimum miinimum,
maksimum
Kolmogorov-Smirnovi test, Z test (suurte valimite
Kahe margitest (s6ltuvad valimid), keskvaartuste
andmekogumi iteratsioonitest (s6ltumatud | erinevus),
erinevuseg valimid). t test (vaikeste valimite
kontroll U test keskvaartuste  erine-
5 test sagedustabelist W test vus), F test (disper-
sioonide erinevus)
Mitme . ) .
andmekogumi Kruskal-Wallise test, Scheffé tgst, Newm_an-KeuIS| - _
erinevuse test, Tukey HSD test, Spjotvoll/Stoline test, Dispersioonanaliius
Bounferroni test
kontroll
Tunnuste- Graafik, nomogramm
vaheliste  seoste Regressioonanaliiiis
kirjeldamine Oodatavate sageduste tabel, iildised lineaarsed

(modelleerimine)

Uldistatud lineaarsed mudelid

mudelid

Graafik, nomogramm, tehisndrvivorgud, vahimruutude
puu.

osaregressioon, otsuste

Uhe tunnuse || og-lineaarsed mudelid, Regressioonivarrand,

frognotos___ teiste | kjassifikatsioonipuud regressioonijoon, ildi-
tnnuste Jargt Uldistatud lineaarsed mudelid sed lineaarsed mudelid

Sarnasusele tuginev jareldamine

Tunnuste- Spearmani p

}[/jh:\lll,s;g seoste -(I;SuL:fr:;\rl:Jl Kendalli z, Korrelatsioonikordaja
9 . Friedmani ANOVA

vordlemine

Vaatluste vodi tun-
nuste rihmitami-
ne sarnasuse jargi

Klasteranaliitis, klassifikatsioonipuud

Diskriminantanal s

Uldistatud
faktorite voi tun-
nusruumi dimen-
sioonide otsimine
ja kirjeldamine

Vastavusanalls  (lahtub  vaatluste ja  tunnuste
sageduste risttabelist, mis vdib sisaldada tunnuste
kaale), mitmemdotmeline  skaleerimine  (l&htub
sarnasuste v0i kauguste maatriksist)

Faktoranaliius,
peakomponentanaliiis,
kanooniline
korrelatsioonanalits

Ajaliste muutuste
trendid

Aegridade analiiiis
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Kusimused

1. Mis on Occami habemenuga?

2. Mis on parsimooniareegel?

3. Mis on mudeli kalibreerimise tulemus?

4. Milliste andmete modelleerimiseks sobib logitmudel?

5. Kas lineaarsetes regressioonimudelites saab kasutada nominaalseid argumenttunnuseid? Kui jah,
siis millistes?

6. Mida nditab regressioonikordaja?

7. Mida nditab regressioonivdrrandi vabaliige?

8. Mida peaks tegema linklike andmetega enne regressioonanaltiiisi?
9. Mida peaks ette v6tma, kui regressioonijaagid ilmselt ei ole normaaljaotusega?
10. Millised kolm tunnust iseloomustavad laiska probleemikésitlust?
11. Mille poolest erineb k-means meetod k-NN meetodist?

12. Millal sobib mudeli tdpsuse hindamiseks ruutkeskmine viga?

13. Milliseid naidiseid kasutatakse k-l&hima naabri meetodi puhul?
14. Milliseid néidiseid kasutatakse d-l&hima naabri meetodi puhul?
15. Millised on aja vBimalikud rollid statistilistes mudelites?

16. Mis on mudeli liigsobitamine?

17. Mis on treeningtépsus ja mis on kontrolltdpsus?

18. Mis on kontrollandmestik ja mis on dpetusandmestik?

19. Mis on mudeli ristkontroll?

20. Millise muutuja mudeli tdpsuse hindamiseks sobib kapa kordaja?

21. Mis muutujad on toimimiskdvera ehk ROC-kdvera telgedel?
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4. Paiknemise kirjeldamine o)

O
o
@)

Selles peatlkis kasitletakse punktide, joonte ja pindade ruumis paiknemise struktuuri ehk
ruumimustri (spatial pattern) kirjeldamist, mida nimetatakse ka kirjeldavaks ruumiandmete
analliisiks (Exploratory Spatial Data Analysis — ESDA). Paiknemise struktuur ja ruumilised seosed
vOivad omavahel kbikvéimalikel viisidel kombineeruda. Ka paljud eluteaduste uldistused eeldavad
ruumilise struktuuri olemasolu. Naiteks kogu biogeograafia eeldab paiknemise kasitlust, metapopulat-
sioonide diinaamika tegeleb aeg-ruumiliste mustrite uurimisega ning looduskaitse planeerimine ei saa
hakkama ilma elupaikade kaardita ja selle kaardi analuusita.

Paiknemist saab iseloomustada nii raster- kui ka vektorkujul andmete jargi — paiknemise nditajaid
saab arvutada on nii objektidel kui ka véljadel. Kusimuse, kas tegeletakse ruumi ja selle omadustega
vBi ruumis paiknevate kindlapiiriliste objektidega, on H. Couclelis (1992) kokku v6tnud fraasi: inime-
sed kasitsevad objekte, kuid harivad vélju (people manipulate objects but cultivate fields).

Konkreetseid paiknemismustreid jagatakse mustri tldpidesse. Mustri tilp iseloomustab objektide
paiknemist iksteise suhtes, kuid ei sisalda teavet mustri suuna ega mddtkava kohta. Mustri p6dramine
ja nihutamine mustri tlpi ei muuda, suurendamine ja vdhendamine Gldjuhul ka mitte. Mustri piiride
muutmine muudab sageli ka mustri tldpi (vt nditeks joonis 4-1).

Andmed looduse kohta sisaldavad (hel voi teisel viisil ruumidimensiooni. Objekte jagatakse
vastavalt nende dimensionaalsusele punktideks (0D), joonteks (1D), pindadeks (2D) ja kehadeks (3D).
Mustri substraat on vastavalt dimensionaalsusele kas 1D (joon, telg, tunnuse muutumisskaala), 2D
(pind), 3D (ruum), 4D (aegruum). Neljast kérgem dimensionaalsus on tavaline tunnusruumis.
Tunnusruumi telgedeks vdivad olla kas mdddetud tunnused (parameetrid) voi abstraktsed faktorid.
Viimased kujutavad endast mdddetud tunnuste mingit kombinatsiooni voi teisendust.

Maavarade otsimisel on geoloogiliste objektide paiknemise seaduspérasuste teadmine abiks
maardlate leidmisel, meteoroloogias tuleb tunda atmosfééri osade ja seisundite ruumilise struktuuri
seaduspérasusi. Okoloogia peamine eesmark on seoste ja protsesside tundmadppimine. Paiknemise
kirjeldamine vdib olla omaette eesmargiks, aga okoloogiliste uurimuste kaugem siht on siiski looduses
toimuvate protsesside kirjeldamine ja vfimalike arengute ettendgemine. Paiknemismuster on nii
protsesside mdjutaja kui ka protsesside tulemus. Paiknemismustri jargi pultakse teha jareldusi,
millised protsessid on selle mustri loonud ja millised on mustri komponentide omavahelised mdjud.
Ruumimustri kaardistamine on enamasti palju lihtsam kui mustrit mdjutavate protsesside mddtmine.
Mclntire ja Fajardo (2009) nimetavad ruumi kaardistamist protsessi Kirjeldamise aseaineks (space as a
surrogate). Ruumimustri kirjeldamise kui aseaine edukus sdltub kolmest komponendist:

O apriori hlpoteesi oskuslik seadmine,
O uuritava protsessi teooria voi eelneva kogemuse olemasolu,
O sobivate ruumilise analuilisi meetodite kasutamine.

Paiknemismustreid uuritakse nende kujunemist méjutanud protsesside ja
mustri osade omavaheliste mdjude selgitamiseks ning teatud tuupi
struktuuride leidmiseks

Ulevaate ja vordluse ruumiliste 6koloogiliste andmete Uldistavaks kirjeldamiseks, modelleerimi-

seks ja paiknemismustriga seotud hiipoteeside kontrollimiseks kasutatavatest statistilisel meetoditest
on esitanud Perry et al. (2002).
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4.1. Punktmustrid

Punktmustrit késitletakse kui objekti asukohta maarava protsessi ehk punktprotsessi tulemust voi
vahemalt seostatakse mustrit tdendoliselt mdjutavate protsessidega. Termin punktprotsess ei viita
protsessi iseloomule vdi pdhjustele, need vdivad olla erinevad, vaid objektide tiubile — neid
kasitletakse punktidena.

Uksikpunkte nimetatakse ruumistatistikas siindmusteks (events) vdi kohtadeks (locations).
Stindmused vdivad olla kbik vordvéarsed, aga need vbivad oma omadustelt ka erineda. Objekti voi
sindmuse lahutamatuid omadusi nimetatakse atribuutideks. Puhas punktmuster on vaid asukoha-
koordinaatidest koosnev andmestik. Atribuut-andmetega punktprotsessi nimetatakse margistatud
punktprotsessiks (marked point process). Punktmustri kujunemist v@ib mdjutada korraga mitu
protsessi, sel juhul kasutatakse termineid liitprotsess ja liitmuster (compound process, compound
pattern). Teisest kiljest — mitmed Uksikprotsessid vdivad anda tulemuseks sama punktmustri, sellised
protsessid on ekvifinaalsed.

Taimede ja loomade paiknemismustrit mdjutavad jargmised faktorid.

O Levikuviis (piiratud levikuga liigi isendid paiknevad laigulisemalt).

O  Olelusvditlus (karjas on ringkaitse vdimalik, iksikisendi puhul mitte).

O Liikidevaheline afiinsus (parasiiti, simbionti vdi kommensaali vdib leida p&hiliselt sealt, kus
on peremeesorganism; toitujat sealt, kus on toiduobjekt; teatud keskkonda eelistavat liiki sealt,
kus on sobivad tingimused).

O Liigisisene konkurents ja sellest tulenev territooriumivajadus (taimedel néiteks konkurents
valguse, vee ja toitainete parast).

O Liigisisene afiinsus (koos liigikaaslastega luuakse sobivam elukeskkond).

O Keskkonna heterogeensus (metsaloomade ja -taimede paiknemismuster vastab metsade
paiknemise struktuurile).

O Keskkonna arenguloo heterogeensus (enamasti avalduvad keskkonna varasemad seisundid ka
praegustes moddetavates tunnustes, nditeks suurem lammastikusisaldus kunagise lauda kohas).

O Mustri varasemad staadiumid. VVaadeldavale hetkele eelnenud paiknemismustri teada
saamiseks tuleb teha kas pidevaid vaatlusi, v8i otsida kaudseid t6endeid. Naiteks looma
(tegutsemis)jéljed naitavad, et mingil eelneval ajahetkel viibis loom selles kohas. Selle looma
praegune paiknemine s6ltub tema eelnevast paiknemisest, sest tema liikumiskiirus ei ole
I6pmata suur. Mustri varasemate staadiumite mdju v6ib avalduda ka populatsiooni erinevas
vanuses. Pikka aega uihes kohas asunud populatsioonil vdib olla enam vahem stabiilne vélja
kujunenud paiknemismuster. Uue populatsiooni paiknemismuster vdib olla laiguline vaid selle
tottu, et ta ei ole veel jéudnud Uhtlasemalt laiali levida. R-strateegid on reeglina rohkem
grupeerunud kui K-strateegid.

4.1.1. Punktmustrite ttbid

Punktmuster v6ib paikneda kas joonel, pinnal v6i ruumis (ka aegruumis). Punktmustri tiiip voib
olla ruumis muutuv ja soltuda vaatlusala piiridest (joonis 4-1). Sundmuste paiknemist joonel uuritakse
néiteks aegridade anallisi puhul ja nukleotiidide jéarjestuse uurimisel. Slindmuste aegruumis paikne-
mise kirjeldamine on pigem dunaamilise modelleerimise llesanne. Maastiku mddtkavas uuritakse
eelkdige objektide paiknemist maapinnal kasutades kaarte ja kaugseire andmeid. Kérgusdimensiooni
lisamine jargnevalt esitatud meetoditele on vdimalik, aga véhemalt senini vahe kasutatud.
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oo, Joonis 4-1. Punktide paiknemismustri tiiibi s6ltuvus vaatlusala
IR ‘;o‘;: ° . piiridest. Suure ristkiliku sees paiknevad punktid rihmadena,
0o @00 o vdikese ruudu sees hajusalt ja korrapdrasemalt kui juhuslikkuse
korral oodatav.

4.1.1.1. Korraparane

Korraparases (regular) punktmustris paiknevad objektid suhteliselt Uhetaoliste vahedega.
Korraparase punktmustri kohta on o©koloogias kasutatud ka termineid hajunud (dispersed) ja
tlehajunud (over-dispersed) rohutamaks asjaolu, et korrapdrane muster taidab ruumi thtlasemalt kui
juhuslik muster. See termin on siiski eksitav, kuna objektide arv uUhetaolistel vaatlusaladel varieerub
korrapéraselt paiknevate objektide puhul vdhem kui juhusliku paiknemismustri korral. Uldiselt
arvatakse, et organismide korraparane paiknemine viitab nende vahel olevale konkurentsile.

4.1.1.2. Koondunud

Koondunud ehk agregeerunud (aggregated, clumped) muster viitab kas objektidevahelisele
afiinsusele voi siis keskkonna laigulisusele. Geobotaanikas eristatakse ka liitelist ja sporaadilist
paiknemismustrit. Liitelise paiknemise korral on objektid omavahel kontaktis, sporaadiline paiknemis-
tilp tahistab suurte vahedega gruppide eraldatult paiknemist. Liiteline ja sporaadiline muster
geobotaanilises kasitluses vGivad kuuluda nii juhuslike, korrapéraste kui ka koondunud mustrite hulka.
Kuna nende objektide kontaktist sdltuvate paiknemistiiiipide eristamine eeldab objektide kasitlemist
pindadena, siis ei kuulu need punktmustrite teoreetilisse kasitlusse, mille kohaselt punktsiindmusel
pindala ei ole.

4.1.1.3. Juhuslik

Juhusliku punktmustri iga punkti asukoht on juhuslik ja teiste punktide asukohast sdltumatu.
Taielik ruumiline juhuslikkus (complete spatial randomness — CSR) tahendab, et igal siindmusel on
vBrdne tdendosus esineda Ukskdik millises uuritava ala osas ja sindmused paiknevad (ksteisest
sOltumatult. Enamik ruumimustri analiiise algab juhuslikkuse nullhlpoteesi kontrollimisega. Kui
paiknemismuster ei erine oluliselt juhuslikust, siis ei ole edasistel struktuuri otsingutel suurt mdtet.
Kuna tdendosus (P,) leida thikulisel pinnal n juhusliku mustri punkti on ligikaudu Poissoni jaotusega
ja kuna punktmustrite analliisi kasutatakse sageli puude paiknemise seaduspérasuste uurimisel, siis
nimetatakse juhuslikku punktmustrit Poissoni metsaks.

Taielik juhuslikkus on abstraktsioon, nagu seda on null pikkusega joon, tdiesti must keha voi
normaaljaotus. Kasu on juhuslikust jaotusest ka siis, kui seda reaalsuses ei esine, sest juhuslikku
paiknemismustrit kasutatakse etalonina teiste mustrite vdrdlemisel ja vaatleja suvast sdltumatute
vaatluskohtade valimisel.

Juhuslik muster on nullmudelina kasutatav abstraktsioon ja tiks meetod
esindusliku valimi saamiseks
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Juhuslikuna paistev muster tekib enamasti paljude kindlate pdhjuste tottu. Alati on mingi véike
tdendosus, et korrapdrane vOi koondunud muster on tekkinud juhuslikult ehk paljude vaikeste
teadmata pohjuste koosmajul. Vaga vaikese tdendosusega néhtusi nimetatakse tavakeeles imeks.

4.1.1.4. Liitmustrid

Kompleks- ehk liitmustrid (compound pattern) tekivad juhuslike liitprotsesside tulemusena.
Liitprotsesse vaadeldakse l&hemalt paiknemismustrite moodustamise osas (ptk 6). Liitmustri naiteks
on juhusliku suurusega loomakarjad rohtlas voi juhuslikult paiknevad metsatukad. Kui loomade
paiknemist karjas ja puude paiknemist metsas méaravad uhe taseme protsessid, siis karjade ja salude
paiknemist maastikul maaravad teise taseme protsessid. Uksikindiviidide paiknemist maastikul maérab
nende kahe protsessi koondmdju. Empiirilistes andmetes esinevaid liitmustreid plitakse lahendada
monele teoreetilisele mudelile. Naiteks kui juhuslik muster koosneb Poissoni jaotusega gruppide
arvust etteantud suurusega vaatlusaladel ja indiviidide arv grupis on logaritmilise jaotusega, siis
indiviidide arv vaatlusaladel on negatiivse binoomjaotusega (Pielou 1977).

Joonis 4-2. 20 juhuslikku kohta igast maakonnast. Peipsi ja Vortsjarv on vélja arvatud. Punktide keskmine
tihedus s6ltub maakonna suurusest — Hiiumaal on juhupunktid tihedamalt kui Padrnumaal. Maakondade piirid
Maa-amet, 2. 05. 2012, juhukohtade koordinaadid Eesti ruutkilomeetrite andmebaasist (Remm 2000).

Kombineeritud punktmustri nditeks v@ib tuua juhuslikult jarjestatud ruutkilomeetrid Eesti ruut-
kilomeetrite andmebaasis (http://kalleremm.ee/Eesti_KM.aspx), kus igat ruutkilomeetrit késitletakse
kui objekti, mille atribuutide hulka kuulub ka juhuslik jarjekorranumber (joonis 4-2). See juhuslik
jarjekorranumber on genereeritud kasutades paigastikutiiipide, maakattetitipide ja maakondade (ile-
esindatust valtivaid dunaamilisi kvoote (Remm 2000). Diinaamiliste kvootide kasutamise eelis kihilise
valiku ees on asjaolu, et ka haruldase paigastikutlibi ja harva esineva maakattega ruutkilomeetritele
jaab vdimalus valimisse sattuda. Juhusliku indeksi abil valitud ruutude koordinaate saab kasutada
ruumiliselt juhusliku voi kihilise ruumiliselt juhusliku valimi koostamisel, kus kihid méaratakse mdne
ruutkilomeetrite andmebaasis oleva tunnuse alusel.
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4.1.2. Punktmustri kirjeldamine

Punktmustreid saab kirjeldada graafiliselt, kaardina, mustri tiidipi iseloomustavate arvuliste néita-
jate ehk parameetrite kaudu, aga ka mustrit tekitanud protsessi parameetrite abil. Protsessi
parameetrite kasutamisel jadb alles ekvifinaalsuse probleem — sama paiknemismuster v@ib olla
tekkinud erinevate protsesside tulemusel.

Punktmustrid ebalhtlasel pinnal séltuvad pinna omadustest. Pinna ebalihtluse problemaatikat
kasitletakse pikemalt eraldi alapeatikis (ptk 4.1.5). Punktmustri kirjeldamise meetodeid jagatakse
thelt poolt ruudumeetoditeks, vahemaameetoditeks ja punktide kaardistamist nbudvateks meetoditeks.
Punktmustrit kirjeldavaid arv-néitajaid jagatakse esimese jargu (first order) statistikuteks ja teise jargu
(second order) statistikuteks. Esimese jargu statistikud kirjeldavad mustri tldkeskmisi néitajaid.
Teise jargu statistikud kirjeldavad objektide tiheduse varieeruvust ruumis (ja ajas).

Ruudumeetodite (quadrat sampling) puhul loendatakse objektide arv mingitel proovialadel.
Objektidevahelisi vahemaid madta ja asukoha koordinaate méérata ei ole tarvis.

Vahemaameetodid (distance sampling) tuginevad vahemaade mddtmisele. Objektide asukohta ei
ole vaja kaardistada. Vahemaad kirjeldavaid statistikuid on mugav kasutada ka siis, kui iga objekti
asukoht on x ja y koordinaadi abil maératud, sest koordinaatide abil saab vahemaad arvutada.

Mingi vaatenurga sisse jadvate ja etteantust suurema nurkmddduga objektide loendamist ehk
nurkloendamist (angle count sampling, Bitterlich sampling) kasutatakse eelkdige metsanduses puistu
tagavara madramisel (joonis 4-3).

_ Joonis 4-3. Nurkloendamine. Vaatleja asub
X a O punktis Xx; arvesse lahevad objektid (puud), mille
nurkm@dt vaatleja asukohast (x) vaadates on
suurem kui etteantud nurk a.

Kaardistatud objektide puhul on v6imalik kasutada igasuguseid meetodeid, sest Ulepinnalisele
kaardile saab paigutada tinglikke vaatlusruute ja kaardistatud objektide vahemaad. Samuti on lihtne
kaardistatud andmetest lihtne tuletada vahemaade jaotumist.

Ulevaated punktmustri kirjeldamise meetoditest on kirjutanud Tomppo (1986), Stoyan ja Penttinen
(2000), Wiegand ja Moloney (2004), Perry et al. (2006), Law et al. (2009). Nagu ikka, ei tasu otsida
tihte ja igas olukorras parimat meetodit. Erinevad meetodid tdiendavad (ksteist, tuues esile punkt-
mustri erinevaid tahke.

4.1.2.1. Tihedus

Taiesti juhuslik punkte tekitav protsess on kirjeldatav ihe parameetri — intensiivsuse (intensity)
abil. Staatilisel punktmustril vastab sellele oodatav tihedus pinnaiihiku kohta, mida méaaratakse mdo6tes
keskmist tihedust. Nii intensiivsust kui ka tihedust tahistatakse Poissoni jaotuse parameetri A kaudu.
Keskmise tiheduse asemel saab kasutada ka selle p66rdvaartust — keskmist pinda punkti kohta.
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Tihedus on esimese jargu statistik. Juhuslikust mustrist erinevate mustrite kirjeldamiseks vaid
tiheduse ootusest ei piisa, vaja on ka mdnda teise jargu statistikut. Keskmist tihedust saab arvutada
mitmesugustest lahteandmetest, nii vahemaastatistikutest kui ka prooviruutude andmetest. Kui
keskmine tihedus mustri tilpi ei iseloomusta, siis tiheduse muutlikkus ruumis teeb seda Usna hasti.
Millise ulatusega imbruses lokaalset tihedust mddta, tuleb uurijal endal otsustada.

Punktmustri keskmine tihedus A avaldub n juhuslikust lahtekohast vastavate l&himate objektideni
mdbdetud kauguste jargi jargmiselt (Pollard 1971):

n
A=—7; [4-1]
Y r?
i=1
ning mitte esimese, vaid mdne jargmise (k-nda) objekti kasutamisel:
>k
A=—F— [4-2]

- ,
2
7Y Tk
i=1

kus n on juhuslike punktide arv, r; on vahemaa juhuslikust ldhtekohast i l&hima punktobjektini.
Jargmiste naabrite kasutamise eelis on tiheduse hinnangute vaiksem varieeruvus.

4.1.2.2. Loendid

Loendid (counts) on objektide arv mingis Uhikus. Punktobjektide arv juhuslikust punktmustrist
vOetud Uhesuurustel proovialadel on ligikaudu Poissoni jaotusega. Erinevus Uhesuurustelt
vaatlusaladelt saadud loendite tegeliku ja juhuslikust mustrist oodatava jaotuse vahel iseloomustab
mustri tulpi. Loendite jaotus ruutudes ei sBltu ainult objektide paiknemismustrist, vaid ka ruudu
suurusest ja Kkindla suunaga mustri olemasolul ka loendusalade kujust. Soovitatud on, et
loendusruutude pindala oleks umbes he- kuni kahekordne uurimisala pindala jagatud punktide
koguarvuga. Loendite meetod on vaheefektiivne, kui objektid paiknevad hdredalt ja enamikus
vaatlusalades ei oleks uhtegi objekti. Sellisel juhul tuleks eelistada kaugusmeetodeid.

Juhusliku punktmustri puhul on objektide oodatav arv samasuurtel vaatlusaladel vordne.
Empiiriliste loendite ebavérdsuse statistilist olulisust saab kontrollida y? jaotuse abil vabadusastmetega
m— 1

m =\2
X' = Zu [4-3]
i=1 X

kus m on vaatlusalade arv ja x; on objektide arv vaatlusalal i (Diggle 1983).

4.1.2.3. Dispersiooniindeksid

Lihtsaim loendite hajuvust kirjeldav naitaja on variatsioonikoefitsient, see on kindla pindalaga
vaatlusaladel leitud objektide arvu standardhalbe s ja keskmise X suhe (ptk 1.3.4.2). Okoloogias on
tavaks saanud loendite hajuvust kirjeldada pigem dispersiooni s? ja keskmise suhtega, mida on
nimetatud ka dispersiooniindeksiks (Ludwig ja Reynolds 1988) ja Coxi indeksiks CI (Cox 1971,
Neumann ja Starlinger 2001). Coxi indeksi miinimumvéaértus on null, punktide juhusliku paiknemise
korral on oodatav vaartus 1 ja maksimum ei ole piiratud.
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m

(x, — X)?
2
S i=1

X x(m-1)

[4-4]
Cl =

kus m on vaatlusalade arv ja x; on objektide arv vaatlusalal i.

On kasutatud ka variatsioonikoefitsiendi modifitseeritud variante, nditeks David ja Moore (1954)
on esitanud koondumisindeksi (index of cluster size — ICS, index of clumping — IC) kujul
2
S
ICS =—-1, .
= [4-5]
mille juhuslikkuse korral oodatav védartus on 0. Indeksi positiivseid véartusi saab tGlgendada kui
juhusliku objektiga liituvate teiste objektide keskmist arvu. Indeksi negatiivsed véartused viitavad
hajutatud paiknemisele. Mdlema eelmise indeksi puudus on maksimumvaartuse piiramatus ja sdltuvus
vaatluste arvust.
Greeni indeksis (Gl) jagatakse hajuvuse ja keskmise suhe loendatud objektide koguarvuga, mille
tulemusel on maksimaalse koondumise korral oodatav vaartus vdrdne (ihega (Green 1966).

Gl = %—’)’:‘E [4-6]

Fisheri paralleelvaatluste dispersiooniindeksis g kasutatakse andmestiku jagamist sama mahuga
alajaotusteks vOdi samades tingimustes tehtud korduvvaatlusi. Originaalpublikatsioon kasitleb
mikroobide loendamist Petri tassidel inkubeeritud mullalahuses (Fisher et al. 1922).

m 2

q:Zi L0 =xF m-1s | [4-7]
X X

kus x; on objektide arv alajaotuses i, s> on loendite dispersioon, X on objektide keskmine arv

alajaotuse kohta ja m on alajaotuste arv. Objektide juhusliku paiknemise korral on Fisheri

dispersiooniindeksi oodatav vaartus m—1.

Taimestiku kirjeldamise kontekstis nimetab Diggle (1979a) seda meetodit Fisheri kvadraatide
meetodiks ja soovitab vaatlusala jagamist mdlemat pidi viieks moodustades kokku 25 alajaotust.
Johnson ja Zimmer (1985) esitasid dispersiooniindeksi 1, mille parameeter V; vordub
kahemddtmelisel pinnal zR?, kus R; on vahemaa juhuslikust kohast i lahima punktobjektini ja n on
juhuslike l&dhtekohtade arv.
.
(n+1)>V7?
i=1

- (izrl:\/i jz [4-8]

Selle dispersiooniindeksi vdértused on 1 + 1/n < | < o0; juhusliku punktmustri korral oodatav vaartus
E(1) = 2 ja dispersioon Var(l) arvutatakse jargmiselt:
4(n-1)

Var(l):m.

[4-9]
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4.1.2.4. Lloydi grupeerumisindeks ja laigulisuse indeks

Lloydi grupeerumisindeks (index of mean crowding — IMC) nditab juhusliku objektiga samas
prooviruudus koosesinevate teiste objektide keskmist arvu (mean crowding) ja s6ltub prooviruudu
suurusest. Laigulisuse indeks (index of patchiness — IP) nditab objektide ruumilise jaotuse erinevust

juhuslikust jaotusest (Lloyd 1967). Juhusliku jaotumise korral on ICS = 0, seega IMC = Xja IP = 1.

N m
in ij(xj _1) g2 [4-10]
IMC="2__ = =X+—-1=X+1CS,
N . X
2%
j
S2
X+—-1

IP = ”\fc = X [4-11]

X X

kus N on isendite koguarv, ja X; —iga isendi kaaslaste arv vastavas prooviruudus (valimis).

4.1.2.5. Morisita agregatsiooniindeks

Morisita indeks (Morisita’s index of aggregation) (1959a) véljendab suhtelist tdendosust, et kaks
juhuslikult valitud objekti paiknevad samas loendis (vaatlusruudus). Lloydi grupeerumisindeksist
(IMC) varem publitseeritud Morisita indeks on esimesele lahedane (Ludwig ja Reynolds 1988).

m
m> x(x, —1)
| — i=1 — m
0 N(N —1) N -1

kus N on objektide Gldarv kdigis valimites kokku, m on valimite arv ja x; on objektide arv valimis i.

[4-12]
IMC,

Kui 14> 1, siis paiknevad objektid grupeerunult, kui | ;< 1, siis paiknevad objektid korraparaselt.

4.1.2.6. Astmefunktsioon

Perioodil 1950ndad kuni 70ndad aastad oli 6koloogias aktuaalne teema prooviruutudes loendatud
isendite arvu keskmise ja dispersiooni vaheline seos. Taylor (1961) leidis paljude andmestike
iilevaatamisel, et seos keskmise (m) ja dispersiooni (s%) vahel on astmefunktsiooniga.

2 _ b [4-13]

S am

Taylori jargi on b liigispetsiifiline parameeter, mille seos ruumimustriga paraku raskesti interpre-
teeritav. Seda seost on hakatud nimetama Taylori astmeseaduseks (Taylor's power law).

Astmefunktsiooni on kasutatud ka uuritud ala pindala ja seal esinevate liikide arvu model-
leerimiseks v@rrandiga

S =S,A", [4-14]

kus S on liikide arv, A on ala pindala, Sy ja z on mudeli parameetrid.
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Sp saab interpreteerida kui Uhikulisel pindalal oodatavat liikide arvu. Kui S, soltub pindala
mdodtmise uhikutest, siis liigirikkuse ja pindala suhte mudeli parameeter z peaks teoreetilise 6koloogia
seisukohast midagi nditama. On leitud, et mandritel on z véartused enamasti 0,1 ja 0,2 vahel, saartel
aga on graafiku tdus jarsem (z >0,3) (Rosenzweig 1995). Ulrich ja Buszko (2003) jargi on vahe-
mereliste liblikaliikide astmefunktsiooni z parameeter palju suurem (z = 0,49) kui Pdhja- ja Ida-
Euroopa maadele iseloomulikel liikidel (z = 0,10). See v0ib viidata elupaikade suuremale
varieeruvusele Vahemeremaades.

4.1.2.7. Erisuurused vaatlusalad

Greig-Smith (1952, 1964) soovitas taimede paiknemismustri kirjeldamisel suure arvu juhuslikult
paiknevate vaatlusalade asemel kasutada erineva suurusega kilgnevaid alasid ja pakkus kahte
moodust, kuidas vaatlusalasid suurusega 1, 2, 4, 8, 16, 64 thikut Uksteise kdrvale paigutada (joonis 4-
4). Erineva suurusega vaatlusalade abil saab maéarata tiksikobjektide ruumilise kobara tidpilist suurust.
Hilisemas publikatsioonis t6deb Greig-Smith, et enamikes valiuuringutes on lihtsam kasutada samas
sihis paiknevaid eri suurusega vaatlusalasid v8i muutuvat vaatluste vahemikku vaatlustransektil
(Greig-Smith 1961). Vaatlustransekti puhul oleks vordluse alus mitte vaatlusala pindala, vaid
vaadeldud I18igu pikkus.

Olgu alade suurusklassid tahistatud vastavalt pindalale (r = 1, 2, 4, ... ). Seejarel saab iga
suurusklassi puhul arvutada erinevuse (G,) kahe hajuvusnéitaja vahel — kahekordne loendite hajuvus
(T,) vaiksema suuruse juures ja kaks korda suurema vaatlusala (T;) puhul.

Gr = 2Tr _T2r [4-15]

T = [4-16]

Siin n on killgnevate vaatlusalade paaride arv suurusel r, X;; ja X on objektide arv vaatlusalade paari
esimesel vaatlusalal ja teisel vaatlusalal.

Seejarel saab graafikul kujutada G; ja r vahelist seost. Objektide juhusliku paiknemise korral on G,
enam-védhem konstantne, agregeeritud paiknemise korral nditab G, jarsu téusu koht suurusele r
vastavat Klastri suurust.

Kui vaatlusruudud on 0hesuurused, saab neid mitmel viisil kiljetsi suuremateks Uksusteks
tihendada maaramaks indiviidide koondumise ja tGukumise tendentsi md6tkava (joonis 4-5). Greig-
Smithi (1952) kahekordse pinnaga vaatlusalade kompaktset Ghendamisviisi tuntakse uhendatud
vaatlusruutude hajuvuse meetodina (blocked quadrat variance — BQV), mitmeti Ghendatud
vaatlusruutude hajuvuse (two term local quadrat variance — TTLQV) (Hill 1973) meetod kaasab
kahekordsetele muutustele ka vahepealse mahuga killgnevate vaatlusalade kombinatsioonid, seega
moodustatakse ka liidetud ruudud suurusega 3, 5, 6, 7, 9 jne algset ruutu (vt ka ptk 4.3.1.1).
Paarikaupa vaatlusruutude hajuvuse meetod (paired quadrat variance — PQV) thendab erineva
kaugusega vaatluspaare ja on seega variogrammi analoog. Kui vaatluspaarid valitakse juhuslikult,
téhistatakse viimast RPQV. RPQV vdimaldab osa vaatluspaare jatta sdltumatuks kontrollandmes-
tikuks. BQV, TTLQV ja RPQV meetod viivad néidata téiesti erinevat seost vahemaa ja varieeruvuse
vahel (Turner et al. 1991).
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Joonis 4-4. Kiilgnevate vaatlusalade paigutuse kaks
varianti  Greig-Smithi  (1952) proovivétumetoodika

jargi.

[1]2]3]4]5[6]7]8]

Bloki  piudud Samm  Ruudud

maht
1 [ [2] [3] [¢] [5] [¢] [7] [e] [1] [2] [3] [«] [5] [¢] [7] [e]
[1]2] [2[3] [3]4] [4]5] [s]e] [e]7] [7]8]

Bav 2 [t]2] [3]4] [s]e] [7]8]
[1]3] [2]4] [3]s] [4]6] [s]7] [6]8]

1
2
4 [1]2[3]4] [s]e]7]8] 3
4 [1]a] [2]s] [3]s] [a]7] [5]8]
5
6
7

PQv

1 3 7
[ L] [s] [a] L] [s1 (7] o] (3] 6] B 0]
[z B[] GIe] [0

[Te] [2[7) GBI

1
2
3
7
A

[1]2]3]4] [5][e]7]8]

TTLQV

Joonis 4-5. Transektil asuvad kilgnevad vaatlusruudud ja nende kombineerimise meetodid: BQV, TTLQV,
PQV (Ludwig ja Reynolds 1988, muudetud).

Kilgnevate proovialade meetodi puudustena méargivad Upton ja Fingleton (1985) ning Diggle
(2003), et G, vadrtus sdltub:

O proovialade paigutamise viisist,

O Klastrite kuju vastavusest proovialade kujule ning

O rvadrtustele vahepealse suurusega klastrite olemasolu ei pruugi ilmneda ja

O G, maksimumide statistilise olulisuse maaramiseks ei ole valmis statistilisi teste.

Seetdttu soovitatakse algse BQV meetodi asemel kasutada TTLQV meetodit (Ludwig ja Reynolds
1988). Kriitikale vaatamata v0ib teha jarelduse, et vaatlusalade suuruse varieerimine annab
paiknemismustri kohta lisaandmeid ja vGimaldab sama vaatlusseeriaga saada andmeid erineva
suurusega organismide kohta.

4.1.2.8. Klastrite suuruste jaotus

Kui punktmustri sees on eristatud parved ehk kogumid ehk klastrid, siis saab mustrit iseloomustada
kogumitevaheliste vahemaade, kogumite suuruste ja tksikpunktide paiknemise jargi kogumikeskmete
suhtes. Sama punktmustrit saab kogumiteks kui kdrgema dldistustasemega objektideks jagada paljudel
erinevatel viisidel. Kogumi suurust saab mdota kogumi pindala vdi kogumisse kuuluvate objektide
arvu abil. Goodall (1974) soovitas klastri suuruse méaramiseks méota erinevatel kaugustel olevates
juhuslikes ruutudes leitud isendite arvu varieeruvust.

Klastrikeskmete koordinaate ja klastrisse kuuluvate objektide arvu madramiseks saab kasutada
klasteranaliitisi, mille lahteandmeteks on ruumikoordinaadid.
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4.1.2.9. Pielou indeks

Pielou korrapéraindeks (Pielou’s nonrandomness index — PNI) (Pielou 1959) on punktide
tiheduse (n/A) ja nende vaheliste vahemaade (r) ruutkeskmise Kkorrutis, kus k on punktide arv ja A on
keskmine tihedus.

k i
Pl=r L Sr2=mii_ a
A-k 4T K

4.1.2.10. Kaugus lahima objektini

Kaugust ldhima punktobjektini saab arvutada nii juhupunktist kui ka korrapéraselt paiknevatest
punktidest l&htudes. Vahemaade jaotust juhupunktist ldhima objektini nimetatakse ka tihiku
statistikuks ehk sfaarilise kontakti jaotusfunktsiooniks (empty space statistic, spherical contact
distribution function) ja téhistatakse F(x). Praktikas on sellised tihikud néiteks hailud metsas. F(x)
valjendab tdendosust, et juhuslikult paigutatud ringis raadiusega x on vahemalt (iks punktobjekt.

Kuna juhusliku paiknemise korral on punktobjekti leidmise tdendosus igas pinna osas Uhesugune,
siis saab juhusliku paiknemise korral oodatavaid I&hima naabri kaugusi arvutada (htede ja samade
valemite jérgi; sdltumata sellest, kas lahtepunktideks on olemasolevad objektid, juhuslikud punktid voi
korrapéaraselt paiknevad punktid. Kui punktide paiknemine ei ole juhuslik, siis s6ltub lahima naabri
kauguste jaotus mdotmise lahtekohtade paiknemisest. Juhuslikust kohast l&hima naabri kauguste
keskmise ja olemasolevatest punktidest l&hima naabri kauguste keskmise suhet on kasutatud
punktmustrit kirjeldava indeksina (Hopkins ja Skellam 1954, Coops ja Culvenor 2000).

Juhuslikus punktmustris on oodatav vahemaa lahima punktobjektini vdrdne
nii lahtudes punktobjektidest, juhuslikest kohtadest kui ka korraparaselt
paiknevatest kohtadest

Eberhart (1967) on uurinud, kuidas arvutada tdendosusjaotust, et juhusliku koha Umber olevas
etteantud raadiusega ringis ei ole Uhtegi punktobjekti ja kuidas see sBltub juhusliku ja regulaarse
komponendi vahekorrast mustris. Seejuures s6ltub regulaarse komponendi arvutamise viis korrapéra
tlubist ja Ulesanne ei ole analldtiliselt theselt lahendatav. Somers ja Oderwald (1988) kasutasid
keerukat suurima tdepdra (ptk 1.2 ja 3.6.1) hinnangut regulaarsete paigutuste osakaalu madramiseks.
Nad naitasid, et juhusliku ja regulaarse mustrikomponendi vahekorra (le saab otsustada l&hima naabri
kauguste varieeruvuse pohjal.

4.1.2.11. Lahima naabri kaugus

Keskmine ldhima naabri kaugus (mean distance to the nearest neighbour — MNND) v6ib
kirjeldada nii uhte ttlipi objektide kui ka erinevat tulpi punktobjektide paiknemist. Kui analtiusitakse
kahe paiknemismustri assotsieerumist, siis leitakse kaugused Uhe Kklassi kdigist objektidest lahima teise
klassi objektini (ptk 4.1.3). Punktide juhuslikul paiknemisel 18dpmata suurel pinnal on keskmine ldhima
naabri kaugus (MNNDe,,) keskmise tiheduse 4 kaudu arvutatav (Clark ja Evans 1954)

1
MNND,,, = —=
N [4-18]

Tegeliku (MNNDy,s) ja oodatava keskmise lahima naabri kauguse erinevuse statistilist olulisust
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saab hinnata normaaljaotuse Z statistiku abil.

MNND,,, —~ MNND,,,
Z= [4-19]
SE.,

Eeltoodud valemi nimetajas olev juhupaiknemisest oodatava keskmise l&hima naabri kauguse
standardviga (SE.,) avaldub kujul

~ 0,26136
exp Jn-a ' [4-20]

kus n on punktide koguarv ja A on keskmine tihedus.

SE

Lahima naabri kauguse tegeliku ja oodatava vééartuse suhe ehk Clark-Evansi agregatsiooniindeks
(Clark-Evans index of aggregation) nditab, mitu korda on keskmine I&hima naabri kaugus suurem
juhusliku paiknemise korral oodatavast.

22
- _ MNND,,, _ X

~ MNND,,,  n

: [4-21]
kus r; on kaugus lahima naaberobjektini.

Suhtarvu eelis keskmise l&hima naabri kauguse ees on sdltumatus madtihikust. Kui kdik objektid
paiknevad tihes kohas, on CE = 0; juhusliku paiknemise korral CE = 1; maksimaalse korrapara korral
paikneksid kdik isendid Uhesuguste korraparaste kuusnurksete lahtrite keskkohtades ja CE = 2,1491
(Clarke ja Evans 1954).

Lahima naabri kauguste jaotust nimetatakse ka Diggle G-funktsiooniks (Diggle’s G function)
(Diggle 1983, 2003, Barot et al. 1999). Kumulatiivse jaotusfunktsioonina tahistatakse seda G(x), kus
parameeter x tahistab lahima naabri kaugust Gldjuhul ja funktsiooni vaartuseks on kas oodatav l&hima
naabri esinemise tdendosus vOi empiirilistest andmetest leitud lahimate naabrite suhteline sagedus.
Uksikobjekti i lahima naabri kaugus on x;. T4ht G tahistab vahemalt (ihe objekti esinemise tdenosust
ehk tdendosust, et 1&him naaber on kaugusel x voi l&hemal. G(x) funktsioon on ldhedane radiaal-
jaotusele G(r) (ptk 4.1.2.18), mis arvestab mitte vaid esimest naabrit, vaid ka jargmisi ning mida
enamasti kasutatakse mittekumulatiivsel ja normeeritud kujul. Juhuslikule kohale I&hima naabri jaotust
téhistatakse F(x) voi F(r) (ptk 4.1.2.10).

Lahima naabri kaugusele tuginevad meetodid arvestavad vaid kdige lahimat
naabrit, mis ei iseloomusta kogu mustrit

Empiirilist 1ahima naabri kauguste jaotust saab vorrelda juhusliku jaotuse jargi oodatava jaotusega.
Empiirilist jaotust tahistatakse valemina

2oy 9(d <)
G(X) =————; [4-22]
n
objektide juhusliku paiknemise korral oodatavat (teoreetilist) jaotust (joonis 4-6)
— X2 4-23
G(X)theor =1-e™ J [ ]

kus x on etteantud kaugus, d; on objekti i lahima naabri kaugus, / on punktide keskmine tihedus, ¢()
sulgudes olevale tingimusele vastavate objektide arv.
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Punktide koondumise vOi tdukumise mddduna saab kasutada tegeliku ja oodatava lahima naabri
kauguste jaotuse maksimumide vahet. Kui vaatlusandmete kohaselt domineerivad suuremad l&hima
naabri kaugused kui juhuslikust paiknemisest vBiks oodata, siis ilmneb objektide vahel tdukumis-
tendents.

—~
X
100 - . oo oy
o E
o
0]
80 A o8 o8& g
8 «
o o
o 000 >
o o
60 - e o
5. 8 10
>
. Vahemaa
40 - ®g o
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° ° 0® IG)
o °© >
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. . . . , 3
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X
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Vahemaa

Joonis 4-6. 100 punktobjekti agregeerunud paiknemine (A), nende l&hima naabri kauguste jaotus ja
suhteline sagedus vahemaaklassides (B) ning juhusliku paiknemise korral oodatav ldhima naabri
kauguste jaotus ja sagedus vahemaaklassides (C).

G(x) jaotuse diferentsimisel saadakse tGendosusjaotus, mis nditab lahima naabri teatud kaugusel
paiknemise tdendosust. Toendosus (P), et punktobjekti 1&hima naabri kaugus (d) juhuslikus mustris on
vahemikus d;...d, avaldub kujul

, , [4-24]
P(d, <d <d,)=e" —g*,

Lahima naabri kaugused saab jérjestada suuruse jargi. Vaadeldud ja juhuslikust jaotusest
oodatavate ldhima naabri jarjestatud jaotusi on mugav graafikul vorrelda. Juhusliku paiknemise puhul
oodatavad l&hima naabri kaugused on lineaarses seoses jargmise funktsiooniga

-05
r(x)=[|- In[l—ij, [4-25]

kus n on valimi suurus, x = 1, 2, 3 ... n ja funktsiooni tusunurga ruut néitab punktmustri tihedust
(Campbell 1992, 1995, 1996).

Juhupaiknemisest oodatava ja tegeliku standardiseeritud lahima naabri kauguste jaotuse erinevus
on usna hea punktmustri iseloomustaja (Frelich et al. 1993, Gappa et al. 1997). Kui vorrelda graafikul
lahima naabri jarjestatud vahemaid juhuslikus ja empiirilises mustris eeldades, et vaadeldud vahemaad
on horisontaalteljel ja r(x) funktsioon vertikaalteljel, siis kovera (Ulespoole kumerus viitab
agregeeritusele, ndgus kdver naitab paiknemismustri korrapérasust (joonis 4-7). Gappa et al. (1997)
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jagasid tegelikud ja teoreetilised lahima naabri kaugused kaugusklassidesse ja vordlesid sagedusjaotusi
5 testiga.

Lahima naabri kauguste kasutamist kritiseerib B.D. Ripley (1985). Kuna lahima naabri kauguste
jaotus on alati tugevasti asimmeetriline, siis soovitab Ripley selle asemel kasutada lahima naabrini
ulatuva ringi keskmist pindala.

2,5 H

2

Joonis 4-7. Jarjestatud lahima naabri
kaugused (punktid) joonisel 4-6A kujutatud
andmetest juhuslikkuse korral oodatavate
ldhima naabri  kauguste r(x) suhtes.
Trendjoon on véiksemate vaartuste juures
enam-vdhem lineaarne, keskmiste ja
suuremate vahemaade puhul kumer, mis
viitab punktide juhuslikule paiknemisele
klastrite sees ja agregeeritusele laiemas
Umbruses.

15 A

rx)

1 4

0,5 A

0 1 2 3 4 5 6 7
Vaadeldud ldhima naabri kaugus

4.1.2.12. k lahima naabri kaugus

Thompson (1956) esitas idee kasutada liigi leiukohtade paiknemise heterogeensuse maaramisel
mitte ainult 1&hima naabri jaotust, vaid k ldhima naabri kaugusi (k nearest neighbours — kNN).
Juhuslikus paiknemismustris on vaatenurgas © radiaani olevate l&hima kuni k-l&hima naabri kauguste
tihedus oodatavalt jargmine (Holgate 1972).

k 21
r =(10) [ xe 2
i=1

Manly (1997) kasutas tegeliku ja randomiseeritud k = 1...m l&hima naabri keskmise kauguse
vOrdlemist ménnitaimede paiknemismustri analtitisil. Kui Manly arvutas keskmise kauguse vaid paari
esimese astme naabrini, siis Davis et al. (2000) arendasid meetodit edasi, arvutades keskmise kauguse
kuni n—1 naabrini. n tahistab siin punktide koguarvu ja ks on lahutatud, sest objekt ei ole naabriks
iseendale. Saadud jaotusi vorreldi juhukordustel saadud tulemuste usalduspiiridega. Juhuslike
vahemaade saamiseks voeti uuritud kohtade komplektist 5000 juhuslikku valimit, mille maht vordus
liigi leiukohtade arvuga. Juhukorduste genereerimisel jélgiti liikide suhtelist sagedust elupaigatltpides
ja uurimisala allosades.

X2
i [4-26]

4.1.2.13. Kdigi vahemaade jaotus

Juhusliku paiknemismustri kdigi objektide omavaheliste vahemaade oodatava vaértuse saab leida,
kui punktidevaheliste vahemaade kogupikkus jagada juhuslikult S 18iguks ja jarjestada 16igud
suurenevas jarjekorras MacArthur (1957). Kusjuures m-inda I8igu oodatav pikkus — N, on

TI 1
Npy=—> "y 4-27
TS S-i+l L4-27]

kus i on objekti indeks, S on n objekti vahemaade arv = n(n—1)/2; T on vahemaade summa.

Kdorvalekalded vahemaade tegeliku jaotuse ja oodatava jaotuse vahel néitavad paiknemismustri
iseloomu (joonis 4-8). Uldiselt on viiksemate vahemaade jaotus informatiivsem.
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Joonis 4-8. A — aasnelgi leiukohad (punased tapid) Keilast kirdepool oleval kaardilehel 6382 maa-ameti kaardi
ja ortofoto taustal. B — kdigi vahemaade kumulatiivne jaotus (pidevjoon) aasnelgi leiukohtade vahel ja sama arvu
kohtade juhuslikul paigutamisel saadud vahemaade 95% usaldusvahemik (katkendjooned), C — sama
sagedusjaotustena. Leiukohad on juhuslikust sagedamini vahemaa <1 km ja 2 kuni 3 km vahemaa juures.
Kaardilehe serva pikkus = 10 km.

Ao B

Joonis 4-9. A — punktmuster; B — punktidevahelise ala tesselatsioon; C — eraldised kahe lahima punkti jargi
(nurksulgudes eraldisega seotud punktide numbrid); D - eraldised kaalutud mdjuga punktide mber
(nurksulgudes eraldisega seotud punkti kaal); E — eraldised voolavas keskkonnas. Joonise osad C, D ja E on
koostatud Okabe et al. (1994) jérgi.
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Bartlett (1964) soovitab objektidevaheliste kauguste jaotumist analiitisida spektraalanaltiiisi mee-
toditega. Spektraalanaliiisist ehk Fourier' analiiisist on juttu aegridade modelleerimise osas (ptk
3.5.7).

4.1.2.14. Tesselatsioonipindade jaotus

Pinda saab mingite reeglite jargi osadeks jagada ehk tesseleerida. Objekti Umber piiritletud
ruumiosa, mille igale kohale on just see objekt mingi reegli jargi méddetult kdige lahem, nimetatakse
selle objekti tmbruseks ehk proksimaalregiooniks ehk Thiesseni poliigooniks (joonis 4-9).
Proksimaalregioone saab moodustada (sna mitmete reeglite abil (Okabe et al. 1992, 1994).
Tesselatsiooniliksuste pindalade ja muude parameetrite jaotus iseloomustab tesselatsioonikeskmete
paiknemismustrit.

4.1.2.15. Kaugus korraparani ja kaugus grupeerumiseni

Kaugus korrapérani ja kaugus grupeerumiseni (distance to regularity, distance to crowding) on
J.N. Perry esitanud mdddikud kaugusindeksite ruumilises analiilisis (spatial analysis by distance
indices — SADIE) (Perry ja Hewitt 1991, Perry 1995, 1998). SADIE vordleb valimi ruumilist struktuuri
samadest andmetest moodustatud maksimaalselt grupeerunud, juhusliku ja maksimaalselt korraparase
paigutusega.

SADIE kaugus korraparani algoritm on jargmine.

O Teisenda vaatluskohtade koordinaate nii, et ristkiilikukujulise vaatlusala nurgakoordinaadid

oleksid: (0,0), (0,A), (1,A), (1,0), kus0 <A< 1.

© Moodusta iga vaatluskoha imber Thiesseni poltgoon.

© Nihuta vaatluskohti nende kdige kaugemete naabrite poole. Iga naabri panus uue koha
leidmisel on vdrdeline Ghise kiilje pikkusega tesselatsioonis. See tagab punkti liitkumise oma
lahimate naabrite juurest kbige kaugemete naabrite poole. Naabritena arvestatakse neid
punkte, mille tesselatsioonipoltgoonil (imbrusalal) on vaadeldava punkti Gmbrusalaga thine
kulg. Servaalale lisatakse ajutised punktid, et vahendada servaefekti. Punkte nihutatakse
mustriseisude kaupa nii, et vaid eelmise mustriseisu asukohad mdjutavad punktide uusi
asukohti.

O Uue mustriseisu moodustumise jarel tesseleeritakse see uuesti ja méddetakse Umbrusalade
pindalade varieeruvust. Kui varieeruvus vahenes rohkem kui etteantud konstant, siis jatkatakse
protsessi punktist 2. Vastasel juhul mustri korrastamine l8petatakse.

O Ma0odbdetakse kaugus korrapérani, mis on esialgse ja I16pliku asukoha vaheline vahemaa iga
punkti puhul. Kogu uuritava kogumi kaugus korraparani D v@rdub tksikpunktide summaarse
kaugusega korrapérani.

O Tulemuse olulisust vorreldakse Monte Carlo iteratsioonidel (ptk 3.6.6 ja 4.1.4.2)
juhumustritest saadud tulemustega.

Perry (1998) esitas kaks koonduvuse indeksit

[4-28]

! [4-29]
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kus E, on genereeritud juhumustrite keskmine kaugus korrapérani, D on empiirilise mustri kaugus
korrapérani, C on kaugus koondumiseni, minimaalne summaarne vahemaa punktide liigutamiseks uhte
kohta, F, on genereeritud juhumustrite punktide keskmine summaarne kaugus koondumiseni.

I, > 1jaJ, > 1 viitab enamasti koondunud paiknemismustrile; I, = 1 and J, = 1 on juhumustrist
oodatavad véartused ja 1, < 1 ja J, < 1 viitab punktide korrapérasele paiknemisele.

Genereeritud juhumustrite selle osa suurust, mille puhul E, on vordne vBi suurem kui empiiriliste
andmete kaugus korraparani, téhistatakse P,. Juhumustri nullhlpoteesi v6ib koonduvuse kasuks
kdrvale heita, kui P, < 0,025. Kui P, > 0,975, siis vdib otsustada korraparase paiknemise hiipoteesi
kasuks.

SADIE metoodikal on puudusi.

O Vaatlusala servad mdjutavad tulemusi.

O Korrapéra ala sees soltub korrapéra paiknemisest alast valjaspool.

O Kaugust koonduvuseni on mdtet kasutada vaid siis, kui on pdhjust oletada vaid (ihe kobara
esinemist kogu vaatlusalal.

O SADIE indeksi véartus soltub mitte ainult loendite suhtelisest paiknemisest, vaid ka
koondunud vaartuste absoluutsest asendist uurimisala sees (Xu 2003). Koondumisindeks on
suurem, Kui suurte véértuste laik on uurimisala servas, sest summaarne vahemaa
koondumiskeskmesse on sealt suurem.

4.1.2.16. Amalgamatsiooniindeks

D.A. Coomes et al. (1999) on vélja pakkunud SADIE meetodiga sarnase metoodika, milles koon-
duvuse mddduna kasutatakse reduktsioonide arvu objektide ruumilisel rihmitamisel. Klastrikeskmete
leidmiseks kasutatakse klasteranaliitisi, mille lahteandmeteks on ruumikoordinaadid. Agregeeritud
paiknemisega objekte klasterdatakse senikaua, kuni saadud klastrikeskmete muster ei erine oluliselt
juhuslikust. Klastritesse liidetud objektide arvu saab kasutada agregeerituse mdotmisel. Reduktsioo-
nide keskmine arv ehk amalgatsiooni indeks (amalgamation index — A) arvutatakse klastritesse
liidetud objektide ja klastrite arvu suhte (Ngump) jargi

A=l S [4-30]

clump

Kui uuritaval alal pindalaga Q on N; objekti liigist i ja kui need objektid paiknevad juhuslikult, siis
keskmine naaberobjektide arv raadiuses r juhuslikust objektist on

2
E(Nii): ™ (Ni _l)- [4-31]
Q
Seetdttu saab agregeeritust mddta tegeliku ja oodatava naabrite arvu suhtega Al(r)

ALY = SN, () /22N, (@L- N, /]
1 [4-32]

kus: N;; on samast liigist naabrite arv raadiuses r. Al > 1 néitab grupeerumist, Al < 1 on korrapéra.
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4.1.2.17. Ripley K funktsioon

Juhusliku punktprotsessi esimese jargu karakteristik on protsessi intensiivsus ehk punktide
keskmine tihedus. Keerukamate, mitmes maddus struktuure sisaldavate mustrite kirjeldamiseks tuleb
kasutada erineval kaugusel paiknevate naaberobjektide hulka voi tihedust. Lihtne nditaja on punktide
keskmine arv naabruses, aga see soltub naabruse ulatusest ja punktide keskmisest tihedusest (Ripley
1981).

Ripley (1976, 1977, 1985) vottis punktmustrite Kirjeldamiseks kasutusele funktsiooni K(t), mis
sisaldab nii objektide vahemaade mddtmist kui ka objektide loendamist etteantud raadiuses.
Sellepérast loetakse seda teise jargu statistikuks. Punktide oodatav arv l&dhtekohast kauguseni t on
punktide juhusliku paiknemise ja keskmise tiheduse A korral vdrdne Azz>. Kauguse tahistamiseks
kasutatakse t asemel ka téhti d vGi r. Traditsioon tahistada kaugustsooni tahega t périneb aegridade
analliusist, d viitab ladina keelest périt sdnale distants ja r réhutab vahemaa mdotmist raadiusena.
Selles tekstis on eelistatud Ripley funktsiooni originaaltéhistust.

Kui empiirilise punktmustri keskmine punktobjektide arv kauguseni t jagada punktide keskmise
tihedusega, saame tulemuseks ringi pindala, mille raadius on t, mis ongi K(t) funktsiooni véartus
empiirilise mustri korral.

N

[4-33]
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kus 4 on punktide keskmine tihedus; ;= 0, kui ¢ ja d;=1, kui t > t;;; A on uuritava ala pindala ja N on
punktide koguarv. XX6;(t) tahistab kaugusel t vGi lahemal olevate naaberpunktide hulka. Kui see
jagada punktide Uldhulgaga, siis saame keskmise naabrite hulga kauguseni t. A/N on punktide

keskmise tiheduse pdordvéartus. Nt>’[ij tahistab keskmist naaberpunktide arvu raadiuses t koigi

lahtepunktide Umber. Kui punktid on Klastritesse grupeerunud, on naaberpunktide tihedus vaikestel
kaugustel suurem kui juhusliku jaotuse jargi oodatav tihedus ja K(¢) > =>. Punktide korrapérase
paiknemise korral on vastupidi.

Ripley K(t) funktsioon on raadiuses t olevate naaberobjektide keskmine arv
jagatud objektide keskmise tihedusega, st normeeritud objektide oodatava
arvuga Uhikulisel pinnal; AK(t) on oodatav naabrite arv raadiuses t

Punktmustri kirjeldamiseks on mdnikord eelistatud punktobjektide tegeliku ja juhupaiknemise
korral oodatava K(t) erinevust ehk K(t) — zz? (Diggle 1979a). Kuna lineaarmd6dud on paremini vorrel-
davad ja stabiilsema dispersiooniga kui pindmdadud, siis enamasti kasutatakse K(t) funktsiooni kas
L(t) vOi L(t) — t statistiku kujul. t asemel vBib samahasti olla ka t&histus d voi r.

L(t) = % [4-34]

L(t) statistikut on kasutatud ka kujul t — L(t) (Upton ja Fingleton 1985). L(t) statistiku oodatav
vaartus dhtlasel piiramatu suurusega pinnal paikneva juhusliku punktprotsessi korral on O.
Usalduspiirid K(t) ja L(t) statistikutele saadakse Monte Carlo meetodiga (ptk 3.6.6 ja 4.1.4.2).

Ripley K(t) on nimetatud punktmustrite analliisi standardmeetodiks (He ja Duncan 2000). Meetod
on teadusmaailmas laialt aktsepteeritud, sest see ei s6ltu punktide tihedusest ja seda on vdimalik
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kasutada nii sama tulipi punktide paiknemise kui ka samal alal esinevate punktmustrite teineteise
suhtes paiknemise analutsiks.

Enamasti on K(t) voi L(t) statistikut kasutatud mingil alal olevate punktide paiknemismustri
summaarse néitajana, kuid neid statistikuid on v@imalik arvutada ka lokaalse indikaatorina iga
Uksikobjekti juures (Getis 1984, Getis ja Franklin 1987) voi etteantud (korrapdrase vorgustiku)
punktides, nagu teisigi ruumimustrit kirjeldavaid naitajaid (joonis 4-10). Ripley K(t) funktsiooni on
arvutatud ka aegruumis (Lynch ja Moorcroft 2008).

Servalahedaste punktide korral tuleks K(t) funktsiooni arvutamisel naaberpunkti etteantud raadiuse
sees VOi valjas olemise indikaatori J;; asemel kasutada servakorrektuuri kaale wi;:

K(t) = N—Aziiw“ (®), [4-35]

i=1 j=1

kus wij= 1, kui ¢ < bi, ja w;;> 1, kui t > by, ning by, on kaugus punktist i uurimisala servani.

100 1

A 0000000« - - - = 0000000 B
lelelololelolo X N ololololo X ele,
0000000000000 200 0
w-OOOOOOOOOOOOO~8 Q0 10
0o+ 5e00000000e000O :
O-0000: - - 0000000 O 1
c0e@00°0@0 - Q000 s » 0O 6 -
0]{0°0000@0@° 000000000 4
> OQeo -0000  QOOOOOO0O - 2]
O00Q0.0@ - QOOOODO0O S ol
0000 e@0 - 0OOOOODDOOOD 5]
20{0000-e0@-5005300000
D000 - 000007 o 000 1
D000 -e-0 - <o @00 5 -
OO00000O o000 - 0 @ o o - -8 -
20{ Qoo QOO  000ce - ° 0 - - 10 i i . . ,
588-886000656666--' 0 10 20 30 40 50
| 2002006000800 0000 ¢ ° Vahemaa t
0 20 40 &0 80 100
L(10)-10 X

O-10 -2 -1 o3 o5 07 O 10 Ow

Joonis 4-10. Joonisel 4-6A olevast punktmustrist arvutatud L(t)-t statistikud arvutatuna lokaalselt 10
kaugusthiku raadiuses (A) ja arvutatuna globaalselt (B).

Kuna servaléhedaste lahtepunktide tmber olev uuritud ala pind ja selles oodatav naabrite arv on
vdiksem kui raadiuse kaudu arvutatava ringi pind ja sellel oodatavalt olev naabrite arv, siis tuleks
servalahedaste punktide korral korrigeerida naabrite arvu vaid uuritud ala sisse jadva pindala osaga
ringi kogupindalast (joonis 4-11). Servakorrektuuri kaalude arvutamise eeskirju on kasitlenud Barot
(1999), Cressie (1993), Diggle (1979a, 1983, 2003), Ripley (1977, 1985), Getis ja Franklin (1987),
Goreaud ja Pelissier (1999).

objektide korral. Kaal punktis x; = 1; kaal punktis x; > 1, kuna selle
punkti uuritavast alast vélja jddvas Umbruses vdib olla naaberobjekte

Joonis 4-11. Ripley K(t) kaalude arvutamine servaldhedaste
(Diggle 2003, muudetud).
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Servakorrektuuri kaal K(t) arvutamisel peaks vastama uurimisala sisse
jaavale osale vaadeldavas raadiuses olevast alast

Kui uuritav punktmuster paikneb ebauhtlasel pinnal v0i soovitakse arvestada objektide paiknemise
erinevat tbendosust pinna eri osades, on pdhjendatud iga lahtekoha Umber oleva Umbruse kaalutud
pindala kasutamine raadiuse kaudu arvutatud pindala asemel. Raadiuses t olevate naaberobjektide arvu
saab sel juhul korrigeerida sobivuskaalude abil arvutatud pindala ja raadiuse kaudu arvutatud pindala
erinevuse jargi.

4.1.2.18. n-osakese jaotus, paariline korrelatsioon, radiaaljaotus

n-osakese jaotus on tdendosusjaotus, et n osakest, mis kuuluvad teatud punktobjektide hulka N,
paiknevad teatud etteantud ruumiosas. n-osakese jaotust kasutatakse statistilises flilsikas ja
molekulaarkeemias ning see tuletatakse Gibbsi jaotusest, mis kirjeldab tdendosust P(X = x), et slisteem
X on olekus x (juhuslik muutuja X omab vééartust x). Gibbsi jaotus s6ltub aine struktuurist ja on nditeks
kristalsetel ning vedelatel ainetel erinev.

1
P(X =x) = ———e /=),
( ) 7 (ﬂ) [4-36]
kus E(x) on muutuja X vbimalike vé&rtuste funktsioon, S on jaotuse parameeter ja Z($) on
normaliseeriv teisendus.

Kui n-osakese jaotus on seotud paiknemisega mingi teise osakese suhtes, siis nimetatakse seda n-
osakese korrelatsiooniks ja tahistatakse g™. Uhe osakese kohast sdltuva paiknemise tden&osust
kirjeldab iihe osakese jaotus g, mis on homogeenses gaasis v&i vedelikus keskmise tihedusega
vordne konstant. Kristalsete ainete puhul on g™ laineline. n-osakese jaotust kasutatakse ka taimede ja
loomade paiknemise anallisil. Viimasel juhul esindab n-osakese jaotus teatud arvu isendite leidumise
tBendosust teatud mahuga naabruses.

Paariline korrelatsioon [pair correlation — gjj(r)] on n-osakese korrelatsiooni erijuht tingimusel, et
n = 2 ehk vaadeldakse Uihe osakese paiknemist teise suhtes. Paariline korrelatsioon néitab tdendosust
leida teist osakest teatul kaugusel esimesest osakesest. Uhetaoliste sfaariliste osakeste homogeenses
keskkonnas omavahelise paiknemise tdendosus on vaid osakestevahelise radiaalkauguse funktsioon ja
sellisel juhul nimetatakse paarilist korrelatsiooni radiaaljaotuseks (radial distribution function).
Kumulatiivne radiaaljaotus G(r) néitab tdendosust, et raadiuses r ihest osakesest leidub mdni teine
osake. Radiaaljaotust kasutatakse enamasti mittekumulatiivsena ja keskmise tihedusega (gaaside puhul
ideaalse gaasi tihedusega) normeeritud kujul ning tahistatakse sel juhul g(r)

g (r) = ﬂ
pID (r)dr ' [4-37]

kus p(r)dr on osakeste tegelik arv kaugustsoonis dr ning nimetajas on ideaalse gaasi osakeste arv
tsoonis dr.

£ (r)dr = gdr [4-38]

Radiaaljaotuse maksimumid néitavad vahemaid, kus osakesed (iksteise suhtes sagedamini viibivad.
Osakeste tldpiline esinemistdendosus on null kuni mingi laheduseni, sest kaks osakest ei saa asuda
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samas kohas ega véga lahedal teineteisele. Naabrite valtimise kaugust nimetatakse keemias van der
Waali diameetriks. Nullile jargneb maksimum, sest naaberosakesed putiavad difundeeruda antud
osakese asukohta, kuid kohtavad takistust. Maksimum pdhjustab sellele jargneva miinimumi. Jarg-
nevad osakeste esinemise tdendosuse sumbuvad vonked suurematel kaugustel (joonis 4-12B). Kuna
radiaaljaotus normeeritakse enamasti osakeste keskmise tihedusega, siis vedelike puhul sumbub see
tasemele 1. Vedelike osakeste radiaaljaotus on uldiselt sujuvam kui kristalsetel ainetel. Mittehomo-
geensete ainete (segude) puhul aitab radiaaljaotus kirjeldada aine struktuuri.

Ripley K(r) on radiaaljaotuse kumulatiivne variant ja radiaaljaotus on Ripley K funktsiooni mitte-
kumulatiivne kuju ehk diferentsiaal (Stoyan 1988, Comas ja Mateu 2007).

1 d{K;(n)
g,(n) = E(d—;) [4-39]
K;(n) = I g(r)27rrdr [4-40]
0

Radiaaljaotus on teise objekti leidumise suhteline tden&dosus Uhetaolises
keskkonnas sdltuvalt Umbruse raadiusest

=
T
kaugusvahemik
léhteobjekt d(r)
® / r
o ‘p @
L)
objektid L ) L
kaugus- ._,_-_.___,_.. C
tsoonist o /o @
véljas e /
e @ 2y
. objektid @ §§
augustsoonis o2 )
= | keskmine
< tihedus

Vahemaa (laag)

naabrite ~ naabrite o 0o npaaber-
véltimise Soo0simise vahe klastri
piirkond ~ vahemaa kaugus

Joonis 4-12. A — punktobjektide paiknemine; B - tiitipiline radiaaljaotus; C — naabrite tiheduse jaotus
agregeerunud punktmustris, kus klastrite piires paiknevad objektid suhteliselt korraparaselt.

Radiaaljaotust kasutatakse statistilises flilisikas, keemias, astronoomias ja ¢koloogias objektide
omavahelise paiknemise kirjeldamiseks, molekulaarbioloogias nukleotiidide paiknemise analiisil ja
epidemioloogias haiguste leviku modelleerimisel. Aatomfuisikas kirjeldatakse radiaaljaotusega
elektronide orbitaale. Okoloogilises kirjanduses kisitletakse paarilist korrelatsiooni ja radiaaljaotust
enamasti samas tahenduses.
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4.1.2.19. Margikorrelatsioon

Punktobjektide atribuudi ehk margi vadrtuste vahemaast sOltuvat seost nimetatakse
margikorrelatsiooniks (mark correlation), kui atribuudi véartused on arvulised ja méargitihenduseks
(mark connection), kui atribuut néitab klassikuuluvust (Stoyan ja Penttinen 2000). Sisuliselt mdddavad
need néitajad ruumilist autokorrelatsiooni (ptk 5.1) ja segregatsiooni (ptk 4.1.3). Margikorrelatsiooni
kasitleme siimnkohal punktmustrite peatiikis, kuna seda Kkasitletakse paarilise korrelatsiooni
edasiarendusena ja punktide atribuutide paiknemise seaduspéarasuste nditajana.

Mérgikorrelatsioon k; arvutatakse kaugustsoonide kaupa ja selles kasutatav seosefunktsioon
t(m;,m;) vGib olla erinev. Enamasti on seosefunktsiooniks lihtsalt margi vaartuste korrutis the objektil
ja teise objektil, mis jagatakse seosefunktsiooni ootuse (c) ja kaugustsoonis r olevate objektipaaride
arvu (n,) korrutisega (Getzin et al. 2011).

Z?:Z::t(mi m;),

k B}
r o [4-41]

Kui seosefunktsioonina kasutatakse vaartuste Kkorrutist, siis seosefunktsiooni ootuseks on margi
tldkeskmise ruut. Méargikorrelatsiooni kasutatakse naiteks puude paiknemise seaduspérasuste kirjelda-
misel, kus margi vaartuseks on igat puud iseloomustav tunnus (diameeter, kdrgus, puuliik vms).

4.1.2.20. Naabrite tiheduse jaotus

Okoloogilistes uuringutes on naaberobjektide sagedust mdo6tvaid arvutuseeskirju nimetatud
mitmeti: radiaaljaotuseks ja paariliseks korrelatsiooniks (ptk 4.1.2.15), O-ring statistikuks (O-ring
statistic) (Wiegand et al. 1999, Wiegand ja Moloney 2004), suhteliseks naabrustiheduseks (relative
neighbourhood density — RND) (Condit et al. 2000) ja naabrite tiheduse jaotuseks (neighbours’
density distribution) (Remm ja Luud 2003), mittehomogeenseks paariliseks korrelatsiooniks (Law
et al. 2009). P6hiline asjaolu kdigi nende puhul on, et naabrite hulka ei loendata kumulatiivselt kogu
raadiuse ulatuses alates fokaalkohast, vaid kaugustsoonides.

O-ring statistikut ja naabrite tiheduse jaotust ei normeerita keskmise tihedusega, paarilist
korrelatsiooni ja radiaaljaotust normeeritakse (joonis 4-12C). Radiaaljaotuse puhul vorreldakse
osakeste lokaalset tihedust osakeste keskmise tihedusega ja eeldatakse pinna Uhetaolisust. Keskmise
tihedusega normeerimine on p6hjendatud objektide paiknemise seaduspéra vordlemiseks erineva kesk-
mise tihedusega punktmustrites. Kui peamine eesmdrk on punktmustri kirjeldamine, on otstarbekas
naaberobjektide tihedust mitte normeerida, vaid kasutada tihedust pinnathiku suhtes. Law et al.
(2009) normeerisid radiaaljaotust punktobjektide lokaalse tihedusega, eeldades punktprotsessi
piirkondlikult erinevat intensiivsust.

O-ring statistikut ja naabrite tiheduse jaotust ei normeerita keskmise
tihedusega, paarilist korrelatsiooni ja radiaaljaotust normeeritakse

Kui statistilises fliisikas kasutatava radiaaljaotuse puhul eeldatakse ruumi homogeensust, siis
okoloogias ei ole selline eeldus enamasti mdistlik. Okoloogiline pind on ikka ebaiihtlane ja seda eba-
dhtlust on vdimalik ka kuidagi kirjeldada. Pinna kvaliteedi varieeruvus pdhjustab objektide
koondumise, mis ei ole tingitud objektide omavahelistest suhetest, vaid sarnasest asukoha-eelistusest.
Sobivamad elupaigad on tihedamini asustatud, sest seal on pinnatihiku kohta rohkem eluks vajalikke
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ressursse. Naabrite puudumine naabruses olevates téiesti sobimatutes elupaikades ei kajasta mitte
niivord uuritava néhtuse lksikobjektidele endile omast koondumise voi tdukumise tendentsi, vaid
elupaikade paiknemismustrit. Seega saab naabrite tiheduse jaotust kasutada keskkonna mitteteada-
oleva laigulisuse tuvastamiseks ja kirjeldamiseks. Kui eesmdrk on uurida objektide omavahelisi
suhteid, mitte keskkonna laigulisust, tuleks naabrite tihedus arvutada sobivusega kaalutud pinna
suhtes, nagu seda tegid Remm ja Oja (2001), Remm ja Luud (2003), Remm et al. (2006).

Lisaks pinna sobivuse laigulisusele m@jutab objektide tihedust ka vaatluste ebaiihtlane ruumiline
intensiivsus ja vaatluskohtade ebathtlane paiknemine (joonis 4-13). Sobivuspinna kasutamine suuren-
dab kull arvutuste mahtu iga statistiku arvutamisel, aga ruumistatistikas on arvutuste suur maht
tavaline ndhe ja tanapéeva arvutustehnika juures ei ole naabritiheduste arvutusaeg enam otsustava
téhtsusega.

A I

o
©
|

=== vaatluskohtade suhtes

o
)

—lihtlase pinna suhtes

o
[N

Leiukohtade tihedus [ha™]
o
IS

o

g
o
n
w
'S

Raadius [km]

o
-3}
.

xs

Aasnelk

o
[}

===vaatluskohtade sobivuse suhtes

—sobivuspinna suhtes

= esineb
« puudub

o
[N

Leiukohtade tihedus [ha 1]
o
e

Che W

Joonis 4-13. Naabrite tiheduse jaotus sobivuspinna arvestamisel ja mittearvestamisel. A — aasnelgi leiu- ja
puudumiskohtade vahekorra jargi igal mullatiitibi ja p6hikaardi pbhiala kombinatsioonil hinnatud elupaigasobi-
vus (S) maksimaalse v8imaliku suhtes Keilast kirdepool oleval kaardilehel 6382 (kaardilehe kiilje pikkus on 10
km); B — naaberleiukohtade tiheduse jaotus Uihetaolise pinna suhtes ja vaadeldud kohtade suhtes (vaadeldud koha
pinnaks on arvestatud vaatluskohta sisaldav 10 x 10 m ruut). C — naaberleiukohtade tiheduse jaotus sobivusega
kaalutud pinna suhtes ja sobivusega kaalutud vaatluskohtade suhtes.

Leiukohtade koondumine umbes paarisaja meetri raadiuses on nende andmete alusel poolenisti seletatav
ebatihtlase vaatlusintensiivsusega (tihedus esimeses kaugustsoonis kogu pinna suhtes on umbes kaks korda
suurem kui vaatluskohtade suhtes), liigiomase ruumilise koondumisega (k8ik graafikud nditavad leiukohtade
koondumist) ja vaid vahesel méaéral mullatliibi ja pdhikaardi abil kirjeldatud kasvukoha sobivuse laigulisusega
(vaatluskohtade sobivuse arvestamine ei muuda tiheduse jaotust).

o

1 2 3 4
Raadius [km]

o

Isendite looduses paiknemise seaduspérasuste kirjeldamisel ja
modelleerimisel tuleks arvestada elupaigasobivuse muutlikkust

Ideaalsetest punktidest koosnevate punktmustrite jaoks valja tootatud meetodite rakendamisel
loodusandmetele on segavaks faktoriks objektide suurus. Néiteks suured puud ja ka muud suuremad
taimed katavad markimisvaédrse pinna, muutes teise objekti paiknemise sellel pinnal vdimatuks.
Wiegand et al. (2006) soovitavad selliste andmete korral objekte tahistavad eraldised rasteriseerida ja
genereerida eraldise igasse pikslisse selle eraldise klassile vastav punktobjekt. Nuske et al. (2009)
kohandasid paarilise korrelatsiooni arvutust eraldiste jaoks, kasutades seejuures eraldiste piirjooni
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tsentroidide asemel. Vahemaad objektide vahel arvuti nende servast, mitte keskkohast. Meetodit

néitlikustati metsa hdilude paiknemise analiiiisiga.

Naabrite tihedus ja selle analoogid arvutatakse eraldi iga kaugustsooni jaoks. Naabrite tiheduse
kujutamiseks kaardil tuleks kas kasutada vaid Uhte kaugustsooni, luua iga kaugustsooni jaoks omaette
kaardikiht voi Uhendada statistiku vaartused erinevates kaugustsoonides uheks koondstatistikuks

(joonis 4-14).

Ripley K(t) ja naabrite tiheduse jaotus téiendavad teineteist ja soovitav on
punktmustri iseloomustamiseks kasutada mdlemat

A > B c

5

-
e
: i ___

D ' E oo |F -

‘ 0.14 ‘

* 0:18 B
0.20
" a

Joonis 4-14. Aasnelgi leiukohtade tihedus [1/ha] Keilast kirdepool asuval kaardilehel 6382: A — vaatluskohtade
suhtes kaugusel kuni 500 m, B — vaatluskohtade suhtes kaugusel kuni 1000 m, C — kogu pinna suhtes kaugusel
kuni 1000 m, D - pinna sobivusega kaalutud vaatluskohtade suhtes kaugusel kuni 500 m, E — pinna sobivusega
kaalutud vaatluskohtade suhtes kaugusel kuni 1000 m, F — sobivusega kaalutud pinna suhtes kaugusel 1000 m.
Leiukohad, puudumiskohad ja pinna sobivus on joonisel 4-13A. Vaatluskohtade suhtes arvutatud tihedused on
kdrged mitmes kohas, kus etteantud raadiuse piiresse jaab vahe registreeritud puudumiskonhti.

Naabrite tiheduse jaotusel on vdrreldes Ripley K(t) funktsiooniga nii eeliseid kui ka puudusi.

Naabrite tiheduse eelised on jargnevad.
O Lihtsam mdistetavus ja télgendatavus. Naabrite tiheduse maksimum on vaiksema raadiuse

o

juures kui samadest andmetest arvutatud kumulatiivse kdvera maksimum.
Kaugusvahemike s6ltumatu kasitlus. Ripley K(t) summutab seose, kui agregeeritus thel
kaugusel vaheldub regulaarsusega mingil teisel kaugusel. Naabrite tiheduse jaotus on

tundlikum, kui tsoonid ei ole liiga laiad
Naabrite tihedus ei sdltu uurimisala formaalsetest servadest. Ripley K(t) on tugevasti s6ltuv
servaefektist ja seetbttu tuleks uuritava ala servade vai laigulise ala laikude servade lahedal

kasutada servakorrektuure.
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Naabrite tiheduse jaotuse puudustena mainitakse jargmist.

O Liialt kitsaste kaugustsoonide puhul kaotab tihedusfunktsioon tldistusvdime.

O Naabrite tiheduse arvutamisel on arvutuste maht suurem kui K(t) puhul, eriti kui tiheduse
arvutamisel mdddetakse pinna suurust ja iga koha sobivuskaalu véga suurest pinnaliksuste
hulgast. K(t) arvutamiseks ei ole tarvis pinda elementaariiksusteks jagada — lahteandmetena
piisab x ja y koordinaatidest, kuid pinna ebalihtluse arvestamine Ripley K(t) puhul viib arvu-
tuste mahu sama suureks kui naabritiheduse puhul.

O Naabrite tiheduse jaotuse kirjeldamine eeldab kauguste jagamist kas diskreetseteks kaugus-
tsoonideks, libiseva akna v8i muu diferentsimise voi interpoleerimise meetodi kasutamist.
Andmete silumine vdi tsoonidesse jagamine on aga originaalandmete tldistus ning naabrite
tiheduse jaotus sdltub oluliselt tsooni voi silumisel kasutatava akna laiusest. Tanu kumulatiiv-
susele Ripley K(t) funktsiooni kuju tsoonide tihedusest oluliselt ei sGltu.

4.1.2.21. Radiaaljaotuse tuletis

Radiaaljaotuse tuletis ehk K2 statistik (Schiffers et al. 2008) néitab naabrite tiheduse muutumist
kaugusvahemiku muutumisel. Erinevalt L(t)-t statistikust ei ole K2 kumulatiivne, mis tdhendab, et
naabrite sagedus lahemas imbruses ei mdjuta statistiku suuremas raadiuses arvutatud vaartusi (joonis
4-15). K2 statistikut ja selle olulisust saab arvutada R keskkonna tarkvarapaketis spatstat (Baddeley ja
Turner 2005).

-
o
L

Joonis 4-15. L(t)-t statistik,
radiaaljaotus g(r) ja radiaaljaotuse tuletis
(K2) sBltuvalt vahemaast arvutatuna
joonisel 4-6A esitatud punktmustrist. K2
nditab naabrite tiheduse muutumist
etteantud vahemaa juures.

S A M O N A~ O O
N

0 5 10 15 20 25 30 35 40
Vahemaa

4.1.2.22. J-funktsioon

J(r) funktsioon (van Lieshout ja Baddeley 1996) on maaratletud lahima naabri vahemaade jaotuste
kaudu — 1ahima naabri leidmise tBendosusena raadiuses r méddetuna olemasolevatest punktidest [G(r)]
ja juhuslikest lahtekohtadest [F(r)]. Uhest lahutamisel saab tdenosuse, et etteantud raadiuses ei ole
tihtegi objekti.

()= 1-G(r) [4-42]
1-F(r)

Statsionaarse juhusliku punktmustri korral on J(r) oodatav véartus 1. Suuremad vaartused viitavad
korraparasele mustrile, vaiksemad grupeerumisele. Lahimate tegelike kauguste mdGtmine objektide
juhupunktidest arvestab olemasoleva paiknemise ebalhtlust, valemi 4-23 kasutamisel vorreldakse
olemasolevat mustrit taielikult juhusliku paiknemisega (joonis 4-16). J(r) funktsiooni on arendatud
vlrdlemaks antud punktide vdi joonte paiknemist juhusliku punktmustri punktide paiknemisega

(Foxall ja Baddeley 2002).
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Joonis 4-16. G(r), F(r) ja J(r)
funktsioon joonisel 4-6A esitatud punkt-
mustrist. J(r) funktsioon toob esile 1&hima

06 | —Fm naabri sagedama paiknemise vahemaal 1
' Jr) kuni 4 dhikut ning méningase tdu-
04 = = =F{r) juhuslikus mustris kumistendentsi vahemaal 5 kuni 35
= = ~J(r) juhusliku mustri suhtes iihikut. Kasutatud mustris on objektideta
0.2 1 - piirkonnad suuremad kui objektide ju-
0 z S husliku paiknemise korral oodatav, see-
0 5 10 15 20 25 30 35 40 tottu on suuremad kaugused juhupunktist
Vahemaa lahima objektini sagedamad.

4.1.2.23. Punktmustri anisotroopia

Anisotroopia ehk suunalisus tahistab suunast s6ltuvate struktuuride vdi paiknemise seaduspérasuste
olemasolu. Punktmustri puhul v6ib suunast sdltuda eelkdige punktide tiheduse autokorrelatsioon, see
tdhendab, et mustri tihedamad ja hdredamad piirkonnad on valdavalt kindla suunaga — thes suunas
kitsamad, teises suunas laiemad.

Punktmustri anisotroopia kirjeldamiseks on vahemalt kolm l&henemisviisi. Esiteks vdib moodus-
tada punktide lokaalse tiheduse pinna ja kirjeldada seda numbrilise muutuja pinnana néiteks kasutades
suunaga (auto)korrelogramme. Teine vBimalus on kasutada tavapéraseid punktmustri kirjeldamise
meetodeid igas etteantud suunavahemikus ehk sektoris eraldi. Esimesel juhul tuleb eelnevalt otsustada
lokaalse tiheduse arvutamise ulatus, teisel juhul kasutatavad suunavahemikud. Kolmas v@imalus
mustris domineerivate suundade maaramiseks on spektraalanaliilis (Mugglestone ja Renshaw 1996) ja
lainekeste analiiiis (wavelet analysis) (vt ka ptk 4.3.5), mis on vahend sinusoidsete struktuuride
modelleerimiseks.

Lainekeste analiils kasitleb thupilisel juhul ajutisi vénkumisi, nagu maavarinad, mis tekivad ja siis
haabuvad. Okoloogiasse tdid lainekeste analiiiisi Bradshaw ja Spies (1992), kirjeldades selle mee-
todiga puistu struktuuri. Lainekeste analiiiisi on kasutatud ka klimatoloogias, mullastiku, metsa alus-
taimestiku ja maakatte kirjeldamisel. Tapsemad viited leiab kirjandusest (Saunders et al. 2005,
Schroder ja Seppelt 2006). Lainekeste analtitis modelleerib muutlikkust 1ahendades andmetele erineva
md06tkavaga ja erineva ldhtekohaga funktsioonide lineaarset kombinatsiooni.

Rosenberg (2004) jérgi toimub lainekeste analiitisi kasutus punktmustri anisotroopia kirjeldamiseks
jargmiselt. lIga punkti Gmbrus jagatakse kitsasteks sektoriteks. lgasse sektorisse jd&vate naabrite arv
loendatakse. Kui vastassuunad on thetédhenduslikud, siis nende loendid Ghendatakse. Kui sektorid olid
tihe nurgakraadi laiused, siis saadakse 180 loendist koosnev jada iga lahtekoha kohta. Neid jadasid
Uldistatakse lainekeste funktsiooni abil, mis on kohalik teisendus. V8imalikke kohalikke teisendusi on
mitmeid, néiteks niinimetatud kaabufunktsioon (French top hat) on kolmeosaline (joonis 4-17). Pane
téhele, et kaabufunktsiooni positiivsete vaartuste osa katab Uhikulise laiusega osa muutuja z teljest.

9(z)=-1, kui % <|z|< % [4-43]
9(z)=2,kui |z|<%, [4-44]
muul juhul g(z)=0. [4-45]
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g(IZ)

— T . . — Joonis 4-17. Kaabufunktsioon.

Ruumistruktuurile iseloomuliku md6tkava selgitamiseks rakendatakse lainekese teisendust erineva-
tes mdotkavades ehk erineva ruumilise sammuga (by) ja igal positsioonil (x;) etteantud ulatuses ole-
vatel naaberpositsioonidel (x;) olevatele vaartustele y(x;) kogu n loendist koosneva transekti ulatuses.
Punktmustri kirjeldamisel on etteantud ulatuses olevaks vééartuseks punktobjektide arv antud sektoris.

Wb, %)= ZW )[bfq [4-46]

le

Sobivaim mddtkava on suurima hajuvusega V(by).
1,
=2 Wb x) [4-47]

Iga suunaga suundade reas ehk positsiooniga transektil seotud hajuvus arvutatakse (le erinevate
modtkavade m.

3w )
k=1

Tulemusi visualiseeritakse ndidates joongraafikul hajuvuse [V(by)] sOltuvust mdGtkavast voi
lokaalse hajuvuse P(x;) sBltuvust suunast (joonis 4-18) v6i siis pinnana, mis kujutab W(b,x;) s6ltuvust
nii suunast kui ka mdo6tkavast. Lainekeste analtitisi tulemuste statistilist olulisust saab kontrollida sama
arvu punktobjekte korduvalt uuritavale alale juhuslikult paigutades.

Lainekeste anallilsi saab kasutada ka ruumiliste struktuuride mddtkava maaramisel (ptk 4.3.5),
transektilt saadud vaatlusandmetes korrapdra otsimisel ja objektide paiknemismustri kirjeldamisel
transektide abil (Dale ja Mah 1998, Perry et al. 2002). Kdige informatiivsem on mddtkava, mille
juures on valemis 4-46 esitatud W statistiku hajuvus suurim.

o Fo
° g(g: n%"%& 5 -
TR, Ty
08 g0 R ; 4
=
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o ® 24
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Joonis 4-18. Punktmustri anisotroopia kirjeldamine lainekeste funktsiooniga. A — punktobjektid suunatud
kobaratena. B — naabrite keskmise arvu g(x) funktsiooni varieeruvuse sdltuvus suunast.
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Uurimused

Ripley K(t) funktsiooni v6i L(t)-t statistikut on kasutatud vdga paljudes td6des, eriti puistu
struktuuri analttsis. Sterner et al. (1986) kasutasid L(t) statistikut puude paiknemise seaduspérasuste
uurimiseks troopilises metsas. Szwagrzyk ja Czerwczak (1993) méarasid puude paiknemise
seaduspérasusi Ripley K(t) funktsiooni abil ning seletasid puuliikide méningast eraldihoidmist tle 15
m vahemaa puhul Kesk-Euroopa polismetsas eelkdige kasvukoha varieeruvusega. Grau (2000) uuris
Lduna-Ameerika puu Cedrela lilloi regeneratsioonimustrit Ripley K(t) abil ja leidis, et noortaimed on
kull grupeerunud, kuid ei paikne reeglina vahetult vanade puude l&dhedal (kaugusel <15 m), nende
tihedus on statistiliselt olulisel maaral tle keskmise >50 m kaugusel sama liigi suurtest puudest. Kuna
teiste liikide suhtes oli C. lilloi paiknemine juhuslik, siis jareldas autor, et selle liigi noorte isendite
esinemismustrit mdjutab just sama liigi vanade puude paiknemine. Vanade puude raiumisel tekkivad
hailud ei pruugi liigi jarelkasvu suurendada, kuna nendes kohtades noortaimed puuduvad.

Chen ja Bradshaw (1999) uurisid Ripley K(t) abil Hiinas asuva Changbaishani looduskaitseala
pblismetsa struktuuri. Nad vdidavad, et puude paiknemine pdlismetsas ei ole nii juhuslik kui on néi-
danud paljud varasemad uuringud (Szwagrzyk 1990, Tomppo 1986). Samuti ei vii puudevaheline
konkurents ja puude loomulik surm korrapérase paiknemismustrini. Pigem muudab konkurents noorte
puude grupeerunud paiknemise juhuslikuks. Néiteks enamik kuuski tarkab kddunevatel tivedel, kuid
suurte kuuskede paiknemine ei ole agregeerunud. Metsapuude paiknemismustri laigulisuse olulisemate
pohjustena tuuakse vélja Uhelt poolt jarglaste piiratud levikut ja suurte pdlispuude véljalangemisest
tekkinud hdile ning teiselt poolt suuremate esimese rinde puude paiknemist. Suurte puude paiknemine
vGBib ise olla suhteliselt juhuslik, kuid méérab seejuures vaiksemakasvuliste puude paiknemist.

Gappa et al. (1997) uurisid téruvéhi Balanus amphitrite isendite paiknemist kaardistades neid 12
korda ligi nelja aasta jooksul samal 0,8 m? suurusel vaatlusalal Argentina rannikul. Lahima naabri
keskmise kauguse jargi olid isendid enamik aega agregeerunud. Asustustiheduse languse jarel muutus
ruumiline koondumine statistiliselt ebaoluliseks.

North ja Greenberg (1998) kasutasid Ripley K(t) funktsiooni teralise hirvepahkli (Elaphomyces
granulatus) liigisisese ja puude suhtes paiknemise analliiisiks. Autorid nditasid, et hirvepéhklid
hoiavad Tsuga heterophylla isenditest eemale statistiliselt olulisel maéral.

Radiaaljaotust on metsa struktuuri kirjeldamiseks kasutanud Ward et al. (1996), Wiegand et al.
(2007b, 2009) ja Yu et al. (2009). Wiegand et al. (1999) kaésitlesid maastikumustri piksleid
punktobjektidena ja arvutasid O-ring statistiku abil tdendosust leida imbruses sama tlitpi maastikku.

Getzin et al. (2006) mdotsid paarilise korrelatsiooni abil puuliikide liigisisest ja liikidevahelist
konkurentsi. Getzin et al. (2011) maéarasid lisaks puude paiknemisele ka puude rinnaspinna ja
juurdekasvu paiknemise seaduspérasid kasutades margikorrelatsiooni. Hao et al. (2007) ja Zhang et al.
(2010) analttsisid O-ring statistiku abil puistu erinevates rinnetes olevate erinevat ja sama liiki puude
vahelisi paiknemissuhteid ja konkurentsi.

Puuliikide liigisiseseid ja liikidevahelisi paiknemise seaduspérasusi Jaapani metsas kirjeldasid
Morisita indeksite abil ja sdltuvalt vaatlusalade suurusest Miyadokoro et al. (2003).

Li et al. (2009) kirjeldasid puude paiknemist Hiina metsas suhtelise naabrustiheduse indeksi abil.
Puude paiknemismuster soltus liigi levimisviisist, liigi ohtrusest, puude suurusest ja kasvukoha
omadustest.

Jacquemyn et al. (2010) uurisid nurmenuku noortaimede ja tdiskasvanud taimede suhteid Flandria
kraavikallastel O-ring statistiku ja paarilise korrelatsiooni abil. Leiti, et noortaimede ellujgdmus ei
sOltu tdiseas taimede paiknemisest, vaid majandamisviisist. Nurmenuku populatsioonide pusimiseks
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tuleks kraavikaldad aeg-ajalt puhtaks rehitseda.

Rayburn et al. (2011) iseloomustasid taimede liigisisese paiknemise seadusparasusi K2 statistiku
abil ja liikidevahelist paiknemist O-ring statistiku abil USA ladneosa p6dsastikus. Koondusid eelkdige
sama liigi isendid, liikidevahelist koondumist leiti vaid kahe liigi puhul kahekiimnest paarist. Rayburn
ja Wiegand (2012) kirjeldasid pddsaste paiknemist paarilise korrelatsiooni abil.

Tarkvara

Punktide lokaalse tiheduse arvutamise vahendeid leiab igast suuremast geoinfo tarkvarapaketist.

Ripley K(t) funktsiooni koos nullmudeli usalduspiiridega saab arvutada tarkvaras ArcGis.
Servakorrektuuridest on saadaval punktobjektide genereerimine valjapoole uurimisala, lahtekohtadest
loobumine uurimisala serva lahedal ning servaldhedastele vaatluste kaalu muutmine.

Ripley K(t) on suhteliselt lihtsasti arvutatav ka, kui on olemas kdigi punktide asukohakoordinaadid
ristkoordinaatidena, millest tuleb moodustada kdigi omavaheliste kauguste maatriks.. Kuna K(t)
arvutamiseks on vaja otsida teatud raadiusesse jadvate naabrite arvu, siis tuleb loendada teatud
vahemaast véiksemale kaugusele jadvad objektidevahelised kaugused. Seda on vBimalik teha Exceli
funktsiooniga COUNTIF. Teine vdimalus on jarjestada kaugused kasutades Exceli funktsiooni
SMALL(andmeplokk, jarjekorranumber) vdi LARGE(andmeplokk, jarjekorranumber). Kuna vahe-
maade maatriksi diagonaalidel olevad nullid (punktide kaugused iseendaga) ei peaks arvesse minema,
siis tuleb vaikseimate kauguste arvust maha lahutada maatriksi kiljepikkus.

Punktmustrit kirjeldavaid néitajaid saab arvutada ka tarkvarapaketis PASSaGE (Rosenberg ja
Anderson 2011, http://www.passagesoftware.net). Samuti programmiga NDENS, mis on saadav selle
arvuti veebilehelt ja mis arvutab nii L(t) — t statistikut kui ka naabrite tihedust. Programm v@imaldab
arvestada pinna sobivust.

4.1.3. Punktmustrite paiknemissuhe

Uhte tiitipi objektide ruumilist koondumist nimetatakse agregatsiooniks, mitme tiiiibi esindajate
ruumilise koondumise tendentsi korral radgitakse assotsieerumisest. Punktmustrite assotsieerumine
mingil kaugusel néitab, et sellel kaugusel on naaberpunkte ronkem kui juhuslikust protsessist oodata
vBiks. Segregatsiooni (segregation) ehk eraldatuse puhul on objektitliipidel tendents Uksteist véltida
(joonis 4-19). Assotsieerumise analtusiks (association analysis) nimetatakse igasugust seoste
uurimist, terminit segregatsiooni analliis (segregation analysis) kasutatakse eelkdige geneetikas.
Ruumimustrite omavahelise paiknemise analtiisi puhul tuleks &ra markida, et silmas peetakse
ruumilist assotsieerumist v6i segregatsiooni. Assotsieerumise, segregatsiooni ja séltumatu paiknemise
tldiseks koondnimetus vdiks olla paiknemissuhe (spatian relation).

Punktmustrite kirjeldamiseks kasutatavaid parameetreid (nagu kaugus ldhima naabrini, Ripley K(t),
naabrite tihedus) saab kasutada ka paiknemissuhte mddtmiseks. Kahe mustri paiknemissuhte
mdo6tmisel tuleb eristada ldhteobjektid (i) ja sihtobjektid (j). Paiknemissuhte arvutamisel maératakse
iga lahteobjekti paiknemisstatistik vaid sihtobjektide suhtes. Kui kaks punktmustrit paiknevad teine-
teise suhtes juhuslikult, siis Ripley K(t) kasutamisel: Kj(t) = K;iz) = a2 ning L(t)-t statistiku posi-
tilvsed vaartused néaitavad liikide atraktsiooni ja negatiivsed véartused segregatsiooni. Ripley K(t)
kasutamisel kahe punktmustri vordlemisel tuleb valemis olev N2 asendada uhte liiki punktide arvu ja
teist liiki punktide arvu korrutisega. Kui Uhevaartuselise punktmustri kirjeldamisel K(t) funktsiooniga
on probleemiks servakorrektuurid, siis kahe punktmustri vérdlemisel v8ib servakorrektuuridest
loobuda, eeldadades, et servaefekt mdjutab mdlemat mustrit Uhetaoliselt.
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Joonis 4-19. Kahte liiki punktobjektide paiknemise naited: A — juhuslik; B — liigisiseselt agregeerunud ja
liikidevaheliselt segregeerunud; C — segregeerunud ja erineval maaral agregeerunud; D — assotseerunud ja agre-
geerunud; E — assotseerunud ja segregeerunud; F — assotseerunud ja erineval mééral agregeerunud.

Punktmustrite paiknemissuhte kirjeldamiseks saab kasutada samu
statistikuid, mida kasutatakse tlhe mustri kirjeldamisel

Paariviisilise korrelatsiooni oodatav vaartus juhusliku paiknemise korral on 1 ja naabrite tiheduse
vaartus on vordne naabrite keskmise tihedusega. Seejuures vdib punktmustrite kovarieerumine séltuda
mdotkavast. Eri Kklassi punktid v@ivad nditeks véikestel kaugustel uksteist valtida, suurematel
kaugustel aga koonduda.

Paiknemissuhe ei pruugi olla simmeetriline ega eri kaugustel sama

Kahe eri klassi objektide omavahelist atraktiivsust saab v@rrelda ka naabritevahelisi kaugusi ja
lahima naabri kaugust kasutavate statistikute abil. MGned meetodid on esitatud jargnevalt.

Morisita (1959b) liikidevahelise korreleerumise indeksis kasutatakse sama autori agregatsiooni-

indeksit.
_ 2@ %Y —N,N,)
* @, +5INN, [4-49]

kus x; on esimest liiki objektide arv loendis i, y; on teist liiki objektide arv loendis i, dx on uhe liigi
agregatsiooniindeks, J, on teise liigi agregatsiooniindeks, N on objektide uldarv ja g on loendite arv.
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Pielou (1961) Kklassifitseeris iga indiviidi vastavalt liigikuuluvusele ja vastavalt tema lahima naabri
liigikuuluvusele. lgasse klassi kuuluvad isendid loendati (tabel 6).

Tabel 6. Kahe vdrreldava liigi isendite loendid.

Liik A LiikB Kokku
Lahim naaber A a b m
Lahim naaber B c d n
Kokku r S N

Tabelis olevatest loenditest saab arvutada segregatsiooni tugevust néitavat indeksit S, mis vordub
tiks miinus liikide A ja B omavahel ldahimaks naabriks olemise vaadeldud ja juhuslikkuse korral
oodatava sagedusega.

_ segapaaride vaadeldudary _, N (b+c)
segapaaride arvu ootus ms + nr

S [4-50]

Kui 1&8him naaber on alati samast liigist, siis S = 1. Kui k&ik nende liikide isendid kiilgnevad teise
lilgiga ja mdlemat liiki on Uhepalju, siis S = —1. Liikide ebavordse sageduse korral on S
miinimumvaartus —1 ja 0 vahel. Liikide teineteise suhtes juhusliku paiknemise korral S = 0.

Pielou test on lihtne, aga kasutab vaid lahima naabri andmeid. Jargmiste naabrite kaugus enam rolli
ei mangi. Paiknemisindeksi S mitte-juhuslikkuse statistilist olulisust on mééaratud hii-ruut testiga, kuigi
Iahimaks naabriks olemise kordade arvud ei ole s8ltumatud loendid, nagu »° test seda eeldab. Seetdttu
annab » test olulisuse halbinud hinnangu (Maegher ja Burdick 1980).

Dixon (1994) kasutas ldhima naabri andmetest segregatsiooni modtmisel teist 1ahenemisviisi. Selle
asemel, et oletada nullhiipoteesina punktide juhuslikku paiknemist teise klassi punktide suhtes,
lahtutakse klassikuuluvuse juhuslikkusest ja paiknemise juhuslikkust ei eeldata. Isendi ja tema lahima
naabri liigikuuluvuse kombinatsioonide oodatavad sagedused avalduvad isendite Gldarvu N, liigi A
isendite arvu N, ja liigi B isendite arvu Ng kaudu.

EN,, =N, I\II\IA—_ll [4-51]
EN,; =N, NN_B . [4-52]
ENgs = Ng % [4-53]
ENg, = Ng NNf 1 [4-54]

ENaa 0n kombinatsiooni: liigi A esindaja on lahimaks naabriks liigi A esindajale, oodatav sagedus.
Teiste kombinatsioonide tahistus on analoogiline. Uks lahutatakse, kuna endale ei saa naabriks olla.
Kui oodatav sagedus jagada isendite koguarvuga, siis saame tBGendosuse, et juhuslikult valitud
naabritepaaris on eeltoodud valemile vastav liigikombinatsioon.
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Dixon (1994) esitas segregatsiooniindeksit kujul

NAA
NAB

S = In )
” (N A /)N [4-55]

B

kus N4 ja Ng on liikidesse A ja B kuuluvate objektide arv, Naa on liiki A kuuluvate objektide arv, mille
lahim naaber kuulub samasse liiki, Nag on liiki A kuuluvate objektide arv, mille l1ahim naaber kuulub
liiki B.

Saa > 0 nditab, et liigi A naabriteks on enamasti liigikaaslased, seega liikidevahelist segregatsiooni;
Saa < 0 naitab liikidevahelise assotsieerumise tendentsi. Analoogiliselt saab arvutada segregatsiooni-
indeksi liigi B jaoks.

Dixon (1994) soovitab ka statistikut (Dixoni C) lahima naabri kombinatsioonide sageduste ja ka
segregatsiooniindeksi statistilise olulisuse hindamiseks.

Coomes et al. (1999) soovitasid indeksit

N, 2
Sl (r) = Z Nj (r)m’
= Q
kus N; on liigi i liiki j kuuluvate naabrite arv raadiuses r ja Q on ruudu pind. Sl;; positiivsed vaartused
naitavad assotsieerumist, negatiivsed segregatsiooni.

[4-56]

Shimatani (2001) esitas kaks indeksit a(r) ja S(r), mis on vaatluste erinevatesse kategooriatesse
kuulumise tBendosus vastavalt kaugusest r véiksema vahemaaga vaatluspaaris ja vaatluspaaris
vahemaaga r.

a(r) 1- Zm 12

[4-57]

B(r)=1- Zm /12 , [4-58]

kus K(r) on Ripley K funktsioon, g(r) on radiaaljaotuse funktS|oon, m on liigi indeks.

Uurimused

Harkness ja Isham (1983) uurisid kahte liiki sipelgate pesade omavahelist paiknemist.
Nullhiipoteesile vastav pesade paiknemine saadi the liigi pesade paiknemise asendamisel sama arvu
pesade juhupaigutusega. Lahima naabri meetod néitas teatud lahima teise liigi pesa kauguse sagedamat
esinemist kui nullmudeli jargi peaks olema. Ripley K(t) test statistiliselt olulist seost liikide
paiknemises ei naidanud.

Duncan (1991) nditasid Ripley K(t) testi abil kahe puuliigi Dactrycarpus dacrydioides ja
Dacrydium cupressinum liigisisese konkurentsi mdju puude paiknemisele, kuid ei leidnud marke
nende liikide omavahelisest konkurentsist. Need liigid on puistu jaganud kummalegi soodsama
kasvukoha laikude jargi.

Peterson ja Squiers (1995) néitasid L(t) testi abil, kuidas valge manni (Pinus strobusi) jarelkasvu
ruumiline koondumine s6ltub vanemate haabade (Populus grandidentata ja P. tremuloides)
paiknemisest ja hukkumisest.
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Lynch ja Moorcroft (2008) néitasid Ripley K(t) funktsiooni abil, et metsapdlengute ja puistu
méhkurikahjustuste vahel on Briti Columbias ruumiliselt 25 km ulatuses ja ajaliselt 6 aasta ulatuses
negatiivne seos. Uldistades mahkurikahjustuse sagedust pdlengu jarel ja vastupidi leiti, et mahkuri-
kahjustus ei soodusta metsapdlenguid ja metsapdlengud ei soodusta mahkurikahjustusi, nagu voiks
arvata.

4.1.4. Statistilised testid punktmustritele

Punktmustrite testimised jagunevad mustri tlibi testimiseks ja mustrite vahelise suhte testimiseks.
Need kaks testi tlilipi on omavahel s6ltumatud. Seega on kdik kombinatsioonid v6imalikud, néiteks
vBivad kaks eraldi vaadates juhuslikuna paistvat mustrit omavahel tugevasti assotsieeruda ning kaks
agregeeritud mustrit vdivad teineteise suhtes juhuslikult paikneda. Nullhiipoteesiks on mustri testi-
misel taiesti juhuslik paiknemine (complete spatial randomness) ja mustritevahelise suhte testimisel
liikide omavahelist sdltumatust eeldav juhuslik margistamine (random labelling). Juhuslik
margistamine séilitab objektide asukohad, juhuslikult omistatakse vaid klassikuuluvus.

Enamikku eelnevates alapeatiikkides mainitud the mustri juhuslikkusest erinevuse méaaramise
meetodeid saab kasutada ka mitme mustri assotsieerumise kontrollimiseks. Ulevaateid punktmustrite
statistilistest testidest voib leida jargmistelt autoritelt, Diggle (1979a), Cormack (1979), Upton ja
Fingleton (1985, Ik. 60), Kulldorff (2006).

4.1.4.1. Kaugusmeetod

Okoloogiliste uuringute osaks on sageli loomade vdi taimede ohtruse (tiheduse, arvukuse, katvuse)
madramine. Traditsiooniliselt toimub olendite tiheduse hindamine proovialadel ja hinnang saadakse
hulga ja pindala suhtena. Lisaks proovialadele tuginevale proovivotu metoodikale on olemas ka
kauguste ja suundade mddtmisele tuginevad populatsiooni tiheduse meetodid. Kaugusmeetodite
(distance sampling) puhul v6ib kauguse mddtmise lahtekohaks olla olemasolev objekt, (juhuslik) koht
vaatlusalal vGi vaatlustrass. Kaugusmeetodite kasutamise eriparaks on objekti avastamise tGendosuse
ja hinnangute tdpsuse soOltuvus kaugusest. Kaugusmeetodite puhul mé&aratakse ruumiliste punkt-
mustrite parameetreid mddtes vahemaid (Holgate 1972). Pdhjaliku tlevaate kaugusmeetoditest on
kirjutanud S.T. Buckland et al. (1993).

Kaugusmeetodi statistilisi teste on mitmeid. M&ned neist on kirjeldatud jargnevalt. Ulevaate
kauguste abil paiknemise juhuslikkuse kontrolliks kasutatavatest testidest annab Cormack (1979).

Clark ja Evans (1954) testisid I&hima naabri kauguse keskvéartusi juhuslikkuse suhtes. Nende test
ignoreeris aga vastastikuste naabrite olemasolu (Diggle 1979a).

Hopkins-Moore test kasutab h statistikut, mis on nullhipoteesi kehtivuse korral beetajaotusega
B(m,m) (Hopkins ja Skellam 1954, Moore 1954)

D . [4-59]

> XE+DYE

kus X; on kaugus juhuslikust punktist i l&hima stndmuseni, Y; on kaugus juhuslikult valitud
stindmusest i l1dhima teise sindmuseni, m on sindmuste ja juhupunktide arv.

Holgate (1965) soovitas statistikut Zy, mis kasutab kaugusi m juhupunktist s-nda ja t-nda ldhima
stindmuseni ja on nullhupoteesi kehtimisel beetajaotusega vabadusastmete arvuga 2ms ja 2m(t—s).
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DI [4-60]

Diggle (1983) teisendas Holgate statistiku kujule

=N}

N

i X
H, =2 Xai [4-61]
m

milles on kaugused i = 1...m vaatluskohast esimese ja teise l&hima objektini. Hy on objektide juhusliku
paiknemise korral ligikaudu normaaljaotusega keskvaartusega 0,5 ja dispersiooniga (12m)~", kui m >
10.

N

Besag ja Gleaves (1973) esitasid hg statistiku, mis kasutab vahemaid Z sindmusest Q (mis on ldhim
juhuslikule punktile P) lahima naaberstindmuseni pinna selles osas, mis on punkti P suhtes teisel pool
punkti Q labivat joont, mis on risti joonega PG.

2
hB= %XI Z-21
2X 2

kus X; — vahemaa punktide P ja Q vahel. hg on sindmuste juhusliku paiknemise korral beetajaotusega
B(m,m). See test on véimsam kui Holgate test, sest X ja Z on omavahel sdltumatud (Diggle 1979a).

[4-62]

4.1.4.2. Monte Carlo test

Punktmustri juhuslikust erinevuse Monte Carlo testi (ptk 3.6.6) saab rakendada korraga kogu
punktmustri suhtes kui ka lokaalselt, eraldi uuritava ala igas alajaotuses, iga objekti Umber voi
korraparase vorgustiku s6lmekohtades. Jaljendatud paiknemismustrite ning Aafrika poolkdrbes
esineva tiigerpddsa isendite paiknemismustri lokaalset koondumist ja uksteise valtimist ning
paiknemismustri erinevuse olulisust juhusliku paiknemise nullmudelist kaardistasid néiteks Couteron
et al. (2003). Ruumiliselt ilmutatud populatsioonimudelite Monte Carlo testides kasutamise naiteid
esitavad Coomes et al. (1999). Juhupunktide lokaalne paigutamine v8imaldab kaardistada punktmustri
vOi eri liiki punktide omavahelise paiknemise nullmudelist erinevuse olulisust ja erinevuse suunda
(joonis 4-20).

Punktmustrite Monte Carlo testiga vorreldakse teatud parameetreid: l&hima naabri kaugust,
vahemaad voOrgustiku l&himast punktist, punktide keskmist vahemaad, vahemaad korraparase
vBrgustiku silmast lahima punktini, teatud vahemaast vaiksemal kaugusel olevate naabrite arvu voi
modnda keerukamat statistikut. Ka naabrite tiheduse jaotuse usalduspiirid saadakse Monte Carlo
meetodiga, see on korduvalt juhuslikke naabreid genereerides.

Kahe néhtuse paiknemissuhte mittejuhuslikkuse testimisel Monte Carlo meetodiga ei asendata
mustreid juhuslike punktidega, vaid muudetakse juhuslikult kas seesmiselt fikseeritud mustrite asendit
tiksteise suhtes voi siis punktsindmuste liigikuuluvust.

Punktmustrite omavahelise ruumilise sdltumatuse testimiseks on seega kaks p&hilist moodust:

O mustri pinna vastasservade thendamine (pé6ramine toruks) ja seejarel the mustri juhuslik

nihutamine — toroidnihutus (toroidal wrapping, toroidal shift) (joonis 4-21),
O siindmuste juhuslikult Ghte ja teise liiki nimetamine ehk juhuslik mérgistamine, séilitades
seejuures stindmuste algsed kohad (Diggle 1983).
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Liikide paiknemissuhte vdrdlemisel juhusliku suhte korral oodatavaga
nihutatakse juhuslikul maaral Ghe liigi paiknemismustrit tervikuna vai
randomiseeritakse punktide liigikuuluvust
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Joonis 4-20. Punktmustrite (A ja D) mittejuhuslikkuse lokaalselt arvutatud olulisus piirkonnas olevate
objektide omavaheliste vahemaade ruutude keskmise jargi (statistiku suurem vaartus naitab paiknemist suurte
vahedega, vaiksem véartus Uhes grupis paiknemist) raadiuses (r) viis ja kiimme Uhikut: B — vahemaade ruutude
keskmine mustrist A (r = 5); C — mustrist A (r = 10); E — mustrist B (r = 5); F — mustrist B (r = 10). Juhuslikust
mustrist erinevuse olulisustGendosus arvutati paigutades 2000 korda iga arvutatava koha (mber etteantud
raadiusse tegeliku punktide arvuga vdrdse hulga juhuslikult paiknevaid punkte ja arvutades nende juhupunktide
omavaheliste vahemaade ruutude keskmist. Téidetud ringid nditavad koondumistendentsi, tuhjad ringid
eraldumist, hallide mérkide kohas on juhuslikkuse téendosus > 0,05.
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Joonis 4-21. Punaste punktide ja siniste ringide algne paiknemine ja paiknemine siniste ringide juhuslike to-
roidnihutuste jarel. Punaseid punkte ei nihutata. Siniste ja punaste objektide juhuslikult tekkinud nii tugev
ruumiline assotseerumine on &armiselt véhetGenéoline.

4.1.4.3. Ruumiline ellujadgmusanaltis

S. Reader (2000) vaidab, et kahevaartuselise punktmustri punktide omavaheliste vahemaade
kirjeldamiseks sobib ka ruumiline ellujddmusanalliiis (spatial survival analysis), mida uUldiselt
kasutatakse ajaliste tGendosuste arvutamisel kliinilistel katsetel ja tehnilise kvaliteedi kontrollis.
Ellujadmusanaliiiisi moodulite (ks eelis paljudes statistikapakettides on valmis testid kumulatiivsete
jaotuste vordlemiseks. Punktmustri analulsil on sellisteks jaotusteks sindmuste arv lahtekohast kuni
teatud kauguseni. Ruumilise ellujddmusanalliisiga saab arvutada ka néiteks haigestunute hulka
epideemiakoldest kaugenedes voi haigestunute hulka tihe nakkuse levitaja imber.

4.1.4.4. Tuhimike suurus

Dale ja Powell (2001) néaitasid, oodatav juhuslike punktide arv (ex) kolme Uksteisest vdimalikult
kaugel asuva punkti abil moodustatud ringi sees vordub

a, (n-3)
€ = A [4-63]
ning vaadeldud ja oodatavat punktide arvu saab vorrelda Z statistiku abil
Z, = N, —€

T ) [4-64]
k

kus n on punktide arv uuritaval alal, n, on punktide arv ringis, a, on uurimisala piires oleva ringi osa
pindala, A on uurimisala pindala.

Kui zx on viiksem kui —1,96 vdi on suurem kui 1,96, siis voib punktide tiheduse lokaalse

kdrvalekalde lugeda statistiliselt oluliseks (joonis 4-22). Dale ja Powell andsid meetodile nimeks
Umbritsevate ringide meetod (circumcircle method).
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Joonis 4-22. Piirkondi Umbritsevad ringid Dale ja
Powell (2001) jargi: G - tihikut Umbritsev ring, P -
punktide koondumispiirkonda Umbritsev ring, E — vaid
osaliselt uurimisalas olev ring. Ringide z statistiku
vaértused: Py: 3,97; P,: 5,47; Gy: —3,09; Gy: 1,90. Kuigi
G, on tihi, on selle z liiga vdike, et seda tihikut
statistiliselt oluliseks pidada. G; ja G, on absoluutselt
tiihjad, Gz on suhteliselt tihi. Osaliselt uurimisalast véljas
olevate ringide puhul vaid uurimisala piires olevat pinda
arvestades E;: —2,59; E,: 2,72. Kui E, puhul arvestada ka
valjaspool uurimisala piire olevat pindala ning lugeda see
tiihjaks, siis oleks selle z = 6,01.

4.1.4.5. Testide halbimise pdhjused

Testid, mis maéravad punktmustri erinevust juhuslikust, v@ivad véartulemusi anda mitmel
pdhjusel: juhuslike md6tmisvigade tbttu, punktsindmuste vastastikku lahimaks naabriks olemise t6ttu,
kaugusvahemike kasutamisel tulemuste véahese arvu tdttu mdnes vahemikus, heterogeensete andmete
ja arvestamata korvaliste mgjude tdttu ning uurimisala serva ldheduse tottu. Sageli arvestamata jaav
kdrvaline mdju oOkoloogilistes uuringutes on punktmustri aluspinna ebatihtlased omadused, mida
késitletakse eraldi (ptk 4.1.5).

Juhuslikud vead vbivad punktmustrite korral olla eelkdige asukoha méaaramise ja vahemaade
mdotmise vead vdi andmete imberkirjutamise vead. Mdlemad vead vahendavad punktmustrist leitud
tendentside statistilist olulisust, médtmisvead kipuvad ka struktuuride médtkava muutma (Freeman ja
Ford 2002).

Lahima naabri kauguse kasutamisel on osa stindmusi vastastikku teineteise lahimad naabrid ja see
vahendab lahima naabri kauguste hajuvust (Campbell 1996). Seet6ttu ei saa lahima naabri kaugusi
kasitleda ka s6ltumatute vaatlustena.

Hii-ruut testi Yates korrektuuri soovitatakse kasutada, kui pideva suuruse véaartused on klassidesse
jagatud. Sama korrektuuri soovitatakse ka siis, kui mone klassi oodatav sagedus on alla 5.

Andmete heterogeensus vdib tdhendada oluliste faktorite mdju ignoreerimist. Andmete mittevorrel-
davust vGib pdhjustada vaatluste paritolu erinevatest populatsioonidest, erinevatest piirkondadest, eri
aastaajast.

Servaefektide valtimise esimene ndue on, et uurimisala peab olema piisavalt suur (kindlasti suurem
kui punktide rihmad). Uurimisala peaks olema piisavalt suur ka objektide tiheduse ruumilise trendi
ilmnemiseks (Radeloff et al. 2000). Uurimisalal on paratamatult siiski piirid ja seetGttu tuleb prak-
tiliselt kdigi punktmustrite analtdsil uurimisala servade lahedal arvutatud véi méddetud parameetreid
kas korrigeerida v@i kriitiliselt hinnata. Néiteks keskmine naabrite arv etteantud kauguseni saab serva
lahedal alahinnatud ja keskmine kaugus l&hima naabrini tlehinnatud. Vaid uurimisala piiresse jadval
pinnal arvutatud naabrite keskmine tihedus ei halbi, kuid selle hinnang on servade ldhedal vahem
tdpne. Samuti muutub elupaiga kvaliteet elupaiga serva ldhedal. Elupaiga sobivus serva ldhedal kas
langeb sujuvalt vGi on siis elupaikade piirialad just liigile kbige sobivamad. Pdhjalikumalt késitleb
ruumiliste punktprotsesside servakorrektuure Ripley (1982).

Serva mdju véltimise vahendid on toroidteisendus, puhvertsoonide kasutus ja arvutuslikud
servakorrektuurid. Toroidkorrektuuri (toroidal edge correction) ehk toroidteisenduse puhul
tihendatakse motteliselt uuritava ala vastasservad — tasapinnast moodustatakse toru (joonis 4-22)
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(Diggle 1983, Haase 1995, Couteron ja Kokou 1997, Batista ja Maguire 1998, Mateu et al. 1998, Grau
2000). Toroidteisenduse kasutamine on hdlbus vaid siis, kui uurimisala on riskilikukujuline. Muudel
juhtudel tuleb tulemusi korrigeerida nihutamise jarel kokku langeva uuritud ala osaga.

Kui uuritud ala ja andmestik on piisavalt suur, v3ib servaldhedases puhvertsoonis olevaid punkte
kasutada vaid naabrite loendamisel ja loobuda neist lahtepunktidena (joonis 4-23). See on kdige
lihntsam lahendus, aga tdhendab osadest andmetest loobumist. Puhvertsooni on kasutanud néiteks
Clarke ja Evans (1954) ning Campbell (1995).

100 - o ®
___________________________ e
80 ; o2 %
! o"
ow?®
60 1 "®, o °2
080 o°
>
' o
40 5 £8 o
_ °°g°%3° Joonis  4-23. Punase rombiga
ol ¢ oy AR ! tahistatud objektid on vaadeldud ala
¢ o darele lahemal kui 10  Uhikut.
0&2 Punktmustrit  kirjeldava  statistiku
o %° arvutamisel raadiuses 10 kaugusihikut
0 - - - - - tuleks neid kasutada neid naabritena ja
0 20 40 X 60 80 100 mitte lahteobjektidena.

Arvutuslikest servakorrektuuridest on Ripley K funktsiooni servakorrektuuri kirjeldatud peatiikis
4.1.2.17. Coomes et al. (1999) on seostanud servakorrektuuri suuruse punktide arvu ja lahima naabri
kaugusega. Ripley K servakorrektuuri arvutamiseks on Ohser ja Stoyan (1981) pakkunud valemi

I(d; <)

KO- ( jZZ w(d,)

=l j=1
i#j

[4-65]

kus A on vaatlusala pindala, n on objektide arv, di; on vahemaa objektide i ja j vahel, i ja j on lahte- ja
sihtobjekti indeks, i = 1 kui djj < r ja i = 0 muudel juhtudel, I on vahemaa d; raadiuses r paiknemise
indikaator, w(d;) on servakorrektuur. Ristkilikukujulise servapikkustega a ja b (a < b) ala puhul
arvutatakse servakorrektuur jargmiselt:

d; (2a+2b d)

T

W(di,-)= ab - , kuio<d; <a [4-66]

Seda korrektuuri on kasutanud Ohser (1983), Penttinen et al. (1992) ning Batista ja Maguire
(1998).
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4.1.5. Punktobjektide ja pinna ebatlhtlus

Elustiku ebauhtlase paiknemise p@hjuseid on palju. Nende pdhjuste mdistmiseks on tarvis
kirjeldada nii paiknemise kui ka seda mdjutavate faktorite ebalhtlust. Kusjuures kohaga seotud
tunnuste hulka kuuluvad ka selle koha omadused eelnevatel ajahetkedel.

Ruumilise mdju poolest vaib 6koloogilisi faktoreid jagada kolmeks:

O tagasiside efektiga faktorid ehk uuritava nahtuse mingis kohas olemasolevast tunnusest
(nditeks asustustihedus) s6ltuvad faktorid,

© mingi koha omadused, mis uuritavast néhtusest ei séltu,

O selle koha nii ajalise kui ruumilise imbruse omadused ehk keskkonna varieeruvus.

Ebathtlase punktmustri kirjeldamiseks esitasid Baddeley et al. (2000) Ripley K funktsiooni ja
paarilise korrelatsiooni versiooni mittestatsionaarse punktmustri jaoks. Comas et al. (2009) kasutasid
neid mudeleid mittehomogeense metsa struktuuri uurimisel ja lisasid mittehomogeense Ripley K
funktsiooni ja paarilise korrelatsiooni hajuvuse ning mittehomogeensuse statistikud. Paiknemis-
mustrite dldistatud kirjeldamiseks on kasutatud ka mittehomogeensete protsesside mudeleid, nditeks
puistu struktuuri uurimisel (Stoyan ja Stoyan 1998) ning sademete modelleerimisel (Onof et al. 2000).

4.1.5.1. Pinna ja keskkonnategurite ebaihtlus

Lihtsamad punktmustrite kirjeldamise meetodid eeldavad mustrit kandva ruumi omaduste
Uhetaolisust vdi pinna ebauhtluse ja trendide kdrvaldamist enne analtiusi. Populatsioonidkoloogias ja
eriti mitmeosaliste metapopulatsioonide modelleerimisel on elupaiku késitletud selgepiiriliste ja the-
taoliste, maatriksit moodustavate laikudena (Hanski 1994, 1999). Fudsilisest ruumist olulisem limitee-
riv faktor on enamasti kattesaadavate ressursside hulk. Saadaolevate ressursside hulga hindamise
esmane lihtne vahend on indiviidi mdjusfaari suuruse voi Umbruskonnas oleva elamiskdlbuliku ala
suuruse méaaramine. Kui elupaiga sobivuse v0i ressursside hulga maaramiseks on tapsemaid v@ima-
lusi, siis saab neid kasutada kas ruumiressursi kaaludena v8i ruumiressursi asemel.

Mitmed autorid on hoiatanud, et kui paiknemismustri anallilisi juures ei arvestata pinna ebauhtlust,
vOib jouda vééarate jareldusteni (Pielou 1960, Chapin et al. 1989, Wilson 1991, Duncan 1995, He ja
Duncan 2000). Kaasaegses maastikudkoloogias rdhutatakse laikude omavahelist seotust — laigud on
maastiku kompleksi komponendid (Wiens 1997), on pidevas muutumises (Akcakaya 2001, Walters
2001) ja sageli selgete piirideta. Seega, kaasajal tuleks arvestada, et mitte ainult populatsioonid ei ole
diunaamilised, vaid ka elupaik kui populatsiooni substraat on pidevas muutumises. Paiknemise
laigulisus vGi korrapéra ja samuti liikide koosesinemine vGib olla tingitud liikide samalaadsest s6l-
tuvusest keskkonnatingimustest ebalihtlases keskkonnas.

Pinna ebaihtluse saab esitada pinna mdddetavate omaduste véljana (kaardina) voi omaduste mdju
summeeriva sobivuspinnana. Viimane on pinna omadustest sdltuva tunnuse esinemise/puudumise,
arvulise vaartuse v@i klassikuuluvuse hinnang. Elupaigasobivuse indeksite arvutamise meetoditest on
peatlikk 5.6.2. Nii elupaiga kvaliteedi ruumilise varieeruvuse kui ka elupaikade ebaselgete piiride
korral soovitatakse modelleerimisel eelistada eraldiste korrapérast ruumilist vorgustikku (Thomas ja
Kunin 1999, Luoto et al. 2001).

Punktmustri heterogeense pinnana saab kasitleda ka ebalhtlaselt paiknevat punktobjektide populat-
siooni, millest teatud hulk punkte on teistest erinevalt margistatud. Naiteks haiguse levimise pinnana
on sisuliselt 6igem kasutada potentsiaalsete haigestujate punktmustrit ja mitte maapinda. Punktmustri
loomisel saab pinna ebatihtlust arvestada mustrit moodustava protsessi intensiivsuse reguleerimisega,
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aga ka reguleerides punktide kadumist punktmustrist ehk harvendamist (thinning) (ptk 6.1.3).
Punktprotsessi intensiivsuse reguleerimine tdéhendab punktobjekti tekkimise tGendosuse sbltuvusse
seadmist pinna omadustest (ptk 6.1.2.2). Naiteks nii, et soodsas kohas on uue taime tarkamise
tbendosus suurem. Pinna ebalhtlust vdib ka kirjeldada uuritavate objektide optimaalse tiheduse
véljana. Ka servaefekti probleemi voib kasitleda laiemas, pinna ebauhtluse kontekstis.

Esimestes pinna ebalhtluse punktmustri analtitisi kaasamise katsetes eeldati, et uurimisala sisaldab
piirkondi, kus objektid ei saa asuda. Okoloogilises kontekstis tahendab see, et uurimisala kasitleti
kahevéartuselisena — koosnevana elupaiga ja mitteelupaiga laikudest. Kahevaartuselisel pinnal olevast
juhuslikust agregeeritud punktmustrist vetud prooviruutudes loendatud objektide arvu jaotust
nimetatakse Shorti jaotuseks. Ripley (1985) esitas koha Umbruses oleva sobiva elupaiga pindala
silmamdddulise médramise metoodika, milles kasutatakse labipaistvat trafaretti.

Isendite tihedam paiknemine suurema mahtavusega alal ei tdenda liigiomast
koondumistendentsi, vaid pigem elupaigaeelistust

Mingi koha sobivuskaal peaks sisaldama andmeid ka selle koha Umbruse kohta. Erinevad ei ole
reeglina mitte ainult sama koha tingimused, vaid ka tingimused tmbruskonnas ja need mdjutavad koha
vaartust elupaigana ja ressursside allikana. Naiteks metsa koosseisu uuenemine s6ltub timbruses oleva
metsa koosseisust ja tihedusest (Frelich et al. 1993, Batista ja Maguire 1998). Ruumilist hetero-
geensust on lilitatud ka rédvioom-saakloom mudelitesse (McLaughlin ja Rouchgarden 1992). Pinna
ebaiihtluse kirjeldamiseks voib koostada loendamatu hulga algoritme. Paraku tuleb silmas pidada, et
objektide ruumilist paiknemist iseloomustavate néitajate vadrtused sOltuvad pinna ebaihtluse
arvestamise metoodikast. Erinevate meetodite abil saadud tulemused ei pruugi vérreldavad olla.

Ripley (1985) td8deb linnupesade paiknemise analliisi 18pus, et linnupesade paiknemise
seaduspérasuste madramisest on vist vBimatu lahutada oletusi elupaigamustri mdjudest nendele
seaduspérasustele.

4.1.5.2. Objektide ebaulhtlus

Enamasti l&htutakse punktmustri kirjeldamisel eeldusest, et kdik indiviidid on (hetaolised, kuigi
selline eeldus on ebareaalne (Cormack 1979). Inimeste erinevust tunnetame hésti, aga isegi ritsikate
puhul on ndidatud, et osa isendeid looduslikus populatsioonis koondub gruppidesse ja teised hoiduvad
omaette (Campbell ja Shipp 1979). Selleks, et indiviidide elujéudu ja konkurentsiv8imet punktmustri
kirjeldamisel arvestada, tuleb seda igal indiviidil kas kuidagi mddta v6i omistada indiviidi omadused
juhuslikult.

4.1.5.3. Varasema arengu ruumiline ebathtlus

Okosiisteemi varasema arengu olulisust kaasaegse objektide paiknemise mustri kujundajana on
réhutatud mitmes uurimuses. Néaiteks Nicotra et al. (1999) on ndidanud, et uute puude tarkamine troo-
pilises vihmametsas vGib s6ltuda valguslaikude varasemast paiknemisest. Praeguse taimkatte laigu-
lisust vOivad pOhjustada varasemate taimede jaanused (Bergelson 1990) ning seemnete ebauhtlane
levik ja ebaihtlane seemnevaru mullas (Batista ja Maguire 1998, Cantero et al. 1999). Mineviku
maastiku téendolist moju pardikute levikule on dra mérkinud Lindenmayer et al. (1999). On néidatud,
et metsastunud alade taimestik sdltub sellest, milline oli maakasutus enne metsa (Wulf 2004).
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4.2. Joonte, suundade ja kaugussuhete kirjeldamine

4.2.1. Jooned

Joonmustri p&hilised omadused on joonte tihedus ja suundade jaotus. Suundade jaotuse
kirjeldamise meetodeid kasitletakse jargmises peatikis.

Joonte tiheduse ruumilist jaotust saab mddta liikuva aknaga. Liikuva akna suurus ei pruugi
seejuures olla sama, mis akna nihutamise samm. Saadakse tiheduste véli, mille analiisimiseks saab
kasutada vaartuspindade analiiisi meetodeid. Joonte tiheduse kirjeldamiseks sobivad ka mitmed
punktmustrite Kirjeldamise meetodid, sest jooned saab asendada joonel paiknevate punktidega, mille
vahemaa on konstantne, juhuslik v8i mingi muu reegli jargi maaratud.

4.2.2. Suunad

Selle alapeatuiki kirjutas Jaanus Remm.

Suunaandmete puhul on asjakohane kasutada tsirkulaarstatistika (circular statistics) meetodeid,
mis on kohandatavad koéigile andmetele, mis on paérit tsiikliliselt sama vaartuseni joudvatest ehk
perioodiliselt korduvatest jaotustest. Tsirkulaarsele jaotustele on iseloomulik tdhendusliku alguse ja
I16pu puudumine ning véartuste suurteks ja vaikesteks jagamise tahendusetus. Suundade analtiusi laheb
tarvis nditeks loomade liikumissuundade, tuulesuundade, puufdnsuste avade paiknemise, kasvukoha
ekspositsiooni ja pinnastruktuuri orienteerituse uurimisel.

Suuna-andmete analtiisi pdhiline omapéra on nurkade tsirkulaarsus ehk perioodilisus — null ja
360° on sama suund; 1° ja 359° vahe on 2° ning nende keskmine ei ole 180°. Seega lihtsa aritmeetilise
keskmise arvutamine suunanurkadest ei oma tdhendust. Sarnaselt on asjakohane ldheneda ka
perioodilise ajamddtmise tulemustele nagu kellaaeg 66péeva 18ikes vbi kuupdev aastas. Naiteks kui
uuritavad sindmused toimuvad sudad6 paiku kella 23:30 ja 00:30 vahel, siis oleks ilmselgelt véaar
kasitelda nende toimumise keskmise kellaajana 12:00 pé&eval. Erandina, kui uuritavate vaartuste
nurkvahemik on suhteliselt kitsas ja ei sisalda nullvaartust (sellega piirneda vdib), siis saab
tsirkulaarseid andmeid uldistatult Kkasitleda ka lineaarsetena. Suunanurka saab esitada kahe
ristkoordinaadi abil — pdhi-16una, ida-1d4s vai AX ja Ay.

Suunda saab md&dta millegi suhtes, seega on suund alati suhteline ehk nagu laulis John Lennon:
,How can | go forward if I don't know which way I'm facing?“ (Kuidas saan liikuda edasi, kui ma ei
tea, mispidi ma seisan.) Suuna mdo6tmise pidepunkt vBib olla kdigi vaatluste jaoks Uhtne koordi-
naatslisteemi null-suund vdi iga vaatluskoha puhul eraldi rakendatav kohalik suund. Néiteks suund
l&hima naabri poole, suund l&hima eluhooneni, suund kohaliku valgusallika suhtes, suund
litkumissuuna suhtes, suund véartusvalja lokaalse miinimumi voi maksimumi suhtes.

Suund on alati suhteline

4.2.2.1. Keskmine suund

Selleks, et leida paljude suunaga objektide keskmine suund, tuleks vaadeldavaid objekte ké&sitleda
vektoritena. Igat vektorit iseloomustavad suund ja pikkus. Suund (@) v@ib olla m&ddetud mingi Gldise
vOi lokaalse koordinaatslisteemi suhtes, nditeks vaadeldava objekti nurk mdne teise objekti suhtes.
Suunavektori pikkus (R) peaks olema vordeline iga vaatluse kaaluga (w). Juhul, kui kdik vaatlused
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omavad vordset kaalu, vorduks kdigi vektorite pikkus (hega. Sellisel juhul ei pea keskmise
suunavektori leidmisel kaalusid arvestama.
Keskmise suuna leidmiseks suundadest @; ... @, saab kasutada valemit (Upton ja Fingleton 1989)

> w; sin 6,
© =arctan-1——— [4-67]
D w; cos 6,

i=1
Suunavektorite keskmine pikkus, mis kajastab suundade hajuvust, on keskse tahtsusega hilpoteeside
kontrollimisel tsirkulaarsete andmete alusel, leitakse vastavalt valemile

R =

i=1

n

Nendes valemites tahistavad w;sin®; ja w;cos®; vektori 16pp-punkti x ja y koordinaate eeldusel, et
vektori algpunkt on kasutatava koordinaadistiku O-punkt. Y-telje suund vGetakse koordinaatsusteemi
nullsuunaks ja x-telg on sellega 90°-se nurga all, suundasid arvestatakse péripaeva (hagu kompassi
asimuut).

Ristkoordinaatide abil esitatud suunaandmete, nagu néiteks liikumise alg ja 16ppunkti puhul saab
keskmise suuna leidmiseks kasutada koordinaatide vahesid (Ax ja Ay). Vahed tuleb keskmistada voi
summeerida ning seejarel teisendada keskmistatud koordinaadid nurga Ohikuks (kraad, radiaan,
taispdore)

[4-69]

Tulemuste interpreteerimisel tuleb téhele panna, et trigonomeetrilised pdordfunktsioonid annavad
tulemusi 180° ulatuses (—90°...+90°). Tulemuseks saadakse nurk 0-suuna suhtes, kuid mééramata jaab
keskmise suunavektori siht. Kumba taisringi poolde tulemuseks saadud vektori siht jaab, tuleb
tuvastada algandmete ja koordinaatide keskvéartuste alusel (Jammalamadaka ja SenGupta 2001). Kui
>'cos®; voi Y Ay; on positiivne ja arvutuse tulemuseks saadud nurga vééartus on positiivne (@' > 0), siis
O =0, kui @' < 0, siis @ = 360 + O, kui Y .cos®; vdi Y Ay; on negatiivne, siis @ = 180 + O".

4.2.2.2. Keskmise suuna usalduspiirid

Eeldusel, et suunad jaotuvad keskvaartuse timber vastavalt normaaljaotusele ning kdigil vaatlustel
on vordne kaal, saab keskmisele suunale leida usalduspiirid valemiga

_.n A W
1—1[sin 20 sin 26, +¢0s20 ) cos 2@ij
i=1 i=1

— . n
® tarcsinju,i/n — :
2(nR) [4-70]

i 1

kus u, tahistab olulisusnivoole o vastavat erinevust keskvéartusest standardiseeritud normaaljaotuse
korral (Upton ja Fingleton 1989). Juhul, kui a = 0,05, siis u, = 1,96.
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4.2.2.3. Keskmine suund vorreldes juhusliku jaotusega

Suundade jaotuse, aga ka keskmise suuna erinevust juhuslikust jaotusest naitab vaadeldavate
objektide suundadest leitud keskmise vektori pikkus. Seejuures eeldatakse, et juhusliku jaotuse korral
on koikide suundade esinemise tdendosus taisringil vordne. Seega l&dheneks 18putult suure juhusliku
jaotuse korral suundadest arvutatud keskmise vektori pikkus nullile. Eeldusliku juhusliku suundade
jaotusele 95% usalduspiiri leidmiseks saab kasutada Monte Carlo meetodit (ptk 4.1.4.2). Genereerides
juhuslikke suundasid korduvalt ja leides keskmisi suunavektorite pikkuseid kontrollitava valimiga
sama suurtes juhuslikes valimites, on véimalik hinnata, millised suunavektorite keskmised pikkused
tekivad juhuslikult vaiksema tfendosusega kui uuringus kasutatav olulisusnivoo. Empiirilisele
keskmisele suunavektori pikkusele on v@imalik usalduspiirid leida bootstrap protseduuriga,
moodustades juhuslikke valimeid uuritavate andmete hulgast (ptk 3.6.5). Suundade jaotust, keskmist
suunda ja selle usalduspiire saab graafiliselt kujutada suundade roosina (joonis 4-24).

Rayleigh' test vdimaldab kontrollida tsirkulaarse jaotuse ebalihtlust ehk erinevust juhuslikkusest
koondades vaatlused (hte suunda. Eeldatakse, et andmed vastavad von Mises'e jaotusele ehk
tsirkulaarsele normaaljaotusele. Juhul, kui vaatlused on koondunud simmeetriliselt vastassuundadesse
vOi vOrdsete vahedega radiaalselt mitmesse suunda, oleks keskmise vektori pikkus hoolimata
korraparast nullilihedane nagu ka juhusliku paigutuse korral. Teststatistik (Z) leitakse valimi suuruse
(n) ja suundade keskmise vektori pikkuse (R) ruudu korrutisena (Zar 1996).

Z=n-R?

Otsus nullhiipoteesi juurde jd&mise voi selle kdrvalejatmise kohta tehakse vorreldes empiirilist Z
vaartust vastava valimi suuruse puhul eri uusaldusnivoode kriitiliste Z vé&rtustega (Zar 1996).
Umbkaudse usaldusvaérsuse hinnangu saab leida ka vastavalt valemile 4-72 (Berens 2009).

_ e\ 1+4n+4[n*~(n-R)?]-2n-1 [4-72]

[4-71]

p

Pohi

T 20%

20% 15%

20%
15%
15%

,,,,,

-7

20% 15% 20% Joonis 4-24. Puuddnte ava suundade diagramm Alam-
' ' 108 pedja lammihaavikutes (n = 418, avade keskmine asimuut

138° + 47°, erinevus juhuslikkusest 9,3%, p = 0,029).

N Kaheksanurk nditab ava suundade protsentuaalset

+ 15% jagunemist 8 ilmakaare vahel, noole suund keskmist ava

20% suunda ning pikkus erinevust juhuslikkusest, sinised

katkendjooned keskmise suuna 95%-usaldusvahemiku

L oom ning punane katkendjoonega ring néitab 1000 Monte Carlo

Lduna iteratsiooni ava suundade juhusliku jaotumise 95%-
usalduspiiri (8,4%) (Remm et al. 2006 muudetud).
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Uuritava valimi keskmise suuna erinevuse olulisust nullhiipoteesile vastavast suunast (&) ehk
suunast, mille Umber vaatlused juhuslikkuse korral koodnuksid, v6imaldab kontrollida V test.

7. september. 2012 195


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Teststatistik (V) arvutatakse jargmiselt:

V= Zn:(Ayi -cos D)+ Zn:(Axi .sin®)=n-R -cos(® — ®). [4-73]
i=1 i=1

Seejarel soovitatakse V statistikut vaatluste arvu jargi korrigeerida u statistikuks (Zar 1996, Berens
2009).
2
u=V. —.
n [4-74]

Kasutuse naidis

Korduva kasutamise hdlbustamiseks on valemid 4-67 kuni 4-70 salvestatud Exceli faili suunad.xls,
mis on zip arhiivina saadaval selle raamatu veebilehelt. Selle faili té6lehel Naidis veerus A on 128
Pedja jOe &érsetest haavikutest leitud rahniédnsuse ava asimuudid ning veerus B on iga dGnsuse ava
pindala, mida on kasutatud vaatluse kaaluna, mille bioloogiline tdéhendus vdib olla nditeks 6hus
lendlevate seeneeoste puutlive sisemuse sattumise sagedus. Kasutaja saab veergudes A ja B olevad
néidisandmed asendada oma vaatlusandmetega. Lahtrisse K2 arvutab Excel 6dnsuste avade keskmise
suuna arvestamata vaatluse kaalu ning lahtrisse J2 kaalutud keskmise suuna. Lahtris N2 on keskmise
kaalumata vektori pikkus. Keskmise vektori pikkus v@ib varieeruda vahemikus 0...1 (0...100%).
Lahtris M2 on keskmise kaalumata vektori pikkus, mille suurus on samades Uhikutes kui vaatluste
kaaludki. Vaatluste keskmist vektori pikkust saab vorrelda juhuandmetest genereeritud keskmise
vektori pikkustega ja niimoodi selgitada, kuivord oluline on keskmise suuna erinevus juhuslikust
suunast.

Néidisfaili t66lehel Naidis lahtrites K2 ja K3 on keskmise kaalumata suuna 95%-usalduspiirid.
Néidisfaili toolehel Monte Carlo on vaatlustega sama arv juhuslike suundasid genereeritud 42 korda
(veergudes C, I, O jne) ning lahtrites B2 kuni B43 on igale juhuslike suundade komplektile arvutatud
keskmise vektori pikkus. Toolehel Naidis lahtris P2 on vektori pikkus, millest 95% eelnimetatud
keskmistest vektoritest on luhemad. Samuti on leitud 95%-usalduspiir kaalutud vaatluste juhuslikule
jaotusele (tddlehel lahtris O2). Kui eesmérgiks on kontrollida keskmise suuna, aga mitte kaalude
jaotuse erinevust juhuslikust, siis tuleks kaalud (tédlehel Monte Carlo veergudes D, J, P jne) jatta
sellisteks, nagu need loetakse t6olehelt Naidis. Juhuslikuna genereeritakse vaid suunad ja vaatluste
kaale ei muudeta. Kaalumata vaatluste puhul tuleks vordsustada kaalude t66lehel Néidis veerus B
olevad vadrtused.

Programmeerimiskeele R keskkkonnas on suunaandmete anallitsimise vahendid koondatud
pakettidesse circular ja CircStats (Jammalamadaka ja SenGupta 2001).
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4.3. Vaartuspinna kirjeldamine

Reaalsed pinnad on ruumiliselt heterogeensed, neil on struktuur. Pindade heterogeensust
iseloomustab vaartuste varieeruvus ja véartuste paiknemine. Vaartuste paiknemist iseloomustatakse
ruumilise trendi, ruumilise autokorrelatsiooni tugevuse ja ulatuse, anisotroopia ja juhusliku
varieeruvuse (mira) tugevuse abil.

4.3.1. Kategooriline pind

Mingi ala mingis mottes suhteliselt homogeenseteks eraldisteks jagamine ehk pinna segmen-
teerimine (ptk 4.3.2.2) ja eraldiste kaardina esitamine on looduse kirjeldamise Uks levinumaid viise.
Eraldisi kasutatakse nditeks elupaikade kaardistamisel, taimestiku kaardistamisel, maakatte kaar-
distamisel, mulla kaardistamisel ja metsakorralduses. Kdigil neil juhtudel tegeletakse Klassifitsee-
rimisega: looduse suhteline pidevus jagatakse nii temaatiliselt kui ka ruumiliselt kindlapiirilistesse

klassidesse (joonis 4-25).

Loodusnédhtuste mitmekesisus Loodusnihtused
uuritaval alal

Ruumilise
mootkava
ja kaardistatavate
ndhtuste loendi

valik

nahtuste klassideks pinna osadeks
jagamine ehk jagamine eh_k )
klassifitseerimine segmenteerimine
)

Nahtuste klassifikatsioon
% El Teemakaart

Joonis 4-25. Klassikaline teemakaart kui vaartuste klassifitseerimise ja pinna segmenteerimise tulemus.

Kui mingi ala on kaetud selgepiiriliste ja klassifitseeritavate, see tdhendab nominaalse ehk
kategoorilise muutuja areaalidega, siis nimetatakse seda kategooriliseks pinnaks. Kui kategooriline
pind on tervenisti kategoorilise muutujaga kaetud, nimetatakse seda kategooriliseks katteks
(categorical coverage). Kategooriline pind on reeglina laiguline (patchy). Kategoorilise pinna
ruumilist heterogeensust vGib jagada viieks komponendiks:

O kategooriate arv,
iga kategooria osakaal,
laikude paiknemine,
laikude kuju,
laikude naabrussuhted (Li ja Reynolds, 1994).

B. Boots (2006) lisab loetelusse klasside paiknemise vaadeldava ala keskkoha suhtes ehk
ekstsentrilisuse.

0]
(0]
(@]
(0]
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Pindobjektide paiknemisstruktuuri uurimismetoodikaga tegeles juba Greig-Smith (1952), kes
soovitas punktmustrite ja laigulisuse uurimiseks kasutada kilgnevaid eri suurusega analliusiruute,
mida on kasutatud ka punktmustrite kirjeldamiseks (ptk 4.1.2.7). Laigulisuse kirjeldamiseks saab
kasutada teisigi punktmustrite Kirjeldamise meetodeid, kui pind asendada korrapdrase vorgustikuga ja
vOrgustiku iga silma kasitleda punktina. Laigulisust saab iseloomustada ka ruumilise auto-
korrelatsiooni kirjeldamise vahenditega (iihisloend-statistik, korrelogramm — ptk 5.1).

Pinna erijuhtum on labildige ehk transekt, kui seda kasutatakse kindla laiusega véljavdttena
(reeglina pikk ja kitsas riba) suuremast pinnast. Enamasti kasitletakse transekti laiuseta labilSikena.

4.3.1.1. Maastikumeetrika

Maastikumeetrika on kvantitatiivse maastikuanalliisi valdkond, mis kirjeldab kvantitatiivseid
seaduspérasusi kategoorilise kattena kaardistatud maastikus. Enamasti seostatakse maastikumeetrikat
maakatte (land cover) kirjeldamisega seostamaks indeksite erinevusi maastiku mingite omadustega ja
maastikul toimuvate protsessidega. Paljusid kategoorilise katte indekseid saab arvutada nii iga tksiku
kategooria kohta kui ka uuritava maastiku kohta tervikuna, moningaid indekseid (nditeks kuju
indekseid) saab arvutada ka iga laigu puhul eraldi. Maastikumeetrikat vdib siiski mdista ka laiemalt,
mitte ainult maakatte ruumilist struktuuri kirjeldavana, vaid ka pidevate maastikuparameetrite paikne-
misstruktuuri iseloomustajana. Pidevateks maastikuparameetriteks on nditeks maapinna kdrgus, ndlva-
kalle ja ekspositsiooninurk. Naiteks maakatteklasside mitmekesisuse asemel v6ib maastikumeetrika
indeksite abil kirjeldada ka topodiversiteeti voi biodiversiteeti.

Maastikumeetrika indekseid on vélja mdeldud sadu. Kuna paljud neist on ldhedased ja omavahel
tugevasti korreleerunud, siis on leitud, et kuus kuni heksa indeksit esindavad maastikumustrist
valdavat osa (Riitters et al. 1995, Botequilha Leitdo ja Ahern 2002, Cushman et al. 2008). Ulevaate
maastikumeetrika rakendustest on kirjutanud Botequilha Leitdo ja Ahern (2002) ning Uuemaa et al.
(2009). Meeles tasub pidada, et 6koloogilist tdhendust omav maastikumuster sdltub iga organismi
tegutsemisala ulatusest, levimisvoimest, vajalikest ressurssidest ja ressursside kasutuse intensiivsusest,
mitte inimeste loodud kartograafilisest kujutisest (Milne 1992).

Maastikumeetrika indeksite arvutamise standardpakett on FRAGSTATS
(http://www.umass.edu/landeco/research/fragstats/fragstats.ntml). Idrisi vormingusse rasteriseeritud
pindade lokaalseid tunnuseid saab arvutada ka tarkvaras LSTATS (www.geo.ut.ee/LSTATS) ja
Constud (ptk 3.4.6.1 ja 5.6.8.3).

Jargnevalt on esitatud mdned ndited maastikumeetrika indeksitest. Tdiendust v@ib leida
kirjandusest (néiteks O’Neill et al. 1988, Miller et al. 1997, Boots 2006, Uuemaa et al. 2009) ja
Fragstats programmi veebilehelt
(http://www.umass.edu/landeco/research/fragstats/documents/Metrics/Metrics%20TOC.htm).
Alljargnevast loetelust on vilja jaetud Uldised mitmekesisuse ja Uhetaolisuse m@&dtmise vahendid,
millest on juttu peatiikis 2.1 ja lihtsad koonstatistikud (keskmine, tihedus ja hajuvuse indeksid), mis
kuuluvad ldstatistika osasse (ptk 1).

Agregatsiooni indeksid néitavad sama kategooria pikslite koondumist. Lihtsaim agregatsiooni-
indeks mdddab sama klassi killgnevuste osa kbigi pikslikilgnevuste suhtes (Bregt ja Wopereis 1990):

Z ZJ: ab;
e [4-75]

ai'

0

AG
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kus a; = 1 kui pikslid i ja j on naabrid ja muul juhul a; = 0, ab;; = 1 kui pikslid i ja j on naabrid ja
kuuluvad samasse kategooriasse, muul juhul ab;; = 0.

He et al. (2000) agregatsiooni indeks Al naitab sama kategooriaga kiilgnemise osa maksimaalse
vBimaliku suhtes, kusjuures maksimaalne voimalik kiilgnevuste arv sbltub kategooria pindalast ja
uuritava ala kujust

AL =100) Al - A, [476]

kus A; on pindkategooria i 0sa uuritava ala pindalas, Al; on pindkategooria i sama kategooriaga
kulgnemiste osa maksimaalsest v@imalikust, n on pindkategooriate arv.

Kompaktsusindeks sdltub samasse kategooriasse kuuluvate piksliteks jagatud laikude suurusest ja
arvust. Bregt ja Wopereis (1990) lugesid minimaalseks kompaktseks regiooniks kolmest kiilgnevast
sama kategooria pikslist koosneva ala. Kui jagada kompaktsusindeks uuritava ala maksimaalse
kompaktsusega, saab suhtelise kompaktsuse mdddu, mis muutub vahemikus O ... 1.

n
TCP =) WE,, [4-77]
i=3
kus n on kompaktse regiooni maksimaalne suurus pikslites, minimaalne suurus on 3, W; on pikslite arv
kompaktses regioonis i ehk areaali i suurus, E; on suurusega i kompaktsete regioonide arv.

Servakontrasti indeks on kolme omavahel kiilgneva ja erinevatesse kategooriatesse kuuluvate
pikslite arv. Kui jagada servakontrasti indeks uuritava ala maksimaalse servakontrastiga, saab
suhtelise servakontrasti mdddu, mis muutub vahemikus O ... 1.

Suhteline laigulisus (relative patchiness — RPI) arvestab killgnevate laikude erinevuse maara
(Romme 1982).
E

RPI =100

i=1 j=1

ij Dij
N, [4-78]
kus n on kategooriate arv, E;; on servade arv kategooria i ja j vahel, D;; on kategooriate i ja j erinevuse
mdot, N, on piksli voi eraldise servade arv (ristkilikul 4).

Fragmentatsiooni indeks méddab kategooriate arvu (M) ja pikslite arvu (N) suhet.
M -1
=91 [4-79]
Koonduvus (contagion) naitab, millisel méaéral on laigud agregeerunud. Suhteline koonduvus RC
arvutatakse maksimaalse véimaliku koonduvuse C = 2n-In(n) suhtes.

C=2n:-Inn+> > P, -InP [4-80]
i
n o P -InP,
RC = B S )
ZZ 2n-Inn [4-81]

kus n on kategooriate arv, Pj; on tdenaosus, et kiilgnevad pikslid kuuluvad kategooriatesse i ja j.
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Sidusus (cohesion) (Schumaker 1996) moddab kahevaartuselise maastiku labitavust eeldusel, et
liikuda saab vaid (hte tadpi piksleid pidi. Sidususe véljendamisel protsentides tuleb valemisse lisada
sajaga korrutamine.

m
2.0
i

[ B

Z pij\/;u ; Py {1 1 }1 [4-82]

COH=——31 -

1-—
1 m
“h | i

kus pj; on laigu ij umbermd6t pikslikilgede arvuna, a; on laigu ij pindala pikslite arvuna, A on pikslite
arv uuritavas maastikus.

Suuruse ebavdrdsuse indeks (size disparity) on Lorenzi kdvera (ptk 2.1.4) ja graafiku diagonaali
aluse pindala suhe. Kui kdik eraldised on vordse suurusega, on Lorenzi kdver diagonaalsuunaline
sirge.

Gini indeksit Gldjuhul on kirjeldatud peatikis 2.1.4. Les ja Maher (1998) andsid Gini indeksile
binaarse jaotuse jaoks jargmise kuju

~ N . .

Q —m; p(j [t)p(it), [4-83]
kus N on klasside arv, p(i|t) on pinnal t oleva juhusliku objekti tdendosus kuuluda Klassi i, p(j|t) on
pinnal t oleva juhusliku objekti tbendosus kuuluda Kklassi j. Seega, mitmekesisus on suurim juhul, kui
kaardil on kategooriaid i ja j vordsel hulgal.

Fraktaalne dimensioon. Maastiku fraktaalset dimensiooni saab maérata Uksiklaikude pindalade ja
timbermd@dtude vahelise regressioonisirge tdusunurga jargi (O’Neill et al. 1988, Li ja Reynolds 1994).
Laigu kuju fraktaalne dimensiooni D leitakse sel juhul valemist

2In(cR,)
D=2"t0J
In(A) [4-84]

kus D on laigu kuju fraktaalne dimensioon, A, on laigu k pindala, P, on laigu k Gimbermddt, ¢ on
arvutusviisist sdltuv konstant, ruudukujuliste pikslitega rastri puhul = 0,25.

Teine maastikumustri fraktaalse dimensiooni arvutamise variant lahtub Pielou (1977) hierarhilisest
mitmekesisusest, mis omakorda arvutatakse Shannoni mitmekesisusest H(e) (ptk 2.1.2), sGltuvalt
mddtkavauhikust e (Li 2000). H(0) tahistab mitmekesisust maksimaalselt detailses mddtkavas.

b _ H(e)-H() [4-85]

' In(s)

TTLQV indeksi (two-term local quadrate variance — TTLQV ehk V) véértusi kujutatakse graafikul
sOltuvalt analttsiruudu suurusestb (b =1, 2, 3, ..., n/2) (Hill 1973) (vt ka ptk 4.1.2.7).
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[4-86]

”Zl{ Ji‘,(xi - Xi+b):|

= i=j+1

® 2b(n+1-2h)

kus x; on katvus transekti i-ndas ruudus, j on ruudu indeks blokis suurusega b, n on ruutude arv
transektis.

Dale ja Maclsaac (1989) nditasid, et TTLQV-indeks s6ltub laikude tihedusest. Suuremate laikude
suurema tiheduse korral ei suuda meetod vaiksemat struktuuri avastada. Mainitud autorid pakkusid ka
iteratiivse vOimaluse V), ja tiheduse hindamiseks eri mddtkavas laikude puhul. Seejérel on véimalik
arvutada osadispersioonid ja seega tiheduse erinevuse mdju kdrvaldada.

4.3.1.2. Kategoorilise pinna mitmekesisuse soltuvus modtkavast

Ruumiandmeid saab jark-jargult Gldistada nii, et moodustuvad sama maastiku erinevad
md06tkavatasandid — iga tasand omaette andmekihina. Moellering ja Tobler (1972) jérgi vdiks
mitmekesisuse modtkavatasandeid mudeliks kirjutada kujul

Xiw =1+ + By + i [4-87]

kus X on mitmekesisus maakonnas k, osariigis j, mis on piirkonnas i. x on piirkonna
omamitmekesisus, a piirkondlik mitmekesisuse osa, S véljendab osariigi panust mitmekesisusse ja y
maakonna panust. lga maakonna mitmekesisus moodustub nende faktorite summana. Moellering ja
Tobleri printsiipi saab kohandada ka tesitsugustele hierarhilistele tasemetele.

Mitmekesisuse mdddikud reageerivad mdodtkava sama maastiku puhul muutmisele erinevalt.
Néiteks Wu et al. (2000) leidsid, et laikude arv, laikude tihedus, servajoone pikkus, laigu keskmine
suurus, laikude suuruste variatsiooonikoefitsient muutuvad mddtkava muutmisel sujuvalt, samas teised
mdddikud, nagu mitmekesisuse indeks, fraktaalne dimensioon ja kuju indeks vdivad teha ette-
arvamatuid hippeid.

4.3.1.3. Elupaikade fragmenteerumine

Tervikliku elupaigalaigu jagunemist mitmeks véiksemaks laiguks nimetatakse elupaiga killustu-
miseks ehk fragmenteerumiseks. Elupaikade fragmenteerumisega kaasneb thenduse markimisvéaarne
viahenemine voi isegi katkemine elupaigalaike asustavate populatsioonide vahel. Uldiselt kaasneb
elupaiga fragmenteerumisega kogu asurkonna elujéulisuse langus, kuid mitmest lokaalpopulatsioonist
koosneval metapopulatsioonil v@ivad olla the tervikliku populatsiooni ees mdned eelised, néiteks
riskide hajutatus. Uhe suure v6i mitme vaikese populatsiooni eelistamine on looduskaitse planeerijate
hulgas juba aastakiimneid kestnud debatt (Diamond 1975, Simberloff ja Abele 1976, Araljo ja
Williams 2000).

Elupaikade (ksteisest eraldumise ehk fragmenteerumise mdju hindamisel on réhutatud eelkdige
liigi mobiilsuse, elupaigandudlikkuse (spetsialiseerumise) ja populatsiooni tiheduse arvestamise olu-
lisust. Fragmentatsiooni mdju ei s6ltu ainult eraldiasuvate eraldiste hulgast ja suurusest, vaid ka nende
omavahelisest paiknemisest, kujust ja suuruste jaotusest (joonis 4-26). Ohustatud liigi sdilumiseks on
otsustava tdhtsusega enamasti just piisavalt suurte tuumalade (core area) ehk vdtmelaikude (key
patch) olemasolu.
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Joonis 4-26. Intensiivselt raiutud metsaala Kirde-Eestis, kus lendorava esinemistdendosus on elupaiga frag-
menteerumise tagajérjel muutunud nullildhedaseks. Sobiva puistu hulk kujutatud alal on lendorava pesitsemiseks
piisav, kuid raiutud ala eraldab kaitsealuse (punase piirjoonega) v8i vana metsa laigud tksteisest.

Uurimused

Mac Nally et al. (2000) juhivad téhelepanu fragmenteerumise erinevale mdjule eri liikide puhul;
samuti liikidevaheliste suhete muutumisest tulenevatele raskustele fragmenteerumise méju hindamisel.

Remmel ja Csillag (2003) juhivad t&helepanu, et maastikumeetrika indeksite vaartuste vordlemisse
tuleks suhtuda suure ettevaatusega, sest véikesed muutused mustri koosseisus ja konfiguratsioonis
voivad esile kutsuda drastilisi muutusi indeksite véaartustes

Kumar et al. (2006) leidsid, et maastiku mitmekesisuse indeksid seletasid v&drliikide hulga
varieeruvust suuremal maaral kui kohalike liikide mitmekesisust.

Gaucherel (2007) soovitas mitmekesisuse ja mdoOtkava seose néditamiseks kasutada hetero-
geensusprofiili (heterogeneity profile — HP) ja erinevates mddtkavades mitmekesisuskaartide
keskmistamist Ohtseks mitmekesisuskaardiks (multiscale heterogeneity map — MHM).

Bennie et al. (2011) mdotsid mitmekesisuse ruumilist varieeruvust teatud vahemaaga vaatlus-
paarides arvutatud mitmekesisuste erinevusena.

4.3.2. Pidev vaartuspind

Vaartuspinnaks okoloogilistes uuringutes on enamasti maastik, kaart (pinna tesselatsioon) voi
vaatlustransekt, mille punktides (sageli mitte kdigis) on mdddetud v3i hinnatud mingi muutuja vaartus.
Kujutise to6tlemise meetodid eeldavad reeglina, et algandmeteks on ks v8i mitu rastrikihti, millede
pikslite véartusi (mis enamasti on téisarvud vahemikus 0...255) késitletakse pideva muutujana.
Satelliidipildi to6tluses on klassifitseeritavateks vaartuspindadeks kiirgusvéartuste andmekihid. Satel-
liidipilt haarab suuremat ala ja on vdahema geomeetrilise moonutusega, aeropildistamine v8imaldab
objekte lahemalt seirata ja on vahem tundlik pilvisuse suhtes.

Lennuaparaadile paigutatud sensor registreerib sensori tuubist sdltuvaid kiirgusvahemikke. Kohaga
seotud signaali jargi saab tuvastada pikslile vastava koha omadusi. Kaugseireandmete kasutamisel
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koha omaduste indikatsioonis on tltpulesandeks pikslite klassifitseerimine kas varem etteantud
klassidesse v0i siis parima Kklassifikatsiooni otsimine.

Traditsiooniliselt on taimkatte kaardistamiseks kasutatud Landsat TM sensori andmeid, mille piksli
suurus on 25...30 m. Sellise piksli suuruse juures on killaltki palju liitpiksleid, mis parinevad osaliselt
Uhest ja osaliselt teisest maakatteklassist. Uuemate satelliitide ja aeropildistamisel kasutatavad
sensorid on alla Ghe meetrise lahutusvdimega. Nii detailse info todtlemisel on probleemiks maastiku
Uiksikelementide erinevast peegeldumisest tulenev lisateave, mis ei ole suuremate (iksuste eristamisel
vajalik. Detailsete kujutiste jargi vdhemdetailsete klasside eristamiseks ei sobi pikslikaupa klassi-
fitseerimise meetodid. Nende asemel on asutud valja to6tama koha imbruses (kernelis) olevate teatud
tlupi pikslite sagedust voi paiknemise struktuuri arvestavaid meetodeid. Korge lahutusega kosmose-
fotode téotlemine on aktuaalne, kuna selle kasutamine kaardistustoddel pakub kaugseireandmete
suuremat Uhetaolisust, vdib olla odavam ja operatiivsem kui aerofotode kasutamine.

Pideva muutuja vadrtuspinna varieeruvus vOib avalduda juhuslike hélvetena, kindlasuunalise
muutumistendentsina ehk trendina, lainelisusena ja erinevas suuruses laigulisusena voi keerukama
tekstuurina (ptk 4.3.2.6) (joonis 4-27).

Sama lokaalne
varieeruvus
suurendatud
madotkavas ei
pruugi olla
télgendatav

- globaalse

. Uhetaolisusena.

gl

Lokaalne
varieeruvus,
globaalne
iihetaoclisus

Tekstuuri
korrapédra:
suhteliselt
korrapérase
paiknemisega
laigud.

Laigulisus esineb nii
kategooriliste kui ka

Struktuuri Joonis 4-27. Ruumilised

korrapara: struktuurid pidevates vadrtus-
gradient (nii . . .
keskvaartus kui pindades; halli toonid

§ ka varieeruvus esindavad pideva muutuja
Y (kontrast)

pidevate pindade s
puhul {positiivse ¢ ¢ suurenevad vaartusklasse (Legendre %v
ruumilise autokarre- | , kirdesuunas muudetud).

latsiconina). . . ——

4.3.2.1. Ruumiline trend

Trend tahistab suundumust ehk muutumise Gldistust. Trendpinna analtits on uldjuhul suuremate
ruumiliste tendentside otsimine andmetest, mis reeglina toimub regressioonanaliiiisi meetoditega.
Argumenttunnuseks vdivad seejuures olla nii ruumikoordinaadid kui ka nende polinoomfunktsioonid
vBi muud teisendused, funktsioontunnuseks on aga mingi muu uuritav muutuja (joonis 4-28). Uhe-
mdo6tmelise (univariate) trendpinna anallisi puhul rakendatakse mitmetunnuselist regressiooni iga
uuritava muutuja puhul eraldi. Trendpinna kanoonilise analtiisi puhul analliisitakse korraga mitut
sOltuvat muutujat ehk muutujate kompleksi (Bocquet-Appel ja Sokal 1989).

Trendpinna analtUsil kasutatakse argumenttunnustena vaatluskohtade
koordinaate ja nende teisendusi
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Joonis 4-28. Maapinna kdrguse (z) lineaarne trend kaardilehel 54344 (Otepaa) (A), poliinoomtrend samadest
andmetest (B) ning maapinna suhteline kdrgus samal kaardilehel olevast keskmisest kérgusest (C) ja lineaarse
trendi suhtes (D). Trendpinna valemites on Lambert-Est susteemi ristkoordinaadid kilomeetrites.

Trendpinna anallilisi eesmargiks on ruumilise nahtuse asukohast sGltuva suundumuse uldistatud
esitamine, lokaalsete nahtuste eristamine Gldisest suundumusest ja lokaalsete nédhtuste kirjeldamine
trendi suhtes. Kui pinnavormide suhteline korgus esitatakse mingi kindla kdrgusega tasandi suhtes, siis
ndlval olevaid pinnavorme saab kujutada ka ndlva uldistatud kujul kirjeldava kaldpinna suhtes (joonis
4-28D).

Ruumilise trendi lokaalne vaste on lokaalne muutus ehk lokaalne gradient. Lokaalseks gradiendiks
on naiteks ndlva kaldenurk, mille suuruse arvutamiseks on tarvis teada korvalolevaid vadrtusi kas
naaberpikslites vdi lokaalses kernelis. Enamik geoinformaatika tarkvara arvutab ndlva kaldenurka
vorreldes kilgnevate pikslite vaartusi. Tartu Ulikooli geoinformaatika Gppetooli juures loodud
tarkvara LSATS (www.geo.ut.ee/LSTATS) oskab keskmise lineaarse gradiendi tugevust leida suvalise
suurusega ruudukujulises vdi imaras aknas.

Trendpinna kanooniline anallitis (canonical trend surface analysis — CTS) otsib mitmest
tiksiktunnusest koosneva kompleksi ldise muutumistendentsi seost asukoha koordinaatidega. Trend-
pinna kanooniline analtitis on ldhedane kanoonilisele korrelatsioonile (ptk 2.4.5), mis mdddab kanoo-
nilist seost tunnustekomplektide vahel. CTS analliisis konstrueeritakse mitmetunnuseline trendpind,
mis korreleerub vdimalikult tugevasti asukohakoordinaatidega ning teisest kiljest ka koordinaatidega
maératud kohtades mdddetud tunnuste kompleksiga.

Kanoonilised trendid nditavad vaid Uldtendentse ja on andmetele paremini sobitatud uurimisala
keskosas. Originaalandmete hélbeid CTS pinna suhtes saab analulsida nagu korrelatsioonijééke.
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Sealhulgas voib huvi pakkuda korrelatsioonijaékide ruumilise autokorrelatsiooni analiils.

CTS pinnaga seletatud kovariatsiooni suurust uuritavate muutujate vaartuste ja nende asukoha
vahel saab hinnata kanoonilise korrelatsioonikordaja ruudu abil. Taanduvuse koefitsient (redundancy
coefficient of CTS) néitab CTS pinna vastavust algsetele empiirilistele andmetele (Wartenberg 1985).
CTS pind on analoogiline peakomponentpinnale, kui muutujate varieerumise peamine suund geo-
graafilisel pinnal vastab varieeruvuse peakomponendile, mille arvutamisel ei ole asukohta arvestatud
(Diniz-Filho ja Malaspina 1995).

4.3.2.2. Vaartuspinna segmenteerimine

Segmenteerimise eesmark on jagada véaartuspind eraldisteks, mis vastavad reaalse maailma
objektidele. Kdige primitiivsem vaartuspinna segmenteerimise viis on jagada kujutis vBimalikult
tihetaolisteks osadeks. Osadeks jagamise Ulesannet saab lahendada kahel viisil: alt Gles — kiilgnevate
sarnaste pinna osade (pikslite voi eraldiste) tihendamise teel, vdi Ulalt alla — pinna osadeks jagamise
teel. Pinna osadeks jagamine vdib lahtuda kas kogu andmestikust vGi vaid lokaalsest varieeruvusest.
Mitmetunnuselise pinna v@i transekti osadeks jagamisel on tegemist klasteranaltiusi tutpi Glesandega,
mille juures saab kasutada vaatluste vahelise sarnasuse/erinevuse mdodte, sealhulgas kaugust tun-
nusruumis. Erinevate muutumispiirkondadega tunnuste kasutamisel on soovitav erinevused nende
standardhalvetega standardiseerida.

Haralick ja Shapiro (1985) jargi peaks segmenteeritud pind vastama jargmistele tingimustele:

O segmendid peaks olema suhteliselt Gihetaolised vaadeldavate tunnuste osas,
O kilgnevad eraldised peaksid erinema oluliselt,

O eraldised peaksid olema vdimalikult lihtsa kujuga ja eelistatult ilma saarteta,
O eraldiste piirjooned peaksid olema vdimalikult sirged ja tapse asukohaga.

Keerukam, kuid realistlikumaid tulemusi andev segmenteerimine on jarkjarguline, igal eraldatud
objektil (segmendil) on naabrus, superobjekt, objektisisene varieeruvus ja enamasti vdivad olla ka
alamobjektid, mis kbik annavad suure hulga v8imalikke tunnuseid.

Segmenteerimine vOib toimuda mitmete algoritmide jargi. Vaartuspinna segmenteerimise viisid
oleksid laias laastus jargmised.

Grupeerimine on olemasolevate ruumiosade (pikslid, eraldised) koondamine kiilgnevateks ja oma-
vahel maksimaalselt sarnasteks suuremateks ruumiosadeks. Tekstuuri anallilsile tuginevat pikslite
grupeerimist on kasutanud Pietikdinen ja Rosenfeld (1981), Chou et al. (1994), Spann ja Wilson
(1985), Beveridge et al. (1989), Woodcock ja Harward (1992), Shandley et al. (1996), Ryherd ja
Woodcock (1996).

Globaaltsoneerimine (global zonation) alustab kogu pinnast ja pluab seda v6imalikult homo-
geenseteks eraldisteks jagada. Naiteks tarkvaras eCognition algab segmenteerimine kbige kaugematest
ja kdige erinevamatest pikslitest.

Servatuvastus (edge detection) on ks pohilisi pilditdotluse ja eriti objektide automatiseeritud
tuvastamise vahendeid, mille kéigus piltakse leida kujutise jarsema muutumise kohti. Servakontrasti
otsimise lokaalsed meetodid kasutavad piiri otsimisel vaid potentsiaalse piiri l&hedal olevaid kohti.
Lokaalselt kasutatavaid kaalumisfunktsioone nimetakse seejuures operaatoriteks. Operaatorid erinevad
naabrite asendist sOltuvate kaalude poolest (joonis 4-29). Objektituvastuse (feature detection)
algoritmid tegelevad lisaks servatuvastusele veel nurgatuvastusega, hetaoliste alade tuvastusega (blob
detection), harja tuvastusega (ridge detection) ja mitmesuguste etteantud struktuuritidpide
tuvastamisega.
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Kaalud kaalutud keskmise arvutamisel

Lihtsad
Gradiendi tugevus naabruskaalud Sobel operaator
0 0 O 0-1/20 10 1 1 -2 41
_ 2 2
G,= VGt Gy -1/2[0] 172 o@o‘ 2[0]2 ofo]o l
0 0 O 0120 10 1 1 2 1

Gradiendi suund —_— _— -

6 = atan2 (G,/ Gy)

Prewitt operaator Roberts operaator
Fokaalpiksel,
o Mille kohas —~101 114 / \
radiendi tugevust -
9 mc')()dgtakse 1 @ 1 0 @ 0 @ ! m 0
10 1 11 1 10 0 -1
—_—

Joonis 4-29. Lokaalsed filtrid gradiendi tugevuse maddtmiseks.

Servatuvastuse filtrid toimivad jargmiselt. Aken jagatakse kaheks vOi enamaks osaks vastavalt
sellele, millises suunas v6i suundades piire otsitakse. Akna osade vahel arvutatakse erinevuse ehk
lokaalse gradiendi mdadik. Akent liigutatakse Ule kogu pinna ja fikseeritakse erinevuse méddud igas
kohas. Suurima erinevuse voondid on ruumiliste eraldiste piiride paiknemiskohana kdige enam
pohjendatud. Uleminekukohtade vdimendamiseks saab kasutada Laplace filtrit, mida rakendatakse
kujutise intensiivsuse tuletisele.

D. Gill (1970) kasutas piiri parima koha leidmiseks segmendisiseseid (SS,) ja segmentide vahelisi
ruuthdlvete summasid (SSy). Piiri parim koht on seal, kus R on suurim [4-88]. Osadeks jagamist
korratakse, kuni R enam ei suurene.

85, -S8,
Ss,

J. Canny (1986) esitas servatuvastuse teooria, mille kohaselt jaguneb servatuvastuse efektiivsus
kolmeks:
O  objektide tdene dratundmine,
O  objektide tbene piiritlemine,
O vahene tundlikkus kujutises oleva mira suhtes.

R [4-88]

Canny algoritmi algab miira vdhendamist kujutises normaaljaotuse koverat jargiva lokaalse
filtriga. Sellele jargneb kujutise intensiivsusgradiendi tuvastamine lokaalse operaatoriga eraldi neljas
suunas (horisontaalne, vertikaalne ja kaks diagonaalsuunda). Iga leitud piir klassifitseeritakse vastavalt
tlemineku suunale. Piiride kujutisel kasutatakse suunaklasside tahistamiseks vérve. Siis leitakse
gradiendi tugevuse maksimum igas eelnevalt leitud Gleminekuvdondis. Seejarel toimub servajoonte
pidevuse kontroll ja objekti piiri mitte téhistavate tleminekute eemaldamine. Ldpuks on v@imalik
objekte tahistavate eraldiste moodustamine vektoriseerimine.

Vombling on gradiendi otsimise lokaalne meetod, mille puhul keskmistatakse ruumiliste muutujate
tuletiste absoluutvadrtusi. Tuletiste arvutamisel kasutatakse liikuvat akent. Meetod on saanud nime
W.H. Womble (1951) jargi (Oden et al. 1993, Fortin 1994). Seda on kasutatud geneetikas ja
metsanduses. Muutuja Z ruumis muutumise kiirust m saab arvutada tuletisena:
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m = [of (x, y)/ ox [ +[of (x, y)/ oy T, [4-8]

fxy)=Z, (1-X)(1-y) + Zy x(1-y)+ Z. (1-X)y + Z, xy. [4-90]

Vorevombling nduab regulaarselt paiknevat andmestikku, triangulaarvomblingu l&hteandmed voi-
vad paikneda ebakorraparaselt. Ebakorrapéraselt paiknevad andmed vdib korraparasesse vdrgustikku
interpoleerida, kuid interpoleerimine vdib olemasolevaid gradiente maskeerida.

Triangulatsioonvombling arvutab lokaalse muutuse kiirust 1ahima kolme punkti kaalutud erinevuse
abil. Ebakorrapéraste kolmnurkade vorgustiku (triangulated irregular network — TIN) korral vordub
muutuse Kiirus kolmnurga kaldenurgaga. Seega kiinka ja oru piiritlemise lesande lahendab vombling
kdige jarsema ndlva jargi.

Vomblingut saab kasutada ka mitmefaktoriliselt ja kategooriliste andmetega. Esimesel juhul
méadratakse keskmine muutumise kiirus mitme faktori muutumise kiiruse keskmisena. Teisel juhul
omab olulist tahtsust otsus, kas Klasside erinevused on sama suured v6i mitte. Vomblingul leitud
piiride kontrastsust saab vorrelda samade andmete korduvate juhuslike imberpaigutustega.

Struktuursete Uksuste eristamise puhul vorreldakse iga koha (piksli) arvulist véartust ja
naabruses olevate véartustega ja saadakse piiritletud pinnavormid. Néiteks tarkvara Idrisi vahendiga
toposhape on véimalik eristada 11 topograafilist vormi: tipp (peak), hari (ridge), sadul (saddle),
tasandik (flat), jaarak (ravine), auk (pit), kumer ndlv ehk nina (convex hillside), saduljas nélv (saddle
hillside), Ghtlane ndlv (slope hillside), ndgus nélv ehk orvand (concave hillside) ja looklev ndlv
(inflection hillside).

Pinnavormide hulk ja paiknemine sdltub vdga olulisel maaral Gldistusastmest. Naiteks Uldistatud
mdo6tkavas kujutatud mégi voib detailses mdbtkavas koosneda mitmest tipust ja tippudevahelistest
sadulatest.

Topograafiliste vormide hierarhilist struktuuri on nimetatud eSelonideks (echelons). ESelonid aval-
duvad eraldistena kaardil, atribuutide tabelina ja struktuuri thelt eSelonilt teisele parandumist esindava
puuna (Myers et al. 1996, 1997). ESelonide eristamist on kasutatud bioloogilise mitmekesisuse kaar-
distamisel (Myers et al. 1995).

4.3.2.3. Kujutise objektorienteeritud klassifitseerimine

Kui objektid v6i maakatteklassid, mida kaugseirekujutiselt Gritatakse eristada, on suuremad Kui
kujutise piksel, siis ei esinda tksikpiksel enam eristatavat kategooriat, vaid selle osa. Sama objekti pii-
res vOib olla erineva kiirgusvaartusega piksleid ja objekti iseloomustab pikslivaartuste muster.
Objektorienteeritud kaugseirekujutise to6tlust on nimetatud geoinfoteaduse omaette osaks (geographic
object-based image analysis — GEOBIA) (Hay ja Castilla 2008, Johansen et al. 2010), mis tegeleb
kaugseirekujutise jagamisega sisukateks objektideks ja seejarel nende objektide klassifitseerimisega.
GEOBIA tugineb nii segmenteerimise kui ka mustrituvastuse ideedele ning eristub objektipdhisest
pilditdotlusest (object-based image analysis — OBIA), mida rakendatakse muudel aladel, nagu
biomeditsiinis ja raalndgemises (computer vision).

Kaugseirekujutise objektorienteeritud to6tluse vajadust pdhjendavad Hay et al. (2005) jargmiste
asjaoludega.

O Detailse kujutise tksikud pikslid ei esinda klassifitseeritavaid objekte, vaid nende osi.

O Inimesed ei taju maailma pikslitena, vaid erinevas suuruses objektidena.

O  Objektidest koosneva ruumilise andmestikuga té6tamiseks on olemas piisavalt palju

meetodeid ja tarkvara ning nende arendamine jatkub.
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©  Objektideks jagamine suudab paremini kirjeldada 0kostisteemide keerukat mitmemddtkavalist
sisestruktuuri, mille komponendid on omavahel mitmesugusel viisil seotud.

O Objektorienteeritud kaardistamine pakub lahendust muudetava pindiksuse probleemile (ptk
4.3.5).

Kuna looduse kaardistamisel ei ole tihte ja igas olukorras sobivaimat mdotkava, siis moodustatakse
kujutisest mitmel hierarhilisel tasemel objekte esindavad eraldised. Nende eraldiste omadused
koosnevad eraldise sees olevate pikslite, eraldist moodustavate detailsemate eraldiste ja eraldist
hélmavate suuremate eraldiste atribuutidest (joonis 4-30).

88
8 Maakattelksustele
8 8 &8 vastavad eraldised

A A A 3] (pold, tee, jarv, mets)

Puistutilbile
vastavad eraldised
(okasmetsad ja lehtmetsad)

Uksikvéradele
vastavad eraldised

(Uksikud puud ja hdilud puude
vahel)

Joonis 4-30. Mitmemddtkavaline
Pikslid segmenteerimine. Igal detailsustase-
B rets R haritay maa mgl kasut[ataks_e objektide erista-
, : [ veekogu [ lehtmets miseks erinevaid, sealhulgas teiste
1288 ; ; [ tee [ okasmets tasemete tunnuseid. Joonise koostas
Tanel Tamm.

Mitmemd&tmelises objektorienteeritud kasitluses moodustatakse mitmel
detailsustasemel eraldised

Spetsiaalne kaugseirekujutise segmenteerimise ja eraldiste klassifitseerimise standardtarkvara on
eCognition (http://www.ecognition.com/sites/default/files/eCognition_Software.pdf).

4.3.2.4. Uldistatud erinevusanaliitis

Okoloogilisel regionaliseerimisel liidetakse sarnaste keskkonnaomadustega kohad (iheks piir-
konnaks, milles tuleks eelistada Uhesuguseid majandamisviise ja planeerimispdhimétteid. Kvanti-
tatiivsel 6koloogilisel regionaliseerimisel on kdige sagedamini kasutatud mitmetunnuselist sarnasusele
ja erinevusele tuginevat kirjeldavat rihmitamist, milles rakendatakse vaid keskkonnatunnuseid (Bunce
et al. 1996, Hargrove ja Hoffman 2005, Leathwick et al. 2003, Mackey et al. 2008, Metzger et al.
2005, Sheail ja Bunce 2003, Trakhtenbrot and Kadmon 2005).

Keskkonnatunnuste jargi rihmitamist on téiustatud elustiku sarnasuse/erinevuse ja keskonna-
faktorite sarnasuse/erinevuse seose kaasamisega. Clarke ja Ainsworth’s (1993) esitatud metoodika
kohaselt tuleks esmalt arvutada eraldi maatriksid vaatluskohtade biootilise erinevuse kohta ja
keskkonnafaktorite véartuste erinevuse kohta samades vaatluskohtades. Biootilise erinevuse maatrik-
seid on Uks, keskkonna erinevuse maatrikseid mitu — eraldi iga keskkonnatunnuse jaoks ja iga tunnuste
kombinatsiooni jaoks. Keskkonnatunnuste kombinatsioonid sisaldavad tunnuseid kahekaupa, kolme-
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kaupa jne kuni koigi keskkonnatunnuste kooskasutuseni. Seejarel tuleb arvutada astakkorrelatsioon
biootilise erinevuse maatriksi ja iga Uksiku keskkonna erinevuse maatriksi vahel. Suurim
korrelatsioonikordaja néitab keskkonnatunnuste kombinatsiooni, mis kdige paremini esindab biootilisi
erinevusi uuritaval alal. Meetod vbimaldab seoste (iksikasjalikku esitust, kuid on arvutusmahukas.

Ferrier ja kaasautorid tutvustasid eelkirjeldatud meetodit andes sellele nime uldistatud
erinevusanaltiis (generalised dissimilarity analysis — GDM) (Ferrier et al. 2002b, 2007, Ferrier
2002). GDM metoodika v6imaldab madrata keskkonnatunnuste sobivaimad teisendused ja kaalud
enne klasteranallilisi ning visualiseerida koos temaatiliste regioonide piiridega ka nende regioonide
omavahelist sarnasust (Snelder et al. 2006).

GDM seob elustiku ja keskkonnatunnuste varieeruvuse ning véimaldab
valida elustiku erinevustega seonduva keskkonnatunnuste kombinatsiooni

4.3.2.5. Kontekstist sdltuv klassifitseerimine

Pilditootluses, sealhulgas kaugseirekujutise klassifitseerimisel mdistetakse kontekstist soltuva
klassifikatsiooni all tdiendavate andmeallikate kasutamist. Kujutisele lisanduvad taiendavad andme-
allikad on eelkdige topograafilised kaardid ja varasemad andmed uuritava tunnuse kohta. Lisaandmeid
saab kasutada enne voi pérast klassifitseerimist vdi ka klassifikatsiooni ajal, ruumilise v6i temaatilise
eelklassifikaatorina voi jarelklassifikaatorina voi tulemust mdjutava tunnusena.

Landsat TM pildi eelkorrektuuris kasutatakse néiteks ndlva ja valguse langemise nurka arvestavat
korrektuuri Minnaert (1941) konstandi jérgi

log(L - cos(e)) = k - log(cos(i)- cos(e)) + log(L, ). [4-91]

Piksli vaartuse korrigeerimiseks kasutatakse Minnaerti korrektuuri (Colby 1991)

L L -cos(e)
" cos(i)-cos(e)’ [4-92]
kus L on kiirgus, L, on normaliseeritud kiirgus, kiirgus kui e =i = 0, e on ndlvakalle, i on valguse

langemise nurk, k on empiiriliselt leitav konstant.

4.3.2.6. Tekstuuri tuvastamine

Haralick et al. (1973) jagasid inimtajule vastava mustrituvastuse kolmeks: spektraalseks,
tekstuurseks ja kontekstuaalseks. Spektraalsed erinevused kirjeldavad erinevate kiirgusvahemike
kiirguse vahekorda ja selle varieeruvust, tekstuur kirjeldab kiirguse varieeruvust samas Kiirgus-
vahemikus, konteksti tunnused iseloomustavad koha Gimbrust. 1979. aasta t60s jagas Haralick tekstuuri
omakorda statistiliseks ja struktuurseks (Haralick 1979). Statistiline tekstuur iseloomustab véértus-
klasside vahekorda, struktuurne tekstuur iseloomustab vaartusklasside paiknemist Uksteise suhtes.

Tekstuur iseloomustab vaartusklasside vahekorda ja paiknemist tksteise
suhtes
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Lark (1996) pidas tekstuuri iseloomustamisel vajalikuks nelja omaduse kirjeldamist:
pikslivaartuste varieeruvus,

O pikslivaartuste varieeruvuse séltuvus pikslite vahemaast ja md&tkavast,

O pikslivaartuste varieeruvuse séltuvus pikslite paiknemise suunast (anisotroopia),
O pikslivadrtuste varieeruvuse ruumiline perioodilisus.

0]

Digitaalselt salvestatud kujutised koosnevad reeglina erineva lainepikkusega peegeldunud voi
emiteeritava kiirguse intensiivsuse arvulistest vaartustest. lga lainepikkuse vahemikku saab anallilsida
omaette halltoonis pikslitest koosneva kujutisena, milles igal pikslil on halltooni intensiivsust kirjeldav
reaalarvuline vééartus. Tekstuuri kirjeldamiseks jagatakse halltoon heledusklassidesse. Kuna arvutuste
maht ja vajaliku mélu maht suureneb kiiresti heledusklasside arvu suurenedes, piirdutakse tavaliselt
mitte enam kui 16 heledusklassiga. Kuna korraga kirjeldatakse kas vaid the spektrivahemiku voi
pankromaatse (halltoonides) kujutise tekstuuri, nimetatakse tekstuuri kirjeldavaid s6ltuvusi halltooni
paiknemisseosteks (gray-tone spatial dependence, gray-level dependences).

Halltooni klasside kilgnevuste sagedust kirjeldatakse maatriksina, mille komponendid P(, j, d, 6)
téhistavad tGendosust, et kaks pikslit vaartusklassidest i ja j esinevad teineteisest kaugusel d ja nurga
all @ (joonis 4-31). Kui tekstuuri kirjeldamisel kasutada spektri erinevaid osi, lisandub sagedus-
maatriksisse veel viies dimensioon. Tekstuuri kirjeldamiseks saab kasutada sagedusmaatriksist
tuletatud Uksikparameetreid. Kujutise klassifitseerimiseks tuleb tekstuuri iseloomustavaid maatrikseid
mingite nditajate alusel v@rrelda ja mddta nende sarnasust etteantud néidistega v6i nendest arvutatud
statistikutega.

Kujutise tekstuuri kirjeldamiseks pikslivaartused klassifitseeritakse

Pikslivadrtused Naabruse suunad
rasterkujutises

.90 .
ojof1]1] 1% 45 Halltooni véartusklasside
olol1[1 paiknemisseoste maatriksid
o eraldi naabruse iga suuna jaoks
g = 3 3 ]
Bl s s O Jol+IEEN °°[ [o[+EN
0/4 2 10 |0/5 0 20
112 4 0 0 10 4 2 0
Diagonaalist iihel pool 10 6 1 2 2 2 92
on Uhtepidi kiilgnevus,
teisel pool teistpidi 00 12 0020
135 [ To AR 5 [ o[ 1E
Lahtrli)tes on 2 130 4 100
esimese astme naabritena — —
koosesinemise sagedused (P,), 112 10 1112 20
mille alusel arvutatakse 310 2 0 2 4 1
tekstuuri kirjeldavad
statistikud 0020 00 10

Joonis 4-31. Tekstuurimaatriksite moodustamine naabruse neljas suunas.

Enamkasutatud on jargmised sagedusmaatriksite statistikud (Haralick et al. 1973): teise jargu
nurkmoment (angular second moment) [4-93], kontrast [4-94], korrelatsioon [4-95], dispersioon [4-
96], homogeensus ehk erinevuse péérdmoment (inverse difference moment) [4-97], klassisummade
keskvéartus [4-98], klassisummade dispersioon [4-99], klassisummade entroopia (kuna logaritm
nullist on méaramatus, siis soovitab Haralick sagedustele véikese arvu juurde liita) [4-100] ning
entroopia [4-101].
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Z;,Zl, p(, j)f 403

f =22, (-0 pGi.]) o
iii Jop(s J) =y

fo==s [4-95]

=22, (=P ) [4-96]

ToL+(i- )

fo=> k- p(k) [4-98]

f,=>, (k="f)p(k) [4-99]

=->" p(k)log[p(k)] [4-100]

fo=—p. >, P Dlog[p(i, )] [4-101]

Kasutatud téhistus: p(i,j) on klassi i ja j esinemise suhteline sagedus teatud vahemaaga ja teatud nurga
all, kilgnevuste sageduse maatriksi element, N on halltooni klasside arv, k on klassikombinatsiooni
indeks, k = i + j, u on klassivéartuste keskvéaartus, uy ja o, on sagedusmaatriksi ridade summade
keskvaartus ja standardhélve, u, ja o, on sagedusmaatriksi veergude summade keskvéartus ja
standardhélve.

Suhteliselt lihtsad tekstuuri parameetrid on liikuva akna sees arvutatud lokaalne standardhélve ja
dispersioon. Lokaaldispersioonide meetodi (local variance method) puhul arvutatakse Umbruses
olevate pikslite vaartuste dispersioon vdi standardhélve iga pildil oleva koha puhul eraldi. Meetodit on
kasutatud maakatte ja maapinna kaardistamiseks kaugseire piltide jargi (Logan et al. 1979, Woodcock
ja Harward 1992, Arai 1993, Chica-Olmo ja Abarca-Herndndez 2000, Dirnbock et al. 2003). Lisaks
lokaaldispersioonile ja lokaalsele standardhalbele on tekstuuri iseloomustamiseks kasutatud ka naaber-
pikslite kontrasti (Edwards et al. 1988), piksli vaartuste lokaalset haaret ja poolhajuvust (Hudak ja
Wessman 1998). Viimatimainitud autorid leidsid selge seose savanni kujutise kahemeetrise kiiljega
pikslite vaartuste poolhajuvuse lavendi ja puude katvuse vahel, suurema katvuse puhul on pikslite
lokaalvarieeruvus tugevam. Seejuures s6ltub sama maastiku kujutiste tekstuur ka piksli suurusest.

Varieeruvuse partitsiooni meetod (variance partition) jagab Okoloogilise nahtuse ruumilise
varieeruvuse neljaks osaks: puhtalt keskkonnast tulenevaks, puhtalt ruumiliseks, ruumilistest
(imbruse) ja keskkonnamdjudest tulenevaks ja seletamata varieeruvuseks (Legendre ja Legendre
1998). Kuna meetodi algne variant ei suutnud piisavalt kirjeldada lokaalset varieeruvust, taiendasid
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Borcard ja Legendre (2002) meetodit l1ahestikku olevate kohtade vahemaade peakoordinaatanaltiiisiga.

Taimekoosluste dratundmiseks korge lahutusega fotodelt on kasutatud ka variogramme (ptk 5.3.3).
Erinevale taimkattele vastab erinev variogramm. Variogramme saab vorrelda variogrammi mudeliga
parameetrite abil.

4.3.2.7. Spektraalmikstuuri analtiis

Spektraalmikstuuri analliUsis (spectral mixture analysis — SMA) kasitletakse piksleid erinevat
tdpi alampikslite seguna. Iga alampiksli tldbile iseloomulik peegeldumisvaartus kalibreeritakse
eraldi. lga piksli puhul analtdsitakse, milliste alampikslite millisest vahekorrast v@isid vaadeldud
peegeldumisparameetrid tekkida (Sabol et al. 2002).

4.3.2.8. Kerneli Umberklassifitseerimine

Kerneli Umberklassifitseerimise algoritmi (kernel reclassification algorithm) kohaselt tuleb
kdigepealt kbik pikslid klassifitseerida Uhekaupa. Klassid ei pruugi olla ette antud, tavaliselt piisab 6
kuni 12 klassist. Seejérel leitakse pikslitele omistatud klasside sagedus ja paiknemine teatud suurusega
aknas (tuumikus ehk kernelis). Klasside sagedust vastavalt paiknemisele saab esitada kulgnevuste
maatriksina (adjacency-event matrix) M, kus f; — piksliklassi i ja j kilgnevuse sagedus.

f11 f12 fln

M — f21 f22 f2n
fi [4-102]

fnl fnn

Algoritmi teises etapis vorreldakse iga klassifitseeritava koha Umber olevas aknas arvutatud
kilgnevuste maatriksi sarnasust néidiskohtades arvutatud kilgnevuste maatriksitega. Kohad
klassifitseeritakse kdige sarnasemasse lksusesse. Meetod sobib eelkdige juhul, kui otsitavad tksused
on heterogeense struktuuriga — koosnevad erineva véljanagemisega allliksustest.

Meetodit on kasutatud linna maakasutusiiksuste kaugseires (Barnsely ja Barr 1996) ja mosaiiksete
alade maakatteiiksuste kaugseirepdhisel kaardistamisel (Keramitsoglou et al. 2005, 2006, Kobler et al.
2006).

4.3.2.9. Lokaalstatistikud

Lokaalstatistikute mdistet tuntakse eelkdige sotsiaalmajanduslikus tdhenduses, kus need margivad
statistilisi nditajaid omavalitsuse vdi naabruskonna tasandil vastandudes riigi tasandil statistilistele
néitajatele ja taiendades neid. Loodusandmete analtiisis kasitletakse lokaalstatistikuid eelkdige lokaal-
selt arvutatud pildit6otluse vbi mustrituvastuse vahenditena. Lokaalstatistikud arvutatakse arvesse
minevat ala piiravas aknas ehk kernelis voi siis kaugusest s6ltuvate kaaludega fookuses oleva koha
ehk fokaalkoha Gimber. Kernel on kas korraparase kujuga (enamasti ruut, ring, sektor voi sdorik) voi
kujutise eelneva segmenteerimise abil saadud suvalise kuju ja suurusega eraldis ehk geograafiline
kernel (Merchant 1984). Kernelitiitipe saab kombineerida, nditeks vBivad eraldised piirata korraparast
vOi juhusliku valikuga kernelit (joonis 4-32). Sobiva kernelisuuruse valiku kiisimust on pdhjalikumalt
kasitlenud Hodgson (1998), Ricotta et al. (2003) ja Linder et al. (2008). Idrisi vormingusse rasteri-
seeritud pindade lokaalseid tunnuseid saab arvutada tarkvaras LSTATS (www.geo.ut.ee/LSTATYS).
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Lokaalstatistikud iseloomustavad igat kohta ja selle imbrust Ukshaaval,
globaalstatistikud iseloomustavad kogu urimisala tervikuna
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Joonis 4-32. Erinevatesse kernelitesse kaasatud pikslid (Proosa 2008, Linder et al. 2008, taiendatud). A — vaid
fokaalpiksel; B — ruudukujuline kernel 5 x 5 pikslist; C — timar kernel raadiusega 3,5 pikslikiilge fookusest; D —
eraldisega piiratud ruudukujuline 7 x 7 pikslist; E — pikslite juhuslik 50% valim Umarast kernelist (raadius 4
pikslit); F — kiirtekujuline valim ringikujulises kernelis raadiusega 4,5 pikslit; G — s68rik-kernel siseraadiusega 2
ja vélisraadiusega 4 pikslit; H — imara sisekerneli (raadius 1,5 pikslit) ja vélise sd0ri (siseraadius 3, valisraadius
4 pikslit) kombinatsioon; | — eraldise piiridega maaratud geograafiline kernel.

Uurimused

Lokaalset maastikudkoloogiliste tksuste piiritlemist kaugseirekujutise alusel on kasutatud néiteks
Forman ja Godron (1986), Legendre ja Legendre (1998), Warrick et al. (1986), Whittaker (1956,
1960).

Woodcock et al. (1988a,b) seostasid metsa struktuuri kujutisest arvutatud variogrammidega. Nad
leidsid, et puude k&rgus oli seotud variogrammi lavendiga ja puude suuruse varieeruvus variogrammi
kujuga. Kuigi puistu struktuuri tuvastamiseks on uldiselt vaja kdrge resolutsiooniga kujutisi, naitasid
Cohen et al. (1990), et ndrgad seosed on leitavad isegi Landsat 30 m kiiljega piksli puhul. Hudak ja
Wessman (1998) leidsid selge seose savanni kujutise kahemeetrise kiljega pikslite vaartuste
poolhajuvuse lavendi ja puude katvuse vahel, suurema katvuse puhul on pikslite lokaalvarieeruvus
tugevam.

Jarjest suurenevates akendes olevate véartuste maksimaalset dispersiooni on kasutatud puistu
struktuuri kirjeldamiseks fotode ja videokujutise abil (Woodcock ja Strahler 1987, Coops ja Catling
1997, 2001 Coops et al. 1998, Coops ja Culvenor 2000). Varieeruvus on maksimaalne kui aken on
sama suur kui enamik puuvdrasid. Lokaalvarieeruvus soltub ka eri liiki puude paiknemismustrist.
Kujutise tekstuuri analtGisi on puistu struktuuri Kirjeldamiseks edukalt kasutanud ka Atkinson ja
Danson (1988), Cohen et al. (1990), Nel et al. (1994), St-Onge ja Cavayas (1995).

Tokola ja Shrestha (1999) kasutasid vaatlusalal paikneva piksli ja vaadeldava piksli erinevuse
hindamiseks jargmist valemit (kbrgus on valemis seet6ttu, et uurimus tehti Nepaalis, kus kdrguseri-
nevused on olulisim kasvukohtade erinevusi madrav faktor).

d =\/e§ +h2(phcijh)2, [4-103]
=1

millest arvutati vaatlusalade kaalud w; vaadeldava piksli vaartuse hindamiseks jargmiselt:
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Wy = E ’ [4-104]

kus nc on kanalite arv, h — kanali indeks, p, on kanali empiiriline konstant, i on piksel vaatlusalal, j on
vaadeldav piksel, e; on kohtade korguste erinevus, cj, on pikslite spektraalvaartuste erinevus, t on
kaalufunktsiooni empiiriline konstant.

Muutuja hinnang mingi piksli jaoks saadakse Umbritsevatel vaatlusaladel mdodetud vaartuste
kaalutud keskmisena tile kdigi Landsat TM kanalite.

np
W;; X
e i=1

Yi= [4-105]
Wi
j=1

Hinnangud arvutati ka vaatlusalade pikslite kohta. Satelliidipildi jargi hinnatud ja maa peal
moddetud vaartuste erinevus annab vea hinnangu. Kui muutuja on enam-vahem normaaljaotusega, siis
hinnatakse viga enamasti standardhélbe abil.

Kilpeldinen ja Tokola (1999) kasutasid olemasolevaid metsakorraldusandmeid satelliidipildi jargi
puistu tagavara hindamisel. Prognoosis kasutati pikslite kaalumist sarnasuse jérgi. Prognoosis arvestati
eraldiste piire ja eraldiste piiril olevaid piksleid t6ddeldi eraldi. Tulemuse tapsus soltus tugevasti
metsakorralduse eraldiste piiride ja satelliidipildi geomeetrilise Uhildamise tépsusest. Tokola ja
Kilpeldinen (1999) selgitasid puidu tagavara prognoosi tdpsust metsakorralduse eraldiste piiril olevate
segapikslite kasutamisel ja ilma piiripiksliteta. Eraldise piirialade kohta on prognoos véhetépne, kuid
segapikslite valjajatmine testandmetest pdhjustaks nihkega hinnangu. Parim lahendus on kombineerida
kilgnevate vaatlusalade andmed. Tokola (2000) nditas, et puidu tagavara hindamisel néidisalade ja
Landsat TM kujutise jargi peaksid néidisalad paiknema mitte kaugemal kui 20km prognoositavast
kohast.

Diniz-Filho ja Malaspina (1995) uurisid kodumesilaste morfomeetriliste tunnuste varieeruvust Bra-
siilia populatsioonides. Nad leidsid tunnuste geograafilisest varieerumisest kinnitust hiipoteesile, et
neotroopilistes tingimustes toimub Euroopa paritolu Apis mellifera populatsioonides Aafrika rassi
geenide osakaalu suurenemine. Kanoonilise trendpinna korrelatsioonijaékide autokorreleerumist selgi-
tati vOrreldes statistiliselt oluliste Morani | koefitsientide suhtelist hulka erinevates kaugustsoonides
thelt poolt originaalandmetes ja teiselt poolt trendpinnal.

Segmenteerimisulesande lahendamist eeldab igasugune objektorienteeritud pilditéétlus (Baatz ja
Schépe 1999, 2000, Bian ja Butler 1999), metsa kaugseirekujutise jagamine eraldisteks (Woodcock ja
Harward 1992) ja Uksikute puuvdrade eraldamine aerofotol (Uuttera et al. 1998, Leckie et al. 2003).
Segmenteerimisega on tegeletud ka liikide leviku modelleerimisel (Schuerholz 1974, Patton 1975),
populatsioonidiinaamika vallas (Cole 1954), taimkatte gradientide analtsil (Beals 1969, Wilson ja
Mohler 1983) ja muudel teadusaladel.

Andréfouét ja Claereboudt (2000) rakendasid erinevusmaatriksite vahelise korrelatsiooni arvu-
tamist ehk uldistatud erinevusanallilsi seostamaks kaugseirekujutist ja merepdhja omadusi. Snelder et
al. (2007) kasutasid tunnustekombinatsioonide otsimisel Uldistatud erinevusanaliiisis samm-sammulist
protseduuri. Snelder et al. (2009) seostasid keskkonnatunnuseid tegeliku maakatte erinevusega,
Snelder et al. (2010) mudelist prognoositud potentsiaalse maakattega.
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4.3.3. Pindade vastavus ja selle statistilised testid

4.3.3.1. Kategooriliste pindade vastavus

Kategooriliste pindade puhul véljendub kovariatsioon kattuvuses olevate kategooriate suhtelise
hulgana, mida analiiiisitakse (ilekatteoperatsioonides. Ulekatet on lihtne md6ta ja viljendada kattuva
osa suhtarvuna (protsentides). Suhtarvude puhul tuleb muidugi jalgida, mille suhtes neid on arvutatud
— kas kogu anallitisitava pinna voi tihe teemakihi pindala suhtes.

Lihtsat pikslikaupa arvutatud Ulekatet vGivad tugevasti méjutada véikesed asukoha hélbed ja muud
ruumilised moonutused. Kahe sarnase mosaiikse pinna suhteliselt vahene nihutamine vahendab
kattuvuses olevat osa Kiiresti. Seetdttu voib kattuvuses oleva osa osakaalu ma&ramiseks sobivam olla
vdikeste asukohahélvete suhtes vahem tundlik kategooriliste pindade erinevuse mdét (p) (Seppelt ja
Voinov 2003).

R S

ZZ|gi(Hl M UW(Z))_gi(HZ M UW(Z)M [4-106]
pw(HllHZ): =
2-R-g,(H, N U,(2)

kus: pw(H1, Hi) on suhteline erinevus pindade H; ja H, vahel, z on piksli jarjekorranumber R pikslist
koosneval vorreldaval pinnal, i on vorreldavatel pindadel esineva klassi indeks S klassi hulgas, w on
kerneli suurus (kilje pikkus), gi (H1 N Uy(z)) on klassi i kuuluvate pikslite arv kernelis suurusega w
piksli z tmber.

Pindade vastavuse ehk tlekatte mittejuhuslikkuse statistilise olulisuse méaaramise klassikaline ndide
on kahe rohttaimeliigi Lagenifera stipitata ja Poa sieberiana paiknemine vaatlusalal (Roxburgh ja
Chesson 1998, joonis 4-33). Vaatlusala igas detailses lahtris loendatud liikide koos ja eraldi esinemise
sagedused on tabelis 7. Hii-ruut test selle tabeli andmetest néitab, et liikide teineteise suhtes
paiknemine ei ole juhuslik (*= 9,634, df = 1, P(x > *) = 0,003). Seega v&iks teha jarelduse, et liigid
esinevad sagedamini koos ja ka puuduvad samas vaatluskohas tunduvalt sagedamini kui juhuslike
mustrite puhul vBiks oodata.

Laikude juhusliku paigutuse tuhatkordne taastekitamine nditab aga, et sellise vdi suurema
koosesinemise tdendosus on juhumustrites tunduvalt suurem p = 0,082. Seega, klassikaline hii-ruut
test ei arvesta pindade vastavuse hindamisel pindadele omast laigulisust ja v6ib seetdttu anda téiesti
ebadigeid tulemusi, sest laigulise mustri 0Oksikud pikslid ei ole s8ltumatud vaatlused, nagu
tavastatistikud eeldavad. Ruumimustrite omavahelise seose statistilise olulisuse otsene madramine
toimub korduva juhusliku nihutamise abil, mida kirjeldatakse jargnevalt ja peatiikis 4.1.4.2 (Monte
Carlo, ptk 3.6.6).

Hii-ruut test eeldab loendatud objektide sdltumatust, samasse laiku kuuluvad
vaatluskohad ei ole omavahel séltumatud

Tabel 7. ,* test Lagenifera stipitata ja Poa sieberiana esinemise vahel (Roxburgh ja Chesson 1998).
Ho = juhusliku paiknemise nullhiipotees.

Lagenifera stipitata
esines puudus
Poa sieberiana tegelik | ootus Hy jargi tegelik | ootus Hy jargi
esines 77 63,25 429 442,75
puudus 21 34,75 257 243,25
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Mdélemad liigid

paiknevad laiguliselt. D Poa sieberiana

Liigid esinevad Lagenifera stipitata

koos 77 ruudus.

Né&ited mustritest

nii liigisisese kui ka
liikidevahelise
juhupaiknemise
nullhlipoteesi kehtimisel.

Ulekate =77 tekib
vaid 3 juhul 1000st.

Liikide teineteise
suhtes juhuslik
paiknemine koos
liigisisese laigulisuse
jaljendamisega.

Juhuslik Glekate =77
tekib 82 juhul 1000st.

S

Ulekate 84 ruutu Ulekate 57 ruutu Ulekate 62 ruutu

Joonis 4-33. Austraalia taimede Lagenifera stipitata ja Poa sieberiana esinemine vaatlusalal (Roxburgh ja
Chesson 1998 muudetult). Kui liikide esinemise laigulisust mitte arvestada, on nende koosesinemine p < 0,05
tasemel statistiliselt oluline, laigulisust arvestadades ei ole.

Pdhiline meetod véaartusklasside kokkulangevuse statistilise olulisuse méaaramiseks arvestades
pindade laigulisust v6i muud paiknemismustrit on pindade juhuslikus ulatuses ja juhuslikus suunas
nihutamine teineteise suhtes. Nihutamise asemel saab kasutada ka juhuslikku podramist voi
peegeldamist juhuslikult paikneva telje suhtes. Mdnevdrra arvutusmahukam on analoogiliste mustrite
korduv jaljendamine (ptk 6.2).

Nihutamisoperatsioonide puudus on, et uuritava ala keskkoha nihke keskvéértus on vadiksem Kui
servapikslitel, mis hiippavad vastasserva sagedamini. See omakorda vdib pdhjustada siistemaatilist
viga ja testi vdimsuse langust. Peale selle tekib toroidnihutamisel mustri sisse ihendatud servadele
vastav ebanormaalne hippekoht. Peegeldamisel on selline hiippekoht peegeldustelje kohas. P6dra-
misel muutub pdordetelje juures olevate kohtade paiknemine vahem kui kaugemal.

Nihutamismeetodeid on kasutatud eelkdige punktmustrite puhul (ptk 4.1.4.2) ja andmetes, kus
vahemalt Uiks nihutatavatest pindadest on kategooriline pind. Iteratiivset nihutamist on aga véimalik
kasutada ka pidevate ruumiliste muutujate puhul.

4.3.3.2. Pidevate pindade korrelatsioon

Reaalarvulisi vaartusi kandvate pindade korrelatsiooni saab mddta tavastatistikas kasutatavate
korrelatsioonikordajate abil, mille kasutamist ei ole p6hjust nimetada ruumiliseks analliisiks ja
tulemust ruumiliseks korrelatsiooniks, sest vaartuste asukoht tulemust ei mjuta. Sama tulemuse saaks,
kui kohakuti olevate pikslipaaride véartused suvalises jarjekorras tabelisse kanda ja pikslite asukoht
unustada. Kui kohakuti olevad pikslid on omavahel seotud, siis muul moel asukoht tulemust ei mdjuta.
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Kahe rasterpinna kohakuti olevate pikslite vaartuste vahel arvutatud
lineaarne korrelatsioon ei ole ruumiline korrelatsioon

Pindadevahelise korrelatsiooni arvutamisel kasutatakse reeglina I6plikku arvu kokkulangeva
asukohaga esinduspunkte uuritavatest pindadest. Toepdrase hinnangu saamiseks peaksid esindus-
punktid moodustama esindusliku valimi. Uhest kiljest on suurem valim esinduslikum, kuid tiheda
vBrgustiku puhul paiknevad punktid tksteise ldhedal. Kuna loodusele on iseloomulik teatud ruumiline
pidevus, siis l&hestikku olevad vaatlused ei ole Uksteisest sGltumatud. Vaatluste sGltumatuse ndude
eiramine mojutab eelkdige pindadevahelise korrelatsiooni statistilise olulisuse hinnangut. Saadakse
vaid néiliselt olulised seosed.

Kuidas leida seoseid mingis kohas oleva véartuse ja selle imbruses olevate kas sama tunnuse voi
teise tunnuse (pinna) vééartuste vahel, kasitletakse imbruse m&ju modelleerimise osas (ptk 5.5).

Tarkvara

Idrisi vormingusse rasteriseeritud pindade vastavuse statistilist olulisust saab juhuslike toroid-
nihutuste abil hinnata selle raamatu veebilehelt saada oleva programmiga Toroidpinnad.

4.3.4. Uleminekuala eristamine

Servatuvastuse meetoditega tegeletakse eelkdige kujutise automatiseeritud anallilisiga seotud
tehnoloogilistel aladel, aga ka 6koloogias, mullateaduses ja geoloogias. Uldiselt seisnevad ruumiliste
struktuuride Uleminekud kas kvantiteedi muutumises, koosseisu muutumises vOi struktuuri
muutumises. Van der Maarel (1976) jagab taimestiku tileminekud nelja ttiupi:
piirid looduses olevate koosluste vahel,

O piirid taimestikutulpide vahel,
O piirid mingis kaardistusprojektis kasutatavate iksuste vahel ning
O koosluse ajalised piirid.

(o]

Taimekoosluste muutumise voondit ehk ©kotoni on tavapéraselt madratud kilgnevate
vaatluskohtade kirjelduste sarnasuse jargi. Saadakse sarnasuse vdi erinevuse labilBige (differential
profile) (Maarel 1974). Erinevuse labildike maksimumid, mis vastavad kohtadele, kus erinevused
naabruses olevate vaatlustulemuste vahel on suurimad, naitavad koosluste Gleminekukohti. Vaid the
vaatlustrassil oleva naaberkoha arvestamisel mdjutavad erinevuse l&bilGiget kooslusesisene variee-
ruvus ja juhuslikud erinevused. Ruumiliselt tldistatuma labildike saab liikuva akna kasutamisel, mille
puhul Ghendatakse akna Uhes ja teises pooles olevad kirjeldused ja erinevuse mdddik arvutatakse akna
poolte vahel (Whittaker 1960). Okoton ei pruugi avalduda, kui tileminekuala on kitsam kui akna laius.
Soovitav on kasutada erineva suurusega liikuvaid aknaid, mille abil saadakse profiilid erinevas
mdotkavas muutuste jaoks (Webster 1973). Erinevuse mdddikuks sobivad sarnasuskordajate (ptk
2.2.1) vastandvaartused.

Okoton on koosluste suhteliselt jarsema muutumise voond vorreldes
Uhetaolisema naabrusega
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Ulemineku kontrasti vGib méarata ka profiilide otstes olevate naidiskohtade suhtes. Walker et al.
(2003) jarjestasid (ordineerisid) vaatlused sarnasuse alusel. Liikuva akna igas peatuskohas sobitati
lineaarne regressioonimudel esimesel ordinatsiooniteljel oleva véartuse ehk ordinatsiooniskoori ja
vaatluse asukoha vahel liikuva akna sees. Lokaalne regressioonikordaja nditab regressioonisirge tdusu
ja seega muutuse intensiivsust. Uleminekuala piiritlemiseks arvutati ka muutuse teine tuletis, mis
naitab muutuse suunda (joonis 4-34).

Uleminekuala eristamiseks on kasutatud ka lainekeste funktsiooni (Bradshaw ja Spies 1992,
Camarero et al. 2006). Lainekeste funktsiooni abil maaratud tleminekuala statistilist olulisust saab
hinnata juhuslikult imberpaigutatud lahteandmetest arvutatud lainekeste funktsioonide suhtes.

Eelmainitud serva tuvastamise meetodid mé&ravad suhtelist kontrasti ja leiavad kdige jarsema
tlemineku ka juhuslikest arvudest koostatud arvreast. Cornelius ja Reynolds (1991) kirjeldasid kahte
moodust, kuidas hinnata Uleminekuala statistilist olulisust. Esimese meetodi puhul randomiseeritakse
paljukordselt transektil olevate vaatluste asukoht. Randomiseeritud andmetest arvutatakse keskmine
erinevus akna poolte vahel ja standardhélve liikuva akna igas peatuskohas. Eeldati, et erinevused on
normaaljaotusega ning rohkem kui kahe standardhalbe kaugusel keskmisest peaks olema 5%
juhtudest. Suurem erinevus vaadeldud andmetes loeti statistiliselt oluliseks. See meetod on rakendatav
iga 1&bildike puhul eraldi ja sbltub kasutatud aknasuurusest ning tunnuste varieeruvusest sellel
labilGikel.

6 - Okoton Okoton

/::l.i::tsiooniskoor

ordinatsiooniskoori

‘,\ muut
‘-\ Joonis 4-34. Okotoni erista-
\\ mine transektil vaatlustule-
s, muste asendi jargi ordinat-

Asend ordinatsiooniteljel
(ordinatsiooniskoor)

: S . siooniteljel (ordinatsiooni-
“ ordinatsiooniskoori ; . . X .
*boe- teine tuletis skoor) ja ordinatsiooniskoori
T T muutuse jargi (Walker et al.
Vahemaa 2003, muudetud).

Soltuvust akna Uhest kindlaksmadratud suurusest vahendab erineva suurusega liikuvate akende
kasutamine. Vdiksema akna puhul on erinevused akna poolte vahel ldiselt suuremad kui suure akna
puhul. Erineva suurusega liikuva aknaga saadud -erinevusprofiilide vorreldavaks muutmiseks
standardiseerisid Cornelius ja Reynolds (1991) erinevusmdddiku Uksikvéaértused Z skooriks
juhukorduste uldkeskmise ja standardhélbe suhtes ja keskmistasid standardiseeritud erinevusprofiilid.
Saadud 1&bildige dldistab hierarhiliselt erinevas mdotkavas ilmnevad ileminekud. Seda meetodit on
rakendanud Hennenberg et al. (2005).

Mblemad meetodid eeldavad transektil olevate vaatluskohtade erinevusmaérade normaaljaotust.
Rangelt vottes ei saa erinevused kunagi normaaljaotusega olla juba ainutksi seetdttu, et erinevuse
miinimumvaartus on null. Vabanemaks normaaljaotuse eeldusest, vordlesid P&rn et al. (2010)
vaadeldud taimestikugradiente taimestikuvaatluste juhusliku paiknemise nullmudeliga, kasutamata
standardhélbeid. Taimestikuvaatluste asukohad randomiseeriti sama transekti piires tuhat korda ja 5%
olulisuse piir madrati 950nda korduse jargi. Kasutati Uhepoolset hiipoteesi, sest hinnata sooviti vaid
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juhuslikkuse korral oodatava jarsema tlemineku tdenéosust. Sisukas hiipotees oli juhuslikust suurem
erinevus, mitte thetaolisus. Saadi hinnang vaadeldud taimkatteerinevuste statistilise olulisuse kohta.
Enamikul vaatlustrassidest leiti vaid ks statistiliselt oluline Gleminekukoht, aga mdnedel trassidel oli
mitu taimkatte hiippekohta olulisustdendosusega alla 0,05.

Tasub téhele panna gradiendi statistilise olulisuse suhtelisust, sest olulisus ei sdltu ainult muutuse
jarskusest, vaid ka vaatluste uldisest varieeruvusest trassil. Viimane omakorda vdib oluliselt sdltuda
vaatlustrassi pikkusest. Mida pikemalt ulatuvad vaatlustrassi otsad kummalgi pool olevale iihetaolisele
alale, seda selgemini eristub nende kahe (hetaolise ala Gleminekukoht. Kui vaatlused esindavad vaid
Uleminekuala, siis ei dnnestu seda ala tleminekualana esile tuua.

Uleminekukoha statistiline olulisus séltub vaatluste hulgast lihetaolisel alal

4.3.5. Mdotkava valik

Mdadtkava tajumine ja sobivaima detailsustaseme valik on oluline looduse struktuuri, looduse osade
omavaheliste suhete ja protsesside mdistmisel. Uurimuseks kdige paremini sobiva mddtkava ehk
ruumilise detailsuse leidmine on 6kolooge huvitanud juba aastakiimneid (Kershaw 1960, Milne et al.
1989, Wiens 1989, Levin 1992). Okoloogilises kontekstis on eristatud mddtkava kolme aspekti —
vaatluste detailsust, tulemuste Gldistatust ja uuritava ala ulatust (Csillag et al. 2000, Dungan et al.
2002, Borcard et al. 2011). Vaatlustulemustes ei ilmne vaatluskohtade tihedusest véiksemad
ruumilised struktuurid ja uuritava ala suurusest suuremad struktuurid ning kirjeldatud struktuuridest
vadiksemaid objekte ei saa analulsida.

Mootkava voib tahendada nii vaatluste detailsust, tulemuste uldistustaset kui
ka uuritava ala ulatust

Termineid suur ja vdike mddtkava ei mdisteta Okoloogias samuti, nagu neid mdistetakse
kartograafias, kus suuremddtkavaline kaart on detailsem kui véikesemddtkavaline. Seetdttu on
soovitav eelistada termineid (ksikasjalik ehk detailne (fine scale) uuring ja laiahaardeline (broad
scale) uuring, voi veel parem — selges6naliselt esitada uurimuse ulatus ja detailsuse tase.

Ruumilise detailsuse mingi tks aste voib olla parim the kitsapiirilise probleemi ja uurimisobjekti
puhul, uuritavad 6koloogilised n&htused on valdavalt keerukamad ja sdltuvad mitmes mddtkavas
teguritest. Seetdttu on mitmed autorid soovitanud to6tada korraga mitmes mdGtkavas, néiteks kasutada
mitme erineva pikslisuurusega lahteandmeid vdi fraktaalsust kirjeldavaid néitajaid (Borrough 1983,
Milne 1988). Mitmes mddtkavas késitluse alternatiiviks voib olla mitmel erineval kaugusel oleva
timbruse omaduste ja vBimalike mdjude lisamine koha tunnustele (Remm ja Luud 2003).

Mdodbtkava probleemi olulisust on geograafias nimetatud muudetavate pindiksuste probleemiks
(modifiable areal unit — MAUP) (Openshaw ja Taylor 1979, Openshaw 1984, Marceau 1999).
Probleem tuleneb asjaolust, et uuritavat ala saab Uksteist vélistavateks alliiksusteks jagada paljudel
erinevatel viisidel, kusjuures jaotamise pdhimdtted tulenevad enamasti Uksikuuringu vajadustest ja
vBimalustest. Kuna iga sellise uurimuse tulemus séltub kasutatud Uksustest ja kuna tksused on vabalt
muudetavad, siis ei ole erinevaid eraldisi kasutanud uuringute tulemused omavahel vdrreldavad.
Osalist lahendust muudetavate pindiiksuste probleemile pakub hierarhiliselt mitmemaddtkavaline
segmenteerimine (ptk 4.3.2.2) ning spektraalanaltius ja selle analoogid.

Saunders et al. (2005) vordlesid ruumimustri kdige selgema esinemistaseme maéaramise kolme
meetodit: lakunaarsusindeksit, spektraalanaliiisi ja lainekeste anallisi (wavelet analysis).
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Spektraalanalutis on Uldiselt efektiivsem perioodiliselt korduva struktuuriga mustri tuvastamisel.
Mainitud uurimuses kasutatud andmestikes suutis lainekeste analiilis dra tunda peenemaid
varieeruvuse mustreid kui lakunaarsusindeks. Spektraalanalliiisist on juttu aegridade kirjeldamise
peatlikis (ptk 3.5). Lakunaarsusindeks on lokaalselt arvutatud variatsioonikordaja analoog, mis
arvutatakse jargmise valemi jargi (Plotnick et al. 1993).

1+V(w)

AW ="

[4-107]
kus V(w) on tunnuse w dispersioon, W — tunnuse w keskmine.

Ruumilistele struktuuridele iseloomuliku mddtkava leidmiseks on kasutatud ka lainekeste analiiiisi,
millest on pikemalt juttu peatiikis 4.1.2.23. Lainekeste analulsi abil saab pinnavorme tuvastada
(Kalbermatten et al. 2012), korgusandmeid (ldistada (Bjgrke ja Nilsen 2003) ja esile tuua
pinnavormide iseloomulikku suurust ja suunda (joonis 4-35).
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Joonis 4-35. Maapinna kdrgus [m] kaardilehel 54344 (Otepad) (A) ja sinusoidsete struktuuridega tehispind (B)
ning vaartuste kaabufunktsiooniga (joonis 4-17) kaalutud keskmise hajuvuse sdltuvus selle funktsiooni
kasutamise mddtkavast ja suunast arvutatuna sama kaardilehe kdrgustest (C) ja sinusoidsete struktuuridega
tehispinnast (D). Kdrgused standardiseeriti arvutuste eel. Graafikute mdningast ebaihtlust p&hjustab
kdrgusandmete ja lainekesefunktsiooni mdodtkava kasutamine kindla sammuga. Selle kaardilehe reljeefis ei ilmne
kuni 1 km suuruste pinnavormide Uhte domineerivat suurust. Tehisandmetes domineerivad p8hja-l6una (N-S)
suunas umbes 480 m ja ida-1adne (E-W) suunas 48 m raadiusega struktuurid. Selle m&dtkavaga laineke laheb
vaértuspinnaga resonantsi ja annab arvutatud kohtades suurima keskmise hajuvuse.
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Kui punktmustri kirjeldamisel méé&ratakse punktobjektide arvu hajuvust (valem 4-46) igas sektoris
ja etteantud ulatuses ehk punktide lokaalset tihedust, siis vaartuspinna puhul saab maérata vaartuste
hajuvust. Rakendades lainekese funktsiooni kui lokaalset fookuskoha ja selle mbruse erinevust
vBimendavat filtrit kdrgusmudelile lokaalselt ja muutes funktsiooni skaalat, peaks ilmnema md&dtkava,
mille juures laheb funktsioon reljeefivormidega kdige enam stinkrooni.

Lainekeste funktsioonid on kasutusel ka kujutiste ja andmeridade kokkupakkimisel, néiteks
kasutatakse lainekesi jpeg failivormingus.

Uurimused

Uksiku liigi maastikueelistuste md6tkavaga on tegeletud vahestes uuringutes. Schaefer et al. (2008)
leidsid, et punahirve (Cervus elaphus) avatud ala eelistus ja okasmetsa valtimine avaldusid selgemini
robustses kodupiirkondade paiknemise skaalas kui GPS vastuvdtjaga fikseeritud asupaigapunktide
pdhjal kirjeldatud litkumiskohtades.
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4.4. Kolmemo6o6tmelise struktuuri kKirjeldamine

Tlupilised 6koloogide jaoks olulised kolmemd6dtmelised struktuurid on atmosfaar, puistu, muld ja
geoloogilised vormid. Puistu struktuurne mitmekesisus korreleerub elurikkusega, sest erinevad
struktuurielemendid loovad suurema hulga mikroelupaiku. Puistu struktuuri iseloomustavad teatud
tldpi puude tihedus voi suhteline hulk puistus, liigirikkus ja erinevate eluvormide hulk, m&dtude
varieeruvus ja Uksteise suhtes paiknemise eripéra. Puistu keerukust on plutud kokku vétta paljude
erinevate indeksitega. Osa neist mdddikutest kirjeldab eelkdige elurikkust ja metsadkosusteemi
keerukust, teised vorade ruumilist struktuuri. Indeksite iga kasutuse korral tuleks selgelt néidata,
kuidas kasutatud indeks arvutati ja mida see naitab.

Ulevaate puistu mitmekesisuse indeksitest annavad McElhinny et al. (2005). Lihtne metsa alumise
voondi struktuurse keerukuse indeks vodrdub rohurinde katvus pluss pddsarinde katvus pluss
mahalangenud tlivede katvus pluss varise katvus — koiki nelja liidetavat komponenti hinnatakse
visuaalselt nelja punkti skaalas (0...3) (Barnett et al. 1978). Holdridge (1967) puistu keerukuse
indeksis korrutatakse puistu kdrgus, rinnaspind, tiivede arv ja liikide arv. McElhinni et al. (2006)
valisid metsa struktuuri mitmekesisust kirjeldavasse indeksisse 13 komponenti. Estes et al. (2010)
arvutasid puistu struktuuri ksikkomponentide peakomponendid ja summeerisid puistu struktuuri
indeksisse vaid need peakomponendid, mis kirjeldasid vahemalt 15% varieeruvusest. Selline indeks
kirjeldas edukalt mikroelupaikade tihedust.

Eelkbige ruumilist struktuuri kirjeldavad indeksid on vertikaalse Uhetaolisuse indeks (vertical
evenness) (Neumann ja Starlinger 2001), mis valjendub valemina

=1 :
e > mi[-log(p )],
log(n)
kus p; on i-nda rinde suhteline katvus ja n on puistu rinnete arv.

[4-108]

Struktuurse komplekssuse indeksi (SCI) arvutamiseks tuleb esiteks puude asukohtade
kahemdGtmeline punktmuster tesseleerida lahimaid naabreid Uhendavateks kolmnurkadeks ning
teiseks konstrueerida lahimaks naabriks olevate puude ladvapunktidest kolmemd6tmeline tesselatsioon
(Zenner ja Hibbs 2000). Struktuurse kompleksussuse indeks vordub kolmemddtmeliste kolmnurkade
kogupinna ja kahemddtmeliste kolmnurkade kogupinna suhtega. Vanades metsades on SCI suurem ja
komplekssuse indeks stabiliseerub alles piisavalt suures (vahemalt 50 x 50 m) proovialas (Zenner
2005).

Metsa struktuurse mitmekesisuse kaardistamisel suuremal alal tuleb kasutada kaugseire andmeid.
Coops ja Catling (1997) maé&rasid metsa struktuuri komponente visuaalselt otse videosalvestiselt.
Mitmes uuringus on maastikul mdddetud struktuuri komponenete seostatud kaugseirekujutiselt
arvutatud formaalsete tunnustega (Cosmopoulos ja King 2004, McElhinny et al. 2006, Wunderle et al.
2007, Pasher ja King 2011).

Viimasel ajal on uusi vBimalusi metsa struktuuri Glepinnaliseks kaardistamiske pakkunud LiDAR
(Light Detection And Ranging) tehnoloogia (Lim et al. 2003, Kane et al. 2010). LiDAR registreerib
valja saadetud ja tagasi peegeldunud valguskiire abil peegeldumispinna kauguse. Metsas peegeldub
osa valgust maapinnalt, osa alustaimestikult ja osa vGrade eri osadest, mis annab teavet puistu kdrguse,
ruumilise struktuuri ja selle varieeruvuse kohta. LIDAR tehnoloogia kasutab valguskiirt mis ei 1&bi
tihedat taimestikku. Seetdttu saadakse tihedate tlemiste rinnete all oleva alustaimestiku ja maapinna
kdrguse kohta palju linklikumad andmed kui hésti nédhtavates kohtades.
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00
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Kisimused o

@)
1. Esita naide, kus punktmustri tldbi tdlgendus s6ltub mddtkavast vi kontekstist?

2. Mis nditab naabrite tihedust Ripley K(t) graafikul?

3. Milline punktmustri kirjeldamise meetod véljendab keskmist pindala punktobjekti kohta?

4. Mis on punktmustri kirjeldamise vahemaameetodite puhul kauguse arvutamise lahtepunktiks?
5. Mille poolest erinevad punktmustrite kirjeldamise esimese jargu ja teise jargu meetodid?

6. Mis on l&hima naabri keskmise kauguse eelis k 18hima naabri kauguse ees ja vastupidi, mis on k
lahima naabri keskmise kauguse eelis tihe lahima naabri kauguse ees?

7. Kas k-NN ja ML meetodi kasutamiseks pilditodtluses on tarvis teada sama andmekihi pikslite
omavahelist paiknemist?

8. Mis on pinna segmenteerimise tulemus?

9. Kas kahte liiki punktobjektide paiknemine vOib samal ajal olla agregeerunud ja segregeerunud?
10. Milles seisneb lokaaldispersioonide meetod?

11. Mis on Poissoni mets?

12. Miks on vahemaad kasutavad punktmustri kirjeldamise meetodid punktide héreda paiknemise
puhul tdhusamad kui loendimeetodid?

13. Mida nditab tuhiku statistik?
14. Millised kaks erinevust on Diggle G(r) jaotusel ja radiaaljaotusel?

15. Nimeta kaks p6hjust, miks Gldiselt eelistatakse l&hima naabri kauguste jaotust kdigi vahemaade
jaotusele.

16. Miks on juhusliku punktmustri korral oodatav vahemaa juhuslikust vaatluskohast l&hima
punktobjektini sama, mis oodatav vahemaa korrapdrase vorgustiku vaatluskohast |&hima
punktobjektini?

17. Kui suur on oodatav naaberobjektide arv raadiuses t, kui Ripley K(t) = 10?

18. Mille tBendosust naitab radiaaljaotus?

19. Mis erinevus on O-ring statistikul ja radiaaljaotusel?
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20. Kas Ripley K(t) funktsiooni eelis naabrite tihedust mfdtvate statistikute ees on tugevam suure voi
véhese punktobjektide hulga puhul? Miks?

21. Kas Ripley K(t) funktsioon on parameetriline vGi mitteparameetriline objektide
koonduvuse mddtmise meetod? Pdhjenda.

22. Mida néitab segregeerunud paiknemissuhe?
23. Mida kontrollitakse punktmustri statistiliste testidega?

24. Mis on juhusliku toroidnihutuse puudus punktmustrite omavahelise sbltumatuse kontrollimisel
vOrreldes objektide juhusliku margistamisega?

25. Mille poolest erineb trendpinna kanooniline analutis kanoonilisest korrelatsioonanalusist.
26. Mis erinevus on vaartuspinna segmenteerimisel ja rasteriseerimisel?
27. Kas toroidnihutust saab kasutada, kui uurimisala on ebakorrapérase kujuga? Kui jah, siis kuidas?

28. Millal vGib loota, et hii-ruut test annab kategooriliste pindade omavahelise sdltumatuse méaéaramisel
usaldusvaarse tulemuse?

29. Millest s6ltub 6kotoni statistiline olulisus?

30. Kas Ripley K(t) statistiku ja L(z) — t statistiku véaartused s6ltuvad vahemaa mdotmise ihikutest?
31. Kas naabrite tiheduse arvulised vaartused s6ltuvad vahemaa ja pindala médtmise Uhikutest?

32. Mis on naabrite tiheduse muutumisvahemik?

33. Mis on L(t) — t statistiku v@imalike vaartuste vahemik?
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80
5. Ruumilised mudelid o
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Selles peatlikis kasitletakse ruumilistes andmetes olevate statistiliste seoste modelleerimist ja
seosemudelite kasutamist hinnangute arvutamisel. Ruumiandmete modelleerimine sisaldab tldjuhul
punktoperatsioone, mille puhul funktsioontunnus sdltub sama koha argumenttunnuste vaartustest;
naabrusoperatsioone, mille puhul funktsioontunnus séltub teatud kohas argumenttunnustest selle
koha timber; ning globaalseid operatsioone, mille tulemus sdltub kogu andmestikust v&i selle suure-
mast osast.

Ruumikaésitluse aspektist vBib prognoose jagada ruumiliselt ilmutatud (spatially explicit) ja
ruumiliselt ilmutamata prognoosideks (spatially implicit). Ruumiliselt ilmutatud mudelid ja prog-
noosid kasitlevad nahtuste ruumilist ebadhtlust, ruumiliselt ilmutamata kasitlus ruumilist struktuuri ei
ava. Ruumiliselt ilmutamata on néiteks H.T. Odumi 6koslisteemi energeetiline mudel (Odum 1974).
Ruumiliselt ilmutamata mudel vdib sisaldada kirjeldatava ala tunnuseid globaalsete ehk kogu ala kohta
arvutatud karakteristikutena, nagu nditeks elupaiga keskmine kvaliteet, elupaiga osakaal, elupaiga-
laikude keskmine vahemaa, liigi keskmine asustustihedus, populatsiooni maksimaalne suurus,
populatsiooni juurdekasv.

Ruumiliselt ilmutatud késitlus on olnud domineeriv maastikuékoloogias ja maastikumdGtkavas
loodusnahtuste valiuuringutes. Geograafilises mddtkavas ruumiliselt ilmutatud mudeleid nimetatakse
ka georuumilisteks (geospatial models). Neid vdib jagada deduktiivseteks ehk teooriast lahtuvateks ja
induktiivseteks ehk andmetest l&htuvateks. Esimesel juhul méérab uurija kasutatavad seosed ja
piirangud, teisel juhul leitakse seosed vaatlusandmetest. Liikide leviku hinnangulisel kaardistamisel
otsustab uurija esimesel juhul nditeks, et liigile sobivad madalsookaasikud, teisel juhul arvutatakse
seos liigi esinemistéendosuse, mullatiitibi ja puistutiiiibi vahel vaatlusandmetest.

Ruumiline struktuur voib seejuures esile toodud olla:

O  punktvaatluste asukohakoordinaatidena vdi iksteise suhtes paiknemisena,

O pinnalaikude v6i ka joonstruktuuride suuruse (joonte puhul pikkuse), kuju ja omavahelise

paiknemisena,

O korrapdrase rasterstruktuurina.

Vormiliselt vBib prognoosikaart kujutada:

néhtuse esinemise voi puudumise tGendosust,

nahtuse hulka vdi intensiivsust,

koha sobivust, mis v6ib integreerida nii esinemistdendosust kui ka ohtrust,

néhtuse kdige téendolisemat asukohta,

kdige tbendolisemat olemit mingis kohas (dominantliik, maakatteklass, pinnavorm vms.),
vaartuste (liikide, elupaigattipide, asustustiheduse) tdendosusjaotust kas teatud kohtades voi
kogu uuritava ala ulatuses,

O sarnasust etteantud olemiga vdi etteantud ndidistega.

© 0O 0O 00O

Griffith"i ja Layne’i (1999) jargi peaks reaalarvulise muutuja ruumilis-statistiline analiiis sisaldama
jargmisi etappe. Protsentide ja loendite puhul tuleks kasutada kas logistilist v8i Poissoni regressiooni.
O Koosta uuritava tunnuse karp-vurrud diagramm (erindite otsimine ja jaotuse simmeetria
kontroll) ja histogramm (normaaljaotusele vastavuse visuaalne kontroll).
O Arvuta maksimumi ja miinimumi suhe, normaaljaotusele vastavuse Shapiro-Wilki W statistik
ja mingi dispersiooni homogeensuse kontrollimise statistik (Cochran, Bartlett vdi Hartley).
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Ruumiliste andmete statistilise analiilisi ja modelleerimise sagedamini vajaminevad vahendid on
vabavaras SAM (Rangel et al. 2006, 2010). Enamkasutatud moodulid SAM versioonis 4.0 on
jargmised: graafiline andmekirjeldus, Morani | ja autokorrelogramm, ruumiline korrelatsioon,
regressioon, logistiline regressioon ja partsiaalregressioon, peakomponentanaliilis, autoregressioon
(sealhulgas SAR ja CAR), omavektorkaardid, geograafiliselt kaalutud regressioon, Ripley K, Mantel

test.
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Kui maksimumi ja miinimumi suhe on >3, siis proovi, kas astme- v0i logaritmteisendus
parandab normaaljaotusele vastavuse statistikuid. Kui ei, siis kasuta teisendamata andmeid.
Arvuta Morani I, autokorrelatsioonivéli, variogramm vdi korrelogramm ja hinda ruumilise
autokorrelatsiooni moju.

Koosta vahimruutude regressioonimudel kasutades erindite eraldamise kriteeriume ja arvuta
regressioonimudeli prognoosid ja regressioonijaagid.

Otsi ruumilise autokorrelatsiooni ilminguid regressioonijaakidest.

Kui regressioonijaakides on selge ruumiline autokorrelatsioon, siis vali autoregressiooni
kaasav mudel (CAR, SAR, krigingu puhul variogrammi mudel) ning méaara mudeli
parameetrid.

Arvuta mudeli prognoositud vaartused ja genereeri prognoosikaart.
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5.1. Ruumiline autokorrelatsioon

Autokorrelatsioon kui loodusnahtus on ajas v8i ruumis lahestikuste vaatluste sarnasus. Auto-
korrelatsiooni probleemid on oluline osa aegridade analilisist (ptk 3.5). Kuna eeldame, et aeg on pidev
ja muutused toimuvad mingi 16pliku Kkiirusega ja on lisaks sellele tihti ajalise viivitusega, siis on
ajateljel lahestikku paiknevad vaatlused sarnased. Kuna ruumilised néhtused on enamasti samavord
pidevad kui ajalised, siis on samavdrd pdhjust autokorrelatsioonist radkida ka ruumiliste néhtuste
korral. Enamgi veel — aeg on vaid ihem&dtmeline, ruumikésitlustes on enamasti rohkem dimensioone.
Néiteks tavakaart on kahemddtmeline, maapinna kdrgusmudel kolmemd&dtmeline. Ruumilise nahtuse
autokorrelatsioon voib olla igas suunas erinev, ei pruugi olla ruumis statsionaarne ega erinevates
mddtkavades ihetaoline.

Autokorrelatsiooni kirjeldamine annab teavet ndhtuste ruumilise struktuuri ehk mustri kohta.
Ruumilise autokorrelatsiooni olemasolu korral on tunnuse véartus mingis ruumipunktis prognoositav
sama muutuja vaartuste jargi teistes ruumipunktides. Autokorrelatsiooni md6tmise vahendeid on
mitmeid, termin autokorrelatsioon ei Utle, mis viisil on autokorrelatsioon mdddetud ega anna teada
seose positiivset v3i negatiivset suunda.

Autokorrelatsioonil on ulatus — laag ehk aja v0i kauguse vahemik, mille piires autokorrelatsiooni
kirjeldav indeks on arvutatud. Erinevatel kaugustel on autokorrelatsiooni tugevus erinev. Erinev on
tulemus ka sdltuvalt sellest, kas vahet mGddetakse radiaalulatusena (laagina) vdi kaugustsoonina
(kaugusvahemikuna). Esimesel juhul on tegemist autokorrelatsiooniga vaid Uhes, esimeses
kaugustsoonis, teisel juhul diferentsiaalse autokorrelatsiooniga. Tunnustevahelise korrelatsiooni
selgemaks eristamiseks Uhe tunnuse autokorrelatsioonist nimetatakse tunnustevahelist korrelatsiooni
ka ristkorrelatsiooniks (cross correlation) ja vastavat korrelogrammi ristkorrelogrammiks.

Autokorrelatsiooni tugevuse s6ltuvust vahemaast saab kirjeldada, nagu igat statistilist seost, vahe-
malt viiel erineval viisil:
andmetabelina,
andmekaardina,
korrelatsioonivaljana,
valemina,
graafikuna.

© 0O 0 0O

Ruumilist autokorrelatsiooni v6ib interpreteerida:

O kaardimustrina,

nahtuse sisemise, talle omase struktuurina,

ruumilise laialivalgumisena,

kaudse teabeallikana otseste mddtmiste asemel,

ruumi osadeks jagamise (segmenteerimise) sobivuse md6duna,
segava faktorina kuna pdhjustab pseudoreplikatiivsust.

© 0O 0O 0O

Sokal ja Oden (1978b) loetlevad bioloogiliste néhtuste ruumilise autokorrelatsiooni jargmiseid
pohjuseid eristades seejuures positiivset ja negatiivset autokorrelatsiooni. Positiivne ruumiline
autokorrelatsioon lahikaugustel vdib olla pdhjustatud keskkonna laigulisusest, migratsioonist, lahes-
tikuste organismide geneetilisest l&hedusest, vegetatiivsest paljunemisest. Negatiivne autokor-
relatsioon lahikaugustel vdib ilmneda vaikeste kontrastsete omadustega keskkonnalaikude ja ldhedaste
omadustega isendite konkurentsi korral. Positiivne autokorrelatsioon suhteliselt suurtel vahemaadel
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vOib olla seotud keskkonna gradientide v8i suurte elupaigalaikude korrapérase vaheldumisega.
Tugevaim negatiivne autokorrelatsioon suurte vahemaade korral ilmneb, kui kdige erinevamad kohad
ja kooslused paiknevad uUksteisest eemal. Andmete ruumilise autokorrelatsiooni pdhjuste hulgas
vBivad olla ka vaatlusmetoodikast tingitud hadlbed. Naiteks erinevad vaatlejad, erinev vaatlusaeg ja
erinev vaatluste intensiivsus vaatlusala eri piirkondades (Dormann 2007a). Vaatlusaladel
(vaatlusruutudel) maératud taimkatte katvuse autokorrelatsiooni tugevus sdltub vaatlusruutude suu-
rusest ja kujust (Fortin 1999).

Ruumilise autokorrelatsiooni péhjused on seega:

O néahtuse ruumiline pidevus (n&htuse enda loomus),

O nahtust mbjutavate faktorite ruumiline pidevus,

O nahtuse arenguloo ruumiline pidevus (lahedastel kohtadel on sarnane arengulugu, sest
varasemad mdjufaktorid on olnud teatud ruumilise pidevusega) ning

O erinevused andmete kogumisel.

Okoloogilises kontekstis jagatakse ruumilise autokorrelatsiooni pdhjuseid kolme klassi.

© Organismide piiratud levimisvime.

O Kooslusesisesed suhted konkureerivate liikide, eri troofilistel tasemetel olevate liikide vdi
peremeeste ja parasiitide vahel. Naiteks toiduobjekti ohtruse stabiliseerimine tarbijate (ro6v-
loomade) poolt.

O Abiootilise keskkonna ruumiline autokorrelatsioon ja ajalise muutlikkuse ruumiline siinkroon-
sus. Erinevate keskkonnamdjurite ruumiline, aga ka ajaline autokorreleeritus voivad olla véga
erinevad. Néiteks kui Tartumaal on ebaharilik killmalaine, siis on see enamasti vahemalt paari
péeva jooksul ka V@rumaal. Taimedele ohtlik rahe on aga palju lokaalsem, kuid vahemalt
mdnesaja meetri ulatuses siiski samaaegselt toimuv.

Autokorreleerunud andmete erijuht on gradiendid — ruumilised struktuurid, mida saab lihtsa
vlrrandiga tuletada koha koordinaatidest. Puhas, ilma autokorrelatsioonita gradient peaks olema
regressioonivdrrandiga nii kirjeldatav, et regressioonijaagid ruumis ei autokorreleeru. Arvutuslikult
vOib autokorrelatsioon tekitada nailise gradiendi, kui laag ulatub vaadeldavast alast valja.

Ruumilise autokorrelatsiooni mdju téhtsustamine on mdjutanud proovide kogumise ja vaatlus-
kohtade valiku metoodikat Okoloogilistes valiuuringutes. Lihtne juhuvalik ei pruugi olla parim
lahendus, sest see ei vbimalda valtida pseudoreplikatsioone ehk ndivkordusi, mille pdhjus on nahtuste
ruumiline autokorrelatsioon. Ruumilist autokorrelatsiooni tuleb kas spetsiaalselt uurida ja selle mgju
prognoosimudelisse lulitada voi siis planeerida valik nii, et autokorrelatsiooni ulatusest véiksema
vahemaaga paiknevad proovikohad ei satuks samasse valimisse. Proovikoha lahedal paiknevad kohad
ei pruugi olla siiski uurimusest elimineeritud, need vdivad olla lulitatud kordusvalimitesse. Samuti on
hakatud enam téhtsustama ruumiliste né&htuste kaardistamise ja ruumiliselt ilmutatud analGisi-
meetodite vajadust.

Positiivset  ruumilist  autokorrelatsiooni  ldhivahemaadel on tdhistatud ka terminiga
naabrusharmoonia (neighbourhood coherence) (McArdle et al. 1997).
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5.1.1. Autokorrelatsiooni moju analltsi tulemustele

Klassikalised statistilised meetodid eeldavad Uksikvaatluste s6ltumatust. Ajas vdi ruumis lahestikku
paiknevad vaatlused kipuvad aga olema sarnased ainutiksi seetdttu, et on l&hestikku. L&hestikuseid
vaatlusi ei tohiks statistilisel analtiusil késitleda sdltumatutena. S6ltumatute vaatluste korral lisab iga
uus vaatlus Uhe Uhiku teadmisi ja Uhe vabadusastme. S@ltuvate vaatluste puhul ei lisandu iga uue
vaatlusega Uks vabadusaste, vaid mingi osa sellest, mille suurust ei ole vdimalik otseselt md6ta.

Autokorrelatsioonikordajate arvutamisel vorreldakse kdigi vdimalike vaatluspaaride sarnasust,
mida on markimisvaarselt ronkem, kui vaatlusi endid — kokku N(N — 1)/2 tikki. Juhul, kui vaatlused
on omavahel s@ltumatud, on maksimaalne Uksteisest lahus olevate vaatluspaaride arv vaid Int(N/2)
(joonis 5-1). Kui vaatlusi on Uks, ei saa vaatluspaare moodustada, suurema vaatluste arvu korral on
aga alati N(N - 1)/2 > Int(N/2). Seega meetodid, mis kasutavad koiki vOrreldavaid paare (ksteisest
sOltumatute vaatlustena, tilehindavad vabadusastmete arvu. Peale selle ei pruugi ka uksikvaatlused olla
s6ltumatud, vaid varjatud kujul kordavad Uksteist suuremal v6i vahemal méaral. L&hestikku paiknevad
vaatlused vdivad iseloomustada sisuliselt sama objekti (populatsiooni, elupaigalaiku) ja neid ei saa
seetbttu kasitleda soltumatute vaatlustena ega planeeritud kordustena — pigem tuleb need
naivkordusteks lugeda. Naivkordused on ka ajalise autokorrelatsiooni piiresse jadva ajavahemiku jarel
tehtud kordusvaatlused.

4 vaatlust (N=4) 6 vaatlust (N=6)

N (N-1)/2 = N(N-1)/2=
=43/2=6 =65/2=15
6 erinevat paari 15 erinevat paari
O_O Int (N/2) =
=Int (6/2) =3

Int (N/2) = O O
=Int (4/2) = 2 Joonis 5-1. Paaride arv ja omavahel

3 soltumatut paari sidumata paaride arv neljast ja kuuest

2 séltumatut paari vaatlusest.

Naivkordused ei ole omavahel séltumatud vaatlused

Kuidas autokorrelatsiooni erinevatel juhtudel arvestada ja kuidas selle mdju mddta ehk
autokorrelatsiooni modelleerimine on ruumistatistika tiks keskseid tlesandeid.

Kui autokorrelatsiooni mitte arvestada, siis hindavad statistilised testid vabadusastmete arvu vaaralt
kdrgeks ja esimest tlipi statistilise vea ehk ebadige sisuka jarelduse tdendosus suureneb (Malanson
1985, Legendre 1993). Mida tugevam on positiivne autokorrelatsioon andmetes, seda suurem on risk
ebaolulisi seoseid olulisteks hinnata. Autokorrelatsiooni mittearvestamine mitme faktori mdju vordle-
misel viib tugevamini autokorreleerunud faktorite mdju t6endolisele tlehindamisele (Lennon 2000).
Seda seaduspara on uuritud nditeks kategooriliste pindade Ulekatte puhul — laiguliste pindade juhus-
likul nihutamisel tekivad suuremad (lekatted sagedamini kui juhusliku mustriga pindade puhul
oodatav. On leitud ka, et dispersioonanalliiisi F statistik on andmete ruumilise autokorrelatsiooni
korral véiksem kui autokorrelatsiooni puudumisel (Sokal et al. 1991, Diniz-Filho ja Malaspina 1995).

Autokorreleerunud andmete kasutamine regressioonimudeli sobitamisel saadakse mudelisse
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halbega parameetrid. Autokorrelatsiooni kaasamine mudelisse muudab mudeli palju keerukamaks. On
ka vdidetud, et kui eesmérgiks on tulemuste ekstrapoleerimine, siis ei tasu autokorrelatsiooni
mudelisse kaasata, sest ei ole selge, kas see kehtib samasugusena valjaspool dpetusandmeid (Guisan ja
Thuiller 2005). Kontrollida tasub ka ruumiliste andmete prognoosijaédkide (regressioonimudeli korral
regressioonijadkide) ruumilist autokorreleerumist kujutades neid kaardil. Kui on tlupiline, et
lahestikku paiknevad jédgid on sarnased (samasuunalised), siis on péhjust arvata, et lahteandmete
ruumiline autokorrelatsioon méjutab hinnanguid. Ruumis autokorreleeruvad jadgid viitavad kas mingi
olulise faktori arvestamata jatmisele, milleks vdib olla prognoositava nahtuse autoregressiivne loomus
ehk sdltuvus iseendast, vdi mingi ruumiliselt autokorreleerunud faktori mdju tlehindamisele.

Uurimused

Diniz-Filho et al. (2003) véidavad, et ruumiline autokorrelatsioon ei pruugi prognoosihélbeid
pdhjustada ja suuremaid regressioonikordajaid ruumiliselt autokorreleerunud andmete puhul véib
seletada ka nahtuste struktuuri s6ltuvusega modtkavast vdi sellega, et mingi laiaulatusliku trendi mdju
on tdesti olulisem kui lokaalse mustri mdju.

Muchoney ja Strahler (2002) juhivad téhelepanu, et pikslivaartuste autokorrelatsiooni tottu
kalduvad kujutise klassifitseerimise tapsuse hinnangud, mis vordlevad tulemust ja maapealset tdde
pikslikaupa, Klassifitseerimistdpsust Ule hindama. Betts et al. (2006) leidsid, et liikide leviku
logistilised mudelid, mis ei arvestanud lindude leviku pidevust, kaldusid elupaiga faktorite mdju
suuremaks hindama. Autologistilised mudelid andsid kill parema hinnangute ja vaatluste vastavuse,
kuid enamike liikide puhul ei olnud mudelite valjundite erinevus statistiliselt oluline.

5.1.2. Ruumilise autokorrelatsiooni kirjeldamine

Ruumilist autokorrelatsiooni on vaja mddta selle kui omaette nahtuse kirjeldamiseks, selle
lulitamiseks ruumilisi seoseid Uldistavatesse mudelitesse ja otsustamaks, kuivord tavastatistika testide
kasutamine on digustatud. Ruumiline autokorrelatsioon vdib olla negatiivne, positiivne vGi puududa.
Positiivse ruumilise autokorrelatsiooni puhul paiknevad sarnased vaartused ruumis l&hestikku
(tdpsemalt — teatud parajasti kasitletaval kaugusel), negatiivse autokorrelatsiooni korral on etteantud
vahemaaga madtmistulemuste vaheline erinevus suurem kui andmestikus keskmiselt (joonis 5-2).

Ruumiline autokorrelatsioon on statistiline seos sama tunnuse vaartuste
vahel teatud vahemaaga vaatlustel

Joonis 5-2. Ruumiline autokorrelatsioon kahevaartuselistes andmetes Haining (2003) jérgi. A — Positiivne
autokorrelatsioon naaberpikslite vahel (samasugused ruudud kilgnevad sagedamini kui juhupaiknemisel). B —
autokorrelatsiooni puudumine ruutude juhusliku paigutuse korral. C — negatiivne ruumiline autokorrelatsioon
(sama tiilpi ruudud on omavahel rohkem eraldatud kui juhusliku paigutuse korral).
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Ruumilise autokorrelatsiooni kirjeldamise vahendid vGib jagada kolme riihma (Goodchild 1986,
Haining 1990):

O globaalsed statistikud,

O lokaalsed statistikud (globaalsed indikaatorid arvutatuna iga koha mbruse jaoks),

O graafilised kompleksnéitajad (korrelogramm ja variogramm).

ruumilise autokorrelatsiooni kirjeldamiseks leitakse iga mdGtmiskoha (ldhtekoha) ja teiste
(lahedaste) mddtmiskohtade (sihtkohtade) vahemaa, mis kuulub mingisse kaugustsooni. Samas
kaugustsoonis olevate vaatluspaaride vaartustest arvutatakse mingisugune korrelatsiooni voi sarnasuse
kordaja ja nii iga kaugustsooni jaoks. Seejuures on iga vaatluspaari ks vaatlus kord l&htekohaks ja
kord sihtkohaks. Autokorrelatsiooni tugevuse s@ltuvust vahemaast saab graafiliselt esitada
korrelogrammil.

Ruumiline autokorrelatsioon on alati seotud vahemaaga

Kdik ruumilise autokorrelatsiooni md6tmise vahendid eeldavad mingil moel sarnasuse mdétmist,
milleks v6ib pohimotteliselt kasutada igasuguseid sarnasuse mdéddupuid. Enamkasutatavad on
tihisloend ja Morani | (ptk 5.1.2.1 ja 5.1.2.2). Globaalsed statistikud eeldavad ruumilise muutuja teist
jarku statsionaarsust. See tdhendab, et muutuja hajuvus ja oodatav vaartus peaksid olema kogu
uuritava ala ulatuses samad. Globaalseteks statistikuteks voivad olla muutuja oodatav keskvéartus ja
oodatav dispersioon kogu uuritaval alal. K&iki globaalseid statistikuid saab arvutada ka lokaalselt, see
tdhendab Uhes kohas vai piirkonnas.

Ruumiline autokorrelatsioon on alati seotud vahemaaga vaatluskohtade vahel. Vahemaa on
seejuures madratletud piirvadrtustega voi kasutatakse vahemaast soltuvaid kaale. Autokorrelatsiooni
arvutamiseks tuleb koigepealt mdo6ta vaatluskohtade vahemaad, sest iga vahemaaklassi puhul vdib
autokorrelatsioon olla erineva tugevusega. Mingi etteantud vahemaaga vaatluste autokorrelatsiooni
kordaja arvutamiseks voetakse vaid selle vahemaaga vaatluspaarid. Kaalutud keskmine auto-
korrelatsioon koondab erinevate vahemaade autokorrelatsioone kaugusest (enamasti kauguse
poordvéartusest) sOltuvate kaalude abil. Autokorrelogrammi koostamiseks arvutatakse auto-
korrelatsioon eraldi kdigis korrelogrammil kujutatavates vahemikes voi siis arvestatakse vahemaad
muutuva raadiusena.

5.1.2.1. Uldine ristkorrutis-statistik

Ristkorrutis (cross-product statistic) on uldine sarnasuste vastavuse médtmise viis, mille votsid
kasutusele Knox ja Bartlet (1964) ja mida Uldistas N. Mantel (1967). Selle abil hinnatakse, kas thte
tldpi sarnasusega kaasneb teist tllpi sarnasus. Ruumilise autokorrelatsiooni hindamise puhul

tahistatakse seda
r= ZZWU’YH’ , (5.1]
]

kus Wj; on kohtade i ja j ruumilise vahemaa mddt, Y;; on samade kohtade erinevuse voi ajalise laheduse
maoot ning i #J.

7. september. 2012 231


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Normaaljaotusega muutuja puhul kasutatakse erinevuse mddduna pohiliselt ruuthdlbeid. Vahemaa
asemel vOib kasutada ka laheduse voi Ghendatuse mddtu ning erinevuse asemel sarnasust. Ridade ja
veergude arv vorreldavates maatriksites peab olema sama. Enamik tarkvaralahendusi arvutab Mantel
korrelatsiooni ehk Mantel statistikut jagades standardiseeritud vahemaade ristkorrutise vérreldud
lahtrite (erinevusmaatriksi diagonaali kohal olevate lahtrite) arvuga n — 1. Mantel statistik (rM) on
vahemikus —1 ja +1.

1 Wi'_V_V yi'_y
rM:n_lZZ — =, [5-2]

kus n on vorreldavate vahemaade arv, w;j; on vaartus vahemaade maatriksis, y; on vaartus erinevuste
maatriksis, s,, on vahemaade standardhélve ning s, on erinevuste standardhéalve.

Mantel korrelatsiooni arvutamisel vaid Uhes kaugustsoonis asendatakse vahemaade maatriksis
etteantud kaugustsooni vahemaad lhtedega ja kdik muud vahemaad nullidega v6i siis piirdutakse
mdlemas maatriksis vaid selle kaugustsooni vaatluspaaridega. Nominaalse muutuja puhul on sarnasus
Yij kas 0 vOi 1 vastavalt sellele, kas vaatlused kuuluvad samasse klassi voi teise klassi. Lihtsaima
variandi korral arvestatakse nii ruumilist kaugust kui ka sarnasust vaid kahevaéartuselisena — kohad on
kas naabrid vdi ei ning kas kuuluvad samasse klassi vOi ei. Kahevaartuseliste muutujate puhul
nimetatakse ristkorrutist tihendusloendiks (join-count vGi joint count statistic). Uhendusloend néitab
Uhenduste suhtelist sagedust.

K.R. Clarke (1993) vaéttis kasutusele astakud nii erinevuste kui ka kauguste maatriksis, et muuta
Mantel korrelatsioon mitteparameetriliseks.

5.1.2.2. Morani |

Morani | (Moran’s I) (Moran 1950) on kdige sagedamini kasutatav pidevate muutujate ruumilise
autokorrelatsiooni médt. Morani | arvutamisel standardiseeritakse uuritava tunnuse autokovariatsioon
sama tunnuse dispersiooniga.

NZN:ZN:Wij(zi - 7)(@z; - 2)

| _ i=1 j=1
N )
> w Y (z - 7)° [5-3]
i] i=1

kus N on etteantud vahemaaga vaatluspaare moodustavate vaatluste arv, i ja j — on koha indeksid, i on
lahtekoht ja j on sihtkoht, kusjuures i # j, wjj on vaatluste omavahelisest paiknemisest sltuv kaal, z; on
muutuja z vaartus kohas i, z; on muutuja z vaartus kohas j, z on muutuja z keskmine ning s? on
muutuja z dispersioon. Reeglina arvestatakse w;; = 1 kui kohtade i ja j vahemaa on etteantud raadiuses,
muidu Wij = 0.

Sisuliselt samasugust vorrandit kasutatakse ka Morani | véartuse arvutamiseks kaugustoonis [5-4]
ja Morani | vadrtuse arvutamiseks ruumilise korrelatsiooni mddduna [5-31]. Viimasel juhul on z; ja z;
asemel erinevad muutujad (korrelatsioon on kahe muutuja vahel) ning dispersiooni s? asemel on (hte
tunnuse ja teise tunnuse standardhdlbe korrutis.

Morani | v@rrand erineb Pearsoni lineaarse korrelatsioonikordaja arvutuseeskirjast vahemaast
sOltuvate kaalude poolest. Morani | on (hikuta suhtarv, mis valjendab vastavas kaugustsoonis olevate
vaatluste autokovariatsiooni ja dispersiooni suhet. Kuna vaatluste iseendaga paardumist ei lubata, on
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mdddetud vaartuste juhusliku paiknemise korral Morani | vadrtused normaaljaotusega ja ootus

E(I )=_—1. [5-4]
n-1

Vaatluste suure arvu puhul laheneb E(I) nullile. Mitte véga véikese vaatluste hulga puhul naitavad |
positiivsed vaartused positiivset autokorrelatsiooni, negatiivsed vaartused negatiivset autokorrelatsioo-
ni ja nullvéartus tdhendab autokorrelatsiooni puudumist. Positiivne ruumiline autokorrelatsioon tédhen-
dab, et vastavas kauguses olevad vaartused kalduvad olema sarnased.

Vaatluste omavahelisest paiknemisest sdltuvate kaalude valiku aspektide le on arutlenud Jamars et
al. (1977). Reeglina vordsustatakse kaal wj; Gihega, kui koht j on etteantud kaugusvahemikus kohast i,
muul juhul w;; = 0. See etteantud vahemik voib tahendada nii kiilgnevust kui ka kaugemat vahemikku.
Kaalud v6ib seada proportsionaalseks vahemaa pdordvaartusega vOi ette anda kasutaja maératud
kauguskaalude maatriksina. Kilgnevuse maaratlemisel on omakorda mitmeid vdimalusi.

Kui soovitakse kirjeldada ruumilise korrelatsiooni sdltuvust vahemaast, tuleb korrelatsioonikordaja,
mis see ka ei oleks, arvutada iga kaugustsooni jaoks eraldi. Kaugustsoonide kaupa arvutuse aramar-
kimiseks lisatakse kaugustsooni piires arvutatud statistikute tahistusse sulgudesse tsooni tahis —
Morani | puhul seega 1(d) vdi I(t) vdi I(r) vdi I(h). Uhe kaugustsooni Morani | arvutamisel tuleks
autokovariatsiooni standardiseerida vaid samas kaugustsoonis olevate vaatluste ruuthélvetega. Sellisel
juhul on Morani | teatud omavahelise kauguse vahemikku jadvate vaatluste autokovariatsiooni ja
samade andmete maksimaalselt vdimaliku autokovariatsiooni suhe. Iga kaugustsooni eraldi
késitlemise korral véljaspool kaugustsooni olevad vaatlused Morani | véartust ei mdjuta ja indeksi
muutumisvahemik on -1...+1.

N N

N@) > @ - Dz - D)
|(d) _ i=1 j:lN
W(d)> (2 - 7)° [5-5]

i=1

Vahemaaklassi d puhul on N(d) nende vaatluste hulk, mis moodustavad vaatluspaare vahemaaga d
ja W(d) on nende vaatluspaaride hulk, mille vahemaa kuulub kaugustsooni d. Pane téhele, et teatud
omavahelise kauguse tsooni jadvate vaatluspaaride hulk ei ole neid paare moodustavate vaatluste
arvust tuletatav. Vaatluste arvu ja vaatluspaaride arvu suhe sdltub vaatluste omavahelisest paikne-
misest. Naiteks neli vaatlust vdib anda null kuni kuus etteantud kaugusvahemikus olevat vaatluspaari.

Kui I(d) arvutamisel on nimetajas vaid sama kaugusvahemiku vaatlustest arvutatud ruuthélbed, siis
on I(d) vaartused vahemikus -1...+1. Kui etteantud vahemaa piiresse jadvat autokovariatsiooni
vOrrelda koigist vaatlustest arvutatud dispersiooniga, siis s6ltub | vaartus kaugemate vaatluste
varieeruvusest, seega taustsiisteemist. Kui véartuste hajuvus on seejuures ruumis ebalhtlane ei ole
autokorrelatsiooni muutumispiirid ette teada, teoreetiliselt on need vahemikus —oo...+o0. Globaalse
hajuvuse suhtes arvutatud Morani | on <=1 v8i >1 siis, kui muutuja véartus ldhedastes kohtades
varieerub rohkem kui kaugetes kohtades ja kui varieeruvus l&hedastes vaatluspaarides on kindla
suunaga (vt ka ptk 5.1.2.4 ja joonis 5-4).
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5.1.2.3. Geary c

Geary ¢ (Geary 1954) muutumispiirkond on vahemikus 0...+2. Null tahistab kbige tugevamat
positiivset ruumilist korrelatsiooni ja 2 nditab maksimaalset negatiivset korrelatsiooni. Vaartus ks
viitab ruumilise (auto)korrelatsiooni puudumisele. Erinevalt Morani | kordajast kasutab Geary kordaja
erinevuse mddduna mitte kovariatsioone, vaid erinevuste ruute. Seega mdddab Geary ¢ mitte

sarnasust, vaid erinevust.
N N

(N =23 > w, (x, = x, )
c— i-1 ’\lel [5-6]
ZWZ(Xi —X)?

Kahega jagamine nimetajas tuleneb vaatluspaaride loomulikust kahekordsest olekust: kord on
tinglikul esimesel positsioonil (iks paariline, teinekord teine paariline. Geary ¢ on véhem kasutatav kui
Morani | eelkdige selle tottu, et selle muutumispiirkond ei vasta tavapérasele; aga ka selle tottu, et see
alahindab nende vaatluste osa, millel on vdahem naabreid. Vahem naabreid on reeglina nditeks uuritava
ala serva lahedal olevatel vaatlustel. Geary ¢ on ka tundlikum muutuja jaotuse suhtes kui Morani |
(CIiff ja Ord 1981).

5.1.2.4. Lokaalne autokorrelatsioon

Eeltoodud autokorrelatsiooni m6dtmise vahendid annavad ruumilise autokorrelatsiooni globaalse
(ile kogu andmestiku ulatuva) hinnangu. See tdhendab, et (ks arv voi graafik Kkirjeldab
autokorrelatsiooni erinevate vahemaade korral kogu uuritaval alal. Kui uuritav ala on suur ja
heterogeenne, siis ei ole ruumilise statsionaarsuse eeldamine Gigustatud. Lisaks muutuja enda
ebalihtlasele varieeruvusele vGib varieeruda ka selle muutuja ruumiline autokorrelatsioon. Kui punkt-
mustri puhul siindmuste tiheduse ruumiline autokorrelatsioon kirjeldab punktide paiknemismustrit
ennast, siis arvuliste ruumiliste muutujate korral ei kirjelda ruumiline autokorrelatsioon mitte otseselt
muutuja vaartuste pinda, vaid selle ruumilist statsionaarsust.

Lokaalse ruumilise koondumise mdotmisel vBib olla kolm eesmarki:

O uuritava nahtuse ruumilise statsionaarsuse hindamine,

O hetaoliste vaartustega laikude esiletoomine,

O {hetaoliste vaartuste laikude suuruse mééramine.

Koiki globaalseid néitajaid saab arvutada ka lokaalselt ehk iga koha 0(mbruses. Lokaalse
autokorrelatsiooni arvutamisel on kaks varianti:
O lokaalseks loetakse vaid lahtepunkt ja iga lahtepunkti puhul kasutatakse vaid selle koha imber
vastavas kaugustsoonis olevaid naabreid,
O lokaalset autokorrelatsiooni arvutatakse liikuva akna péhimdttel.

Viimasel juhul kasutatakse nii lahte- kui ka sihtpunktidena koéiki akna ulatuses olevaid vaatlusi ja
mitte kaugemaid. Vaartuste keskmine ja dispersioon, mille suhtes ruumilist varieeruvust mdddetakse,
vOib olla arvutatud kas globaalselt voi vaid lokaalse akna sees olevatest andmetest — tulemus on
erinev.

Vaimalik on mddta iga Uksiku vaatluse mdju globaalse statistiku vaartusele ja niimoodi otsida eriti
suure mdjuga Uksikvaatlusi vdi ebaolulise mdjuga vaatlusi edasisest analliisist vélja jatta. Regres-
sioonanalisil tuntakse seda hat and leverage meetodina.
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Ruumilise koondumise lokaalsetele indikaatoritele (local indicators of spatial association — LISA)
(Deichman ja Anselin 1994, Anselin 1995) on statistikud, mis nditavad sarnaste vaartuste ruumilist
koondumist ja mille vaértuste summa on proportsionaalne mdne ruumilise koondumise globaalse
néitajaga. LISA analoog kategooriliste andmete jaoks on LICD (local indicators for categorical data)
(Boots 2003, 2006). LICD hdlmab lokaalselt arvutatud maastikumeetrika indekseid.

Luhend LISA tahistab kdiki ruumilise koondumise lokaalseid naitajaid

Lokaalne autokorrelatsioon v@ib vaatlusala thes piirkonnas olla positiivne ja mdnes teises osas
negatiivne. Sokal et al. (1998) nimetavad positiivse autokorrelatsiooni kohti kuumadeks laikudeks
(hot spots) ja negatiivse autokorrelatsiooni alasid kiilmadeks laikudeks (cold spots). Liigi ohtruse
kaardistamisel naitab kuum laik Ghetaolisi elupaigatingimusi ja levimisvimet, kilm laik viitab kas
oOkotonile voi leviku tdkkele.

Lokaalset autokorrelatsiooni on pultud kasitleda ka omaette faktorina, mis lisandub globaalsele
autokorrelatsioonile ja ruumilisele trendile (Boots 2003).

Gi ja Gi* statistikud

Spetsiaalselt numbriliste vaartuste lokaalse koondumise néitajad on Getis-Ordi G; ja G;* statistikud
(Getis ja Ord 1992, 1996). G; ja G;* arvutatakse vaartustest koha (i) umbruses ning keskmisest kogu
uuritaval alal.

G indeks on koha iumbruses olevate vaartuste summa osa uuritava ala k8igi
vaartuste summast

W (d)x,
Gi(d)zw,j;ﬁi,
> x
i [5-7]
W (d)X:
Gi(d)*z—z'W“( )XJ

| 5-8
ijj [5-8]

Kus x; on vaartus kohas j, wij(d) on vaatluse j vaatluse i naabrusesse d kuulumist kirjeldav kaal. Kui
koht j on etteantud kauguse sees, siis w;; = 1, muul juhul w; = 0. Statistiku tarnita ja tarniga variandi
erinevus seisneb kohas i oleva vaatluse vastavalt kas vélja jatmises vOi arvesse votmises keskmise
arvutamisel.

G statistiku oodatav vaartus E(G) on vahemikus 0...1 ja avaldub jargmiselt:

Gi):zjwij(d)

1 '9
1 [5-9]

E(

W..
E(G, *)=—"——. [5-10]

G on loodud lokaalse statistikuna toomaks esile positiivse ruumilise autokorrelatsiooni lokaalseid
taskuid, nagu Getis ja Ord (1992) kdrgete vaartustega piirkondi nimetasid. G statistiku vaartus on
kdrge kohtades, mille Gmber on ebaproportsionaalselt palju uuritava muutuja kdrgeid vaartusi.
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Autokorrelatsiooni puudumise ja muutuja normaaljaotuse korral vfrdub G* oodatava véartusega
E(G*). Oodatavast erinevuse olulisust saab kontrollida Z statistiku jargi normeerides erinevust
standardhalbega.

Getis-Ord statistiku originaalkuju eeldab, et uuritava muutuja vaartused on positiivsed ja
normaaljaotusega. Vabanemaks sdltuvusest muutuja véartuste jaotusest, standardiseerisid Ord ja Getis
(1995) arvutusvalemid jargnevale kujule:

kui j#i
S i)\/((n _1)Sli )_Wi2 [5-11]

(ijij (d)x; — xw, *Nn—1
sy/nS, *-W, * ’ [5-12]

kus wj; on reaalarvulised kauguskaalud, W; = w;;(d) ehk kaalude summa ilma vaatluseta i, W* = W, +
wii ehk kaalude summa koos vaatlusega i, Si; = > ;w;2 ehk kaalude ruutude summa ilma vaatluseta i,
Si* = Yjw;? ehk kaalude ruutude summa koos vaatlusega i, s(i) on koha i mbruses olevate vaatluste
standardhélve, s on kdigi vaatluste standardhdlve, X on valimi keskvéartus.

ja koigi vaatluste kasutamisel kujule

G, *(d)=

Taiustatud G statistiku jaotus laheneb raadiuse suurenedes normaaljaotusele ka siis, kui muutuja
jaotus on asummeetriline. Seega on G statistik sisuliselt Z skoor, mis v8imaldab hinnata statistiku
olulisust normaaljaotuse tdendosustena.

Leung et al. (2003) soovitasid G statistikuid lihtsustada jattes &ra standardiseerimise ja eelistades
ruutu votmist ruutjuurele. Kui statistik arvutatakse vaid thes raadiuses, siis ei ole tarvidust markida
valemisse muutujat d.

G, =G’ = {ZM w,[x, - X(i)]}z/nl_l D [, —x®f [5-13]

G672 = mbx -l /22 [, -] 514

Lokaalne Morani |

Lokaalse Morani | arvutamisel on kaks pdhimdtteliselt erinevat varianti — kas arvutada see valemi
5-5 jargi kaardistatavale alale paigutatud vorgustiku s8lmedes (joonis 5-3) v@i arvutada eraldi iga
vaatluskoha i imber ja loobuda summeerimisest ile lahtekohtade (valemid 5-15 ja 5-16). Lokaalse
Morani | véirtus ei pruugi olla vahemikus —1...+1, kui selle arvutamisel kasutatakse globaalset
dispersiooni, nagu alltoodud valemites. Muutliku varieeruvuse (heteroskedastilisuse) korral ei ole
nende valemite jargi arvutatud lokaalse Morani | muutumispiirid ette teada, teoreetiliselt on need
vahemikus —oo...+o0. Lokaalne Morani | on <-1 v&i >1 siis, kui muutuja vaartus lahedastes kohtades
varieerub rohkem kui kaugetes kohtades ja kui varieeruvus l&hedastes vaatluspaarides on kindla
suunaga.

Lokaalse | l&hedane statistik on lokaalne ¢ (valem 5-16) (Anselin 1995, Getis ja Ord 1996).
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Lokaalse Morani | vaartused on vahemikus —1...+1 vaid homoskedastilistes
andmetes

(z, - Z)JZZ:W“ (zj - Z)

I, = e , [5-15]
N 2
Z W; (Zi - Z; )
¢, == - : [5-16]
(2

kus z; ja z; on védéartused kohas i ja j, 0 on koigi z vaartuste standardhélve, z on valimi keskvaartus.

900
850

800 Morani |
750 0,25
700 0,1
650 0
500 -0,1
550 =025
500

Joonis 5-3. Baltimaade keskmine aastane sademete hulk ilmavaatlusjaamade vahele interpoleerituna (A) ja
vaatlusjaamades mdddetud paljuaastase keskmise sademete hulga vaatlusjaamast kauguse pdordvaartusega
kaalutud ruumiline autokorrelatsioon (B). Uhe kilomeetri sammuga kohtades lokaalselt arvutatud
autokorrelatsioon on positiivne eelkdige seal, kus (htlaselt kérge sademete hulgaga ala (néiteks L&&ne-Leedu)
ldhedal paikneb uhtlaselt kuivem piirkond (nditeks Kesk-Leedu ja Kesk-L&ti). Autokorrelatsioon on negatiivne
eelkdige ida- ja pBhjapoolses Létis, Leedu idapiiril ning Saare- ja Hiiumaa la&neosas, kus keskmine sademete
hulk on ruumiliselt ebastabiilne — see tdhendab, et erinevused lahestikku paiknevate vaatlusjaamade andmetes on
suhteliselt suured. Andmed Remm et al. (2011).

5.1.2.5. Korrelogramm

Korrelogramm on graafik, mis néitab mdédtmistulemuste omavahelise korreleerumise sGltuvust
mdo6tmiskohtade vahelisest kaugusest (h). Kui korrelogramm leitakse sama muutuja vaartustest
erinevates kohtades, iseloomustab see ruumilist autokorrelatsiooni ja nimetatakse autokorrelo-
grammiks (joonis 5-4); kahe muutuja vahelise seose s6ltuvust vahemaast nditab ruumiline korre-
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latsioon. Ruumilise korrelatsiooni mdotmiseks saab kasutada lineaarse korrelatsiooni kordajat ning
mitmesuguseid teisi kordajaid, autokorrelatsiooni mddtmiseks kasutatakse eelpool mainitud auto-
korrelatsiooni kordajaid. Mantel statistiku [5-2] kasutamisel nimetatakse korrelogrammi Mantel
korrelogrammiks (Oden 1984, Koenig ja Knops 1998, Bjgrnstad et al. 1999b).

= lorani | globaalse hajuvuse suhtes

Joonis 5-4. Autokorrelogramm p&6-

1.2 A

0.8

Morani | kaugustsoonis
= = Mantel statistik

= = = juhupaiknemise 95% llemine usalduspiir

sasmarana katvuse andmetest kaardi-
lehelt 6382 globaalse hajuvusega ja
kaugustsoonis olevate vaatluste haju-

vusega normeeritud Morani | ning

o6 4 N @20 ----- juhupaiknemise 95% alumine usalduspiir o A N
' Mantel statistiku jargi ja ka Morani |

Autokorrelatsioon

04 oodatava vaartuse 95% usaldusvahe-
02 - mik vaatluste juhuslike (mberpaigu-
_______________ ~ tamiste korral. Kuna pddsasmarana

O e S katvuse varieeruvus ei ole ruumiliselt
0,2 Lt . . : , tihetaoline, siis on kuni 20 m vahega
0 100 200 300 400 vaatluste puhul Morani | véartus > 1.

Vahemaa [m] Vaatlusandmed K. Remm 2008-2011.

Ruumilise trendi esinemisel on autokorrelatsioon tugevam vaiksematel kaugustel ja l&heneb nullile
suuremate kauguste juures. Ruumilise regulaarsuse korral korrelogramm lainetab. Laigulisuse korral
on autokorrelatsioon positiivne laikude keskmisele 1a8bim&ddule vastava kauguseni. Korrelogrammid
aitavad ruumilistest andmetest korrapéraseid struktuure leida. Korrelogrammi kaugusklasside arvu ja
laiuse valik s6ltub andmete hulgast ja kirjeldatava ruumilise korrapara omadustest (nt. laikude suurus
ja laikude vahemaa). Liiga laiade kaugusklassidega korrelogramm ei esita iseloomulikke tendentse.
Kitsastesse kaugusklassidesse jadb vahe vaatlusi ja nendest arvutatud korrelatsioon ei ole usaldatav.
Legendre ja Fortin (1989) ei soovita kasutada nende kaugusklasside andmeid, kus on alla 1%
vaatlustest.

Korrelogramm v@ib olla suunda mitte arvestav ehk igasuunaline (omnidirectional) korrelogramm.
Kui uuritava ndhtuse ruumiline struktuur on isotroopne (see tdhendab ei soltu suunast), on
igasuunalise korrelogrammi kasutamine 6igustatud. Moned néhtused on aga kindlasuunalise
struktuuriga ehk anisotroopsed. Sel juhul on (auto)korrelatsioon erinevates ruumisuundades erinev ja
kasutatakse suunaga korrelogramme. Suunaga korrelogrammi puhul arvutatakse korrelatsioonid eri
suunavahemike jaoks eraldi.

Korrelogrammi saab kujutada ka variogrammi kujul, see on / — r(h) ja h vahelise seose graafikuna.
Variogrammi kujul esitatud korrelogramm ei ole sama, mis variogramm. Korrelatsioon muutub
vahemikus —1...+1, variogrammil kujutatav poolhajuvus aga vahemikus 0...lavend (teoreetiliselt kuni
+00). Variogrammi kujul korrelogramm peaks suuremate laagide korral stabiliseeruma tasemele 1.

Standardiseeritud (O8igemini tsentreeritud) korrelogrammi puhul lahutatakse kaugustsoonide
korrelatsioonikordajatest ldkeskmine korrelatsioon. Ruumilise autokorrelatsiooni puhul lahutatakse
vahemaatsoonides arvutatud autokorrelatsioonidest keskmine autokorrelatsioon kdigis vaatluspaarides,
sOltumata vaatluste vahemaast. Kui eeldada, et ka tsentreeritud Kkorrelatsioonid peaksid muutuma
vahemikus —1...+1, siis tuleks eelistada jargmist teisendust:

R-R

de = ﬁ, kUI R > R, [5_17]
R, = (R—R)x—— kuiR<R, [5-18]
1+R
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kus R on standardiseerimata autokorrelatsioon kaugustsoonile vastava vahemikuga vaatluspaarides, Ry
on standardiseeritud autokorrelatsioon kaugustsoonile vastava vahemikuga vaatluspaarides,R on auto-
korrelatsioon kdigis vaatluspaarides.

5.1.2.6. Autokorrelatsiooni jaotusvali

Autokorrelatsiooni jaotusvéali ehk Morani jaotusvéli (Moran scatterplot) (Anselin 1995) kujutab
naabervaatluste sarnasust iga vaatluskoha tmber. Morani jaotusvéljal on kaks kuju. Esiteks graafik,
mille horisontaalteljel on uuritava muutuja vaartus vaatluskohas ja vertikaalteljel muutuja keskmine
vadrtus sama vaatluskoha Umbruses etteantud kaugusvahemikus (joonis 5-5A,B). Klassikalises
variandis on muutuja vaartused standardiseeritud. Graafiku regressioonijoone kaldenurk néitab
autokorrelatsiooni tugevust (joonis 5-5). Teiseks kaart, mis kujutab muutuja suhtelist vaartust imbruse
suhtes. Morani jaotusvali toob esile naabrusest erinevad piirkonnad (joonis 5-6).

>

100 . B 100 -
RZ=0,40 '
R? =004

80 80 4

. 500 m

timbruses
imbruses

Keskmine katvus 100 m

Keskmine katwus 400

0 20 40 60 80 100 0 20 10 60 80 100
Pddsasmarana katvus [%] P&dsasmarana katvus [%)]

Joonis 5-5. Morani jaotusvéli pd@sasmarana katvuse andmetest kuni 100 m vahemaa korral (A) ja 400...500 m
vahemaa korral (B). Véiksema vahemaa juures on seos tugevam.

( wﬁ T
. /i i*

, I \/' Y

o>

DN

Joonis 5-6. Pddsasmarana suhteline katvus 100-200 m timbruse keskmise suhtes Vaana m@isapargist idapool.
kollakates ja punakates kohtades on pd&dsasmarana katvus 0-50 m raadiuses suurem kui 100 m raadiusega
Umbruses, sinakates kohtades vaiksem. Valgel alal vélivaatlused puuduvad. Vektortaust — Eesti p&hikaart,
Maaamet 2005.
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5.1.2.7. Osaautokorrelatsioon

Korrelogrammi saab arvutada nii kaugustsoonide kaupa kui ka korrelatsioonina vaatluste vahel,
mis on lahemal kui teatud kaugus (Deichmann ja Anselin 1994). Kaugustsoonide kaupa arvutamisel
nimetatakse iga kaugustsooni Kkorrelatsiooni partsiaal- ehk osaautokorrelatsiooniks (partial
autocorrelation).

Kui ruumimuster sisaldab sarnaseid vaartusi voi struktuure, mis korduvad vahemaaga h, siis
véljenduvad need partsiaalkorrelogrammis mitte ainult kaugusel h, vaid ka h kordsetel kaugustel.
Seega vOib korrelogramm sisaldada samade struktuuride korduvat kujutamist ja kaugemates tsoonides
olevad korrelogrammi tipud ei pruugi viidata iseseisvatele struktuuridele. Aegridade analtilisi jaoks on
sarnastel alustel vélja téotatud meetodid, mis vdimaldavad tuvastada ja eemaldavad mustri perioo-
dilisuse mdju.

5.1.2.8. Omavaartustele tuginevad meetodid

Peamine 6koloogiliste andmetes oleva ruumilise autokorrelatsiooniga seonduv probleem on, kuidas
eristada bioloogiliste muutujate varieeruvuse asukohast soOltuvat ja keskkonnateguritest soltuvat
komponenti. Borcard et al. (1992) kasutasid kanoonilist vastavusanaluisi (ptk 2.4.6) lahtudes
eeldusest, et liikide varieeruvust madrab:

O  mdddetud keskkonnatunnuste kompleks,

O asukoht ja selle Gimbrus,

O madratlemata tegurid, mille kohta puuduvad andmed ning keskonnatunnuste varieeruvus on
teatud osas seotud asukohaga.

Kanooniline vastavusanallls tehti neljas variandis samadest andmetest: liikide andmed seotult
keskkonnatunnustega ja eemaldatud keskkonnamdjudega ning liikide andmed asukohakoordinaatidega
ja asukoha mdju eemaldamise jarel. Nelja analliusi tulemusel saadi liikide keskkonnatunnustega
seotud varieeruvuse, asukohaga seotud varieeruvuse, nii keskkonnatunnuste kui ka asukohaga seotud
varieeruvuse ja seletamata varieeruvuse osa hinnang.

Naabrusmaatriksi peakoordinaadid

Naabrusmaatriksi peakoordinaadid (principal coordinates of neighbour matrices — PCNM) on
arendatud alternatiiviks trendpinna analllsile ja vBimaldavad eristada vaatluste paiknemise mdju.
PCNM arvutuskaik on jargmine (Borcard ja Legendre 2002).

© Moodusta kdigi vaatluskohtade vaheliste kauguste maatriks D.

O Vali piirkaugus t ja omista kdigile sellest suurematele kaugustele véartus 4t.

O Vii labi kérbitud vaartustega kaugusmaatriksi peakoordinaatanalliis (PCoA). Kauguste
karpimise tdttu on osa omavaartusi negatiivsed. Need vastavad negatiivsele ruumilisele
autokorrelatsioonile.

O Kasuta positiivse omavéartusega peakoordinaate regressioonimudelis v8i kanoonilises
analliusis liigi vbi muu nahtuse esinemise/puudumise voi ohtruse prognoosimisel.

PCNM peakoordinaadid on ortogonaalsed ja kirjeldavad ruumilist seost vaatluskohtade vahel voi

uuritava ala ruumilist struktuuri. Neid saab arvutada iga prognoositava koha kohta. Kui vaatluskohad
paiknevad korrapéraselt, on peakoordinaadid sinusoidsed.

7. september. 2012 240


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Borcard et al. (2004) soovitasid enne PCNM analtiisi kontrollida funktsioontunnuse lineaarset
trendi, mis viitab uuritavast alast suurema sammuga ruumimustrile. Trendi olemasolul tuleks see
andmete teisendamisega eemaldada. PCNM suudab kill trendi kirjeldada, kuid trendi kaasamine
hégustab peenemate struktuuride ilmnemist ja omavektorite tahendust.

Morani omavektorkaardid

Morani omavektorkaardid (Moran's eigenvector maps — MEM ehk distance-based eigenvector
maps — DBEM ehk distance-based Moran eigenvector maps — doMEM) (Dray et al. 2006) on PCNM
peakoordinaatide wldistus. Mdlemad kasutavad kiilgnevuse maatrikseid loomaks teisendatud ortogo-
naalseid tunnuseid. MEM on paindlikum vaatluskohtade paiknemise ja kilgnemise erinevate
variantide arvestamisel. Vaatluskohad ei pea paiknema korrapéraselt, juhuslikult paiknev vaatlusvork
sobib sama hasti (Munoz 2009). Borcard et al. (2011) jargi voib PCNM ja MEM stnonlimideks
lugeda, MEM on sisuliselt sama meetodi uuem termin.

MEM on variogrammi mudelile tuginevate geostatistika meetodite
mitteparameetriline alternatiiv, mis ei eelda ega kasuta ette maaratletud
ruumilise varieeruvuse mudelit

Omavektorkaartide eesmérk on moodustada teisendatud ortogonaalsed tunnused, mis vdtavad
arvesse vaatluskohtade paiknemist ja védhendavad lahivaatluste kaalu. Ruumilised omavektorid
arvutatakse vaid vaatluskohtade omavahelise paiknemise nditajatest (koordinaatidest voi Uhen-
datusest). Ruumilised omavektorid rihmitatakse erinevatesse mdotkavavahemikesse ja kasutatakse
igast modtkavavahemikust Uhte omavektorit (Lacey et al. 2007, Ali et al. 2010). Omavektori
mdotkava ndeb, kui paigutada omavektori véértused kaardile — saadakse omavektori kaart.
Omavektorite abil teisendatud tunnused arvutatakse igas vaatluskohas ja prognoositavas kohas ning
neid kasutatakse kanooniliste seoste leidmisel vGi prognoosimudelis (joonis 5-7).

Griffith ja Peres-Neto (2006) hendasid PCNM, MEM ja ruumilise filtreerimise meetodid oma-
vaartusfunktsioonile tuginevaks analllsiks (eigenfunction-based spatial analysis). Blanchet et al.
(2008) laiendasid Morani omavektorkaartide kasutust anisotroopsetele andmetele asimmeetriliste
omavektorkaartidena (asymmetric eigenvector maps — AEM). Jombart et al. (2009) rakendasid Morani
omavektorkaarte dkoloogilise muutlikkuse erinevas mddtkavas struktuure arvestavas ordinatsioonis ja
selle graafilises esituses, mida nad nimetasid mitmemd6tkavaliseks mustrianaliiisiks (multi-scale
pattern analysis — MSPA). MSPA kanooniline vorm vdimaldab samas teljestikus kujutada nii liikide
kui ka keskkonna ordinatsiooni.

Guénard et al. (2010) taiendasid asukohaga seotud omavektorkaartide meetodeid mitmemd@dtmelise
koosmd@juanaliiisiga (multiscale codependence analysis — MCA), milles korrelatsioonid funktsioon- ja
argumenttunnuste vahel seotakse ruumilist (vGi ajalist) struktuuri kirjaldavate struktuur-
funktsioonidega (siinus voi kosiinus, ruumilised peakomponendid, lainekesed, asend regulaarnses
vaatlusvorgustikus). Mitmemddtkavalise koosmdjuanallsi algoritmi kohaselt arvutatakse ruumistruk-
tuuriga seotud koosmdjukordajad (codependence coefficients), leitakse suurima absoluutvéartusega
kordaja ja sellele vastav struktuur-funktsioon. Arvutatakse struktureeriva funktsiooni méju olulisus.
Kui see on piisav, siis lisatakse see funktsioon struktureerivasse komplekti ja korratakse analiiisi
tlejadnud funktsioonidega.
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Joonis 5-7. Morani omavektorkaartide tehnoloogiline skeem (Borcard ja Legendre 2002, Lacey et al. 2007, Ali
et al. 2010 jargi muudetult). A — vaatluskohtade ristkoordinaadid, B — vaatluskohtade vahemaade maatriks, C —
karbitud kauguskaalude maatriks ehk Gihendusmaatriks, milles on kdigile Gihenduses vdi naabruses mitteolevatele
vaatluskohapaaridele omistatud neljakordne minimaalne arvesseminev vahemaa, D — tsentreerimine ja diagonali-
seerimine peakoordinaatanaltilisi kaigus, mille tulemusel saadakse (ksteise suhtes ortogonaalsed omavektorid,
mis esindavad erinevas mdotkavas struktuure, E — erinevas modtkavas struktuure esindavad omavektorkaardid
(ringi suurus naitab vaartust, seest tiihjad ringid esindavad negatiivseid vaartusi), F — Morani omavektortunnused
(dbMEM), G - funktsioontunnust prognoosiv (regressiooni)mudel doMEM tunnustele sobitatud parameetritega,
H — prognoositud vaartused.

5.1.2.9. Kategoorilise pinna ruumiline autokorrelatsioon

Ruumilise autokorrelatsiooni néitajatega saab muuhulgas kirjeldada kategoorilise pinna laigulisust.
On néidatud, et korrelogrammide maksimumid osutavad keskmisele laigukeskmete vahelisele
kaugusele ning et korrelogrammi amplituud on suurim, kui laikudevahelised kaugused on sama suured
kui laikude labim6dt (Radeloff et al. 2000). Seejuures vdivad erinevad laigulisuse mustrid anda siiski
samasuguseid korrelogramme.
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Uurimused

Fortin et al. (1989) nditasid, et ruumilise autokorrelatsiooni korralikuks kirjeldamiseks peavad
vaatluskohtade paiknemises olema esindatud erinevad vahemaad. Lihtsa korraparase paigutuse puhul
ei ole vahemaade esindatus esinduslik.

Brown et al. (1995) leidsid, et lindude kogunemine parvedesse s6ltub elupaiga sobivusest,
maastiku eripdrast ja koha asendist levilas. Levila keskel on parvlemise tendents reeglina tugevam kui
levila dartel.

Getis ja Ord (1992), Ord ja Getis (1995) demonstreerisid G statistiku kasutamist epidemioloogiliste
andmete najal. Ghimire et al. (2010) arvutasid Getise G* statistiku Landsat kujutise iga kanali iga
piksli kohta kolmes erinevas raadiuses. Parima klassifikatsioonitapsuse andis G* statistiku andmekiht,
mis oli arvutatud 11 x 11 piksli suuruses aknas. Long et al. (2010) néitasid, et LICD sdltub tugevasti
arvessemineva naabruse ulatusest, sest maastikumuster ei avaldu véikeses aknas.

Long (1998) tddes, et nisu saagikuse ruumiline autokorrelatsioon pdhjustab regressioonimudeli
parameetrite statistilise olulisuse vaaralt tugevaid hinnanguid. Autoregressiivses mudelis kasutati
funktsioontunnuse véartusi killgnevate kohtade naabrusmaatriksis, mille alusel méaérati funktsioon-
tunnuse autoregressiivne moju.

Escudero et al. (2003) esitavad (levaate taimede geneetiliste tunnuste ruumilise autokorrelatsiooni
uuringutest ja meetoditest. Enamik uuringuid on kasutanud Morani | kordajat.

Lokaalselt arvutatud statistikute abil saab moodustada teisendatud vaartuspindasid kas ruumiliste
prognooside jaoks voi siis kujutise klassifitseerimiseks. Ghimire et al. (2010) lisasid maakatteklasside
tuvastamise juhumetsa (ptk 5.6.10.2) mudelisse lisaks Landsat kanalite originaalvaartustele ka
erinevates raadiustes arvutatud Getis statistiku vaartuspinnad. Parima tulemuse andis 11 x 11 piksli
suuruses aknas arvutatud G statistik.

Tarkvara

Ajalist autokorrelatsiooni saab arvutada kdigis suuremates statistikapakettides, ruumilise auto-
korrelatsiooni arvutamise vdimalust pakub rasterandmete puhul nditeks Idrisi moodul AUTOCORR,
mis arvutab rasterfailist Morani | vaid naaberpiksleid kasutades; punktandmete puhul nditeks SAM
(www.ecoevol.ufg.br/sam) ja R paketid spatial, ape, PCNM, AEM ja spacemakeR. Kui vaatluskohtade
omavahelised kaugused on arvutatud, saab autokorrelatsiooni mddta suvalise lihtsa sarnasuskordaja
abil. ArcGis arvutab kauguskaaludega Morani I, Anselini lokaalset Morani I, 18hima naabri keskmise
kauguse ning Getis-Ordi G ja G* statistikut. Lokaalse seose ja Morani jaotusvélja arvutamiseks saab
kasutada ka tarkvara GeoDa (Anselin et al. 2006).

5.1.3. Autokorrelatsioon aegruumis

Autokorrelatsioon on samal ajal nii ruumiline kui ka ajaline nahtus. Aeg-ruumilisi korrelogramme
on koostatud juba 1970ndatel aastatel. Aeg-ruumilise autokorrelatsiooni kirjeldamisel vdib kasitleda
ajalist ja ruumilist méddet eraldi (Bennett 1975) voi (hendada need etteantud reegli jargi tiheks aeg-
ruumiliseks vahemaaks (Martin ja Oeppen 1975). Ajamd6tme ja ruumi eraldi kasitlemisel saadakse
kolmemddtmeline korrelogramm, mida saab kujutada isoliinidega vGi kolmemddtmelise mudeli
projektsioonina. On andmeid, millest eraldi arvutud ajaline autokorrelatsioon ei ole statistiliselt oluline
ja eraldi arvutatud ruumiline autokorrelatsioon ei ole statistiliselt oluline. Kombineeritud ajalis-
ruumilisel arvutamisel leitakse aga statistiliselt oluline seos (joonis 5-8).
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Joonis 5-8. Sademete autokorrelatsioon Baltimaade ilmavaatlusjaamades aastatel 1966 kuni 2005 (andmed
Jaagus et al. 2010).

A — Baltimaade vaatlusjaamade keskmine maikuu sademete hulk millimeetrites.

B — Baltimaade vaatlusjaamade keskmine maikuu sademete hulk vaatlusaastatel.

C - ruumiline autokorrelogramm vaatlusaastate maikuu keskmisest sademete hulgast vaatlusjaamades
juhuslikkuse 95% usaldusvahemikuga. Positiivne ruumiline autokorrelatsioon on statistiliselt oluline
kaugusvahemikus 20-170 km. Véiksema vahemaaga on vaid kolm jaamadepaari ning nii vahestest andmetest
arvutatud autokorrelatsiooni vaartus on juhuslik.

D - ajaline autokorrelogramm vaatlusjaamade maikuu keskmisest sademete hulgast juhuslikkuse 95%
usaldusvahemikuga. Ajaline autokorrelatsioon ei ole statistiliselt oluline tihegi ajavahe puhul.

E - ajalis-ruumiline autokorrelogramm Morani | vaartustega. Ajalis-ruumiline autokorrelatsioon on tugevam
lahemal paiknevates vaatlusjaamades, esimesel eelneval ja jargneval aastal ning taas umbes kaheksa aastase
ajavahemiku jarel. Suure vahemaa ja umbes viieaastase erinevuse korral on ajalis-ruumiliselt arvutatud
autokorrelatiivne seos negatiivne.
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Populatsioonide stinkroonia all mdistetakse eri alade populatsioonide tiheduse ajalist kovarieeru-
mist. Enamik autoreid peab Uksteisest kaugel paiknevate populatsioonide diinaamika siinkroonsuse
peamiseks pbhjuseks keskkonna (eelkdige ilmastiku) ruumilist siinkroonsust (Moran 1953, Lindstrém
et al. 1996, Sutcliffe et al. 1996, Haydon ja Steen 1997, Koenig ja Knops 1998). Tdsiasja, et laia-
alalised keskkonnavapustused vdivad sunkroniseerida Uksteisest eraldatud lokaalsete populatsioonide
tiheduse liigiomast tsiklilist dinaamikat, nimetatakse Morani efektiks. Populatsioonide sunkroonia
vBimalike pBhjustena maérgitakse veel liigi enda leviku ja rénde laineid ja looduslike vaenlaste
randelaineid. PGhiline stinkroniseeriv faktor on siiski keskkonna ajaline muutlikkus (Ripa 2000).

Populatsioonide dinaamika stinkroonsuse maatmiseks kasutatakse piirkonna keskmist kahe popu-
latsiooni aegseeriate vahelistest ruumilistest korrelatsioonidest. Kusjuures populatsiooni suuruse
aegseeriaid vdib kasutada nii tava- kui ka diferentsiaalkujul. Viimasel juhul uuritakse populatsioonide
juurdekasvude slnkroonsust. On esitatud populatsioonidiinaamika randavate lainete kiiruse suuna ja
statistilise olulisuse maéramise teooria, mis seletab populatsioonitstklite dinaamikat ruumis (Lambin
et al. 1998, Bjgrnstad et al. 1999b) (joonis 5-9).

Populatsioonide stinkroonia korrelogrammil kujutatakse the piirkonna
populatsioonide ajalise diinaamika sarnasuse séltuvust populatsioonide
vahemaast
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Joonis 5-9. Populatsioonide dinaamika ruumiline
sinkroonsus. A -  populatsioonide  siinkroonsus
(korrelatsioon populatsioonide suuruse vahel erinevatel
aastatel) sOltuvalt vahemaast Y telje suunas, B -
populatsioonide slinkroonsus séltuvalt vahemaast X telje
suunas, C - populatsioonide slinkroonsuse sGltuvus
suunast, D — populatsiooni tiheduse (N) paiknemise
mudel Ghel aastal, E — populatsiooni tiheduse mudel teisel
aastal, (Lambin et al. 1998 ja Bjgrnstad et al. 1999b jargi
muudetult).
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Uurimused

Ulevaatlikke artikleid ajalis-ruumilisest autokorrelatsioonist populatsioonidiinaamikas on Kirju-
tanud W.D. Koenig (1999), Bjernstad et al. (1999a), Hudson ja Cattadori (1999), Lundberg et al.
(2000). Sama teema kohta on ka raamatuid, néiteks Bascomte ja Solé (1998).

Ranta et al. (1997a, b) uurisid valgejanese Lepus timidus populatsioonide siinkroonia soltuvust
maakondade vahemaast Soomes ja Pohja-Ameerikas. Leiti, et Ameerika ja Skandinaavia janeste
populatsioonidiinaamika ei ole sunkroonis ja vaevalt on seotud pdikese aktiivsusega, kill aga on
stinkroonis populatsioonidiinaamika lahestikku paiknevates maakondades.

Yamanaka et al. (2007) uurisid pujulehise ambroosia (Ambrosia artemisiifolia) ja poilaste hulka
kuuluva mardika Ophraella communa esinemist pdllul. Kummagi liigi paiknemises omaette ei leitud
selget ruumilist struktuuri, kuid leiti tdendeid liikidevahelise ajalise nihkega seose kohta. Ambroosia
rohkus soodustas poilase rohkust samas kohas kuu ja kahe kuu pérast.

5.1.4. Autokorrelatsiooni olulisuse testid

Ruumiline autokorrelatsioon m&ddab l&hestikku vdi teatud kaugusel olevate véartuste vahelist sta-
tistilist seost. Statistiliste seoste puhul tuleb otsustada, kuivord téendoline on sellise tugevusega seose
puhtjuhuslik teke. Kui hinnatakse he muutuja ruumilise autokorrelatsiooni tugevust ja on p&hjust
arvata, et etteantud kaugusel on vdimalik ainult kas positiivne v3i negatiivne autokorrelatsioon, siis
vOib kasutada ihepoolset testi. Muudel juhtudel, ka kahe muutuja vahelise ruumilise seose uurimisel,
tuleks kasutada kahepoolset testi, kuna autokorrelatsiooni suund ei ole ette teada.

Lihtsaima variandi korral késitletakse nii ruumilist muutujat kui ka selle vaatluskohtade asendit
kahevéartuselisena — vaatlused kuuluvad vdi ei kuulu samasse klassi ja kas kilgnevad voi ei.
Kahevaartuselise muutuja puhul on pikslite kiilgnevuse variantide oodatav sagedus arvutatav, valemid
on esitanud naiteks Sokal ja Oden (1978a). Tegeliku sageduse ja oodatava sageduse vordlemine annab
hinnangu, kui tdendoline on vaadeldud paiknemissuhte juhuslikkus.

5.1.4.1. Z statistik

Z statistikut saab ruumilise autokorrelatsiooni olulisuse kontrolliks kasutada juhul, Kkui
autokorrelatsiooni kordaja on eeldatavalt normaaljaotusega ja on arvutatud suurest hulgast andmetest.
Néiteks Morani | puhul tuleks Z statistik arvutada jargmiselt.

-1
obs ex|
7=-2__°%¢

var (| [5-19]

Klassikaliste autokorrelatsiooni kordajate ootuse ja dispersiooni arvutamise valemid lsna pikad,
neid vOib leida raamatutest Cliff ja Ord (1973, 1981) ja nditeks artiklist Bonham ja Reich (1999).
(Auto)korrelogrammi statistilise olulisuse v8ib lugeda tbestatuks, kui vdhemalt tihes kaugustsoonis on
(auto)korrelatsiooni olulisuse tGendosus véiksem kui olulisuse nivoo jagatud tsoonide arvuga (Houle
1998).

Morani | dispersiooni [var(l)] arvutamise valem on (sna pikk, selle vdib leida nditeks artiklist
Bonham ja Reich (1999). (Auto)korrelogrammi statistilise olulisuse vOib lugeda tdestatuks, kui
vahemalt (ihes kaugustsoonis on (auto)korrelatsiooni olulisuse téendosus véiksem kui olulisuse nivoo
jagatud tsoonide arvuga (Houle 1998).

Morani | dispersiooni saab hinnata ka vaatluste valimiteks jagamisega ja Morani | arvutamisega
igas valimis eraldi.
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5.1.4.2 Jareltestid

Oletame, et dispersioonanaliilisi (ptk 1.5.4) v6i mdne selle analoogi kasutamisel leiti, et muutuja
vaartus soltub klassidest. Jargmine kisimus on, millised klassid erinevad omavahel olulisemalt? Post
hoc (ladina k. “pdrast seda”) testid ehk jareltestid vBimaldavad vorrelda vaatlusklasside erinevust,
vOttes arvesse asjaolu, et kaks v@rreldavat klassi ei ole ainukesed valjavotted andmestikust. Post hoc
vOrdlusi kasutatakse nii kirjeldava analtilisi puhul kui ka hipoteeside testimisel.

Autokorrelatsiooni  uurimisel saab post hoc testidega méadrata, millisel kaugusel on
autokorrelatsioon statistiliselt oluline, milliste kaugustsoonide vahel autokorrelatsioon oluliselt erineb
vBi kui kaugele positiivne autokorrelatsioon ulatub. Ruumilise autokorrelatsiooni olulisuse
kontrollimiseks on post hoc testidest kbige enam kasutatud Bonferroni kriteeriumi, kuna see on ks
konservatiivsemaid. Selle puhul loetakse korrelogramm statistiliselt oluliseks, kui vdhemalt Uhe
kaugustsooni puhul on olulisuse tdendosus vaiksem kui olulisuse nivoo jagatud tsoonide arvuga (Oden
1984).

Uksikute tsoonide kaupa vihemkonservatiivse usaldusvairsuse hinnangu annab Holmi (1979)
edasiarendus Bonferroni korrektsioonist. Selleks jarjestatakse tsoonid olulisuse tdendosuse jérgi ning
alustades kdige olulisemat vorreldakse tsoonide olulisuse tdendosusi olulisuse nivoo vaartusega, mis
on jagatud tsoonide arvuga, mille olulisus on konkreetse tsooni olulisusega v@rdne v6i suurem.
Sisukas hiipotees vOetakse vastu samm-sammuliselt kBigi tsoonide puhul kuni esimeseni, mille puhul
tuleb jadda nullhiipoteesi juurde.

5.1.4.3. Mantel test

Mantel test (Mantel 1967, Douglas ja Endler 1982, Manly 1986, 1997) on vahend kahe
sarnasusmaatriksi vahel oleva seose tugevuse ja statistilise olulisuse mddtmiseks. Mantel testi
kasutatakse ruumilise autokorrelatsiooni ja ruumilise korrelatsiooni statistilise olulisuse hindamiseks.
Ruumiliste seoste hindamisel on hes maatriksis vaatluste omavahelised vahemaad ja teises vaatluste
erinevused. Arvude korduval juhuslikul Gmberpaigutamisel thes maatriksis saadakse juhuslikud
vastavused vahemaade ja sarnasuste vahel. Korduval permuteerimisel saadakse vastavuste jaotus
nullmudeli korral. Algselt kasutas Nathan Mantel seda testi haiguste leviku ajalise ja ruumilise seose
madtmiseks.

Vastavuse taset kahe Mantel testi maatriksi vahel mdddetakse Mantel statistikuga (ptk 5.1.2.1),
mis on tabelites samal positsioonil olevate l&heduse ja sarnasuse mddtude korrutiste summa, millest
jaetakse valja maatriksite diagonaalelemendid. Sarnasuse ja ldheduse ristkorrutist standardiseeritakse
lahutades kdigist vaartustest korrutise keskvaartus ja jagades need standardhélbega. Mantel testis saab
kasutada ka teistsuguseid korrelatsiooni ja sarnasuse mdodikuid.

Kuna maatriksites olevad arvud ei ole Uksteisest sdltumatud, siis tuleb maatriksitevahelise seose
statistilise olulisuse hindamiseks (hes maatriksis olevad arvud juhuslikult Gmber paigutada
(permuteerida). Enamasti on nullhlpoteesi puhul asjakohane eeldada, et iga vaatluse ja naabervaatluste
vaheliste seoste struktuur (keskmine ja variatsioon) on sama, mis empiiriliste andmete puhul. Selleks,
et mitte dlehinnata nullmudeli usaldatavust, muudetakse juhuslikult vaid maatriksi ridade jérjekorda
ning veergude jarjekorra muutus tehakse vastavalt ridade Umberpaigutumisele. Nii jadvad samas
veerus vOi reas olevate vaartuste komplektid laiali jagamata. Iga permutatsiooni jarel arvutatakse
Mantel statistik. Korduvate permutatsioonide tulemusel saab hinnata, kui suure tdendosusega vois
maatriksite vahel olev vastavus tekkida juhuslikult. Juhuslike Umberpaigutuste asemel on v8imalik ka
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jarjest 1abi proovida kdik voimalikud arvude paigutused maatriksis (sequental permutation), aga
vOimalike paigutuste suure arvu tdttu on see juba 9 véartuse puhul tsna mahukas, sest 9! = 362 880.
Samas soovitatakse, et vaatluste ruumilise paiknemise mdju selgitamiseks peaks vaatlusi olema
kindlasti Ule 20, vastasel juhul ei pruugi paiknemise mdju avalduda (Fortin ja Gurevitch 1993).

Mantel testiga maaratakse kahe kaugusmaatriksi omavahelise vastavuse
statistilist olulisust

Mantel testi eelis on eeltingimuste vahesus. Oluline on vaid, et originaalandmetest saaks arvutada
ldheduse/kauguse maatrikseid ning et vaatluspaarid maatriksites oleksid omavahel vastavuses.
Kasutada saab igasuguseid laheduse/kauguse moddikuid Ukskdik millist tudpi andmetest. Mantel test
sobib vaid testimaks hiipoteesi, mille andmed on esitatud kahe kaugusmaatriksi kujul. Mantel test ei
kirjelda seost ega ndita seose poolt arakirjeldatud varieeruvuse osa (Legendre ja Fortin 2010).

Ruumilise (auto)korrelatsiooni hindamisel Mantel testiga saadakse vaatluste vahemaa mdju koond-
hinnang (le k8igi kaugustsoonide ehk Mantel (auto)korrelatsioon. Seega saab Mantel testiga hinnata
korrelogrammi statistilist olulisust. Lihtsa Mantel testi puhul kasutatakse k@iki erinevate vahemaadega
vaatusi koos ja saadakse olulisuse hinnang korrelogrammile tervikuna. Korrelogrammi nullmudelile
vastava usaldusvahemiku saamiseks igas kaugustsoonis tuleb permuteerida sarnasuse arvutamise
lahteandmeid igas kaugustsoonis eraldi.

Mantel osatestiga ehk Mantel partsiaaltestiga ehk mitmese Mantel testiga (partial Mantel test,
multivariate Mantel test) hinnatakse korraga rohkem kui kahe sarnasusmaatriksi vastavust. Naiteks
liigilise koosseisu sarnasust, keskkonnatingimuste sarnasust ja ruumilist kaugust. Eesmérgiks on
madrata kauguse mdju parast seda, kui keskkonnafaktorite mdju vaatluste sarnasusele on eemaldatud
vBi vastupidi. Mantel osatesti arvutamisel vorreldakse maatriksite A ja B vahelise seose jaakide
maatriksit maatriksite B ja C vahelise seose jadkide maatriksiga (Fortin ja Gurevitch 1993, Sokal ja
Rohlf 1995).

5.1.4.4. Lahteandmete Umberpaigutamine ja randomiseerimine

Mantel testi puhul paigutatakse juhuslikult ringi korrelatsioonimaatriksis olevaid arve.
Alternatiivsed vOimalused leitud autokorrelatsiooni olulisuse kontrollimiseks on moodustada
tegelikule analoogilisi juhuslikke mustreid v8i olemasolevaid vaatlusandmeid juhuslikult Gmber
paigutada ja seejdrel mddta autokorrelatsiooni tugevust nendest juhuslikult (mber paigutatud
vaatlustes. Korduvate randomisatsioonide tulemusel saadakse juhumustrite korrelogrammi voi
autokorrelatsiooni indeksi usaldusvahemik. Kui kasutatakse 95% usalduspiire, siis on usaldusvahemik
see piirkond mdlemal pool keskmist, mida taidab 95% randomisatsioonidest.

Lahteandmete randomiseerimist saab kasutada ka kahe vaatlustehulga vordlemiseks. Kui kahe
andmekogu seost konkreetse ruumiga ei uurita, siis piisab, kui randomiseerida véartusi (hes
vorreldavas andmestikus. Vé&artuste vastavuse modotmiseks kahes andmestikus kasutatakse nn
Procrustese sangitust (Procrustean superimposion) (Gower 1971b, Rohlf ja Slice 1990, Bookstein
1996, Peres-Neto ja Jackson 2001). Selle kaigus standardiseeritakse kahe vaatluskogumi erinevus
nende tunnusruumis nihutamise ja potramise teel nii, et vastavus oleks maksimaalne ja kummagi
kogumi sees vaartuste omavaheliste suhete struktuur ei muutuks.

Procrustese sangitus on ruumiliste andmete standardiseerimise viis
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Tarkvara

Tarkvarapaketis Statistica on jargmised post hoc testid: Bonferroni test, Scheffé test, Tukey HSD
test, erisuurusega valimite HSD test, Newman-Keulsi test, Duncani test, Dunnett' test. Nende
kasutamiseks tuleb kbigepealt leida statistiline seos klassidesse (h) jagatud vadartuste vahel. Ruumilise
autokorrelatsiooni puhul leitakse seosed vaatluste vahel mingis kohas ja kaugusel h sellest kohast.
Kaugusklassid tuleb andmetabelisse sisestada nominaalse tunnusena. Analliisi tulemuste meniust
tuleb avada allmeniii Comps, klassikoodide tunnus tuleb valida tunnuseks, mille méju méaératakse.
Seejéarel vajuta nuppu Specify post-hocs for obs. means ja vali post hoc test.

Uurimused

Jackson ja Harvey (1989) nditasid Mantel testiga, et Ontario piirkonna jarvede ldhedus madrab
kalakoosluse sarnasust rohkem kui jarve morfomeetria néitajad. Rodrigues ja Lewis (1997) leidsid, et
kalastik sdltus rohkem jéarve vee labipaistvusest kui jarvedest lahedusest.

Dutilleul et al. (2000) naitasid, et kuigi Mantel test ja Pearsoni korrelatsioonikordaja peaksid
andma sama olulisustendosuse, kui Mantel testis kasutatakse ruuterinevusi ja tunnused on
normaaljaotusega, on praktilistes andmetes Mantel test véimsam. P. Legendre ja M.-J. Fortin (2010)
vaidavad siiski, et lineaarne korrelatsioon, regressioon ja kanooniline korrelatsioon on v8imsamad kui
Mantel test.

5.1.5. Autokorrelatsiooni moju valtimine

Autokorrelatsiooni ebasoovitavat mdju saab valtida voi eemaldada mitmel erineval viisil.

O Jatta ruumilise autokorelatsiooni ulatuses olevad andmed kasutamata. Eelarvamus, et kiillap
vaatlused on tehtud piisavalt suure vahemaaga, vGib paraku olla petlik (Fortin ja Dale 2009).
Autokorrelatsiooni mdju ulatust tuleks maérata eraldi igas tksikus andmestikus. Naiteks vib
lahivaatlusi jark-jargult niikaua eemaldada, kuni autokorrelatsioon muutub lahivaatluste
kaugusel statistiliselt ebaoluliseks (Legendre 1993). Kui andmete kogumiseks tuleb vaeva
néha, siis ei ole see variant soovitatav, sest tahendab loobumist suurest hulgast tehtud t6dst.

O  Planeerida andmete kogumine nii, et Uiksikvaatlused oleksid omavahel v8imalikult sdltumatud.
Absoluutne sdltumatus 6koloogiliste ja maateaduslike vaatluskohtade vahel pole teadagi
vOimalik. Ka l&hestikku paiknevate vaatluste grupeerimine ja vaid gruppide omavahel
vBrdlemine aitab ruumilise autokorrelatsiooni méju vahendada.

O Standardhélvete, korrelatsioonikordajate ja t testi statistikute korrigeerimine (Cliff ja Ord
1981) vdi vabadusastmete arvu korrigeerimine (Thomson et al. 1996, Clifford et al. 1989).

© Rangema olulisusnivoo rakendamine.

O Lulitada ruumiline autokorrelatsioon mudelisse. Ruumilise sdltuvusega regressioonimudelite
andmetele ldhendamine toimub iteratiivselt ja on arvutusmahukas.

©  Andmestiku jagamine piirkondadeks ja piirkonna lulitamine mudelisse kvalitatiivse tunnusena
vOi mudeli sobitamine igas piirkonnas voi iga koha timbruses eraldi (geograafiliselt kaalutud
regressioon, ptk 5.2.4).

O Lulitada autokorrelatsioon (laigulisus) null-mudelisse. Seda varianti kasutatakse ruumimustrite
omavahelise korreleerumise uurimisel. Eri klassi ndhtuste omavahelist paiknemise analtdsil
eeldatakse, et ruumiline autokorrelatsioon on kummagi mustri siseasi, mis nende omavahelise
paiknemise hindamist mdjutada ei tohi. Kiisimus, milline mustri iseloomu
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(autokorreleerumise) karakteristik ja kuidas nullmudelisse lulitada, ei pruugi olla lihtsate
killast.

O Kasutada autokorreleerunud andmete regressioonanalliiisi asemel andmete dimensionaalsust
vahendavaid meetodeid, néiteks killgnevustest arvutatud omavéaartusi (ptk 5.1.2.8).

Ruumiliselt autokorreleerunud muutujate lahestikku paiknevate vaatluste
lisamine valimisse ei pruugi olulist lisateavet anda

5.1.5.1. Autokorrelatsioon liikide leviku mudelites

Enamik liikide leviku mudeleid ignoreerib liikide levikuks kuluvat aega eeldades, et liiki vdib leida
kdikjalt, kus on sobiv elupaik. Vaatlusandmed néitavad aga, et selline eeldus ei kehti. Mingi liigi
leidmise tdendosus on suurem kohtades, mille imbrusest on liiki juba leitud. Kui liik esineb ohtralt,
siis vBib teda leida ka ebasobivatest elupaikadest.

Autokorrelatsiooni  kaasamiseks mudelisse on kasutatud autoregressioonimudelite variante.
Autologistilist mudelit esinemise/puudumise andmetega kasutasid esmalt Smith (1994) ja Augustin et
al. (1996) ning seejarel mitmed teised (Wu ja Huffer 1997, Osborne et al. 2001, Segurado ja Araujo
2004, Luoto et al. 2005, Betts et al. 2006, Dormann 2007a). Autologistilist meetodit saab laiendada ka
teistele jaotustele (Haining 2003).

Autologistilise meetodi (ks alternatiiv GEE meetod (generalized estimating equations) on uldiste
lineaarsete mudelite modifikatsioon (Albert ja McShane 1995) ja on kasutatav R keele
vabavarapakettides gee ja geepack. Ruumilise autokorrelatsiooni mdju arvestamiseks okoloogilistes
uuringutes on seda kasutanud siiski vaid vahesed autorid (Gotway ja Stroup 1997, Gumpertz et al.
2000, Augustin et al. 2005, Carl ja Kithn 2007).

Teine ja lihtsam vBimalus on lisada mudelisse omaette tunnusena kaugusega kaalutud sama liigi
leidude hulk imbruses, mis vdib hinnanguid tdpsemaks muuta isegi siis, kui levimine ei ole limiteeriv
faktor (Allouche et al. 2008).

Uurimused

Brito et al. (1999) kasutasid juhuslikke mittekilgnevaid UTM-ruute. Li et al. (1997) uurisid enne
proovide v@tmist, milline on piisav vahemaa proovide vahel, et ruumiline autokorrelatsioon ei
mdjutaks tulemusi.

Néiteid ruumilise autokorrelatsiooni lilitamist mudelisse vOib leida toddest: Haining (1990),
Bonham ja Reich (1999), Augustin et al. (1996), Syartinilia ja Tsuyuki (2008). Lichstein et al. (2002)
lisasid liikide levikut prognoosivatesse regressioonimudelitesse funktsioontunnuse ruumilise
autokorrelatsiooni. Kahe linnuliigi (Dendroica pensylvanica ja Setophaga caerulescens) arvukuse
mudelis jai autokorrelatsiooni lisamise jarel domineerima liigi seos maastiku tunnustega, kolmanda
liigi (Wilsonia citrina) puhul oli ruumiline autokorrelatsioon pdhiline faktor. W. citrina on mdnes
kohas suurel hulgal ja mones teises kohas teda ei ole mingil pdhjusel, mida mudelis olevad
maastikutunnused ei kirjelda.

Dormann et al. (2007) vordlesid liikide esinemiskohtade autokorrelatsiooni arvestamise meetodeid:

O regressioon autokorrelatsiooniga (autocovariate regression),

O omavektori kaardistus (spatial eigenvector mapping),

O (ldistatud vhimruutude meetod (generalised least squares),

O autoregressiivsed mudelid (autoregressive models),

O (ldistatud prognoosivorrandid (generalised estimating equations — GEE).
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Ruumilise autokorrelatsiooni eiramine pdhjustas hinnangutes keskmiselt 25% suurema ebatapsuse.
Vordluse tulemusena julgustavad autorid kasutama mitut eri tldpi mudelit paralleelselt. Koigi
meetodite puhul tuleks kas a priori v3i katsetamise teel maarata imbrusest sdltuvad kaalud vdi mingid
muud autokorrelatsiooni struktuuri kirjeldavad parameetrid.
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5.2. Interpoleerimine

Enamik empiirilisi andmeid kéib mingi ajahetke v6i ruumipunkti kohta, kusjuures jareldusi ja
oletusi oleks vaja teha tihedama punktide vorgu kohta kui vaatlusvork. Muutuja vaartuste hindamist
registreeritud tulemustega kohtade vahele nimetatakse interpoleerimiseks. Interpoleerida saab nii piki
tihte telge (aegread, transektid ehk labildiked) kui ka mitmemd&dtmelises ruumis (kaart, kdrgusmudel,
tais 3-modtmeline mudel néiteks veekogust, puuvdrast, maagisoontest vms). Interpoleerimine on
vajalik kdikjal, kus andmed on olemas vaid teatud kohtades, jareldusi on vaja teha aga kogu pinna voi
ruumi kohta. Tadpilisi nditeid leiab seireandmete to6tlusest, aga ka andmeedastuse vallast. Kujutise
(kadudega) kokkupakkimise (ks vdimalik meetod on salvestada véértused vaid teatud sammuga
pikslite vdrgustikule ja vahepealsete pikslite vaartused interpoleerida vBrgustiku lahtipakkimisel.

Interpoleerimine on vaartuste arvutamine moddetud kohtade vahele

Interpoleerimismeetodeid vdib jagada jargmiselt:

O interpoleeritava pinna osadeks jagamine ehk tesselatsioon,

silumine libiseva aknaga,

interpoleerimine lokaalse vdi globaalse funktsiooniga, sealhulgas kriging (ptk 5.3.5),
interpoleerimine ekspertotsuste ja intellektitehnika meetoditega (ptk 3.4.5),

sarnast struktuuri otsivad ja sobitavad meetodid (ptk 5.2.4 ja 5.2.5),

interpoleerimine teiste muutujate abil (ptk 5.2.6).

0O 0 0 0 O

Interpoleerimine kitsamas tdhenduses tdhendab vaartuste genereerimist kasutades vaid teadaolevaid
vaartusi. Teatud hulk kindelpunkte on ette antud ja vaartuspind tuleb mingite reeglite jargi nende
punktide vahele genereerida. Lihtsaim néide on libiseva aknaga silumine, mille puhul on mitmeid
variante. Usna sageli on vaatluskohtade vahele jaava ala kohta iht-teist veel teada ja seda teadmist
saab interpoleerimisel dra kasutada.

Vaatluste vaheline ala vib jaguneda suhteliselt homogeenseteks ehk tihetaolisteks piirkondadeks.
Kui selliste piirkondade ehk plokkide paiknemise piirid on teada, siis Uhe ploki piires Uhesuguste
interpoleeritavate véartuste eeldamine annab Usna usaldusvaarse interpoleeritud pinna. Sellest lahtub
naiteks plokk-kriging. Interpoleeritava ala plokkideks jagamine vdib toimuda Ukskdik millise
indikaatortunnuse jérgi.

Interpoleerimisalgoritme jagatakse tépseteks ja siluvateks. Esimesed konstrueerivad pinna, mis
labib vaatluspunkte, teised moodustavad pinna, mille vaartus ei pruugi vaatluspunktides vastata seal
mdodetud vaartustele (arvestavad modtmisvea vBimalusega). Tépsete interpolaatorite hulka kuuluvad
naiteks kaalutud kaugusi kasutavad meetodid, kriging ilma eheda variatsioonita ja l&hima naabri
meetod. Vaatluspunkte ei jalgi regressioonimudeliga interpoleerimine ja kriging eheda variatsiooniga.

Pinna moodustamine vaatluskohtade vahele v6ib toimuda jark-jarguliselt arvestades genereeritava
pinna ruumilist struktuuri. Pinna struktuur voib olla kas ette antud, eelnevalt teada voi pliitakse seda
madrata interpoleerimise k&igus. Struktuuri sobitavad meetodid on enamasti iteratiivsed ehk jark-
jargulised. Jark-jargulisel pinna moodustamisel kohandatakse iga ruumilise tksuse (piksli vGi areaali)
vadrtuse lisamise jarel teiste Uksuste oodatavaid véartusi arvestades ruumilise struktuuri eripéra.
Punktobjektide esinemise tBendosuse autokorrelatiivse iteratiivse interpoleerimise meetod kannab
nime Gibbsi sampler (ptk 6.1.5.1). Struktuuri sobitavate meetodite kasutamisel eeldatakse reeglina
suurema voi vadiksema hulga juhuslikkuse olemasolu. Seega v6ib ka stohhastilise interpoleerimise
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lugeda struktuuri sobitamise meetodite hulka.

Peale genereeritava nahtuse enda ruumilist struktuuri saab arvestada ka vaatluste vahele jadva ala
teisi omadusi, mille jargi saab interpoleeritavaid véértusi arvutada. Interpoleeritava pinna loomine
téiendavaid andmeid kasutades on ldhedane pinna genereerimise Ulesandele, mida kasitletakse
lahemalt peatiikis 6.2.

Interpoleerimise l&htetingimused vdivad sisaldada etteantud murdejooni ja tGkkeid. Erinevate
autorite poolt on mainitud jargmiste faktorite mgju interpoleerimistulemustele:

O vaatluste tihedus,

O vaatluste paiknemismuster,

O andmete varieeruvus,

O vadrtuste vastavus normaaljaotusele,

O kdrvaliste faktorite moju ja lisateabe kvaliteet.

Uurimused

McBratney et al. (2003) ja Scull et al. (2003) esitasid levaate mullastiku kaardistamisel kasutatud
interpoleerimise ja modelleerimise meetoditest ja andmekihtidest.

Li ja Heap (2011) votsid kokku 53 varasemat interpoleerimismeetodeid vordlevat uuringut ja
nendes kasutatud 72 interpoleerimisviisi. K8ige sagedamini on kasutatud krigingut, pédrdkaugusega
kaalumist ja kokrigingut. Interpoleerimise tulemusi mdjutab kBige enam andmete varieeruvus —
suurema varieeruvuse korral on interpoleeritud pind ebatédpsem.

5.2.1. Tesselatsioon

Tesselatsioon ehk mosaiikimine on kahemd6tmelise pinna ja&gita jagamine kindla kujuga
mittekattuvateks osadeks. Tesselatsioonipoliigoonid vdivad olla taiesti korraparased voi vaid mingil
maadral Uhetaolised. Taiesti korrapéraseid tesselatsioone on vaid kolm: vérdkilgsetest kolmnurkadest,
ruutudest voi vordkilgsetest kuusnurkadest koosnev pinna jaotus. Kolme- ja enamamd6tmelise ruumi
korrapdrasteks osadeks jagamise tulemuse nimi on karg (honeycomb).

Pinna osadeks jagamine on kasutatav ka interpoleerimistilesande lahendamisel. Néiteks interpolee-
rimisel l&hima naabri meetodil omistatakse vaatluse vaartus vaatluskoha proksimaalregioonile.

5.2.1.1. Pindade kombineerimine

Interpoleeritavad véartused vGivad olla mitte ainult vaatluspunktide, vaid ka eraldiste atribuudid.
Iga laigu vdib siduda esinduspunktiga, millele omistatakse ala omadused. Seejuures vGivad eraldised
olla ebakorrapdrase kujuga, kuid vbivad ka moodustada korrapérase vorgustiku. Naiteks puistu
koosseis metsaeraldises, jahipiirkonnas tegutsevate jahimeeste arv voi elanike arv vallas. Selleks, et
teada saada tegutsevate jahimeeste suhet iga valla elanike hulgas, tuleks jahipiirkondi kombineerida
valla piiridega. Eraldistena esitatud pindade kombineerimist on nimetatud pindade
interpoleerimiseks (areal interpolation).

Interpoleerimisel saab esinduspunktidega asendada nii teadaolevad alad kui ka need alad, millele
andmed (le kantakse ja interpoleerida edasi nagu punktandmetega. Teine variant tsentroidide
kasutamisel on sihtareaalidest tihedama Ulekandevorgustiku kasutamine. Sel juhul interpoleeritakse
kdigepealt véartused llekandevdrgustiku tsentroididele ja hiljem keskmistatakse tlekandevdrgustiku
Uhe sihtareaali piiresse jadvad vaartused.
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Laikude atribuute saab teise laikude struktuuri ile kanda piisavalt tiheda
tlekandevdrgustiku abil

Ruumilisi  muutujaid jagatakse pindalast sOltuvateks (spatially intensive) ja pindalast
s6ltumatuteks (spatially extensive). Pindalast sdltuvad tiheduse ja intensiivsuse nditajad, pindalast ei
s6ltu hulga nditajad. Tiheduse andmeid ei saa eraldiste liitmisel liita, tiheduse arvutamisel liiteraldises
tuleb tihedusi eraldiste pindalaga kaaluda. Hulga ja loenduse andmeid saab eraldiste liitmisel liita.

Goodchild ja Lam (1980) esitasid arvutusliku meetodi, mille puhul ei ole vajadust ulekande-
vOrgustikku kasutada, kiill aga on vaja teada lahte- ja sihtareaalide kdigi kombinatsioonide pindalasid.
Peale selle on vaja arvestada interpoleeritava néhtuse tllpi. Kaasaja geoinformaatika tarkvara ja
arvutusvdimaluste juures ei ole rasterkujul andmekihi kasutamine lekandevdrgustiku rollis tilikam
kui eraldiste kombineerimine pindala funktsioonide abil.

5.2.2. Silumine

Silumine toimub liikuva aknaga, mis liigub piki andmeid ja arvutab akna piiresse jaavate vaatluste
jargi akna keskkoha jaoks parameetri véaartuse. Tulemusi mdjutab nii akna kuju, suurus kui ka akna
sisse jadvate andmete keskmistamise algoritm. Akna suurus vdib olla maératud nii akna pindala,
raadiuse kui ka akna sisse jaavate vaatluste hulgaga. Akna kuju vdib olla balansseeritud, nii et igas
suunas (sektoris) oleks sama palju vbi siis sektori pindalaga proportsionaalne arv vaatlusi.
Keskmistamine vOib olla kaalutud vdi kaalumata. Silumismeetodit saab kasutada nii korrapdraste kui
ka juhuslikult paiknevate punktandmete ja pindade puhul.

Kaalutud keskmistamise korral kasutatakse enamasti kaaludena mingit kauguse funktsiooni.
Levinuim on kauguse poéordvaartus (inverse distance weighting — IDW). Interpoleeritud hinnangu
arvutamisel igas kohas kasutatakse kdiki andmeid, kaugemad lahevad arvesse tiihise osatéhtsusega.
Lisaks kauguse poordvaartusele kasutatakse ka kauguse podrdvaartuse ruutu. Sel juhul on osakaal
poordvordeline kaugustsooni pindalaga. Kolmes ruumimddtmes paiknevate vaatluste puhul on
analoogselt asjakohane kasutada kauguse podrdvaadrtuse kuupi. On kasutatud ka keerukamaid kaalude
arvutamise eeskirju, néiteks paraboolset teisendust (Remm 1989).

MX . — X.
Wij =1-— M ,

E [5-20]
kus w;; on vaatluse i kaal akna asendi j korral, MX; on akna keskkoht, Xjon vaatluse i asukoht ning E on
akna laius. Kui i ja j vaheline vahemaa Uletab akna laiust, siis omistatakse w;; = 0.

Silumise kaigus leitakse hinnang kaalutud keskmisena kogu valimist, kaalud
sbltuvad hinnatava koha kaugusest ja vdivad omada nullvaartust

Kas eelistada kauguse poordvéartust voi mingit muud kaalude arvutamise viisi, tuleb otsustada iga
uurimuse korral eraldi, nn ad hoc viisil. Ad hoc otsusel ei pruugi olla mingit erilist sisulist pdhjendust,
mdned kusimused tuleb lihtsalt mingil viisil dra otsustada. Kui néhtuse ruumilise autokorrelatsiooni
kohta eelnevaid teadmisi ei ole, vGib katsetada mitmete akna suurustega ja kaalude arvutamise
eeskirjadega.
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Kdigi silumismeetodite puhul kipub tekkima raskusi piirkondades, mille I&hedal ei ole iihtegi vaat-
lust. Fikseeritud ja vdikese silumisulatusega meetodid ei anna selliste alade kohta tldse hinnangut,
suure vOi piiramata silumisulatuse korral v6ib saada kahtlase vaartusega tulemuse. Esmapilgul vdib
tunduda, et andmete puudumisel ei saa t6od jatkata. Siiski, sellises olukorras vdib interpoleerimis-
tulemust oluliselt parandada teave interpoleeritava tunnusega korreleeruvate faktorite kohta ja
teadmised selle tunnuse vaartuste ruumilisest struktuurist. Naiteks sademete hulga prognoosi aitavad
tdpsustada andmed maapinna kdrguse ja piirkonna metsasuse kohta; mingi liigi arvukuse interpoleeri-
misel loenduskohtade vahele on abiks andmed elupaiga hulga ja kvaliteedi kohta.

Interpoleerida saab ka akna miinimumi, maksimumi v8i muid vadrtusi ja teisendusi kasutades. Nai-
teks miinimumvaéartuste trendpinna leidmine. Kui interpoleerimisalgoritm lubab interpoleeritud
vaartusi véljaspool aknasiseste andmete haaret, siis oleks toimingut 6igem mitte nimetada silumiseks,
vaid teisendamiseks voi filtreerimiseks.

5.2.2.1. Korduv silumine

Silumist vBib teha Uhe korraga, piisavalt suure akna ja kaalutud efektidega. Teine vb6imalus on
kasutada véiksemat akent korduvalt — juba silutud pinda silutakse veel. Korduva silumise korral v8ib
ka kaale kasutada, aga viimaste kasutamine ei ole nii oluline kui Uhekordsel silumisel. Korduva
silumise korral tuleb eelnevalt otsustada silumise IGpetamise kriteerium — kas on see kindel arv
kordusi vGi piisavalt sile tulemus. Piisava silutuse otsustamiseks on taas vaja mingit kriteeriumi.
Korduv silumine v8ib toimuda andmevérgustiku tihendamisena, aga vOib toimuda ka kohe alguses
etteantud piisavalt tiheda vdrgustiku taitmisena.

5.2.2.2. Suundadega silumine

Suundadega silumisel madratakse iga piksli umber kontrastsus mitmes eri suunas. Interpoleeritakse
vaid minimaalse kontrastsuse suunas. Sellega garanteeritakse kontrastsete servade ja Kitsaste taustast
erinevate ridade sdilumine interpoleeritud kujutises. Monikord tekitab see meetod ebaloomulikke
struktuure.

5.2.3. Interpoleerimine teiste tunnuste abil

Mullateaduse (heks metoodiliseks probleemiks on, kuidas kdige tdpsemalt ja véiksema ressursi-
kuluga hinnata mulla omadusi tapsete mddtmiste vahele jaéval alal. Varasemad mullakaardistused on
pohiliselt tuginenud kaardistaja eksperthinnangule, mis p6hineb kogetud seostel taimkatte, reljeefi,
maapinna iseloomu ja mulla vahel. Liigestatud pinnamoe puhul on hinnang tdpsem, kui kasutada ka
pinnamoe andmeid. Teiste pidevate tunnuste abil interpoleerimisel on pdhiliselt kaks varianti: kas
koostada regressioonimudel ja prognoosida vaatluskohtade vahelised véartused mudelist v6i klassi-
fitseerida kogu ala mingit tllpi eraldisteks ja omistada eraldisele kbige tendolisem prognoositav
vadrtus. Teise tunnuse jargi interpoleerides, nagu igasuguse interpolatsiooni korral, v6ib hinnangule
lisada ka teatud hulga juhuslikkust, et saada tGeparasemat mustrit.

Néiteks on teiste tunnustega interpoleerimist kasutatud sademete hulga interpoleerimiseks
vaatlusjaamade vahele (Goovaerts 2000). Florinsky et al. (2002) leidsid, et oskuslik klassifitseerimine
vBib mulla omaduste kaardistamisel anda paremaid tulemusi kui regressioonimudel.
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5.2.4. Interpoleerimine regressioonimudeliga

Ruumiandmete regressioonimudeli kasutamisel sobitatakse mudeli parameetrid vaatluste jargi ja
lahendatakse mudel igas interpoleeritavas kohas kasutades selle koha tunnuseid. Arvutatavad kohad
vOivad vaatluskohtadest erineda ja interpoleerimistilesande puhul Gldiselt erinevadki.

Regressioonimudeli parameetrid saab sobitada globaalselt, kasutades koiki Opetusandmeid, vdi
lokaalselt, kasutades vaid kohalikke andmeid. Regressioonimudeli lokaalseks sobitamiseks on vahe-
malt kolm pd&hjust. Esiteks, vaatlusandmete ebalihtlase juhusliku varieeruvuse ja vaatluskohtade
erineva tiheduse tottu ei ole regressioonimudeli esinduslikkus ruumis konstantne. Teiseks, seos
tunnuste vahel vGib iseenesest olla ruumis muutuv. Kolmandaks, tkski mudel ei ole téiuslik. Mudel
lihtsustab tegelikkust ja ei v&ta arvesse kbiki mdjufaktoreid. Mudeli lokaalne sobitamine v6ib anda
vihjeid oluliste seletavate tunnuste kohta, mis on mudelis arvesse vitmata.

Lokaalselt sobitatud kordajatega regressioonimudelit nimetatakse geograafiliselt kaalutud
regressiooniks (geographically weighted regression — GWR). GWR lubab regressioonikordajate
ruumilist muutlikkust. GWR mudeli parameetrid sobitatakse igas uuritava ruumi osas eraldi,
omistades igale vaatlusele kaugusest s6ltuva mdjukaalu (Brunsdon et al. 1996, 1998, Fotheringham et
al. 1998, 2005). Enamasti on kaaluks kauguse poordvaartus, kusjuures etteantud piirkaugusest
kaugemal olevate vaatluste kaaluks on null — nende vaatluste mdju ei arvestata. Lokaalse kerneli ulatus
vBib sejuures olla muutuv (Paez et al. 2002).

Lokaalne regressioon vbimaldab kirjeldada statistilise seose ruumilist varieeruvust. Lisanduval
vabadusel on alati ka kaasmdju — lokaalse regressiooni tulemus séltub kasutatud ruumijaotusest.
Uuritava ala testmoodi osadeks jagamisel on v8imalik, et saadakse teistsugused seosed, milles saab
teha teistsuguseid jareldusi.

GWR mudeli v8rrandi saab kirja panna jargmiselt:

Yi = B(Ui Vi )0 + Zk B(Ui Vi )k Xiic» [5-21]

kus i on koha indeks, k on tunnuse indeks, B, on regressiooni vabaliige, B, on koha k regressiooni-
kordaja, u;,v; on koha i asukohakoordinaadid, x; on seletava tunnuse x, vaartus kohas i.

Lokaalse regressiooniga silumise alla kuulub ka silumine splainidega, mida arvutatakse lokaalsete
(enamasti kolmanda astme) poliinoomidena.

Regressioonimudeliga interpoleerides on vdimalik arvesse vdtta nii
naabervaatluste vaartusi, seoseid tdiendavate tunnustega kui ka seoste
ruumilist varieeruvust

GWR moodul on tarkvara ArcGis koosseisus. Tehnilisi Uksikasju, kasutamisfpetuse ja naidis-
andmeid saab GWR kodulehelt: http://ncg.nuim.ie/ncg/GWR. Nditeid GWR kasutusest liikide ja
elupaikade kaardistamisel on liikide leviku modelleerimise peatlkis. Regressioonimudeliga
interpoleerimist ja ekstrapoleerimist ehk ruumilist prognoosi kasutatakse sageli klimatoloogilistes
uuringutes (Hjort et al. 2011).
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5.2.5. Interpoleerimine sarnasuse jargi

Sarnasuse jargi interpoleerimine on ks sarnasusele tugineva jareldamise rakendustest (ptk 3.4.6).
Enne ndidistega sarnasuse jargi interpoleerimist tuleb leida interpoleeritava muutujaga seonduvad
tunnused ja soovi vOi vajaduse korral omistada neile kaalud. Interpoleerimisiilesanne erineb naidistega
sarnasuse jargi prognoosikaardi arvutamisest (ptk 5.6.8) Opetuskohtade koordinaatide kasutamise
poolest. See tagab sarnaste koordinaatidega kohtade, see tdhendab l&hestikku olevate kohtade,
suurema sarnasuse. Né&idistega sarnasuse jargi on koostatud nditeks Baltimaade sademete 30 aasta
keskmise kaart (Remm et al. 2011). Kasutades iga kaardistatava koha sarnasust vaatlusjaamade
asukohtadega igat kohta iseloomustavate tunnuste poolest, peaks sademete hulk olema suurem,
vOrreldes Gimberkaudsete vaatlusjaamade andmete kauguskaalutud interpolatsiooniga, metsases Vahe-
Eestis ja korgustikel ning vadiksem rannikul ja suurte jarvede kohal (kus vaatlusjaamad paraku

puuduvad) (joonis 5-10).

Naidiste jargi interpoleerides omistatakse interpoleeritavale kohale kdige
sarnasema naidiskoha vaartus, kusjuures tunnuste hulgas kasutatakse ka
asukohakoordinaate

Joonis 5-10. Baltimaade sademete 30 aasta keskmine kauguskaaludega interpoleerimisel (A) ja hinnates
naidistega sarnasuse jargi (B) (Remm et al. 2011). Mustad ruudukesed téhistavad vaatlusjaamu: suuremad
ruudud Gpetuskogumit, vdiksemad kontrollkogumit.
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5.2.5. Struktuuri sobitamine

Struktuuri sobitavad meetodid pldavad interpoleerimise kéigus jalgida etteantud struktuuri-
parameetreid. Struktuuri sobitamisel kombineerub interpoleerimine mustri genereerimisega.
Loplike erinevuste meetod (finite differences method) lahtub pinna iga koha (piksli) puhul
diferentsiaalvdrrandist (Laplace vGrrandist)
5%z %1 0
yJFW— - [5-22]

See tdhendab, et kui védrtuste z teist jarku diferentsiaal koha i (mille koordinaadid on x; ja y;) Umbruses
kaaluda kauguse ruudu poordvadrtusega, siis peaksid need olema iga koha imbruses tasakaalus ja
vBrdsed nulliga.

Lihtsaimal juhul jagatakse pind vordseteks ruudukujulisteks piksliteks ja kasutatakse vaid kilgne-
vaid piksleid. Jargnevalt vOetakse etteantud tingimuseks, et iga interpoleeritava piksli vaartus peab
olema vordne kulgnevate pikslite vaartuste keskmisega. See tédhendab, et teist jarku diferentsiaal ehk
kumeruse muutus, on null. Kui Uhel pool on suuremad vaartused, siis teisel pool peavad olema
samavord vaiksemad. Teadaolevate vaartustega pikslite vaartusi seejuures imber ei arvutata.

Loplike erinevuste meetodit on kasutatud naiteks hudrogeoloogias (pdhjavee liikumise mudel
MODFLOW http://water.usgs.gov/nrp/gwsoftware/modflow2005/modflow2005.html) ja liikide inva-
siooni modelleerimisel (Lewis ja Kareiva 1993, Almeida et al. 2006).
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5.3. Geostatistika ja variograafia

Geostatistika on téhistanud igasuguste ruumis muutuvate nahtuste analliisi Ukskdik millise
statistilise meetodi abil. Uuemal ajal on aga kinnistunud selle termini kitsama tahendusega kasutus —
ruumilise autokorrelatsiooni modelleerimise tdhenduses. Kui teised meetodid kas hindavad ruumilise
autokorrelatsiooni olemasolu tdendosust voi kirjeldavad seda sarnasuste mdGtmiste abil, siis
variograafias Kirjeldatakse ja modelleeritakse varieeruvust vastavalt variogrammi ja variogrammi
mudeli abil (ptk 5.3.4). Seejérel kasutatakse variogrammi mudelit prognoosikaardi arvutamisel.
Véiksem uuritava tunnuse varieeruvus mingil kaugusel olevates vaatluspaarides viitab tugevamale
autokorrelatsioonile sellel kaugusel. Autokorrelatsiooni puudumisel on variogramm lame.

Uldiselt arvatakse, et variograafia vdeti esimesena kasutusele méeteaduses (Matheron 1963), aga
sisuliselt samu ideid publitseeriti tunduvalt varem metsanduses. Langseater (1926) arvutas
takseerandmete varieeruvuse seost vaatluskohtade vahemaaga piki vaatlustrassi ja kujutas seda
graafikul, st koostas variogramme. Rootsi metsandusstatistik B. Matérn (1947) arvutas varieeruvust ja
kovariatsiooni kindla vahemaaga vaatlusandmete vahel. B. Matérni doktoritéd (Matérn 1960, 1986) on
saanud ruumilise varieeruvuse modelleerimise klassikaks. Selles esitati muuhulgas hiljem Matérni
nime saanud korrelatsioonimudel ja variogrammi mudelite seeria.

1960ndatest ja 70ndatest aastatest alates kuni kaasajani seostatakse geostatistikat pohiliselt siiski
Georges Matheroni téddega. Kuna Matheron ja tema Opilased kirjutasid prantsuse keeles, said tema
ideed inglisekeelses teadusmaailmas laiemalt tuntuks alles 1970ndate aastate keskel. Matheroni
esimene globaalse levikuga pdhjalik teoreetiline artikkel (Matheron 1973) ilmus alles 1973. aastal.

G. Matheron oli professor Pariisi méeteaduse koolis (Ecole Normale Superieure des Mines de
Paris). Kui kool Pariisist laiali hajutati, asus Matheron kolledZi Centre de Morphologie Mathematique
direktoriks. Hiljem jagunes see kahe Gppekava vahel: matemaatiline morfoloogia ja geostatistika.
PBhja-Ameerikasse on geostatistika ideed viinud kaks Matheroni dpilast. Andre Journel asus Stanfordi
Ulikooli 1978. Aastal ja Michel David Montreali Ecole Polytechnique’i 1977. aastal.

Matemaatikute hulgas ei vdetud Matheroni tdid eriti hasti vastu, kuna geostatistikat peeti teiste
nimede all juba teada olevate meetodite dubleerimiseks. Sellisele suhtumisele aitas kaasa Matheroni
tava publitseerida vaid prantsuse keeles ja enamasti asutuse ametialaste sisedokumentidena. Tanapde-
vaks on enamik mainitud ametkondlikest aruannetest rahvusvahelistes statistikaajakirjades &ra trikitud
ja geostatistilised meetodid on laia levikuga arvutiprogrammide osad.

Tihti seostatakse geostatistikat vaid interpoleerimisega, mis ei ole péris dige. Enamik interpolee-
rimismeetodeid olid kasutusel juba enne Matheroni toid. Teisest killjest — traditsioonilised interpolee-
rimismeetodid, nagu kauguse poordvéartusega kaalumine voi libiseva aknaga silumine, ei modelleeri
ruumilist autokorrelatsiooni ega ruumilist hajuvust. Need vaid ldhtuvad ruumilise autokorrelatsiooni
olemasolust.

Geostatistikale on iseloomulik muutuja ruumilise varieeruvuse voi
autokorrelatsiooni modelleerimine

Geostatistika esmane eeldus on ruumiliste andmete olemasolu. See tédhendab, et iga mddtmistu-
lemus on seotud kindla asukohaga ruumis. See asukoht vOib olla kas punkt voi kindla suuruse ja
kujuga pind v@i ka kolmemd6tmeline ruumiosa. Andmetega seotud pinna- v8i ruumiosa nimetatakse
geostatistikas andmetoeks (support). Oletame, et mingit muutujat (6hu- vdi mulla temperatuuri,
sademete hulka, saasteaine kontsentratsiooni, maagisisaldust mingis lasundis) on méddetud kohtades
x1, X2, x3 jne. Muutuja véartus nendes kohtades oli Z(x1), Z(x2), Z(x3) jne. Ulesanne on prognoosida
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muutuja vaartus kohas xn, kus mddtmisi ei ole tehtud. Selliselt pustitatud tlesandel ei ole (hest
lahendit, tdpsemalt — vdimalikke lahendeid on I6pmata palju. Uks vdimalus kdige usaldusvairsema
lahendi leidmiseks on lisada tlesandesse mingi mudel, mis kirjeldab muutuja ruumilist varieeruvust.
Ruumilise varieeruvuse mudel v6ib olla deterministlik v6i stohhastiline (statistiline). Mdlemal
juhul tuleb eeldada, et prognoosiga kaasneb teatud juhuslikkus. Mitte, et muutuja vaartus kohas xn
oleks juhuslik, vaid meie teadmised selle koha kohta on ebakindlad ja igasuguste mddtmistega
kaasneb teatud mdatmisviga. Uks teoreetiline vdimalus oleks kasitleda mdddetud suurusi Z(x1), Z(x2),
Z(x3) juhuslike muutujatena ja leida nende ja Z(xn) Ghisjaotusest Z(xn) véartuste tinglik ootus. Tinglik
tingimusel, et Z(x1), Z(x2), Z(x3) vaartus on konkreetne teadaolev suurus. Paraku aga ei ole vdimalik
muutuja erinevates kohtades mdddetud véartuste uhisjaotust kasutada, sest iga koha kohta on vaid ks
mdotmistulemus ja koha xn kohta ei ole Uldse md6tmistulemusi. Seega, Uhisjaotuste analliisile
tugineva stohhastilise mudeli kasutamiseks oleks vaja teha samas kohas kordusmaédtmisi.
Geostatistiline analtiiis koosneb jargmistest sammudest.

O Varieeruvuse ruumilise struktuuri modelleerimine kas korrelogrammi, kovariatsiooni funkt-
siooni v@i variogrammi abil. Otsitakse ruumilist varieeruvust kbige paremini kirjeldav
funktsioon.

O Variogrammi mudeli parameetrite maaramine. Muuhulgas méératakse mudeli kasutamise
ulatus, kuna piiratud ulatus vahendab tunduvalt arvutuste mahtu ja teatud kaugusest edasi on
mudeli prognoosiv vdime vaike. Eeldatakse, et prognoosi arvutamisel teatud ruumipunkti
kohta tasub kasutada eelkdige selle koha lahedal tehtud vaatlusi.

© Prognoosi arvutamine nende ruumiosade jaoks, kus otseseid madtmisi ei ole tehtud.

Geostatistika meetoditest annavad Ulevaate Isaaks ja Srivastava (1989), Cressie (1993), Rossi et al.
(1992). Ulevaateartikli geostatistika okoloogilistest ja biogeograafilistest rakendustest on kirjutanud
Kent et al. (2006), geostatistika kasutusest mullateaduses Goovaerts (1999). Geostatistika meetodeid
kasutatakse t&napdeval védga mitmesuguste prognoosikaartide koostamisel (ilmaprognoosid,
riskikaardid), ruumiliste néhtuste varieeruvuse, autokorrelatsiooni ulatuse ja suuna modelleerimisel
(klimatoloogias, mullateaduses, epidemioloogias, taimekaitses) ja viimalike paiknemismustrite, tksik-
vaartuste voi vaartuspindade genereerimiseks.

Eestis on geostatistika meetodeid kasutatud nditeks klimatoloogias ja tuuleenergia kaardistamisel
(Olev ja Kull 2004, Jaagus ja Kull 2011).

Tarkvara

Spetsiaalselt geostatistika arvutusteks on loodud tarkvarapaketid gstat (Pebesma ja Wesseling
1998, Pebesma 2004, http://www.gstat.org) ja SGeMS (Stanford Geostatistical Modeling Software)
(Remy et al. 2009, http://sgems.sourceforge.net). Kriging interpoleerimise vahendeid on tarkvaras
ArcGis ja Surfer.

5.3.1. Autokorrelatsioonivali

Autokorrelatsioonivali (h-scatterplot) kaugustsoonis on teatud vahemaa ja paarivahelise suunaga
vaatluste vaartuste punktdiagramm (joonis 5-11). Autokorrelatsioonivéli néitab etteantud vahemaa ja
suunaga vaartuste korreleeruvust, aga ka vdimalikke erindeid ja simmeetrilisust ette antud suuna
suhtes. Mida lahedasem on trend Uksuhesele seosele, seda tugevam on tunnuse autokorreleeritus.
Asiimmeetria v8ib ndidata kohalikku trendi, mis vdib anda ndiliselt kdrge autokorrelatsiooni hinnangu.
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Joonis 5-11. A — maapinna kdrgus [m] kaardilehel 54344 (Otepad); B — kdrguste autokorrelatsioonivali
kohtades vahemaaga 100 m ja C — vahemaaga 1000 m. Kaardilehe kilje pikkus on 5 km. Sajameetrise
vahemaaga kohtades on maapinna kérgus Usna sarnane v@rreldes kdrguste varieeruvusega kogu kaardilehel,
kaardilehe kbige kdrgemate tippude Umber ei ole 1000 m kaugusel kaardilehe madalama pinnaga alasid ja kdige
madalamate kohtade imber samas raadiuses ei ole kdige kdrgemaid tippe, kuid Gldiselt on maapinna kdrguste
sarnasus kilomeetrise vahemaa puhul vaga nork.

5.3.2. Poolhajuvus

Teatavasti on numbrilise muutuja hajuvuse pdhiline moddik dispersioon ehk keskmine ruuthélve
keskvairtuse suhtes. Uhe ja sama tunnuse ruumilise varieeruvuse kirjeldamiseks tuleb vorrelda
vadrtusi mingi vahemaaga paiknevates vaatluspaarides. Dispersiooni arvutamisel vaatluspaarides on
iga vaatlus teise paarilise suhtes korra lahteobjektiks ja korra sihtobjektiks. Paaride arv avaldub
kombineerimise puhul Uksikvaatluste arvust (N) kujul N(N—1). Kuna ruuthdlbed arvutatakse ka
paaridesisese erinevusena ja iga vaatlus on korra paari esimeseks liikmeks ja korra teiseks liikmeks,
siis jagatakse paaridest arvutatud ruuthdlvete summa kahega ja dispersioonile analoogilist variee-
ruvuse modtu nimetatakse semivariatsiooniks ehk semidispersiooniks (semivariance) ehk

poolhajuvuseks. Poolhajuvus avaldub kujul
N N

V= 2N(N 1)22( ) [5-23]

i=1 j=1
kus i ja j on vaatluskoha indeksid ning z on vaatluskohas méddetud vaartus.
Kui dispersioon on keskmine ruuthélve ldkeskmise suhtes, siis semidispersioon néitab keskmist

ruuthdlvet vaatluspaarides ehk kdrvalekallet erinevuse puudumisest vaatluste vahel. Poolhajuvus on
lokaalne néitaja ja selle kasutamisel ei eeldata keskmise ja dispersiooni statsionaarsust, nagu
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autokorrelatsiooni mddtva Morani | arvutamisel (ptk 5.1.2.2). Kui autokorrelatsioon voib olla nii
positiivne kui ka negatiivne, siis poolhajuvus saab olla vaid positiivne. Geostatistikas ei ole tavaks
kontrollida poolhajuvuse statistilist olulisust.

Poolhajuvus on pool keskmisest ruuthalbest teatud vahemaaga vaatluste
paarides

5.3.3. Variogramm (semivariogramm)

Variogramm on ruumilise autokorrelatsiooni kirjeldamise vahend, mis nditab mddtmistulemuste
varieeruvuse sdltuvust vaatluste omavahelisest paarikaupa vahemaast (joonis 5-12). V&ib ka (telda, et
variogramm on graafik, mis kujutab andmete varieeruvuse jagunemist kaugustsoonidesse. Kuna vario-
grammil kujutatakse tavaliselt poolhajuvust ehk semivariatsiooni, siis nimetatakse variogrammi ka
semivariogrammiks. Kui poolhajuvuse arvutamisel ei ole kasutatud mitte ruuthélbeid, vaid lineaa-
rhabeid, saadakse madogramm. Kui varieeruvust arvutatakse vaatluspaarides, mille tks liige on uks
muutuja ja teine liige teine muutuja, saadakse ristvariogramm (cross variogram). Ristvariogramm
kirjeldab tunnustevahelist ruumilist korrelatsiooni, mitte autokorrelatsiooni.

Variogramm kujutab vaatluspaari vaartuste varieeruvuse soltuvust
vahemaast

Tase, millel variogramm suurematel kaugustel stabiliseerub, kannab nime lavend (sill).
Variogrammi (autokorrelatsiooni) ulatus (range) on vahemaa, mille juures semidispersioon
stabiliseerub lavendi tasemele (joonis 5-12).

autokorrelatsiooni
ulatus vaatlusvariogramm

.7 dispersioon
N o]

lavend
T T

semidispersioon
arvutatud laagides

Semidispersioon

@ ehe efekt

Vahemaa (laag) Joonis 5-12. Vaatlusvariogramm ja
variogrammi mudel.

Variogrammi kujutatakse véhemalt lavendi alguseni ja tavaliselt mitte kaugemale poolest
vaatlusala suurusest. Variogrammi mudeli lavend nditab mudeli poolt kirjeldatud varieeruvuse osa.
Alati ei stabiliseeru variogramm konstantse lavendini, vaid laheneb sellele asumtootiliselt. Sellisel
juhul on variogrammi ulatust raske madrata — ulatuseks vdib votta kauguse, kus mudeli 1avend siseneb
astimptootilise lavendi 95% usalduspiiridesse. Kui poolhajuvused ei stabiliseeru suurematel kaugustel,
siis kasutatakse isevaldset (arbitrary) ulatust.

Variogrammi funktsiooni véartust nullkaugusel (laag = 0) nimetatakse ehedaks variatsiooniks
(nugget — ingl. k. maagi- vOi kullatukk) ehk ehedaks efektiks. Ehe variatsioon on mudelijargne
varieeruvus samast kohast parinevate vaatluste vahel. Selle pdhjusteks on mdétmisvead, andmete
puudumine vaatluste varieeruvuse kohta vaikestel vahemaadel ja uuritava ndhtuse ebastabiilsus
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(johtuvalt nditeks vabalt liikuvate organismide liikuvusest). Ehedat variatsiooni nimetatakse ka
valgeks muraks. Andmete kogumisel véljendub ehe efekt selles, et kordusmadtmised samast kohast ei
anna tapselt sama tulemust. Variogrammi konstantsust kdigi vahemaade puhul nimetatakse puhtaks
ehedaks variatsiooniks (pure nugget behaviour). See viitab autokorrelatsiooni puudumisele andmetes.

Variogrammid véivad olla igasuunalised (omnidirectional) v8i kindlasuunalised (directional).
Kindlasuunaline variogramm aitab kujutada suunaga ruumilisi struktuure ja igasuunaline kujutab ruu-
milist varieeruvust suunast séltumatult. Ruumiliste struktuuride erinevust eri suundades nimetatakse
anisotroopsuseks ehk anisotroopiaks (anisotropy). Sama ulatusega aga erinevate lavenditega kindla-
suunalised variogrammid samadest andmetest viitavad tsonaalsele anisotroopiale (zonal anisotropy),
sarnased lavendid koos suundades erinevate ulatustega nditavad geomeetrilist anisotroopiat
(geometric anisotropy). Arvutuslikult suhteliselt lintne on vaid ellipsoidja kujuga anisotroopia.

Erinevatest andmestikest périt variogrammide kuju paremaks vordlemiseks standardiseeritakse neid
andmete dispersiooniga. Standardiseeritud variogramme saab Uhel graafikul kujutada isoliinidega.
Rossi et al. (1992) on selliseid graafikuid nimetanud vordlusvariogrammiks (exhaustive variogram).
Vaordlusvariogrammiga saab kujutada nditeks Ghutemperatuuri ruumilist pidevust eri aastaaegadel.

Kahevéartuselise muutuja anallillsi  geostatistika vahenditega nimetatakse indikaator-
geostatistikaks (indicator geostatistics). Kahevadrtuseliseks saab teisendada igasuguseid tunnuseid.
Nominaalse tunnuse puhul on kaheks véartuseks mingi vaartusklassi esinemine ja puudumine, arvulisi
vaartusi saab alati mingi tasemega kahte klassi jagada.

5.3.4. Variogrammi mudel

Empiirilised andmed annavad empiirilise semivariatsiooni jaotuse ehk vaatlusvariogrammi
(sample variogram), kus poolhajuvused on esitatud kaugusklasside kaupa. Empiirilisele poolhajuvuse
jaotusele saab sobitada mingit teoreetilist funktsiooni ehk variogrammi mudeli. Variogrammi mudel
ei ole reeglina enam laagideks jagatud, vaid pidev. Nii variogramm kui ka korrelogramm on
globaalsed multidistantsed ruumilise autokorrelatsiooni md6dud. Kui variogrammi funktsioon on
mingil kaugusel suhteliselt véike, siis vBib eeldada, et selle vahemaaga punktid on suhteliselt sarnased.

Variogrammi mudelid sisaldavad parameetreid, mis tuleb andmestikule sobitada. Lahtudes vigade
normaaljaotuse eeldusest, toimub statistiliste mudelite sobitamine ruuthdlvete minimeerimise teel.
Variogrammi jaoks arvutatakse poolhajuvus kaugustsoonide (h) kaupa vastavalt vahemaale ldhtekoha
Xi ja sihtkoha X; vahel. Jargnevas valemis téhistab N, vaatluspaaride arvu, mille vahemaa on
kaugusvahemikus h. Tarn margib, et tegemist on empiiriliste andmete jargi hinnatud poolhajuvusega.

* 1 Nh 2
h) = z.—-2./, B
7 =o (LDZEPE -,) [5-24]

Sagedamini kasutatavad variogrammi mudelid on eksponentsiaalne mudel, mille erikuju on
lineaarne mudel astmega (ks. Kui aste on <1 siis on variogrammi mudel kumer, kui aste on >1, siis
ndgus. Sfaariline mudel annab kumera mdjusfaéri, normaaljaotuse funktsioon tagab sujuvad
tleminekud, logaritmiline, sfaariline ja lineaarne mudel nduavad eraldi funktsiooni variogrammi
ulatuse piires ja valjaspool seda. Logaritmiline mudel eeldab nullvahemaade valistamist. Kasutada
saab ka variogrammi mudelite positiivseid lineaarkombinatsioone. Enamikel juhtudel sisaldab
variogrammi mudel ehedat efekti pluss vahemalt uhte funktsiooni (joonis 5-13).

Kui variogramm on uuritava ala erinevates osades erinev, tuleks neid territooriume eraldi
modelleerida, sest variograafia eeldab ruumilise varieeruvuse konstantsust. Ruumilise trendi korral
tuleks see eelnevalt eemaldada.
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Joonis 5-13. Variogrammi mudelid graafikute ja valemite kujul.

5.3.5. Kriging

Termin kriging parineb D.G. Krige nimest. Meetodit arendati algselt L6una-Aafrika kullakaevan-
dusi omavas firmas ja Louna-Aafrika Transvaali ja Oranje kaevanduste ametis, sest seniste interpo-
leerimismeetodite ja trendpindade arvutus ei andnud piisavalt tapseid kulla sisalduse prognoose. D.G.
Krige (1966) ise nimetab meetodit kaalutud liikuvaks keskmiseks (weighted moving average).
Kriginguga sisuliselt samatdhenduslik on meteoroloogias arendatud optimaalne interpoleerimine
Eliassen (1954), T'anaun (1963).

Krige (1966) jagab oma meetodi maavarade otsimise kontekstis viieks jarjestikuseks sammuks.

O kasutatavate andmeuiiksuse suuruse ja konfiguratsiooni maaramine,

O kasutatavate hindamistksuste suuruse valimine,

O interpoleerimiskaale méaaravate seoste modelleerimine,

O lokaalse kaalutud keskmise arvutamine kasutades regressioonidest saadud kaale,
O usalduspiiride arvutamine kaalutud keskmistele.

Krige (1966) ei seostanud vaatlusandmete varieeruvust otseselt vahemaaga vaatluskohtade vahel ja
ei modelleerinud varieeruvust vahemaast sBltuva pideva funktsiooni abil, vaid kasutas naabrust
esindavatele ruutudele omistatud kaale ja nende kaaludega kaalutud keskmist (joonis 5-14). Inter-
poleerimiskaalud méaaras Krige proportsionaalseks iga vastava ruudu andmete alusel arvutatud
logaritmitud hinnangute keskmise veaga. Regressioonimudelite koostamisel kasutati prognoositavast
vaatlusruudust mdddetud muutujat funktsioontunnusena ja seda Umbritsevate ruutude andmeid
argumenttunnustena, kusjuures prognoositava ruudu suhtes samal kaugusel, aga vastasasendis olevate
ruutude andmed Uhendati (joonis 5-14B). Kaalud arvestavad tudpiliste ruumiliste struktuuride suunda.

Téanapéeval kirjeldatakse paiknemist sdltuvat varieeruvust variogrammiga ja krigingut késitletakse
eelkdige interpoleerimise meetodina. Krigingut saab késitleda lokaalse vahimruutude autoregressioo-
nina, see tdhendab, et interpoleerimishinnang arvutatakse sama muutuja Umbruses olevate véartuste
kombinatsioonina, kasutades variogrammi mudelist saadavaid regressioonikordajaid. Kriging on seega
varieeruvuse ruumilise modelleerimise, interpoleerimise ja ruumilise prognoosi meetod. Prognoosi-
meetod, sest interpoleerimine tdhendab alati vadrtuste hindamist punktides, kust mdotmistulemusi ei
ole, seetbttu on interpoleerimine ka prognoosiks. Peale selle v@imaldab kriging ka variogrammi
ulatuses ekstrapoleerimist, mis on samuti prognoos.
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Kriging on interpoleerimine andmepunktide suhtelisest asendist sdltuvate
kaaludega, mis tuletatakse andmete varieeruvusest selle asendi puhul

Krigingu kaigus moodustatakse variogrammi andmete p@hjal teatud suuruse, kuju ja kaaludega
aken. Akna suuruse madrab variogrammi ulatus, akna kuju on igasuunalise mudeli puhul ring, suunaga
variogrammi puhul ringist erinev. Interpoleerimine toimub libiseva akna meetodil, kusjuures akna
ulatusse jadvatele vaatlustele omistatakse kaal vastavalt variogrammi funktsioonile. Nagu libiseva
akna puhul ikka, v6ib kriging anda prognoosi akna ulatuses valjapoole empiiriliste andmete piirkonda.
Samuti vOib kriging anda empiiriliste andmetega horedalt kaetud piirkonnas ootamatuid ja
vaheusaldatavaid tulemusi. Kui mingist uuritava ala osast andmed téielikult puuduvad, siis on selle osa
kohta usaldusvéarset prognoosi raske saada.

A B
D1 | D2 | D3 | D4 X10 | X11 | X12 | X13
C1|C2|C3 | c4 X6 | X7 | X8 | X9
D12 B1(B2|B3[B4 D5 X11 x2|x3|xafx5 X12
c12 P12A1 A2|B5 Cs X7 X3 X1 X4 X8
Dq | b | e R -E1 .
c10| c9 | c8 | C7 X9 | X8 | X7 | X6
D10 | D9 | D8 | D7 X13 | X12 | X11 | X10
c Vaatlusruutudes méddetud maagisisaldus
0 o | o | o | Dum ogm, e e

c2-0 C3-375 C4-500
C5-550 C10-0 C11-400 C12-0

-2 0 2 | -2 D6 - 150 D7 - 180 D10-0
0 0 Kaalumata keskmine = 261
4 |28]10
0 4 Ji20/120] 28 2 .
, |z 2012 « ; Prognoosi arvutus
0 10|28 4|-4 0 120 x 300 = 4 x 200 + 4 x 250 + 28 x 350 +
+ 10 x 400 + 28 x 600 + 4 x 180 +

+0x0+2x375-2x500+
+8x550-2x0+2x400+0x0+
+0x150+0x%x180+0x0=72470
0 0 0 0 Kaalude summa = 198

Kaalutud prognoos = 366.01

Joonis 5-14. A — erineva suurusega vaatlusruudud. B — naabrusandmed keskmises ruudus oleva maagisisalduse
seletavate tunnustena. C — regressioonimudelist saadud prognooside logaritmilise vea jérgi tuletatud interpo-
leerimiskaalud. D - kaalutud keskmisena arvutatud prognoosi arvutuskaik keskmise ruudu kohta Krige
originaalpublikatsiooni jargi (Krige 1966, muudetud).
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5.3.5.1. Tavakriging

Tavakrigingu ehk punktkrigingu (ordinary kriging, point kriging) puhul on lahteandmeteks
uuritava tunnuse vaatluspunktides méddetud vaartused ja hinnatakse uuritava tunnuse oodatavat
keskmist kogu uuritaval alal, arvestades eelnevalt modelleeritud ruumilist autokorrelatsiooni. Moni-
kord eristatakse tavakrigingust lintkriging (simple kriging), mille puhul mbruskonna vaartuste
mitteteadmisel ehk nullmudeli kehtimise korral on vaartuste ootus vardne nulliga.

Tavakriging annab Umbruses olevate vaartuste kaalutud keskmise —
kaaludeks on vahemaast sdltuvad vaartused variogrammi mudelis

Tavakrigingu puhul eeldatakse, et normaaljaotusega muutujal Z on kindel, kuid meile teadmata
vaartus igas uuritava piirkonna punktis. Uuritaval alal on muutujat méddetud n korda kohtades x; ja on
saadud vigadeta modtmistulemused z’;. Eesmargiks on leida muutuja Z parim lineaarne nihketa
hinnang (best linear unbiased estimate — BLUE) iga ruumipunkti j jaoks. See on parim ruuthalvete
minimeerimise, lineaarne lineaarse autoregressioonimudeli kasutamise (hinnangud on vaatluste
kaalutud lineaarkombinatsioonid) ning hélbeta prognooside ja empiiriliste vaatluste keskvaartuste
kokkulangevuse mottes.

Tavakriging eeldab interpoleeritava muutuja normaaljaotust ning selle
vaartuste ootuse ja hajuvuse ruumilist statsionaarsust

Kuna iga ruumipunkti puhul lahendatakse Glesanne uuesti, siis tahistatakse seda ruumipunkti, mille
jaoks parajasti hinnangut arvutatakse, indeksiga 0. Muutuja véartuse hinnang (z';) kohas j méaratakse
tmbritsevate vaatluste (z;) kaalutud keskmisena selle koha timber

n
=Y Wz, [5-25]
i=1

Vaatluse i kaal w; sdltub korrelatsiooni tugevusest sellise omavahelise paiknemisega (igasuunalise
mudeli puhul vahemaaga) kohtade vahel nagu on interpoleeritaval punktil (fokaalpunkt indeksiga 0) ja
vaatlusel (i). Tavakrigingu puhul vordsustatakse kaalude summa alati tihega.

Z:;‘ w; =1 [5-26]

Kaalude maaramiseks koostatakse kdigepealt vaatlustevaheliste vahemaade maatriks ja
variogrammi mudel. Ruumilised vahemaad teisendatakse variogrammi mudeli jargi vaatluste-
vahelisteks oodatavateks korrelatsioonideks, mis iseloomustavad vaatlustulemuste keskmist sarnasust
selle asendi puhul.

o, = C-n , [5-27]
C
kus pn on oodatav korrelatsioon, y, on variogrammi mudeli vaartus laagi h puhul ja C on variogrammi
mudeli lavend (sill).

Iga vaatluspunkti mdju méératakse igas arvutatavas kohas (reeglina moodustavad need kohad
regulaarse vdrgustiku) eraldi kasutades lineaarsete vorrandite stisteemi

7. september. 2012 266


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Pu Pu P Pum 1] W [Py

P Pu Pau  Pa 1| W P2

Pri Pnz Pnz " Pm 1 Wal  [Pro [5-28]
1 1 1 - 1 O0f|u 1

kus pj; on variogrammi mudeli jargi oodatav korrelatsioon punkti j ja punkti i vahemaale vastava laagi
korral, 0 on parajasti hinnatava koha indeks, 1;...; n on teadaolevate vaartustega vaatlused, u on
maatriksis olev muutuja ja Lagrange kordaja ehk maaratlemata kordaja, mille lisamine on vajalik
kaalude summa vordsustamiseks ihega ja hélvete minimeerimiseks. Lagrange kordajale omistatakse
vaartus, mis tagab minimaalsed hélbed ja kaalude hega vordse summa.

Téahistades variogrammi mudelist tuletatud vaatluskohtade korrelatsioonide maatriksit R, kaalude
vektorit w ja vaadeldava punkti Glejdanud punktidega eeldatava korreleerumise vektorit D, saab
eeltoodud vérrandi Kirjutada kujul

Rw =D, [5-29]
millest kaalud avalduvad kujul
Wb
=" [5-30]

Variogrammi mudelist ja vahemaast s6ltuvate mGjukaaludega arvutatakse interpoleeritava vaartuse
hinnang z'y iga vOrgustiku punkti jaoks Umbritsevate vadrtuse kaalutud keskmisena. Seejuures
maatriks D valjendab interpoleeritava punkti kaugust vaatluspunktidest ja maatriks R véljendab
vaatluste omavahelist grupeerumist. Lahestikku paiknevate vaatluste mdju vahendatakse, kuna need
vBivad olla pseudoreplikatsioonid.

Kaugusest soltuvad kriging-kaalud arvutatakse eraldi igas interpoleeritavas
kohas

Kriging on véga arvutusmahukas meetod mdddetud kohtade ja arvutatavate kohtade suure arvu
korral, sest kaalud arvutatakse igas ruumipunktis uuesti. See on (ks pdhjus variogrammi ulatuse
piiramiseks. Paraku muutub krigingu lahend vaatluste ebalihtlase paiknemise ja véikese variogrammi
ulatuse korral ebastabiilseks. Kui variogrammi ulatuses on vaid (ks vaatlus, siis ei saa kaale Uldse
arvutada. Uldiselt soovitatakse, et hinnangu arvutamiseks kasutataks vdhemalt 15-20 naabervaatlust.
Vaatlustega horedalt kaetud piirkondades vdib selle saavutamiseks naabrite otsimisraadiust
suurendada.

Kriging on interpoleerimismeetod, mille abil prognoositud pind l&bib vaatluspunkte. Kui vario-
grammi mudel sisaldab ehedat varieeruvust, kuid variatsioonimaatriksi peadiagonaalil on null-
vaartused, teeb interpoleeritud pind vaatluspunktide juures hiippeid. Need hipped on seda suuremad,
mida suurem on eheda varieeruvuse osa ja mida ebatulpilisem (interpoleeritud pinna suhtes) on
vaatlustulemus.
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5.3.5.2. Teised krigingu variandid

Globaalkrigingu (global kriging) puhul kasutatakse iga ruumipunkti hinnangu arvutamisel kdiki
mdotmisi. Seetdttu on globaalkriging arvutus- ja ajamahukas. Tavakriging on globaalkrigingule
vastandumise mottes lokaalkriging.

Plokk-kriginguga (block kriging) méaaratakse etteantud piirkondade keskmised. Arvutustes ei
kasutata mitte kohtadevahelisi erinevusi, vaid iga ploki ja iga koha vahelist erinevust. Muus osas on
plokk-kriging punktkriginguga analoogiline. Oma teedrajavas publikatsioonis kirjeldab Krige just
plokkide kaupa arvutust Krige (1966).

Kriging eraldiste piiridega (kriging with detected edges, kriging with barriers) interpoleerib vaid
etteantud piirini, piirist teisel pool olevaid vaatluskohti ei arvestata. Naiteks puidu tagavara hindamisel
ei ole mdistlik kasutada m&dtmisi, mis paiknevad teisel pool kaugseireandmetest saadud metsattiibi
muutumisjoont (Wallerman et al. 2002).

Indikaatorkriging (indicator kriging) jagab interpoleeritava muutuja vaartusvahemikesse ja
arvutab tGendosuse, et muutuja on etteantud vaartusest suurem voi vaiksem. Indikaatorkriging ei nbua
muutuja normaaljaotust ja sobib ka kahevaartuselise tunnuse kaardistamiseks.

Kokriging (cokriging) on tavakrigingu mitmetunnuseline variant, mille puhul interpoleeritav
vaartus ei sOltu mitte ainult sama muutuja vaartustest Gmbruses, vaid ka mingi teise muutuja
(lisatunnuse, argumenttunnuse) vaartusest interpoleeritava koha mbruses olevates vaatluskohtades.
Kaugusest soltuvaid kaale rakendatakse nii Umbruses olevatele sama muutuja vaartustele kui ka
lisatunnuse vOi tunnuste véartustele. Naiteks sademete hulga kaardistamisel on kokrigingu
lisatunnusena kasutatud koha topograafilisi tunnuseid (Diodato et al. 2010, Portalés et al. 2010).

Vlise nihkega kriging (kriging with external drift) ehk kriging lokaalselt muutuva keskmisega
(kriging with varying local means) ehk empiiriline parim lineaarne hélbeta hinnang (empirical best
linear unbiased predictor — E-BLUP) on kokrigingu variant, mille puhul lisatunnuse véartused on
teada ulepinnaliselt. 1gas interpoleeritavas kohas kasutatakse vaid lisatunnuse selle koha vaartust.
Kokrigingu puhul on lisatunnused teada vaid vaatluskohtades.

Regressioonkriging (regression/kriging, regression-kriging) on arvutuslikult esmalt funktsioon-
tunnuse prognoos regressioonimudeli abil ja seejérel regressioonijadkide kriging-interpoleerimine.
Interpoleerimisest eraldiolev prognoosimudel vdimaldab kasutada kdivGimalikke keerukaid
prognoosimeetodeid.

Universaalkriging (universal kriging) ehk trendiga kriging (kriging with a trend model) ei ndua
interpoleeritava muutuja ootuse ruumilist statsionaarsust, seega v6ivad andmed sisaldada ruumilist
trendi. Trendiga krigingu puhul ei sbltu prognoositav véértus mitte ainult Umbruses olevatest
vaartustest, vaid ka asukoha koordinaatidest. Trendiga kriging on valise nihkega krigingu erijuhtum,
mille puhul lisatunnusteks on ruumikoordinaadid.

Ajalis-ruumiline kriging (spatio-temporal kriging) on tavakrigingu edasiarendus, mis arvestab nii
ruumilist kui ka ajalist vahemaad vaatluste vahel, tuginedes ajalis-ruumilisele variogrammile
(Kyriakidis ja Journel 1999). Uhemd6tmelise variaogrammi asemel Kkasutatakse aeg-ruumilist
variogrammi ning prognoositud vaartuste aluseks on nii ajaliselt kui ka ruumiliselt lahedased
vaatlustulemused.
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5.3.5.3. Krigingu omadused

Krigingu omadused on kokkuvétlikult jargmised.

Kriging Uritab olla vahimruutude mottes parim lineaarne halbeta hinnang.

Kriging interpoleerib moodustades interpoleeritud pinna, mis l&bib andmepunkte.

Tavakriging eeldab lahteandmete normaaljaotust.

Kui kasutataval mudelil on ehe variatsioon vordne nulliga, siis saadakse sujuv pind. Kui ehe

variatsioon on mudeli jargi suurem kui null, siis teeb interpoleeritud pind vaatluspunktide

kohas jonkse.

Mida suurem on mudeli jargne ehe variatsioon, seda vahem varieerub interpoleeritud pind

tldkeskmise kdrgusel tasapinna tmber.

Kriging arvestab interpoleerimisel ruumilise autokorrelatsiooni ulatust ja tugevust.

Kriging ei nGua andmete lhtlast paiknemist.

Kriginguga saab hinnata nii uuritava muutuja lokaalseid vaértusi kui ka piirkondade keskmisi.

Kriging (valja arvatud universaalkriging) eeldab trendi puudumist nii keskmises kui

varieeruvuses ehk dispersiooni ja matemaatilise ootuse ruumilist statsionaarsust. Kui trend

esineb, siis tuleb see modelleerida ja kasutada interpoleerimisel hélbeid trendist. Samuti v6ib

trendi eemaldamiseks kasutada peakomponentanaltiusi telgi (Hinch et al. 1994).

© Kiriging prognoosib vaid oodatavat keskvaartust, mitte oodatavate vaartuste varieeruvust.
Seetdttu saab krigingu abil teha trendpinna kaarti, aga mitte oodatavate vaartuste realistlikku
kujutist.

0] ©O 0 0 O

©O 0 0 O

5.3.5.4. Kriging-interpoleeringu verifikatsioon

Interpoleeritud pinna tdesuse kontrollimiseks saab kasutada ristkontrolli (ptk 3.6.2), mille puhul
eemaldatakse osa andmeid valimist ja tehakse selle osaga eraldi kontrollarvutused. Krigingu puhul
tdhendab see koigi vaatluspunktide ajutist likshaaval eemaldamist, iga variandi interpoleerimist ja
eemaldatud vaatluse koha jaoks arvutatud interpoleeritud tulemuse vordlemist tegeliku mddtmistule-
musega. VOrdluseks kasutatakse keskmist ruuthdlvet (Isaaks ja Srivastava 1989). Mida vdiksem on
keskmine ruuthélve, seda usaldusvédrsem on krigingu tulemus. Nii saab samade l&hteandmete alusel
vOrrelda erinevaid interpolatsioonimeetodeid (Goovaerts 2000).

Krigingu kaigus pultakse minimeerida ruutviga. Kriging-interpolatsiooni jadkide analiusil tasub
meeles pidada, et krigingu tulemused s6ltuvad variogrammi mudelist ja enamasti osutavad vaid
vajadusele saada hdredalt uuritud piirkondadest tdiendavaid andmeid.

Kriging-interpolatsiooni tulemust saab kontrollida ka genereerides korduvalt juhuslikke
interpolatsioonipindu ja lisades variogrammi mudeli jargse eheda juhusliku hajuvuse prognoositava
pinna igas kohas interpoleeritud vaartusele. Juhusliku komponendiga interpolatsioonipindu korduvalt
moodustades saadakse igas punktis lisaks parimale hinnangule ka selle hinnangu oodatav jaotus eheda
juhusliku poolhajuvuse korral. Sellest omakorda on lihtne esitada interpolatsiooni usalduspiire.

Uurimused

Pinnavormide korrapdra ja mulla omaduste ruumilist struktuuri on variogrammidega kirjeldanud
naiteks Oliver ja Webster (1986), Western et al. (1998), van Horssen et al. (1999). Odeh ja McBratney
(2000) vordlesid mulla savisisalduse kaardistamise meetodeid kasutades véga kdrge lahutusega
radiomeetri andmeid ja said parima tulemuse mitmetunnuselise lineaarse regressiooni ja kriging-
interpoleerimise kombinatsioonis (regression/kriging).
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Gething (2006) tapsustas ajalis-ruumilise krigingu abil malaaria levikut Aafrikas.
Walker et al. (2008) kaardistasid tavakrigingu ja indikaatorkrigingu abil monede linnuliikide
esinemistdenéosust. Mdlemad meetodid andsid sarnase tulemuse.

5.3.6. Variogrammile tuginev klassifitseerimine

Variogrammi (ja korrelogrammi) (ptk 5.1.2.5; ptk 5.3.3) eelis teiste struktuuristatistikute ees on
komplekssus. Variogramm ihendab kujutise tekstuuri kahte peamist komponenti: lokaalset variee-
ruvust ja véartuste paiknemist tksteise suhtes. Variogrammile tugineva tekstuuri Kklassifitseerimise
ideed populariseerisid 1990ndatel F.P. Miranda ja J.R. Carr (Carr 1996, Miranda ja Carr 1994,
Miranda et al. 1992, 1996). Miranda ja Carri metoodika jargi kasutatakse liikuva akna sees
poolhajuvuse hindamiseks vaiksemat liikuvat ristkilikut ehk kernelit, mis valib vélja pikslid, mille
vahemaa ei uleta ristkuliku diagonaali pikkust. Poolhajuvus arvutatakse kuni vahemaani, mis vordub
kerneli lihema kilje pikkus —1. Seega 7 x 7 piksli suuruse kerneli puhul arvutatakse 6 poolhajuvust,
mida kasutatakse otsitavate Uksuste aratundmiseks. Kuna poolhajuvused on véga tundlikud tksikute
erandliku vaartusega pikslite suhtes, on soovitatud ruumilist varieeruvust mdota keskmise piksli-
paaride erinevuse ruutjuure abil (Cressie and Hawkins 1980, Lark 1996), mis on erindite suhtes
vahemtundlik.

Empiirilistest andmetest hinnatud poolhajuvuste asemel on tekstuuride erinevuse hindamiseks
kasutatud ka variogrammi mudelite v@rdlemist (Herzfeld 1993, Wallace et al. 2000). St-Onge ja
Cavayas (1995) seostasid metsa struktuuri parameetreid suunaga variogrammi parameetritega.
Ulevaateartikli kujutise geostatistilise klassifitseerimise meetoditest on kirjutanud Atkinson ja Lewis
(2000). Variogrammide kasutamise peamiste probleemidena tekstuuri eristamisel nimetavad nad
tekstuuri séltuvust kujutise detailsusest ja variogrammi mudelite automaatse vaatlustele l&hendamise
vahest usaldatavust.

Uurimused

Variogrammi kasutatavust erineva suurusega objektide aratundmisel satelliidipildilt on naidanud
Lacaze et al. (1994), Chica-Olmo ja Abarca-Hernandez (2000), de Bruin (2000). Metsa struktuuri
parameetreid on variogrammi abil hinnanud Woodcock et al. (1988a), St-Onge ja Cavayas (1997),
Lévesque ja King (2003).

Lark (1996) vordles aerofoto klassifitseerimise tapsust erineva ruumilise varieeruvuse méddikute ja
erineva suurusega lokaalsete akende puhul.

5.3.7. Mitme-punkti geostatistika

Mitme-punkti geostatistika (multiple-point statistics, multi-point geostatistics — MPS) on
traditsioonilise geostatistika edasiarendus ja alternatiiv mittelineaarse varieeruvusega kolme-
mdotmelisse maailma. MPS printsiibid on pdrit 1990ndate algusest (Deutsch 1992). Kasutuskdlbulik
arvutusalgoritm loodi ligi kimme aastat hiljem (Strebelle 2002). MPS on rakendust leidnud eelkdige
geoloogias.

Traditsiooniline geostatistika tugineb variogrammi mudelile, mis kirjeldab varieeruvust kahe
vaatluskoha vahel. Sellest termin kahe-punkti statistika. MPS ei loo variogrammi, vaid kasutab mitmes
kilgnevas punktis maaratud véaartuskombinatsioone geoloogiliste struktuuride néidistena ehk temp-
liitidena. Erinevates modtkavades naidised vbimaldavad iseloomustada igasuguseid ruumilisi struk-
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tuure. MPS tugineb treeningkujutisele (training image), mis on geoloogilise struktuuri andmebaas,
millest tuletatakse mitme-punkti statistikud. Eeldatakse, et nende statistikute abil kirjeldatud struk-
tuurid korduvad uuritavas ruumis ning et templiitide sagedus treeningkujutises esindab nende
esinemistdendost. Kui variograafia eeldas varieeruvuse statsionaarsust uuritaval alal, siis MPS eeldab
struktuurset statsionaarsust ja dpetusandmete esinduslikkust.

Mitme-punkti statistiku nédide Ghemddtmelisest ruumist on jarjestikuste esinemiskordade arvu
jaotus (distribution of runs) véartuste reas (joonis 5-15). Kaks korda kaks piksli suuruse templiidi
variante kahem@dtmelises ruumis on 16 (joonis 5-16). Iga templiidi jaoks saab treeningkujutisest leida
esinemistdendosuse ja teiste templiitidega kdrvuti paiknemise tGendosuse.

|

3 [ 2 [

1] 2 [T Joonis 5-15. Sama kategooria jarjestikused
1 1

[T T [TT] esinemised ja jarjestuste sagedus.

Joonis 5-16. Kahe kategooria vdimalikud paiknemiskombinatsioonid
vaatlusala neljas alajaotuses (Boisvert et al. 2008).

Mittelineaarse ja mitmemddtmelise varieeruvuse modelleerimiseks on tarvis suuremat hulka
Opetusandmeid kui kahe-punkti geostatistikas. Tavapdarased geoloogilised puurimised sellist andme-
hulka ja andmete ruumilist detailsust ei taga. Teiseks on geoloogilised andmed kohaspetsiifilised, see
tahendab, et treeningkujutises olevad geoloogilised struktuurid ei pruugi mujal esineda. Uks lahendus
on luua treeningkujutis modelleerides geoloogilisi protsesse.

Uksikmaardla realistliku mudeli loomisel véib parimaks meetodiks jaida ekspertarvamuse
graafiline kujutis. Parima mudeli saamiseks on soovitatav kaasata mitmeid eriala eksperte.

Tarkvara

Mitme-punkti geostatistika vahendid on avatud koodiga tarkvaras SGeMS (Stanford Geostatistical
Modeling Software, http://sgems.sourceforge.net).
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5.4. Ruumiandmete kovariatsioon

5.4.1. Korrelatsioon vaartuspindade vahel

Statistilist seost kahe numbriliste véartustega andmekihi vahel saab mdodta tavaparaste
seosekordajate abil (ptk 1.5.2) v&i siis ruumilise seosena. Tavakorrelatsiooni arvutamisel
andmekihtidest vOrreldakse vaid samal positsioonil olevaid vaartusi ning vaartuste suhtelist asendit ei
arvestata, kuigi mones tarkvarapaketis nimetatakse seda ruumiliseks korrelatsiooniks. Vorreldakse
vaid kas kohakuti olevaid pikslivaartusi vdi kohakuti olevaid eraldisi, asukohakoordinaate
korrelatsiooni arvutuses muul moel ei arvestata. VOrreldavate andmekihtide vadrtused voib ka
tabelisse kanda nii, et v@rreldavad kihid on eraldi veergudes ja kohakuti olevad véartused on tabeli
samal real ning siis unustada, et tegemist on ruumiandmetega. Kui arvutatakse korrelatsioon tihe
tunnuse ja teise tunnuse vahel, mis on mdddetud samades vaatluskohtades, siis ei erine see millegi
poolest tavalisest korrelatsioonikordaja arvutusest. Sel juhul vaatluskoht on sama, mis vaatlus ja
ruumiline aspekt ei oma tdhendust.

Igat seost ruumiliste andmete vahel ei tuleks nimetada ruumiliseks seoseks

5.4.2. Ruumiline korrelatsioon

Ruumiline korrelatsioon arvutatakse vaid teatud vahemaaga vaatluste vahel (ruumiline
korrelatsioon kaugustsoonis) vOi omistatakse vaatluspaaridele vahemaast soltuvad kaalud. Esimesel
juhul saadakse korrelatsioonikordaja vadrtus iga kaugustsooni jaoks, teisel juhul saadakse ks
vahemaast s6ltuv tunnustevahelise ruumilise korrelatsiooni kordaja véaértus kogu andmestiku kohta.
Ruumiline korrelatsioon on seega kahe muutuja korreleerumine teatud ruumilise vahemaaga vaatlus-
paarides. Need vaatluspaarid vfivad sisaldada kas samal ajal mdddetud erinevaid tunnuseid voi
néiteks sama muutuja vaartusi erineval (aasta)ajal. Ruumilise korrelatsiooni médtmine on iks osa
ruumiliste seoste uurimisest.

Ruumilise korrelatsiooni arvutusesse on kaasatud vaatluskohtade vahemaa

Eristamaks kahe tunnuse vahelist korrelatsiooni autokorrelatsioonist Gihe tunnuse sees, nimetatakse
esimest ristkorrelatsiooniks. Ruumilist korrelatsiooni mdddetakse ruumilise ristkorrelatsiooni kordaja
(lyz) abil. lIyzon Morani | (ptk 5.1.2.2) ja Pearsoni R (ptk 1.5.2.2) analoog.

N N

Zzwij(yi -9z, - ?)

i=1 j=1

IYZ = )
2 WS, [>-31]

i#]

kus N on vaatluspaare moodustavate vaatluste arv, i on lahtekoht ja j on sihtkoht, kusjuures i # j, wij; on
vaatluste vahemaast soltuv kaal, y; on muutuja y vaartus kohas i, z; on muutuja z vaartus kohas j, y on

muutuja y keskmine, Z on muutuja z keskmine, s, on muutuja y standardhalve, s, on muutuja z
standardhélve.
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Kui muutujad on eelnevalt tsentreeritud, siis on nende keskmised vdrdsed nulliga ja keskmised
vOib vorrandist dra jatta. Kuna vorrandi nimetajas on standardhélbed (ruutjuur hajuvusest), siis eeldab
lyz muutujate normaaljaotust v6i vahemalt standardhélbe kasutamise pdhjendatust. Ruumilise korre-
latsiooni kirjeldamiseks sobib ka dldine ristkorrutis ja mitteparameetrilised korrelatsioonikordajaid.
Nagu Morani I, on ka ly; muutumisvahemik homogeense varieeruvuse korral —1 ja +1 vahel,
ebauhtlase varieeruvusega muutujate korral voib vaartus sellest vahemikust véljuda (Cliff ja Ord
1981).

Ruumilist korrelatsiooni saab arvutada vaid andmestiku selles osas, kus mdlemad muutujad on
mdddetud. Vastavalt sellele peaksid ka standardhélbed olema arvutatud vaid nendest samadest
vaatlustest. Véiksem andmemaht muudab ruumilise Kkorrelatsiooni hinnangud autokorrelatsiooni
hinnangutest ebastabiilsemateks. Kui tunnused on vaid osaliselt Ulekattes ja kasutada koigist
vaatlustest arvutatud standardhalbeid, on korrelatsioonid stabiilsemad, kuid neid mdjutab andmestiku
tlekattest vélja jadv osa.

Mitme tunnuse omavaheliste seoste tabelkujul esitamiseks kasutatakse ruumiliste korrelatsioonide
maatriksit (Wartenberg 1985). Ruumiliste korrelatsioonide maatriksi diagonaalil on autokorrelatsiooni
kordajad, Ulejdanud lahtrites ristkorrelatsioonid. Samasse tabelisse saab paigutada nii ruumilised kui
ka tavalised korrelatsioonikordajad, paigutades tihed tlespoole ja teised allapoole diagonaali, vdi siis
samasse lahtrisse tiksteise alla, nagu esitasid Kalkhan ja Stohlgren (2000) (tabel 8).

Tabel 8. Ruumiliste korrelatsioonide maatriks modnede kohatunnuste vahel Baltimaade
ilmavaatlusjaamades. Diagonaalil on autokorrelatsioonid kaugusel kuni 50 km, lahtri tGlemisel real on
ruumiline korrelatsioon sama vahemaa korral, alumisel real tavakorrelatsioon. Tavakorrelatsioonid on
tldiselt tugevamad kui ruumilised Kkorrelatsioonid ning autokorrelatsioonid tugevamad Kkui
ristkorrelatsioonid.

Maapinna 20km Kaugus  Aastane
kdrgus Umbruse  merest  sademete hulk
metsasus
Maapinna kdrgus 0,576
20 km Umbruse 0,029 0,489
metsasus 0,171
0,535 0,131
Kaugus merest 0.664 0,037 0,925
—0,030 0,050 —-0,279
Aastane sademete hulk 0.113 0.361 0233 0,430

Kahe tunnuse vahelise korrelatsiooni soltuvust vaatluste vahemaast saab graafiliselt néidata
korrelogrammi abil, mis kujutab kahe tunnuse vahelise ristkorrelatsiooni séltuvust vaatluste vahemaast
(joonis 5-17). Arvutada ja graafikul kujutada saab ka tunnustevahelist poolhajuvust. Eristamaks neid
autokorrelatsiooni kujutavatest graafikutest, kasutatakse nimetusi ristkorrelogramm ja ristvariogramm.

Korrelogramm vdib olla nii kumulatiivne kui ka diskreetne. Esimesel juhul kasutatakse vaatlus-
paare, mille vahemaa on piirvaartusest vaiksem; teisel juhul teatud kaugusvahemikku j&avaid
vaatluspaare. Kaugustsoonide kaupa arvutatud ruumiline korrelatsioon on tundlikum ja v@ib anda
seosest detailsema pildi, kuid tsoonide ebadnnestunud valiku korral vGi vaatluskohtade ebapiisava
hulga korral v8ib ruumiliselt kumulatiivne korrelatsioon seoseid paremini esile tuua.

7. september. 2012 273


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Joonis 5-17. Baltimaade oktoobri ja
novembrikuu paljuaastase keskmise
sademete hulga ruumiline korrelog-
ramm koos nullmudeli 95% usaldus-
piiridega (katkendjooned). Vahemaani
150 km on seos oktoobri ja novembri
keskmise sademete hulga vahel
statistiliselt olulisel tasemel positiivne,
kaugemal kui 250 km negatiivne.
Korrelatsioonikordaja samas jaamas

Ristkorrelatsioon /vz

0.4 ; ; - ; - ; - ' mdddetud  oktoobri  ja  novembri
0 20 100 1\5/0h 200 kzso 300 350 400 keskmise sademete hulga vahel R =
ahemaa [km] 0,9367. Andmed Remm et al. (2011).

Ruumilist korrelatsiooni saab arvutada ka lokaalselt igas uuritava ala kohas eraldi v@i siis iga
vaatluspunkti panusena (Reich et al. 1995). Ruumilise korrelatsiooni kaardil kujutamise néitena on
esitatud seos paljuaastase keskmise sademete hulga vahel erinevatel kuudel, kus vorreldavad tunnused
on oktoobri paljuaastane keskmine ja novembri paljuaastane keskmine sademete hulk vaatlusjaamades
(joonis 5-18). Kuna korrelatsioon arvutati kahe tunnuse vahel, siis jarelikult on see ristkorrelatsioon,
mitte autokorrelatsioon. Ristkorrelatsioon arvutati lokaalselt kilomeetrise vahemaaga v@rgustiku igas
punktis ehk lokaalses fookuses. Arvesse léksid jaamad, mis olid lokaalsest fookusest kuni 100
kilomeetri kaugusel (muidu ei jad&dks mdne lokaalse fookuse Gmbruses Uhtegi jaamadepaari). Seega on
arvutati lokaalne ristkorrelatsioon. Lisaks sellele oli aga Uks piirang veel — igas arvutatavas kohas
kasutati vaid nende vaatlusjaamade andmeid, mille omavaheline vahemaa on kuni 50 km ning (ks
vorreldav tunnus (oktoobri sademed) voeti tihe jaama vaatlustulemustest ja teise tunnuse (novembri
sademed) véaartus teise jaama andmetest. Selliselt arvutatud korrelatsioonikordaja sdltub jaamade
omavahelisest vahemaast ja seega on see lokaalselt arvutatud ruumiline ristkorrelatsioon.

Ruumiline ristkorrelatsioon ei ndita seost tunnuste vahel samas kohas, vaid teatud vahemaa korral.
Samuti nagu ruumiline autokorrelatsioon nditab seost sama tunnuse vaartuste vahel teatud vahemaa
korral. Ruumilist ristkorrelatsiooni v6ib muidugi arvutada ka teistsuguse vahemaa juures, igas
kaugustsoonis eraldi vdi kaugusest sOltuvate kaaludega, nii nagu ruumilist autokorrelatsioonigi.
Ruumist korrelatsiooni, ruumilist regressiooni ja ruumilist autoregressiooni selgitatakse ka peatiikis
5.5.5 ja joonisel 5-21.

Ruumilise korrelatsiooni korrelogramm kujutab kahe muutuja vahelise
korrelatsiooni s8ltuvust vaatluskohtade vahemaast

Ruumilise korrelatsioonikordaja olulisuse hindamine ei ole isegi normaaljaotusega andmete puhul
triviaalne, kuna vaatlused on sama kaugustsooni vaatluspaarides esindatud erinev arv kordi vGi siis on
nende mdju kaalutud vahemaast sdltuvate kaaludega. Ruumilise korrelatsiooni olulisuse hindamiseks
kasutatakse Mantel testi, bootstrap meetodit (Bjgrnstad et al. 1999a) ja Monte Carlo testi (ptk 3.6.6 ja
4.1.4.2). Kui andmekihtide seost konkreetse ruumiga ei uurita, siis piisab, kui Monte Carlo kordustes
juhuslikult Gmber paigutada vadrtusi thes vorreldavas andmekinhis.
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Joonis  5-18. Oktoobri  ja

novembrikuu paljuaastase keskmise

sademete hulga ruumiline korre-

latsioon kuni 50 km vahemaaga ilma-

vaatlusjaamades Baltimaades. Posi-

tiivse seose piirkondades on oktoobri

ja novembri keskmise sademete hulga

vahekord  suhteliselt  Uhetaoline,

negatiivse ruumilise  korrelatsiooni

aladel on kuni 50 km vahemaaga

paiknevate jaamade vaatlustulemustes

suured erinevused. Andmed Remm et

100000 al. (2011).

Uurimused

Miller et al. (2007) mainivad ruumilise seose kvantifitseerimise vahendina ka uuritava ala osadeks
jagamist ja seoste arvutamist igas regioonis eraldi ning ruumikoordinaatide lisamist seletavate
tunnuste hulka. Korrelatsiooniks tuleks nimetada siiski vaid seost kahe numbrilise muutuja vahel.

5.4.3. Ruumilise autokorrelatsiooni moju

Valimid ja Uksikvaatlused ruumiliselt autokorreleerunud andmestikest ei ole téiesti s6ltumatud,
nagu eeldab enamik statistilisi teste. Selle tdttu nditavad statistilised testid reeglina tugevamaid
tunnustevahelisi seoseid kui autokorrelatsioonita andmete puhul.

Autokorreleeruvate muutujatega v8ib toimida kahel viisil: tulemusi korrigeerides voi autokorrelat-
siooni lulitamisega nullmudelisse (Roxburgh ja Chesson 1998). Ruumilise autokorrelatsiooni null-
mudelisse lUlitamine tdhendab ruumilise struktuuri jaljendamist, mida kasitletakse pindmustrite
moodustamise osas (ptk 6.2).

Korrigeerimise variandi puhul arvutatakse tunnustevahelist seost nditav statistik ja siis korrigeeri-
takse selle vaartust voi statistilist olulisust vastavalt autokorrelatsiooni tugevusele (Dale et al. 1991).
Kasutatakse néiteks Mantel osatesti, mis kasitleb tunnuste ruumilist lahedust tdiendava argument-
tunnusena. Testis kasutatakse regressioonijadke ja arvutatakse tunnuste partsiaalkorrelatsioonid, nagu
mitmese regressiooni puhulgi.
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5.4.4. Kriging mitme tunnusega

Kriging varieeruva keskmisega on kahe muutuja analtids, juhul kui see varieeruv keskmine
arvutatakse teise tunnuse v0i teiste tunnuste jargi oodatava vaartusena, nditeks regressioonimudelist
(Goovaerts 1997, 2000). Varieeruva keskmise puhul kasutatakse krigingu kaalude asemel
kovariatsioone ja médtmistulemuste asemel regressioonijaake.

Kriging lokaalsel regressioonipinnal (kriging with external drift) arvutab regressiooni teise muu-
tujaga lokaalselt, see on iga koha Gimber uuesti, mitte globaalselt, nagu kriging varieeruva keskmisega
(Goovaerts 1997, 2000).

Kokrigingu puhul interpoleeritakse uuritavat muutujat korraga kahe tunnuse jargi. Kui kahe
eelmise meetodi korral mdjutab teine tunnus interpoleerimistulemusi kas oma lokaalse vdi globaalse
trendpinna (keskmise ootuse) kaudu, siis kokrigingus kasutatakse teise tunnuse otseseid moot-
mistulemusi.

Uurimused

Goovaerts (2000) modelleeris ja interpoleeris sademete hulka Lduna-Portugalis kombineeritult
kdrgusmudeliga ja leidis, et parima tulemuse andis kriging varieeruva keskmisega. Mainitud meetod
vBimaldab kasutada krigingut koos regressioonimudeliga. Lokaalsete regressioonimudelite kasutamine
prognoosi ei parandanud. Arvatavasti ei ole lokaalsetel regressioonidel piisavalt tldistusjéudu.
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5.5. Umbruse mdju ja ruumiline regressioon

Organismid kasutavad ja mdjutavad erineva suurusega mbrust erineval méaaral sGltuvalt eluviisist
ja suurusest. Taimede ruumilises populatsioonitkoloogias laialtlevinud lihtsustatud késitlusele, mille
kohaselt isendite tingimused soltuvad populatsiooni tihedusest, vastandub ruumiliselt detailsem
arusaam, et iga isendi edukus sdltub eelkdige tema vahetutest naabritest. Naabruse mdjudeks
(neighbourhood effects) nimetasid Mack ja Harper (1977) faktorit, mis sisaldab naabruses olevate
taimede osakaalu, kaugust ja paiknemissuunda. J.F. Addicott et al. (1987) nimetasid ala, mille ulatuses
organism tegutseb vO8i mis organismi mdjutab, Okoloogiliseks naabruseks (ecological
neighbourhood). Mainitud autorid r8hutavad, et organismidel ei ole vaid (ks ja ainus naabrus.
Erinevate protsesside ja suhete osas vBib dkoloogiline naabrus olla erinev. Condit et al. (1994) jagasid
naabrusmdjud lokaalseteks ja regionaalseteks, kuid ei suutnud regionaalseid mdjusid tdestada, sest
kaugema imbruse mdju vib teostuda ldhinaabruse mdjutamise kaudu.

Umbruse mdju arvestamiseks tuleb see mdju kdigepealt kas kuidagi ara kirjeldada v&i kasutada
mingit teoreetilist mudelit. Umbruse mdju saab kirjeldada ja statistilisse mudelisse kaasata vihemalt
viiel erineval viisil:

© ruumilise autoregressioonina, mis kirjeldab sama ndhtuse mdju imbrusest (ihepoolne seos);

© ruumilise regressioonina, mis kirjeldab teiste tunnuste mdju imbrusest (mdju allikas asub ihes
kohas, aga ta mdju ulatub mujale);

O ruumilise autokovariatsioonina — kui ndhtus on mingil maaralgi ruumiliselt pidev, siis sGltub
néhtuse vadrtus voi esinemise tdendosus mingis punktis selle ndhtuse vaartusest voi
esinemisest umbruskonnas (vastastikune seos);

O ruumilise kovariatsioonina — vastastikuse statistilise seosena kahe tunnuse vahel, millest tks
on mdodetud Uhes kohas ja teine teises kohas (limbruses);

O halvete ruumilise muutlikkuse ja halvete autokovariatsioonina, kui tunnuste mdotmistapsuses
vOi mudeli usaldusvaéarsuses esinevad piirkondlikud tendentsid.

Umbruse m&ju vBib mudelis olla eelkdige omaette argumenttunnusena ja/voi
funktsioontunnuse ruumilise autokorrelatsioonina

Umbrust kirjeldavad parameetrid vdivad olla arvulise muutuja statistikud, mis on arvutatud
timbruses teadaolevatest vadartustest (Umbruse keskmised, varieeruvuse néitajad, samas kohas ja
Umbruses mdddetud vaartuste suhted) — nominaalset muutujat tmbruses kirjeldavad selle statistikud
(kategooriate pind, vahekord ja domineerimistase). K8igi imbrust kirjeldavate statistikute arvutamisel
saab kasutada kaugusest sdltuvaid kaale ning Umbrust saab Kirjeldada mistahes raadiuses voi
kaugustsoonis. Umbrust kirjeldavate statistikute hulka vdivad kuuluda ka tunnustevahelisi seoseid
kirjeldavad statistikud ja kdikvdimalikud kombineeritud tunnused.

Uuritava ala serva ldhedal annavad naabervaatluste arvu vOi laikude suurusega seotud néitajad
hélbinud hinnanguid, osakaalust ja tihedusest tuletatud indeksite puhul vaheneb serva ldhedal vaid
valimi maht. Etteantud tllpi ala osakaal vahetus Umbruses ei pruugi olla parim indikaator, kuna
lahiimbrus on enamasti tisna samasugune nagu fookuses olev kohtki.

Autokorrelatsiooni osas (ptk 5.1) oli juttu tunnuse endaga sarnanemisest teatud kaugustel. Umbruse
mdju kirjeldamise puhul vdib oluline olla nii prognoositava muutuja enda vaartus Umbruses kui ka
argumenttunnuste vaartused Umbruses. Nii s6ltub liigi tdendoline ohtrus mingis kohas nii Umbruses
olevatest sama liigi naaberpopulatsioonidest kui ka elupaiga hulgast ja kvaliteedist timbruses. Naiteks
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sOltub pddra elupaiga kvaliteet mitte ainult antud koha omadustest, vaid ka ka laiema Umbruse
paljudest omadustest vahemalt 10 km raadiuses. Uurida tasuks, millise ulatusega umbrus on oluline ja
kuivord s6ltub Umbruse m&ju muudest faktoritest. Kisimus, kuidas Uhe tunnuse véaértus mingis kohas
seostub teise tunnuse véartustega selle koha timbruses, on modelleeritav ruumilise regressioonina.

Killastatud ruumilise regressiooni (ptk 5.5.5) mudel sisaldab iga argumenttunnuse mdju igas
kaugustsoonis. Kuna kullastatud mudeli parameetrite arv vordub sel juhul kaugustsoonide arv korda
mdjufaktorite arv, siis on ruumilise regressiooni mudelid keerukad ja nduavad suurt dpetusandmes-
tikku. Ruumilise regressiooni mudeli lihtsustamiseks on v@imalik kas integreerida kaugustsoonid,
mdjufaktorid voi siis mélemad. Esimesel juhul ké&sitletakse kdiki kaugustsoone ihtse imbruskonnana.
Teisel juhul Ghendab ja asendab igat tksikfaktorit eraldi sobivusindeks, kolmandal juhul esindab iga
koha Umbruskonna k&iki omadusi (ks sobivusindeks. Ruumilise mdju arvestamise vajadus ja
kasutamise viis s6ltub muuhulgas uurimuse mdotkavast.

Umbrust saab kasitleda Gihtsena vdi eraldi kaugustsoonidena

Uurimused

Ulevaate ruumilist sBltuvust kaasavatest liikide ja elupaikade leviku mudelitest annavad Miller et
al. (2007).

Milne et al. (1989) jagasid uuritavate pikslite imbrused klasteranaliitisiga kaheks ja kasutasid neid
tllpe tdiendava nominaalse argumenttunnusena hirve (Odocoileus virginianus) elupaikade
kaardistamisel.

Chou ja Soret (1996) nditasid, et Umbruse erinevat moju erinevatele liikidele tuleks liikide leviku
modelleerimisel kindlasti arvestada.

M. Zobel on oma uurimustes naidanud, et niidukoosluste liigirikkus ei soltu ainult kohalikest
tingimustest, vaid ka sellest, millised kooslused on koha Umber. Liikide levikuvGime ja seemnevaru
mullas omavad koosluse liigirikkuse ja koosseisu maaramisel samavord tahtsust kui kohalikud
kasvukoha tingimused. Kusjuures koosluse liigirikkus ei paista takistavat uute liikide sissetungi
(Cantero et al. 1999).

Metsa kasvu ja struktuuri mudelites on naaberpuude tiheduse ja kaugusega seotud puistu
dunaamilised aspektid: noorte puude kasvama hakkamine ja puude valjalangemine puistust (He ja
Duncan 2000).

Wahl (2001) r6hutas naaberorganismide téhtsust merepdhja koosluste kujunemisel.

5.5.1. Mgjuvéaljade mudelid

Umbruskonna mdjude arvestamisel saab igale mdjuvale faktorile eraldi v6i kdigile kokku omistada
mdjupunkti mbritseva majutsooni (influence zone). Mdjutsoonide kasutamisel arvutatakse iga koha
jaoks mojutsooni piiresse jadvate ldhedaste objektide méjude summa v6i mdjude muu kombinatsioon.
Mojutsoonide arvutamise mitmesuguseid meetodeid on kasutatud eriti metsanduses puudevahelise
konkurentsi ja puude mdjusfaaride madramiseks ning seeldbi ka puistu struktuuri modelleerimiseks.
Futogeneetilistest valjadest on kirjutanud juba A. A. Uranov (1965). Uldisema Gkoloogiliste valjade
teooria on esitanud Wu et al. (1985), seda on kasutanud ja edasi arendanud Moeur (1997),
Kuuluvainen ja Linkosalo (1998), Saetre (1999), He ja Duncan (2000). Seemnete emataimest
eemalelevimise modelleerimise meetoditest vOib Ulevaate leida Nathan ja Muller-Landau (2000)
artiklist.
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Geograafias on puiltud linnade mdjusfadre modelleerida gravitatsiooniseaduse jargi (Abler et al.
1971). Oletatakse, et linna m&ju (I) on vordeline tema elanikkonna suurusega (P) ja p6drdvordeline
kauguse (d) ruuduga.

P
Selles valemis on K mudeli sobitamiseks vajalik konstant. Kahe objekti omavaheline mdju avaldub
vastavalt gravitatsiooniseadusele.

PlPZ

2
1,2

| = K [5-33]

Potentsiaalpind on gravitatsioonivélja analoog, mis véljendab koigi teiste punktide voi objektide
summaarset mdju (M;) igale sellel pinnal olevale punktile. Geograafilises kontekstis vdib mdju
tdhendada ka koha kéttesaadavust, kommunikatsioonitihedust v6i turupotentsiaali. Seega koha i
potentsiaal vordub

V, = Zd—’ [5-34]

Selle juures vdib murrujoone all oleva objektide vahemaa jatta algkujule, astendada voi kasutada
mdonda muud teisendust — sdltuvalt nédhtust kujundava protsessi omaparast.

5.5.2. Tegutsemisala suurus ja elupaiga valik

Elupaigaeelistuse mudeleid on valja tootatud eelkdige liitkuvate loomade jaoks. Traditsiooniliselt
eeldatakse mudelis, et kdik elupaigad isendi tegutsemisala piires on talle vordsel maéral katte-
saadavad.

Elupaiga valiku indeks naitab elupaigattibi kasutamise intensiivsust
vorreldes selle kattesaadavusega uuritavale liigile

Metapopulatsiooniteooria kohaselt suureneb koha asustatuse tdendosus sisserande intensiivsusega.
Eeldades, et elupaiga lahedaste osade vahel on ranne tdenéolisem ja edukam, voib jéreldada elupaiga
asustatuse s6ltuvust elupaiga teiste osade kaugusest. Uldistatumal kujul v@ib seda seost véljendada ka
nii, et elupaiga sobivus liigi plsimiseks sdltub elupaikade hulgast ja kvaliteedist selle koha Gimbruses.
Kusjuures vahemalt pddra ja lendorava jaoks on tegelikes maastikes elupaiga hulk imbruses olulisem
kui elupaiga konfiguratsioon (Remm ja Luud 2003, Ritchie et al. 2009). Suurem elupaigalaik on
enamasti maastikuliselt varieeruvam ja sisaldab rohkem mikroelupaiku ning toetab seetdttu suurema
arvu liikide koosesinemist ning tagab populatsioonide suurema vastupidavuse arvukuse kdikumisele ja
héiringutele (Honnay et al. 1999).

Uurimused

Arthur et al. (1996) kasitlesid kasutusk&lbuliku tegutsemisareaali suurust diinaamiliselt sdltuvana
isendi asukohast. Hjermann (2000) téiustas elupaiga kattesaadavuse dinaamilise hindamise
metoodikat késitledes elupaiga kéttesaadavust pideva muutujana. Elupaigaeelistuste selgitamisel on
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kasutatud elupaiga omaduste peakomponentanaliiiisi (Garshelis 2000), diskriminantanaltisi voi
logistilist regressiooni (Sherburne ja Bissonette 1994, Mladenoff et al. 1995, Block et al. 1998).
Compton et al. (2002) vordlesid elupaiga kasutust mitte kogu vBimaliku elupaigaga, vaid kohapunkti
paarides, millest Uiks on looma teadaolev asukoht ja teine on looma tegutsemisraadiuse piires olev ju-
huslik punkt. Looma teadaoleva asukoha tunnuste vddrtustest lahutati sama tunnuse vadrtus
juhupunktis. Véartuste vahesid kasutati liigi esinemist/puudumist prognoosivas logistilises regres-
sioonimudelis. Suhteliste véaartustega mudeli interpreteerimine on mdnevorra keerukam kui absoluut-
vaartustega mudeli mdistmine. Vaatluste kasutamine vaatluspaaridena vdimaldab aga esinemise ja
puudumise andmeid tasakaalustada.

5.5.3. Eraldatus ja Uhendatus

Elupaikade Uhendatust (connectivity) ja selle potrdvééartust — eraldatust (isolation) on oluliseks
liikide levikut maaravaks teguriks peetud juba védhemalt MacArthuri saarte biogeograafia teooriat
kasitlevatest toodest alates (MacArthur ja Wilson 1967, Levin 1974, Doak et al. 1992, Taylor et al.
1993, Lindenmayer ja Possingham 1996, Schumaker 1996, With et al. 1997, Hanski 1998,
Tischendorf ja Fahrig 2000). Uhendatus tahistab ¢koloogias eelkdige lhenduse méaira (ksikute
konkreetsete elupaigalaikude vahel. Uhendatusele lihedane mdiste on sidusus (ptk 4.3.1), mis tahistab
pindkategooria tldist Ghendatust maastiku tasemel.

Lokaalpopulatsiooni véljasuremise tdendosus s6ltub suuresti populatsiooni (elupaiga) suurusest ja
sisserdnde sagedusest, mis omakorda s6ltub elupaiga isoleeritusest. Elupaiga isoleeritus vdib séltuda
nii Uksikute eraldatud elupaikade vOi elupaigamaatriksi (habitat matrix) omadustest kui ka
elupaigalaikude vahelise ala omadustest ja konfiguratsioonist. KGiki vGimalikke parameetreid on raske
modelleerida ja seetdttu piirdutakse enamasti maastikustruktuuri sidususe lihtsustatud nditajatega.
Tischendorf ja Fahrig (2000) mainivad kahte tutpi Ghendatuse mddte: 1ahima naaberelupaiga kaugus
ja elupaiga pindala teatud ulatusega Umbruses. Moilanen ja Nieminen (2002) lisavad (hendatuse
néitajate kolmanda klassi: néditajad, mis arvestavad kdigi vOimalike sisserdnnet tagavate
populatsioonide kaugust.

Puhvertsooni kasutavad indeksid ei arvesta tiksikute naaberlaikude erinevat kaugust. Eraldiasuvate
elupaigaosade vahemaad saab arvutada nii eraldiste keskkohtade vahel kui ka eraldise servast eraldiste
servani. Keskpunktide vahemaade arvutamine on tehniliselt lihtsam, kaugused servast v@ivad olla
Okoloogiliselt sisukamad. Nii lahima naaberlaigu kui ka mitme v&i kdigi naaberlaikude kauguse
indeksit on vdimalik korrigeerida vastavalt naaberelupaiga suurusele, mis mdjutab sisserande
eeldatavat intensiivsust, ja vastavalt sama elupaiga suurusele, mis on eeldatavasti seotud véljarande
intensiivsusega. Reeglina peaks kdigi randeulatuses olevate sama elupaiga osade kauguse arvestamine
andma parema mudeli, kuid sobivate randeparameetrite leidmine v@ib osutuda Usna keerukaks.
Naaberlaikude kauguse arvestamisel on soovitatud kasutada negatiivset eksponentsiaalfunktsiooni
(Moilanen ja Nieminen 2002)

S, =A"D exp(—ad;) A}, [5-35]

j#i

kus S; on laigu i Ghendatus, A; on laigu i pindala, djj on vahemaa laikude i ja j vahel, //a on keskmine
randeulatus, ¢ ja b on sisse- ja valjarande parameetrid.
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Populatsioonide Uhendatuse mudelitesse on kaasatud ka elupaiga kvaliteedi nditajaid (Verboom et
al. 1991, van Apeldorn et al. 1992, Kindvall 1996, Klok ja De Roos 1998), kuigi pdhiliselt kasutatakse
elupaiga kvaliteedi naitajaid liikide leviku (ptk 5.6) elupaigasobivuse (ptk 5.6.2) mudelites.

Uurimused

Mitmetes toddes on leitud, et loomade asustustihedus sdltub rohkem elupaiga suurusest voi hulgast
timbruskonnas kui tGhendatud dkovdrgustikust (Connor et al. 2000, Goldingay ja Possingham 1995,
Harrison ja Bruna 1999, Mclintyre ja Wiens 1999, Trzcinski et al. 1999, Verboom et al. 2001).
Fragmenteerunud elupaiga suures laigus elamine v8ib anda terve rea eeliseid: teiste elupaigatiiiipide
roévioomad ohustavad vahem, suurest laigust juhuslik valjakandumine on vahem t8endoline, suurema
elupaigalaigu keskmine kvaliteet on enamasti kdrgem, suures elupaigas kulub véhem energiat
ressursside kattesaamiseks, suures elupaigas asub suurem populatsioon, kaaslase leidmine on lihtsam,
partnerite valik on suurem ning suurema populatsiooni juhuslik valjasuremine on véhem tden&oline
(Connor et al. 2000).

Elupaiga ruumiline struktuur m@jutab elupaiga kvaliteedi varieeruvust elupaiga sees ning liikide
levikuvdimalusi, mis omakorda maérab liigi pikaajalise sdilimise tendosust (Lamberson et al. 1992,
Akcakaya et al. 1995, Lindenmayer et al. 1999). Metapopulatsiooni teooria kohaselt on isoleeritud
elupaiga osade asustamise tdendosus vaiksem ja nendes oleva populatsiooni valjasuremise téendosus
suurem.

Ida-Virumaa potrade asustustiheduse ja elupaikade sobivuse hindamisel osutus kdige informa-
tilvsemaks pddra elupaiga hulk 1...10 km kaugusel kohast (Luud ja Remm 2001, Remm ja Luud
2003). Ruumiliselt pideva elupaiga eraldise suurusega seost ei leitud. Seega paistab, et elupaikade
Okoloogilise vBrgustiku sidusus ei ole hea liikumise ja levimise vGimega pddrale oluline. P6tradele on
vajalikud eelkdige suured tuumalad.

5.5.4. Indikaator-iUmbrus

Umbruse méjude uurimisel on kolm keskset kiisimust:

O milliste faktorite mdju on oluline,

©  milline on m@ju tugevuse sbltuvus vahemaast ehk siis mdjude ruumiline modtkava,
©  milline on fookuses oleva koha ja imbruse mdéju vahekord.

Ruumianalliisi seisukohast on kaks viimast kiisimust kaugustsoonidele kaalude leidmise probleem.
Enamasti vBib eeldada, et vaga kaugel oleva faktori mdju ei ole oluline. Vahetu naabrus on enamasti
samasugune kui antud koht. Seega téiendavad vahetule naabrusele jargneva lahitimbruse andmed sama
koha andmeid kdige olulisemal madéral, kaugem Umbrus on kohalikuks taustsiisteemiks (local
reference). Kdige suuremat prognoosivat vaartust omavat kaugustsooni on nimetatud indikaator-
Umbruseks (indicative neighbourhood) ehk indikaator-kauguseks (indicative distance) (Luud ja
Remm 2001, Remm ja Luud 2003, Linder et al. 2008).

Kaugustsoonide mdju saab vordlevalt hinnata s6ltuva tunnuse erinevaid vaartusi omavate kohtade
tmbruse vordlemise abil. Lihtne on vorrelda Umbrust nendes vaatluskohtades, kus liik esines ja
nendes, kus liiki ei leitud (joonis 5-19). Kaugustsoonide m&ju maaramisest tuleks valja jatta vaatlus-
kohad, mis asusid véljaspool liigi elupaiku, sest nendes kohtades piiravad liigi esinemist sama koha
omadused, mitte imbrus.

Liigi puudumise p8hjus mingis kohas, kus ta selle koha omaduste jérgi vdiks esineda, voib olla
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selle koha imbruse iseloomus. Oluline parameeter voib olla néiteks elupaiga hulk Gmbruses, aga ka
mingi muu liigile olulise ressursi vOi valditavate objektide hulk teatud kaugusel (joonis 5-20).
Hupoteesi kontrollimiseks oleks vaja modta otsitava muutuja hulka erinevates kaugustsoonides nii
nendes proovikohtades, kus liik esines, kui ka nendes, kus liik oleks v@inud esineda, aga teda ei leitud.
Liigi esinemise kohad vdib seejuures liigi ohtrusega labi kaaluda. Sageli ei ole liigi puudumist
vOimalik usaldusvéaarselt hinnata ja vaatluskohtades, kus liik tdendoliselt tegelikult esineb, kuid
varjatud eluviisi ja otsimismeetodi ebapiisavuse t6ttu seda ei leitud, on liigi puudumine ajutine voi
néiv (naiv-puudumine — pseudo absence). Andmete puudumisel vdi véhesel usaldusvééarsusel liigi
mitte-esinemise kohta saab neid asendada juhukohtadega uuritaval alal. Analoogiliselt néivate
puudumistega voivad andmestikes olla ka ekslikud vdi juhuslikud esinemiskorrad (néiv-esinemine —
pseudo presence), kuid nende sagedus on 0ldjuhul madalam. Need on kohad, mille elupaiga ja
timbruse omadused ei vBimalda liigil seda asustada, kuid kus on tuvastatud seal juhuslikel asjaoludel
viibinud isendeid. Néiteks randel olevad voi ebatidipilise hdiringu tttu ringi ekslevad loomad.

100
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Joonis 5-20. Viis erineva timbrusega kohta elupaiga ruumilises struktuuris (A) ja elupaiga suhteline hulk
samade kohtade Gimber (B). Kohtade imbrused erinevad kdige enam kaugustel 20...560 m.

Uurimused

Remm ja Luud (2003) kasutasid naabruse m&ju hindamisel kaugustsoonide kaalutud keskmist
mdju. Pddra asustustihedus vaatlusaladel korreleerus kdige enam elupaikade kaalutud hulgaga
timbruses. Kaugustsoonide kaalud elupaikade kaalutud hulga arvutamiseks saadi pddraga ja pddrata
vaatlusalade imbruse vordlemisel. Erinevus pddraga ja pGdrata vaatlusalade vahel oli suurim kaugusel
1 kuni 10 km vaatlusala keskmest. See tdhendab, et nendel vaatlusaladel, mis paiknevad suuremate
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metsade sees, oli pdtrade tihedus suurem kui lageda Umbrusega vaatlusaladel. Seejuures paiknesid
koik vaatlusalad metsas (vOi raiesmikul) ja ka vaatlusala lahem tmbrus oli reeglina mets, sest
maakatteliksustele on omane teatud ruumiline autokorrelatsioon. Pddra elupaikade osakaal pddraga ja
pddrata vaatlusalade mbruses erines vahemalt kuni 16 km kauguseni vaatlusalast.

Remm ja Oja (2001) modelleerisid Otepad piirkonna maa-eluhoonete paiknemist. Regressiooni-
mudelist saadi sobivuspind, mis annab iga koha sobivuse eluhoone seal esinemiseks. Sobivuspinda
korrigeeriti sobivusega koha Umbruses, sest eeldati, et kdrgest sobivusest vaga vdikesel alal ei piisa
eluhoone kdrgeks esinemistdendosuseks. Hoonestatakse eelkdige kohad, kus hoonestuseks sobivat ala
jatkub ka Ouele ja koérvalhoonetele. Samuti v@ib arvata, et head pdllu- ja metsamaad on ka
hoonestuseks sobivad maad. Seega eriti soodsad peaksid olema kohad, mille imber séilib kérge
sobivus laiemas raadiuses.

Erinevate kauguste osatdhtsuse hindamiseks kasutati prognoositud logit-tbendosuste standardi-
seeritud mediaani, mis arvutati linnavalise mineraalmaa pikslitest. Mediaani eelistati keskmisele, kuna
see on erindite suhtes véhem tundlik. Selleks, et muuta pikslite naabrused vorreldavateks, lahutati iga
kaugustsooni sobivuse mediaanist selle kaugustsooni lahtepiksli sobivus. Kuna kaugemates tsoonides
stabiliseerub sobivuse mediaan uuritava ala keskmisele tasemele, siis saadud tulemus jagati kaugemate
tsoonide keskmise mediaaniga. Kaugemateks tsoonideks loeti kaugust alates 400 m. Selle kauguse
peal on 11 x 5000 juhupunkti Umber sobivuse ruumiline autokorrelatsioon Morani | jérgi keskmiselt
vaid 0,195. Parema piltliku kujutise saamiseks lahutati tulemus Uhest. Niimoodi saadi standar-
diseeritud kdverad, mis algavad Uhest (kaugusel null on nahtus iseendaga identne) ja stabiliseeruvad
null-taseme ldhedal. Selliste standardiseeritud jaotuste kuju v@imaldab hinnata nende pikslite
naabruste erinevust, kus hoone on, juhupikslitega ja pikslitega, kus hoone ootus on mudeli jargi kdige
suurem, kuid kus hoonet tegelikult ei ole.

Kaugustsooni olulisuse kaaludeks v@eti juhuslike linnavalisel mineraalmaal paiknevate pikslite
kaugustsooni keskmise standardiseeritud sobivuse thelt poolt ja tegelike hoonete Gimbruse kaugus-
tsooni keskmise standardiseeritud sobivuse 95% alumise usalduspiiri vahe. Seega, oluliseks loeti
nende kaugustsoonide omadused, mille puhul tegelike hoonete Umbrus erineb oluliselt juhuslike
punktide Umbruse keskmisest (on valjaspool tegelike hoonete iimbruse keskmise usalduspiire).

Tegelike hoonete timbruse erinevust kontrolliti nii juhuslike kui ka nende mudeli jargi parimate
pikslite suhtes, kus hoonet tegelikult ei ole. Selgus, et nii juhuslike punktide kui ka parimate hooneta
punktide Gmbrus sarnaneb lahtepunktile tunduvalt véhem kui hoonet sisaldavate punktide puhul kesk-
miselt. K8ige suurem on erinevus umbes 20 kuni 120 m kaugusel. Uuritava ala ldisest keskmisest
tasemest on hoonete Umbruse standardiseeritud prognoos statistiliselt oluliselt erinev umbes 210 m
kauguseni. Jareldame, et hoone esinemiseks on oluline, et suhteliselt kbrge sobivus esineks umbes
sellises raadiuses sobiva piksli imber. Ld&hemal m&jub ruumiline autokorrelatsioon, mille kohaselt on
iga koha oodatav Umbrus selle kohaga sarnane, kaugema Umbrus ei ole juhupunktide ja hoonega
pikslite Gmber oluliselt erinev. Hoonega pikslite Umber séilib sobivus laiemas raadiuses ja mine-
raalmaad on rohkem. Erinevus juhukohtade ja hoonete mbruse vahel vdimaldab omistada igale
kaugustsoonile kaalu.

Lindenmayer et al. (1999) vordlesid vaatlusala Gmbrust 250 ja 500 m raadiuses. Nad leidsid statis-
tiliselt olulisi seoseid péardiku Petaurus australis esinemise ja 500 m raadiuses oleva Umbruse
maastikuparameetrite vahel. Samu statistilisi seoseid ei leitud vaiksema raadiusega timbruse puhul.
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5.5.5. Ruumiline regressioon ja autoregressioon

Ruumilise regressiooni korral séltub muutuja véaartus kohas i argumenttunnuste vaartustest mingis
teises kohas, reeglina naabruses. Seejuures ei pruugi s6ltuvus tingimata kdige tugevam olla vahetus
naabruses olevate vaartustega (ptk 5.5.4). Ruumilise regressiooni mudel sisaldab asukohast séltuvaid
parameetreid, naiteks kujul

Y =bX + pWX +¢, [5-36]

kus Y on funktsioontunnuste maatriks, b on regressioonikordaja, ¢ on juhuslik viga, p on ruumilise
autokovariatsiooni vektor, X on argumenttunnuste maatriks, W on vaatlustevaheliste kauguskaalude
maatriks.

Ruumiline regressioonimudel v6ib olla mitmel erineval kujul (vt nditeks Upton ja Fingleton 1985).
Asukohast sbltuvad kaalud voivad olla nii argumenttunnuste, funktsioontunnuse autokovariatsiooni
kui ka prognoosijaékide kordajateks. Ruumilise regressiooni tunnusjoon on asukohast sdltuvate
kaalude osalus regressioonimudelis. Mitteruumilise regressiooni puhul asukoht mudeli parameetreid ei
mdjuta. Enamasti on asukohast s6ltuvad kaalud pédrdvardelised kaugusega prognoositavast kohast.
Vaimalikud on ka mudelid, kus argumenttunnused on m&ddetud tihes kohas ja funktsioon arvutatakse
hoopis teise kaugemal asuva koha kohta. Naiteks mudel, mis kirjeldab, kuidas lume paksus Otepa4
kdrgustiku eri osades mdjutab Emajde kevadist veetaset Tartus. Selles mudelis oleksid Otepaa
kdrgustiku erinevatel osadel asukohast s6ltuvad kaalud.

Ruumilise regressiooni mudel sisaldab asukohast séltuvaid parameetreid

Ruumiline regressioon vOib kombineeruda autokovariatsiooniga. Sellisel juhul lisanduvad
mudelisse autokovariatsiooni kirjeldavad parameetrid. Mdisted autokovariatsioon ja autokorrelatsioon
on lahedased. Korrelatsioon téhistab kahepoolset standardiseeritud kujul Kkirjeldatud seost,
kovariatsioon standardiseerimist ei sisalda.

Autoregressiivse mudeli abil arvutatakse muutuja vadrtusi sama muutuja véartuste jargi teisel
ajahetkel ja/vGi teises kohas. Tunnus iseenda vaartusi mdjutava faktorina on autokovariatsioon. Kuna
reeglina on muutuja véartused mingis kohas seotud vaartustega selle koha naabruses, siis ruumilise
autokovariatsiooni korral s6ltub funktsioontunnuse vaartus kohas i funktsioontunnuse enda véartustest
selle koha timber (joonis 5-21).

Ruumiliselt autoregressiivse mudeli funktsioontunnus varieerub koos iga
argumentunnusega ja koos iseenda vaartustega timbruskonnas

Ruumiliselt autoregressiivse mudeli korral eeldatakse, et funktsioontunnuse prognoositud vaartus
Y; kohas i ei sBltu ainult argumenttunnuse véartusest X; samas kohas, vaid ka funktsioontunnuse
prognoositud voi teada olevatest véaartustest koha i imber. Ruumiliselt autoregressiivne mudel eeldab
prognoositava tunnuse ruumilist pidevust, mis ei ole argumenttunnuste abil taielikult seletatav. Naiteks
s6ltub liikumisvGimelise loomaliigi asustustinedus uuritavas kohas asustustihedusest imbruses. Kui
mudelis teisi muutujaid ei ole, siis vordub funktsioontunnuse ootus sama tunnuse naabruses olevate
vaartuste kaalutud keskmisega.
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Joonis 5-21. Seosed andmekihtidena esitatud tunnuste vahel: A — ruumiline autokovariatsioon, B — ruumiline
autoregressioon, C — ruumiline regressioon ja D — mitteruumiline regressioon.

Autoregressiivseid  mudeleid  jagatakse  samaaegseteks ja  suhtelisteks.  Samaaegne
autoregressiivne mudel (simultaneous autoregressive model — SAR) sobib selliste seletavate tunnuste
puhul, mille m&ju ei piirdu vaid uuritava koha ja selle naabrusega. Néaiteks meteoroloogilised ja
klimaatilised faktorid. Ilm ei muutu Uhes kohas, vaid ikka mingil suuremal alal. Kui kasutatakse vaid
esimese naabrustsooni andmeid, siis on see esimest jarku autoregressiivne mudel, kui kasutatakse
mitme kaugustsooni andmeid, siis on mudeli jark kaugustsoonide arvule vastavalt kdrgem.

Klassikalises SAR mudelis on kauguskaalud seotud funktsioontunnusega (muidu poleks pdhjust
seda autoregressiooniks nimetada)

Y =bX + pWY +¢ [5-37]
ehk

Y — pWY =bX +e¢, [5-38]

kus ¢ on juhuslik viga, p on ruumilise autokovariatsiooni vektor, b on regressioonikordaja, W on
vaatlustevaheliste kauguskaalude maatriks, lihtsamal juhul kauguskaalud naabritel vGrdsed Uhega ja
teistel vordne nulliga.

Kauguskaaludega vdivad olla seotud ka argumenttunnus ja/vdi prognoosihélbed. Autoko-
variatsiooni sisaldavat logistilist mudelit nimetatakse autologistiliseks mudeliks (ptk 6.2.4.7).

Suhteline autoregressiivne mudel (conditional autoregressive model — CAR) modelleerib
erinevust oodatavast vaartusest ehk naabrusest sdltuvaid funktsioontunnuse hélbeid ehk suhtelisi
vaartusi. Halbed voivad olla tingitud naiteks atmosfaari labipaistvuse varieeruvusest voi olla sensorist
tulenevad erisused kaugseireandmetes (Griffith ja Layne 1999). CAR eeldab funktsioontunnuse
hajuvuse konstantsust ja kaasab vaid esimese astme naabrite mdjusid ning seetdttu sobib eelkdige
uurimisala jagunemisel selgepiirilisteks tksusteks.

Y =bX + pW(Y —bX )+ & [5-39]

ehk
Y — pWY =bX — pWX + & [5-40]
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Autokovariatsiooni v@ib arvutada tunnuse vaartuste keskmisena 0(mbruskonnas vOi nende
ruumithikute (pikslite) osakaaluna, kus néhtus esineb. Viimast moodust on kasutanud nditeks Araujo
ja Williams (2000). Lihtsamal juhul arvestatakse mbruskonnaks vaid I&him naaberobjekt (Gellrich et
al. 2007) vdi vaid kiilgnevad pikslid. Detailsema kasitluse korral kasutatakse kaugusest sdltuvaid kaale
(Syartinilia ja Tsuyuki 2008).

Autokovariatsiooni sisaldava regressioonimudeli sobitamisel kasutatakse prognoositava muutuja
teadaolevaid vaartusi umbruskonnas. Mudeli jargi prognoosikaardi arvutamine alal, kus on teada vaid
argumenttunnuste véartused ja autokovariatsiooni parameetrid, toimub prognoosi iteratiivse sobitami-
sena. Prognoosi sobitatakse senikaua, kuni on leitud piisavalt hea pind, mis vastab vimalikult hasti nii
seostele argumenttunnustega kui ka autokovariatsiooni mdodikule. Autoregressiooni arvestamise liht-
sustatud viis on tmbruse korrektuuri kasutamine pérast hinnangu arvutust regressioonimudelist.

Uurimused

Frelich et al. (1993) seadsid metsa koosseisu muutused Markovi ahela mudelis sBltuvusse metsa
koosseisust 30 m raadiuses. Teiste liikide vastastikuse md&ju hindamiseks kasutati nende
koosesinemise andmeid.

Hogmander ja Mgller (1995) kasutasid linnuatlase naaberruutude andmeid linnuliigi mingis ruudus
esinemise vBi puudumise modelleerimiseks.

Augustin et al. (1996) kasutasid punahirve leviku modelleerimiseks lisaks logistilisse mudelisse
hélmatud keskkonna heterogeensusele ka uuritava ndhtuse enda ruumilist autokorrelatsiooni. Liigi
esinemist mingis kohas seostati prognoositud esinemistdendosusega ehk sobivusega selle koha Gmber.
Viimane lisati mudelisse omaette parameetrina. Augustin et al. (1996) mudel oli jargmine:

P
1-p

log = a-+bjalt;” +b,nor,” +bymir, +b,mir, +bg pin, +bautocov;, 5.4
i

kus alt tahistab maapinna kdrgust merepinnast, nor on laiuskraad, mir on soode pindala timbruses, east
on pikkuskraad, pin on looduslike ménnikute pindala imbruses, muutuja autocov on asustatud ruutude
kaalutud keskmine ruudu i naabrite hulgas. Kaalud w; seati vOrdeliseks naabri kauguse

poordvaartustega 1/h;;, kus hjjon ruutude i ja selle ruudu naabri j vahemaa.

Kui Augustin et al. (1996) ja Osborne et al. (2001) kasutasid autokovariatsiooni kaaludena kauguse
poordvéértust, siis Hanski (1994) ja Gu et al. (2001) on kasutanud Uhendatuse mddte, mis sisaldab
vahemaa astmefunktsiooni. Kaaludena on kasutatud ka erinevust objektiga ja objektita pikslite
keskvaartuste vahel kaugustsoonide kaupa (Remm ja Oja 2001, Luud ja Remm 2001, Remm ja Luud
2003).

Gu et al. (2001) kasutasid hariliku kopsusambliku (Lobaria pulmonaria) esinemise/puudumise
modelleerimisel laheduse méotu C;

C =D p;exp(—ad)(A; +W,)", [5-42]
j=1

kus n on vorgustiku lahtrite arv, p; on lahtri j hdivatuse indikaator, a on vahemaast s6ltuva moju
vahenemise kiirust maarav konstant, dj on vahemaa lahtrite i ja j vahel, A on haabade hulk (suurusega
kaalutud), W on remmelgate hulk (suurusega kaalutud), b on sobitamiskonstant.
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Dennis et al. (2002) katsetasid Prantsusmaa liblikate levikuatlase andmetel mitmeid liikide
esinemise ja puudumise ning liigirikkuse prognoosimise mudeleid ning leidsid, et enamasti oli
timbruses olevate departemangude omadusi arvestav mudel parem kui vaid sama departemangu
geograafilisi omadusi arvestav mudel.

Lichstein et al. (2002) andmetes andsid SAR ja CAR mudel kolme Lduna-Ameerikast parit
laululinnu USAs esinemise kaardistamisel peaaegu identseid tulemusi.

Overmars et al. (2003) kasutasid ruumiliselt autoregressiivset mudelit maakasutuse
modelleerimiseks Ecuadoris.

Wallerman (2003) kasutas ruumilist regressioonimudelit puidutagavara hindamisel Uksikutes
kohtades tehtud valimdotmiste ja satelliidipiltide abil.

Kissling ja Carl (2008) naitasid, et SAR mudeli vBimekus sdltub mudeli tlubist ja kauguskaaludest
ja andmetes oleva autokorrelatsiooni omaparast. Kohast séltuvate hédlvetega SAR mudel oli tdhusam
kui fikseeritud, funktsioontunnusele omase ruumilise autokorrelatsiooni mudel ja ruumiliselt
autokorreleerunud argumenttunnustega mudel.

Syartinilia ja Tsuyuki (2008) modelleerisid autologistilise mudeliga jaava tuttkotka (Spizaetus
bartelsi) levikut lisades mudelisse esinemistdendosuse pddrdkaugusega kaalutud autokovariatsiooni
450 ...1500 m raadiuses olevas umbruses.

Saracco et al. (2010) modelleerisid CAR mudeliga tapikrasta (Hylocichla mustelina) ellujgd@must ja
paiksustfendosust rdngastamise ja taasleidude jargi.
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5.6. Liikide leviku modelleerimine

Liikide leviku kaardistamise traditsiooniline meetod on piiritleda teadaolevate leiukohtade ala liigi
levilaks. Levila kujutab liigi leidude piirkonda, kuid ei anna selgust liigi esinemistdendosuse
varieeruvusest areaali sees ega esinda voimalikke esinemiskohti valjaspool seniste leidude piirkonda.
Detailsema hinnangulise leviku kaardi saamiseks tuleb Ghel vdi teisel moel modelleerida liigi
Okoloogilist nissi, liigi elupaigaeelistusi ja liigi elupaikadele iseloomulikke tunnuseid.

Liikide leviku modelleerimine sai alguse 1970ndate aastate I6pus (Zimmermann et al. 2010).
Suurem osa moodsast biogeograafiast on kas geograafiliste piirkondade kvantitatiivne vordlemine
(Crovello 1981) vai liikide ja elupaikade leviku modelleerimine. Kusjuures viimasel paarikiimnel
aastal on liigi ja tema elukeskkonna suhete uurimise valdavaks meetodiks kujunenud statistiline
modelleerimine, mille kasutusviisid on kokku voetud tlevaateartiklites (Franklin 1995, 1998, Guisan
ja Zimmermann 2000, Austin 2002, 2007, Elith et al. 2006) ja raamatus Franklin (2009). Teema on
haaranud suurt hulka biolooge, geograafe ja infotehnoloogia spetsialiste ning publikatsioonide arv on
jouliselt kasvanud. Teema otsing infoslsteemis 1Sl Web of Science marksdnadega: "species
distribution models™ or "niche models" or "habitat models" or "bioclimatic models” andis 18.
veebruaril 2008 vastuseks 21 973 publikatsiooni (Thuiller et al. 2009) ja sama tingimusega 6.
septembril 2012 tehtud péring juba 52 019 publikatsiooni, neist viimase kiimne aast ajooksul ilmunuid
37 041.

Liikide leviku modelleerimisel v6ib tédheldada peavoolu, milles jalgitakse levikumudeli vastavust
Okoloogia teooriale, eelkdige dkonisi kontseptsioonile. Uuritakse liigi ndudeid keskkonna suhtes ja
kaardistatakse liigile sobivat ala. Alternatiivsed ja peasuunast halbivad uuringud keskenduvad
metoodikale késitledes leviku kaardistamist eelkbige andmetddtluse, geoinformaatika, statistilise
modelleerimise, intellektitehnika, mustrituvastuse vdi andmekaevandamise ulesandena.

Liikide ja elupaikade leviku modelleerimine aitab igasuguse territoriaalse planeerimise ja terri-
tooriumi majandamise puhul otsuseid langetada, aga on samuti kasulik liikide elupaigandudluste
selgitamisel ja modelleeritavate nahtustega seotud informatsiooni stistematiseerimisel ja tldistamisel.
Levikuandmed on vajalikud nii liikide ohustatuse hindamisel, nende kaitse planeerimisel, looduse
mitmekesisuse kaardistamisel, kahjurite leviku prognoosimisel, maastiku ja kliima muutumise md&jude
prognoosimisel ning liikide esinemistendosuse hindamisel vaheuuritud aladel. Ka uute metsa-
kultuuride rajamisel tasub arvestada koha sobivust Uhe vdi teise puuliigi kasvamiseks néiteks
ennustatavate kliimamuutuste jarel (Falk ja Mellert 2011).

Guisan ja Thuiller (2005) loetlevad levikumudelite loomise jargmisi eesmérke:
liigi 6koniSi mé&aramine,
biogeograafiliste, dkoloogiliste ja evolutsiooniliste hiipoteeside kontrollimine,
liikide edasise leviku ja ohtruse prognoos,
vaheuuritud kohtadele tdhelepanu juhtimine,
liikide introdutseerimiseks ja taasasustamiseks sobivate kohtade leidmine,
kaitsealade planeerimine,
elurikkuse kaardistamine Uksikliikide kaupa,
biogeograafiliste regioonide piiritlemine,
metapopulatsiooni struktuuri mééaramine ja geenivoolude modelleerimine.

© 000 O0OO0OO0OO0o0OO0
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Liikide leviku modelleerimise alaseid uuringuid vdib mitmeti klassifitseerida. Uhest kiiljest saab
eristada liikide 6koloogiliste nbudluste méaratlemise suunda koos potentsiaalse levila kaardistamisega
globaalses, kontinentaalses v8i Uhe riigi mdotkavas. Need uurimused toetuvad suures osas klimaatilis-
te faktorite m&jude modelleerimisele ja sageli seavad eesmargiks kliima muutumise mdju hindamise.

Sellest suunast erinevad liikide esinemise v&i puudumise hinnangulised kaardistused detailses
modtkavas ja vaiksemal alal, milles kasutatakse eelkdige kaugseire- ja kaardiandmeid. Kui uurimisalal
ei ole maapinna kdrguste suurt erinevust, siis on klimaatiliste tegurite varieeruvus vaikesel alal tihine
ning sellelt alalt kogutud valim ei vbimalda liigi esinemist ja puudumist kliima mdddikutega seostada.
Sellises mdotkavas ei kirjeldata mitte liigi levilat, vaid pigem selgitatakse liigi isendite ja ohtruse
ruumilise paiknemise seadusparasusi, liigi esinemise ja puudumise tdenaosust ja liigi elupaigasobivust.
Seejuures on liigi esinemise/puudumise ja elupaigasobivuse kaardistamine sisuliselt sama, sest
enamasti saab mélemal juhul tulemust télgendada liigi esinemistéendosuse hinnanguna.

Suurem@dtkavaline uuring Uritab levila kaarti detailiseerida — pttiab
modelleerida liigi paiknemist levila piiride sees

Kolmanda suunana voib eristada elupaigatilipide kaardistamist, mille eesmérk ei ole vaid Ghe liigi
elupaigasobivuse modelleerimine, vaid erinevate elutingimustega alade dldistatum klassifitseerimine
ja kaardistamine. Elupaigatiipide eristamine ja kaardistamine v@ib toimuda erineval temaatilise ja
ruumilise Gldistuse tasemel — bioomidest mikroelupaikadeni.

Lahima aja perspektiivsete uurimissuundadena liikide leviku modelleerimisel on esile toodud
jargmiste faktorite pohjalikumat arvestamist ja kaasamist mudelisse (Zimmermann et al. 2010,
taiendatud):

O liigi ja koha arengulugu,
liigi ndudluste muutumine,
biootilised seosed,
liikide levimise vdime,
levilate muutumine inimtegevuse tottu,
ruumiliselt detailne kaardistamine suuremal alal,
valimite esinduslikkuse tagamine vaatluste planeerimisega.

O 0 00 O0O0

Liigi levik ruumis on maaratud tema 6koniSiga, leviku voimaluste ja levikulooga. Liikide esinemise
modelleerimist keskkonnatingimuste tunnusruumis nimetatakse ©6konisi modelleerimiseks, leviku
mudeli véljund on kaart. Liigi pdhiniss (fundamentaalne ehk teoreetiline niss) sdltub peamiselt liigi
fUsioloogilistest ndudmistest ja looduses esinevate tingimuste kompleksist. See on koigi kesk-
konnatingimuste kombinatsioonide see osa, mille puhul liik suudab konkurentsi ja stohhastiliste
negatiivse madjuga tksikstindmuste puudumisel piiramatu kestusega pusida.

Realiseerunud nis§ on keskkonnatingimuste ja organismidevaheliste suhete see osa, mille juures
liik tegelikult esineb. Realiseerunud niss sbltub keskkonna varasemast arengust ja liigi levikuloost.
Okoloogilise modelleerimise puhul seostub p&hinisi ja realiseerunud nisi vahe levikuprognoosi
lahteandmete péritoluga. PBhinisi mudelid peaksid olema tuletatud uuritava organismi flsioloogilistest
ndudlustest ja nGudlusi méaravatest faktoritest, empiirilised levikuandmed annavad realiseerunud nisi
mudeli. P6hiniSi mudelist saadud kaart nditab potentsiaalse levila ulatust. PGhini8si on nimetatud ka
Okoloogiliseks niSiks ja vastandatud elupaikade esinemise/puudumisega korrigeeritud levikuprog-
noosile. Liigi esinemist oletatakse piirkonnas, kus klimaatilised tingimused vastavad liigi ndudlustele
(6koloogiline niss) ja kus on liigi elupaiku (Ortega-Huerta ja Peterson 2004).
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P6hiniSs naitab liigi ndudlusi, realiseerunud niSs vastab tegelikule levikule

Okoloogilised mdjufaktorid vdib jagada kolme Klassi: ressursid, kaudsed mdjurid ja otsesed
md&jurid (Austin et al. 1984). Ressursse tarbitakse otseselt, otsesed mdjurid loovad elutingimusi ja
kaudsed mdjurid on elutingimuste ja ressursi olemasolu indikaatorid. Mudeli prognoosiv véime on
eeldatavasti suurem, kui mudel sisaldab otseselt m&juvaid faktoreid. Paraku on nende md&dtmine
enamasti keeruline ja kallis. Isegi sellised lihtsad nditajad, nagu maapinna temperatuur ja niiskus igas
uuritava ala punktis, tuleb interpoleerida Uksikvaatluste pdhjal kasutades maapinna kdrgusmudelit ja
maakattetliipi. Otseste mojufaktorite kasutamist komplitseerib faktorite koosm@ju ja otseselt mdjuvate
tingimuste raskestimdddetavus, mis avaldub néiteks elupaigaeelistuse suhtelisuses. Soomes kasvavad
turbasamblad mitte ainult siirde- ja kdrgsoos, vaid ka mineraalmaal ja kaljudel. Ldunapoolsed niidu-
taimed kasvavad Kagu-Eestis liivikutel.

Liikide leviku kujunemisel on oluline ka teiste liikide m&ju, sest liigid elavad kooslustes. Eelkdige
tuleneb aga koosluste kaupa leviku modelleerimise vajadus suurest liikide hulgast kooslustes, mille
tottu voib koigi liikide leviku eraldi modelleerimine téiesti ebareaalne olla. Paraku ei pruugi koosluse
leviku modelleerimine nii hésti 6nnestuda kui Uksikliikide leviku kaardistamine (Beselga ja Araujo
2009, Chapman ja Purse 2011), kuigi on ka vastupidiseid nditeid (Zimmermann ja Kienast 1999).
Koosluste koosseis ei ole pusiv — ka palaeodkoloogilised uurimused néitavad, et samad liigid ei pruugi
teistes tingimustes samu kooslusi moodustada. Kompromissvariandiks vdib olla eluvormide kaupa
modelleerimine voi vaid dominantliikide eraldi modelleerimine (Lenihan 1993, Austin 1998, Guisan
ja Theurillat 2000).

Liikidekaupa ehk individualistlik ehk Gleasoni kasitlus (Gleason 1926) ja kooslustekaupa ehk
Clementsi kasitlus (Clements 1916) on modelleerimise dilemmana juba sajandivanune ja seotud
koosluste diskreetsuse ja kontiinumi dilemmaga. Individualistliku ké&sitluse jargi on igal liigil oma
ndudlused ja eelistused Umbruse suhtes ning kooslused on vaid elustiku kirjeldamise abivahendid.
Clementsi koolkond nagi kooslusi reaalselt eksisteerivate selgepiiriliste super-organismidena
(Whittaker 1962).

Koosluste kaupa késitlus ei ole sageli tingitud mitte niivord selgete koosluste olemasolust looduses,
kuivlrd tulpideks jagamise lihtsustavast abist looduse Kkirjeldamisel ja toimimise mdistmisel.
Koosluste kaupa kasitluse korral on modelleeritavaid Uksusi vdhem ja lihtsam mudel vBib olla
Oigustatud isegi teadmise juures, et kooslused ei ole selgepiirilised ei oma tunnuste ega ruumiliste
piiride poolest. Koosluste leviku liikidekaupa modelleerimine eeldab ka liikidevaheliste suhete arves-
tamist, mis paljuliigiliste koosluste puhul v6ib ebareaalselt keerukaks osutuda. Kompromissvariant on
modelleerida liigikaupa vaid dominantide levik ja lisada kaasnevate liikide esinemisprognoos
kooslusena. Kolmas alternatiiv on kas mingi sihtliigi v6i tksikliikidest sdltumatu elupaigatiipide
kaardistamine (habitat mapping, ecosystem mapping) ehk elupaigakaartide loomine.

Elupaigakaartide loomisel on statistilise modelleerimise osa uldiselt vaiksem kui liikide leviku
modelleerimisel, elupaigakaardid on ldhedased maakattekaartidele ja seega kuuluvad elupaikade
kaardistamise meetodid ruumiandmete kirjeldamise peatiikki. Elupaigakaarte on tehtud rohkem
maismaa, kuid ka merepdhja kohta (Brown et al. 2011, Robinson et al. 2011). Ulatuslikult on elupaiku
kaardistatud Euroopa Liidu projekti Natura 2000 raames, aga nditeks ka Hollandis (Klijn et al. 1996),
Kanadas (MacMillan et al. 2010), Suurbritannias (NCC 1990, Blackstock et al. 2007, Bradter et al.
2011) ja mujalgi. Aktuaalne teema on kaugseireandmete senisest t6husam kasutamine Natura 2000
elupaikade seires (Vanden Borre et al. 2011).

7. september. 2012 290


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Kaardistada saab nii iga tksikliigi levikut, koosluse levikut kui ka
elupaigatutpide levikut

Liikide leviku mudelid on valdavalt staatilised — need ei kirjelda protsesse ja ei lahtu protsessidest,
vaid keskkonnatingimustest ja vaatlusandmetest. Dunaamilise modelleerimise jaoks vajalikud para-
meetrid ei ole enamasti teada ja neid on raske madrata. Dinaamiliste mudelite ja p&hjuslike seoste
kasutamist liikide ja koosluste leviku modelleerimisel piirab ka ¢konisi realiseerumist puudutava
teooria ebapiisav areng ja levikuprotsesside vahene tundmine (Austin 2002). Kuidas tapselt on iiks voi
teine liik praegustesse esinemiskohtadesse joudnud, on selge vaid inimese poolt teadlikult istutatud,
kilvatud v6i levitatud organismide puhul.

Suure ja heterogeense empiirilise andmestiku olemasolu aitab teatud maaral kompenseerida
staatilisust ja suurendada mudeli valjundi usaldusvaarsust. Naiteks potentsiaalse taimkatte model-
leerimisel on oluline, et andmestik sisaldaks keskkonnatingimuste k&iki p6ohilisi kombinatsioone. On
néidatud, et liikide potentsiaalse leviku statistilisel modelleerimisel suuremal alal on mdistlik ala
osadeks jagada ja kas sobitada mudeli parameetrid igas regioonis eraldi vdi lisada mudelisse
regionaalne faktor (Osborne ja Suarez-Seoane 2002).

Liikide leviku mudelid 1&htuvad leviku ja keskkonna stabiilsusest ja
olemasolevatest leiuandmetest realiseerunud 6konisi kirjeldajatena

Lisaks teoreetilisele mudelile on liikide ja elupaikade leviku modelleerimise valjundiks kaart, mis
vOib olla kas tdendoliste esinemiskohtade punktkaart, kahevéartuseline esinemise/puudumise pind voi
pideva vaartuspinna (hinnangulise asustustiheduse, esinemise tdendosuse voi elupaiga sobivuse) kaart.
Kaartide arvutamine statistilise mudeli abil kuulub hinnangulise kaardistamise (predictive mapping,
estimation mapping) valdkonda. Hinnangulisi kaarte luuakse lisaks statistilistele mudelitele ka
eksperthinnangute alusel, sarnaste analoogide jérgi ja intellektitehnika meetodite abil. Hinnanguline
kaugkaardistamine (remote predictive mapping) tugineb valdavalt kaugseireandmetele.

Levikut saab modelleerida nii keskkonnatingimuste suhtes kui ka ruumilise
paiknemise prognoosina

Empiiriliste andmete pdhjal koostatud mudelite kasutamise v@imalused teistsuguste keskkonnatin-
gimustega geograafilistes piirkondades on piiratud. Teoreetiliste eelduste empiirilisse mudelisse lisa-
mine aitab mudelit, véhemalt mdnikord, realistlikumaks ja laiemalt rakendatavaks muuta (Malanson et
al. 1992). Mitme enam-vahem sama hea statistilise sobivusega mudeli puhul tuleks eelistada seda, mis
on teoreetiliste teadmiste jargi realistlikum ka valjaspool vaatlusandmeid (Austin 2002).

Okoloogiliste nahtuste potentsiaalse leviku prognoosi saab anda nihtuse esinemistdeniosuse
kaardina, oodatava v8i voimaliku ohtruse kaardina v@i sobivuspinnana. Sobivus (suitability) on thest
kiljest kompleksne nditaja, millesse saab ihendada mitmete mdddetavate muutujate vaartused, teisest
kiljest kajastab sobivus keskkonnatingimuste mdju, kolmandaks v@ib sobivus olla vahend andmete
teisendamiseks nominaalse ja pideva kuju vahel. Nditeks nominaalse keskkonnateguri klassidega
(mulla thdp) voib seostada liigi keskmise esinemissageduse (pidev muutuja) ja edasises analilsis
kasutada mullatiipide asemel nende sobivushinnanguid.

Suuremat ala hdlmavad liikide esinemise/puudumise mudelid saavutavad enamasti parema
vastavuse vaatlusandmetega ning v@ivad elupaigakasutust paremini esindada kui liikide ohtruse
mudelid, sest liikide ohtrus on ebastabiilsem ja sdltub rohkem populatsioonisisestest protsessidest ja
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vahem elupaiga sobivusest kui liigi esinemine vdi puudumine (van Horne 1983, Pulliam 1988, Bonn ja
Schroder 2001, Frescino et al. 2001, Pearce ja Ferrier 2001, Meggs et al. 2004). Ruumiliselt detailse
kaardistamise puhul ei pruugi esinemiskohtade prognoos ohtruse hindamisest lihtsam olla, sest iga
tiksikisendi paiknemist méaarab nii palju varasemas ajas toiminud faktoreid, et nende koondmdgju vdib
nimetada juhuslikkuseks.

Liigi esinemist v8i puudumist on dldiselt lihtsam modelleerida kui ohtrust

Liikide populatsioonitihedusel on teatud ruumiline struktuur. Uhe v&i teise liigi arvukust
mdjutavate tegurite teadmine vbimaldab prognoosida selle liigi vdimalikku arvukust mingite elupaiga-
tegurite kombinatsioonide korral. Liikide arvukus on reeglina suurem levila keskkohas ja véiksem
levila servaaladel. Liikide asustustihedusel on teatud ruumiline autokorrelatsioon, mille p8hjus on
suurel maéral elupaiga sobivuse ruumiline autokorrelatsioon ehk laigulisus.

Liikide leviku modelleerimisel on oluline arvestada liigi ja elupaigatingimuste seose mdd&tkava.
Sobiva elupaiga olemasolu on oluline teatud suurusega ruumis, mis on liigiti erinev. Liikide ndud-
mised Umbrusele on teatud mddtkavas, mida on vfimalik vordlusuuringutega méarata. Ka mbrust
iseloomustavad kohatunnused, nagu maastiku mitmekesisus, on teatud mddtkavas. Kusjuures
tugevaim seos teatud mddtkavas Umbruskonna tunnuse ja liigi arvukuse v8i olemasolu vahel ei pruugi
osutada pohjuslikule seosele (de Knegt et al. 2010).

Téanapéevased liikide leviku modelleerimise meetodid on kaugel taiuslikkusest. Arenguruumi on nii
Okonisi staatilise ké&sitluse osas, levimisprotsesside ja koha arenguloo arvestamisel, modelleerimis-
meetodite osas, kohatunnuste valikul, dpetus- ja kontrollvalimite esinduslikkuse kui ka tulemuste
kontrollimise meetodite osas (Aradjo ja Guisan 2006). Liikide leviku modelleerimise aktuaalne ees-
méark on prognoosida kliimamuutuste mdju elurikkusele. Kliima muutumisel vfivad aga tekkida
sellised keskkonnatingimuste ja koosluste kombinatsioonid, mida kaasajal olemas ei ole. Sellisel juhul
ei pruugi kaasaegse kliima, elupaikade ja nende hd@ivatuse jargi modelleeritud seaduspérasused uutes
oludes kehtida (Fitzpatrick ja Hargrove 2009).

Dormann (2007b) sustematiseerib liikide leviku modelleerimisega seotud raskused jargmiselt.
Uldised hidad on jargnevad:

O levikut otseselt maéravad asjaolud ei ole mbddetavad,

O levik ei ole seda mdjutavate faktoritega tasakaalus,

O limiteerivate faktorite mdju varieerub eri kohtade vahel,

O levikut mdjutavad protsessid toimivad erinevates mdotkavades.

Mudeli kasutamise ja ekstrapoleerimise hadad on jargmised:
limiteerivad faktorid sdltuvad teiste faktorite vaartustest,
liikidevahelised suhted sdltuvad teiste faktorite vaartustest,
keskkonna muutumine v8ib muuta liikide genofondi,
statistilised seosed ei pruugi kehtida valjaspool Gpetusandmeid,
keskkonna (kliima) muutumine ei ole kdikjal Gihesugune.

o

0]
(@]
(0]
0]

Statistilise analllisi hadad on jargmised:
O seosed ei ole lineaarsed,
O indikaatortunnused on omavahel seotud,
O otsesed mgjurid on omavahel seotud,
O vaatlused ei ole ruumilise autokorrelatsiooni tottu sGltumatud,
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O esinemise vdi puudumise andmed on elupaigasobivuse modelleerimiseks vahekdnekad,
O vahesed dpetusandmed ja ulelihtsustatud mudelid viivad kasutute mudeliteni.

Uurimused

Liikide ja elupaikade leviku ning elupaigasobivuse modelleerimisel kasutatud meetodid on mitme-
sugused: ordinatsioonimeetodid (Jongman et al. 1995, ter Braak ja Prentice 1988), tehisnérvivorgud
(Folse et al. 1989, Davey ja Stockwell 1991, Saarenmaa et al. 1988), Bayesi mudelid (kogemuse--
eelsete ja kogemusejérgsete tBendosusjaotuste kombineerimine; Milne et al. 1989, Pereira ja Itami
1991, Aspinall 1992, 1994), véartuskaartide Ulekatteoperatsioonid (Jensen et al. 1992, Brito et al.
1999, Wu ja Smiens 2000), kanooniline vastavusanaltis (Hill 1991), klassifikatsiooni ja regressiooni-
puud (De’ath ja Fabricius 2000, De’ath 2002, Walker ja Moore 1988, Walker 1990, Grubb ja King
1991, Lees ja Ritman 1991, Moore et al. 1991, Debeljak et al. 1999, 2001, Hansen et al. 2001,
Stankovski et al. 1998, Kobler ja Adamic 2000), tldistatud lineaarsed mudelid (Puttock et al. 1996,
Saveraid et al. 2001, Gibson et al. 2007), sealhulgas logistiline regressioon (Austin et al. 1990,
Buckland ja Elston 1993, Brito et al. 1999, Cowley et al. 2000, Brambilla et al. 2009, Estes et al.
2011), elupaiga eelistuse ja sobivuse indeksid (Duncan 1983, Hansen et al. 2001), tldistatud aditiivsed
mudelid (Franklin 1998, Vetaas 2000, Guisan et al. 2002, Seoane et al. 2004), geneetilised algoritmid
(Guinan et al. 2009), sarnasusele tuginev jareldamine (Gibson et al. 2007, Remm ja Remm 2009).
Loetelu teiste autorite poolt kasutatud meetoditest esitavad Ulevaateartiklites Guisan ja Zimmermann
(2000), Elith et al. (2006), Heikkinen et al. (2006) ja Aitken et al. (2007). Uhe varasema (ilevaate
intellektitehnika kasutustest 6koloogiliste probleemide lahendamisel vdib leida S. DZeroski (2001)
artiklist.

Ferrier et al. (2002b) modelleerisid kdigepealt iga puuliigi leviku ja arvutasid iga puuliigi esinemis-
tbendosuse kaardi. Seejarel moodustati pikslite klasteranaluiiisiga kooslused ja nendest genereeriti
koosluste kaart. Zimmermann ja Kienast (1999) uuringus onnestus alpiniitude koosluste paiknemist
tdpsemini modelleerida kui tksikliikide levikut.

Bustamante ja Seoane (2004) leidsid, et rédvlindude statistiliselt modelleeritud levilad olid
informatiivsemad kui varasemad levikukaardid.

Robinson et al. (2011) esitavad ilevaate merepdhja biotoopide kaardistamisest liri meres.

5.6.1. Saarte biogeograafia tasakaaluteooria

Saarel elevate liikide arvu ja saare pindala vahel on statistiline seos — mida suurem on saar, seda
rohkem on seal liike. Jérelikult valitseb hairimata kooslustes tasakaal (helt poolt immigratsiooni ja
liigitekke ning teisalt véljasuremise vahel. Seda tasakaalu on matemaatiliselt modelleeritud. Saareliste
alade biogeograafia tasakaaluteooriat omistatakse valdavalt Robert H. MacArthurile ja Edward O.
Wilsonile (MacArthur ja Wilson 1963, 1967).

Lomolino et al. (2006) jargi kirjutas aga lepidopteroloog Eugene G. Munroe juba 1948. aastal oma
doktoridissertatsioonis jargmist. "Korrelatsioon saarelt leitud liikide arvu ja saare pindala logaritmi
vahel nditab, et peab olema mingi tasakaaluline liikide suurim v@imalik arv igal saarel, mis piirab
kohaliku fauna suurust. Seda tlempiiri maéravad liigitekke, liikide véljasuremise ja sisserande
protsessid.” Need Munroe pdhiseisukohad on koos seose vérrandiga trikis avaldatud juba aastal 1953
(Munroe 1953). Munroe huvitus eelkdige liblikate sustemaatikast, ta ei levitanud oma uudset ideed
aktiivselt, ei arendanud seda ja see ei saanud teadlaste hulgas tuntuks. Samuti ei olnud teadlaskond
neljakiimnendatel aastatel veel valmis omaks vftma uudset matemaatilist l&henemist. Mitmete
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konkureerivate liikide kestvale koosesinemisele juhtis enne MacArthurit ja Wilsoni tdhelepanu ka
G.E. Hutchinson (1958, 1959). Hutchinson tdstatas probleemi, kuid ei pakkunud lahendust.

MacArthur ja Wilson arendasid vélja tervikliku teooria, see oli arusaadav ja vBeti omaks ka nende
poolt, kes ei olnud matemaatikas eriti tugevad. Aastaks 2002 oli MacArthur ja Wilsoni originaalteost
tsiteeritud juba ule 3600 korra.

Saarte biogeograafia tasakaaluteooria aluseks on kaks seaduspérasust. Esiteks, liikide arvu ja iga
liigi isendite arvu vahel on enamasti lognormaalne seos, mis tahendab, et histogramm, kus on kuju-
tatud liikide arvu sdltuvus liigi esindatuse (isendite arvu) logaritmist on ligildhedaselt normaaljaotuse
tihedusfunktsiooni kujuga. Teiseks, saare pindala logaritmi ja liikide arvu logaritmi vahel on lineaarne
seos. Saarte biogeograafia tasakaaluteooria eeldab, et immigratsioon ja véljasuremine on pidevad prot-
sessid, mis on omavahel tasakaalus. Suurte saarte voi elupaigalaikude liigifond on rikkalikum eelkbige
liikide véiksema valjasuremiste sageduse tdttu varreldes vaikeste saarte voi elupaigalaikudega.

Saarte biogeograafia kirjeldab tasakaalu liikide valjasuremise ja
taasasustamise vahel elupaigalaikudes

Kuigi koik teooriad paratamatult lihtsustavad tegelikkust, peetakse saarte biogeograafia teooria
peamiseks puuduseks liigset lihtsustamist ja formaliseerimist. Reaalsuses on immigratsioon ja
valjasuremine oluliselt keerukamad néhtused kui Uksikud Uhtlased protsessid. Tasakaaluteooria
eeldab, et liigid on Uhetaolised ning sisserannet ja véljasuremist v8ib kasitleda stabiilsete juhuslike
protsessidena ja ei arvesta kolme olulist asjaolu:

O immigratsioonitGendosuse sbltuvust saare suurusest ja kujust,

O isolatsiooni arengut pikemas (geoloogilises) ajaskaalas,

O elupaikade hulka ja eripara (6koloogilist mahtuvust) saartel.

5.6.2. Elupaigasobivuse hinnangud

Tehakse vahet elupaiga sobivusel (habitat suitability) ja elupaiga eelistusel (habitat preference).
Elupaiga eelistust v6ib pidada realiseerunud sobivuseks, sobivust aga potentsiaalseks voi teoreetiliseks
eelistuseks. Kuna uhe vdi teise koha eelistamine on aktiivne tegevus ja eeldab organismilt reaalset
vOimekust kohtade vahel valida, siis saab elupaiga eelistusest radkida eelkdige vabalt liikuvate
loomade puhul. Koha sobivus ei eelda aktiivset valikut. N&iteks seemned ja eosed vdivad levida
kdikjale, kuid arenema hakkavad vaid neile sobivas keskkonnas. Elupaiga sobivust mdddetakse
enamasti liigi esinemistdendosuse vOi potentsiaalse ohtruse kaudu.

Viélja on tootatud mitmed elupaiga vaartuse hindamise metoodikad, mille tulemus on mingi
numbriline vaartushinnang. Selle korrutis elupaiga pindalaga annab elupaiga mahtuvuse. Mingi
kindla ala kohta vdib arvutada keskmise mahtuvuse.

Eeldades, et sarnase elupaigandudlusega liike on Uhes maastikus palju, saab elupaiga sobivust
liikide Okoloogiliste gruppide jaoks hinnata katusliikide (umbrella species) ehk votmeliikide (key
species) ehk sihtliikide (target species) abil. Katusliigid peaksid olema mitte liiga haruldased, kergesti
aratuntavad, suhteliselt stabiilse esinemisega ja peaksid oma Okoloogilistelt ndudlustelt esindama
tervet sarnaste néudlustega liikide gruppi (Simberloff 1998, Bonn ja Schréder 2001).
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5.6.2.1. Eksperthinnangud

Kuna k@igi liikide potentsiaalset levikut ei jéuta statistiliselt modelleerida, kasutatakse sobivuse
kaardistamisel ka eksperthinnanguid, mille tulemuse v6ib edasiseks t66tluseks numbrilisele kujule
viia. Lihtsama kasitluse puhul loetakse sobivaks elupaigaks ala, kus liigi jaoks teadaolevalt
olulisemate faktorite vaartus on optimaalses vahemikus. P8hjalikumas uuringus on ekspertidel palutud
valja pakkuda funktsioonid ja funktsioonide parameetrid, mille kaudu hinnatakse keskkonnategurite ja
elupaiga konfiguratsiooni mdju elupaiga vaartusele. Eksperthinnangute, geoinformaatika vahendite ja
statistilise andmettotluse kombineerimist mitmel alusel eksperthinnangu saamisel (multicriteria
evaluation) on kasitlenud Store ja Kangas (2001). Uksikfaktorite m@ju hinnanguid saab omavahel
tihendada aditiivselt (Keeney ja Raiffa 1976, Griffiths et al. 2011), geomeetrilise keskmisena (Hansen
et al. 2001), piiravate tingimustena (Neumann et al. 2009), logaritmitud korrutisena (Remm et al.
2004) voi siis kombinatiivselt (Hopkins 1977). Viimasel juhul seotakse sobivused faktori véartuste
kombinatsioonidega. Uksikfaktorite mdjusid on kasutatud ka transformeeritud kujul (Pukkala et al.
1997).

Kaardistamisel késitletakse elupaiga sobivust enamasti pinna pideva omadusena, kasutades pinna
piksliteks jagamist. Pinna ebalihtlase véartuse arvestamiseni on joutud ka objektikeskse andmemudeli
kasutamisel. Store ja Jokimaki (2003) kasutasid integreeritud sobivusindeksi saamiseks mitme liigi
jaoks eraldi arvutatud elupaigasobivuse kaartide kombineerimist Gheks sobivuskaardiks.

5.6.2.2. Eristava valiku mudelid

Eristava valiku mudelid (discrete choice models — DCM) parinevad majandusteooriast, kus need
kirjeldavad indiviidi rahulolu saadaolevate ressursside vahel valimisel. Eeldatakse, et valikuvGimaluse
korral eelistab indiviid varianti, mis tagab talle suurima rahulduse. Okoloogias on eristava valiku ehk
ressursivaliku mudeleid rakendatud eelkdige mikroelupaiga valiku modelleerimiseks (Cooper ja
Millspaugh 1999, Manly et al. 2002, McDonald et al. 2006, Telesco ja Van Manen 2006, Thomas ja
Taylor 2006), aga ka laiemat ala hdlmavates levikumudelites (Nielsen et al. 2009, Smulders et al.
2010). Eristava valiku mudeli kohaselt eeldatakse, et olend eelistab piirkonna kdige sobivamat kohta.

Eristava valiku mudel naitab eelistusi eelnevalt piiritletud valikuala suhtes

Klassikalises eristava valiku mudelis arvestatakse wvalikul i ressursi j valimise t6endosust
Uksikfaktorite x sobivusmdjude summana.

exp(ﬁlxlij + By Xoi + ot B X ) [5-43]

ZEeXp(ﬁlxlik + BoXoi oot B X )’

ij

kus f on faktori x mdju tugevust néitav kordaja, n on faktorite arv. Iga Uhiku kdigil Uksikvalikutel
valimise téendosused pj; korrutatakse omavahel, eeldades Uksivalikute tiksteisest sdltumatust.

Esinemiskohale vastanduvad ja DCM sobivusmudeli parameetrite sobitamiseks vajalikud
puudumiskohad genereeritakse juhupunktidena alale, kus sama (ttdpilisel juhul liikumisv6imeline)
olend veel viibida vBiks. Seda Uimbritsevat ala nimetatakse valikualaks (choice set) ja selle piirid tuleb
otsustada eelnevalt. Kui valikuala on kogu uuritava ala suurune, siis taandub DCM meetod
elupaigasobivuse kaardistamisele regressioonimudelitega.
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5.6.2.3. Elupaigaeelistuse indeksid

Elupaigaeelistuse indeksi algne variant (comparative grazing intensity — c.g.i.) nditab elupaiga
thikulisest pindalast parit leidude osa (Hunter 1954, 1962). Duncan (1983) esitas Hunteri indeksi
elupaigaeelistusena (preference) (Py;) kujul

N X [5-44]

kus U; on vaatlusalalt i leitud isendite osa kdigist leitud isenditest, A; on vaatlusala i osa uuritava ala
kogupinnast.

Kui elupaigas on isendite tihedus kaks korda suurem kui uuritaval alal keskmiselt, siis P; = 2. Kui
tihedus on kaks korda vadiksem keskmisest, siis P; = 0,5. VGrdsustamaks indeksi muutumispiirkonda
eelistatud ja valditud elupaikades, soovitab Duncan elupaigaeelistuse indeksile logaritmkuju

P, =log(R; +1) [5-45]

Logaritmitud kujul indeks P, saab muutuda vahemikus nullist 18pmatuseni. Null néitab elupaiga
téielikku véltimist, vaartused, mis on suuremad kui log(2), nditavad elupaiga eelistust. Kim-
nendlogaritmi puhul on eelistuse/véltimise poordepunktiks indeksi vaartus 0,3. Selleks, et podrdepunkt
oleks 0,5 peab logaritmi aluseks olema 4 ning indeksi vaartus 1 tahistaks seejuures kolmekordset
eelistust ja 0,21 tahistaks kolmekordset valtimist. Indeks eeldab, et uurimisala on jagatud
elupaikadeks.

Liigi suhet pideva muutuja kujul keskkonnafaktoriga saab kirjeldada ka regressioonivdrrandiga,
libiseva keskmisega (Remm 1987) vdi véaartusvahemike sagedusjaotuste vrdlemise abil.

Elupaigaeelistused vdivad ajas muutuda. Eelistuse tugevust erinevatel liikidel, erinavatel aja-
vahemikel vOi siis erinevatel uurimisaladel saab mddta ja vorrelda elupaigaeelistuse indeksi
varieeruvuse abil. Varieeruvuse mddtmiseks on palju véimalusi. Duncan (1983) néiteks defineeris
valivusastme (degree of selectivity).

S=>U,-Al [5-46]

Mikroelupaiga kasutust voi eelistust on mdddetud Manly indeksiga (Chesson 1978, 1983, Guido ja
Gianelle 2001).

ri
r]i
& = 1 [5-47]

nh

ini

kus r; on liigi poolt kasutatud elupaiga i 0sa, n; on elupaiga i osa maastikus, m on elupaigatiilipide arv.

Braunisch et al. (2008) esitasid pohinisi piirimail elunevate liikide elupaiga osa arvestava sobivuse
indeksi (area-adjusted median + extremum, HMae), mis on lahedane peatiikis 5.6.7 esitatud 6konisi
faktoranalliiisi metoodikale. Elupaiga pindala arvestamiseks jagatakse liigi leidudega lahtrite arv selle
elupaiga koigi lahtrite arvuga. Arvestamaks, et liik v6ib konkurentsi v8i inimmdju t6ttu olla sunnitud
elunema vaid 6koniSi dérealadel, korrigeeritakse esinemiskohtade jaotust keskonnafaktorite jaotusega.
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Hwuae indeks on seega jargmisel kujul.

S

H Mae — {ZG_ keskm keskm [5-48]

i=1

N [5-49]
z keskm keskm

i=c

H Mae

Nendes valemites on i keskkonnafaktori vaartusklass, ¢ on keskonnafaktori keskmine véartusklass, N
on véaartusklasside arv, S; on liigi leiukohtade osa faktori véartusklassis i, G; on kohtade osa faktori
vaartusklassis i, Sgekm ON liigi esinemisvahemiku keskvaartus faktori teljel, Gyeskm On faktori
keskvaartus.

Uurimused

Leathwick (1998) leidis, et Uus-Meremaa Nothofagus liikide praegune levik ei vasta
bioklimaatilistele optimumidele, mis vG@ib olla tingitud varasemast levikust ja aeglasest
edasilevimisest.

Estrada-Pefia (2001) esitavad ilevaate puukide elupaigasobivuse ja selle kaudu puukide poolt
levitatavate haiguste ohu kaardistamisest.

Eesti iga ruutkilomeetri véartust ©koloogilise vdrgustiku jaoks on arvutatud kasutades
ruutkilomeetrite andmebaasi andmeid (Remm ja Mander 2001, Remm et al. 2004). Sobivusindeksi
arvutamise valemid ja kaalud lahteandmetes olevatele kategooriatele valiti subjektiivselt.

K. Remm ja T. Oja (2001) on arvutanud maastiku sobivust maaeluhoonete jaoks mitmese logis-
tilise regressioonanaliitisiga ja arvestanud seda sobivuspinda hoonestuse paiknemise modelleerimisel.
Selles uurimuses kasutatakse esinemistdendosuse pinda sobivuse pinnana.

Neumann et al. (2009) kaardistasid kariloomade tiheduse paiknemist Kesk-Euroopas, seostades
seda Corine maakattekaardiga ja kliima andmetega.

5.6.3. Tolerantsipiiride kombineerimine

5.6.3.1. Kattuvusanallus

Vaib eeldada, et iga liik esineb vaid kohtades, kus tkski keskkonnafaktor ei limiteeri tema
esinemist — koOigi faktorite vadrtused on liigi tolerantsi piires. Kui kasutada liigi tolerantsipiire
(environmental envelopes) koigi kaardistatud keskkonnategurite suhtes ning faktorite vaartusi igas
maastikupunktis, saab moodustada liigi potentsiaalse leviku kaardi. Tolerantsipiire on maératud nii iga
faktori puhul eraldi (BIOCLIM meetod) kui ka kumera kattena tunnusruumis liigi esinemisandmete
Uumber (Walker ja Cocks 1991).

Kattuvusanallisi (overlap analysis, overlay analysis) saab teha enamuses geoinformaatika
tarkvara pakettides. Selle puhul kontrollitakse liigi esinemiskohtade kattuvust keskkonnategurite
vaartusklasside levikuga. Eeldatakse, et kui mingi vaartusklassi puhul liiki kordagi leitud ei ole, siis ka
teistes analoogilistes kohtades selle vaartusklassi esinemispiirkonnas liik samuti puudub. Liigi
esinemistendosuse mudelit tasub koostada vaid selle ala kohta, kus liigi esinemine v3i puudumine ei
ole kindlalt ette teada.

Kattuvusanalutsi on kasutanud néiteks Jensen et al. (1992), Brito et al. (1999). Prentice et al.
(1992) kasutasid vaid tolerantsi alumisi piire, eeldades, et ressursifaktorite suurte véartuste korral
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limiteerib liikide esinemist eelkdige konkurents. Kattuvusanaliiisi on kasutatud kaitsealade
paiknemise planeerimisel. Naiteks USAs on foderaalse geoloogiateenistuse (USGS) tasemel
rakendatud tiihimike analliisi (Gap Analysis Program — GAP, http://gapanalysis.usgs.gov), mille
kaigus loodi P6hja-Ameerika kohalike selgroogsete levikukaardid, mida saab vGrrelda olemasolevate
kaitsealade vorgustikuga leidmaks kaitsealadega katmata liike (Rodriguez et al. 2007).

5.6.3.2. Spetsiaalsed tarkvaralahendused

BIOCLIM (Busby 1986) kombineerib liigi tolerantsipiire kuni 35 klimaatilise faktori suhtes.
Tolerantsipiirid maaratakse olemasolevatest leiuandmetest risttahuka kujulise osana tunnusruumist.
Algoritm sobib prognoosimaks liikide levila muutusi kliimamuutuste korral. Prognoositud levila
sOltub kasutatud tunnuste arvust — mida rohkem tunnuseid kasutatakse, seda kitsamad levilad saadakse
(Beaumont et al. 2005), sest tunnuseid kasutatakse liigi esinemist vélistavate faktoritena. Liigi levilaks
prognoositakse vaid ala, kus kdik kliimatunnused on liigi tolerantsi piires. Iga tunnuse &&rmuslike
vadrtuste juures saadud leidude eemaldamisega saab méérata liigi levila tuumikala, mis vastab leidude
5...95% kvantiilile faktorite suhtes. BIOCLIM on viélja arendatud Austraalias ning kasutust leidnud
eelkdige Austraalias, Louna-Aafrikas ja Louna-Ameerikas (Finch et al. 2006, Tsoar et al. 2007).

HABITAT (Walker ja Cocks 1991) moodustab leiuandmete mber tunnusruumi minimaalse
tmbritseva hulknurga. Kaiki tunnuseid ei kasutata, valitakse vaid liigi jaoks olulised tunnused.

SPECIES (Pearson et al. 2002, 2004) valib tehisnédrvivorgu abil bioklimaatilise vahemiku kliima,
mulla ja maakatte tunnustest alguses suuremas biogeograafilise regiooni mastaabis ja seejérel
detailsemas kohalike meta-populatsioonide skaalas.

AgquaMaps veebilehel (http://www.aquamaps.org) saab péaringute jargi moodustatud kaarte
mereorganismide leviku ja mitmekesisuse kohta Maailmameres. Kaartide aluseks on liikide
teadaolevad tolerantsipiirid soolsuse, stigavuse, primaarproduktsiooni, temperatuuri ja kalda I&heduse
suhtes.

Liikide tolerantsipiire kombineerivad mudelid maaravad eelkdige 6konisi
klimaatilisi piire

5.6.4. Regressioonimudelid ja diskriminantanallts

Sobivust mdistetakse enamasti pigem pideva ja mitte diskreetse muutujana ning seetGttu on
elupaigasobivuse hindamise esmane statistiline vahend regressioonimudel. Uks sagedamini kasutatud
statistiline meetod mingi liigi, elupaiga v6i muu nahtuse esinemistbendosuse prognoosimiseks on
uldistatud lineaarsete mudelite hulka kuuluv logistiline regressioon (ptk 3.4.1.3). Logistiline
regressioonimudel v6ib sisaldada nii reaalarvulisi kui ka nominaalseid seletavaid tunnuseid. Levinud
on elupaigasobivuse modelleerimine liigi esinemistGendosusena kasutades logistilist regressiooni-
mudelit. Logistilisest regressioonist paindlikumad on dldistatud aditiivsed mudelid (GAM) ja mitme
tunnuse jargi sobituvad seosejooned ehk splainid (multivariate adaptive regression splines — MARS).

Regressioonimudelite kasutamisest liikide leviku ja elupaigasobivuse kaardistamisel oli juttu ka
peatlikis 5.5.5. Geograafiliselt kaalutud regressioonist (GWR) oli juttu interpoleerimise peatiikis (ptk
5.2.3.). GWR puhul sobitatakse regressioonimudeli parameetrid omistades igale vaatlusele igas
uuritava ruumi kohas vaatluse kaugusest sdltuv md&jukaal. Mudeli parameetrite vaartused ja mudeli
prognoosivat vGimet nditav determinatsioonikordaja salvestatakse igas arvutatavas kohas ja nii saab
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neid omaette kaartidena kujutada, nagu tegid seda Shi et al. (2006) valgesaba-hirve leviku

modelleerimisel ja Zhang et al. (2004) puude 18bimd6du ja kdrguse vahelise seose kaardistamisel.
Diskriminantanalils sobiv liikide esinemise ja puudumise kui kahe eristatava klassi

kaardistamiseks juhul, kui k8ik seletavad tunnused on pidevad ja eeldatavalt normaaljaotusega.

Uurimused

Logistilist regressiooni on kasutanud naiteks He ja Duncan (2000) puude ellujadmuse analtdisil,
Araljo ja Williams (2000) liigirikkuse leviku modelleerimisel, Wilds et al. (2000) taimekoosluste
leviku modelleerimisel, Cowley et al. (2000) liblikate maastiku mastaabis leviku modelleerimiseks,
Brito et al. (1999) uhe sisalikuliigi leviku modelleerimiseks, Neave et al. (1996) ning Mdrtberg ja
Wallenius (2000) linnuliikide esinemistGendosuse modelleerimiseks, Lindenmayer et al. (1999)
pardikuliikide esinemise tdendosuse modelleerimiseks, Pew ja Larsen (2001) metsatulekahjude
tbendosuse paiknemise modelleerimiseks, Coops ja Catling (2001) metsa struktuuri keerukusklasside
sageduse hindamiseks erinevates suktsessioonijarkudes, Loyn (2001) ¢6kullide kui katusliikide esine-
mise modelleerimiseks.

GAM-mudeleid on liikide leviku modelleerimisel kasutanud néiteks Yee ja Mitchell (1991), Ferrier
et al. (2002a), Lehmann et al. (2002a). MARS tehnoloogiat on liikide leviku modelleerimisel
kasutanud Moisen ja Frescino (2002), Yen et al. (2004), Elith ja Leathwick (2007). Leathwick et al.
(2006) vordlesid GAM ja MARS mudeleid ja leidsid, et prognoosivimes olulist vahet ei ole.

Potts ja Elith (2006) vordlesid viit erinevat tilipi regressioonimudelit sama taimeliigi ohtruse Kirjel-
damiseks, parima vastavuse vaatlusandmetega andis tGkkega mudel (hurdle model), mis koosneb
esinemise/puudumise mudelist ja arvukuse mudelist, millele lisatakse esinemise/puudumise eristamise
tdendosusnivoo.

Stepildokese (Melanocorypha calandra) leviku modelleerimisel Hispaanias andis GWR parimaid
tulemusi Opetusandmetes ja Opetusandmetega samast piirkonnast parit kontrollandmetes, kuid mitte
teisest kohast parit kontrollandmetes (Osborne et al. 2007). QWR on vbimaldanud ndidata kaug-
seireandmetest arvutatud NDVI indeksi ja sademete hulga vahelise seose ruumilist pusimatust
(Propastrin et al. 2007).

Li et al. (1997) koostasid dnnekure (Grus japonensis) esinemistdendosuse mudeli kasutades
logistilist ja peakomponentregressiooni.

T.S. Frescino et al. (2001) modelleerisid Uldistatud aditiivse mudeliga metsa koosseisu Uinta
magedes USAs.

5.6.5. Tinglikke tdenaosusi kasutavad meetodid

Toendosuse tinglikkuse annab mingi eelteadmine, tdnu millele korrigeeritakse néhtuse vaartuste
tdendosust ja saadakse tdendosus eelteadmise kehtimisel. Tinglikke tdendosusi saab kasutada nii ooda-
tavate vaartuste prognoosimiseks kui ka okoloogiliste seoste kirjeldamiseks. Tinglikke tGené&osusi
arvutatakse Bayesi valemi jargi ([1-1], ptk 1.2.1), mis annab nime kogu metoodilisele lahenemisviisile
— Bayesian inference. ToOendosuste kombineerimisel eeldatakse faktorite  s@ltumatust.
Tdendosusjaotuste ja tinglike tdendosuste kasutamine sobib eriti suhteliselt harva esinevate liikide
(nahtuste) modelleerimiseks erineva detailsusega ruumilise andmete jargi.

7. september. 2012 299


http://hdl.handle.net/10062/26456

Remm, K. et al. 2012. Ruumiliste loodusandmete statistiline anallus. http://hdl.handle.net/10062/26456

Tdendikaalud

Toendikaalu meetodi puhul kasutatakse tingliku tdendosuse arvutamise valemites tdendosuste
asemel tunnustevahelise seose tugevust iseloomustavaid kaale. Tdendikaalude meetod vdimaldab
méadrata ja Uhendada mingit hiipoteesi toetavate tfendite kaalukust. Terminit tGendite kaalukus
(weight of evidence) kasutatakse sageli kujundlikuna, tapset tdhendust maaratlemata (Weed 2005).

Geoloogid vaidavad, et tbendikaalude meetodi leiutas Bonham-Carter (Bonham-Carter et al. 1989,
Agterberg et al. 1990) 1980ndate teisel poolel, kuigi termin on digusemdistmisel ja meditsiinis ammu
tuntud, kus tdendikaalude meetodit on rakendatud haiguste ja riskide diagnoosimisel simptomite jargi.

Toendikaalude meetodit saab kasutada kdikjal, kus tdendite ja teadaolevate suhteliste sageduste
jargi on tarvis leida kategoorilise muutuja variantide tdendosust: 6igusemdistmisel, ariliste otsuste
langetamisel, arheoloogias, metsatulekahjude ohu hindamisel (Dilts et al. 2009), maalihete ohu
prognoosimisel (Dahal et al. 2007, Mathew et al. 2007), maavarade otsimisel (He et al. 2010),
elupaigasobivuse hindamisel (Romero-Calcerrada ja Luque 2006), loomafarmide kaardistamisel
(Emelyanova et al. 2009).

Toendikaalud (weights-of-evidence) tuginevad tinglikele tdendosustele. Esinemise tbendikaalud
(W.) ja puudumise tdendikaalud (W-) arvutatakse eraldi. lga tGendi kaal méaratakse eraldi ja seega ei
arvesta faktorite kombineerumisel tekkivaid lisamdjusid. Koosmdjude arvestamiseks peaksid teada
olema tGendosused tdendite kombinatsioonides.

’ P(B/D")
_n P(B'/D)
- P(B'/D) [5-51]

P(B/D) on nahtuse (liigi) B esinemistdendosus tunnuse D esinemisel, P(B/D') on néhtuse B
esinemistoenédosus tunnuse D puudumisel, P(B'/D) on nédhtuse B puudumistdendosus kohatunnuse D
esinemisel, P(B'/D') on ndhtuse B puudumistdenédosus tunnuse D puudumisel. Tinglikud tdendosused
saadakse olemasolevatest andmetest.

Poolt tdendite kaalud ja vastu téendite kaalud summeeritakse eraldi. V@rreldavaid variante vGib
olla ka rohkem kui kaks. Erinevate tdendite jargi arvutatud tGendikaalude summeerimisel on oluline
jalgida tdendite sdltumatust.

Téendi kaal on siindmuse tdoenaosus tdendi olemasolu korral

Toendite kontrast on poolt ja vastu hinnangukaalude vahe, mille méark (positiivne v8i negatiivne)
valjendab néahtuse tdendolisemat esinemist vbi puudumist ning absoluutvéértus naitab hinnangu
kindlust.

WhyWhere

Okonisi modelleerimise tarkvara WhyWhere otsib liigi leviku kirjeldamiseks sobivaid indikaator-
tunnuseid paljudest saadaolevatest kaugseire ja kliimaandmetest, mida on kokku Ule tuhande erineva
globaalse andmekihi. Kdiki andmekihte kasitletakse Kkujutistena, mille pikslivaartused jagatakse
klasteranallitisi meetodite abil vdrdse mahuga klassidesse ehk tlupidesse. Leidude hulga ja tubi
levikuala suuruse alusel méératakse liigi esinemise tBendosus igas kohatiilbis. Liigi esinemis-
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tBendosuse madramiseks uuritavas kohas leitakse selle koha tilip ja kasutatakse prognoosina tiibile
vastavat liigi esinemistdendosust. Tunnuste grupeerimise kaudu suudab WhyWhere arvestada faktorite
koosmdjusid. Aastaks 2007 oli WhyWhere andmebaasis Ule tuhande andmekihi. Parima mudeli
otsingut saab taasalustada niipea, kui uus andmekiht lisandub vabalt saada olevate andmekihtide
hulka. Enamasti kasutab siisteem prognoosi arvutamiseks vaid kahte-kolme formaalset indikaator-
tunnust (Stockwell 2006, 2007).

WhyWhere valib sadadest kohatunnustest paar indikaatortunnust ja seostab
liigi esinemistdendosuse nende tunnuste vaartusvahemikega

Slsteemi kirjelduse kohta on ilmunud kriitiline artikkel (Peterson 2007), milles véidetakse, et
kdikide saadaolevate andmekihtide kasutamiseks ei ole vajadust, paarist indikaatortunnusest liigi
ndudluste kirjeldamiseks ja leviku modelleerimiseks aga ei piisa ning et WhyWhere ei anna
usaldusvaarseid levikukaarte.

Maxent

Statistilisest mehhaanikast parit maksimumentroopia printsiip (the principle of maximum
entropy) on (ldine meetod jarelduste tegemiseks ebatéielikest andmetest. Maksimumentroopia
printsiibi kohaselt tuleks jaotuse lahendamisel etteantule esmalt jalgida kdiki etteantud piiranguid ning
nende taitmisel eelistada vBimalikult Ghtlast (maksimaalse entroopiaga) jaotust. See on ainus hdlbeta
hinnang, sellest kérvalekaldumine tdéhendaks meile mitte teadaoleva informatsiooni eeldamist (Jaynes
1957). Kuni teave jaotuse kohta puudub, siis on kéik variandid vordse tdendosusega — jaotus on
thtlane. Maksimumentroopia printsiip on vastavuses parsimoonireegliga — ilma tdenditeta ei ole
pdhjust lahendatavat jaotust muuta. Maksimumentroopia printsiip on aktuaalne teema kiiberneetikas ja
tehisOppes. Selle kohta on veel vahe dppekirjandust, kasutamisjuhiseid ja rakendamise tarkvara.

Maxent on firmas AT&T Labs ja Princetoni tlikoolis loodud vabavara (Phillips et al. 2004, 2006),
mis on vabalt alla laaditav aadressilt http://www.cs.princeton.edu/~schapire/maxent.

Maxent teisendab tunnused elementaartunnusteks (feature) ja vordleb elementaartunnuste vaartuste
jaotust uurimisalal f(z) (taustjaotus) ja samade tunnuste jaotust esinemiskohtades f1(z). Taustjaotus on
tunnuse esinemiskohtade hulgas jaotumise nullmudel. See on tunnuste tinglik jaotus néhtuse esinemise
tingimusel. Kui 0htegi leidu ei ole, tuleb eeldada esinemiskohtade juhuslikku paiknemist. Leiuandmete
olemasolu korral on f(z) ja tunnuse véartuste jaotus leiukohtade hulgas f1(z) erinevad (joonis 5-22).
Taustajaotust f(z) korrigeeritakse tunnustest séltuvalt hoides jaotuse f1(z) keskvéartuse tegelikuga
vastavuses.

f1(z)= f(z)e" [5-52]
In[f1(z)] = In[f (z)]+ n(z) [5-53]
n(z)=a+ ph(z) [5-54]

Valemid 5-52 ja 5-53 on samatahenduslikud; #(z) on taustjaotuse korrektuur, mida Maxent iteratiivselt
optimeerib, z tahistab tunnusvektorit (kdigi elementaartunnuste vaartusi) prognoositavas kohas. a on
konstant, mis hoiab f1(z) tGendosuste summa vordse Uhega, fi(z) on tunnuse vaartusest soltuvad
aditiivsed kaalud.
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Maxent alustab kaalude U(kshaaval muutmist tGendosuste (htlase jaotusega. Kuna kaalude
nihutamisel ei kasutata juhuslikkust, on tulemus samadest andmetest alati sama. Maxent hinnangud
s6ltuvad mitte ainult leiukohtadest, vaid ka taustjaotusest — see tahendab sdltuvad uuritava ala piiridest
vOi tausta iseloomustavate kohtade valikust juhul, kui see jaetakse uurija teha. Samad leiuandmed
teistsuguse taustjaotuse suhtes annavad mdnevorra teistsuguse levikukaardi. Liikide leviku
modelleerijatele suunatud Maxent algoritmi pdhjalik selgitus on artiklis Elith et al. (2011).

Maxent vastandab kohatunnuste vaartuste sagedusjaotuse uurimisalal ja
leiukohtades ning seostab nende jaotuste erinevuse tunnuste
eksponentsiaalse kujuga

Maxent on:

on kasutatav ka vaheste (<10) leiukohtade puhul,

on hea eristamisvdimega vorreldes teiste meetoditega,

suudab kasutada nii numbrilisi kui ka kategoorilisi tunnuseid,

ei vaja puudumiskohtade teavet, kuid vdib ka neid kasutada,

ei sea mingeid eeltingimusi tunnuste jaotuse ja seoste tiilibi osas,
annab tulemuseks esinemistdendosuse vahemikus 0 kuni 1.

© OO0 0O 0 O

Maxent on mitmetes leviku modelleerimise uuringutes osutunud teistest meetoditest tbhusamaks, eriti
suhteliselt haruldaste liikide puhul (Hernandez et al. 2006, 2008, Phillips et al. 2006, Wisz et al.
2008).
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Joonis 5-22. Uldistatud mullatiiiipide (A) ja pdhikaardi p&hialade (B) levik Keilast kirdepool oleval kaardilehel
6382 koos pddsasmarana registreeritud esinemiskohtadega (punased tapid), pdhialade ja mullatiilipide

kombinatsioonide suhteline sagedus kogu kaardilehel (C) ja p6&sasmarana esinemiskohtades (D). P68sasmaran
ei esine raba- ja siirdesoomullal ning on harva péllumaal.

Uurimused

Griffiths et al. (1993) Uritasid mitmese regressiooniga prognoosida mdnede linnuliikide arvukuse
sOltuvust maakatte ja paiknemise parameetritest. Edukam oli liikide esinemise/puudumise vahekorra
prognoos klassifitseeritud andmetest. Iga vaartusklassi kohta arvutati liigi esinemise tinglik tdenédosus.
Tinglikud t6endosused kombineeriti nendes kohtades, kus liigi leviku kohta andmed puudusid, Uheks
I6pptdendosuseks Bayesi valemi abil. Liigi esinemise algtendosuseks vdeti tundmatutes ruutudes 0,5.

Tinglike tdendosuste kasutamist liikide leviku kaardistamisel on kirjeldanud Aspinall (1992, 1993,
1994) ja Skidmore et al. (1996).

Yang et al. (2006) modelleerisid heinikute (Tricholoma spp) esinemiskohti tGendosusi
kombineeriva ekspertsiisteemi abil ja leidsid, et see andis paremaid tulemusi kui logistiline
esinemise/puudumise mudel.

Termansen et al. (2006) kasutasid tinglikke tdendosusi 6konisi mudelite moodustamiseks.

Romero-Calcerrada ja Luque (2006) kasutasid tdendikaalu (weights-of-evidence) meetodit
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kolmvarvas-réhni pesitsuskohtade modelleerimiseks.

Maxent tarkvara on liikide leviku modelleerimisel lisaks Maxent alapeatiikis mainitud
publikatsioonidele kasutanud naiteks Elith et al. (2006), Gibson et al. (2007), Guisan et al. (2007),
Parolo et al. (2008), Gontier et al. (2010), Gogol-Prokurat (2011). Maxent tarkvara abil liikide leviku
mudeleid loonud uurimustest annavad llevaate Elith et al. (2011).

Remm (1989) kirjeldas ekspertsusteemi, milles vee troofsuse vadrtusvahemike tinglikud
tbendosused olid teisendatud suhtelisteks t6endosusteks. Koondhinangu saamisel erinevate tunnuste
pbhjal saadud suhtelised t6endosused korrutati. Korrutamine v@imaldab arvesse vétta Ghe vdi teise
faktori limiteerivat mdju, sest nulliga korrutamisel on tulemus null. Susteem voimaldas kaasata
olemasolevaid teadmisi prognoositava tunnuse sagedusjaotuse kohta ja arvestada rannikumere
piirkonda. Kahjuks ei leidnud see Ld&ane-Eesti rannikumere andmetele tuginev Apple arvutile
programmeeritud ekspertsiisteem kasutamist, sest jargnesid podrdelised ajad ja Zooloogia ja Botaanika
Instituudi merebioloogia uurimisriihm siirdus jogesid uurima. Programmi Turbo Pascal keeles koodi
véljatriikk seisuga september 1990 on hoiul TU geoinformaatika ppetoolis.

5.6.6. Klassifikatsiooni- ja regressioonipuud

Klassifikatsiooni- ja regressioonipuudest dldiselt on juttu peatikis 3.4.2. Klassifikaatori
vBimendamist (boosting) ja sellele tuginevat Kklassifitseerimismeetodit v@imendatud klassi-
fikatsioonipuud (boosted classification trees) kirjeldatakse koos teiste ansamblimeetoditega peatiikis
5.6.10.1.

5.6.6.1. CART

CART (Classification And Regression Trees) vOib tahistada nii klassifikatsiooni ja regressiooni-
puude andmetdotlusmetoodikat kui ka eraldiseisvat tarkvarapaketti voi Uhte osa suuremas
tarkvarapaketis. Klassifikatsioonipuu tlesanne leviku modelleerimisel on kohtade jagamine liigi arva-
tavateks esinemis- ja puudumiskohtadeks, regressioonipuu tlesanne on pideva muutuja — liigi ohtruse
vOi esinemistdendosuse hindamine. CART ei sea eeltingimusi seletavate tunnuste tiiiibile ega vééartuste
jaotusele, kuid ei paku vdimalust mudeli olulisuse hindamiseks. Regressioonipuud on lihtsasti
mdistetavad, kuid tundlikud véikeste muutuste suhtes andmetes. Vaid veidi muudetud Gpetusandmed
vBivad anda tdiesti erineva (lesehitusega otsustepuu.

Kaubaméark CART kuulub firmale California Statistical Software, Inc, tarkvararakenduse litsentsi
omab Salford Systems, mille kodulehelt saab programmi CART tasuta prooviversiooni ja kasutamis-
juhiseid alla laadida. Programmis Statistica on klassifikatsiooni ja regressioonipuude moodul nime all
C&RT.

5.6.6.2. GARP

Erinevalt klassikalistest otsuste puudest opereerib geneetilisi algoritme kasutav tarkvara GARP
(Genetic Algorithm for Rule Set Production) mitte tksikkriteeriumitega, vaid reeglistikega (rule set),
mis on suvalises jérjekorras kasutatavate eri tlipi reeglite komplektid (Stockwell ja Noble 1992,
Stockwell ja Peters 1999). Samast andmestikust saab genereerida véga palju erinevaid reeglistikke.
GARP alustab mingist reeglistikust ja hakkab selle parameetreid muutma. Iga muutuse jarel
kontrollitakse reeglistiku abil saadud prognooside vastavust vaatlusandmetele. Kui reeglistik kuulub
prognoositépsuselt seni parimate hulka, siis imiteerides looduslikku evolutsiooniprotsessi séilitatakse
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selle reeglistiku parameetrid. Seejarel moodustatakse jargmise pdlvkonna reeglistikud kasutades
heuristilisi operaatoreid: lisades uusi juhuslikke reegleid, parameetrite juhuslikku muutmist
(mutatsiooni) ja reeglite Ghendamist. Sama p@lvkonna reeglistikke moodustatakse ja testitakse
paralleelselt. Kuna geneetilised algoritmid sisaldavad juhuslikkust, siis on samadest andmetest kor-
duvalt arvutatud tulemused iga kord mdnevdrra erinevad.

GARP-mudel, nagu teisedki tehisintellekti meetodid on osutunud kasulikuks paljutunnuseliste,
mirarohkete, mitme optimumiga ja ebakorrapdrase kujuga optimume sisaldavate andmestike puhul.
Eriti sobib GARP hajusarvutust vdimaldavatele ststeemidele. On leitud, et GARP on véhemtundlik
tlesobitumise ja Opetusandmete vahesuse suhtes kui logistiline regressioon (Stockwell ja Peterson
2002).

GARRP tarkvara on saadaval aadressil http://www.nhm.ku.edu/desktopgarp/.

Uurimused

Ulevaate otsuste puu meetodist annavad D.M. Moore et al. (1991), kes kasutasid seda
metsakoosluste kaardistamisel. Otsuste puuga on modelleeritud ka punahirve ja pruunkaru
elupaigasobivust (Kobler ja Adamic 2000, Debeljak et al. 2001, Stankovski et al. 1998).

G. De’ath ja K. Fabricius (2000) tutvustavad regressioonipuude kasutamist koralliliikide leviku
elupaigatingimustest sdltuvuse nditel. Regressioonipuid on bioloogias kasutanud veel Staub et al.
(1992), Baker et al. (1993) ja Rejwan et al. (1999).

F. Huettmann ja AW. Diamond (2001) selgitasid kdigepealt mitmefaktorilise logistilise
regressiooniga, millised tegurid méjutavad oluliselt merelindude pesilate paiknemist ja siis kasutasid
neid tegureid regressioonipuu klassifikaatoritena.

J. Miller ja J. Franklin (2002) katsetasid Kklassifikatsioonipuu ja indikaatorkrigingu kombinatsiooni
taimkatte kaardistamisel Mojave korbes. lgas kohas olev kdige tdendolisem taimkatteiiksus
prognoositi selle koha tunnuste (kdrgus, keskmine 6hutemperatuur, ndlvakalle, pinnavorm,
niiskuseindeks) jargi.

G. De’athi (2002) Ulevaateartikkel selgitab the- ja mitmemddtmeliste regressioonipuude kasu-
tamist. Naiteid regressioonipuude ja lahedaste meetodite kasutamisest on S. DZeroski (2001) artiklis.

L.R. Iverson et al. (1999) kasutasid regressioonipuudega analiiiisi Pinus virginiana leviku ja
keskkonnatingimuste vahel. Seoseid kasutati koos puude paiknemismustri seadusparasustega ja
stohhastilise migratsioonimudeliga puu leviku prognoosimisel kliimamuutuste jérel.

Samblikuliikide esinemist on klassifikatsioonipuuga prognoosinud Edwards et al. (2006).

Programmiga CART arvutatud lihtsaid regressioonipuid on kasutatud metsakahjustuste tGendosuse
hindamisel (Coops et al. 2006).

Geneetilised algoritmid programmis GARP on leidnud kasutust néiteks korallide leviku
kaardistamisel (Guinan et al. 2009).

5.6.7. Okonisi faktoranaliiiis

Okonisi faktoranaliiiis (ecological niche factor analysis — ENFA) on algselt N. Perrini (1984)
poolt vélja pakutud elupaigasobivuse ja liikide oodatavate esinemiskohtade prognoosimise metoodika,
mille on Lausanne ilikoolis Sveitsis detailsemalt I1abi tédtatud, nime andnud ja tarkvaraks Biomapper
vorminud A.H. Hirzel (Hirzel 2001, Hirzel et al. 2002, http://www.unil.ch/biomapper).

ENFA kasutab kohatunnuste faktoranaliiisi abil saadud uldistatud telgi, mida saab késitleda
statistiliselt sdltumatute faktoritena. Okonisi kirjeldamiseks kasutatakse vaid liigi esinemiskohti voi
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levikuatlase ruutude v6i muid eraldisi, kus liiki on registreeritud vorreldes neid kogu uurimisalaga.
Liigi teadaolevate voOi oletatavate puudumiskohtade tunnuseid ei kasutata. Faktoranaltiusil saadud
telgedest esimene (marginality factor) paigutatakse andmestiku tunnusruumi nii, et see labiks nii kogu
uurimisala esindava valimi kui ka liigi esinemiskohti esindava valimi keset (joonis 5-23A). lga
jargmine telg paigutatakse ko&igi eelmistega risti nii, et see maksimaalselt esindaks valimi j&ak-
varieeruvust (specialisation factors).

Okonisi faktoranalliis Uldistab kohatunnused omavahel sdltumatuteks
faktoriteks ja vordleb faktorite vaartuste jaotust liigi leiukohtades ja kdigis
uuritava ala kohtades

Okonisi faktoranaliiiisil saadud telgi kasutatakse tarkvaras Biomapper elupaigasobivuse indeksi
arvutamiseks ja elupaigasobivuse kaartide loomiseks selle indeksi vaartuste alusel. Elupaigasobivuse
indeks arvutatakse esmalt eraldi iga faktori suhtes. Selleks jagatakse faktori vééartused liigi
leiukohtades véartusvahemikesse nii, et mediaan jaaks kahe véartusklassi piirile. Siis loendatakse
nende leiukohtade hulk, mis on samas véartusklassis voi jaotuse samal poolel kaugemal faktori
mediaanist ja korrutatakse see kahega (joonis 5-23B-E). Arvestada tuleb vaid mediaanist samal poolel
olevaid sagedusi ja neid kahega korrutada, kuna empiirilised sagedusjaotused enamasti ei ole
simmeetrilised. Seejdrel normeeritakse mediaanist sama kaugel vdi kaugemal olevate leiukohtade
kahekordne summa nii, et sobivusindeks oleks alati vahemikus nullist Gheni. Selleks jagatakse saadud
vahetulemus leiukohtade koguarvuga.

Koha sobivuse koondhinnang saadakse osahinnangute kaalumata voi kaalutud keskmisena. Kaa-
ludeks vdivad olla faktorite omavéartused. Elupaik on selle liigi jaoks maksimaalselt sobiv, kui koha
omadused vastavad 6ko-geograafilise faktori vaartuste mediaanile liigi leiukohtades. Koht on téiesti
ebasobiv, kui mediaanist samas suunas niivord erinevate tingimuste korral ei ole liiki kordagi leitud.

Okonisi faktoranaltitis kasutab vaid liigi leiukohtade ja kogu uuritava ala iga koha tunnuseid, liikide
puudumisandmed ei ole vajalikud. Registreeritud esinemiskohad ei pruugi aga olla esinduslik valim
liigi tegelikust esinemisalast. Samuti ei pruugi uuritav ala adekvaatselt esindada keskkonnatingimuste
vBimalike véartuste sagedust. Seega, nagu teistegi mudelite puhul, séltuvad 6konisi faktoranaltiusi
tulemused kasutatavate andmete esinduslikkusest ja uuritava ala piiritlemisest.

Kui liigi asustustihedus Uletab optimumi ja liik esineb ka valjaspool sobivaid elupaiku, voib
logistiline regressioon liigi puudumise andmete kasutamisega anda tapsemaid hinnanguid kui ENFA
(Hirzel et al. 2001). Liigi esinemise sagedusjaotuse kasutamine vdib viia eksiteele ka siis, kui liik on
uuritavat ala alles asustamas vdi kui k6ik vaatlusandmed périnevad valjastpoolt liigile sobivate
keskkonnatingimuste optimumi. Sellisel juhul klassifitseeruvad liigile kdige sobivamad kohad sobima-
tuteks, sest tOeliselt sobivatest kohtadest pole uuritava liigi esinemist kordagi registreeritud (Sachot
2002). Liigi puudumisandmete kasutamine on eriti oluline geograafiliselt laialt levinud ja elupaiga
suhtes vahendudlike liikide puhul. Ubikvistide leviku prognoosikaartide tépsust on raske hinnata
sBltumata prognoosimeetodist (Brotons et al. 2004).
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Joonis 5-23. A - ckonisi faktoranaliilisi kolmemddtmeline tGlgendus (enamasti on kasutatavaid tunnuseid
paarkimmend). Kollane pilv esindab kaardistatava ala k&iki kohti, kollase pilve sees olev hall pilv liigi leiukohti.
Nende pilvede keskkohti (uG ja uS) labiv sirge on marginaalsusfaktor. Selle faktoriga seotud kohatunnuste
varieeruvust iseloomustavad pilvede projektsiooni ellipsid sirgega risti oleval tasandil z.

B - elupaigasobivuse arvutamine liigi esinemiskohtade sageduse jargi, mis sdltub leiukohti iseloomustavast
keskkonnafaktorist. Keskkonnafaktor jagatakse klassidesse nii, et mediaan jadks klasside piirile. Kaardistatava
ala igas kohas leitakse faktori seda kohta iseloomustavale véartusele (kolmnurk horisontaalteljel) vastav klass
(fokaalklass). Liigi esinemissageduse jaotuses mediaanist sama kaugel vOi samas suunas kaugemal olevate
klasside sagedused (viirutatud tulpade pind) liidetakse, Kkorrutatakse kahega ja jagatakse koigi sageduste
summaga (histogrammi kogupinnaga). Saadakse koha sobivus sellele liigile selle keskkonnafaktori osas.
Sobivusindeksi véartused joonisel olevates ndidetes: A —0,44; B - 0,41 C - 0,79; D — 1,00. (Hirzel 2001, Hirzel
et al. 2002, muudetud).

Uurimused

Okonisi faktoranaltitisi abil on kaardistatud naiteks magikitse (Capra ibex) (Hirzel 2001, Hirzel et
al. 2002), hiirte (Reutter et al. 2003), Uus-Meremaa s@najalaliikide (Zaniewski et al. 2002) ja metsise
(Sachot 2002), Kataloonias pesitsevate lindude (Brotons et al. 2004), ninasarvikmardikate (Chefaoui
et al. 2005) ja pandakaru (Vifa et al. 2008), lataste réastiku (Vipera latastei) (Santos et al. 2006)
elupaigasobivust.
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5.6.8. Leviku kaardistamine sarnasuse jargi

Sarnasusele tuginev hinnanguline kaardistus eeldab, et otsitav liikk v8i muu objekt esineb
sagedamini kohtades, mis on sarnased kohtadele, kus seda on juba varem registreeritud, vorreldes
kohtadega, kust leide ei ole. Sarnasusele tuginevates hinnangutes ei vajata kdiki vaatlusandmeid. Osa
vaatlusi dubleerivad Uksteist, osa on erandlikud, osa aegunud ja mdned ehk mitte piisavalt usaldus-
vaarsed. Sarnasuse hindamisel tuleb alati arvestada kusimust: sarnasus mille poolest? Sarnasus tihtede
tunnuste poolest ei ole sama, mis sarnasus teiste tunnuste poolest. K&ik tunnused ei ole vajalikud, osa
tunnuseid dubleerivad Uksteist, osa ei seostu otsitava nédhtusega ning méned andmekihid on osaliselt
aegunud. Kdik kaardid sisaldavad uldistust, aga Uldistustase ja tldistamise viis on erinevad, kaugseire-
andmed s6ltuvad sensorist, atmosfaari ja taimkatte seisundist. Seega, kdik kaugseireandmed ja kaardid
vOivad sisaldada juhuslikke vigu.

Sarnasuse jargi hindamisel tuleb alati otsustada, milliste tunnuste poolest
sarnasust hinnatakse

Erineval faktoranalllsi ja regressioonanallisi tutpi mudelitest ei eelda leiukohtadega vBrdlemine
Okonisi pidevust tunnusruumis. Samuti sdltub sarnasuse jargi hindamine suhteliselt véhe 6konisi
teooriast, mille puudulikkust ja mittearvestamist leviku modelleerimisel on korduvalt kurdetud
(Araujo ja Guisan 2006, Austin et al. 2006, Austin 2007).

5.6.8.1 DOMAIN

DOMAIN (Carpenter et al. 1993) omistab elupaigasobivuseks koha sarnasuse liigi leiukohtadest
kdige sarnasemaga. Uuritavad tunnused standardiseeritakse jagades nende vaartused tunnuse vaartuste
haardega uurimisala piires. Seejarel kasutatakse sarnasuse md&dduna negatiivset vastandvaartust
keskmisest tunnuste erinevusest kahe vdrreldava koha vahel. Hinnang varieerub Gldjuhul vahemikus
0...1, kuid vdib olla negatiivse véartusega vaadeldavast alast véljas pool olevate kohtade puhul, mida
ei ole kasutatud tunnuse ulatuse hinnangus.

5.6.8.2. D2

Mahalanobise vahemaa ehk kaugus (D) on hajuvustega standardiseeritud ruuterinevus muutujate
vahel. D? on sarnasusele tuginev meetod, mis mdddab iga koha sarnasust leiukohtade statistilise
keskmisega, mitte Uksikndidistega, nagu néidistele tugineva jareldamise puhul tarkvarades DOMAIN
ja Constud (ptk 3.4.6.1 ja 5.6.8.3). Erinevalt eukleidilisest vahemaast on vahemaa Mahalanobise
ruumis sihist sdltuv — uhikulise vahemaa piki tunnuse telge méérab tunnuse hajuvus. Statistilise
vahemaa maaramine eeldab tunnuste pidevust, kuid ei sea eeldusi tunnuste jaotustele. D® néitab
elupaiga sarnasust (habitat similarity), mitte liigi esinemistéendaosust antud kohas.

D2 méddab koha sarnasust liigi leiukohtade statistilise keskmisega

D? sbltub tunnuste hulgast ja tunnuste omavahelisest korreleerumisest. Tunnuste liiasust ja
interkorreleerumist on pudltud eemaldada Mahalanobise vahemaa aditiivseteks osadeks jagamisega
vastavalt tunnuste peakomponentanallusil leitud omavaartustele (Browning et al. 2005, Rotenberry et
al. 2006).
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Maakatteliksuste eristamine kaugseires suurima tdepara meetodil (ptk 1.2 ja 3.6.1) kombineeritakse
Mahalanobise vahemaad klasside etteantud t6endosustega. Kui liigi levikut kasitleda kahe kategooria
(esinemine ja puudumine) eristamisena vaid selliste pikslivaartuste jargi, mida saab kasutada kui
normaaljaotusega muutujaid, siis on suurima tdepdra meetod liikide leviku kaardistamisel hasti
rakendatav ja on osutunud mdnes uuringus suhteliselt tdhusaks (Pasher et al. 2006).

5.6.8.3. Constud

Tartu Ulikoolis loodud tarkvarasiisteem Constud (varasem eestikeelne versioon nimega
Pidevstuudium) (Remm ja Linder 2007; Remm ja Remm 2008, Remm ja Kelviste 2011a, b, ¢)
vBimaldab arvutada kohta ja selle Umbrust kirjeldavaid kaardi- ja pildimustri indekseid, otsida
optimaalseid kaale tunnustele ja vaatlustele, arvutada sarnasusele tuginevaid hinnanguid ja sarnasusi
andmebaasi tabelitesse voi rasterkaardile (vaata ka ptk 3.4.6.1). Parimaid prognoose andvat tunnuste ja
naidiste kaalude komplekti valitakse Constud siisteemis iteratiivse sobitamise ehk tehisGppe abil.
Slsteem vdimaldab genereerida hinnangulisi kaarte ja sarnasuskaarte ning uusi vaatlusandmeid ja
tunnuseid t66 kaigus juurde lisada. Kahevaartuselise tunnuse puhul eeldab siisteem nii esinemise kui
ka puudumise vaatluste olemasolu Gpetusandmestikus. Kui kasutaja soovib, et esinemise/puudumise
hinnangu kinnis oleks muul tasemel kui 50%, siis saab esinemise/puudumise hinnangu tuletada
esinemiskohtadega sarnasusest, mille Constud valjastab vahemikus 1...100%.

Constud genereerib lisaks prognoositava muutuja kaardile ka kasutatud néidistega sarnasuse kaardi
voi etteantud klassiga sarnasuse kaardi. Uhel juhul kujutatakse igas prognoositud kohas selle koha
sarnasust hinnangu aluseks olnud néidistega. Kui sarnasustase seniste kdige sarnasemate naidistega on
madal, siis tuleks ndidistebaasi tdiendada. Teisel juhul on kaardil iga koha sarnasus etteantud klassiga,
naiteks kuivord sarnaneb iga piksel andmebaasis olevate uuritava liigi esinemiskohtade néidistest
koige sarnasematega.

Sarnasusele tuginev hinnanguline kaardistamine peaks sobima paljude lesannete lahendamiseks ja
peaks olema pidev protsess, kuna maastikud ja liikide levik muutub, kaardi- ja kaugseireandmed
taienevad ning vaatlusandmed on aina ebapiisavad. Sarnasusele tugineva meetodi eelis on paindlikkus
andmete lisandumisel — mudeli sobitamist andmetele ei pea nullist alustama, sest tunnuste ja vaatluste
olemasolevad kaalud sdiluvad andmebaasis. Iga jargmise vélivaatluste perioodi vaatluskohad saab
planeerida senise hinnangulise kaardi alusel, arvestades senise hinnangu usaldusvaarsust. Naiteks
eelkdige kohtadesse, mis sarnanevad seniste esinemiskohtadega, kuid kus liiki pole leitud ega pole ka

tdsiselt otsitud (joonis 5-24).
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Joonis 5-24. Saranasusele tugineva kaardistuse kui pideva protsessi tehnoloogiline skeem (Remm ja Remm
2009 muudetud).

Uurimused

USA oOkoregioonide kaart voimaldab esitada iga koha sarnasust mingi etteantud kohaga voOi
tunnuste kombinatsiooniga (Hargrove ja Hoffmann 2005).

D? meetodit elupaigasobivuse kaardistamisel on kasutanud (Knick ja Dyer 1997, Corsi et al. 1999,
Browning et al. 2005, Thompson et al. 2006, Tsoar et al. 2007, Griffin et al. 2010).

Tarkvarasusteemi Constud on kasutatud ké&paliste leviku hinnanguliseks kaardistamiseks (Remm et
al. 2009, Remm ja Remm 2009).

5.6.9. Tugivektormasinad ja tehisnarvivorgud

Intellektitehnika meetodite hulka loetavaid tehisndrvivorke (artificial neural networks — ANN) on
liikide leviku ja elupaigasobivuse modelleerimisel kasutatud sagedamini kui tugivektormasinaid
(support vector machines — SVM). Teoreetiliselt on tugivektormasinad siiski sobivam vahend
modelleerimaks 6konissi kui suvalise kujuga paljumddtmelist osa liigi ndudluste hiiperruumis (Drake
et al. 2006).
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Uurimused

Tehisnarvivorgud (ANN) on sageli Uiks meetod meetodeid v@rdlevates uuringutes (Pearson et al.
2002, Thuiller 2003, Segurado ja Aradjo 2004). Naiteks Shan et al. (2006) vdrdlesid jargmisi
intellektitehnika meetodeid: otsuste puu, tehisndrvivorku, tugivektormasinat ja geneetilisi algoritme
Austraalia kukrulise 1soodon obesuslus leviku modelleerimisel. Tugivektormasinad ja tehisnarvivork
andsid veidi parema tulemuse, kuid otsuste puu ja geneetilise algoritmi tulemuse eelis on parem
interpreteeritavus.

Guo et al. (2005) modelleerisid SVM abil tammede surma pohjustava kahjuri Phytophthora
ramorum levikut Californias.

ANN ja SVM andsid koige tapsemaid taimeliikide leviku hinnanguid P8hja-Hispaanias (Bedia et
al. 2011).

SVM oli tdpsem kui GARP troopilise puuliigi Miconia calvescens tuvastamisel kohatunnuste ja
kaugseireandmete jargi (Pouteau et al. 2011).

Zuo et al. (2008) on loonud tarkvarapaketi SVM meetodi kasutamiseks liikide potentsiaalse leviku
modelleerimiseks.

5.6.10. Ansamblimeetodid ja konsensusmeetodid

Sama ulesannet paralleelselt lahendavate mudelite kogu nimetatakse ansambliks (ensemble) voi
komiteeks (committee). Samadest Idhteandmetest mudelite ansambli abil paralleelseid lahendeid gene-
reerivaid meetodeid nimetatakse ansamblimeetoditeks (ensemble methods). Paralleelset arvutust
kasutatakse ka geneetilistes algoritmides (ptk 3.4.5.3), ansamblimeetodid eristuvad viimastest mitme
lahendi poolest. Ansamblimeetodite idee ulatub 19ndasse sajandisse. Kaasaegses tédhenduses sai
prognooside kombineerimise idee tuntuks Bates ja Granger (1969) artikliga, kuigi ka need autorid
viitavad varasemale sarnasele publikatsioonile (Stone et al. 1942). Ansamblimeetodite kasutust liikide
leviku hinnangulisel kaardistamisel on seletanud Aradjo ja New (2007). Ansamblimeetodi tulemusel
saadakse mitu lahendit, mis on tarvis Gheks koondada. Erineval viisil saadud tulemuste ihendamiseks
on konsensusmeetodid.

Ansamblimeetod loob paralleelsed lahendid sama mudelittibi abil,
konsensusmeetod otsib Uksmeelt erinevate meetodite tulemustes

5.6.10.1. Klassifikaatori vdimendamine

Norga klassifikaatori véimendamine (boosting) kasutab paljude lihtsate otsusepuude koostamist
tunnuste juhuslikest valimitest. 1ga jargneva puu puhul arvestatakse eelmise puu rakendamisel saadud
tulemusi. Valestiklassifitseerunud (raskestiklassifitseeruvate) vaatluste ja 6igemaid otsuseid andvate
(seletatava tunnusega tugevamalt korreleeritud) tunnuste kaalu suurendatakse nii, et neil on suurem
tbendosus sattuda jargmise otsusepuu koostamisse. Ténu vaatluste kaalu muutmisele ei kaldu véimen-
dusmeetodid mudelit Glesobitama (Wu et al. 2008).

Véimendusmeetodid suurendavad igas jargnevas korduses eelmise korduse
tulemustes valesti klassifitseerunud vaatluste kaalu

Kdige tuntum ansamblimeetodite vG@imendamismeetodite algoritm on AdaBoost (Adaptive
Boosting) (Freund ja Schapire 1997). Selle autorid Schapire ja Freund said 2003. aastal Nobeli
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preemia teoreetilise arvutiteaduse alal. AdaBoost algoritmi v8ib leida muuhulgas raamatust Bishop
(2006, k. 658-659). Vdimendamine on rakendust leidnud paljudes tarkvaralahendustes ja sellele on
antud palju erinevaid nimesid. Algsetes publikatsioonides on nimed gradiendi vdimendusmasin
(gradient boosting machine — GBM) ja gradiendi juhuslik véimendamine (stochastic gradient boosting
— SGB) (Friedman 2001, 2002). Klassifitseerimisilesande puhul on kasutatud nimesid v8imendatud
klassifikatsioonipuud boosted classification trees — BCT, gradient tree boosting ja TreeBoost; pideva
muutuja puhul kasutatakse nime vdimendatud regressioonipuud (boosted regression trees — BRT) ja
gradiendi vBimendamine (stochastic gradient boosting — SGB). Kasutusel on ka nimed: generalized
boosting model, functional gradient boosting, gradient boosted models, gradient boosted decision
trees, gradient boosted regression trees, multiple additive regression trees, TreeNet.

Praktikas on vB@imendamine protsess, kus kasutaja poolt maaratud parameetrid omavad olulist
tdhtsust — Uhelt poolt saab méaarata puu maksimaalse keerukuse (tree complexity) ja teisalt
Oppimiskiiruse (learning rate) ehk kaalu, mille saab iga jargnev puu juba olemasolevate puude
ansambliga liitmisel. Puude suur keerukus nduab uldjuhul véiksemat dppimiskiirust, sest vastasel
juhul vdib juba juba killlalt vaikese puude arvu korral leida aset Glesobitumine, kuna puud
koostatakse aga juhuslike valimite pdhjal, siis ei ole liiga véikesed ansamblid soovitatavad. Védga
aeglane Oppimiskiirus vélistab kill tlesobitumise, ent optimaalsete tulemuste jaoks on vaja vaga
mahukat ansamblit.

Klassifikaatori vdimendamist kasutavad Interneti otsingumootorid Yahoo ja Yandex. Ulevaate
vBimendamismeetoditest ja nende arendamisloost on kirjutanud Ridgeway (1999).

5.6.10.2. Juhumets

Ansamblimeetodit, mille puhul genereeritakse esmalt palju otsuste puid, kasutades iga puu
loomisel tagasipanekuga valimit tunnustest, seejarel kombineeritakse I6pptulemuseks otsuste puudest
parimad, nimetatakse juhumetsaks (random forest). Iga puu jérgi arvutatakse hinnang ning
I6pphinnang tuletatakse tUksikhinnangutest hadletamise teel. Otsuste puudest v8ib moodustada ka mitu
salu (grove) ning vorrelda ja kombineerida erinevates saludes saadud tulemusi. Parima mudeli
valimisel paljudest sama tiipi mudelivariantidest v6i valimitest (haaletamine klassifitseerimistilesande
puhul, keskmistamine regressioonitilesande puhul) on inglise keeles nimi bagging (bootstrap
aggregating), mida eesti keeles vdiks mitme mudeli tulemuste (hendamise puhul nimetada tulemuste
koondamiseks ja valimitest saadud tulemuste puhul valimite koondamiseks.

Juhumetsaiga tksiku puu aluseks on valim tunnustest, valimite koondamise
puhul valim vaatlustest

Juhumetsa paljude eraldi koostatud puude abil saadud suhteliselt s6ltumatute tulemuste
varieeruvuse jargi saab méérata hinnangu ebakindlust ja iga ruumipiksli vdi objekti igasse etteantud
klassi kuulumise tdendosust.

5.6.10.3. Konsensusmeetodid

Kui ansamblimeetod annab paralleelsed lahendid sama mudelitliiibi abil, siis konsensusmeetodite
puhul otsitakse Uksmeelt erinevate uurimismeetodite tulemustes. Modelleerimise puhul koostatakse
paralleelsed mudelid erinevate meetodite abil. Kdige tdeparasemaks loetakse selline tulemus, mida
toetab enamik meetodeid. Konsensusmeetodeid kasutatakse eelkdige probleemide puhul, kus puudub
selge lahend ja tksmeel. Kolm tuntumat konsensusmeetodit on Delfi protsess (Delphi oraakli jargi),
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ekspertpaneel ja konsensuse kujundamise konverents, aga konsensuse leidmise vahendid on ka
keskmise, lksikmudeli tdpsusega kaalutud keskmise, moodi ja mediaani arvutamine.
Delfi protsessi etapid on jargmised.
Kutsutakse kokku eksperdid.
Ekspertide arvamused grupeeritakse piiratud arvuks teemadeks ja vaideteks.
Osalejad hindavad oma ndusolekut iga véitega ja jarjestavad vaited selle alusel.
Vdidete astakud summeeritakse.
Osalejad hindavad oma nbusolekut iga véitega uuesti arvestades niiiid ka astakute summasid.
Véidete astakud summeeritakse ja hinnatakse, kas piisav konsensus on saavutatud.

©O OO0 O 0 O

Kui ksmeel ei ole piisav, siis korratakse ndustumistasemete hindamist.

Konsensusmeetod on vahend eriarvamuste summutamiseks

Ekspertpaneeli puhul panevad eksperdid lihidalt kirja oma seisukohad. Iga ekspert esitab
koosoleku juhatajale Gihe mdtte. Sarnased arvamused grupeeritakse kokku. Iga osaleja annab omaette
igale arvamusele punkte. Hindamise tulemus summeeritakse. Koondhinnangut diskuteeritakse ning
seejarel hinnatakse uuesti kuni piisava konsensuse saavutamiseni.

Konsensuse kujundamise konverents on laia osalejaskonnaga ja erinevate reeglitega Uritus
enamuse osalejate liksmeelele leidmiseks antud ajahetkel.

Konsensusmeetodeid on kdige enam uuritud seoses meditsiiniliste otsustega (Fink et al. 1984,
Campbell et al. 2001). Liikide leviku modelleerimisel on konsensusmeetod sobiv vahend erinevatest
mudelitest ja kliima muutumise erinevate stsenaariumite korral saadud hinnanguliste levikukaartide
tihendamiseks ja kaartidevahelise liksmeele mddtmiseks.

5.6.10.4. BIOMOD

BIOMOD (BlOdiversity MODelling) on tarkvararaamistik, mis thendab R tarkvarakeskkonnas
liikide leviku modelleerimise meetodeid (Thuiller 2003, Thuiller et al. 2009). BIOMOD
tarkvaraarnduskeskkonna R veebileht on aadressil http://r-forge.r-project.org/projects/biomod.

5.6.10.5. Lifemapper

Lifemapper (http://www.lifemapper.org) on UGlemaailmne liikide levilate hinnanguliste kaartide
elektrooniline atlas (Stockwell et al. 2006). Levikukaartide genereerimiseks kasutatakse GARP
geneetilist algoritmi  (ptk 5.6.6.2). Kuna geneetilised algoritmid suurte andmehulkadega on
arvutusmahukad, siis kasutatakse hajusarvutust — muust t60st vabal ajal osalevad paljude vabatahtlike
arvutid tle maailma. Iga arvuti arvutab mingi liigi kaarti mingite lahteparameetritega. Sama liigi
levikukaartide erinevad versioonid koondatakse keskusesse, neid v@rreldakse ja valitakse parameetrid
jargmiste arvutusiilesannete jaoks. Geneetiline algoritm on keerukas, tavaliselt kulub rahuldava
lahenduseni joudmiseks 500 kuni 1000 kordust. Korraga on kasutusel neli reeglite taset. Atomaarne
tase vOimaldab prognoosi siduda keskkonnafaktori Uksikvéaértusega, BIOCLIM tase moodustab
tolerantsipiire kdigi faktorite jargi, piirkonna tase moodustab tolerantsipiire osade faktorite jargi,
logitmudeli tasemel sobitatakse andmetele logistilisi esinemise ja puudumise mudeleid.

Leiuandmed pdrinevad muuseumikollektsioonidest ja tasuta saada olevatest keskkonna-
andmestikest. Andmedoonorina on Eestist projektiga liitunud projekti veebilehel oleva teabe kohaselt
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vaid TTU Geoloogia Instituut. Kliima 0,5° lahutusega andmed rahvusvahelisest kliimamuutuste
paneelist  (Intergovernmental Panel on Climate Change http://www.ipcc.ch  andmed
aadressil http://www.ipcc-data.org/obs). Kasutatakse aastate 1961-1990 keskmisi ja aasta esimese
poole sama perioodi kuude keskmisi tunnuseid: pilvisus, pédevane temperatuuri amplituud,
miinustemperatuuride sagedus maapinnal, maksimaalne, keskmine ja minimaalne temperatuur,
sademete hulk, paikesekiirgus, dhuniiskus, vesiste pdevade sagedus ning tuuled. Reljeefi andmetest
kasutatakse nélva suunda, ndlva kallet, voolu akumulatsiooni ja maapinna niiskuse indeksit. Kdik
kohatunnuste andmekihid on slisteemi Lifemapper jaoks teisendatud 1 km kiiljega piksliteks.

5.6.10.6. OpenModeller

Tarkvarasusteem openModeller on avatud koodiga vabavara, mis pakub (htset sisend- ja
valjundstisteemi kasutamaks erinevaid liikide leviku modelleerimise meetodeid ja andmekihte. Liikide
leviku modelleerimise meetodeid on mitmeid ja iga lksik tarkvara eeldab andmete ettevalmistamist
kindlal kujul. Mitme erineva algoritmi rakendamise vdimalus on kommertstarkvara pakettides, vaba
lahtekoodiga sama p@hjalikult véljaarendatud liikide leviku modelleerimise lahendusi teadaolevalt ei
ole. Susteemi véljaarendajad rohutavad, et openModeller on loodud liikide potentsiaalse, mitte
tegeliku levila kaardistamiseks (Mufioz et al. 2011).

Lahteandmete Uhtse vormingu tagavad interneti kaudu saada olevad leidu