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Konvolutsiooniliste neurovorkude kalibreerimine jéarkjirgulise kiil-
mutamise meetodiga

Liithikokkuvote: Neurovorke on viga edukalt kasutatud mitmete valdkondade ja iilesan-
nete juures, neist liks parimaid néiteid on konvolutsiooniliste neurovorkude kasutamine
piltide klassifitseerimiseks. Samas ei saa tihti neid mudeleid siiski usaldada, sest nad
on iildjuhul liiga enesekindlad oma ennustustes ehk mééravad liiga kdrge tdenidosuse
ennustatavale klassile.

Selle tottu on vaja mudeleid kalibreerida. Probleemi lahendamiseks on loodud mit-
meid kalibreerimismeetodeid, neist tiks tohusamaid on temperatuuri skaleerimine. Selles
t00s on kalibreerimiseks, tapsemalt liigse enesekindluse vihendamiseks uurimise all jéark-
jarguline kiilmutamine. Jiarkjirgulise killmutamise all mdeldakse meetodit neurovorgu
treenimiseks, kus mingitel hetkel 16petatakse valitud kihtide kaalude muutmine.

To0s kasutati Kdangsepa 2018. aasta magistritoo lahtekoodi ja tulemusi. Kdigepealt
leiti tthe mudeli ja andmestiku pohjal parimad viisid meetodi rakendamiseks. Valiti
kaks jirkjargulise kiilmutamise skeemi ning seejirel implementeeriti Kédngsepa t66 abil
mitmeid konvolutsioonilisi neurovorke, rakendati neile jiarkjargulist kiilmutamist ning
treeniti neid. Saadud mudelite tulemusi vorreldi Kidngsepa t66 tulemustega. Kuigi ei saa
viita, et uuritud moddikute pdhjal aitas jarkjarguline kiilmutamine liigset enesekindlust
vihendada, siis vdhendas kiilmutamine ajaliste ressursside kasutamist ning saavutas
samas paljude mudelite juures sarnaseid tulemusi.

Votmesonad: konvolutsioonilised neurovorgud, kalibreerimine, piltide klassifitseerimine,
residuaalne neurovork, jarkjiarguline killmutamine

CERCS: P176 Tehisintellekt
Calibration of Convolutional Neural Networks with Gradual Freezing

Abstract: Neural networks have been successfully used for various tasks in various
fields, with one of the best examples being the use of convolutional neural networks
for image classification. However, these models often cannot be trusted, as they are
frequently excessively confident in their predictions, assigning too high of a probability
to the predicted class.

As aresult, it is necessary to calibrate the models. Several calibration methods have
been developed to address this problem, one of the most efficient ones is temperature
scaling. This study investigates gradual freezing for calibration, specifically for reducing
excessive confidence. Gradual freezing refers to a method of training in which the
updating of weights for selected layers is stopped at certain moments.

The source code and results of Kidngsepp’s 2018 master’s thesis were used in this
work. First, the best ways to implement the method were found based on one model
and dataset. Two gradual freezing schemes were chosen, and then several convolutional
neural networks were implemented using Kingsepp’s work and trained with gradual



freezing. The obtained models’ results were compared with Kidngsepp’s results. Although
it cannot be claimed that gradual freezing helped reduce excessive confidence based on
the metrics used, freezing did reduce the time required for training while still achieving
similar results for many models.

Keywords: convolutional neural networks, calibration, image classification, residual
networks, gradual freezing

CERCS: P176 Artificial intelligence



Sisukord

1 Mboisted ja definitsioonid
1.1 Neurovork . . . . . . . . . .
1.2 Konvolutsiooniline neurovork . . . . . . . . ... ... ... ... ..
1.3 Toendosuslik klassifikaator . . . . . . . ... . ... ... .......
1.4 Maiidramatuse kalibreerimine . . . . . . . . . . . ... .. ...
1.5 Kalibreerimise mddtmine jameetodid . . . . . . ... ... ... ...
1.6 Jarkjirguline kiilmutamine . . . . . . . .. .. .. ..o

2 Jirkjargulise killmutamise meetodi implementeerimine ja uurimine
2.1 Ulevaade jirkjirgulise kiilmutamise implementeerimisest . . . . . . . .

2.1.1
2.1.2
2.13

Kasutatud tarkvara . . . . . . . . . .. ... ... ...
Kasutatud andmestikud . . . . . . . . . .. ... ...
Jarkjargulise kiilmutamise implementeerimine . . . . . . . . .

2.2 Jarkjargulise kiilmutamise eksperimendid . . . . ... .. oL L.

221
222
223

Eksperimenteerimise esimese etapi kirjeldus . . . . . . .. ..
Eksperimenteerimise esimese etapi tulemuste analtiiis . . . . . .
Eksperimenteerimise teise etapi kirjeldus . . . . . .. ... ..

3 Eksperimenteerimise teise etapi tulemuste analiiiis
3.1 Veamddravordlus . . . . . . .. ...
32 NLLivordlus . . . . . . ... e
33 ECEvordlus. . . . . . . . . . . . e
34 Ajalinevordlus . . . ... Lo
35 Jdareldused . . . . ...

Viidatud kirjandus

Lisad
II. Litsents

—_
N — O O 33

—

15

15
15
16
17
17
19
22

24
24
25
26
26
27

30

32



Sissejuhatus

SiigavOpe on juba aastaid olnud vidga tédhtis osa paljude iilesannete ja valdkondade
juures. Osade iilesannete juures, mis kasutavad siigavOpet, on joutud inimestega sarnase
soorituseni, heaks niiteks on piltide klassifitseerimine. Kasutades neurovorke, tdpsemalt
konvolutsioonilisi neurovorke, on mitmetel suurtel pildiandmestikel joutud viga korge
tdpsuseni. [1]. Kuid tihti ei saa neid tulemusi usaldada. Kui mudel ennustab mingite
piltide pohjal, mis klassi see pilt kuulub, siis tihti ta viljastab ennustades liiga suure
toendosuse iihe klassi kohta ning liiga madalad tdenéosused teiste klasside kohta [2].
Sellistes olukordades voib tulemuste t0lgendaja arvata, et ennustus on kindlasti dige, aga
tihti on ennustatud tdendosus korgem kui reaalselt sellise tdendosusega saadud tdpsus.

Seda nimetatakse liigseks enesekindluseks, mis on konvolutsiooniliste neurovorkude
puhul tihti probleemiks. Selle parandamiseks kasutatakse kalibreerimist. Loodud on
mitmeid kalibreerimismeetodeid, neist iiks tohusamaid on temperatuuri skaleerimine [2].
Selles t60s on kalibreerimiseks, tdpsemalt liigse enesekindluse vihendamiseks uurimise
all jarkjarguline kiilmutamine. Kihi kiilmutamine tdhendab, et selle kihi kaale enam
tagasilevi algoritmis ei muudeta, need jadvad samaks kuni treeningprotsessi 1dpuni voi
kuni need pole enam kiilmutatud. Jarkjargulisel kiilmutamisel kiilmutatakse treeningprot-
sessi kdigus mingitel hetkedel valitud kihte. Selle kasutamine aitab mudeli keerukust
vihendada, mis vOiks viia lilesobitamise ning liigse enesekindluse vihendamiseni.

Siinse t60 eesmérk on implementeerida jarkjarguline kiilmutamine ning otsida vastust
kiisimusele, kas see aitab vihendada konvolutsiooniliste neurovorkude liigset enesekind-
lust. Samuti tahetakse leida, millised on parimad viisid selle meetodi rakendamiseks.
To60s on kasutatud Markus Kédngsepa 2018. aasta magistritoo ldhtekoodi ja tulemusi [3].
Kui esimeses sisulises peatiikis selgitatakse moisteid ning jéarkjirgulise kiilmutamise
kasutamist kalibreerimiseks, siis teises peatiikis kirjeldatakse meetodi ja Kidngsepa to0s
kasutatud mudelite implementeerimist ja esimesi eksperimente. Kolmandas peatiikis on
vorreldud 16plikke saadud tulemusi Kéngsepa t66 omadega.



1 Moisted ja definitsioonid

Selles to0 osas selgitatakse peamiseid to0s kasutatavaid moisteid, definitsioone ning iildist
teoreetilist tausta. Selle toel seletatakse peatiiki 16puks, miks kasutatakse jéarkjargulist
kiilmutamist liigse enesekindluse vihendamiseks.

1.1 Neurovork

Toos kasutatakse eesmirgi tditmiseks konvolutsioonilisi neurovorke. Jiargnevad kaks
alampeatiikki nende tutvustuseks on kirjutatud Goodfellowi jt [1] raamatu ,,Deep Lear-
ning* pohjal.

Tehisnarvivork ehk neurovork (neural network) on arvutuslik arhitektuur, mis loodi
ajust inspireerituna. Selle eesmérk on iildjuhul sisendi pohjal tagastada véljund millegi en-
nustamiseks. Tuntuimad neurovorgud on pirilevi neurovorgud (feed-forward networks),
milles kdik neuronid on ithendatud suunaga véljundi poole moodustades suunatud tsiik-
liteta graafi. Need koosnevad kihtidest, mis omakorda koosnevad omavahel iihendatud
neuronitest ehk sdlmedest (neurons). Joonisel 1 on nédha lihtne iilevaade périlevi neu-
rovorgu arhitektuurist - véiga tihti on neurovorgul olemas sisendkiht (input layer) ja
viljundkiht (output layer), iildjuhul ka nende vahel varjatud kihid (hidden layers). Igal
kihil on sisendid, véljundid ja aktivatsioonifunktsioon (activation function), mis iildjuhul
piirab neuroni viljundi vajalikku vahemikku. Neuronitevahelistel ithendustel on kaalud,
millest sOltub sisendi tihtsus. Just kaalude véirtust muudetakse mudeli treeningprotsessi
kiigus.
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Joonis 1. Neurovorgu arhitektuuri iilevaade.



Nendes vorkudes rakendatakse tagasilevi algoritmi (back-propagation). Tagasilevi
algoritmis leitakse kaofunktsiooni (loss function) viértus ehk kui suur viga tehti ennusta-
des ning vastavalt sellele muudetakse kaalusid alustades viimasest kihist kuni esimeseni.
Eesmirk on minimeerida kaofunktsiooni védrtus ehk jouda koondumiseni, mida tehakse
muutuste suunda ja suurust nditava vektori abil, mida kutsutakse gradiendiks. Kui need
muutused tehakse koikide treeningandmete pohjal, on tegemist gradientlaskumisega.
Kui aga ennustatakse viiksema osa ehk ploki pohjal gradiendi viértust, siis on tegemist
stohhastilise gradientlaskumisega (stochastic gradient descent).

See on kdige tavapirasem neurovorkude optimeerimise algoritm, mida kasutatakse
ka siin t60s. Algoritmi t66 soltub paljuski hiiperparameetrite vadrtustest. Hiiperparameet-
rid on védrtused, mida mudelid ei Opi treenides, need on enne kaasa antud. Gradiendi
ennustused toimuvad iga miniploki (batch) jérel, mille suurus tildjuhul on méératud
hiiperparameetriga. Kui kéia 1dbi koik treeningandmed miniplokkide kaupa, on ldbitud
iks epohh (epoch). Epohhide arv on iildjuhul hiiperparameeter, mille jargi méiiratakse
treeningu pikkus. Stohhastilist gradientlaskumist kasutades saab ette anda veel hiiperpara-
meetreid, néditeks Opisammu (learning rate). Opisamm madrab, kui suur samm astutakse
gradiendi suunas kaalusid muutes. Lisaks on siin t60s kasutuses inertsitegur (momentum),
mis akumuleerib eelnevate gradientide viirtuseid, et leida nende abil, kui palju tuleks
kaalusid muuta, et kiiremini minimeerida kaofunktsiooni. Tdpsemalt on siin toos tege-
mist Nesterovi inertsiteguriga (Nesterov momentum), kus akumuleerimine toimub pérast
inertsiteguri rakendamist. Lisaks kdigile nendele meetoditele ja hiiperparameetritele on
treeningu kiirendamiseks kasutuses ka tipptasemel riistvara, eelkdige GPUd ehk graafi-
kaprotsessorid (Graphics processing units) - graafikakaartidel asuvad mikroprotsessorid,
mis suudavad paralleelselt palju arvutusi sooritada ning tinu sellele sobivad viga hésti
neurovorkude treenimiseks.

Kasutades kirjeldatud arhitektuuri ja meetodeid, saab neurovorgule ette anda liht-
salt kdoik andmepunktid ning tihti jduda viga hea tulemuseni. Vorreldes mitmete teiste
masindppe mudelitega pole vaja ise tunnuseid eraldi valida voi luua. Piisab lihtsalt
andmepunktidest, millel on vastav viljund ette antud ja mudel leiab ise, milliseid tun-
nuseid tasub kasutada. Veidi erinevat arhitektuuri kasutatakse aga siis, kui on palju
sisendeid, kuid sisendid voivad vaid osade viljunditega seotud olla. K&ige tavalisemalt
on sisendiks 2D pildi andmed, kus kolmes jérjendis on iga pildi piksli kohta vastavalt
sinise, punase vOi rohelise virvi intensiivsuse vdirtus. Sellisel juhul kasutatakse enamasti
konvolutsioonilisi neurovorke.

1.2 Konvolutsiooniline neurovork

Konvolutsioonilistel neurovorkudel on erinevalt tavalistest périlevi neurovorkudest lisaks
konvolutsioonilised kihid, mis koosnevad kolmest etapist. Joonisel 2 on toodud abstraktne
joonis, kuidas tunnuseid nende abil leitakse, selles sisalduvaid mdisteid kirjeldatakse
jargmistes loikudes.
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Joonis 2. Konvolutsioonilise neurovorgu t60d selgitav abstraktne joonis [4].

Esimeses etapis toimuvad matemaatilised operatsioonid nimega konvolutsioonid
(convolutions), kus kahe funktsiooni pdhjal luuakse kolmas funktsioon, mis kirjeldab,
kuidas iiks funktsioon mdjutab teist. Sisendiks olevad kaks funktsiooni konvolutsioonilis-
tes neurovorkudes on mitmedimensionaalne jiarjend andmeid ja mitmedimensionaalne
jarjend Opitavaid parameetreid, viljundiks olev funktsioon kannab iildjuhul tunnuste
kaardi (feature map) nimetust.

Teises etapis rakendatakse mittenegatiivset lineaarfunktsiooni ehk ReL U, mis asendab
tunnuste kaardi negatiivsed viirtused nullidega. See toob mittelineaarsust vorku ehk
aitab leida andmetest keerulisemaid tunnuseid.

Kolmandas etapis tuleb kasutusse ahendus (pooling), mis asendab iiksikute neuro-
nite véljundid nende naabrite kokkuvotva viljundiga. See vihendab viikeste muutuste
tahtsust. Konvolutsioonikihte ja kirjeldatud etappe esineb koikides konvolutsioonilistes
neurovorkudes, aga mudelid voivad muude osade tottu siiski selgelt erineda.

Selles t66s on kasutuses neli konvolutsiooniliste neurovorkude arhitektuuri: ResNet,
ResNet SD, Wide ResNet ja DenseNet. Koik need on tuntud mudelid, mida kasutati
Kingsepa 2018. aasta magistritoos [3].

ResNet ehk residuaalne neurovork (Residual Network) on konvolutsiooniline neu-
rovork, mis kasutab lisaks tavalisele konvolutsioonilise neurovorgu arhitektuurile jaik-
tihendusi ehk annab varasemate kihtide sisendi otse hilisematele kihtidele samasusteisen-
dusega (identity function) [5]. Niide sellest on toodud joonisel 3.
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Joonis 3. Residuaalse neurovorgu jidkithenduste kasutus [5].

ResNet SD ehk residuaalne neurovork stohhastilise siigavusega (ResNet with Stoc-
hastic Depth) on ResNeti modifikatsioon, mis kasutab stohhastilist siigavust ehk liilitab
juhuslikult vilja osad kihid treeningprotsessis, mis suurendab kiirust ja vihendab iileso-
bitamist [6] . Wide ResNet on ResNeti variant, kus kihid on laiemad, aga neid on vihem
ehk mudeli siigavus on viiksem [7]. DenseNet (Dense Convolutional Network) omab
erinevalt tavalistest konvolutsioonilistest neurovorkudest L(L + 1)/2 ithendust iga kihi
ja sellele jargneva kihi vahel, L tdhistab mitmenda kihiga on tegemist [8]. Neid koiki
mudeleid kasutatakse tdendosuslike klassifikaatoritena.

1.3 Toendosuslik klassifikaator

Flachi 2012. aasta iilevaate kohaselt [9] on klassifikaator funktsioon, mis andmepunkti
X tunnuste viirtuste pohjal tagastab hulka Y kuuluva klassimérgendi. Binaarne klassi-
fikaator ennustab vaid kahe erineva kahe klassi korral. Uldjuhul toimub see siindmuse
toimumise kohta. Mitmeklassiline klassifikaator ennustab seda rohkem kui kahe klas-
si korral. Nditeks binaarne klassifikaator ennustab vaid, kas sademeid tuleb voi mitte,
mitmeklassiline vdib aga ennustada, kas tuleb vihma, lund, rahet vdi ei tule sademeid.

Toendosuslik klassifikaator on funktsioon, mis iga x € X korral tagastab tdenio-
susvektori (p1, ..., px), kus p; tdhistab ennustatud tdenéosust, et nende véirtuste pohjal
vastab z-le ¢-nda klassi mérgend [9]. Toendosusvektor tagastatakse neurovorkude korral
tildjuhul softmax funktsiooniga, mis viib mudeli arvutatud reaalarvulised véljundid vahe-
mikku O-st 1-ni, kus koigi viidrtuste summa on kokku tépselt 1 [2]. T60s kasutataksegi
klassifikaatori maistet tdendosusliku klassifikaatori tdhenduses ja proovitakse just selle
méadramatust kalibreerida.

1.4 Maiaramatuse kalibreerimine

Olgu kasutuses binaarne klassifikaator, kus ennustatakse sisendi pohjal, kas mérgend
on 0 voi 1. Enesekindlus olgu siin ennustatud tdenédosus, et médrgend on 1. Midramatust
kalibreerides tahetakse vihendada enesekindluse ja reaalse tdendosuse vahelist eksimust.



Reaalne tdenidosus olgu siin médrgendiga 1 andmepunktide osakaal nendest andmepunk-
tidest, mille korral klassifikaator on vaadeldava enesekindlusega. Niiteks tahetakse, et
andmepunktid, mille korral on klassifikaator 70% enesekindlusega, oleksid 70% korral
juhtudest mérgendiga 1. Kui see on tépselt nii ehk eksimus on 0, on mudel perfektselt
kalibreeritud. Samas ei tohi kalibreerides tdpsus ideaalis iildse kehvemaks minna, sest
tapsus on klassifitseerides ikkagi kdige tahtsam moodik. Mitmeklassilise klassifikaatori
korral aga nii lihtsalt kalibreeritust hinnata ei saa, sest kalibreerida on vaja iildjuhul
mitme klassi ennustusi [2].

Kull jt [10] on defineerinud klassifikaatori kalibreerimise kolmel erineval viisil.
Mitmeklassiliselt kalibreeritud voi lihtsalt kalibreeritud on klassifikaator p siis, kui
iga tdendosusvektori ¢ = (qi, ..., qx) korral vastab viljundiks olev vektor p(z) =
(p1(z), ..., pr(x)) tegelikule klassijaotusele. Valemis (1) on kirjas, kuidas see viljendub:

PlY=i|p(X)=¢q) =g igai=1,...,kKkorral. (1)

Enesekindluse jirgi kalibreerituks nimetatakse klassifikaatorit, kui kdikide ennustavate
maksimaalsete tdendosuste ¢ korral vastab tegelikult sellesse klassi kuuluvate andme-
punktide hulk ¢ viirtusele. Seda viljendab valem (2):

P (Y = argmax (H(X)) | max (p(X)) = ¢) = c. @)

Klassifikaatorit nimetatakse klassikaupa kalibreerituks, kui iga klassi ¢ korral vastab iga
ennustatav tdengosus p;(X) tegelikult sellesse klassi kuuluvate andmepunktide hulgale.
Vilja on toodud see valemis (3):

PY =i|pi(X) =aq) = ¢ 3)

Kui klassifikaator on mitmeklassiliselt kalibreeritud, siis on ta enesekindluse ja klassi-
kaupa kalibreeritud, vastupidiselt ei pruugi see kehtida [10].

Olgu kasutuses klassifikaator, mis ennustab, kas tuleb vihma, lund, rahet voi ei tule
sademeid. Kogu andmestikus suurusega 10 olgu 4 andmepunkti, mille mérgend vastab
vihmale, 2 lumele vastava margendiga andmepunkti, 1 rahele vastava margendiga and-
mepunkt ning iilejdéinud 3 puhul olgu tegemist sademeteta klassi kuuluvate andmepunk-
tidega. Kui klassifikaatori ennustuseks iga andmepunkti korral on tdendosusvektor (0,4;
0,2; 0,1; 0,3), on see koikide definitsioonide jirgi kalibreeritud. Mitmeklassiliselt on see
mudel kalibreeritud, sest selle viljund vastab tegelikult klassijaotusele (0,4;0,2;0,1;0,3).
Enesekindluse jéargi on kalibreeritud, sest maksimaalne tdenédosus 0,4 viljundis vastab
enim esineva klassi tdenédosusele. Klassikaupa on mudel kalibreeritud, sest 0,4 vastab
vihma tdhistava klassi kuuluvatele andmepunktide osakaalule, 0,2 lund tdhistava klassi
kuuluvatele andmepunktide osakaalule, 0,1 rahe klassi andmepunktide osakaalule ja
0,3 sademeteta klassi andmepunktide osakaalule. Definitsioonidele vastamine aga ei
tdhenda, et praktiliselt on kies suurepidrane mudel, sest selle tdpsus oleks selle ndite
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korral vaid 40%, sest iga kord ennustatakse, et tegemist on vihmaga. See néide néitab, et
definitsioonidest ainult ei piisa, et leida, kui hésti kalibreeritud klassifikaator on, vaja on
teistsuguseid moddikuid.

1.5 Kalibreerimise mootmine ja meetodid

Selle t606 aluseks on voetud Kédngsepa 2018. aasta magistritdoo [3], mis omakorda toetub
Guo 2017. aasta toole [11]. Selles alampeatiikis on kirjeldatud Kidngsepa t60s valitud
kalibreerimise moddikuid ning meetodeid, mida kisitletakse ka selles t60s.

Naeni jt [12] kohaselt on eeldatav kalibreerimisviga ehk ECE mdddik, mis hindab
mudeli kalibreerimise tdpsust, nididates prognoositud tdeniosuste ja tegelike sageduste
vahelist erinevust leides kaalutud keskmise tipsuse ja enesekindluse vahel M tulba kohta.
Tépsemalt toimub see n ennustuse korral valem (4) jirgi:

n

| Bl
ECE = Z " |ace(B,,) — conf(Bm)|. 4)
m=1

Valemis (5) on toodud suurima sellise vahe leidmine, mis on iihtlasi ka suurima kalibree-
rimisvea ehk MCE leidmine:

MCE = r{rllaXM}\acc(Bm) — conf(Bm)|. 5)

Neurovorkude modtmisel kasutatakse tihti negatiivset log-tdepédra ehk NLLi (Ne-
gative Log Likelihood). Tapsemalt hinnatakse mudeli ebakindlust leides prognoositud
toendosuste ja tegelike tulemuste vahelised erinevused. Olgu y vektor, kus y; on viirtu-
sega 1 vaid siis, kui klassi ¢ korral on tegemist tdese klassimérgendiga, vastasel juhul on
selle védrtus 0. Sel juhul saab NLLi leidmise panna kirja valemiga (6) [2]:

k
NLL == y;log(pi(X)) (6)
i=1

Kull jt 2019. aasta artikli kohaselt [10] on mudelite puhul probleem eelkdige liigse
enesekindlusega, mis tdhendab, et viljundiks olevas tdenidosusjaotuses on ennustatavate
klasside tdendosused liiga korged. Liigne enesekindlus tuleneb iildjuhul treeningand-
mestikule iilesobitamisest. Enamus kalibreerimismeetodid proovivad seda probleemi
lahendada prast tavalise treeningprotsessi 18ppu. Uks levinumaid viise selleks on Guo jt
loodud [11] temperatuuri skaleerimine. Temperatuur on reaalarvuline véértus, mis Opitak-
se treeningandmestikust eraldi oleva andmestiku peal, minimeerides moddikuna NLLi.
Seda kasutatakse uute enesekindluste leidmiseks valemiga (7), kus T on temperatuur, 2;

on viimaselt kihilt saadud reaalarvuliste véartuste vektor ja og;; softmax funktsioon:
Zi

¢ = Max oy <?> (k) (7)
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Temperatuuriga jagatakse 1dbi mudeli viimaselt kihilt saadud reaalarvulised védértused
enne kui need tOendosusteks teisendatakse. See ei muuda mudeli tdpsust, aga peaaegu
garanteeritult parandab kalibreeritust.

Kiangsepa t60s on késitletud veel teisigi meetodeid. Beeta kalibreerimisel kasutatak-
se NLLi moddikuna, et leida kolme parameetri vdirtused paremaks kalibreerimiseks.
Histogrammimeetod ja isotooniline regressioon kasutavad andmepunktide tulpadeks
jagamist ja minimeerivad kindla kaofunktsiooni védrtust. Need kolm meetodit jdid aga
Kéngsepa to0s enamuse moddikute osas selgelt alla temperatuuri skaleerimisele, kui
vorreldi védartusi samadel mudelitel ja andmestikel, mida ka selles t60s kasutatakse. Vaid
tdpsuse, tdpsemalt veamaiira ehk ebakorrektsete ennustuse osa juures olid beeta kalibree-
rimise tulemused paremad. Selles t66s vorreldakse jarkjiargulise killmutamise tulemusi
nende nelja kirjeldatud meetodiga, rohuasetus on vordlusel temperatuuri skaleerimise
tulemustega.

1.6 Jarkjirguline kiilmutamine

Kihi kiilmutamine tdhendab, et selle kihi kaale enam tagasilevi algoritmis ei muudeta,
need jddvad samaks kuni treeningprotsessi 16puni voi kuni need pole enam kiilmutatud.
Jarkjargulisel kiilmutamisel kiilmutatakse treeningprotsessi kdigus mingitel hetkedel
valitud kihte. Kuigi seda ja sarnaseid mdisteid on erinevates toodes kasutatud ka muu jar-
jekorraga kiilmutamisel, siis siin t60s moistetakse seda kui kiilmutamist, mis hakkab tihel
hetkel esimesest kihist ja toimub jérjestikku kuni viimase kihini, mis kiilmutatakse. Koik
kiilmutatud kihtide kaalud jdivad muutumatuks kuni treeningprotsessi 16puni. Kirjeldust
koikidest kiilmutamistest, sealhulgas nende kiilmutamise hetkedest ja kiilmutatavate
kihtide arvust, nimetatakse siin t60s jarkjargulise kiilmutamise skeemiks.

Uldjuhul on seda meetodit kasutatud treeningu kiirendamiseks. Seda on kasutanud
nditeks Xiao jt [13] oma uurimuses, kus erinevalt sellest to0st arvutati gradiendi muutu-
mise jdrgi, millal ning millised kihid kiilmutada. Uurimuses selgus, et selle tehnikaga on
voimalik saavutada populaaarse pildiandmestiku CIFAR-10 klassifitseerimisel peaaegu
sama tipsus kui ilma kiilmutamata. Kiill aga lidks treening selgelt kiiremaks. Rome-
ro jt [14] kasutasid siirdedppe raames tehnikat viisil, kus alustasid hilisemate kihtide
treenimisega ja hiljem treeningprotsessis toid kaasa esimeste kihtide treenimise. Seda
tegid nad eeldusega, et varasemate kihtide kaalud viljendavad rohkem iildiseid tunnuseid
ja hilisematega saab paremini peenhéédlestada mudelit kindla andmestiku jaoks. Seda
eeldust saab nende t66 pohjal lugeda enam-véihem tdeseks, sest selle meetodiga suutsid
mudelid olla sama tidpsed kui kiilmutamata mudeli tulemustega.

Romero jt to0s kasutatud eelduse pohjal vOiks ka arvata, et jarkjarguline kiilmutamine
saab olla efektiivne kalibreerimismeetod. Kui varasemate kihtide optimaalsemate kaalu-
deni on vdimalik jouda varem kui hilisemate kihtide juures, siis voib nende muutmine
kogu treeningprotsessi kdigus olla ebavajalik ja isegi viia liigse enesekindluseni. Nédide
sellest on toodud joonistel 4 ja 5. Joonistel on ndidatud ECE muutumine testandmestikul
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50 epohhi kestvas treeningus. Joonis 4 on kiilmutamiseta treening, joonisel 5 on tule-
mused kiillmutamise skeemi korral, kus 30. epohhi juures kiilmutatakse 80% kihtidest.
Tédpsemalt on kirjeldatud nende jooniste saamiseks kasutatud mudelit, treeningut ja
skeemide leidmist jargmises peatiikis.

0.09 7 — ECE

0.08

0.07

0.06

ECE

0.05 4

0.04

0.03 4

0.02 4

T
10 20 30 40 50
Epohhid

Joonis 4. Kiilmutamata treenitud konvolutsioonilise neurovorgu ECE muutumine.

0.09 7 — ECE

=== Kulmutamise hetk
0.08

0.07 4

0.06

ECE

0.05 +

0.04

0.03 4

0.02 4

10 20 30 40 50
Epohhid

Joonis 5. Konvolutsioonilise neurovorgu ECE muutumine pérast 30. epohhi juures kiil-
mutamist.
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Jooniste vordluses on néha, et ECE véirtus tduseb umbes viimase 20 epohhi juures
kiilmutamata treenides. Kiilmutamise jirel aga trend on pigem iihtlane ning ECE véirtus
on 10puks madalam kui 30. ja 35. epohhi juures. See on niide sellest, et jirkjiarguline
kiilmutamine voiks liigse enesekindluse vastu aidata. Kuna kiilmutades on tagasilevi
algoritmis vahem kaalusid, mida muudetakse, ldheb mudel vidhem keerukaks ning voib
vihem iilesobituda treeningandmestikule, mis iihtlasi vOiks ka aidata vdhendada liigset
enesekindlust. Vordluse saab ka tuua temperatuuri skaleerimisega, kus sisuliselt kiil-
mutatakse koik peale viimase kihi ning treenitakse seda. Selge erinevus on kiill see, et
see viimane kiht on iiks parameeter ning selle viirtus leitakse teise andmestiku peal,
ildjuhul valideerimisandmestikul. Varem pole jarkjargulist kiilmutamist kalibreerimise
eesmirgiga uuritud, jargnevas peatiikis kirjeldataksegi, kuidas seda esmakordselt tehakse.
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2 Jarkjargulise kiilmutamise meetodi implementeerimi-
ne ja uurimine

To60 eesmirk on leida, kas jarkjirgulise kiilmutamise meetod aitab vihendada konvo-
lutsiooniliste neurovorkude liigset enesekindlust tuntud pildiandmestikel ning milline
on parim viis selle meetodi rakendamiseks. Selleks kirjeldatakse jargnevalt, kuidas jark-
jargulise kiilmutamise meetod implementeeriti ja eksperimendid selle uurimiseks 1dbi
viidi.

2.1 Ulevaade jirkjirgulise kiilmutamise implementeerimisest

Selles alampeatiikis on vélja toodud jirkjirgulise kiilmutamise implementeerimiseks
kasutatud tarkvara, kasutatud andmestikud ning implementeerimise protsess. Eksperi-
mentide kood on kirjas repositooriumis, mille link on toodud lisas 1.

2.1.1 Kasutatud tarkvara

To6s on kasutatud Markus Kidngsepa 2018. aasta magistritéo "Calibration of Convolutio-
nal Networks" [3] ldhtekoodi, sest selles on varasemate artiklite pohjal implementeeritud
tuntud konvolutsiooniliste neurovorkude arhitektuurid, nende treeningprotsess ja lisaks
rakendatud ka tuntud kalibreerimismeetodeid. See teeb iisna lihtsaks koikide nende
mudelite loomise ja treenimise ning annab voimaluse vOrrelda, kuidas jirkjdrguline
kiilmutamine tulemusi mdjutab. Kogu ldhtekood on kirjutatud Pythoni programmeerimis-
keeles ning mudelite loomiseks ja treenimiseks on kasutatud Kerase raamistikku [15].
Lisaks on kasutatud NumPy, pandase ja scikit-learni raamistikke erinevate arvutuste ja
masindppe protseduuride tegemiseks.

Samuti on kasutatud ChatGPT abi nii jarkjargulise kiilmutamise implementeerimisel
kui ka mudelite treenimisel. Uldjuhul anti mudelile sisendiks veateade ning vastuse abil
prooviti vigu lahendada v&i tahetava abimeetodi kirjeldus ning vastuseks saadud koodi
abil loodi vastavaid meetodeid. Lisaks on ChatGPTd kasutatud valemite, tabelite ning
viidete vormistamiseks.

2.1.2 Kasutatud andmestikud

Nagu eelnevalt kirjeldatud, implementeeriti Kédngsepa t60s [3] konvolutsioonilisi neuro-
vorke monedel tuntud andmestikel ja rakendati nendele mudelitele mitmeid kalibreeri-
mismeetodeid [3]. Voimalikult heaks vordluseks nende tulemustega on kasutatud ka siin
samu arhitektuure ja andmestikke, mille treeningprotsessi on vaid lisatud jirkjarguline
kiilmutamine.

15



Eelnevas peatiikis vilja toodud mudelitega leiti tipsus ja kalibreerimistulemused
neljal erineval pildiandmestikul. Nendeks on CIFAR-10, CIFAR-100 ja SVHN nimelised
andmestikud ning lisaks esimeses eksperimentide etapis FMNISTi andmestik.

CIFAR-10 koosneb 60000 pildist, mis on vordselt jagatud 10 erinevasse klassi: lennuk,
auto, lind, kass, pdder, koer, konn, hobune, laev ja veoauto [16]. CIFAR-100 andmestik on
sarnane, aga 100 erineva klassiga [16]. SVHN (Street View House Numbers) on kogumik
virvilisi pilte majanumbritest, kus on vaja klassifitseerida iiks keskne number, kuigi
numbreid voib pildil veel olla [17]. Kui need andmestikud koosnevad koik virvilistest
piltidest 32x32 dimensioonidega, siis FMNIST (Fashion-MNIST) sisaldab must-valgeid
28x28 pilte, mis jagunevad kiimnesse klassi riideesemete jargi [18]. Need asjaolud
teevad selle andmestiku peal treenimise kiiremaks kui teistel andmestikel, mis oli vajalik
esimese etapi eksperimentide tegemiseks.

Andmestikud jaotati treening-, valideerimis- ning testandmestikeks Kidngsepa t66
kirjelduste jirgi [3]. CIFAR-10 ja CIFAR-100 korral oli treeninguks 45000 pilti, validee-
rimiseks 5000 pilti ning testimiseks 10000 pilti. SVHN andmestikul treenides oli 598388
pilti treeningandmestikus, 6000 pilti valideerimisandmestikus ning 26032 testandmestiku
pilti. Lisaks oli FMINISTi kasutades treeninguks 6000 pilti, valideerimiseks 5400 pilti
ning testimiseks 10000 pilti.

Andmestike juures tuleb mainida ka andmete eelt6otlust ning rikastamist. SVHN ja
FMNIST andmetele tehakse eeltootlust lahutades iga piksli kolme pohivirvi viirtustest
ehk kanalitest selle kanali treeningandmestiku keskmine viirtus ning jagatakse see tule-
mus samamoodi leitud standardhélvega [6]. Sarnaselt tehakse CIFAR-10 ja CIFAR-100
andmestikel, ainult ResNeti mudeli korral leitakse keskmine ja standardhilve koikide
kanalite peale kokku [11]. Selline eeltootlus viib koik védrtused vahemikku, mis so-
bib konvolutsioonilisele neurovorgule paremini [1]. Lisaks kasutatakse CIFAR-10 ning
CIFAR-100 andmestike juures andmete rikastamist, kus pdoratakse osasid pilte ning
lisatakse igasse ddrde juurde 4 pikslit, mille jdrel kérbitakse juhuslikult pilte algsesse suu-
rusesse tagasi [11]. See lisab treeningandmestikku rohkem andmeid, mis voiks mudelit
treenimisel paremaks teha [1].

2.1.3 Jirkjirgulise kiilmutamise implementeerimine

Kingsepa repositooriumis oli juba olemas mudelite arhitektuur ning nende treenimis- ja
hindamisprotsess, sealhulgas kalibreerituse hindamine varem mainitud nelja mdddiku-
ga [3]. Lisada tuli aga jéarkjargulise kiilmutamise osa treenimisele. Kiilmutamine oli alati
alates esimesest kihist jirjest kuni viimase kiilmutatavani. See tihendas, et treenimisele
on ette antud iga mudeli kihi jaoks epohhi arv, mille juures seda enam ei treenita ehk
selle kaalud enam ei muutu. Pirast ithe vo1 mitme kihi kiilmutamist tuleb mudel uuesti
kompileerida ja alles siis saab seda edasi treenida kuni jirgmise epohhini, kus jargmiste
kihtide kiilmutamine toimub.

Mudelitel oli Kéngsepa ldhtekoodis iga andmestiku juures midratud Opisammu
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viidrtuse muutumine epohhi arvust olenevalt. Tavaliselt saab need muutused ette anda
Kerase vaikemeetodiga, mis loeb epohhe alates viimasest mudeli kompileerumisest.
Kuna aga jérkjirgulise kiilmutamisega oli vaja kompileerida mudelit korduvalt, oli vaja
luua uus meetod, mis loeks kdik epohhid kokku ja muudaks dpisammu sellest olenevalt.
Vorreldes Kingsepa lihtekoodiga oli vaja ka muuta ja lahendada iiksikuid probleeme,
mis olid tekkinud nii Kerase kui ka teiste raamistike muutustest pérast algse koodi
kirjutamist. Niiteks oli vaja muuta osade meetodite nimesid mudelite loomisel voi muuta
andmestruktuure, mida ette anda NLLI arvutamiseks. Pérast probleemide lahendamist
sai alustada eksperimenteerimisega.

2.2 Jarkjargulise kiilmutamise eksperimendid

Kui jéirkjérguline kiilmutamine oli implementeeritud ning kood korduvalt testitud erine-
vate mudelite ja andmestike puhul, sai alustada protsessi eksperimentide ldbi viimiseks.

Algne plaan oli lokaalsete voi muude lihtsalt kittesaadavate ressurssidega teha algseid
teste, mida kutsutakse siin t60s esimeseks etapiks. Teises etapis oli plaan viia edasi
1 kuni 3 parimat jarkjargulise kiilmutamise skeemi tdisandmestike peal testimiseks.
Algupiraste eksperimentide tulemused pole aga vilja toodud. Need eksperimendid
koosnesid tihti mitmetest erinevatest kiilmutamisest, mis tihendas, et ei saanud selgeks
teha, kuidas mdjutasid erinevad muutused treeningprotsessis tulemust. Edasiselt muudeti
veidi ldhenemist, selle kirjeldus on toodud jirgmises alampeatiikis.

2.2.1 Eksperimenteerimise esimese etapi Kkirjeldus

Esimeses etapis sooritati teste lihtsama ja viiksema andmestiku peal arvutusressurside
kokkuhoidmiseks, et leida parimad variandid kiilmutamiseks, mida hiljem rakendada
Kingsepa t60s kirjeldatud treeningutele.

Selles etapis tehtud eksperimendid on tehtud FMNISTi andmestikul ResNet SD
mudeliga, millel on 152 konvolutsioonikihti. Vaja oli leida andmestik, mida oleks voi-
malik {ihe mudeliga treenida koondumiseni 5 kuni 10 minutiga, et kdik eksperimendid
oleks vdimalik mdistliku aja sees dra teha. Kéngsepa to6s kasutatutest oli ehk kiireimaks
treeninguks parim SVHN andmestik, sest see sisaldas vaid numbreid [3], kuid ka vaid
5% treeningandmeid kasutades ei olnud soovitud ajavahemik piisav treenimiseks. Seega
tuli proovida veel lihtsamat andmestikku, aga ideaalis viltida nii lihtsat andmestikku
nagu nditeks vaid késikirjas numbreid sisaldav MNIST, sest selle peal on voimalik viga
hiid tulemusi saada iisna lihtsate mudelitega. Valikusse tuli FMNISTi andmestik, mille
peal ei saada nii hdid tdpsuse tulemusi nagu MNISTi peal, aga tegemist on siiski must-
valgete 28x28 dimensioonidega piltidega ehk treenimine on kiirem kui kdikidel teiste
mainitud andmestike korral, kus kasutuses virvilised 32x32 pildid. Kahjuks ka selle
korral sai kasutada vaid 10% treeningandmetest, et 10 minutiga koondumise ldhedale
jouda treenides. Kuna kogu see proovimine algas SVHN andmestiku peal, mida treeniti
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ResNet SD mudeliga, siis sai ka see mudel valitud nendeks eksperimentideks. See on
kiill otsus, mida vdiks muuta tagasi vaadates, sest kuigi oli soov kasutada mudelit, mida
kasutatakse ka teises etapis, siis oleks voinud ehk valida vdiksema mudeli, mis oleks
joudnud soovitud ajavahemikus koonduda suurema andmestiku korral.

Treening kestis 50 epohhi ning selle kdigus muutus Opisamm sarnase tempoga nagu
paljude Kingsepa t60s tehtud treeningute korral [3], kus Opisammu védrtus langes
10 korda 50% epohhide juures ja veel 10 korda, kui 75% epohhidest oli méodunud.
Tépsemalt oli dpisammu védrtus siin esimesed 25 epohhi 0,01, jargmised 15 epohhi
0,001 ning viimased 10 epohhi 0,0001. Tuleb kiill mirkida, et koik need véartused on 10
korda madalamad kui tavaliste tdisandmestikega treeningute korral, sest vastasel juhul ei
saanud mudel koonduda.

Esimeses eksperimentide etapis valiti 5 eri epohhide arvu, millal kiilmutada, et vOr-
relda kiilmutamist olenevalt epohhide arvust ning kiilmutatud kihtide arvust. Epohhide
arvude valikuteks olid 10, 20, 30, 40 ja 45, see andis voimaluse vorrelda kiilmutamise
hetki koigi erinevate opisammu véaartuste juures. Nende epohhide juures kiilmutati 20%,
40%, 60%, 80% vo1 90% kihtidest. Igat kombinatsiooni jooksutati 8 korda, et saada
iga kombinatsiooni kohta vOimalikult usaldatav tulemus. Usaldatavuse suurendamiseks
arvestati neist 4 keskmisega ehk eemaldati on 2 parimat ja 2 halvimat tulemust, et juhus-
likult viiga head voi viga kehvad tulemused eemaldada. Lisaks on kdikidele mudelitele
rakendatud temperatuuri skaleerimist, sest see oli kalibreerimise jaoks Kéngsepa t66s
parim meetod ning ka siin to6s parandas ECE ja NLLi tulemusi [3]. Eelkdige oli eesmirk
nii esimeses kui teises eksperimentide etapis vorrelda, kas jarkjdrguline kiilmutamine
vihendab liigset enesekindlust miiral, mida on osade mdddikute arvestuses niha pi-
rast kalibreerimismeetodi rakendamist. Esimese etapi tulemused on toodud jidrgmises
alampeatiikis.
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2.2.2 [Eksperimenteerimise esimese etapi tulemuste analiiiis

Kombinatsioonide vordlust veamédira, ECE ja NLLi arvestuses on niha vastavalt joonistel
6, 7 ja 8. Tulemused on leitud pirast temperatuuri skaleerimist. Kodikide niitajate puhul
kehtib reegel, et madalam tulemus on parem. Seega on nendel soojuskaartidel (heatmaps)
tumesinised lahtrid parimate tulemustega ning tumepunased halvimate tulemustega.
"Puudub'rea ja veeru nimega ruut tdhistab tulemust, kus kiilmutamist ei rakendatud.
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Joonis 8. Soojuskaart kombinatsioonide NLLi vordlusest.

Pérast temperatuuri skaleerimist olid ECE tulemused viga sarnased. Seega ei olnud
motet selle mdddiku jérgi siin etapis otsuseid teha. Pigem tuli ldhtuda veamiira ja
NLLi véirtustest, eriti vorreldes ilma kiilmutamata saadud tulemusega, mida vGib siin
kutsuda etaloniks. Nendes arvestustes jdid kdik enne 30. epohhi tehtud kiilmutamised alla
etalonile. Samas enamus hiljem tehtud kiilmutamistest suutis parandada algset tulemust
molema moddiku osas. Moddikutest enam peaks arvestama NLLi, sest antud t66 on
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kalibreerimise kohta.

Just viis parimat kombinatsiooni NLLi véirtuse jirgi sai valitud jirgmisesse ala-
metappi, kus nendele kiilmutamistele lisati teine kiilmutamine. Need olid 30. epohhi
juures 20% kihtide kiilmutamine, 30. epohhi juures 80% kihtide kiilmutamine, 30. juures
90% kiilmutamine, 40. juures 20% kiilmutamine ja 45. juures 90% kiillmutamine. Teise
kiilmutamisena tehti 14bi koik variandid algsetest kombinatsioonidest, mis olid selle
esimese killmutamise korral voimalikud ning lisati ka osad hilisemad ja veel rohkemate
kihtidega kiilmutamised, mis olid 45. juures 95% kihtide kiilmutamine, 45. juures 98%
kiilmutamine, 48. juures 95% kiilmutamine ja 48. juures 98% kiilmutamine.

Kui esimesed kiilmutamised néitasid, et vihemalt selle mudeli ja andmestiku korral
on mitmeid kombinatsioone, mis edestavad tavalist treeningut koikide moddikute osas,
siis teiste killmutamistega ei leidunud iihtegi kombinatsiooni, mis oleks toonud tipsuse
ja NLLi korral edasisi paranemisi nagu joonistel 9 ja 10 on ndha. Neist kiill 30. juures
90% kiilmutamine ja hilisemad kiilmutamised tdid kaasa viga sarnased tulemused esi-
mestele kiilmutamistele, aga iildjuhul teised kiilmutamised tdid kaasa veaméddra ja NLLi

suurencmise.
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Joonis 9. Soojuskaart kahe kiilmutamise kombinatsioonide veamééra vordlusest.
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Joonis 10. Soojuskaart kahe kiilmutamise kombinatsioonide NLLi vordlusest.

Seega tuli vastu votta otsus kolmandaid kiilmutamisi enam mitte teha ning liikkuda
edasi teise etappi parimate skeemidega. Valitud sai kaks. Esiteks parima NLLi saavutanud
30. epohhi juures 80% kihtide kiilmutamine, mis sai tdhistuse S1. Teiseks 30. epohhi
juures 90% kiilmutamise ja 48. epohhi juures 98% kiilmutamise kombinatsioon, sest see
saavutas ainult 0,001 kehvema NLLi kui lihtsalt 30. epohhi juures 90% kiilmutamine,
aga erineb esimesest valitud skeemist rohkem ning ldheb kokku paremini t66 esimeses
peatiikis mainitud temperatuuri skaleerimise vordlusega. Teine skeem sai tdhistuse S2.
Jargnevas alampeatiikis on kirjeldatud lédbi viidud treeninguid, kus enamus treeningutel
on epohhide arv erinev kui 50. Seega on esimeses etapis leitud kiilmutamise hetked
voetud suhtarvuna kogu epohhide arvust ehk 30. epohhi puhul 60% epohhide arvust ja
48. epohhi puhul 96% epohhide arvust.

2.2.3 Eksperimenteerimise teise etapi Kkirjeldus

Teises etapis treenitakse koik varem mainitud mudelid vastavalt Kéngsepa t60 kirjeldus-
tele ja ldhtekoodile rakendades juurde kahte valitud jarkjargulise kiilmutamise skeemi [3].
Selles alampeatiikis on kirjeldatud, kuidas need treeningud lébi viidi.

Ressurssidena kasutati siin Tartu Ulikooli High Performance Computing Centre
ressursse [19], tipsemalt Nvidia Tesla V100 GPUd ja Kaggle ressursse [20], tdpsemalt
Nvidia Tesla P100 GPUd. Esimest kasutades esines torkeid ja ajalimiite, mis noudsid
meetodi loomist, mis suudaks eelmist treeningut jitkata kohast, kus viimane kaalude fail
oli salvestatud.

Kaik treeningud tehti Kéngsepa t66 [3] lahtekoodi ja kirjelduste jargi. Jargnevates
I6ikudes on vilja toodud ka viited varasematele artiklitele, mille jargi Kdngsepa t60s-
se hiiperparameetrite viirtused ja implementatsioon valiti. Optimiseerimise algoritm
oli iga treeningu juures stohhastiline gradientlaskumine, kus Nesterovi inertsitegur oli
vidrtusega 0,9. Miniploki suurus oli 128, ainus erand oli DenseNeti treenimine. Koi-

22



kide treeningute juures leiti tulemused pérast kogu epohhide arvu ja lisaks testiti ka
pérast igat epohhi saadud kaalusid valideerimisandmestikul ning lisati parim mudel
valideerimisandmestikul tulemuste vordlusesse.

ResNeti mudel oli 110 konvolutsioonikihti sisaldav ning seda treeniti CIFAR-10 ja
CIFAR-100 andmestikel kasutades Li 2017. aasta artikli ldhtekoodi [21] ning He jt 2015.
aasta artikli kirjeldusi [5]. Treening kestis kokku 200 epohhi ehk esimese skeemi esimene
kiilmutamine toimus pirast 120. epohhi. Opisamm oli esimesed 80 epohhi 0,1, jirgmised
70 epohhi 0,01 ning 16pus 0,001.

ResNet SD mudelit treeniti Huangi jt 2016. aasta artikli pShjal [6], implementatsioon
parineb Cheni 2016. aasta koodist [22]. CIFAR-10 andmestikul treenides ei hakanud
see mudel alguses koonduma. Vdimalus oleks olnud alustada viiksema Opisammuga,
kuid see oleks vordluse saamiseks ndudnud ka ilma kiilmutamata treenimist ja testimist,
milline dpisamm toimiks. Seega toimus treening vaid CIFAR-100 ja SVHN andmestikel.
CIFAR-100 andmestiku mudel oli 110-konvolutsioonikihiline ning treening kestis kokku
500 epohhi, dpisamm oli vadrtusega 0,1 250 epohhi, 0,01 kuni 375. epohhini ning
viimased 125 epohhi 0,001. SVHN andmestikul treenimine oli kokku vaid 50 epohhi,
30. epohhi juures langes opisamm 0,1 pealt 0,01 peale ning 35. epohhi juures liks see
veel 10 korda viiksemaks. Lisaks oli esimesed 2 epohhi dpisamm 0,04, et koondumine
toimuks.

Wide ResNet oli siin 32 konvolutsioonikihiga neurovork, mille implementatsioon pi-
rines Majumdari 2018. aasta ldhtekoodist [23]. Hiiperparameetrite viértused treeninguks
tulid Zagoruyko and Komodakise 2016. aasta artiklist [7] . Treening kestis CIFAR-10 ja
CIFAR-100 andmestikel 200 epohhi. Opisamm algas 0,1 peal ning langes 20 korda nii
60., 120. ja 160. epohhi juures.

DenseNeti mudel koosnes 40 konvolutsioonikihist, selle implementatsioon on voetud
Majumdari 2018. aasta [24] ning Yu 2017. aasta repositooriumitest [21]. Treeningud
toimusid CIFAR-10 ja CIFAR-100 andmestikel Huangi jt 2018. aasta t66s kirjeldatud
hiiperparameetrite véirtuste pohjal [8] . Need olid ainsad treeningud, kus miniploki
suurus oli 64. Opisamm oli 0,1 esimesed 150 epohhi, 0,01 jirgmised 75 ning 0,001
viimased 75 epohhi.
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3 Eksperimenteerimise teise etapi tulemuste analiiiis

Siin peatiikis analiiiisitakse teise etapi tulemusi veamiidra, NLLi ja ECE osas. Kasu-
tuses on sarnased tabelid nagu Kéngsepa td0s ning jarkjirgulise kiilmutamise skeemide
tulemusi on vorreldud Kéngsepa t66 tulemustega [3]. Nende vordluste tabelites on too-
dud mudeli nimi, andmestik, ilma kiilmutamata tulemus ehk Algne ning seejirel viie
kalibreerimismeetodi tulemused. Histo tdhistab histogrammimeetodit, Iso isotoonilist
regressiooni, Temp temperatuuri skaleerimist ning Beeta beeta kalibreerimist.

Nende jdrel on 4 veergu selle to6 tulemusi. S1 tdhistab esimese skeemi ehk 60%
epohhide juures 80% kihtide kiilmutamise 10plike kaalude tulemust ehk mudelit, mis on
saadud parast koikide epohhide moddumist. S2 tdhistab teise skeemi ehk 60% epohhide
juures 90% kihtide ning 96% epohhide juures 98% kihtide kiilmutamise 16plike kaalude
tulemust. S1* tdhistab parimat leitud mudelit valideerimisandmestiku pohjal esimese
skeemiga treenides ning S2* parimat leitud mudelit valideerimisandmestiku pohjal teise
skeemi korral. Kdik tulemused on leitud pérast temperatuuri skaleerimist, sest see oli
Kingsepa t06s koige edukam kalibreerimismeetod enamus moddikute arvestuses [3].
Kalibreerimata tulemuste vordlused NLLi ja ECE arvestuses on toodud lisades 2 ja 3.
Iga tulemuse kohta on toodud selle jirk vaadeldava treeningu kohta alaindeksina ning
16puks leitud keskmine jirk iga meetodi kohta. Lisaks nende kolme mdddiku vordlustele
on peatiikis toodud ka jéarkjdrgulise kiilmutamise ajalise moju analiiiis.

3.1 Veamaira vordlus

Tabelis 1 on toodud veaméiira vordlus. See on moddik, mille véirtust temperatuuri
skaleerimine ei muuda. See oli ka mdddik, kus beeta kalibreerimine suutis temperatuuri
skaleerimist edestada, aga teised meetodid muutsid tdpsuse kalibreerimata mudelitest
kehvemaks [3].

Tabel 1. Veamdira (%) vordlus mudelite ja andmestike kaupa.

Mudel Andmestik | Algne | Histo Iso Temp | Beeta S1 S2 S1* S2*
DenseNet 40 CIFAR-10 7,584 79938 7,657 7,584 7,596 7,573 7,999 7,492 7,371
DenseNet 40 CIFAR-100 | 30,05 | 32,497 | 30,226 | 30,05 | 29,81, | 30,025 | 29,87, | 41,09 | 36,885

ResNet 110 CIFAR-10 | 6,44, | 6,59; | 6,36, | 6,44, | 6,44, | 7,155 | 6,935 | 7.17 | 7.0
ResNet 110 CIFAR-100 | 28,52, | 31,260 | 29,31, | 28,52, | 28,36, | 29,98 | 30,325 | 29,915 | 30,31,
ResNet SD 110 | CIFAR-100 | 27,175 | 29,749 | 27,475 | 27,174 | 26,325 | 24,89, | 25,545 | 25,4, | 26,28,
ResNet SD 152 | SVHN 1,85, | 2,07 | 1,964 | 1,85, | 1,821 | 236 | 2,77s | 2,387 | 2,775

Wide ResNet 32 | CIFAR-10 6,075 | 6,187 | 5983 | 6,075 | 5945 | 593, | 6,04, | 9,099 | 6,513
Wide ResNet 32 | CIFAR-100 | 26,18, | 28,897 | 26,334 | 26,18, | 25,985 | 25,72, | 25,835 | 32,8y | 32,48g
Keskminejéirk ‘ ‘ 3,52 ‘ 7,12() ‘ 4,885 3,52 ‘ 2,621 ‘ 3,884 ‘ 5,256 ‘ 6,58 ‘ 6,387 ‘

Mblema skeemi 10plikute kaaludega mudelid on iisna selgelt paremad kui valideeri-
misandmestiku parimad mudelid, kuigi Kidngsepa t60s leiti nii DenseNeti kui ResNet SD
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tulemused just valideerimisandmestiku parimate mudelite jirgi. Viljaspool paari erandit
oli S1* ja S2* tulemused iithed viimastest koikide treeningute korral. Esines ka viga
kehvasid tulemusi nende korral, niditeks DenseNet 40 mudelit CIFAR-100 andmestikul
treenides olid S1* ja S2* tulemused kiilmutamata variandist vastavalt iile 10% ja 6%
kehvemad.

S1 ja S2 keskmise leitud jdargu pohjal temperatuuri skaleerimise ning beeta kalibreeri-
mise tulemust ei edestanud. S1 suutis kiill mone treeningu juures koiki teisi meetodeid
edestada, kuid nditeks ResNet 110 mudeli osas oli iiks kehvemaid. Sarnast koikumist
esines ka S2 korral, kuid iildkokkuvéttes oli see teine skeem esimesest veidi kehvem.
Erinevused polnud aga kunagi viga suured ning jdid pea koikide vordluste osas alla
2%, tihti olid need veel viiksemad. Uhe erandina ResNet SD 110 mudeli CIFAR-100
treenimisel suutis esimene skeem koiki Kéngsepa t60s leitud tulemusi iile 2% edestada.

3.2 NLLi vordlus

NLL oli esimeses etapis moddik, mille jirgi 10plikud otsused tehti. Selle tdhtsus ei
vihene ka selles etapis ehk selle tulemusi saab tdsiselt arvestada jarelduste tegemisel..
Kingsepa to0s tulid parimad tulemused iisna selgelt temperatuuri skaleerimisega, ainult
beeta kalibreerimine joudis ldhedale temperatuuri skaleerimise tulemustele [3]. Tabelis 2
on niha vordlused selle t60 tulemustega.

Tabel 2. NLLi vordlus mudelite ja andmestike kaupa.

Mudel Andmestik | Algne Histo Iso Temp Beeta S1 S2 S1* S2*
DenseNet 40 CIFAR-10 | 0,42825 | 0,5725¢ | 0,27737 | 0,22515 | 0,23924 | 0,2249, | 0,23915 | 0,2259, | 0,2187,
DenseNet 40 CIFAR-100 | 2,01745 | 4,18299 | 1,64917 | 1,0571, | 1,1532, | 1,0705, | 1,0705, | 1,4647; | 1,31865

ResNet 110 CIFAR-10 | 0,35835 | 0,5472¢ | 0,2708; | 0,2093, | 0,2139, | 0,226 | 0,21013 | 0,2249;5 | 0,2079,
ResNet 110 CIFAR-100 | 1,69377 | 4,2139¢ | 1,89265 | 1,09173 | 1,1318, | 1,1389; | 1,165¢ | 1,0621; | 1,0794,
ResNet SD 110 | CIFAR-100 | 1,35257 | 4,0187, | 1,63715 | 0,9421; | 0,9643¢ | 0,8745, | 0,89223 | 0,891, | 0,9108,
ResNet SD 152 | SVHN 0,08545 | 0,2887y | 0,1093¢ | 0,0786, | 0,0796, | 0,0993, | 0,1124; | 0,10065 | 0,1126g

Wide ResNet 32 | CIFAR-10 | 0,3817g | 0,5132¢ | 0,2327¢ | 0,19155 | 0,2025 | 0,1854, | 0,1822; | 0,2653; | 0,192,4
Wide ResNet 32 | CIFAR-100 | 1,80225 | 3,9352¢ | 1,5607; | 0,9445, | 1,0386, | 0,94665 | 0,9423, | 1,1557¢ | 1,13115

Keskmine jark | | 7125 | 90y | 7.0 [ 25 [ 438 | 312, | 355 | 45 | 375 |

Esimese eksperimentide etapi tulemused niitasid, et pirast temperatuuri skaleerimist
on NLLi tulemused selgelt veaméiraga korreleeruvad. S1* ja S2* keskmised jargud olid
paremad kui veamééra osas, kuid jdid 10plike kaalude tulemustele iildjuhul alla.

NLLi arvestuses on S1 ja S2 tulemused paremad ilma kiilmutamata temperatuuri
skaleerimisest tipselt nende treeningute osas, kus tulemused olid ka paremad veamééra
osas. Sarnaselt eelmisele alampeatiikile on vahed iisna viiksed kahe skeemi 10plike
kaalude tulemuste ning Kidngsepa t60 temperatuuri skaleerimise tulemuste vahel. NLLi
vordluses on aga koikidel teistel kalibreerimismeetoditel selgelt kehvemad tulemused,
sest jarkjargulise kiilmutamise mudelitele on rakendatud temperatuuri skaleerimist, seega
on S1 ja S2 keskmised jargud madalamad.
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3.3 ECE vordlus

ECE numbrid on tabelis 3 toodud protsendina. Selle arvestuses oli Kéngsepa to0s selgelt
parim meetod temperatuuri skaleerimine. Teised meetodid jdid selgelt alla.

Tabel 3. ECE (%) vordlus mudelite ja andmestike kaupa.

Mudel Andmestik | Algne | Histo Iso | Temp | Beeta | S1 S2 S1* S2*
DenseNet 40 CIFAR-10 559 | 2,133 | 1,685 | 0,955 | 1,7; | 0,93, | 0,63, | 0,875 | 0,63,
DenseNet 40 CIFAR-100 | 21,169 | 11,975 | 5256 | 0,9; | 6,037 | 0,915 | 0,915 | 1,345 | 1,094

ResNet 110 CIFAR-10 | 4,759 | 1,25¢ | 1,475 | 1,135 | 1,427 | 1,215 | 0,752 | 1,194 | 0,61,
ResNet 110 CIFAR-100 | 18,489 | 9,065 | 6,547 | 2,38, | 4,66 | 1,775 | 2,555 | 1,62, | 1,7,
ResNet SD 110 | CIFAR-100 | 15,869 | 7,65 | 5,217 | 1,214 | 3,55¢ | 1,155 | 0,96, | 1,555 | 0,98,
ResNet SD 152 | SVHN 0,869 | 0,533 | 0,25, | 0,61, | 0,52 | 0,815 | 0,695 | 0,767 | 0,76

Wide ResNet 32 | CIFAR-10 | 4,51, | 1,01, | 1,19 | 08, | 097 | 0,58, | 0,52, | 0,855 | 0,595
Wide ResNet 32 | CIFAR-100 | 18,78, | 7,645 | 5,82 | 0,78, | 7,017 | 1,65 | 1,98, | 1,11, | 1,77,
Keskmine jark | [ 905 | 705 [ 6,027 ] 3255 | 605 | 3,75 ] 2,75, | 405 | 2.88;

ECE arvestustes suutis S2* saavutada parema keskmise jargu kui S1, kuid jéllegi olid
molema skeemi korral 10plike kaalude keskmised jdrgud paremad kui valideerimisand-
mestiku parima tulemuse jirgi valides.

S2 oli ECE vordluses enamus treeningute korral parem kui tavaline temperatuuri
skaleerimine, eriti selgelt paranes seda skeemi kasutades kalibreeritus ECE arvestuses
CIFAR-10 andmestikul. S1 tulemused olid vaid kahe treeningu puhul paremad kui 52
omad, aga olid kiilmutamata temperatuuri skaleerimisest neljal puhul madalama ECE
védrtusega.

3.4 Ajaline vordlus

Tabelites 4 ja 5 on toodud vastavalt esimese ja teise skeemi ajalised vordlused enne ja
pérast kiilmutamisi, koik ajad on sekundites. Esimeses veerus on keskmine epohhi ajaline
pikkus enne kiilmutamist ning teises veerus summaarne aeg selle pohjal. Jargnevates
veergudes on keskmised epohhide pikkused pirast kiilmutamisi, esimese skeemi puhul oli
kiilmutamisi iiks ning teise skeemi korral kaks. Eelviimases veerus on tegelik summaarne
aeg. Lopuks on toodud kui palju kogu aeg vihenes protsentides. Siin tuleb kiill mainida,
et arvutus on tehtud puhtalt epohhide aja jirgi, vélja on jdetud protsessid enne treenimist,
epohhide vahel toimuvad protsessid nagu valideerimisandmestikul ennustamine ja failide
salvestamine ning arvutused pérast treeningut. Nende sisse arvestamisel suureneksid
molemad koguajad lisna sarnasel miéral ehk vihenemise protsendid ilmselt veidi lan-
geksid. Kuna aga esines torkeid nagu niiteks internetiithenduse peatumine voi koguni
treeningu katkemine, siis tundus kdige maistlikum vorrelda puhtalt kaua epohhid kokku
aega votsid.
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Tabel 4. Esimese skeemi ajaline vordlus sekundites

Mudel Andmestik | Epohhi pikkus | Eeldatav koguaeg | Epohh pirast kiilmutamist | Tegelik koguaeg | Koguaja kiirenemine
DenseNet 40 CIFAR-10 40,17 12051 31,33 10990,2 8,8%
DenseNet 40 CIFAR-100 48,56 14568 29,04 12225,6 16,08%
ResNet 110 CIFAR-10 58,9 11780 38,85 10284 12,7%
ResNet 110 CIFAR-100 58,57 11714 38,56 10113,2 13,67%
ResNet SD 110 | CIFAR-100 37,16 18580 31,56 17460 6,03%
ResNet SD 152 | SVHN 454,65 227325 1853 17345.5 23, 7%

Wide ResNet 32 | CIFAR-10 126,96 25392 55,58 19636,8 22,67%

Wide ResNet 32 | CIFAR-100 126,96 25392 55,7 19691,2 22,45%

Tabel 5. Teise skeemi ajaline vordlus sekundites

Mudel Andmestik | Epohhi pikkus | Eeldatav koguaeg | Epohh pirast kiilmutamist | Epohh pirast teist kiilmutamist | Tegelik koguaeg | Koguaja kiirenemine
DenseNet 40 CIFAR-10 39,82 11946 30,38 29,68 10804,8 9.55%
DenseNet 40 CIFAR-100 48,45 14535 28,77 28,5 12170,16 16,27%
ResNet 110 CIFAR-10 44,02 8804 29,4 27,92 7622,56 13,42%
ResNet 110 CIFAR-100 359 7180 28,18 27,08 6553,6 8,72%
ResNet SD 110 | CIFAR-100 44,13 22065 29,6 28,82 191434 13,24%
ResNet SD 152 | SVHN 449,85 22492,5 163,15 147,03 16726,26 25,64%
Wide ResNet 32 | CIFAR-10 126,51 25302 50,08 50,14 19154,88 24,29%
Wide ResNet 32 | CIFAR-100 127,38 25476 49,78 45,99 19237,68 24,49%

Eeldada vois, et kiilmutamised kiirendavad treeningut, sest kaalusid muudetakse
vihem. Tulemustest on néha, et nii on. Ainus kord, kui kiirenemine jii alla 8%, oli
ResNet SD 110 CIFAR-100 andmestikul treenimisel esimese skeemiga. Kdige enam aega
votnud mudelite osas joudis kiirenemine molema skeemi korral iile 20%. Teine skeem
kiilmutab rohkem kihte ja on seega kiirem enamus treeningute osas. Kdik vihenemised
on piisavalt suured, et kiirendada selgelt treenimist, isegi kui arvestada sisse jarkjilgulise
kiilmutamise protsessid.

3.5 Jareldused

Vorreldes mudeleid, mida on treenitud jarkjargulise kiilmutamise kahe valitud skeemiga,
tapsemalt vorreldes tulemusi pdrast temperatuuri skaleerimise rakendamist, ei saa viita,
et jarkjdrguline kiilmutamine kindlasti aitab vihendada konvolutsiooniliste neurovorkude
liigset enesekindlust. Teine skeem oli kiill keskmise jdrgu vordluses ECEd moodtes
veidi parem, kuid jdi tdpsuses ja seetdttu ka NLLi arvestuses alla ilma kiilmutamata
treenimisele. Esimene skeem sisaldas vihemate kihtide kiilmutamist sama epohhi juures
ning seega iisna loogiliselt viis teisest skeemist parema tdpsuseni, aga selle puhul ei saa
viita, et kalibreeritus paranes. Kdige kindlamalt saab iga kasutatud moddiku juures viita,
et jarkjirgulise kiilmutamise meetodi osas on treeningu 16plikud kaalud paremad kui
parimad leitud kaalud valideerimisandmestiku jirgi.

See, et jarkjarguline kiilmutamine selles t60s ei toonud selgeid paranemisi nii tipsuse
kui ka kalibreerimise osas, ei tdhenda, et jarkjargulist kiilmutamist konvolutsiooniliste
neurovorkude osas ei voiks edasi uurida. Esiteks tuleb mainida, et selles t66s olid piiratud
ressursid ja aeg, et leida paremad skeemid. Kui uurida selgelt rohkem kombinatsioone,
eelistatavalt rohkemate mudelite ja andmestike peal kui esimeses etapis tehtud eksperi-
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mendid {ihe andmestiku ja mudeliga, on ilmselt vdoimalik leida paremaid kombinatsioone
kui siin to0s leiti. Saaks ka teha paremaid valikuid mudeli osas, ResNet SD 152 polnud
ilmselt parim valik andmestikku ja ressursse arvestades esimeses etapis. Saaks ka proo-
vida teisi ldhenemisi skeemide leidmiseks. V&iks kaaluda néiteks Xiao jt [13] meetodi
kasutamist, mis suutis CIFAR-10 peal mitme erineva mudeliga saavutada pea sama voi
veidi parema tdpsuse kui tavaline treenimine.

Teiseks on siin to0s ikkagi leitud, et lisna sarnaseid tulemusi on véimalik saavutada nii
kalibreerituse kui tdpsuse osas vorreldes kiilmutamata variandiga vihendades samal ajal
6-25% treenimiseks kuluvat aega. See tdhendab, et rakendades jarkjargulist kiilmutamist,
saab sama aja ja ressursidega treenida suuremaid ja keerulisemaid mudeleid kui algselt
plaanis. Kahe skeemi 16plike kaalude tulemuste peale leidus vaid iiks kord, kus veamiir
oli rohkem kui 1,5% suurem kui tavalise treeningu tulemus ja ka siis oli vahe 1,8%.
NLLi tulemused olid veel lihedamal ning ECE pigem paranes teise skeemiga. Sellised
muutused ei ole viga negatiivsed ning saab viita, et péris tihti on kiilmutamisega saadud
aja sddstmine vaartuslikum, eriti kui tdnu sellele on voimalik treenida suurem ja parem
mudel.
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Kokkuvote

To60s kirjeldati konvolutsiooniliste neurovorkude t66d, kalibreerimist, jarkjargulist kiil-
mutamist ning pOhjuseid selle kasutamiseks kalibreerimismeetodina. Eksperimente tehti
kahes etapis. Esimeses leiti ithe mudeli ja andmestiku pohjal kaks parimat jarkjiargulise
kiilmutamise skeemi. Neid rakendati teises etapis mitmete mudelite treenigutele ning
tulemusi vorreldi Kéngsepa 2018. aasta t60 tulemustega.

Eesmirgiks oli leida, kas jarkjargulise kiilmutamise meetod aitab konvolutsiooniliste
neurovOrkude liigset enesekindlust viahendada tuntud pildiandmestikel ning milline on
parim viis selle meetodi rakendamiseks. Esimeses etapis leiti kaks skeemi. Esimene
ehk S1 sisaldas 60% epohhide juures 80% kihtide kiilmutamist. Teine ehk S2 koosnes
60% epohhide juures 90% kihtide kiilmutamise ja 96% epohhide juures 98% kihtide
kiilmutamisest. Nendele rakendati veel temperatuuri skaleerimist. Kuigi S2 suutis ka-
libreerimismoddiku ECE arvestuses edestada tavalist temperatuuri skaleerimist, oli see
kehvem NLLi ja veamiira arvestuses. S1 oli viimase kahe mdddiku arvestusest teisest
olid molemad skeemid iisna selgelt kiiremad tavalisest treeningust.

Edasiarendusena saaks proovida veel erinevaid skeeme, vorreldes neid rohkem kui
ithe mudeli puhul. Samuti néditavad tulemused, et jarkjirgulist kiillmutamist rakenda-
des saab treeningu aega selgelt vihendada, mis annab voimaluse kasutada suuremaid
mudeleid, mis voiksid tdpsuse osas olla paremad.
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Lisad

Lisa 1. Repositoorium
Toos eksperimentide jooksutamiseks kirjutatud ldhtekood on leitav aadressil
https://github.com/OliverSavolainen/freezing-calibration.
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 https://github.com/OliverSavolainen/freezing-calibration

Lisa 2. NLLi vordlus mudelite ja andmestike kaupa kasutades jarkjarguliste skeemide
kalibreerimata tulemusi.

Mudel Andmestik | Algne Histo Iso Temp Beeta S1 S2 S1* S2*

DenseNet 40 CIFAR-10 | 0,4282; | 0,57259 | 0,2773; | 0,2251, | 0,2392, | 0,42385 | 0,4455 | 0,38325 | 0,3568,
DenseNet 40 CIFAR-100 | 2,0174; | 4,18299 | 1,6491; | 1,0571, | 1,1532, | 2,02775 | 1,9961¢ | 1,6168, | 1,4557;
ResNet 110 CIFAR-10 | 0,35837 | 0,54724 | 0,2708; | 0,2093, | 0,2139, | 0,35875 | 0,32025 | 0,34634 | 0,3065,
ResNet 110 CIFAR-100 | 1,6937¢ | 4,21399 | 1,8926g | 1,0917, | 1,1318, | 1,69125 | 1,7315; | 1,20535 | 1,248,
ResNet 110 (SD) | CIFAR-100 | 1,3525; | 4,0187¢ | 1,63715 | 0,9421, | 0,9643, | 1,2317; | 1,2524 | 1,14233 | 1,1787,
ResNet 152 (SD) | SVHN 0,0854;3 | 0,2887, | 0,1093¢ | 0,0786, | 0,0796, | 0,1031, | 0,118; | 0,1063; | 0,12064
Wide ResNet 32 | CIFAR-10 | 0,3817g | 0,51324 | 0,2327; | 0,1915, | 0,202, | 0,3621; | 0,3408¢ | 0,3064 | 0,30915
Wide ResNet 32 | CIFAR-100 | 1,80225 | 3,9352¢ | 1,5607; | 0,9445, | 1,0386, | 1,8008; | 1,7764¢ | 1,3175, | 1,21653

Keskmine jiark | 6,625 | 900 [ 5125 | 1,00 [ 20, | 625 | 638 [ 425 | 438,

33



Lisa 3. ECE (%) vordlus mudelite ja andmestike kaupa kasutades jirkjdrguliste skeemide
kalibreerimata tulemusi

Model Dataset Uncal | Histo Iso | Temp | Beeta S1 S2 S1* S2*

DenseNet 40 CIFAR-10 5.5; 2.134 | 1.685 | 095, | 1.75 5.58¢ 5.8 5.17¢ | 5.025
DenseNet 40 CIFAR-100 | 21.169 | 11.975 | 5.255 | 0.9, | 6.033 | 20.82; | 21.11g | 13.335 | 11.864
ResNet 110 CIFAR-10 4.75¢ 1.25, | 1.47, | 1.13; | 1425 | 5.059 | 4.83; | 4.885 | 4.69;
ResNet 110 CIFAR-100 | 18.48; | 9.06, | 6.545 | 2.38; | 4.6; | 18.585 | 18.65¢ | 11.455 | 12.374
ResNet 110 (SD) | CIFAR-100 | 15.869 | 7.64 | 5.213 | 1.21; | 3.555 | 13.91; | 14.265 | 12.435 | 13.254
ResNet 152 (SD) | SVHN 0.865 | 0.535 | 0.25; | 0.614 | 0.5, 1.66¢ 1.95g 1.94; | 2.33g
Wide ResNet 32 | CIFAR-10 4.514 1.013 | 1.194 | 0.8; | 0.97, | 4.36¢ | 4.46; | 3.995 | 4.49g
Wide ResNet 32 | CIFAR-100 | 18.78¢ | 7.64, | 5.825 | 0.78; | 7.015 | 18.385 | 18.22; | 12.64¢ | 9.765

Keskmine jirk | [ 7.625 | 3.62, [ 2.62; | 138, | 2.5, | 7.38; | 7.88y | 6.05 | 6.05 |
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