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Kokkuvote

Kdesolev t66 annab Ulevaate Fellegi-Holt'i paradigmast ning erinevatest vdimalustest selle
lahendamiseks. Antud pohimotet kasutatakse tihti automaatses andmete parandamises.
Lahenemine seisneb vea tuvastamise probleemi lahendamises |abi jargneva pohimdtte: muuta
vGimalikult vdike (kaalutud) arv vaartusi nii, et vaatlus vastaks defineeritud reeglitele. Neljandas
peatlikis demonstreeritakse paradigma voimalik kasu keerulisema kontrollreeglite struktuuri
korral. To6 teises pooles tutvustatakse deduktiivset imputeerimist, mis samuti pdhineb
kontrollreeglitel — tapsemalt kasutades Eesti Statistikaameti andmestikku Vdliskiilastajad Eestis.
T66 tulemusena saab olla veendunud, et kontrollreeglite hulga lihtsus vdahendab paradigma

efektiivsust ja algoritm teeb valikuid tulenevalt juhuslikkusest ning ei sobi antud andmestikule.

Votmesénad: Automaatne andmete parandamine; imputeerimine.

Fellegi-Holt paradigm and deductive imputation based on Foreign

Visitors in Estonia dataset

Summary

This paper gives an overview of the Fellegi-Holt paradigm and the methods for solving it. The
mentioned principle is broadly used for automated editing worldwide. It approaches the error
localization problem by stating that the data of a record should be made to satisfy all edits by
changing the fewest possible (weighted) number of fields. As seen in the fourth paragraph the
paper the benefit of the paradigm is evident using a bit more complex sets of edit rules. The
second part of the paper describes deductive imputation, what also is based on the edit rules
defined for the dataset. In the last part of this paper we investigate the efficiency of the
described methods under more plain sets of edit rules - more precisely using the Estonian

Statistics Office’s dataset Foreign Visitors in Estonia as an example. As a conclusion it is certain



that the simplicity of the edit rules set undermines the efficiency of the Fellegi-Holt paradigm
and forces the algorithms to use a high level of randomness in the process, what makes

applying deductive imputation afterwards hardly a reasonable tool to use.

Key words: Automated editing; imputation.
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1. Sissejuhatus

Kdesoleva t66 eesmark on: esmalt Fellegi-Holt’i paradigma tutvustamine koos erinevate
lahenduste tutvustamisega, teiseks Ulevaate andmine deduktiivsest imputeerimisest ning

kolmandaks tutvustatud meetodite rakendamine andmestikule Viiliskiilastajad Eestis.

To6 esimene osa annab Ullevaade Fellegi-Holt'i paradigmast ja selle lahendamisest erinevate
algoritmide pohjal. Tegemist on pdhimdttega, mida kasutatakse automaatses andmete
parandamises, et teha kindlaks millised tunnuse vaartused tuleb muuta selleks, et vaatlus
vastaks andmestikule defineeritud kontrollreeglitele. Erinevate lahendustena tutvustatakse
toos Fellegi ja Holt'i poolt vélja pakutud meetodit, harude ja tokete algoritmi, l6igatud tasandite

pohimotet ja tippude moodustamise |lahenemist.

Teises pooles tutvustatakse deduktiivset imputeerimist. Tegemist on ainsa imputeerimise
meetodiga, mille korral ei tehta eeldusi imputeeritava tunnuse jaotuse kohta, vaid vaartused on
tuletatavad kontrollreeglite pdhjal. Erinevate vdimalustena tutvustatakse imputeerimist

bilansireeglite alusel, kasutades mitte-negatiivsus piiranguid ning faktortunnuste korral.

T66 viimases osas rakendatakse ning uuritakse tutvustatud meetodite sobivust Eesti

Statistikaameti poolt valitud andmestikule Viiliskiilastajad Eestis.



2. Vigade liigid

Séltumata valdkonnast kaasneb andmete kogumisega tihtipeale vigu. Voimalike veaallikatena
on arvestatav osatdhtsus nii andmete kogumisel, sisestamisel kui mootevigadel. On oluline
moista, et erineva veaallikaga kaasnevad erinevad vead ning sellest tulenevalt on ka nende
kasitlemine isesugune. Parim vdimalus vigadega tegelemiseks on sooritada uus méotmine, kuid

alati ei ole see véimalik voi on vaadeldud vaartus juba muutunud.

Vigu on vdéimalik liigitada mitmel viisil (Memobust: Statistical Data Editing 2014). Esimene
oluline erinevus on slistemaatiliste ja juhuslike vigade vahel. Teine voimalik liigitamise viis on

arvesse votta vaatluse moju suurust ning kolmandaks, kas tegu on erindiga voi mitte.

Sustemaatiline viga esineb vastajatel korduvalt, naditeks kui vastaja moistab voi loeb valesti
ankeedis olnud kiisimust voi eksitakse Ghikutega - kiisitakse inimese pikkust sentimeetrites, aga
vastaja annab vastuse meetrites. Slistemaatiline viga viib kergesti nihkeni ka tehtud jareldustes.
Samas on antud liiki eksimust suhteliselt lihtne parandada, sest tekkiva vea mehhanism on

teada.

Juhuslikud vead, nagu nimi ka Utleb, ei oma slistemaatilist allikat. Nditeks andmete sisestamisel
tekkiv eksitus, kus vastaja sisestab kavatsetust Glhe numbri rohkem. Andmetdotluses voetakse
tihti antud liiki vea tekkimise tdendosus vordseks nulliga. Juhusliku veaga vdib kaasneda
tunnuse (vOi tunnuste hulga) erandlik vaartus, mis aitab meil sellist liiki vea tuvastada ja

parandada.

Mojukat liiki vigadel on oluline mdju tehtavatele jareldustele. Nende to6tlemiseks kasutatakse

enamasti valikulist tootlemist, mis jadb antud t66 raamidest vilja.

Erindi ndol on tegemist vaatlusega, mis ei ole kooskdlas varasemate teadmistega vaartuste
muutumispiirkonna kohta voi Ulejdanud vaatlustega. Vaatluse erindiks arvamine vdib olla nii
Oigustatud, aga ka ekslik. Arvates erindi anallilsist valja, kui tegu oli lihtsalt ekstreemse
vaatlusega kaotame informatsiooni lildkogumi kohta ning vastupidisel juhul kaasame analisi

vigast vaartust (vOi vigaseid vaartuseid) sisaldava tunnuse. Modlemal juhul on tehtavad
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jareldused kallutatud. Sellest tulenevalt on vaja nende kindlaks tegemiseks usaldusvaarseid
meetodeid (Ghosh-Dastier & Schafer 2003). On oluline mdista, et ainult teadmine
mittesobivusest koostatud mudeli voi teiste andmetega ei tahenda, et tegu on veaga. Erindid

on tihedalt seotud mdjukate vaatlustega ning vaatlus, mis on erind, on tihti ka mdjukas vaatlus

ja vastupidi.



3. Kontrollreeglid

Automaatses andmete parandamises on oluline roll kontrollreeglitel (edaspidi ka lihtsalt reegel)
ehk eeldefineeritud tingimustel, millele iga vaatlus v&i mingi tunnuste hulk peab vastama. Uks
vOimalus leida andmetest vigu on uurida tapsemalt reeglitele mittevastavaid vaatluseid. Kui

vaatlus on kooskdlas kdigi reeglitega nimetame vaatlust jarjepidevaks.

Tihti eristatakse rangeid ning leebeid reegleid, millest esimesed peavad kehtima igal juhul,
nditeks on inimese pikkus alati positiivne suurus. Teisel juhul tehakse moningased
jareleandmised ning reeglile mittevastamine viitab ebatavalistele vaartustele, mille kasitlemist

to06 seatud narratiiv ei ndua.
Lineaarseid kontrollreegleid eksisteerib kolme tuipi:

e vdaartused piiratud vahemikus,
e bilansi reeglid,

e piiratud vaartuste suhe.

Olgu x; (i € N) tunnuste vaartused. Arvulisi tunnuseid sisaldavad tingimused on esitatavad

jargneval kujul (Memobust: Automated editing 2014):

aj1X, +...+ appx, + b = 0 (3.1)
ja

aj1 X, +...+ ajpx, + by =0 (3.2)

kus j nditab reegli jarjekorranumbrit, a; on koenfitsendid ja b; konstandid. Margime siinkohal, et

reegel, mis satestab suhte kahe muutuja vahel:
x1/x2 > a
on esitatav eelmainitud kujul:

X1—0X220.



Faktortunnustele vastavaid reegleid kirjeldatakse KUI-SIIS (ing. IF-THEN) lausete abil, millest

annab tdpsema ulevaate peatikk 4.5.



4. Fellegi-Holt'i paradigma

Kaesolevas peatukis kasitletakse 1976. aastal Fellegi ja Holti poolt valja pakutud paradigmat
(edaspidi ka pohimote) andmete automaatseks parandamiseks. Jargnevaga antakse (ilevaade
andmete automaatsest parandamisest ning antud meetodi rollist sellel maastikul, paradigma
Uldisest pohimo&ttest ja matemaatilisest kujust ning erinevatest algoritmidest selle
lahendamiseks. Lahendamiseks kasutatavate algoritmide kirjeldused pdhinevad raamatul
Statistical Data Editing and Imputation (De Waal, Pannekoek & Scholtus 2011) ning nadited on

koostatud t66 autori poolt, kui ei ole 6eldud teisiti.

4.1. Andmete automaatne parandamine

Traditsiooniliselt on andmete parandamine olnud manuaalne protsess, mis tahendab
ulatuslikke teadmisi andmete iseloomu kohta. Aja mdddudes on muutunud arvuti poolt
tehtavad arvutused ,, odavamaks”, millest tulenevalt nGuavad rohkem tahelepanu meetodid,
mis ei eelda kasutajapoolset sisendit ning vdivad olla arvutuslikult keerukamad. Andmete
parandamine on tihti jagatud sammudeks, mille (iks osa on automaatne, eesmargiga leida
juhusliku allikaga vead. Seda probleemi nimetatakse vea tuvastamise probleemiks. Meetodeid,
mis ei ndua kasutajapoolset sisendit on kahte liiki. Kdesolevas peatikis kasitletav pdhineb
optimiseerimisel, kus voetakse aluseks andmestikule defineeritud kontrollreeglid. Enamik
sellistest praktikas rakendust leidvatest meetoditest pohinevad just Fellegi-Holti paradigmal
(Scholtus 2014), mis tootati valja nimitegelaste poolt 1976. aastal. Teise lahenemise korral
moodustatakse parandatavatest andmetest statistilisi mudeleid, mille erindeid kasitletakse kui
vOimalikke vigu andmetes. Meetod tootab paremini vdaiksema arvu tunnuste korral ning peale
parandamist ei pruugi vastata satestatud kontrollreeglitele (Memobust: Automated editing
2014), millest tulenevalt selle rakendamist tappisteadustes ei soosita. Viimane ldhenemine jadb

ka antud t66 raamidest vilja.
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4.2.  Paradigma kirjeldus

Fellegi-Holti pohimotte rakendamine on praktiseeritavaim meetod andmete automaatseks
parandamiseks. Paradigma kohaselt tuleb andmetes muuta vdimalikult vaike (kaalutud) arv
vaartuseid selleks, et andmed vastaks valitud reeglitele. Igale tunnusele omistatakse
usaldusvaarsust nditav kaal. Ebausaldusvaarsetele tunnustele omistatakse vadiksem kaal ning

usaldusvaarsematele suurem (Fellegi & Holt 1976).
Uldine Fellegi-Holti paradigma itleb, et eesmirk on leida tunnuste alamhulk mille korral:

e tunnuste vaartused x; (i € N) on vdimalik asendada nii, et seatud reeglid
kehtiks,
e koikide voimalike alamhulkade seast valida asendamiseks tunnuste alamhulk,

mille korral usaldusvaarsust naitavate kaalude summa on vahim.

Enne paradigma kirjeldamist matemaatilise probleemina toome valja moned selle pohimdtte
puudused. Paneme tahele, et Fellegi-Holt'i paradigma ei vGta arvesse esialgse ja imputeeritud
vaartuse erinevust. Teine puudus seisneb (Memobust: Automated Editing 2014) siistemaatiliste
vigade tuvastamata jatmises. Naditeks mingi vastajate grupi poolt valesti tdlgendatud kiisimuse
vastused vOi sisestaja poolt numbriklahvi ekslik korduvvajutamine. Lisaks, saame paradigma abil
vaid teada muutmist vajavad tunnused — n6. digeid vaartusi kdesolev paradigma valja selgitada

ei aita.

Suurim eelis seisneb aga meetodi paindlikkuses — korrigeerimine soltub iga vaatluse eriparast.
Lisaks on praktikas suhteliselt lihtne grupeerida vaatlused, millele soovime rakendada erinevaid

kaale ja kontrollreegleid.

4.3. Matemaatiline esitus

Selles alapeatiikis kirjeldatakse vea tuvastamise probleemi kui matemaatilist optimiseerimise
Ulesannet, mida jargnevas alapeatiikis erinevate meetoditega lahendama asume.

Lahendamiseks kasitleme iga vaatlust eraldi. Lihtsustamaks tdhistust jatame ara vaatluse
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jarjekorranumbrit nditava indeksi ehk tdhistame pidevad tunnused x; (j=1,...,p) ning tunnuste

vadrtused vektoriga (x4, ..., Xp). (De Waal & Coutinho 2005)

Eesmark on iga vaatluse korral leida tehisvaatlus (X, ..., Xp), mis rahuldab iga kontrollreeglit nii,

et
p
oleks minimaalne, kus y;(j=1,...p) on defineeritud jargnevalt

{1, kui J?j # X vOi xj on puuduv vaartus
Yi = 0, muul juhul '

Valemis 4.1 margib w; tunnusele x; (j=1,...,p) vastavat usaldusvdarsust naditavat kaalu (mida
suurem on antud kaal, seda kindlamad saame olla vastava tunnuse korrektsuses). Lahenduseks
vea tuvastamise probleemile saame tunnuste hulga, mille vaartused antud vaatluse korral

muutmist vajavad.

4.4.  Algoritmid arvulistele andmetele

Voimalusi Fellegi-Holt"i paradigma lahendamiseks on mitmeid. Kdesolevas alapeatiikis antakse
Ulevaate neljast erinevast |lahenemisest. Lisaks margime ara, et kuna tegu on sama ulesande
erisuguste lahendustega, siis lahendid on sdltumata kasutatavast meetodist samad (vOi
sbltuvad juhusest mitme optimaalse lahendi korral). Esmalt kirjeldame Fellegi ja Holti poolt
valja pakutud lahendust, teisena harude ja tokete algoritmi, kolmandana Ildigatud tasandite

meetodit ning viimasena lahenemist hulknurga tippude moodustamise abil.

4.4.1. Fellegi ja Holti valjapakutud lahendus ja Fourier-Motzkini eemaldus

Fellegi ja Holt pakkusid 1976. aastal vialja enda paradigma lahendamise labi reeglite
taiskomplekti (e. vajalike reeglite hulk) ehk kasutades teadaolevaid, aga ka (vajalikke)
tuletatavaid reegleid. Viimased on tingimused, mis on jareldatavad algsetest reeglitest ning
tekkemehhanismina kasutame Fourier-Motzkini eemaldust, mida enne meetodi sisu avamist ka

kirjeldame.
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Fourier-Motzkini eemaldus

Enne kasitletavale probleemile lahenduse pakkumist tutvustame Fourier-Motzkini eemaldust,
mis mangib vea tuvastamise probleemi lahendamisel olulist rolli. Eemalduse abil saame

kontrollreeglite komplektist eemaldada valitud tunnused.

Olgu eesmargiks avaldada kontrollreeglid reeglite hulgana, mis ei sisalda muutujat x,. Esimese
sammuna kopeerime k&ik vordused, mis antud muutujat ei sisalda uude reeglite hulka . Kui
muutuja x, reeglites esineb, siis valime Uhe reeglitest ning avaldame muutuja teiste tunnuste

kaudu.

Sisaldugu tunnus x, reeglis kujul (3.2), saame kirjutada:
1
Xy = —a—sr(bs +2j¢7‘ aij]'), (42)

Jargnevalt asendame valemis 4.2 toodud kuju koikidesse teistesse reeglitesse, mis sisaldavad

muutujat x,. Oleme saanud uued reeglid, mille lisame hulka .

Viime labi analoogilise arutelu, kui valitud tunnus sisaldub ainult vOrratustes. Meetod seisneb
kdigi reeglipaaride labi vaatamises, kus valitud tunnus kajastatud on. Sisaldugu x, vorrandites s
ja t. Eeskirja kohaselt tuleb kindlaks teha, kas x,-ile vastavad koefitsientide margid mdlemas
reeglis on vastupidised ehk kas as, * a; < 0. Kui nii ei ole, siis seda reeglite paari edasi ei

kasitleta, vastasel juhul saame seada tokked:
1
Xy < _a_sr(bs +2j¢r aijj) (4-3)
ja
1
Xy 2 _a_tr(bt +Zj¢r atjxj)- (4'4)
Kombineerides vorratusi 4.3 ja 4.4 saame:
1 1
. (bt + Xjer arjx)) < xp < — = (bs + X j2r QsjX;),

millest jareldub vahetult vérrand, mis ei sisalda valitud muutujat:
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1 1
“ar (b Xjar agxg) < == (bs + Xjar asj%))-

Kaitudes sarnaselt kdigi vOimalike vOrratuste paaridega, mis sisaldavad muutujat x, ning lisades
tekkinud vorrandid uude reeglite siisteemi ¢, saame uue reeglite hulga, mis ei sisalda valitud

tunnust.
Meetodi kirjeldus

Vajalike reeglite hulk tekitatakse valides korduvalt muutuja, mille Fellegi ja Holt nimetasid
genereerivaks valjaks. Koiki reeglite paare kasitletakse (nii tuletatud, kui esialgsed) Fourier-
Motzkini eemalduse abil, et teha kindlaks, kas selle reeglite paari abil on voimalik tekitada uus
reegel eemaldades valitud muutuja ehk genereeriv vali. Protsessi jatkatakse iteratiivselt labides
nii esijalgsed kui tuletatud reeglid kuni tuletatavaid reegleid enam juurde ei teki. Nii saadakse
vajalike reeglite hulk. Viimase sammuna leitakse vajalike reeglite hulgast minimaalne (kaalutud)
tunnuste arv, mille muutmisel on vdimalik saavutada andmete kooskdla reeglitega.
Jareldatavate reeglite hulga tdhtsust ning erinevust esialgselt defineeritud reeglitest aitab

maista jargnev nadide.

Oletame, et reeglite kohaselt x;< x; ning x,< x3 ning eksisteerib vaatlus (x1, x, x3)=(3, 2, 1).
Tunnuse x, vaartus on vastuolus mdlema tingimusega, kuid ei eksisteeri tihtegi vaartust, mille
korral mdlemad tingimused tdidetud saaks. Jarelikult on vaja korrigeerida tunnuste x; ja

Xx3vaartusi ning ainus mdlema reegliga vastuolus olnud vaartus voib jadda samaks.

Paneme tahele, et kui arvulistele andmetele on defineeritud mingi hulk kontrollreegleid, siis
neist on voimalik tuletada I6pmatu hulk kontrollreegleid, naiteks olgu tingimus kujul x1 = x,, siis
peab kehtima Ax; 2 Ax;, iga A korral. Kéikvdimalikud tunnuste hulgad, mille muutmine aitab
andmed reeglitega vastavusse viia on sobiv lahendus vea tuvastamise probleemile, mille jaoks

ei ole vaja koiki vGimalikke reegleid, vaid ainult vajalike reeglite hulka.

Meetodi paremaks moistmiseks uurime nadidet 4.1. Tegemist on no. klassikalise nditega, mida
kasutatakse tihti valja pakutud lahenduse kirjeldamiseks ning valjastati juba 1976. aastal Fellegi

ja Holti poolt.
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Naide 4.1

Olgu andmestikule seatud reeglid:

X1—-%X + x3 +x, =0 (4.5)
_xl + 2x2 - 3X3 2 O, (4.6)

Millele Fourier-Motzkini eemaldust rakendades saame vajalikud jareldatud reeglid:

xZ_ZX3+x4ZO,
0,

le - x2+3x4 > 0.

v

x1 - X3 + ZX4

Viis eelnevat kontrollreeglit moodustavad vajalike reeglite hulga.

Lihtsa aritmeetika abil naeme, et esimene neist saadakse valides x; genereerivaks valjaks ning
eemaldades see muutuja esialgsetest reeglitest. Analoogiliselt kahe jargneva puhul, kus

genereerivaks valjaks on vastavalt x, ja x3 oleme saanud vajalike reeglite hulga.
Nadide jareldatud reeglist, mis ei kuulu vajalike reeglite hulka on:
—x1 + 3x2 - SX3 + X4, 2 0,

mis saadakse valemi 4.6 korrutamisel kahega ning liites tulemus valemile 4.5. Tegu ei ole

reegliga, mis peaks kuuluma vajalike reeglite hulka, sest tikski muutuja ei taandu valja.

Olgu x;=(3, 4, 6, 1) ning k&ik usaldusvaartust naitavad kaalud vdrdsed Uhega. Ndeme, et
vaatlustulemus eksib esialgsetest reeglitest ainult valemi 4.6 vastu, kuid me ei saa teha
jareldust, millise vaartuse muutmine vastaks Fellegi-Holt'i paradigma poolt defineeritud
eeskirjale. Samas ndaeme, et vajalike reeglite hulgast eksib vaatlus kolme reegli vastu ning
tunnus x3 sisaldub kdigis kolmes reeglis, mille muutmine ongi ainus optimaalne lahendus vea

tuvastamise probleemile.

4.4.2. Harude ja tokete algoritm
De Waal ja Quere pakkusid Fellegi-Holti’i paradigma lahendamiseks 2003. aastal vilja harude ja

tokete algoritmi (ingl. Branch-and-Bound).
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Kadesolev ja alapeatiikis 4.5.1 tutvustamisele tulevad meetodid p&hinevad igale vaatlusele
vastava kahendpuu moodustamisel, millest on toodud nédide joonisel 4.1, kus ringi sees olev
number tadhistab tipu numeratsiooni ning V (ingl. sGnast variable) kasitletavat tunnust. Enne

meetodi avamist labime lihidalt vajaliku terminoloogia.

Kahendpuu on rekursiivselt defineeritud struktuur, mis sisaldab |8plikku hulka tippe. Tipu
alluvateks (ingl. child) nimetatakse temast ldhtuva alampuu harude juuri. Tipp s on tipu t
tlemus (ingl. parent), kui tipp t on tipu s alluv. Igal kahendpuul on eristatav ks tipp — puu juur,
millel puudub tlemus, koigil teistel tippudel on tapselt lks Glemus. Kahendpuu igal tipul saab

olla maksimaalselt kaks alluvat. Tippu, millel puuduvad alluvad nimetatakse leheks.

Tipp N; on joonisel 4.1 toodud puu juur, tema alluvad on tipud N, ning Ng. Kdigist joonisel

olevatest tippudest on lehed N4 Ns N; Ng Ni; Ni; Nigja Nis.

Tokete ja harude algoritmi kirjeldatakse kui kahendpuu labimist, kus puu juur vastab algsele
probleemile (reeglite hulgale) ning iga jargmine tipp selle probleemi alamprobleemile (Clausen

1999).
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Joonis 4.1. Naide binaarpuust harude ja tokete algoritmi rakendamisel

Antud algoritmi kohaselt koostatakse kahendpuu maarates ks vabalt valitud tunnus puu
juureks. Jargnevalt moodustatakse tipule kaks alampuud, millest (ihe korral eeldatakse, et
vaadeldud vaartus on korrektne ning teisel mitte. Naditeks joonise 4.1 pdhjal on tunnus V;
valitud tippu N;. Moodustades vasakpoolset alampuud eeldame, et vaadeldud vaartus on
korrektne ning fikseerimise selle. Parempoolse alampuu moodustamisel eeldame, et tegu oli
vigase vaartusega ning eemaldame tunnuse. Sellise konstruktsiooni abil saame labi uurida kdik
vOimalused vigade leidmiseks, mille abil leiame parima lahenduse vea tuvastamise probleemile.
Tunnust, mis on tipu poolt kas fikseeritud vaadeldud suurusega voi kontrollreeglitest
eemaldatud, antud alampuus edasi ei kasitleta. Iga tipp vastab mingile kontrollreeglite hulgale,

mida ei ole veel kasitletud. Puu juurele vastab esialgne kontrollreeglite hulk.

Paneme tahele, et tunnuse eemaldamisega voivad kaasneda lisareeglid. Eeldame, et x; < x5, ja
X, < x3, . Eemaldades x, antud reeglite hulgast peame lisama reegli x; < x3, mis on jarelduv

kahest eelnevast. Tagamaks vastavust esialgsetele reeglitele rakendame tunnustele Fourier-
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Motzkini eemaldust kombineerides voOrratusi paarikaupa. Kui eemaldatav tunnus sisaldub

bilansireeglis, avaldame antud tunnuse ning kasutame vordust jargnevates kontrollreeglites.

Kontrollreeglite uuendamine igas harus on antud algoritmi kdige tdhtsam samm, mis sdltub
asjaolust, kas harus eemaldatakse voi fikseeritakse vaartus. Tunnuse vaartuse fikseerimine
esialgse vaatlustulemusena tdhendab igas kontrollreeglis tunnuse vaartuse fikseerimist
vaadeldud vaartusega (nii vastuolus, kui kehtivate kontrollreeglite puhul). Tekkinud
kontrollreeglite hulka rakendatakse tekkivale alampuule iteratiivselt. Tulemusena voib moni
kontrollreegel olla tautoloogia ehk paratamatu tdde. Naiteks olgu kontrollreegel x,>0 ning
vaadeldud vadrtus vordne lihega. Saame, et 1>0, kui fikseerime x- esialgse vaartusega. Taolisi
kontrollreegleid (,mis sisaldavad paratamatut tdde) ei ole vajalik kontrollreeglite hulgaga edasi
kanda. Kui tulemuseks on vastuolu, siis antud alampuust ei ole véimalik leida lahendust vea

tuvastamise probleemile.

Jargnevalt, kui kdiki tunnuste vaartusi on kasitletud oleme joudnud lehtedeni. Jarele jaanud
kontrollreeglite hulk ei sisalda vastuolusid parajasti siis, kui ta rahuldab koiki esialgseid reegleid.
Viimase sammuna kontrollime iga lehte, mis ei sisalda vastuolu ning valime neist vea
tuvastamise probleemi lahenduseks tunnuste hulga, mille usaldusvaarsust markivate kaalude

summa on vahim.

Naide 4.2
Olgu vaatlusele defineeritud kontrollreeglid:

x1+x2=x3
XZ23

X120

ning vaatluste vektor x; =(1, 2, 5). Olgu kdik vastavad usaldusvaarsust nditavad kaalud vérdsed

Uhega.
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Alustame binaarpuu moodustamisega valides puu juureks tunnuse x;. Esmalt vaatleme puu
haru, kus eeldame, et vaatlustulemus on korrektne ning fikseerime selle. Saame jareldatud

reeglid peale tekkinud tautoloogia eemaldamist:

1+ x, =x5

X, =3
Eeldades ka tunnuse x, diget vadartust jduame vastuoluni 2 = 3 ning antud haru edasi ei kdsitle.
Samas eemaldades tunnus x, jddb alles vorrand x3 = 4, mis sobib ka vaadeldud x; vaartusega.

Oleme jdudnud binaarpuu leheni, kus usaldusvaarsust nditavate kaalude summa Y} w = 1.

Jargmise sammuna uurime puu juure teist alampuud eemaldades tunnus x; ning jduame

stisteemini:

mis tekitab vaatlustulemuste pd&hjal vahemalt Ghe tunnuse muutmise vajaduse juurde ehk
Y w = 1. Jarelikult ei ole vajadust antud alampuud edasi uurida ning oleme lahendanud vea

tuvastamise probleemi — muutmist vajav tunnus on x,.

4.4.3. Loigatud tasandite pohimote

Garfinkel, Kunnathur ja Liepins pakkusid 1986. aastal Fellegi-Holt'i paradigma lahendamiseks
vdlja Ibigatud tasandite algoritmi. Antud meetodi korral lahendatakse vea tuvastamise
probleem teisendades ta , hulga katmise” probleemiks (ingl. set-covering problem).1 Kaesolevas
peatiikis kirjeldame antud meetodi tdiendatud versiooni, mis tootati vdlja Ragsdale ja
McKwowni poolt 1996. aastal. Hilisem meetod erineb esialgsest, kuna votab arvesse ka
vaartuse suuna muutumist algse ja imputeeritava vaartuse vahel valtimaks vastuolude

tekkimist.

! Hulga katmise probleem on defineeritud, kui optimiseerimise Glesanne: milline on vahim alamhulkade hulk, mille
Uhend on lahendiks valitud hulk
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Defineerime tunnuse y;:

_ {1 , KUI %j * ij(”)i Xj on puuduv vaartus
Yi =0 ,muul juhul

Ragsdale’i ja McKeowni poolt vailja pakutud lahenduse kohaselt asendame igas reeglis tunnused

x (j = 1,..,p) muutujatega x +x +x7, kus x tahistab vaadeldud vaartust, x;" >0

positiivset vadrtuse muutust ning x;” = 0 negatiivset vaartuse muutust.
Lisaks defineerime muutujad yj+ja yj jargnevalt:

1,KUlxt >0
+ { J ning

Y=o, Kuix = 0

B 1,KUIxj_>O
Yi T10 ,Kulx =0

Meetodi kohaselt leitakse lahendus vea tuvastamise probleemile minimiseerides sihifunktsioon:
P + -
=awi (YY)

tingimustel, mis on tuletatavad kontrollreeglitest peale tunnuste x; asendamist suurustega
x]p + xj+ — x; . Neid tingimusi nimetataksegi no. 16igatud tasanditeks, millest tuleneb meetodi

nimi.

Eeskirja kirjeldab jargnev naide.

Naide 4.3

Olgu defineeritud kontrollreeglid:

IA

X1 +x, <3
Xy — X3 < -2
ning vaatluste vektor X = (1,1,2) vastavate usaldusvdarsust naitavate kaaludega w; =

(1,2,1).
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Asendades kontrollreeglites tunnused x; suurustega x}) + xj+ + x; saame susteemi:
—xf +xf —xF +x5; =1 (4.7)
—x3 +x; +x3 —x3 =1 (4.8)
ning sihifunktsiooni:
Vi +yi +2y; +2y; +y3i+ys
tingimusel, et kehtib:
y1ty, 21
v; +yi =1,

mis on vastavalt jareldatavad valemitest 4.7 ja 4.8. Antud sihifunktsiooni minimiseerimine
annabki lahenduse vea tuvastamise probleemile. Antud juhul on ainsaks optimaalseks lahendiks

tunnuse x5 vaartuse suurendamine.

4.4.4. Tippude moodustamise ldhenemine
Kaesolev peatiikk kirjeldab tihti rakendust leidvat ldhenemist lahendamaks vea tuvastamise
probleem labi n6. hulktahuka tippude moodustamise. Antud meetodit rakendatakse erinevates

statistikaprogrammides, nditeks GEIS ja SAS.

Kui tunnustele (xy,..,x,) vastav esialgne vaatlustulemus (xf,...,xg) on vastuolus
kontrollreeglitega kujul 3.1 ja 3.2, siis Uritatakse meetodi kohaselt leida vaatlustulemuse

positiivne xj+ >0 voi negatiivne muutus x;” > 0 selliselt, et kdik kontrollreeglid oleksid

rahuldatud. Selleks kasutatakse sihifunktsiooni 4.1 tingimusel, et uus tehisvaatlus
(xf + x5 —x7, .0 +xf +x3)
vastab kontrollreeglitele:
A () +xf —x7) + o+ agp(x) + x4 +x,) + b =0 (4.8)
ja
apr (0 +xf —x7) + -+ agp(x) + x4 +x,) + b =0 (4.9)
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iga kontrollreegli k korral vastavalt juhule 3.1 voi 3.2.

Valemite 4.8 ja 4.9 abil saame reeglite hulga, mis moodustab né. hulktahuka tundmatute x;r ja
x;i (=1,..,p) jaoks, mis lahendatakse tippude moodustamise (ingl. vertex generation)
|lahenemise abil. Leides kd&ik vdimalikud lahendid valime neist minimaalse sihifunktsiooni
vaartusega tunnuste hulga. Tegu on levinud matemaatilise probleemiga, mille lahendamiseks

on mitmeid meetodeid, mida kdesolevas t60s tdapsemalt ei kirjeldata.
Ndide 4.4.
Olgu defineeritud kontrollreeglid:

X1 +x, —2x3=>2

—X, —x3 =1

ning vaatlustulemus x; = (3,2,1) ning vastavad usaldusvaarsust nditavad kaalud kdik vordsed

Uhega.
Saame tingimused tundmatutele:
xi +xy —2xF —x7 —x5 +2x3 = -1
—x3 —x3 +x; +x3 =4
x = 0igaj € (1,2,3) ja
xi =0igaje€ (1,2,3),

mille alusel minimiseeritakse sihifunktsioon 4.1.

4.5.  Algoritm segaandmetele

Selles peatikis uurime vea tuvastamise probleemi andmete korral, kus nii faktortunnused, kui
arvulised andmed on kasutusel — nd. segaandmed (ingl. mixed data). Kdesolevaga antakse
Ulevaade matemaatilisest probleemist ja selle lahendamisest juba tutvustatud harude ja tékete

algoritmi pohijal.
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Tahistame faktortunnused v; (j = 1, ... , m) ja arvulised x; (j = 1,... , p). Olgu reeglite arv K.
Tahistame faktortunnuse v; vBimalike vaartuste hulka Di-ga. Kdesolevas alapeatiikis (De Waal,

Pannekoek & Scholtus 2011) kasitleme kontrollreegleid jargneval kujul:

KUI vj€Figaj=1,..m,

SIS (X4, - ,Xp) € {X|agixs + ..+ agix; + by = 0} (4.10)

KUI vjeEFigaj=1,..m,
SIIS (Xli ,Xp) € {x|ak1x1 + ...+ Ar1X1 + bk = 0} (411)

k
,kus F] cD;

Et vaatlus oleks jarjepidev peab ta vastama kdigile kontrollreeglitele E, (k = 1, ...,K), mis on

toodud kujul 4.10 ja 4.11.

Fellegi-Holt"i paradigma kohaselt peame leidma igale vaatlusele vastava uue né. tehisvaatluse

(2,..., v0, %9,..., X3,) nii, et valemid 4.10 ja 4.11 kehtiksid ja vastaksid kontrollreeglitele ning
i W]-CS(vjp,ﬁj) + 27, W]TS(ij,a?j) (4.12)

oleks minimaalne, kus ch tahistab mittenegatiivset faktortunnuse usaldusvaarsust naitavat
kaalu ja er sama suurust pidevate tunnuste korral, kui x; vGi on puuduv vaartus siis G(XJ-O,%J-):l
ning 6(xjp,3?j)=0, kui vaadeldud ja imputeeritav vaartus on vordsed. Funktsioon & on

analoogiliselt defineeritud faktortunnuste korral.

4.5.1. Harude ja tokete algoritm segaandmetele
Harude ja tokete algoritmi rakendamine faktortunnustele ning segaandmetele on analoogiline
vOrreldes pidevate tunnustega. Peale tunnuse valimist moodustatakse sarnaselt alapeattikis
4.4.2. kirjeldatuga binaarpuu. Antud juhul reeglite komplekti uuendamise algoritmi kdige
tdhtsam samm (kas tunnus fikseeritakse vOi eemaldatakse) s6ltub nild lisaks ka tunnuse

tudbist ehk kas tegu on faktor- vdi arvulise tunnusega.
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Tunnuse fikseerimine s6ltumata iseloomust ei ole keeruline, lihtsalt asendatakse vaadeldud
vaartus koikidesse kontrollreeglitesse, kuid eemaldamine on suhteliselt keerukas protsess. See
katkeb uute reeglite genereerimist, mis antud tunnust enam ei sisalda. Genereerimise
protsessis peame silmas pidama nii vastuollu minevaid, kui vastuolu mitte tekitavaid reegleid.
Iga tekkiv reeglite hulk vastab Ghele puu tipule. Pideva tunnuse eemaldamiseks rakendame
Fourier-Motzkini eemaldust. Pideva tunnuse x, eemaldamiseks kaesolevast reeglite hulgast
alustame koigi reeglite kopeerimisega, mis mainitud tunnust ei sisalda uude (jargmisele tipule
vastavasse) reeglite hulka. Jargnevalt uurime koiki reegleid kujul 4.10 ja 4.11, mis sisaldavad
tunnust x, paari kaupa. Naiteks reeglite E; ja E; korral uurime Uhisosa Fjs N th. Kui vahemalt ks

nendest hulkadest on tiihi iga j=1,...m korral, siis kdesolevat paari edasi ei uurita.

Jargmise sammuna moodustatakse tuletatud reegel. Kui reegli E; KUI-SIIS lause jareldatav (S/IS

lause osa) on vordus, avaldame ta:
_ 1
Xy = _a_sr(bs + Yjsr GX;)

ning eemaldame reeglist E;. Analoogiliselt kasutame vordust, mis sisaldub reeglis E; ehk kui
reegli Es SIIS tingimus on vorratus ja reegli E; SIIS tingimus on vordus. Kui mélemad SIIS lause
tingimused on vorratused kontrollime, kas x,-i ees olev kordajad on vastupidise margiga ehk kas
ass X ay < 0, tingimuse mitte kehtides antud paar edasi ei uurita. Kui kordajad omavad

vastupidiseid marke saame uue tuletatud tingimuse:

(%1, e, xp) € {x|@1x; + o + @royXpoq + GppaXpyr + o+ Gpx, + b >0},
kus

4 = lag| xay + lag| X ay
ja

b = |as| X by + |ag| X bs,

kus X tahistab hulkade otsekorrutist. Oleme joudnud tulemuseni, kus tunnus x,. ei sisaldu SIIS

lauses.
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Algoritmi lihtsuse huvides kasitletakse binaarpuus esmalt arvulisi tunnuseid ja alles siis
faktortunnuseid. Peale arvuliste tunnuste labimist on kdik kasitletavale tipule vastavad reeglid

esitatavad kujul:

KUl v; € ij igaj=1,..,m.
SIS (xy, ..., x,) € 0.
Faktortunnuse v; eemaldamiseks kopeerime kdik antud tunnust mitte sisaldavad reeglid uude

(jargmisele tipule vastavasse) reeglite hulka.

Jargmise sammuna rakendame Fellegi ja Holti poolt vilja pakutud algoritmi KUI lausele, et
genereerida tuletavad reeglid. Alustame indeksite hulga S kindlaks tegemisega, mille korral

kehtib:

Ukes F* = D;. (4.14)
ja

Nkes F}-k #+ Qigaj = 1,...,r—1, r+1,...,mkorral. (4.15)

Nendest indeksite hulkadest valitakse vahimad, mis ei ldhe vastuollu valemitega 4.14 ja 4.15,

kuid antud hulga alamhulk ei vasta valemile 4.14, mille abil moodustame jareldatud reegli:
KUl v € Dy, vj € Nies ij igaj=1,..,r1,r+l, .., mkorral.

SIS (xy, ..., xp) € 9.

Vajab markimist, et kirjeldatud meetodil tunnuse eemaldamise tulemusena saadakse uus
tunnuste hulk, mis sisaldab vaid jarele jadanud tunnuseid. Peale kdigi faktortunnuste kasitlemist
saame reeglite hulga, mis ei sisalda tundmatuid (kdik tunnused on kas fikseeritud voi

eemaldatud).

Vastavalt Fellegi-Holt’i pdhimdttele kontrollime iga puu lehte, et teha kindlaks, kas vaartuste
imputeerimine on véimalik ilma Uhtegi vastuolu tekitamata. Kui selliseid lehtesi on rohkem kui
Uks, siis valime hulga, mille muudetavatele tunnustele vastavate usaldusvaartust naitavate

kaalude summa on vahim ehk minimiseeritakse sihifunktsioon 4.12.
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5. Deduktiivne imputeerimine

Deduktiivne imputeerimine (ing. deductive imputation) on osa imputeerimisest tingimuste
alusel (ing. imputation under constraints). Antud juhul ei sdltu imputeeritavad vaartused ei
jaotustest, millele tunnus allub, ega kasutata imputeerimiseks teisi vaatlusi. Kdesoleva meetodi
korral séltuvad imputeeritud vaartused ainult peatiikis 3 kirjeldatud kontrollreeglitest ning on
neist tuletatavad. Esimesena vaatleme imputeerimist arvuliste tunnuste korral, tapsemalt
bilansireeglite alusel ning mitte-negatiivsus piiranguid kasutades ning teisena faktortunnuste

pohijal.

5.1. Bilansireeglite alusel

Bilansireeglid satestavad andmestikule summana kirjeldatava seose (valem 3.1). Kdesolevas
peatilikis kasutame tahistamiseks maatrikstahistust jargneval kujul (Pannekoek 2006). Olgu

andmestikus p arvulist tunnust xy, ..., x,, millele on satestatud r kontrollreeglit. Tahistame

vaatluste vektori x = (xl, ...,xp)' ning defineeritud kontrollreeglid esitame:
Rx = b, (5.1)

kus, R on maatriks, mille abil esitatakse bilansireeglid. Maatriksi R veerud, mis ei sisalda nullist
erinevaid elemente vastavad tunnustele, mis ei sisaldu Uheski bilansireeglis. Jarjestades
tunnuseid Umber saame jagada vektori x vaadeldud ja puuduvateks tunnuste vaartuseks:
x = (X', x " mis) - Jarjestades sarnaselt imber ning tdhistades maatriksi R vastavad veerud

saame kirjutada:

Xo

[Ro Rmis] [,c° | =b. (5.2)

Xmis
ning jarelikult:

RnisXmis = b — Rox,
Tahistamea = b — R,x,

26



Stisteemi 5.1 lahend on jargnev (Memobust: Deductive Imputation 2014).
Xm = Rpisa+ (RpisRmis — Dz, (5.3)

kus R,,;s margib maatriksi R Uldistatud péérdmaatriksit ja z on suvaline vektor. Mittelahenduva

sisteemi korral ei eksisteeri reeglitele alluvaid sobivaid vaartusi.
Saadud lahendit rakendame imputeerimisel.

Naide 5.1.

Olgu defineeritud kontrollreeglid:

X1+X3=X4_
Xy = X5

x2 + x3 = x6.
Kirjutame valja reeglite maatriksi:
1 01 -1 0 O
R=|10 1 0 0 -1 0]
011 0 0 -1

Olgu vaadeldud vaartuste vektor x, = (x1, x4, X5, %) = (5,9,3,7)" ning puuduvate vaartuste
vektor x,, = (x,,x3)’, mille p&hjal saame vilja kirjutada maatriksi R valemis 5.2 defineeritud

alammaatriksid:

1 -1 0 0
RO:(O 0 -1 O)ja

0 0 0 -1

0 1
Rpis=(1 0}
1 1

Lihtsa aritmeetika abil saame

4
a=b—R,x, =—R,x, = (3)

7

ning kuna (R,,;sRmis — I) on nullmaatriks, leiame lahenduse arvutades R,;.a:
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%2:3j3%3:4.

5.2. Mitte-negatiivsus piirangute kasutamine

Kaesolev arutelu on sarnane eelmise peatikiga, kuid lisame mdnedele numbrilistele vaartustele
piirangud nende mittenegatiivsuse kohta. Ka lahendus leitakse analoogiliselt (De Waal,
Pannekoek & Scholtus 2011). Esmalt leiame siisteemi 5.1 lahendi. Olgu eelmises alapeatiikis
tutvustatud vektori a Uks vaartus null ehk a;;o,xm = 0, kus a;,; = (@mis 1) ) Amisim) ON

maatriksi Ry, I-is rida.
Kui

i) koik vektori a,,;s; mittenullilised elemendid on sama margiga
ii) iga vaartus a;;s;; # 0 vastab tunnusele x,,;, ;, millele on seatud piirang tema

mittenegatiivsuse kohta
saame imputeerida X,,;;5 ; = 0 iga j puhul, kus a,;5,; # 0.
Naide 5.2

Olgu andmestikus 7 tunnust, mis kdik on mittenegatiivsete vaartustega ja defineeritud on lisaks

jargmised kontrollreeglid:

x1+x2 +x3 +x4=x5
X4 + X5 = Xg

x1+x2 +X3 +XS=X7.

Reeglite maatriks avaldub (valem 5.1):

Olgu vaadeldud vaartuste vektor x, = (x4, Xs, X6, x7)" = (2,6,10,8)" ning puuduvate vaartuste
vektor x,, = (x3,x3,x,)°, mille p&hjal saame vilja kirjutada maatriksi R valemis 5.2

defineeritud alammaatriksid:
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1 -1 0 0
Roz(o 1 -1 0>ja

1 1 0 -1

1 1 1
Rmis = 0 O 1 .
1 1 0

Milles tulenevalt saame:

4
a=—-R,x, = (4)
0

Ning kirjutame valja seose:

1 1 1\ /* 4
a= (0 0 1) <x3> = <4> (5.4)
1 1 0/ \X 0

Arvutades analoogiliselt eelneva naite pohjal valemis 5.3 nadidatu saame imputeerida X, = 4:
0 -05 05 O
%m = R‘;liSa’ + (R;liSRmiS - I)Z = O + 015 _OIS O Z'
4 0 0 0

kuid X, ja X3 jadvad sdltuma suvalisest vektorist z.

Paneme tahele, et vektori a kolmas element on null ning mittenullilised elemendid on mélemad
positiivsed ja on tehtud eeldus tunnuste mittenegatiivsuse kohta. Tingimuste i ja ii pohjal saame

imputeerida: X, = 0 jaX; = 0.

5.3. Kasutades faktortunnuseid

Kdesolevas peatikis kirjeldame deduktiivset imputeerimist faktortunnuste korral (De Waal,
Pannekoek & Scholtus 2011), kus rakendatakse meetodit faktortunnuste eemaldamiseks

reeglitest, mida esmalt kirjeldame.

Igale faktortunnusele v; vastab tema madratud véimalike vaartuste hulk D;. Kdik reeglid

esialgsest reeglite hulgast Q on kirja pandavad jargnevalt:
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Fkx ... x EF,

kus ij € D;. See tahendab, et vaatlus rahuldab reeglit k siis ja ainult siis, kui v; € Fj" iga

j=1,..,mKui Fj" = Djigaj =1, ...,m, siis reegel k ei sea piiranguid tunnusele v;.

Deduktiivseks imputeerimiseks rakendame alapeatukis 4.5.1. tutvustatud meetodit tunnuse v,
eemaldamiseks esialgsest kontrollreeglite hulgast Q arvestades k&iki vahimaid indeksite

hulkasid S, mille korral:
Uskes B = Dy
ja
NiesFf igaj=1,..,g—-1,g+1,..,m
Millest saame tuletada reegli, mis ei sisalda tunnust v:
Nies FI* X oo X Nies Fy—q X Dy X Nies Fgr X oo X Nyes B (5.5)

Asendades esialgse reeglite hulga Q uue reeglite hulgaga Q;, mis sisaldab koiki reegleid
esialgsest reeglite hulgast Q, mis ei sisalda tunnust v, ning kiki tuletatud reegleid valemist 5.5
saame reeglite hulga, mis ei sisalda tunnust v, ning rahuldab kd&iki tingimusi parajasti siis, kui

seda teeb esialgne reeglite hulk Q.

Kirjeldatud meetodit rakendatakse deduktiivseks imputeerimiseks faktortunnuste korral

jargneva algoritmi kolmandas sammus.
Algoritmi kirjeldus

Olgu esialgne kontrollreeglite hulk Q ning faktortunnuste vaatlusvektor (vy..v,,). Igale
tunnusele v; vastab tema v@imalike vaartuste hulk D;. Eeldame, et kdik vektori puuduvad

vaartused on vdimalik asendada nii, et nad vastaks kontrollreeglitele.

1. Olgu M indeksite hulk, mis vastab tunnuste puuduvatele vaartustele. Defineerime
T:= @ . Olgu Q reeglite hulk, mille kéik vaartused on teada ning Qo reeglite hulk, mis

sisaldab puuduvaid vaartusi.
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Kui M\T # @ valime g € M\T, vastasel juhul I6petame algoritmi ldabimise, sest kdiki
puuduvaid vaartusi on kasitletud.

Eemaldame koik tunnused, mis sisalduvad hulgas M\{g} hulgast Q, alapeatiki alguses
kirjeldatud meetodi p&hjal. Tdhistame tunnusele v, vastava jarele jaanud reeglite hulga
Q*—ga.

Kui reeglite hulgale Q" vastab mitu vairtust hulgas D,, siis defineerime uuesti hulga
T := T U{g} ning naaseme algoritmi teise sammu juurde.

Kui reeglite hulgale Q" vastab tapselt Uks vaartus hulgast D,, siis imputeerime selle
vadrtuse tunnuse v, vadrtuseks. Jargnevalt uuendame hulka Qo lisades sinna
imputeeritud vaartus ning defineerime M := M\{g} ning naaseme algoritmi teise

sammu juurde.
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6. Andmestiku Viiliskiilastajad Eestis automaatne parandamine

Kaesolevas peatikis rakendame Fellegi-Holti paradigmat Eesti Statistikaameti andmestikule
Viliskiilastajad Eestis eesmargiga uurida, kuidas mojutab paradigma efektiivsust vaiksem ning
vahem kattuvaid tunnuseid omav kontrollreeglite hulk. Kisitluse ankeet, mille pdhjal koostati
andmestik on Lisas 1. Kontrollreeglite hulk on antud andmestiku puhul suhteliselt suur — kokku
peavad kdik vaatlused vastama ligi 50-le reeglile, millest tulenevalt vdib tunduda loogiline t60s

kirjeldatud meetodite rakendamine.

Varasemate nadidetega on demonstreeritud kirjeldatud meetodite efektiivsust kontrollreeglite
sisteemide puhul, kus reeglites on tunnuste Uhisosa. Uurime, kuidas sobib Fellegi-Holt’i

paradigma rakendamine lihtsama struktuuriga Lisas 2 toodud reeglite struktuuride naitel.

Kadesolevas andmestikus saame jagada kontrollreeglite slisteemid blokkideks, mis ei oma
tunnuste Uhisosa. Iga sellist sisteemi (Lisa 2) kasitleme iga vaatluse korral eraldiseisva vea
tuvastamise probleemina. Tapsemalt on neid kahte tiilipi. Esimene ning neljas reeglite hulk
sisaldavad bilansireegleid ning Ulejaanud on KUI-SIIS tlipi kontrollreeglite stisteemid. Koik
tunnuste nimed algavad sdnaga ALG, mis tahendab, et tegemist on vaadeldud vaartusega,
tunnuse teine osa VALISK (e. valiskiilastaja) viitab andmestiku nimele ning I6pus on ara toodud

number (ja tapsustus), millisest kiisimusest (voi kiisimuse osast) vastus parineb.

Esimene ohumark meetodi rakendamiseks on tunnuste vaike Ghisosa reeglite hulkades, teiseks
ei aita Fellegi-Holti paradigma efektiivsusele kaasa tdsiasi, et tunnuste usaldusvaarsust naitavad
kaalud on vodrdsed lihega ehk meil ei ole pdhjust arvata, et (ihegi tunnuse vaartus on
usaldusvaarsem kui teistel. Sellest tulenevalt sdltub muudetava vaartuse valimine Fellegi-Holt’i
paradigma pohjal suuresti juhusest. Jargnevas kahes alapeatiikis kasitleme esmalt

bilansireegleid ning teisena KUI-SIIS tlilpi kontrollreegleid.

Kontrollreeglid defineeritakse statistikapaketi R paketi editrules abil (Pakett ,editrules” 2015)

ning vea tuvastamise probleem lahendatakse kasu localizeErrors abil (Lisa 3).
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6.1. Bilansireegleid sisaldavad struktuurid
Esimene kontrollreeglite struktuur on defineeritud jargnevalt. Kolmandas kisimuses 6eldud

066de summa peab kokku langema 15. kiisimuses antud vastusega ning lkski tunnus ei saa olla

negatiivne:

v

v
o o o o o

alg_VALISK15_1ARV
alg_VALISK15_2ARV >
alg_VALISK15_3ARV
alg_VALISK15_4ARV >
alg_VALISK15_5ARV >
alg_VALISK03_00D = 0

alg_VALISK15_1ARV + alg VALISK15_2ARV + alg_VALISK15_3ARV +
alg_VALISK15_4ARV + alg VALISK15_5ARV = alg_VALISK03_00D.

Margime dra, et antud andmestikus on kdigi mainitud tunnuste vaartused positiivsed, mis

tahendab, et vigane vaatlus tekitab vastuolu tapselt tihe ehk viimase kontrollreegliga.

Olgu andmestikus vaatlus, kus tunnuste alg_VALISK15_2, alg_VALISK15_4 ja alg_VALISKO3_0OOD
vaartused on vastavalt 2, 1 ja 4 ning Ulejaanud kdesolevas reeglite hulgas kasutusel olevad

vaadeldud suurused on nullid. Antud vaatlus on reeglitega vastuolus.

Naeme, et iga tunnus, mis sisaldub antud kontrollreeglites sobib vea tuvastamise probleemi
lahendamiseks ehk antud juhul on kuus lahendit, mis on ilmne paradigma algse sihifunktsiooni
(valem 4.1) pdhjal. Struktuuri lihtsusest tulenevalt oleme sunnitud parandamist vajava tunnuse
juhuslikult valima. Jarelikult ei ole Fellegi-Holt’i paradigma rakendamine sellise reeglite hulga

puhul maistlik ning ei ole ka pohjendatud jatkata deduktiivse imputeerimisega.

Analoogiline arutelu kehtib ka neljanda reeglite bloki (Lisa 2) korral.
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6.2. KUI-SIIS lauseid sisaldavad struktuurid

Esimene KUI-SIIS tuupi lauseid sisaldav reeglite struktuur (Lisa 2, teine blokk) sdtestab asjaolu,
et inimese margitud reisi pohieesmark (tunnus alg_VALISK13A) peab olema margitud ka kdikide

reisieesmarkide (tunnused alg_VALISK13 1 kuni alg_VALISK13_14) seas:

KUI alg VALISK13A = 01 SI1S alg VALISK13_1=1
KUI alg VALISK13A = 02 SIIS alg VALISK13 2 =1

KUI alg VALISK13A = 14 SIIS alg VALISK13_14 =1

Struktuuri paremaks mdoistmiseks vaatame seda kirjeldavat joonist 6.1, kus on joontega

Uhendatud tingimuste poolt seotud tunnused.

cat1p

cat1

a_VALISKO06_08
a_VALISK06_04
a_VALISKO06_02

Joonis 6.1. Reeglite struktuuri visuaalne tlevaade.

Paneme tdhele, et iga vaatlus saab rikkuda maksimaalselt Uhte kontrollreeglit. Olgu

andmestikus reeglitega vastuolus olev vaatlus, kus tunnuste alg VALISK13A ja alg_VALISK13 9
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vaartused on vastavalt 09 ja 0. Kuna tunnuste usaldusvaarsust naitavad kaalud on vordsed, siis
vea tuvastamise probleemi lahendiks sobivad vordvaarselt mélemad tunnused. Ndeme, et
lahendi valimine sOltub ainult juhusest ning jarelikult ei ole andmete deduktiivne

imputeerimine ka pdhjendatud.

Analoogiline arutelu kehtib ka kolmanda, viienda, kuuenda, seitsmenda ja kaheksanda reeglite

hulga (Lisa 2) korral.
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Lisa

1 — Kiisitluse ankeet

‘ K1 ‘ Kas elate Eestis voi olete siin viibinud e aasta? 1-jah > LOPP 2-ei
K2 Kas olete viibinud Eestis: 1 alla 3 tunni > K4
2 ilma 66bimiseta reisil kestusega ule 3 tunni
3 0Oo6bimisega reisil kestusega kuni 6 kuud
4 Ule 6 kuu kuni 1 aasta
K3 Kui kaua viibisite Eestis? 1 O6bimisega reisi puhul 00bimist
2 Uhepaevakulastajana tundi
K4
01 Soome 06 Prantsusmaa 11 Lati
02 Rootsi 07 ltaalia 12 Leedu
03 Taani 08 Venemaa 13 MUURIIK.....c.coviiiiiaa.
04 Saksamaa 09 NOITA e
05 Suurbritannia 10 USA
K5 Vanuserithm: 1-(15-24) 2-(25-34) 3-(35-44) 4 —(45-54) 5-—(55-64) 6 — (65 ja vanem)
K5A Vastaja sugu: 1 - mees 2 —naine
K6 Mis oli Teie Eesti-reisi eesmark? (MITME EESMARGI PUHUL MARKIGE KOIK EESMARGID)
01 puhkusereis 06 transiitreis
02 tooalane konverents vdi seminar 07 ravireis
03 tootamine Eestis (tasu Eestist) 08 sugulaste, tuttavate kilastamine
04 muu téoalane reis (tasu valismaalt) 09 dppimine
05 ostureis 10 MUUEESMARK ......ccooviieiiiiiieeeeiee e
KBA Mis oli Teie reisi peaeesmark? MARKIGE NR ..........
KUI KULASTAJA VIIBIS EESTIS ULE 6 KUU, SIIS SIIN KUSITLUSE LOPP
K8 Palun hinnake voimalikult tapselt Eestis tehtud kulutusi jargmiste liikide kaupa.
Kulutuse liik Kulutus Summa Rahadiihik
K81 Majutus Jah E|
K8.2 Toitlustus (restoranid, baarid, kohvikud jm) Jah Ei EUR
K8.3 Transpordikulutused Eestis (bensiin, autorent jms) Jah Ei EUR
: ) _ Jah Ei EUR
K8.4 Meelelahutus ja vaba aeg (ekskursioon, kultuur, sport jm)
K8.5 Tervishoiuteenused (raviprotseduurid jm) Jah Ei EUR
) . ) Jah Ei EUR
K8.6 Muud teenused (ilusalong, saun, sideteenused jm)
K8.7 Kaubad (toidu- ja tddstuskaubad, k.a alkohol kauplusest jm) Jah Ei EUR
K8A KUI EI OSKA OELDA ERALDI KOIGI LIIKIDE KOHTA
Kui suured olid Teie kulutused Eestis kokku?
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K8B KUI ISE El TEINUD ULDSE KULUTUSI
Markida null veergu ,,Summa”
K9 Mitme inimese kulutused need olid?  ........ inimeste arv 5
KUI KULASTAJA VIIBIS EESTIS ALLA 3 TUNNI, SIIS SIIN KUSITLUSE LOPP
K10 Kuidas korraldasite oma reisi Eestisse? (AINULT UKS VASTUS)
1 ostsite valmisreisi (k.a ristlus)
2 kasutasite reisifirma Uksikteenuseid > K11B
3 reisisite reisifirma vahenduseta - K11B
K11 Kui palju valmisreis maksis? Summa, valuuta
K11A | Mitme inimese kohta? __ inimest
K11B
1-—jah 2-ei > K12
K11C | Milliseid riike? (NIMETAGE KOIK)
1 Soome 2 Rootsi 3 Lati 4 Leedu 5 Venemaa 6 MUURIIK...............ooeini
K12
1 mitte Uhtegi 3 2Kkorda 5 6-10 korda 7 varem Eestis elanud
2 1 kord 4 3-5 korda 6 Uule 10 korra
K13 Milliseid kohti Eestis selle reisi ajal kiilastasite? (NIMETAGE KOIK KULASTATUD KOHAD)
1 Tallinn 4 Parnu 7 Tartu 10 Lahemaa/Palmse 13 Valga
2 Narva 5 Haapsalu 8 Viljandi 11 Hiiumaa 1 14 MUUD KOHAD
3 Rakvere 6 Saaremaa 9 Otepaa B2 O e,
K13A | Missugune neist oli Teie peamine sihtkoht Eestis? .........c.ccooiiiiiiiiiiiiiiinen, (KOHANIMI)
K14 Milliste liiklusvahenditega Eestis soitsite? (NIMETAGE KUNI KAKS PEAMIST LIIKLUSVAHENDIT)
1 rendiauto/-mikrobuss 3 liinibuss, rong vm 5 jalgratas
2 mitterenditud auto/mikrobuss 4 ekskursioonibuss 6 muu (nt veoauto, mootorratas)
K15 Kus Te Eestis 60bisite? NB! Loetleda koéik é6bimiskohad. Mitte arvestada 66bimisi liinibussis, laevas
vOi rongis. Majutuskoha liik:
1 - hotell, motell, kiilalistemaja, hostel, turismitalu, kdmping, telkimine tasulisel territooriumil, sanatoorium jmt;
2 — GUritud tuba, korter voi suvila;
3 — tasuta majutus sugulaste vdi tuttavate juures, tasuta telkimine jmt;
4 — isiklik korter, suvila voi muu isiklik elamispind; t6dandja elamispind.
Liik Asukoht (maakond, linn) Oobimiste arv
K15.1
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K15.2

K15.3
K18
K18.1 | organiseeritud ekskursioon (giidiga) Jah Ei
K18.2 | iseseisvalt vaatamisvaarsustega tutvumine Jah Ei
K18.3 | kultuuritritused Jah Ei
K18.4 | muuseumi, ndituse kulastamine Jah Ei
K18.5 | matkamine vdi looduses viibimine Jah Ei
K18.6 | muu aktiivne harrastus vdi sport, spordivdistluse jalgimine Jah Ei
K18.7 | sisseostude tegemine Jah Ei
K18.8 | restoranis / pubis / kohvikus kaimine Jah Ei
K18.9 | ddelu Jah Ei
K18.10 | ilu- v&i raviteenuste kasutamine Jah Ei
Palun hinnake jargmisi valdkondi Eestis skaalal 1 — viga halb, 5 — viga hea: (UKS VASTUS)
K19.1
K19.2
K19.3 | vajaliku info kattesaadavus Eestis viibides
K19.4 | turvalisus
5 palju parem ootusest 4 parem ootusest 3 vastas ootusele 2 halvem ootusest 1 palju halvem ootusest
K21 Kas Teie vanemad voi Teie ise olete siindinud Eestis? l-jah 2-—ei
K22 Kas Teil on Eestis sugulasi voi tuttavaid? l-jah 2-ei
K24 TAIDAB KUSITLEJA (AINULT MAANTEEL)

Liiklusvahend: 1 liinibuss 2 ekskursioonibuss 3 séiduauto 4 veoauto 5 jalgratas 6 jalgsi

SUUR TANU TEILE ABI EEST! kellaaeg: |_|_|_|_| kuupgev: |_|_|_|_| 2014
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Lisa 2 — Andmestiku Vadliskiilastajad Eestis kontrollreeglid

Esimene reeglite struktuur:

alg VALISK15_1ARV = 0

alg VALISK15_2ARV >0

alg VALISK15_3ARV =0

alg VALISK15_4ARV =0

alg VALISK15_5ARV =0

alg VALISK03_00D = 0

alg VALISK15_1ARV + alg VALISK15_2ARV + alg VALISK15_3ARV +
alg VALISK15_4ARV + alg VALISK15_5ARV = alg VALISK03_00D

Teine reeglite struktuur:

KUl alg VALISK06A = 01 SIIS alg VALISK06_01 =
KUl alg VALISK06A = 02 SIIS alg VALISK06_02 =
KUl alg VALISK06A = 03 SIIS alg VALISK06_03 =
KUl alg VALISK06A = 04 SIIS alg VALISK06_04 =

1
1
1
1
KUl alg VALISK06A = 05 SIIS alg_VALISK06_05 = 1
KUl alg VALISK06A = 06 SIIS alg_VALISK06_06 = 1
KUl alg VALISK06A = 07 SIIS alg_VALISK06_07 = 1
KUl alg VALISK06A = 08 SIIS alg_VALISK06_08 = 1
KUl alg VALISK06A = 09 SIIS alg_VALISK06_09 = 1

1

KUl alg VALISK06A = 10 SIIS alg VALISK06_10 =

Kolmas reeglite struktuur:

KUl alg VALISK08_1 = 1SIIS alg VALISKO02 € (3,4)
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Neljas reeglite struktuur:
alg VALISK08_1 SUMMA = 0
alg VALISK08_2_SUMMA = 0
alg VALISK08_3_SUMMA = 0
alg VALISK08_ 4 SUMMA = 0
alg VALISK08_5_SUMMA = 0
alg VALISK08_6_SUMMA = 0
alg VALISK08_7_ SUMMA = 0
alg VALISKO8A = 0

alg VALISK08_1 SUMMA
alg VALISK08_4 SUMMA
alg VALISK08_7_SUMMA

alg VALISK08_2_SUMMA + alg VALISK08_3_SUMMA +
alg VALISK08_5_SUMMA + alg VALISK08_6_SUMMA +
alg VALISK08A

+ +

Viies reeglite struktuur:

KUl alg VALISK13A = 01 SIlISalg VALISK13_1 =1
KUl alg VALISK13A = 02 SIISalg VALISK13 2 =1
KUl alg VALISK13A = 03 SlISalg VALISK13 3 =1
KUl alg VALISK13A = 04 SlISalg VALISK13 4 =1
KUl alg VALISK13A = 05SIISalg VALISK13 5=1
KUl alg VALISK13A = 06 SlISalg VALISK13 6 =1
KUl alg VALISK13A = 07 SlISalg VALISK13 .7 =1
KUl alg VALISK13A = 08 SIISalg VALISK13 8 =1
KUl alg VALISK13A = 09 SlISalg VALISK13 9 =1
KUl alg VALISK13A = 10 SIIS alg VALISK13_10 =1
KUl alg VALISK13A = 11 SlISalg VALISK13_11 =1
KUl alg VALISK13A = 12 SlISalg VALISK13_12 =1
KUl alg VALISK13A = 13 SlISalg VALISK13_13 =1
KUl alg VALISK13A = 14 SlISalg VALISK13_ 14 =1
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Kuues reeglite struktuur:

KUIVALISK15_1ASUK _mk = 37 SIISVALISK13_1_mk = 37
KUIVALISK15_1ASUK _mk = 44 SIISVALISK13_2_mk = 44
KUIVALISK15_1ASUK _mk = 59 SIISVALISK13_3_mk = 59
KUIVALISK15_1ASUK _mk = 67 SIISVALISK13_4_mk = 67
KUIVALISK15_1ASUK _mk = 57 SIISVALISK13_5_mk = 57
KUIVALISK15_1ASUK _mk = 74 SIISVALISK13_6_mk = 74
KUIVALISK15_1ASUK _mk = 78 SIISVALISK13_7_mk = 78
KUIVALISK15_1ASUK _mk = 84 SIISVALISK13_8_mk = 84
KUIVALISK15_1ASUK _mk = 82 SIISVALISK13_9_mk = 82
KUIVALISK15_1ASUK _mk = 59 SIISVALISK13_10_mk = 59
KUIVALISK15_1ASUK _mk = 39 SIISVALISK13_11_mk = 39
KUIVALISK15_1ASUK _mk = 86 SIISVALISK13_12_mk = 86
KUIVALISK15_1ASUK _mk = 82 SIISVALISK13_13_mk = 82

Seitsmes reeglite struktuur:

KUl alg VALISK18_7 = 1SIIS alg VALISK08_7 = 1

Kaheksas reeglite struktuur:

KUl alg VALISK18_8 = 1SIIS alg VALISK08_2 = 1
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Lisa 3 — Rakendustarkvara R kood

## Osa 1 - Pakettide installeerimine ning andmete sisselugemine ja korrastamine

#Vajalikud paketid
#load("editrules")
#Loeme andmed sisse

alg_andmed-read.csv("//failid/SA/Kasutajad/Joosep.Raudsik/Desktop/valis2.csv",sep-";")

andmed-subset(alg_andmed, select-c(
alg VALISK15_1ARV,alg VALISK15 2ARV,alg VALISK15 3ARV,

alg VALISK15 4ARV ~ ,  alg VALISKI5 5ARV,  alg VALISKO3_OOD,alg VALISKOGA,
alg_VALISKO6_O1,

alg_VALISKO6_02, alg VALISKO6_03, alg_VALISKO6_04, alg_VALISKO6_05,
alg_VALISKO6_086,

alg_VALISKO6_07, alg_VALISKO6_08, alg_VALISKO6_09, alg VALISKO6_10, alg VALISKO8 1,

alg_VALISKO2, alg VALISKO8_1_SUMMA, alg_ VALISKO8_2_SUMMA
alg VALISKO8 3 _SUMMA,

alg VALISKO8 4 SUMMA , alg VALISKO8 5 SUMMA , alg VALISKO8 6_SUMMA
alg VALISKO8 7 _SUMMA,

alg_ VALISKO8A, alg VALISK13A, alg VALISK13 1, alg VALISK13 2, alg VALISK13_3,
alg VALISK13 4,

alg VALISK13_5, alg VALISK13_ 6, alg VALISK13 7, alg VALISK13_ 8, alg VALISK13 9,
alg VALISK13_10,

alg VALISK13_11, alg_ VALISK13_12, alg VALISK13_13, alg_VALI SK15_ILIIK,
alg VALISK15_2LIIK,

alg_VALISK15_3LIIK, alg_VALISK15_4LIIK, alg VALISK15_5LIIK, alg_VALISKO8_1_SUMMA,
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alg VALISK18_7, alg VALISK18 8, alg VALISKO8 7, alg_VALISKO8 2.alg VALISK13_14,

VALISK15_1ASUK_mk, VALISK13_1_mk, VALISK13_2_mk, VALISK13_3 mk,
VALISK13_4_mk, VALISK13_5_mk,

VALISK13_6_mk, VALISK13 7 mk, VALISKI3 8 mk, VALISKI3 9 mk, VALISKI3_ 10 mk,
VALISK13_11_mk, VALISK13_12_mk,

VALISK13_13_mk

)

andmed$alg_VALISK13A - as.factor(andmed$alg_VALISK13A)

andmed$alg VALISK13_1 - as.factor(andmed$alg_VALISK13_1)

andmed$alg_VALISK15_1ARV[isna(andmed$alg VALISK15_I1ARV)] <- 0
andmed$alg VALISK15_2ARV[is.na(andmed$alg_VALISK15_2ARV)] <- 0
andmed$alg VALISK15_3ARV[is.na(andmed$alg_VALISK15_3ARV)] <- 0
andmed$alg VALISK15_4ARV[is.na(andmed$alg VALISK15_4ARV)] <- 0
andmed$alg VALISK15_5ARV([is.na(andmed$alg VALISK15_5ARV)] <- 0

andmed$alg VALISKO3_OOD[is.na(andmed$alg VALISKO3_OOD)] <- 0

andmed$alg VALISKO8_1_SUMMA[is.na(andmed$alg_VALISKO8 1_SUMMA)| <-0
andmed$alg_VALISKO8_2_SUMMA[is.na(andmed$alg_VALISKO8 2 _SUMMA)| <- 0
andmed$alg_VALISKO8_3_SUMMA[is.na(andmed$alg_VALISKOS_S_SUMMA)] <-0
andmed$alg_VALISKO8 4 SUMMAI[is.na(andmed$alg_VALISKO8_4_SUMMA)] <- 0
andmed$alg_VALISKO8_5_SUMMA[is.na(andmed$alg_VALISKOS_S_SUMMA)] <-0
andmed$alg_VALISKO8_6_SUMMA[is.na(andmed$alg_VALISKOS_G_SUMMA)] <-0

andmed$alg VALISKO8_7_SUMMA[is.na(andmed$alg_VALISKO8 7_SUMMA)| <- 0
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andmed$alg_VALISKO8A[is.na(andmed$alg VALISKO8A)] <- O

levels(andmed$alg_VALISK13A) <- c(levels(andmed$alg_VALISK13A), "-1")
levels(andmed$alg_VALISK13_1) <- c(levels(andmed$alg_VALISK13_1), "-1")
levels(andmed$alg_VALISK15_1LIIK) <- c(levels(andmed$alg_VALISK15_1LIIK), "-1")
levels(andmed$alg_VALISK15_2LIIK) <- c(levels(andmed$alg_VALISK15_2LIIK), "-1")
levels(andmed$alg_VALISK15_3LIIK) <- c(levels(andmed$alg_VALISK15_3LIIK), "-1")
levels(andmed$alg_VALISK15_4LIIK) <- c(levels(andmed$alg_VALISK15_4LIIK), "-1")

levels(andmed$alg_VALISK15_5LIIK) <- c(levels(andmed$alg_VALISK15_5LIIK), "-1")

levels(andmed$alg_VALISKO6A) <- c(levels(andmed$alg_VALISKOGA), "-1")
levels(andmed$alg_VALISKO6_05) <- c(levels(andmed$alg VALISKO6_05), "-1")
levels(andmed$alg_VALISKO8_ 1) <- c(levels(andmed$alg_VALISKO8 1), "-1")

levels(andmed$alg_VALISKO02) <- ¢(levels(andmed$alg_VALISKOZ2), "-1")

levels(andmed$alg_VALISK18_7) <- c(levels(andmed$alg_VALISK18_7),"-1")
levels(andmed$alg_VALISKO8_7) <- c(levels(andmed$ alg_VALISKO8_7), "-1")
levels(andmed$alg_VALISK18_8) <- c(levels(andmed$alg_VALISK18_8), "-1")

levels(andmed$alg_VALISKO8_2) <- c(levels(andmed$alg_VALISKO8_2), "-1")

andmed[andmed==""]<-NA

andmed[is.na(andmed)] <-'-T

#Muudame sobivale kujule
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attach(andmed)

head(andmed)

## OSA 2 - Kontrollreeglite defineerimine ja iilevaade
reeglid <- editset(expression(
#Esimene
alg VALISK15_1ARV>-0,
alg_ VALISK15_2ARV>-0,
alg_VALISK15_3ARV>-0,
alg_VALISK15_4ARV>-0,
alg_ VALISK15_5ARV>-0,
alg VALISKO3_OOD>-0,
alg_VALISK15_1ARV + alg_VALISK15 2ARV + alg VALISK15_3ARV +

alg VALISK15_4ARV + alg VALISK15_5ARV -- alg_VALISKO3_OOD,

#Teine reegel

alg_VALISKO6A %in% ¢('01''02''03''04'/05','06'07','08','09''10",'- 1'),
alg_VALISKO6_01 %in% c(1,2,-1'),

alg_VALISKO6_02 %in% c(1,2,-1'),

alg_VALISKO6_03 %in% c(1,2,-1'),

alg_VALISKO6_04 %in% c(1,2,-1'),

alg_VALISKO6_05 %in% c(1,2,-1'),

alg_VALISKO6_06 %in% c(1,2,-1'),

alg_VALISKO6_07 %in% c(1,2,'-1"),
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alg_VALISKO6_08 %in% c(1,2,'-1"),
alg_VALISKO6_09 %in% c(1,2,'-1"),

alg_VALISKO6_10 %in% c(1,2.-1',

if (alg_VALISKOG6A -= "01") alg_VALISKO6_01 == "1",
if (alg_VALISKOBA -- "02") alg_VALISKO6_02 -- "1,
if (alg_VALISKO6A -- "03") alg_VALISKO6_03 --"1",
if (alg_VALISKO6A -- "04") alg_VALISKO6_04 - "1",
if (alg_VALISKO6A —- "05") alg_VALISKO6_05 —- "1",
if (alg_VALISKO6A —- "06") alg_VALISKO6_06 --"1",
if (alg_VALISKO6A -- "07") alg_VALISKO6_07 - "1",
if (alg_VALISKOG6A —- "08") alg_VALISKO6_08 --"1",
if (alg_VALISKO6A —- "09") alg_VALISKO6_09 --"1",

if (alg_VALISKOGA -- "10") alg_VALISKO6_10 - "1",

#Kolmas
alg_VALISKOZ %in% c('I','Z‘,'S','4‘,‘—I‘),
alg_VALISKO8_1 %in% c('1''2'-1),

if (alg_VALISKO8_1 --"1") alg_VALISKOZ %in% c("3","4"),

#Neljas
alg_VALISKO8 1_SUMMA>-0,
alg_VALISKO8_2_SUMMA>-0,

alg VALISKO8_3 SUMMA>-0,
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alg_VALISKO8 4 SUMMA>-0,

alg_VALISKO8_5_SUMMA>-0,

alg_VALISKO8_6_SUMMA>-0,

alg_VALISKO8 7 SUMMA>-0,

alg_VALISKO8A>-0,

alg_VALISKO8_1_SUMMA + alg_VALISKO8_2_SUMMA + alg_VALISKO8_3_SUMMA +
alg_ VALISKO8 4 SUMMA + alg_VALISKO8 5 SUMMA + alg_VALISKO8 6_SUMMA +

alg VALISKO8_7 SUMMA -- alg_VALISKO8A,

#Viies

alg_VALISK13A %in% ¢('01'/02''03''04''05''06''07',08'/09''10"'11''12"'13''14"-1"),
alg_VALISK13_1 %in% c('0','1''2'"-1"),
alg_VALISK13_2 %in% c('0','1''2'"-1"),
alg_VALISK13_3 %in% c('0''1','2'" -17),
alg_VALISK13_4 %in% c('0','1',2'"-1"),
alg_VALISK13_5 %in% c('0''1'2',"-1"),
alg_VALISK13_6 %in% c('0''1','2'" -17),
alg_VALISK13_7 %in% c('0','1',2'"-1"),
alg_VALISK13_8 %in% c('0''1','2'" -17),
alg_VALISK13_9 %in% c('0''1",'2"" -17),
alg_VALISK13_10 %in% c('0','1",'2","-1"),
alg_VALISK13_11 %in% c('0','1",'2","-1"),
alg_VALISK13_12 %in% c('0','1",'2","-1"),

alg_VALISK13_13 %in% c('0','1",'2","-1"),
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alg_VALISK13_14 %in% c('0','1",'2","-1"),

if (alg_VALISK13A--"01") alg_VALISK13_1--"1",
if (alg_VALISK13A--"02") alg_VALISK13_2--"1",
if (alg_VALISK13A--"03") alg_VALISK13_3--"1",
if (alg_VALISK13A--"04") alg_VALISK13_4--"1",
if (alg_VALISK13A--"05") alg_VALISK13_5--"1",
if (alg_VALISK13A--"06") alg_VALISK13_6--"1",
if (alg_VALISK13A--"07") alg_VALISK13_7--"1",
if (alg_VALISK13A--"08") alg_VALISK13_8--"1",
if (alg_VALISK13A--"09") alg_VALISK13_9--"1",
if (alg_VALISK13A--"10") alg_VALISK13_10--"1",
if (alg_VALISK13A--"11") alg_VALISK13_11--"1",
if (alg_VALISK13A--"12") alg_VALISK13_12--"1",
if (alg_VALISK13A--"13") alg_VALISK13_13--"1",

if (alg_VALISK13A--"14") alg_VALISK13_14--"1",

H#H#Kuues

VALISK15_1ASUK_mk %in% c('37''44','59''67','57','74','78''84''82''59''39'/86''81", -1),
VALISK13_1_mk %in% c(-1, 37),

VALISK13_2_mk %in% c(-1, '44"),

VALISK13_3_mk %in% c(-1,'59"),

VALISK13_4_mk %in% c(-1,'67),

VALISK13_5_mk %in% c(-1, '57'),
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VALISK13_6_mk %in% c(-1, '74"),
VALISK13_7_mk %in% c(-1,'78)),
VALISK13_8_mk %in% c(-1,'84"),
VALISK13_9_mk %in% c(-1, '82'),
VALISK13_10_mk %in% c(-1, '59"),
VALISK13_11_mk %in% c(-1,'39"),
VALISK13_12_mk %in% c(-1, '86'),

VALISK13_13_mk %in% c(-1, '82)),

if (VALISK15_1ASUK_mk--'37') VALISK13_1_mk--'37'
if (VALISK15_1ASUK_mk--'44") VALISK13_2_mk--'44",
if (VALISK15_1ASUK_mk--'59') VALISK13_3_mk--'59',
if (VALISK15_1ASUK_mk--'67') VALISK13_4_mk--'67',
if (VALISK15_1ASUK_mk--'57") VALISK13_5_mk--'57,
if (VALISK15_1ASUK_mk--'74') VALISK13_6_mk--'74",
if (VALISK15_1ASUK_mk--'78) VALISK13_7_mk--'78',
if (VALISK15_1ASUK_mk--'84") VALISK13_8_mk--'84',
if (VALISK15_1ASUK_mk--'82') VALISK13_9_mk--'82',
if (VALISK15_1ASUK_mk--'59") VALISK13_10_mk--'59",
if (VALISK15_1ASUK_mk--'39") VALISK13_11_mk--'39",
if (VALISK15_1ASUK_mk--'86') VALISK13_12_mk--'86/,

if (VALISK15_1ASUK_mk--'82') VALISK13_13_mk--'82/,

#Seitsmes
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alg_VALISKO8_7 %in% c('1''2'-1),
alg_VALISK18_7 %in% c('1'/2'-1),

if (alg_VALISK18_7--'1") alg_VALISKO8_7--'T,

#Kaheksas
alg_VALISK18_8 %in% c('1'/2'-1),
alg_VALISKO8_2 %in% c('1'/2'-1"),

if (alg_VALISK18 8--'1') alg_VALISKO8_ 2--'1'

## OSA 3 - Meetodite rakendamine
#Leiame Fellegi-Holti meetodil vead

el <-localizeErrors(reeglid,andmed)
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Lihtlitsents 16put66 reprodutseerimiseks ja 16put6o lldsusele kittesaadavaks tegemiseks

Mina Joosep Raudsik (siinnikuupdev: 22.01.1991)

1. annan Tartu Ulikoolile tasuta loa (lihtlitsentsi) enda loodud teose
Fellegi-Holt i meetod ja deduktiivne imputeerimine andmestiku Viliskiilastajad Eestis naitel,

mille juhendajad on Mare Vahi ja Maiki llves,

1.1. reprodutseerimiseks sdilitamise ja (Uldsusele kattesaadavaks tegemise eesmargil,
sealhulgas digitaalarhiivi DSpace-is lisamise eesmargil kuni autoridiguse kehtivuse tahtaja
[6ppemiseni;

1.2. Uldsusele kittesaadavaks tegemiseks Tartu Ulikooli veebikeskkonna kaudu, sealhulgas

digitaalarhiivi DSpace’i kaudu kuni autoridiguse kehtivuse tdhtaja Idppemiseni.

2. olen teadlik, et punktis 1 nimetatud digused jadvad alles ka autorile.

3. kinnitan, et lihtlitsentsi andmisega ei rikuta teiste isikute intellektuaalomandi ega

isikuandmete kaitse seadusest tulenevaid digusi.

Tartus, 13.05.2014
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