STATI7FK

STATISTILINE ANDMETOOTLUS
MOOTMISTULEMUSTE TOOTLEMINE
LOENGUD 1997

TEHNILISED MARKUSED:

Tekst peab olema hdlpsalt 1.5 voi 2 korda vahend&elleks reeglid:
1. Reavahe defineeritud ainult kui “multiple”. Stiand = 1.
2. Kirja mdodud ainult N*6: 12, 18, 24, 30.
Normaalkiri: Times 18.
Pealkirjad: Times 24.
Dokument STAT97FK hargneb kaheks: STAT97F ja STAR97
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STATISTILINE MOOTMIS-

ANDME - TULEMUSTE
TOOTLUS TOOTLEMINE

SISSEJUHATUS

Viis esimest peatukki on molema kursuse jaoks dhsaende sisuks on
matemaatilise statistikandisted ning meetod.

1672. astatistika= riigiopetus, poliitiline aritmeetika.
Mereste, U. Statistikéldteooria. 496 Ik. Massnahtuste teooria

1. Andmehdive. 2. Andmestik. 3. Andmetdsdpetus.
Vene matemaatikaentsuklopeedias statistigtatistik.

Tiit, E. jt. TOendosusteooria ja matemaatilingisti&a. 472 Ik.
Oluline lahtekoht: Gaussi mootmisvigade teadi8009.
Uldine ulesanne:
antud — mootmised, vaatlused, kisitlused,
leida — jareldused, otsustused.
Osallesannete meetod:

mootmised= arvud = tuletatud arvud= jareldused
(Vordlus: Tartu= Poltsamaa= Paide= Tallinn)

Osaltlesande absolutiseerimise oht ja juntmote:
arvutamise eesmargiks ei ole arvud, vaid arusaamine

Tdenaosusteooria

v

Matemaatiline -
Loodus statistika Uurija

v ! i

Andmehdive ¥ Andmeanaliiis (—» Andmeesitus
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1. Statistilise analtusi lahteandmed

Objektid, tunnused ja vaartused. MAotmine.
Mootskaala: tunnuse voimalike vaartuste&nimede hulk
Nimeskaala ja jarjeskaala.

Aditiivne tunnus ja meetriline skaala. Skaala nsegerimine.
(naide: koolihinnete aritmeetika)

Potentsiaalid ja vaheskaala
(naited: kellaaeg, Celsiuse skaala, energia).
Skalaarandmed ja tinglikud skalaarandmed.

Mitmemaootmelised andmed:
andmetabel,
geomeetriline interpretatsioon,
koordinaaditeisendused,
meetrika.

Vektorandmed ja tinglikud vektorandmed
(probleemi naide: amplituudspekter ja voimpegser)

Linklikud andmed.
Pidev ja diskreetne skaala. Vaartusklassifitseemi
Aegread.

Andmete esitus arvutis:
fikseeritud formaat ja mastabeerimine,
eraldajatega jada.

Andmestruktuurid: jadafail ja massiiv.
On-line andmed.
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Andmetabeli naidis
Average solar radiation (watts/sq.m.) for seleci¢ids

Month: jul aug sep oct nov dec jan feb mar apr may jun ave lat
Atlanta, GA 257 246 201 166 30 102 106 140 184 236 258 271 192 34.0
Barrow, AK 208 123 56 20 0 0 0 18 87 184 248 256 100 71.0
Bismark, ND 296 251 185 132 78 60 76 121 170 217 267 284 178 47.0
Boise, ID 324 275 221 152 88 60 69 113 164 235 284 309 191 43.5
Boston, MA 240 206 165 115 70 58 67 96 142 176 228 242 150 42.5
Caribou, ME 246 218 161 102 53 51 66 111 178 194 229 232 153 47.0
Cleveland, OH 267 239 182 127 68 56 60 87 151 182 253 271 162 41.5
Dodge City, KS 311 287 239 184 138 113 123 153 202 256 275 315 216 38.0
El Paso, TX 324 309 278 224 178 151 160 209 266 317 346 353 260 32.0
Fresno, CA 323 293 243 182 117 77 90 143 212 264 308 337 216 37.0
Greensboro, NC 263 235 197 156 118 95 97 134 171 227 257 273 185 36.0
Honolulu, HI 305 293 271 245 208 176 175 200 234 262 300 297 247 21.0
Little Rock, AR 270 250 214 167 118 91 96 127 173 220 256 272 188 35.0
Miami, FL 260 246 216 188 171 154 166 201 238 263 267 257 219 26.0
New York, NY 251 238 175 127 77 62 71 102 151 183 220 255 159 41.0
Omaha, NE 275 252 192 142 96 80 99 134 172 224 248 272 182 21.0
Rapid City, SD 288 262 208 152 99 76 90 135 193 235 259 287 190 44.0
Seattle, WA 242 209 150 84 44 29 34 60 118 174 216 228 132 47.5
Tucson, AZ 304 286 281 216 172 144 151 195 264 322 358 343 253 41.0
Washington, DC 267 190 196 145 75 64 101 124 153 182 215 247 163 39.0
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2. Matemaatilise statistika uldmaoisted,
tlesanded ja meetodid

Uldkogum ja valim.
Loplik ja Idpmatu tldkogum.

Juhuslik valim. (7,2 ,11,5, 12, 6, 85Y
Variatsioonrida. (2,5,5,6,7,7,8, 12)
Statistikud.
n n
Empiirilised momendid x{/n S(x - /n 227
i=1 i=1
Jarkstatistikud.
b
Toenadosusteoreetilised mudelid. P(x) = ;e "
Uhtlane jaotus. ' (x-1)?
Poissoni jaotus F(x) = e 207
Normaaljaotus 0-/2m
Cauchy jaotus. A
F(X)=—= 5
A2 +(x-x)?)

Matemaatilise statistika tlesanded.
Hupoteeside kontrollimine.
Toenaosusjaotuse karakteristikute mudelivabadamine.
Toendaosusjaotuse mudeli valimine.
Parameetrite hindamine.
Mudelite konstrueerimine.

Lintne probleemKuhjas on 1 tonn kartuleid. Mitu kartulit on kalsj?
Parameetrilised, mitteparameetrilised ja robastseetodid. (1964/1981)

Jaotuste
ruum: / /

Statistikute tdendosusjaotuste meetod. Naide aritmeetiline keskmine




Program Naide;

var i : integer;

x, Y, f.a, s, ss,g,c, yo0,go:real

t: text;

begin

assign (t, 'c:\b\poisson.tab'); rewrite (t);

fi=1,a:=1;,y:=0;9:=0;

s:=0; ss :=0.0004; y0 :=0; g0 :=0;

fori:=0to 20 do begin x :=1i;

if x> 0 then begina:=a* 10;f:=f*x end;

y0 :=y; y = (a/f)/exp(10);
s:=s+(y+y0)/2;

g0:=g; g :=exp (-(x - 10)*(x - 10)/20) / 7.92 6655;
ss:=ss + (g +g0)/2;
c:=10/(8*(10 + (x - 10)*(x - 10)));
writeln (t, i:5, y:10:4, s:10:4, 9:10:4, ss:10:4 , C:10:4);
end;
close (t);
readlin;
end.
Poisson Gauss Cauchy
X P(x) F(x) f(x) F(x) f(x)
0 0.0000 0.0000 0.0009 0.0008 0.0114
1 0.0005 0.0003 0.0022 0.0023 0.0137
2 0.0023 0.0016 0.0051 0.0060 0.0169
3 0.0076 0.0066 0.0109 0.0140 0.0212
4 0.0189 0.0198 0.0209 0.0299 0.0272
5 0.0378 0.0482 0.0361 0.0584 0.0357
6 0.0631 0.0986 0.0567 0.1048 0.0481
7 0.0901 0.1752 0.0804 0.1734 0.0658
8 0.1126 0.2765 0.1033 0.2652 0.0893
9 0.1251 0.3954 0.1200 0.3769 0.1136
10 0.1251 0.5205 0.1262 0.5000 0.1250
11 0.1137 0.6399 0.1200 0.6231 0.1136
12 0.0948 0.7442 0.1033 0.7347 0.0893
13 0.0729 0.8280 0.0804 0.8266 0.0658
14 0.0521 0.8905 0.0567 0.8951 0.0481
15 0.0347 0.9339 0.0361 0.9415 0.0357
16 0.0217 0.9621 0.0209 0.9700 0.0272
17 0.0128 0.9793 0.0109 0.9859 0.0212
18 0.0071 0.9893 0.0051 0.9939 0.0169
19 0.0037 0.9947 0.0022 0.9976 0.0137
20 0.0019 0.9975 0.0009 0.9991 0.0114

STATO7FK:

6



STATO7FK: 7

o1 N g
o A\, ~-Gauss | |
0.09 \&\ —o— Cauchy | |
' A\

o /)] WY

/g R\

1/ %&

0.04 %/ \

FIRES N

g P

01 2 3 45 6 7 8 9 10111213 14 1516 17 18 19 20

Tihedusfunktsioorfi(x) (Poissoni jaotuse puhul tinglik)

1 Wqﬁ-ﬂ—n
0.9 g
o

0.8 —— Poisson /

0.7 —O0—Gauss /
0.6

0.5 /
0.4 /
0.3

0.2 /{/

- U—M
O 1 1 1

01 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20

Jaotusfunktsioofr(x)



STAT97FK: 8

3. Punkthinnangud

Hinnangufunktsiooni omadused.
Valim x = {Xq, X, ... X3} , hinnatav¢ , hinnangufunktsiooii(¢) .

Hinnangu nihe HX) -¢ .
Hinnangu modjusus ehk konsistentsus.
Hinnangu hajuvus ja efektiivsus HL) -&)}°.

Hinnangu arvutamise kulud.
Parima hinnangufunktsiooni probleem.

Suurima tdepara meetod.
Juhusliku suuruse toendosustihegixsé) .

n
Valimi tdenadosustiheddigx; &) = |_| f (X;€) .
i=1

Konkreetse hinnangu toeparasus, kj = fy(x; ¢) .
Ulesanne: valid& niiviisi, etL = L., Kusx on fikseeritud.

n
Vote: I(€; x) = In LE; x) = D_In f (x;;8).
i=1
Naide Poissoni jaotuse parameagirhinnangh
1(A; %) :Zm(%e‘xj =>'(xInA=Inx-1),
i=1 i i=1

lahendada vorrand/d\ = 0O .

Vahimruutude meetod.
Naide Suurus€, korduva mootmise tulemused oxy {x, ... X.}.

Uksikmatmise halve (% £). Halvete hulga m=>"" (% —&)"

Antudx , leida¢ nii, etS=S,,. Lahendada juhWt = 2.
Pohimote hinnang leitakse nii, et halvete ruutude summanin.

Keskvaartuse, dispersiooni ja standardhalbe hingami
Keskvaartuse efektiivne hinnamg normaaljaotuse korral
ja normaaljaotuse eriomadus. Hinnangu dsspen.
Keskvaartuse efektiivne hinnang Uhtlase jaokasral.
Dispersiooni ja standardhalbe hinnangud noljanatase korral.
a(m) hinnang w/n ja n++ kompensatsioon.
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4. Statistilised hupoteesid

Hilpoteeside formuleerimine.
Sisuline hipotees, formaliseerimine ja stifitist hiipotees.
Naide * aiateibad (kasvavad/kahanevad/muutuvad) kuusdgnojul,
* alateivaste pikkuste (keskvagittuediaan/jaotusseadus)
muutub kuuvalgetel 66del (pilekw ...../.....),
* alateivaste hommikuste mootniestuwiste hulk on parit
teisest Uldkogumist kui ohtustédtmistulemuste hulk,

(kusjuures ..... ).

Hipoteeside tiubid.

Naited a) normaaljaotusega suuryse m jac = s,

b) normaaljaotusega suunusem,

C) suuruse jaotusseadus on ndjamdiasseadus,

d) kaks suurust alluvad samabtusseadusele

e) normaaljaotusega suugusem jac = s.
Parameetrilised (a, b, e) ja mitteparames¢dli(c, d) hlipoteesid.
Lintsad (a) ja UhendhUpoteesid (b, e).

Valimiruum ja testipiirkonnad.
Kriitiline piirkondw — x [0 w = hipotees kummutatakse,
vastuvotmise piirkontv—w, hiipoteesi tunnustatakse.

Alternatiivhiipoteesid

Pideva jaotuse puhul on “tapse tabamuse” timrsinull,

milline mo&te on hupoteesidel (a—e)?

Praktilisem Ulesanne: teha valik kahe mudgiiel.

Tuupsituatsioon: mitteformaalsest probleemiséselt tulenev
primaarhtpotees vaidab mingi efekti olsaha ja osutub
tuhendhUpoteesiks. Alternatiiv vaidab &@fpkudumist ja see
formuleeritakse voimalikult lihtsalt koallitavana.
Sellisel juhul nimetatakse alternatiivillhtipoteesiks.
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Naide:
Sisuline hipoteesnagnettorm mojustab inimeste enesetunnet.

Eksperimentn vaatlusalust ei informeerita magnettormidest ja na
hindavad igal dhtul enda subjektiivset enesetuthfibtpallises skaalas.
Defineerimeg = hinne magnettormi péaeval — hinne eelmisel paeval

Aprioorne eeldusmdju puudumise korral oleksnegatiivse ja positiivse
vaartuse tbenaosused vordsed.

Statistiline primaarhtpotedd;: x mediaan erineb nullist.
AltenatiivH,: x mediaan on null (nullhiipotees, mdju puudub).

H, on lihthipotees.

n — valimi mahtX — positiivsete nihete arv valimis. Jaotusseadus:
n!

PX=H)= ki(n—K)12"

0.18

P (X=k)

0.16

0.14

0.12

0.1

0.08
0.06

0.04 — —
0.02

0 5 10 15 20 k

Binoomjaotuse tdéenaosused erijuhul n = 20, p =0cb=
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Binoomjaotus erijuhul n =20,p=9g=0.5

Jaotusfunktsioon diskreetsel skaalal

P (X <k)

0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1

0 5 10 15 20 k

TOenaosus, et absoluutne tsentraalhalve pole vaik$&antud arvusk

P (IX-10] 2 k)

0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1
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P (IX-10|> K)
1.000000
0.823803
0.503445
0.263176
0.115318
0.041389
0.011818
0.002577
0.000402

Testipiirkonna konstrueerimine ihemootmelise vdlimiktsiooni abil.

OINOO|PRWINFLO|X

Kahepoolsed ja thepoolsed testid.

Hupoteeside kontrollimise standardmeetod ja vOikoalivead.

Hupoteesile HPUstitatakse selline alternatiiy,Hnille korral mingi
statistiku tbenaosusjaotus on teoreetilise mudeli abil maérata

Maaratakse statistiku vaartusete piirk@aille puhul alternatiiv
H, kuulutatakse uskumatuks ja Hinnustatavaks.

Tegelikult Testi tulemus
on 0Oige tdS=H, tS=>H;

Ho Tehakse 0ige otsusEsimest liiki viga

H, Teist liikki viga | Tehakse Oige otsus

Olulisuse nivoay = esimest liiki vea suurim lubatud t6enaosus.
Usaldusnivo@ =1 —q.
Testi vOimsus teist liiki vea valtimise tbenaosus.
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5. Vahemikhinnangud

Gaussi tlesanne.
Normaalselt jaotatud mootmisvigadega suurudetmistulemused on
X1...%, . Leida vahemik (a, b), m@b tbendosusega sisaldak&esk-
vaartusfl. Lisaeeldusn on suur.

Lahendus: Arvutame ja ., punkthinnangudnjas, = s/~/n.
TOenaosus, ehjaab vahemikky + ko, on pg = P(K) — D(-K).

d(k) = P(m_ H o k} — standardiseeritud normaaljaotusfunktsioon.
O-I’I‘]

Valimek nii, etpx = p%. See on tdlgendatav kui tdendosus, et
mjau vahe ei Uletko,, ehkp =m=+ ko,. Kui non suur,

SiSOm=SnjJa=m*Ks,. | p | 90% | 99%| 99.9% 99.99%
k | 1.64| 258 3.29 3.89

Naide 10 vahemikhinnangup = 90%)

Studenti tlesanne.
Gaussi lahenduse puudulikkus [6plikpuhul oli selge juba Gaussile
endale. Lahenduse leidis aga alles 1908. as&b0

m-p

Sn
(n mootmistf=n -1 vabadusastet)

S, (1) = P(m_“ <t}
S,

M =mxts,, kusp = &(t) — S(-1)

ldee kuidas on jaotatud statistikt; =
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Studenti jaotus

1 L

0.9

0.8

0.7

0.6

05

/ —e— Gauss

04

0.3 7/

Vahemikhinnangute koostamise uldine meetod.
Statistiline hlpotees: hinnatav suurus on rakes (a, b),
alternatiiv: hinnatav suurus on valjaspoolemikku (a, b).
Koostatakse hipoteesi kontrollimise eeskitejakse minimaalne
voimalik alternatiivi kummutamise olulisuseraogq. p=1-q.

Ulesanne: konstrueerida vahemik (a, b) nii, etasitiedp puhul
b—-a- min.
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Hii-ruut jaotus ja dispersiooni vahemikhinnang.

n
X~N (0, 1), Xz = > X7, jaotusfunktsioon Fy(x) = P (X5< X)
=1
x* jaotus
o

0.9 -

0.8 -

0.7

0.6
i —o—n=>5
—+—n =10
——n =25

05 -

04

03 -

02

01 -

82 2
(n—l)—2 ~ Xn-1
0)

Mitteparameetrilised vahemikhinnangud.
HinnanguA U (X1, Xn)) Usaldustéoenaosus.
HinnanguA O (X, Xn+1-1) Usaldustdenaosus.
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function Fisher (m, n : integer; x : real) : real;
function Hii2 (m: integer; h2 : real) : real;

Attention: a very rough algorith m!
function Student (n : integer; t : real) : real;
function Gauss (x : real) : real,
function Binom (m, n:integer; p : real) : real

function Student (n : integer; t : real) : real;
{Probability of (Student statistic < t) using Fi sher}
var sign : real;
begin
if t <0 then sign := -1 else sign := 1;
Student := 0.5*(1+sign*Fisher (1, n, sqr (t)))
end;

Program StudTab;
{$! stat.pro}

const f : array [1..5] of integer = (1, 2, 3, 5, 30 000);
var i, j . integer; t : real; s : text;

begin
assign (s, 'stud.tab"); rewrite (S);
fori:= 0 to 40 do begin
t .= (1-20)/4;
write (s, t.7:2);
forj:=1to 5 do write (s, student (f[j], t):7 4);
writeln (s);
end,;
close (s);
end.
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6. Skalaarsete moodtmiste eeltdodtlus

Klassikaline lahenemisviis: keskmistamine vahendabslikke
mAootmisvigu, jarelikult tuleks moota nii palju kdiuab ja niiviisi
kogunev mottetult suur andmestik hiljem keskmistsaneel kokku
suruda.

Probleemid:
* mura normaaljaotus ei ole garanteeritud ja aritiineetkeskmine voib
osutuda halvaks hinnanguks,

e mura tegeliku jaotusseaduse kohta ei ole eelinftaimani,
» vaheandmete suur maht koormab arvutiressurss&a® gellega
mootmissagedust.

Siit tulenevad soovitused:
» kasutada ainult robastseid hinnanguid,
 teostada eeltddtlus samaaegselt mootmistega (fei#heetod).

Hinnangu robastsuse tagavad:

« vOimalike jaotuste hulga kohta tehtud eeldusteggnevad meetodid,
 klassikalised suurte halvete elimineerimise meeltodi

« mitteparameetrilised meetodid,

* totaalse tsensuuri meetodid.

Klassikalised on-line hinnangud

Ainult aritmeetilise keskmise arvutamisel pole tanvaheandmeid
salvestada. Kui tksikmootmise tulemusxpisiis modtmiste kaigus

kogutaksexx ja hiljem arvutataks& = 2x/ n.

Ulesanne kuidas korraldada arvutused niiviisi, et kogud#tearsummat
vaid otse aritmeetilist keskmist?

Kui aga soovitakse ka standardhalbe hinnangutpsead arvutused
korraldama erilisel viisil. TOenaosusteooria késmatutest voib leida
koigi tsentraalmomentide avaldised algmomentidelkalga algmomenti
saab aga arvutada samuti kui aritmeetilist keskamdimeid sailitamata.

Ulesanne kuidas leida standardhalbe hinnang kolme summ&1, >x ja
2XX jargi?
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Lineaarne regressioonimudek ax +

Tahistused:x = {x}, y = {y}, i=1.n 5z= )z
i=1

Parameetrid Hinnangud

Keskvaartused X Yy

Standardhalbed Y éy S S

Korrelatsioonikordaja r

Regressiooniparameetrid a b

Mootmise ajal kogutakse 6 summat vaartustest:
1, X, ¥, XX, Y, Xy

Parast mootmisi arvutatakse:

Tsensuuri tehnoloogia

Massiivi minimaalse ja maksimaalse elemendi leideralgoritm.
Uheastmeline ekstremaalvaartuste elimineerimine.
Hierarhiline ekstremaalvaartuste elimineerimine.

Monte Carlo meetod
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program  KESKMINE

{Monte Carlo meetodi demonstratsioon}

Const n = 25; {yksikmootmiste arv}
m=5; { sqrt(n) }

Type andmed = array [1..n] of real,

Function mootmine (karbsed : boolean) : real;

{Karbeste puudumisel Gaussi jaotusegam =0, s = 1 suurus,
karbeste esinemisel lisandub 1% toenaosusega li saviga,
mis on yhtlaselt jaotatud vahemikus [-100..+100 1}

Var x : real; i : integer;

Begin

X :=0;

fori:=1to 12 do X := x + random;
X:=X-6;{Gaussm=0, s =1}

if karbsed and (random < 0.01) then x := x + 200 * random - 100;
mootmine = X;
End;

Procedure mullsort (var x : andmed);
Var OK : boolean;
i : integer,;
a: real;
Begin
repeat OK := true;
fori:=2tondoif x [i-1] > x [i] then be gin
a:=x[i-1]; x [i-1] :=x[i]; x [] := a ;
OK :=false;
end;
until OK;
End;

Procedure statistika (x : andmed;
var
km {mediaan},
kO {totaalkeskmine},

k1 {valistatud ekstremaalvaart ustega keskmine},
k2 {kvartiilidevaheline keskmi ne},
k5 {5-ste ryhmade tsenseeritud keskmiste
tsenseeritu d keskmine}
: real);
Var i, J, k: integer;

a, b, s, min, max,
Vs, vmin, vmax :real;
Begin
{On-line rezhiimis teostatavad arvutused}

{Totaalkeskmine}

s:=0;
fori;=1tondos:=s+Xx[i;
kO:=s/n;

{Ekstreemumtsenseeritud keskmine}
s =X [1]; min :=s; max :=s;
fori:=2to n do begin;
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s:=s+Xx][i;

if X [i] < min then min := x [i];

if X [i] > max then max := x [i];
end;
kl:=(s-min-max)/(n-2);

{5*5 tsenseeritud keskmine}
vs := 0; vmin := 1E33; vmax := -vmin;
i=1;
forj:=1to m do begin
s:=Xx[i];i:=i+1; min:=s; max:=s;
for k := 2 to m do begin;
a:=xli;
S:=s+a,
if a < min then min := a;
if a > max then max := a;

=i+ 1;
end;
b := (s - min - max) / (m - 2); {m mootmise t senseeritud keskmine}
VS :=vs + b;

if b < vmin then vmin := b;
if b > vmax then vmax := b;

end;

k5 := (vs - vmin - vmax) / (m - 2);

{ylesanne 1 : kirjutada viimane algoritm ratsion aalsemalt
kogudes kohe (m - 2)"2 arvu summa}

{ylesanne 2 : kirjutada algoritm m”~k mootmise k- astmelise
tsenseeritud keskmise arvutamiseks }

{On-line rezhiimis mitteteostatavad arvutused}
mullsort (x);

{mediaan}
km := x [13]; {mediaan NB! arvulised indeksid
demonstratsiooni liht suse huvides}

{kvartiilidevaheline keskmine}

s:=0;
fori:=7t019dos:=s+xJi;
k2 :=s/13;
End;
Procedure MonteCarlo (kordi : integer; karbsed : bo olean; var f : text);

Var i, j : integer;
km, kO, k1, k2, k5 : real;
sm, s0, s1, s2, s5: real;
X : andmed;
Begin
randomize;
sm:=0;s0:=0;s1:=0;s2:=0;s5:=0;
fori:= 1 to kordi do begin
forj:=1to 25 do x [j] := mootmine (karbse d);
statistika (x, km, kO, k1, k2, k5);
sm :=sm + km*km;
sO ;= s0 + kO*kO;
sl :=s1 + k1*k1;
s2 :=s2 + k2*k2;
s5 := s5 + k5*Kk5;
end;
sm = sm/ kordi;
sO :=s0 / kordi;
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sl :=s1/ kordi;

s2 :=s2 [ kordi;

s5 :=s5/ kordi;

writeln (f, sm:18:4, s0:9:4, s1:9:4, s2:9:4, sb5: 9:4);
End;

VAR i: integer;
f: text;

BEGIN

assign (f, \b\keskmine.tab"); rewrite (f);

writeln (f, 'Karbesteta mediaan totaal -minmax 7..19 5*5Y);
fori:=1to 5 do MonteCarlo (10000, false, f);

writeln (f);

writeln (f, 'Karbestega mediaan totaal -minmax 7..19 5*5Y);

fori:=1to 5 do MonteCarlo (10000, true, f);

close (f);

END.

{Arvutusaeg reaalarvuprotsessorita 25 Mhz masinal 2 2 minutit}

Karbesteta mediaan totaal -minmax 7..19 5 *5
0.0645 0.0402 0.0414 0.0488 0.0 532
0.0630 0.0397 0.0407 0.0479 0.0 529
0.0647 0.0404 0.0416 0.0485 0.0 538
0.0625 0.0400 0.0410 0.0478 0.0 528
0.0634 0.0406 0.0417 0.0488 0.0 531

Karbestega mediaan totaal -minmax 7..19 5 *5
0.0637 1.3355 0.0924 0.0490 0.0 534
0.0646 1.3791 0.0868 0.0488 0.0 525
0.0638 1.3041 0.0926 0.0487 0.0 538
0.0646 1.3950 0.0955 0.0493 0.0 541

0.0643 1.3749 0.1020 0.0494 0.0 536
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/. Lineaarne spektraalaparaat
Spekter, kirje ja mra
Spekter on jaotusfunktsioon. Naide: kiirgusenejgtdus sageduse jargi
dE
f(v)=—
(V) 1y
Matemaatiliselt saab kdiki jaotusi kirjeldada samaalsed. Nimetust

“spekter” kasutatakse ka jaotuste puhul, mis figedil ei sarnane valguse
spektriga. Naide: aerosooliosakeste mootmespehtdr d

Spektromeetri (Gldisemas kontekstis aparaadi) kinjespektri méotmisel
saadud arvutabgl= {y;}. Ideaalne spektromeeter peaks modtma otse
spektrit ja kirje peaks vorduma spektriga. Miks aga nii olla ei saa?

Mdura {&;} on kirje modtmisviga. Mudey =y, + €.

Lopmatumaodtmeline lineaarne mudel
Tahistused: spektri argumentspektraalfunktsioor, kirje (ja mira)
argumentw, kirje y, marag.

Uks isoleeritud kirje punkt on spektraalfunktsiowaartuste
lineaarkombinatsioon, millele liitub mira:

v.= [9.()X9d wE,

Vimin
Milline on funktsioonig fuusikaline sisu?
Kokkulepe €,> =0 — homogeenne aparaat.
Uldine vérrand:

YW= [o(wy X yd wE(

Viin
Aparaadifunktsiooni interpretatsioon.
Analoogia lineaarse filtriga (signaaliteooria).
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Sidumaparaat
Ulesanded lihtsustuvad oluliselt juhul lkagiv, V) = g(w—V):

YW= [g(w-9Xyd wE(W=| gu&w xd 4&( W

Kui & = 0, siis on tlaltoodud teisendus konvolutsiook gildum (vene k.
“svertka”).

Tahistame Fourier parioperaatbria podrdoperaatof’ = F

S@=F$% = ¢[Exdd x

(N =FY $w)} = gj S0 @d w

C,C, = 2—177 tavaliseltc, = 2—177 jac,=1

Vahel kasutatakse argumendmwasemef = w/(2m).

KlUsimus: millised ormw ja Fourier kujutise mootuhikud?
Sidumi omadus:

Fy} = g} F{x}
PS: matemaatikahariduseta raadioamatoori arutieadirsest filtrist.

Koopia raamatust: valik Fourier kujutisi.
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LOplikumodtmeline mudel

Lopmatumaodtmelise mudeli tAhistused: spektri argume
spektraalfunktsioomr, kirje (ja mira) argument,

Kirje y, marag,.

Loplikumdotmelise mudeli tahistused: spektri argatme=s 1.n,
spektraalfunktsioom = {x;}, kirje (ja mira) argument= 1.m,

kirje y = {y;}, mura& = {&}.
Spektri elemendid — fraktsiooniintensiivsused,
Kirje elemendid — kanalisignaalid.
Uks kanalisignaay, = gliX; + gloXo + glaXs +....484
Aparaadivorrand
n
y=Gx+& ehk y; =) G;x +&,
i=1
G — aparaadimaatriks.

= Naited evaten ja m kombinatsioonidega.
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Koopiad A. Mirme dissertatsioonist:
1) aparaadimaatriksi naide,
2) kolmnurkbaasi kasutamine.
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Mudeli universaalsus

Andmete teekond algab alati loodusest, mille oldduyeldab spektex ja
|6peb modtmisprotokollis voi artiklis, kus tulemusijeldab vektorz .
Teisenemine voib olla keerukas ja vahetult modget@eainult mitme-
etapilises skeemis. Esimene naide: liitaparaadiahud

Objekb> TeisendajaH—__ Kire
G

y = AX z=By z= B(Ax) = (BA)X
Jareldus:z = Gx, kusG =BA
Teine naide: tikutoosi mootmine.

Andurid

N
N

Kolmas naide: kahe paberittki kaalumine.
Mudeli kitsendused: lineaarsus, homogeensus.

Lopmatumodtmelise mudeli algebraiseerimine
Delta-summa meetod. Ristkulikfraktsioonide meetod.
Algebraiseerimine numbrilise integreerimise valenabil.
Universaalne mudel: algebraiseerimine koordinaatssiabil.

Baas §'(v)}, i = 1.n. X(V) :znpq f'(v)
i=1

Erijuhtumid: &-baas, tulp-baas, kolmnurkbaas, spline-baas, ...,
Fourier baas?



Spektromeetri paritlesanne ja pdordilesanne
Matemaatiline paritlesanne ja fuusikaline parithesa

Valik eriomadustega aparaate
« Uhikaparaat

» Diagonaalaparaat

» Toeplitzi aparaat

» Tsirkulatsioonaparaat

Toeplitzi aparaadi tsirkulantlaiend

Ortogonaalaparaat

Fourier aparaat

Multipleksaparaadid ja Fellgeti (1951, 1958) voit
naide: kahdéd&daalumine.
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8. Lineaarse spektraalaparaadi poordulesanne.
Lopmatumaodtmeline Ulesanne

Kuna tegelik lahendamine on paratamatult Ioplikutn@ine, siis ainult
probleemi lihtsustatud kirjeldus, mille juures md@vigu ei arvestata.
Aparaadivorrand

Vmax
yw= [o(wyxydv
Vimin
on formaalselt Fredholmi esimest liiki vorrand @ls lahendamine
Hadamard’'i mottes matemaatiliselt ebakorrektsedtipatud tlesanne.

60-ndatel aastatel loodi regulariseerimise teoonia,méotmisandmete
tootlemise Ulesannete puhul ei ole rahuldav.

Probleemi olemus on hasti labi nahtav sidumapanaaail

(0]

y(W = [ o(w-9 xyd v Fiy} = F{g} F{x}

—00

Formaalne lahend dr{x} = F{y} / F{g}. Tuupolukord:
1 F{g}

—

\'

Analoogia helisalvestise restaureerimise Ulesandega

Ruutvormid

RW=Z Avy=3 u[; nt\,-u) =(u.Au) = u"Au

Siimmetriseerimind := (A + A") / 2
Mittenegatiivne ja positiivne méaratus niAg olemasolu tingimus.



STATO7FK: 29

MitmemOodotmeline normaaljaotus

Juhuslik vektor v={vi}, <v>={<v>}, u=v-<>
Dispersiooni- ehk kovariatsioonimaatrik€ = {c;} = {< uu>}
Normaalne tihedusfunktsioon

f (u) = constx exp{—% Ru )j

RU=u"Au=(v-<v>)" A(wv< v>), const= Y det'fz\
(2m)"
JdetA 1 :
f (V) = (2]-;”/2 eX[{—E (V— < V>) A (V— < V>)j

C=A"
Kontrolliks: Gthemdotmeline erijuhtum.

Vektormdotmise statistiline mudel
n
y=Gx+& ehk y; =) G;x +&;
i=1
Hilpoteesé tbenaosusjaotus on mitmemootmeline normaaljaotus.
§=Gx-y
Eeldus G,y jaD = {<¢;;>} on tuntud suurused

Ulesanne leida tundmatu parameesrijaoks parim hinnang.
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Gauss-Markovi algoritm
X on tundmatu, kuid kindel suuru$,on esialgu vabalt varieeritav.

Gauss vahimruutude meetodi lihtsustatud variandupan tlesandeks
valida X niiviisi, et halvete ruutude summgGx —y)? oleks vahim
vOimalik. Taiustatud variandi korral korrutatakssrsneeritavad
kaaludega, mis on po6rdvordelised modtmisvea ruaid8glle tlesande
lahendas Gauss ise. Veel enam taiustatud Ulesdnale arvesse ka
mootmisvea koordinaatide vahelisi korrelatsiooredleSilesande
lahendas Markov.

Veel tldisem ja otsesemalt p6hjendatud on suuriepdra tlesanne.
Teatavasti taandub see normaaljaotuse korral Qdadssvi
vahimruutude tlesandeks.

Toeparafunktsiooni vorrand on vormilt sama, kuni@esusjaotuse
tihedusfunktsioon, siin aga on varieeritavaks pa&etn hinnangu
testvaartus:

L(R) = cn X exp(—%aTD‘laj = cnx exé—% (/—GX)' D 1(y- Gy)j

Toepara maksimiseerimiseks tuleb minimiseerida @kspdi argumendi
moodul

R=(y-GX)' D} (y- GY).
Ekstreemumiulesande lahendamise eeskiri: lahendadandisiisteem
oR

— =0, k=1.n.
0%,
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Lahenduskaik:

R=(y-GX)' D™ (y- GY

R=y D ly- y D'Gx-(GY' Dly+(GY" D'Gx
R=const+ X" (G'D'G)x-2(y D'G) %
Tahistame:A=G'D'G ja b=G'Dly

Saame minimiseeritav&8= R-const=xX' AX-2b'R
Arvutame:

o= [ZAKWZ A% %+ &ki—zw}i 732050
0% 0% iz jZk J

Minimiseerimisulesanne sai kuju AX-b=0
Markovi lahend:x = A= (G'D!G)'G' D'y

Algoritm:
H:= GD*
C:=( HG™
x:= CHy

MoOtmisvigade teisenemine.

Juhuslikku viga sisaldawatéenaosustineduse ja selle mittejuhusliku
testvaartuse téeparafunktsiooni avaldis on thimenidalselt jaotatut(x)
avaldist voib kirjutada kahel vordvaarsel viisil

cny xexp(—% Xx—<x>)C*(x-< x>)j =cn, X ex;{—%xTA X+ b xj
Ruutliikmete kordajad vasakus ja paremas astmegasipgavad olema

vordsed. Kodune (ja eksami-) Ulesanne: tdestada=ef™.

Jareldus hinnangug médtmisvigu kirjeldakC = (G"D™*G) ™, see on
samaC, mis arvutati vahetulemusena valja tlaltoodud rtligns.

Ulesanne Kirjutada Ulaltoodud algoritm valja
uhemdootmelise erijuhu jaoks!
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Poordilesanne tsirkulatsioonaparaadi puhul

Fourier teisendusel on |oplikum6otmeline analaegi60tmelin vektox
ja tema Fourier kujutiX on seotud jargnevalt:

X = FX
X:EF*S(',
n

teisendusmaatrik$t elemendid on:

Fk| — eX[{_@ kl) .
n

Praktilisel arvutamisel kasutatakse FFT algoritmi.
Olgu x ja y vektorid, G tsirkulatsioonmaatriks j&ejle esimene veerg,
ning
y = GX

Siis on rangelt algebraliselt

Vi =G X.
Kui g Fourier kujutise elementide hulgas pole nullenthd vorrandi
lahendamine sageduste ruumiggamistehtele.

Selleks, et poordilesande lahendamisel saaks lpdktmelist Fourier
teisendust rangelt kasutada, peavad G ja D olenhenmadltsirkulatsioon-
maatriksid. Ainult sel juhul voib radkida tsirkudadonaparaadist.

Kusimus millised fuusikalis-tehnilised kitsendused
tulenevad sellest ndudest?

Ulesannekirjutage valja varasema uldise algoritmi analoog
tsirkulatsioonaparaadi jaoks.
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LS84-85 Tsirkulatsioonmaatriksid
LS86-87 Tsirkulatsioonmaatriksid
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9. MOOtmise stabiliseerimine.
Vektormootmise podrdilesande ebakorrektsus voi ebgabiilsus.
Nagu eespool 6eldud, Idpmatumodtmeline aparaadimdrr

YW= | gwyXyd v

Vimin
on matemaatiliselt ebakorrektselt pustitatud.
Algebralise aparaadivorrandi
y = GX

puhul el saa ebakorrektsusest Hadamard’i mottésdadalgebras sellist
moistet pole. Kull aga voib vorrandi lahend osutetlastabiilseks.
Naide 1

X1+ X2=Y1

X; +1001x, = v,

X, =100y, ~ Y)

0(X,) =14140(y)
Naide 2

Vimax

ywW= [ g(wy X yd wE(W

Vmin

Konkreetsed tingimuseay(w, v) = €*"¥", valge mirag = 1.

Algebraiseerime: V=Ci, W=¢j, dv=cC
yi=Ygix g =ce"  D=E
_ -1 _ _ |SpurC)
C=(G'G) Veategur = &, >= ,

Mis juhtub, kui hakata algebraiseeritud vorrandpdustama vahendades
sammuc?



Program Demo;
Const nmatrix = 5;
{$| MATRIX.PRO}

Vari, j, n, k : integer;
X, Y, Cc : double;
a, g : matrix;
f: text;

BEGIN

assign (f, \b\demo.xIs"); rewrite (f);

n := nmatrix;

for k := 9 to 30 do begin
c:=k/30;
fori:=1tondoforj:=1tondo

g [i.j] := c*exp(-c*sar(i-)));

multm (g, g, a); X := invdet (a);
y:=0;fori:=1tondoy:=y+alii;
writeln (f, ¢:9:3, sqrt (y/n):9:3);

end,

close (f);

END.
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MoOtmise stabiliseerimine aprioorse informatsioonabil.
Naide Uhe ja sama spektri kaks erinevat médtmistulemust

X X

\ Y'
Objekti tundmata voib Gelda, et teine spekter aidhi Gige. Vaite
aluseks on aprioorne informatsioon, mille kohaspéktrifunktsioonil ei
saa olla negatiivseid vaartusi. Objekti tundesiikd taiendav aprioorne
informatsioon, mille kohaselt spektri graafik peaksma suhteliselt sile

kOver. Esimene aprioorne informatsioon ei ole larsas mudelis
formaliseeritav, teine aga on.

Maootmisinformatsiooni kirjeldab spektri hinnang®et@osusjaotus

f_(x) = cnx exp(—% (= Q7 A( X Ag) A =G'DG

ja moAotmisvigu iseloomustavat aprioorset infornaaai kirjeldab
1 o T n
fr(x) = cnx exp(—a (X=X A(x 3{)

Kui need informatsioonid on sdltumatud, siis artakse thendatud
informatsioonil baseeruv tdenaosustihedus korrigartael

f(X) = fo(%) f(X) A=G'DT'G +A,
Tulemuseks on modifitseeritud algoritm:

C=(G'D'G+ A)™ x=CG D'ty
Ebalineaarse aprioorse informatsiooni formalisegr@nei ole nii lihtne.

Probleem kuidas kirjutada aprioorne informatsioon ules tnksi kujul?
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Aprioorsete vorrandite meetod.
Me alustasime I0plikum6otmelise aparaadivorrandiideerimist
jargmiselt:
Uks kanalisignaay, = glix; + gloXo + glsXs +....4€,
Aparaadivorrand

n
y=Gx+& ehk y; =) G;x +&;
i=1
Aparaadivorrand on Uksikuid kanalisignaale kirjelat® skalaarsete

vorrandite hulk. Nendele vorranditele vOib juurdgutada aprioorseid
vorrandeid:

Mootmisvorrandid: Vi = 01X + gloxo + glaXs +.... 4,
Yo = 021X + g2% + 023Xz +.... 4,
Aprioorsed vorrandid: 0 plyx; + ploXe + plaXs +.... %1
0 =p2iX1 + pP2oXo + P23X3 +.... 42
TOkestatuse tingimused an= 0 +¢, o vaartus on aprioorne
Esimese astme sileduse tingimused on
X; — %+1 =0 +¢, o vaartus on aprioorne
Teise astme sileduse tingimused on
X — X+, + X+2 =0 +¢&, o0 vaartus on aprioorne

Aprioorsetest vorranditest saab aprioorse maat@ksapselt samal viisil
kui moéotmisvorranditest aparaadimaatriksi. Kui nigdidsi jatkata ilma
mootmisvorranditeta, saame aprioorse informatsroaatriksi

- -1
A,=G,D7G,.
Otstarbekam on aga kasitleda arvutamisel koikiartateid Uht ja sama

viisi nagu oleks tegemist méotmisvorranditega. ulee poolest on see
eelmises punktis kasitletuga ekvivalentne.
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Moodtmise stabiliseerimine mudeli struktuuri abil.
Meenutame tuttavat graafikut:

(Veategur )

50:\i
402\
30 £

20 £ \\
10 +

Valides diskretiseerimissammu&s 0.4, saame veavoimenduseks 21.
Defineerime ntdd aprioorse informatsiooni vorraeglat, mis nduavad

spektri naaberpunktide paarikaupa vordsast Q):
Xp = X2, X3 =X4, X5 =Xg jne.

5
4.5
4
35
3
25
2
1.5
1
0.5

0
1 2 3 4 5 6 7 8 9 10

NOue on samavéaarne diskretiseerimissammu kahekamisega.

Kui ¢ = 0.8, saame veavoimenduseks 2.5 mis on 8.5 katiaam kui
algse diskretiseerimissammu puhul. Tapselt saneanuge saaksime ka
aprioorseid vorrandeid ja/vOi aprioorset informadsiimaatriksit
kasutades.

Kusimus Milliseid stabiliseerimismeetodeid oleme kéasitldnja kuivord
nad sobivad fldsiku jaoks praktiliseks kasutami8eks
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MooOtmise ja andmeteisenduse informatsiooniallikad

Informatsioon
spektri kohta

Aprioorne ehk
eelinformatsioon

A4

Konventsionaalne
informatsioon

A4

Struktuurne
informatsioon

Aposterioorne ehk

mootmisinformatsioo

Objektiivne

Naturaalne
informatsioon

eelinformatsioon

Aplikatiivhe
eelinformatsioon

Sisemine

| eelinformatsioon

Fundamentaalne
informatsioon

A "4

Informatsioon mira kohta?




STAT97FK: 40

10. Mootmisinformatsiooni hulga hindamine.

Informatsiooni hulga multiplikatiivne moot ja aditi ivne moot.

Teadmise hulka skalaarse suuruse vaartuse kohtdan@@artuse
lokalisatsioonivahemiku laius. Vahemik voib ollangglt voi difuusselt
piiritletud. Difuusset piiritletust kirjeldab t6eagusjaotus ja vahemiku
laiust jaotuse karakteristik, naiteks standardh&@bieselle kordne.

Teadmise hulka ennast ei saa arvuliselt Uhesgénddda, kill aga

teadmise hulga muutust. MG6duks on vahemiku kitsesetegur:
AX

Z=
AXizpp

Teadmise muutumine tahendab informatsiooni saaiesfurz on saadud

informatsiooni hulga loomulik m66t. See modt on tplikatiivne: kui

saame algul informatsioomi ja hiljemz, siis kogu saadud informatsiooni

Mmoot on Z3 = 71 X 7.

alg

Informatsiooni hulk ei kirjelda olemasolevat vaaghglut. Termodinaami-
ka mottes on informatsiooni hulk protsessifunktsioo

Informatsiooni hulga tuntuim maotihik bitt vastalkdlisatsiooni-
intervalli kahekordsele kitsenemisele.

Mootmise korral maaravad lokalisatsiooniintervidluse algvaartuse
eelteadmised mb6ddetava suuruse kohta ja Ioppvaamastmistulemuse
vahemikhinnang. Soltumatute koordinaatide mitmemm@&iise modtmise
informatsioonihulgad korrutuvad ja

. Ava,g
Av,app
kusV on moddetava vektori lokalisatsiooniruumala.

Harjumuspéaraselt soovitakse millegi juurde saanisgdesaadu mootarv
olemasoleva mddtarvule liita aga mitte korrutadgun@dlalpool. Seepéarast
eelistatakse informatsiooni hulga aditiivset mootu

AV,iq

| =logz = log
IGpp
Kui kasutame kahendlogaritmi, siis avaldututtides.
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Vektormdotmise informatsioonihulk
Ava,g

Avaldis | =logz = log
Iopp

kehtib ka s6ltuvate koordinaatidega vektori pukuid sel juhul ei olé\V

enam koordinaatide lokalisatsioonivahemike korrutis

X, \' u
/
°
2 L #
'8
4 °g
°
AL
Lk . ..0 )
) ¢ L4
° \
[ ] Xl
0 I R R AR T R A INC e g |
0 1 2 3 4

Lokalisatsiooniruumalaks on m6dtmiste hajumisedigsruumala mis
sOltub koordinaatide vahelistest korrelatsioonid8sindardhalvete
asemel peaks korrutama ellipsoidi pooltelgi.

Korreleerimata koordinaatide puhul @diagonaalne ja standardhéalvete
korrutis

V= |_|cri =J/detC.
i

Korreleeritud koordinaatide puhul saab valida uoerlinaatstuisteemi nii
et uued koordinaadid oleks korreleerimgta Ty, kusT on maatriksiC
omavektoritest koostatud ortogonaalp6drde maat@kggonaalpodire ei
muuda determinanti, d& = detC ning korreleeritud andmete puhul on
ikkagi

V =.delC.
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Formaalne ja kasulik informatsioon

Ar A
X X

V Y'
Teine joonis esitab tutpilist pdordilesande laheviikese digitaliseeri-
missammu puhul. Lahendi vigade kovariatsioonimhsision
peadiagonaalil positiivsed suured arvud, naabegt@agonaalidel aga
negatiivsed suured arvud, mis annavad tunnistieraunktide

mootmisvigade tugevast negatiivsest korrelatsidao8isetottu ongi
voimalik, et naaberpunktide tihendamisel viga kahan#gte 1.4, vaid

6ige mitu korda. Meenutamez., =05 +05+2p,0 0 , Seetbttu on

kahe naaberpunkti hajumisellipsoid sageli hooprgljavenitatum, kui
eelmisel joonisel naidatu (vt. eelmine Ik.). Forsaanformatsiooni
arvutamisel arvestame kitsa ellipsi pindala. Kestaxainformatsioon
jouab spektrigraafiku vaatajani? Vaataja naeb u&#ija veahinnanguid
aga ei nde veakorrelatsioone. Vastuvoetav ehk ikastbrmatsioon on
maaratud mitte hajumisellipsoidi ruumalaga, vaidikikoordinaatide
maootmisvigadele ehitatud koordinaatteljestiku jangunatud telgedega
ellipsoidi ruumalaga, mis on vordeline maatri€siliagonaalelementide
korrutisega. Informatsioonikadu formaalse tulemusaisel selle
kasutajani on:

X2
. [ 1Ci
Al = =log—
2 deTC AXZ
Kahe muutuja erijuhul:
1 1
Al =—lo




STATI97FK: 43
Informatsiooni teisenemine andmeanaltlsi kaigus

PoOoratav teisendus ei lisa ega havita informatsidoptilise spektri
kirjeldus lainepikkus-intensiivus-graafiku kujul amformatsiooniliselt
vordvaarne selle Fourier kujutisega ehk polUkros@aaalguse inter-
ferogrammiga. Kui need kaks kujutist matemaatiéisdmetdotiuse
|Oppresultaadina osutuvad flutsiku jaoks mittevoadséiks, tahendab
see informatsioonikadu tulemuste Uleandmisel mésimemesele.

MittepOoratav teisendus saab informatsiooni aimatiendada. Vahetute
mootmisandmetega edasi antavat formaalse inforamatishulka ei ole
voimalik Ghegi andmet6otlusmeetodiga suurendada.

arvud arvud teadmised

Katse Arvuti Teadlane Jareldused
3 ) —

tczjor' 4 || todeldud
andme tulemused

ebatapsuse ebastabiilsuse
prigikast prugikast

Eesmark on maksimiseerida |6pp-produkt. Stabilissae vahendab

tapsust (mida see tdhendab?). Sellega suurenelebad@psuse prigi-
kasti kuid vaheneb voog ebastabiilsuse priigikbdtisandeks on leida

optimum.
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11. Empiiriliste vorrandite koostamine.

Lahendusvalemid ja empiirilised vorrandid.

Lahendusvalemite theks tuntud rakenduseks on hgéiealiste
funktsioonide arvutamine. Suvaline arvuti oskabetah teha ainult
algebralisi pohitehteid. Funktsioone alates siisugekoosinusest saab
arvutada ainult algebraliste lahendusvalemite alhtsaim meetod
selliste valemite tuletamiseks on funktsiooni asitteearendamine ja rea
esimeste liikmete kasutamine lahendusvalemina. tisraatemaatika
kursustes naidatatakse, kuidas I6plike summadeajacdmaarata nii, et
saada l6igatud astmereaga vorreldes veidi tapseamiamusi vOi hoida
kokku arvutustood. Meie kursuses neid probleenk@sileta.

Meie vaatleme probleemi, kus mingi funktsioon agsalt kirjeldatud
ainult numbrilise tabeliga ja otsitavaks on funasii ligikaudne
anallutiline avaldis.

Algne numbriline tabel voib olla arvutuslikku p@dig, naiteks koostatud
mingi diferentsiaalvorrandi numbrilise lahendantsel. Niisugust tabelit
vOib koostada kuitahes tapselt.

Algne numbriline tabel voib olla saadud ka mootmigtel ning
varustatud tabelivaartuse moéotmisvigade hinnangutggllisel juhul
nimetatakse otsitavat funktsiooniavaldist empsgeks vorrandiks.

Otsitava funktsiooni matemaatiline struktuur voila endaratud
teoreetiliste kaalutlustega. Tegelikeks otsitavai@k siis teoreetilise
mudeli parameetrid.

Paraku tuleb sageli ette olukordi, kus otsitavfsiooni kohta pole pea
mingeid eelteadmisi peale mootmistulemuste taksitavaks on siis ka
funktsiooni matemaatiline struktuur. Funktsioonitemaatilise struktuuri
varieerimiseks on lopmatu palju voimalusi ja selNsrieerimise
kirjeldamiseks ei ole olemas rakendusliku vaartadegoriat.
Funktsiooni struktuuri otsimine on kunst ja meeksdeoreetilise
susteemita katsetamine.

Niiviisi osutub lahendusvalemite koostamine paljuliaeks dpetuseks,
millest me jduame késitleda vaid Uksikuid valitugsknusi.
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Kahe muutuja lineaarne Ulesanne

Vaatleme kaht juhuslikku viga sisaldavat suusigty. Uhe suuruse
tinglikuks tdenaosusjaotuseks nimetatakse suuagtagt juhul, kui teine
suurus pole vaba, vaid fikseeritud kindlal nivd€li Ghe suuruse tinglik
tbendaosusjaotus soltub teisest suurusest siiswwnsed statistiliselt
sBltuvad. Uks sdltuvuse kirjeldamise vahendeidemgrassioon,, = f(x).
Seda kirjeldavat vorrandit nimetatakse Uhe muutggessioonmudeliks.

Naide

X Uy/x 3
1 1 2 hy
2 2 1 c/ \)
3 1
0

Lintsaimal erijuhul on regressioon lineaarne

Hyix = ax + b, Hy=CX +d.
Toenaosusteoorias naidatakse, et
a — prGy/GX, b :Lly_ wx .

Lineaarse regressioonikonstantide hindamisekslpasautada tavalised
uhemo6otmelise anallsi statistikud ja korrelatsikanmaaja hinnang.
Kudas seda teha, on kirjeldatud juba varem.

Halbey — (ax + b) ruudu keskvaartuse ruutjuurt nimetatakse jaaldkasb

Jaakhalve on
—_ 2
Oyix =0y 1-p Xy

Halvete suhe mdodab lineaarse prognoosi informatgiolka
1 1
y
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Naide

0 1 2 3 4

m,=1.98, m,= 1.51, 5= 0.46, s, = 0.49, r = 0.742,
Uy = 0.788 — 0.053, iy, = 0.698 + 0.927

Oyx =0 y\/1-p5, = 0.49%0.67 = 0.33
Regressioonprognoogi~ 0.78& — 0.053 | = 0.58 bitti.



STATO7FK: 47

Mitmene lineaarne regressioonimudel.
Lahteandmete tabel:

] X1 Xo | eeveinnnn. X Yi | o(y)
1 | 2.34| 14.7) ........... —-2.318.6| 0.9
2 | 312 131 ... —-0.p22.3| 15
3 | 0.75| 99| ... 1.7 31j01.3

Homogeenne mudel
n
y=> a%+&
i=1

lga UuksikmoOotmise jaoks kirjutatuna
yj=2.a% t& =2 % a+§
Tahistame
X ={x;} D =cov( g
Saame
y=Xatg

C:=(X'D1x)™
a:=CX"D1ly

Mittehomogeenses mudelis on lisaks vabaliige
n
Yy=8+) ax+&
i=1
Sellise mudeli saab formaalselt taandada homogkemnsedeliks valides
1=0..n ja %=1
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Uhe muutuja funktsiooni Iahendusvalemi koostamine.

Lintsaim moodus ebalineaarse funktsiooni kirjeldseks on valida mingi
baasfunktsioonide komplekfifx)} ja esitaday = y* = f(x) koordinaat-
funktsioonide kaalutud summa kujul:

y* = agf1(X) + axfa(X) + asfa(X) + ... +aqfn(X)
Naited
n=2, fi(x) =%, H(x)=1,
fi(x) =X,
n = 5,f1(X) = 1,f(X) = sin), fa(x) = cosk), f4(X) = sin(ZX), f5(X) = cos(X).
Koordinaatfunktsioonide vaartused x fikseeritucetastel on arvud:
Xi =fi(x) (@ numereerib koordinaatfunktsioonej jgatsepunkte)
ja prognoosivorrand saab tuttava kuju:
n n
Vi=y¥=aXt @kt AR =) AK=) K@ Y =Xa

i=1 i=1
Siinkohal jaab probleemiks: kuidas valida koordiha@ktsioone?

Moned lintsamad ebalineaarsed mudelid taanduvatstgjusel viisil
lineaarmudeliks.

Naited y=axX’ -~ Iny=Ina+ Hn x y=ab* -~ Iny=Ina+ ®An b
Ebalineaarse ja lineaarmudeliks mittetaandatavanpeetrilise mudeli

y=T(Xa,&,....an)*¢

parameetrite otsimiseks vahimruutude meetodil $dahendada arvutus-
mahukas ekstreemumdulesanne, mis s6ltumatute madgace puhul on

vi-folanaa)
3

min

JCTENERNEDY
j

Naide SigmaStat.

Sageli on ebalineaarne mudel parit teoreetilifktasatutiustest ja sihitu
otsing pole ei tarvilik ega digustatud. Niisugugtgitudel raagitakse ka
poolempiirilistest mudelitest.
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Naide: koordinaatfunktsioonide intuitiivne otsing. (K41-43)

Kommentaaridolgugi, et programm eeldab diagonaalset veankadtja
kasitleb veadispersioonide poordvaartusi kui kdlfrébvete

O] =Yj Y
kaalusidp. Kasutajale esitatav ruutkeskmine halve on agatatwd
kaalusid arvestamata. Taiendavalt esitatakse altsélrtuse poolest
maksimaalne halve, Abbe statistik ja sellest tiletdigilahedaselt
normaaljaotusega statistik. Abbe statistik arvikseaeeldusel, et baas

sisaldab konstantset koordinaatfunktsiooni ja artdbedi ridade kaalud
on vordsed.

_ 1 (A 2m+1
Sy e 1)\/2—(A—J>2

41
K42
K43
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Statistilise prognoosi uUlesanne.
Prognoositav suurugrediktant tahistusy
Prognoosi argumendigrediktorid, tahistus«, X, ..., X,

Kasutame varasemat avaldist, mis kirjeldas tihe njalineaarset
prognoosi mitme prediktandi jargi:

n
y=y=a+) g Xx=a+axt g xt.t ax
i=1
Kordajatea, hinnangud arvutatakse reeglina vahimruutude meatnb
Vahimruutude meetodi lahend maksimiseg(p, y*). ja minimiseerib

jaakhalbe
* 2
Oy, =0y 1-Ryy,

kusR on mitmese korrelatsiooni koefitsient.

NB! Jadkhalvet voib tdlgendada kui prognoosi kdhtiga aga mitte kui
prognoosivigal

Kuidas votta arvesse prediktorite ebalineaarseafltefja prediktorite
koosmojuefekte?

Tuletatud prediktorik, 1 Xn+2, Xn+3,--.
Naited: x3, /X5, IN(X3), % %, jne. L&pmatu palju vdimalusi.
Tuletatud prediktorite lineaarse soltumatuse noue.

Pohiprobleemprediktorite valimine.
Konkureerivad “alt tles” ja “llalt alla” meetodid.
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Naide komplitseeritud mudelist: iooni liikkuvuse arwutamine.
[J. Aerosol Sci26, 459-475 (1995)]

1+|6{a+ pexi| - cm

B= f1f2 6 6=rm+h+rg(T6)
fl = 1+E f2 = o 2.25 .
m, (a+B)(Q%Y (™) + ¢ F) -1

p=2.07gcm h=0.115 nm r,=1.24 nm.



STAT97FK: 52

function Mobility { air nitrogen}
{velocity/force}  (GasMass {amu}, { 2896 28.02 }
{ (m/is)/fN }  Polarizability {nm3}, { 0.00171 0.00174}
VisCon1 {nm}, { 0.3036 0.2996 }
VisCon2 {K}, { 44 40 }
VisCon3, { 08 07 1}

Pressure {mb},

Temperature {K},

ParticleDensity {g cm=3},
ParticleCharge  {e},
MassDiameter  {nm} : real) : real;
function Omegat1 (x : real) :real;  {Q(1.1)*(T*) for (w0—4) potential}
varp, q:real; {and elastic—specular collisions}
begin
if x> 1 then Omega11:=1+0.106 / x + 0.263 / exp ((4/3) * In (x))
else begin p := sqrt (x); q := sqrt (p); Omegal1 :=1.4691/p-0.341/q+0.181 *x * q + 0.059 end;
end;
const a=1.2;b=0.5; ¢ = 1; {the slip factor coefficients}
ExtraDistance = 0.115 {nm}; TransitionDiameter = 2.48 {nm};
var  GasDiameter, MeanVelocity, Viscosity, FreePath, DipolEffect,
DeltaTemperature, CheckMark, ParticleMass, CollisionDistance, Kn, Omega, s, X, y : real;
begin
Viscosity {pPa s}:=0.02713 * sqrt (GasMass * Temperature) /
sqr (VisCon1 * (1 + exp (VisCon3 * In (VisCon2 / Temperature))));
MeanVelocity {m/s} := 145.5 * sqrt (Temperature / GasMass);
FreePath {nm}:= (166251 * Viscosity * Temperature) / (GasMass * Pressure * MeanVelocity);
ParticleMass {amu} := 315.3 * ParticleDensity * exp (3 * In (MassDiameter));
DeltaTemperature := Temperature;
repeat
CheckMark := DeltaTemperature;
GasDiameter {nm} := VisCon1 * (1 + exp (VisCon3 * In (VisCon2 / DeltaTemperature)));
CollisionDistance {nm} := MassDiameter / 2 + ExtraDistance + GasDiameter / 2;
DipolEffect := 8355 * ParticleCharge * Polarizability / sqr (sqr (CollisionDistance));
DeltaTemperature := Temperature + DipolEffect;
until abs (CheckMark - DeltaTemperature) < 0.01;
if ParticleCharge = 0 then Omega := 1 else Omega := Omega11 (Temperature / DipolEffect);
Kn := FreePath / CollisionDistance;
if Kn < 0.03 {underflow safe} theny := 0 else y := exp (— ¢/ Kn);
X :=(273.15 / DeltaTemperature) * exp (3 * In (TransitionDiameter / MassDiameter));
if x > 30 {overflow safe} then s := 1
elseifx>0.001 thens:=1+exp(x)*sqr(x/(exp(x)—1))*(2.25/(a+b)-1)
else {underflow safe} s:=1+(2.25/(a+b)-1);
Mobility := ((2.25/ (a + b)) / (Omega + s —1)) * sqrt (1 + GasMass / ParticleMass) *
(1+Kn*(@+b™*y))/(6*PI* Viscosity * CollisionDistance);



end;

The empirical data by Kilpatrick and the best fitlee data

Mobility (cm’V s ™)
Mass (amu) | Signl reduced measurealculated| Error (%)
d

35.5 - 2.49 4.31 4.41 2.2
46 - 2.36 4.09 4.00 -2.3
60 - 2.06 3.57 3.61 1.3
60 + 2.07 3.59 3.61 0.8
84 + 1.84 3.19 3.19 0.0
90 - 1.83 3.17 3.11 -2.0
114 - 1.69 2.93 2.85 -2.8
114 + 1.73 3.00 2.85 -5.0
127 - 1.52 2.63 2.74 3.8
130 + 1.56 2.70 2.71 0.3
152 - 1.46 2.53 2.56 1.1
152 + 1.44 2.50 2.56 2.5
168 + 1.47 2.55 2.46 -3.4
188 + 1.34 2.32 2.36 1.6
215 + 1.21 2.10 2.24 6.8
222 - 1.27 2.20 2.21 0.5
240 + 1.24 2.15 2.15 0.1
244 + 1.27 2.20 2.13 -3.1
244 + 1.28 2.22 2.13 -3.8
256 + 1.26 2.18 2.09 -4.1
292 - 1.14 1.98 1.99 0.6
292 - 1.13 1.96 1.99 1.5
292 + 1.14 1.98 1.99 0.6
295 - 1.19 2.06 1.98 -4.0
361 - 1.06 1.84 1.83 -0.6
407 - 0.984 1.71 1.74 2.0
430 - 0.976 1.69 1.70 0.6
430 + 0.976 1.69 1.70 0.6
499 - 0.906 1.57 1.60 1.8
499 + 0.906 1.57 1.60 1.8
511 - 0.922 1.60 1.58 -1.0
660 - 0.820 1.42 1.41 —-0.6
660 + 0.842 1.46 1.41 -3.2
1061 - 0.607 1.05 1.10 4.5
1612 - 0.497 0.86 0.84 -2.1
2122 - 0.411 0.71 0.71 -1.0
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Naide ebalineaarse mudeli otsingust.

[TU Toimetised947, 136—149 (1992)]

Kasitsi joonistatud leht A (teooria)

Kasitsi joonistatud leht B (md6tmejaotuse mudelid)
Kasitsi joonistatud leht C (lahendamise kvalite@dnangud)



Procedure KLOR (number : integer; {number of distri
var radius ; {array of radii  [1..nu
var dndinr ; {array of dn/d(Inr) [1..nu
var relerr ; {array of relative errors

{Results are four scalar p
of the KLO model and a me
relative approximation er

var K, {nondimensional}
L, {nondimensional}
a, {unit the same as for dn/d
rx, {unit the same as for radi
approxerr : real);

{KLO model: dn/d(Inr) = r*dn/dr = a / ((r/rx)"K
approxerr = sqrt (average (sqr (reldev / relerr
reldev = ((approximated dn/d(Inr)) - (given dn/

dn/d(Inr)
Productivity : about 1000 15-point spectra per
when using a 100 MHz 486DX compu

Const nmax = 100; {technical limit 100-point pre
Var  r:array [1..nmax] of real absolute ra
fr : array [1..nmax] of real absolute dn
re : array [1..nmax] of real absolute re
Inr, {In (N}
y, {1/fr}
w  {sqr (fr/re)}
: array [1..nmax] of real;
ww, {scaling factor}
p, q, {coefficients of linear submodel}
level {measure of deviation}
- real;
blind : boolean;

procedure test (testK, testL : real);
var f, g, wi,
wif, wfg, wgg, wfy, wgy,
testp, testq, det, rhs : real;
ff, gg : array [1..nmax] o
i : integer;
begin
rhs := 1E33;
if abs (K + L) > 0.1 then begin
wif := 0; wfg := 0; wgg := 0; wfy := 0; wg
fori:=1to number do begin
f:=exp (testk * Inr [i]); g := exp (-
ft[i] ==, gg [i] :==g;
wi = w [i] / ww;
wif .= wif + wi * f * f;
wfg :=wfg + wi * f* g;
wgg :=wgg +wi*g*g;
wiy == wfy + wi * f* y [i];
wgy =wgy +wi* g *yi;
end;
det := wff * wgg - wfg * wfg;
testp := (wfy * wgg - wgy * wfg) / det;
testq := (wff * wgy - wfg * wfy) / det;
rhs :=0;
for i := 1 to number do
rhs :=rhs + w [i] * sqr (testp * ff [i
rhs := sqrt (rhs / number);

end;
if rhs < level then begin
blind := false;
level :=rhs;
K :=testK;
L :=testL;
p = testp;
g :=testq;
end;

end;

bution points}
mber], real}
mber], real}
[1..number], real}
arameters

asure of

ror}

(Inn}

us}

+ (rx/in™L),
)), where
d(Inr))) /

minute
ter}
sentation}
dius;

dinr;

lerr;

freal;

y:=0;

testL * Inr [i]);

| + testq * gg [i] - y [i]);
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Var i : integer;
h: real;
Begin
h := 0.256;
K:=2.75;L:=0.5; ww :=0;
fori:= 1 to number do begin
Inr [i] :=In (r [i]);
y[i] .= 1/ fr[i];
w [i] :=sqr (fr [i] / re [i]);
if w [i] > ww then ww = w [i];
end;
level := 2E33; test (K, L);
repeat
blind := true;
test (K + h, L);
if blind then begin
test (K - h, L);
if blind then begin
test (K, L + h);
if blind then begin
test (K, L - h);
if blind then begin
test (K + h, L + h);
if blind then begin
test (K- h, L-h);
if blind then begin
test (K- h, L+ h);

if blind then test (K + h,

end;
end;
end;
end,;
end;

end,;

if blind then h :=h/8;
until h < 0.0004;
rx:=exp(n(g/p)/(K+L));
a:=1/(p*exp (K*In(rx)));
approxerr := level;
End;
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