Tartu Ulikool
Loodus- ja tappisteaduste valdkond
Okoloogia ja maateaduste instituut
Geograafia osakond

Magistrit66 geoinformaatikas ja kartograafias (maht 30 EAP)

Skriptimisvahendid teksti lokaliseerimiseks ja asukohapohiseks
analiiiisiks Eesti asulate meediakuvandi tuvastamise néitel

Ott Koik

Juhendajad: PhD Alexander Kmoch
PhD Raivo Aunap

Kaitsmisele lubatud:
Juhendajad:

Osakonna juhataja:

Tartu 2018



Skriptimisvahendid teksti lokaliseerimiseks ja asukohapoéhiseks analiiiisiks Eesti asulate
meediakuvandi tuvastamise néitel

Liihikokkuvote:

Magistritod eesmargiks on, kasutades programmeerimiskeelt Python, siduda ndidisandmetena
kasutatavad, aastatel 2012-2016 portaalis Delfi.ee avaldatud uudisartiklid neis kajastatud asulatega
ja lokaliseerimisele jargneva analiiiisi ning visualiseerimine kaigus tuvastada artiklite pohjal
meedias loodud Eesti asulate kuvand. Naidisandmestikust asukohtade tuvastamise jargselt viidi
1abi kolm erineva eesmirgiga analiiisi: esiteks leiti TF*IDF meetodiga iga asula kohta
meediakajastusest olulisemad sonad. Teiseks kasutati Kk-keskmise klasteranaliiiisi andmete
klassifitseerimiseks, leidmaks kohad, kus domineerivad sarnase temaatikaga artiklid. Kolmandaks
teostati meelsusanaliiiis meediakajastuse meelestatuse leidmiseks, kasutades selleks Eesti Keele
Instituudi poolt vilja toétatud toGvahendil pohinevat modifitseeritud programmi.
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Scripting Tools for Text Localization and Location Base Analysis of Text Data by Example
of Identifying Estonian Settlements Image of Media.

Abstract:

The aim of this thesis was to link automatically large data set of texts to the settlements mentioned
in it and to carry out location based analysis to identify Estonian settlements image of media. In
order to complete these tasks, a variety of programs, which were based on several mathematical
algorithms, were created using the Python programming language. After location recognition from
the example data, including news articles published online in news portal Delfi.ee in the time
period of 2012-2016, three distinct automated analysis methods were used. Firstly, the TF*IDF
method was used to ascertain the most important words from media coverage for each settlement.
Secondly, k-means clustering algorithm was used for automated classification process to find
places, where similar content was dominating. Thirdly, sentiment analysis, based on the modified
program created by The Institute of the Estonian Language, was carried out to find a sentiment of
articles for each settlement.
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Sissejuhatus

Uha suureneva andmetulva taustal on skriptimine ehk selliste tehnoloogiate loomine, mis
voimaldavad automaatselt voi poolautomaatselt informatsiooni matemaatiliste algoritmide
rakendamise teel kontekstist lahtuvalt toodelda, andmeteadustes ja seda toetavates distsipliinides
omandamas iiha olulisemat rolli (Kadiyala, Kumar, 2017). Sellest tulenevalt on masindpe
arvutiteadustes tiha Kkiireneva arenguga uurimisvaldkond, mis loob {ihenduse sotsiaal- ja
reaalteaduste vahel, vdoimaldades matemaatiliste mudelite alusel uurida automaatselt ja suures
koguses ka selliseid andmestikke, mille varasem analiiiis olnuks liigselt aja- ja ressursimahukas.
Uheks selliseks valdkonnaks on tekstiandmete automaatne tootlemine, mis on arvutiteadustes
olnud viljakutseks juba aastakiimneid, kuid on niilidseks tehnoloogilise arengu kaasabil

kéttesaadav ka tavakasutajatele (Hutchins, 2004).

Tekstiandmed esinevad mitmetes erinevates vormides. Uheks selliseks liigiks on uudised, mis
pérast veebimeedia voidukaiku 21. sajandi algul, on oma modtmetelt ning tootmise pea katkematu
vooga omandamas suurandmete mastaape. Kdige selle taustal kasvab Kkiiresti ka inimeste
meediatarbimine ja seega omab uudistes kajastatud informatsioon olulist rolli asukohakuvandi
kujunemisel (Kramp, Loosen, 2018). Geograafidele, sealhulgas eriti geoinformaatikutele, on
tekstiandmete to6tlus vordlemisi vdoras. Isegi ajastul, mille mérksdnaks on ,,suurandmed® ja
geograafia suurimaks viljakutseks multidistsiplinaarsed rakendused ning andmete sidumine nende
sisuga, on tekstianaliiiis levinud enamasti ainult sotsiaalmeediaga seotud temaatikas (Tsou, 2015).
Asukohakuvand ja sellest tulenev moju rindele ning turismile on geograafilistes uuringutes olulisel

kohal ning automaatne tekstianaliiiis omab suurt potentsiaali selle uurimistemaatika arendamisel.

Sarnaselt globaalsetele tendentsidele, pole ka Tartu Ulikooli geograafia osakonnas tekstidega
tegelevaid geoinformaatilisi toid kuigi palju. Tekstide automaatse lokaliseerimisega on koost6os
Uus-Meremaa Geoloogia ja Tuumateaduste Instituudi ning Salzburgi Ulikooli teadlastega
tegelenud Alexander Kmoch ja Evelyn Uuemaa. 2018. aastal avaldasid nad artikli ,, Enhancing
Location-Related Hydrogeological Knowledge “, mis kirjeldab teadusartiklite geokodeerimist Uus-
Meremaa nditel. Bakalaureusetdos on teksti lokaliseerimist ja analiiiisi kasutanud Laura Kabonen
(2016), kelle koostatud to0s ,, Subjektiivse heaolu kaardistamine Eestis ““ kasutati sotsiaalmeedias
avaldatud tekste semantiliseks analiiiisiks. Suurt mdju eestikeelse teksti automaatse toGtluse

arendamisel omavad Tartu Ulikooli eesti keele filoloogia taustaga teadlaste Hille Pajupuu ja Rene



Altrovi t66d sdnade automaatsel meelsuse méiramisel ning suuresti Tartu Ulikooli informaatika ja
arvutilingvistika taustaga teadlaste meeskonna t606d EstNLTK nimelise, eestikeelse teksti

automaatse tootluse toovahendite mooduli loomisel.

Ajendatuna viljatoodud potentsiaalist tekstandmestikul pdhineva masindppe rakendamisel
geoinformaatikas, on magistritoé eesmaérgiks, kasutades programmeerimiskeelt Python, siduda
naidisandmetena kasutatavad, aastatel 2012-2016 portaalis Delfi.ee avaldatud uudisartiklid neis
mainitud asulatega ja lokaliseerimisele jargneva analiiiisi ning visualiseerimise kaigus tuvastada
artiklite pohjal meedias loodud Eesti asulate kuvand. Kuna tegu iihega on esimestest
geograafilistest skriptmisalastest toodest eestikeelse tekstitootluse vallas, keskenduti eelkdige

metodoloogilisele problemaatikale ja sellega seoses piistitati jargnevad uurimuskiisimused:

o Kuidas on vdimalik automaatseid tekstitootluse toovahendeid rakendada artiklite
lokaliseerimiseks?

« Kui suure tdpsusega viljatootatud algoritmid asukohtasid tuvastavad ja milles seisnevad
suurimad probleemid?

« Millised automaatsed meetodid on rakendatavad asukohakuvandi véljaselgitamisel ja

millisel méaaral on need meetodid omavahel tihildatavad?

Magistritod on eesmérgi saavutamiseks jaotatud kolmeks peatiikiks. Esimeses peatiikis
tutvustatakse automaatse tekstitootluse ja selle erinevate meetodite teoreetilist tausta ning
veebimeedia rolli asukohakuvandi kujunemisel. Teises peatiikis kirjeldatakse ndidisandmestikku
ja metoodikat ning kolmandas esitatakse saavutatud tulemused koos meetodite analiiiisi ning

vordlusega.



1. Teoreetilised l1ahtekohad

1.1 Loomuliku keele tootlus

Kone ja selle edastamise siisteem ehk keel, kui inimese kdige loomulikumad informatsiooni
vahetamise viisid, on endas sisalduva suure ja mitmekesise teabe hulga tottu olnud andme- ja
arvutiteadlaste huviorbiidis alates vastava tehnoloogilise voimekuse saavutamisest eelmise sajandi
keskpaigas (Hutchins, 2004). Loomuliku keele automaatseks to6tlemiseks kasutatakse, soltuvalt
andmete iseloomust ja soovitud tulemusest, mitmeid erinevaid meetodeid. Enamasti on nendeks
traditsioonilisest andmet6otlusest tuntud tehnoloogiate ning teoreemide kohandused tekstandmete
analiitisimiseks. Kéesolevas peatiikis tutvustatakse koige levinumaid loomuliku keele to6tlemise

eesmarke ja nende saavutamiseks kasutatavaid meetodeid.

Loomulikuks keeleks (ingl Natural language) loetakse inimeste poolt omavaheliseks suhtluseks
vélja kujunenud ja erinevaid semantilisi struktuure sisaldavat mérkide siisteemi. Loomuliku keele
tootlemise (edaspidi LKT) pohiliste iilesannetena on andmeanaliiiisiga tegelev teadlane Dipanjan
Sarkar 2016. aastal avaldatud teoses ,,Text Analytics with Python. A Practical Real-World

Approach to Gaining Actionable Insights from your Data “ loetlenud kuus valdkonda:

. masintolke arendamine,

« koOnetuvastussiisteemid,

. kiisimustele automaatselt vastavad siisteemid,
« konteksti tuvastamine,

. automaatne tekstide kokkuvdtete loomine,

. tekstide kategoriseerimine.

Eelpool mainitud iilesannete lahendamiseks on loodud mitmeid tehnikad, mis masindppest,
lingvistikast ja statistikast parit meetoditega teksti analiitisida aitavad. D. Sarkar toob oma teoses

vilja jargnevad tehnikad:

. tekstandmestiku klassifitseerimine,

o teksti klasteranaliiiis,

« meelsusanaliiiis,

. tekstiliksuste tuvastamine ja eraldamine,

. sarnasusanaliiiis ja suhete modelleerimine.



Inimkeele uurimine tehnoloogiliste vahenditega on teadlastele huvi pakkunud juba mitmeid
aastakiimneid. Suurimaks ldbimurdeks selles valdkonnas saab pidada 1954. aastal 1dbiviidud nn
Georgetown’i eksperimenti. Selle kiigus loodi moned aastad varem Alan Turingu poolt avaldatud
aluspohimaotete eeskujul esimene automaattdlke rakendus, mis véimaldas tolkida 60 venekeelset
lauset inglise keelde (Hutchins, 2004). Kaks aastat hiljem kirjeldas N. Chomsky keeletootlusega
kaasnevaid lingvistilisi probleeme, samas kui inimeste vahelise suhtlemise meetodite statistilise
analiiiisi problemaatikat analiitisisid C. E. Shannon ja W. Weaver juba 1949. aastal. N. Chomsky
t6os loodi ka aluspohi automaatse keeleuurimise iihe olulise nurgakivi - regulaaravaldise (ingl
Regular expression) kasutamiseks grammatiliste reeglite jargimisel. Keeleliste eriparade
masinoppele arusaadavaks tegemisele jargnes ka tdnapdeval laialdaselt levinud toendosuslike
meetodite Kiire areng (Nadkarni, Ohno-Machado ja Chapman, 2011). Toendosuslike meetodite
voidukdiguga kaasnes automaatse keeleanaliilisi fookuse nihkumine masintolkest ja
andmepdéringutest semantilise suunitlusega sisu kokkuvotete, automaatse Kklassifitseerimise ning

meelsusanaliiiisi labiviimisele (Cambria, White, 2014).

LKT on tehnoloogiale siiani suur véljakutse. Sarnaselt mitmete teiste suurandmetega tootavate
valdkondadega, on tiheks olulisemaks LKT-e viljakutseks vidga suurest andmehulgast enne
analiiiisi algust leida esmalt see, mis on uurimust66 kontekstis oluline (Kadiyala, Kumar, 2017).
Selle probleemi olulisust suurendab asjaolu, et LKT on ka isedppivaid programme kasutades viga
aega ja ressurssi ndudev andmet6otluse suund. Tekstidokumentide valikut ja ettevalmistamist
analiitisiks raskendab asjaolu, et tegu on enamasti struktuuriliselt vdga varieeruva andmete liigiga
ning seega on iihtse uurimisraamistiku rakendamine to6tlemiseks viaga keeruline (Sarkar, 2016).
Ometi on just suur andmehulk oluliseks aspektiks tidnapdevaste LKT-e toovahendite
véljakujunemisel, moodustades nn sonade koti (ingl Bag of words), mis voimaldab rakendada
korpusepohist ldahenemist, kus suure andmehulga najal on vdimalik iiles ehitada masindoppe

protsessi kdigus sonamustrite tuvastamiseks sobilik aluspohi (Sabah, 2010).

Lisaks struktuurilisele diferentseerumisele, muudavad LKT-e keeruliseks erinevad lingvistilised
eriparad, alustades erinevates keeltes varieeruva grammatikaga ja 16petades peidetud semantiliste
struktuuridega, mis on tihtipeale masindppes ddrmiselt raskesti tuvastatavad. Keelte eripdradest
tulenevate suurimate véljakutsetena saab esile tuua siinoniiimide ja homoniiiimide tuvastamise,
sonade tdhenduse muutumise seoses kéidnete vaheldumisega ning sonade jérjekorrast ldhtuva

konteksti muutuse. Samuti raskendab tekstianaliiiisi kirjavigade esinemine, mis muudab masindppe
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jaoks fraasi kasutuskolbmatuks voi halvemal juhul muudab selle sisu (Nadkarni, Ohno-Machado
ja Chapman, 2011). Eelpool mainitud problemaatika tottu on tekstandmete automaatsele
analiilisimisele esitatud ka rohkelt kriitikat, heites nendele meetoditele ette valede seoste tekitamist
ja védhest korrelatsiooni andmete ning nende tegeliku konteksti vahel, mis toob kaasa eemaldumise

reaalse maailma kirjeldamisest ehk teaduse iihest esmasest eesmargist (Shahin, 2016).
1.1.1 Eesti keele automaatne analiiiis

Sarnaselt tildisele automaatsele lingvistilisele analiiiisile, initsieeris ka eestikeelse teksti to6tlemise
meetodeid masintdlke arendamine, millega alustati juba 1991. aastal. Esialgne tekstikorpus Kattis
ligi 20% sdnavormidest, voimaldades sellega ainult lihtsamate iilesannete taitmist (Kaalep, 1997).
Eestikeelse teksti masint6otlemise muudab eriti keeruliseks asjaolu, et sarnaselt teistele soome-
ugri keeltele, on eesti keel morfoloogiliselt mitmekesine — sdnadel on vdaga mitmeid erinevaid
vorme ja lisaks esineb palju ebareeglipdrasusi. Sonamustrite analiiiisi raskendab vordlemisi vaba
lausesisene sonade jarjekord (Tkachenko, Petmanson, Laur, 2010). Eelnevalt defineeritud
tekstikorpuse kasvades loodi eesti keele tootlemiseks mitmeid erinevaid toovahendeid, mis
iihendati ingliskeelsete moodulite Textblob ja NLTK eeskujul Tartu Ulikooli arvutiteaduse
instituudi teadlaste poolt mitmetes erinevates programmeerimiskeeltes, sealhulgas C ja C++,
Kirjutatud programmidest t66vahendite kogumikuks EStNLTK (ingl Estonian Natural Language

Toolkit). Kogumik on kasutatav avatud ldhtekoodiga Pythoni moodulina (Orasmaa, et al., 2016).

Eestikeelse teksti analiiiisimise moodul EStNLTK, mis oli iihtlasi olulisel kohal magistritoo
metoodika viljatootamisel, vOimaldab teostada jargnevaid loomuliku keele to6tlemise

pohiiilesandeid (Orasmaa, et al., 2016):

« Teksti segmenteerimine (ingl Tokenization) — terviktekst jaotatakse mooduli autorite
poolt meedias avaldatud artiklite pohjal moodustatud tekstikorpuse eeskujul viiksemateks
tiksusteks, milleks on 16igud, laused ja sonad.

« Morfoloogiline analiiiis — tuvastab sdnade algvormid, liited, kdéndeldpud ja grammatilist
aega véljendavad sonaldpud.

« Morfoloogiline siintees ja grammatika kontroll — leiab sdnade kohta koik voimalikud
sobivad morfeemid ja parandab kirjavead.

. Nimeliste iiksuste tuvastamine (ingl Named entity recognition) — tuvastab tekstist

isikute, organisatsioonide ja kohtade nimed. Sellele funktsionaalsusele toetub ka



asukohtade leidmine, mida kirjeldatakse lahemalt jargnevates peatiikkides.

. Ajaliste miaratluste tuvastamine (ingl Temporal expression tagging) — tuvastab tekstist
fraasid, mis viitavad ajalisele tdpsustusele, nagu niiteks kuu- ja nddalapievale voi
ajamdirsonale.

. Osalausete tuvastamine — segmenteerib algteksti osalauseteks, mille abil on voimalik
pikkasid kompleksseid lauseid analiiiisi 1dbiviimiseks lithendada.

EStINLTK  toovahendid, eelkdige teksti morfoloogilisele tootlemisele  keskenduvad
alamprogrammid, tuginevad suuresti juba 1990ndate 16pus programmeerimiskeeles C++
Kirjutatud eesti keele komplekssele analiiiisi programmile Vabamorf, mis sisaldab endas ligikaudu
98% eestikeelsetest sonadest ja nende vormidest. Olenemata eesti keele darmiselt keerukast
struktuurist, saavutati viaga korgest sonavaralisest esinduslikkusest tulenevalt Vabamorf’i loomisel
labiviidud testidel morfoloogilisel analiiiisil vahemalt 97% tapsus. Viga viahendati veelgi esmalt
tuvastamata sonadele 1abiviidud sisust lahtuva oletusliku analiiiisiga. Selle kdigus vdhendati viga
alla 1% koigist uuritud sonadest, luues sellega statistiliselt usaldusvéarse pohja edasise metoodika
tilesehitamiseks (Kaalep, Vaino, 2001). Lisaks eelnevalt viljatoodud funktsionaalsustele,
voimaldab EStNLTK mitmete erinevate alamiilesannete, nagu naiteks ahelverbide ja stinoniitimide

tuvastamine, lahendamist (Orasmaa, et al., 2016).
1.1.2 Tekstandmete automaatne lokaliseerimine

Geograafilisest aspektist on tekstiandmete to6tluse tiheks oluliseks tilesandeks andmete sidumine
kindla asukohaga ehk teksti lokaliseerimine. Olenemata asjaolust, et erinevate
tekstituvastusalgoritmide areng on kaasa toonud ka mitmete lokaliseerimiseks sobilike
programmide esilekerkimise, kasutatakse tekstandmestikku geoinformaatilise analiiiisi
labiviimiseks sisendandmetena vordlemisi harva (Yuxia, 2011). Uheks levinud meetodiks
tootlemata tekstidest asukohtade tuvastamisel on geograafilist sisu edastavate nimeliste iiksuste
leidmine. Selle meetodi rakendamiseks kasutatakse mitmeid erinevaid lihenemisi, nagu néiteks
peidetud Markovi ja maksimaalse entroopia mudelid, narvivorgustiku klassifikaatorid voi
tugivektor-masinad (Witmer, Kalita, 2009). Eesti keele t6otlemiseks moeldud tédvahendite
kogumikus EStNLTK kasutatakse nimeliste iiksuste leidmiseks lineaarset tinglike juhuslikkude
véljade meetodit (ingl linear chain conditional random fields). Lineaarne tinglike juhuslikkude

viljade meetod on oma olemuslikult tdendosuslik mudel, kus tinglik tdendosus p(y|x), mis
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viljendab nihtuse ¥ kuulumist klassi y, leitakse valemiga p(y|X) = % [1}=1¢; (7, %), kus Z(X)

tahistab normaliseerimisfunktsiooni ja ;(¥,X) funktsioonide hulka, mis sisaldab klasside

olekufunktsiooni, klassidevahelist ileminekufunktsiooni ja eelnevalt treenitud andmestiku pdhjal

leitud parameetreid (Lafferty, McCallum, Pereira, 2001; Tkachenko, 2010).

Lisaks nimeliste Uiksuste tuvastamisele, on levinud tekstist asukohtade tuvastamise meetodiks ka
peidetud semantiliste struktuuride tuvastamine (ingl latent semantic analysis ehk LSA), kus
eelnevalt defineeritud andmestiku pdhjal leitakse uuritavast sonade loendist huvipakkuvatele
néahtustele omased sonade esinemise mustrid (Yuxia, 2011). LSA iiheks pohiliseks arengusuunaks
tekstiandmete lokaliseerimisel on ontoloogiatel pdhinevat mudelid. Ontoloogiaks nimetatakse
andmekogumit, milles on vaadeldava valdkonna raames defineeritud lisaks nahtustele ja nende
omadustele ka nidhtuste omavahelised seosed (Gruber, 1993). Olgugi, et ontoloogiate loomise idee
parineb juba antiikajast ja nendel pohinev ldhenemine on oma olemuselt semantiliseks
tekstianaltiiisiks sobivaim meetod (Agarwal, 2005), puudub t66 koostamise hetkel vastav
eestikeelne geograafilist informatsiooni sisaldav andmekogu ning seetottu kdesoleva magistritoo

raames ontoloogiatel pohinevat 1dhenemist ei kasutata.

Sarnaselt iildisele loomuliku keele tootlusele, tuleb ka automaatse asukohatuvastuse puhul
arvestada mitmete keeleliste eripdradega, mis muudavad geograafilise informatsiooni tuvastamise
keerulisemaks ja vigaderohkemaks. Esmase iilesande, milleks on geograafilise konteksti leidmine,
lahendusi tutvustati eelmistes 16ikudes, kuid see ei ole enamasti tdpseks teksti lokaliseerimiseks
piisav. Suurimateks probleemideks kirjalike andmete sidumisel asukohaga on tdhenduslike,
isikunimedega identsete ja korduvate toponiitimide esinemine (Jones, Purves, 2008; Kmoch, et al.,
2018). Arvestades viljatoodud probleemidega, on oluline esmased tuvastatud asukohad
kontekstipdhiselt valideerida, ldhtudes meetoditest, mis kasutavad otsuseid imiteerides sarnast
loogikat, mida kasutavad inimesed vastavat teksti lugedes (Jones, Purves, 2008). Olgugi, et arvutit
inimese kombel mdtlema panna on véga keeruline ja iihtlasi vajavad sellised programmid ka
ddrmiselt suurt arvutusvoimekust, on esmane valideerimine voimalik 18bi viia jargides lihtsaid

pohimotteid:
« Korduvate ja tdhenduslike nimede puhul vaadeldakse esmalt geograafilist konteksti — kas
samas tekstis leidub viiteid teistele, uuritava kohaga seotud asulatele, omavalitsustele voi

maakondadele.
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. Konteksti puudumisel voetakse otsus vastu ldhtuvalt hierarhilisest siisteemist, mille
kohaselt eelistatakse nditeks rahvaarvule, asustusiiksuse tiiiibile v6i muule tunnusele

tuginedes konkreetset kohta.
Kahjuks ei eemalda véljatoodud lahendused isikunimedega seotud probleemi.
1.1.3 Tesktandmestikust tunnuste leidmine

Kuna tekstiandmete tootlemine on dirmiselt andmemahukas protsess, eelneb sellele alati
dokumenti koige paremini iseloomustavate terminite ehk tunnuste selekteerimine
koguandmestikust. Tunnuste leidmise protsessi meetodid saab jagada oma pohimdttelt kaheks
(Aggarwal, Zhai, 2012):

. Sagedusel pohinevad ehk nn sonade koti meetodid, kus igat analiiiisitavat teksti
vaadeldakse kui teatud sonade kogumikku koos nende sonade esinemissagedusega
koguandmestikus.

« Sonade jirjestusel pohinevad meetodid, kus vorreldakse sonade jarjestuse erinevust
tekstides.

Eelnevalt viljatoodud kaks pohilist meetodi Kklassi jaotuvad veel omakorda suureks arvuks
toopohimottelt ja arvutuslikult keerukuselt diferentseeruvateks algoritmideks, millest enim on

tekstiandmete to6tlemisel kasutust leidnud jargnevad metoodikad (Liu, et al., 2003):

. Teabe kasvu indeks (ingl Information Gain) — mdodab informatsiooni hulga muutust
termini esinemise voi puudumise korral.

« x? statistik — moddab termini ja dokumendi voi kategooria omavahelise seose tugevust.

. Dokumendi sagedus (ingl Document Frequency) — mdodab termini esinemise sagedust
andmestikus.

. Termini tugevuse indeks (ingl Term Strength) — moddab tdendosust, et termin, mis esineb
tihes dokumendis, esineb ka teises.

« Termini panus (ingl Term Contribution) — hindab termini moju dokumentide sarnasusele;

. Entroopial pohinev klassifitseerimine (ingl Entropy-based Ranking) — m&odab entroopia

muutu, mis kaasnev termini eemaldamisega tekstist.

Kuna teksti andmete to6tlemine on aja- ja ressursikulukas protsess, on arvutusliku ja pohimottelise

lihtsuse tottu suurte andmehulkade puhul enim levinud variandiks just sonade esinemissagedust
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arvestavad meetodid (Aggarwal, Zhai, 2012). Kuid millise sagedusega sonad sisaldavad suurimat
hulka teksti iseloomustavat informatsiooni? Esimese eeldusena voib arvata, et olulised on need
sonad, mis esinevad dokumendis koige sagedamini voi vastupidi, andmestikus harvaesinevad
terminid omavad suuremat tihtsust. Tdde peitub eelpool toodud eelduste vahel, olles 1ahemal
pigem eelduse teisele poolele (Leskovec, Rajaraman ja Ullman, 2014). Koige enam esinevad
tekstides side- ja asesonad, mis endas olulist semantilist tdhendust ei sisalda. Selliseid sonu
kutsutakse peatussonadeks (ingl Stop words), mis enne analiiiisi alustamist tekstist eemaldatakse.
Kuigi olulised sonad on pigem tekstis haruldasemad, tasub silmas pidada, et mitte koik haruldased
sonad ei ole olulised — tihtipeale on tegu mdne vidga spetsiifilise termini voi véljendiga, mis
analiilisi 0sas suurt véartust ei oma voi moonutab sootuks selle tulemust. Olulisuse annab sonale
omadus paikneda vihestes dokumentides, aga nendes, kus see esineb, teha seda sagedasti

(Leskovec, Rajaraman ja Ullman, 2014).

Eelpool kirjeldatud olulisuse méira arvutamise matemaatiliseks algoritmiks on TF*IDF mudel.
Lithend TF*IDF tuleneb ingliskeelsest terminist term frequency * inverse document frequency ehk
termini tihedus * p6ordvardeline dokumendi tihedus. Nagu viitab mudeli nimi, milles avaldub ka

eelmise 16igu 16pus esitatud sonade olulisuse definitsioon, koosneb TF*IDF kahest komponendist:

 termini tihedus tf, mis néitab iihe sdna esinemise hulka ihe dokumendi raames ja avaldub
matemaatiliselt jérgnevalt: tf (w,D) = f,,,, Kus f,,  siimboliseerib sona w esinemise arvu
dokumendis;

« poordvordeline dokumendi tihedus idf, mis seisneb kogu korpuses esinevate
dokumentide arvu ja dokumentide arvu, kus esineb vaadeldav sona, logaritmiliselt
teisendatud vaartuse suhtes, millele on liidetud arv 1, vdltimaks olukorda, kus vaga madala

idf vadrtusega termineid eiratakse analiiiisis téielikult. Matemaatiliselt avaldub idf valemis:

c

idf(t) =1+ log TOL

kus idf(t) valjendab idf vaartust termini t kohta, vaartus C niitab
koikide dokumentide arvu tekstikorpuses ja df(t) dokumentide hulka, kus leidub termin t.

TF*IDF vairtus omistatakse seejérel sonale valemiga tfidf = tf * idf (Jing, 2012). Lisaks tunnuste
tuvastamisele, kasutatakse TF*IDF meetodit ka ndidisandmestikust asulaid kdige paremini

iseloomustavate sonade leidmiseks.
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1.1.4 Teksti klassifitseerimine masinéppe meetoditega

Andmetdotlusega tegelevate teadusharude tiheks esmaseks eesmargiks andmete analiiiisil on nende
klassifitseerimine mingite sarnasuste alustel ettemdiratud voi protsessi kdigus loodavatesse
gruppidesse. Klassifitseerimismeetodeid tuntakse andmeanaliiiisis mitmeid ja need on suuresti
kohaldatavad ka tekstide todtluseks. Ameerika Uhendriikide automaatse tekstitootlusega tegelenud
arvutiteadlased C. C. Aggarwal ja C. X. Zhai (2012) on vilja toonud jérgnevad Viis tekstitootluses

kasutatavat meetodit:

. Otsuste puu meetod — andmete klassifitseerimiseks kasutatakse hierarhilist struktuuri, mis
luuakse jark-jargulise analiitisi kdigus andmete vaadeldavate tunnuste, milleks
tekstianaltiiisi kdigus on enamasti etteantud sonade olemasolu véi puudumine dokumendis,
alusel.

« Mustri- ehk reeglipohine meetod — iga klassi puhul luuakse eelnevalt tunnuste esinemise
muster, mis suure tdendosusega niitab dokumendi kuuluvust sellesse klassi. Loodud
mustreid kasutatakse reeglitena kogu andmehulga klassidesse jaotamiseks.

. Tugivektor-masina klassifikaatorid — andmete klassifitseerimiseks leitakse andmestikus
esinevad lineaarsed piirid. Vaadeldava nihtuse kuuluvust mingisse klassi defineerib tema
paiknemine piiride suhtes.

. Narvivorgustiku Kklassifikaatorid — andmete klassifitseerimisel kasutatakse inimese
nérvisiisteemi analoogile pdhinevat mudelit, kus iga vaadeldav ndhtus moodustab
solmpunkti, mille vahelistele seostele omistatakse kaalud seoses esinemissagedusega
andmestikus. Masindppeprotsessi kdigus parandatakse analiiiisi alguses maératud kaalusid
pidevalt.

. Bayens’i ehk generatiivsed klassifikaatorid — luuakse tdendosuslikud klassifikaatorid,

mille abil hinnatakse andmete kuuluvust mingisse klassi selle omaduste pohjal.

Uheks enim levinumaks andmete Klassifitseerimise masindppe meetodiks on multinomiaalne
Bayens’i klassifikaator (ingl Multinomial Naive Bayes), mida kasutatakse enamasti prognoosimise
ja klassifitseerimise toovahendites suurema hulga klasside puhul (Sarkar, 2016). See
klassifitseerimismeetod pohineb Bayens’i teoreemil, mille pohjal arvutatakse, millise tdendosusega

P(c)P(d|c)

asub dokument d mingis Kklassis ¢ valemi P(c|d) = D

x P(c)P(d|c) x
P(c) ]'[?:“‘1 P(w;|c)tia abil, kus P(c|d) on tingimuslik tdenzosus, et dokumendi d esinemise puhul
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kuulub see klassi ¢ ja P(d|c) tingimuslik tdendosus, et klassi ¢ esinemise puhul on seal dokument
d. P(c) ja P(d) naitavad omakorda dokumentide ja klasside esinemise tdenédosust eraldi. Stimbol w
tahistab iiksikut sona dokumendis, mis on osa klassifitseerimiseks loodud sonastikust. Tahisega tfig
on mérgitud sdna w; esinemiste arv ja tdhisega nq unikaalsete sonade arv dokumendis (Ko, 2017).
Meetodi naiivsus seisneb eelduses, et iga vaadeldav ndhtus, milleks tekstianaliiiisi puhul on
enamasti artikkel voi muu teksti sisaldav dokument, on teistest sdltumatu. Multinomiaalse

klassifikaatori puhul on vaadeldavad nahtused esitatud vektorina d = {x1, X, ..., xn} (Sarkar, 2016).

Andmete klassifitseerimise alamliigina on levinud andmete klasterdamine, mille eesmérgiks on
nahtuste, mida analiilisi kdigus vaadeldakse eraldi punktidena, jaotamine Kklassidesse, lédhtudes
nende omavahelisest kaugusest tunnusruumis (Leskovec, Rajaraman ja Ullman, 2014). Sellise
metoodika kasutamine eeldab, et tekstidokumentidele on vdimalik, distributiivsest ehk
tahenduslikku sarnasust mootvast semantikast ldhtuvate tunnuste alusel, omistada ruumis kindlad
koordinaadid. Selleks, et sonaline sisu teisendada ruumiliselt vaadeldavaks punktiks, luuakse
esmalt kdikide tunnuste koosesinemiste sagedusi sisaldav sagedusmaatriks ja selle alusel vastavad
tunnusvektorid. Seejdrel voetakse aluseks distributiivse semantika alushiipotees, mis viidab, et
sonad, mis esinevad sagemini sarnases kontekstis, omavad ka sarnast semantilist tdhendust (Bruni,
Tran, Baroni, 2014). Sonade vektoriteks teisendamise jargselt leitakse nende omavaheline
sarnasus, pohinedes eeldusele, et sarnasemate tdhendustega tunnuste vektorid ldhenevad. Asukoht
ruumis sdltubki leitud tunnuste sarnasusest, millele numbrilise véartuse andmiseks kasutatakse
erinevaid vektorite kaugusi arvestavaid naitajaid, millest levinumateks on koosinus- ja eukleidiline
kaugus (Aedmaa, 2016).

Andmete klasteranaliiiisi meetodeid on mitmeid, millest Sarkar (2016) toob valja jargnevad:

« Hierarhiline klasterdamine — eeldab andmete klasterdamise pdhieelduse, mille kohaselt
paiknevad sarnasemad objektid teineteisele ldhemal, paikapidavust. Andmed ithendatakse
omavahel soltuvalt kaugusest ja visualiseeritakse enamasti dendrogrammina.

. Tsentroidipohine mudel — klastrid luuakse imber keskse objekti, mis esindab iga klastri
pOhilisi tunnuseid ja seega on selle keskmine kaugus klassi kuuluvatest ndhtustest
voimalikult vidike. Selle mudeli theks levinumaks algoritmiks on k-keskmise
klasteranaliiiis (ingl k-means clustering, tuntud ka kui Lloyd’i algoritm), mis eeldab, et ette

on antud Klastrite arv k, mida arvesse vottes koondatakse andmed kauguse alusel
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tsentroidide timber.

« Jaotusepohine mudel — tdendosuslik algoritm, mille alusel leitakse ndhtuste paiknemise
jaotused ja moodustatakse klastrid, ldhtudes eeldusest, et samasse klastrisse kuuluvad
tunnused sobituvad sama jaotusega.

« Tihedusepohine mudel — klastrid moodustatakse piirkondadesse, kus vaadeldavad
néhtused on vorreldes iimbritseva ndhtusruumiga tihedamini grupeerunud. Kilastrite

vahelist horedamat piirkonda vaadeldakse miirana.

Uheks levinumaks tekstiandmete klasterdamise meetodiks saab pidada k-keskmise klasteranaliiiisi,
mis sobib oma arvutusliku lihtsuse tottu just suuremate andmehulkade analiiiisimiseks (Sarkar,

2016). K-keskmise klasteranaliiiis koosneb kolmest etapist (MacKay, 2003):

1. Initsialiseerimine — tunnusruumi genereeritakse k juhuslikku tsentroidi.

2. Jaotamine — vaadeldavad nédhtused paigutatakse tunnusruumi ja omistatakse ldhima
tsentroidi alusel klassiline kuuluvus.

3. Uuendamine - tunnusruumi paigutatud ndhtuste paiknemise alusel leitakse uued

tsentroidid, mille keskmine kaugus on klassi kuuluvatest néhtustest voimalikult viike.

Kolme etapi ldabimise jargselt korratakse teist etappi ja tunnuste klassilist kuuluvust muudetakse
seoses tsentroidide asukohtade muutumisega. Klasside muutumise korral arvutatakse jarjekordselt
uued tsentroidid ja kahte viimast etappi korratakse nii kaua, kuni iimberjaotamise kdigus ithegi
ndhtuse klass ei muutu (MacKay, 2003). K-keskmise klasteranaliilisil on tekstiandmete ruumi
paigutamise levinumaks meetodiks dokumentide tunnusvektorite koosinuskauguste, mida saab
kasitleda ka kui sarnasuse indeksit, leidmine ja selle alusel uuritava dokumendi asukoha leidmine
ruumis, mille méotmete arvuks on vaadeldavate dokumentide arv (Joonis 2). Tunnusvektorite
leidmisel voetakse k-keskmise klasteranaliiiisi puhul tunnuste koosesinemiste arvu asemel arvesse
nende TF*IDF vairtusi (Sarkar, 2016). Andmete Kklasterdamist Kkésitletakse enamasti
tdisautomaatse analiilisimeetodina. Nagu ka teiste selliste meetodite puhul, tuleb siinkohal
arvestada moningaid ilekatteid loodud klasside vahel, mis muudavad klasside konkreetse

defineerimise keeruliseks (Leskovec, Rajaraman ja Ullman, 2014).
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tunnusruum artiklite pealkirjade ja klasside suurima TF*IDF véartustega tunnustega

1.1.5 Meelsusanaliiiis

Meelsusanaliiiis (ingl sentiment anaysis) on LKT iiks populaarseimaid rakendusi. Selle eesmérgiks
on tekstandmestiku tootlemise abil teada saada, milliseid seisukohti ja hoiakuid andmestik endas
sisaldab. Meelsusanaliiiisi, kui vordlemisi uue meetodi suurimaks tugevuseks loetakse selle voimet
votta arvesse emotsioone edasikandvat informatsiooni, nagu niiteks arvamused ja tunded
(Kennedy, 2012). Seda meetodit kasutatakse tihti sotsiaalmeediaga seotud temaatika késitlusel
ning drilistel eesmarkidel, nditeks tootearenduses, saamaks Kiiresti teada klientide arvamuse
tagasiside pohjal (Yi, et al., 2003). Kéesoleva t66 kontekstis on meelsusanaliiiisi Sisuks vilja
selgitada, milliseid kohti kajastatakse meedias pigem positiivselt ja milliseid negatiivselt. Sarnaselt
teistele automaatsetele keeletodtluse vahenditele tuleb ka meelsusanaliiiisi puhul arvestada meetodi
kohatise ebatdpsusega — suure koguse erinevaid teemasid kajastavate tekstide puhul peetakse heaks
tulemuseks 70-90% tépsust (H. Pajupuu, Altrov ja J. Pajupuu, 2016). Nimelt, arvesse tuleb
jarjekordselt votta inimkeele ehituslikku ja semantilist keerukust, millega praeguseks hetkeks
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eksimatult iikski arvutiprogramm veel tegeleda ei suuda. Sellisteks keerulisteks struktuurideks saab
pidada nditeks huumorit, irooniat ja sarkasmi, kus reaalne teksti mote vaib arvuti poolt tuvastatule

olla hoopis vastupidine (Kennedy, 2012).

Meelsusanaliiiisi ldbiviimiseks kasutatakse masindppe voi leksikonipdhist ldhenemist (H. Pajupuu,
Altrov ja J. Pajupuu, 2016), kus eristatakse teksti struktuurist ldahtuvalt erinevaid klasse, mille
tasandil analiiiisi 1dbi viia. Bing Liu toob 2012. aastal avaldatud raamatus Sentiment Analysis and

Opinion Mining vilja kolm iilesehituslikku tasandit:

. Dokumendi tase — tuuakse vilja kogu tekstidokumendi tildine meelestus.
. Lause tase —arvamus esitatakse iga lause kohta.
. Uksuse tase — tekstist leitakse arvamus iga tunnuse kohta.

Leksikonipohine meelsusanaliiiis eeldab eelnevalt koostatud sonade emotsionaalset vaértust
sisaldava andmekogu olemasolu. Leksikonis on defineeritud numbrilise vaartusega, millised sonad
kannavad endas positiivseid, millised negatiivseid vaartusi (Bing, 2012). Leksikoni defineerimisel
tuleb arvestada, et manuaalse t66 puhul on tegemist darmiselt aegandudva tilesandega, samas kui
automaatseid meetodeid kasutades tekivad paratamatult vead. Sellest 1dhtuvalt pakub Bing oma
teoses ,,Sentiment Analysis and Opinion Mining“ parimate lahendustena poolautomaatseid

ldhenemisi:

. Sonaraamatu pohine lihenemine: kasutaja defineerib hulga sdonade polaarsuse, millele
jargneb automaatne analiiiis. Selle kdigus leitakse esmalt maaratletud sdnade stinoniitimid
ja madratakse neile sama véartus, mis algsele sonale. Seejarel leitakse sonade antoniitiimid,
millele maéaratakse vastupidine véirtus. Selline meetod eeldab eelnevalt loodud
sonaraamatu olemasolu, kus on defineeritud ka sonade siinoniitimid ja antoniitimid.

« Korpusepohine ldhenemine: Kkasutaja defineerib eelnevalt mingi hulga tekstide
polaarsuse, mille jérel leitakse tekstikorpusest sarnased struktuurid ning omistatakse neile

sarnased viirtused.

Sonade numbrilisi véartusi saab seejérel kaaluda nditeks nende olulisusega ja seeldbi on véimalik
saada uuritava struktuuriiiksuse meelsust iseloomustav numbriline vaartus, kus negatiivsed
numbrid viljendavad negatiivset avamust ja positiivsed positiivset, samas kui nullilihedased
vaartused osutavad pigem neutraalsele tekstile (Sarkar, 2016). Kahjuks nii lihtsa lahendusega on

voimalik kill hinnata tiksikute sdonade emotsionaalset vaartust, kuid teksti semantilise sisu kohta
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jarelduste tegemiseks jadb see liiga primitiivseks: selline lahendus ei arvesta sona meelsuse
kontekstipohist muutumist (Bing, 2012). Naiteks kiisimus ,,Kas sa oskad soovitada ménda head
Python’i kiisiraamatut?* sisaldab positiivse tdhendusega sona ,,head*, kuid kiisimus ise arvamust
ei sisalda ja omab hoopis neutraalset sisu. Tulemuse reaalsusele vastavamaks muutmiseks
kombineeritakse meelsust viljendavate vaartustega andmete klassifitseerimise meetodeid, mille

abil jaotatakse uuritavad nahtused sarnasuse alusel klassidesse.
1.2 Veebimeedia ja selle roll asula kuvandi kujunemisel

Interneti laialdase levikuga tsiviilkasutuses, algas 20. sajandi viimasel kiimnendil
meediavéljaannete {tha massilisem publitseerimine veebilehekiilgedel, seisnedes algselt enamasti
paberviljaannete kopeerimisel. Mdne aastaga kujunes veebimeediast juba omaette zanr, muutes
uudiste véljaandmise kiirust, mahtu ja kasutatavate kujutlusviiside iseloomu taielikult. Esimesed
meediaviljaanded avaldasid Eestis uudiseid internetis juba 1995. aastal, kuid online-meedia
domineerimise algusajaks saab lugeda 21. sajandi esimesi aastaid (Saks, 2011) ja niitidseks on
veebimeediast saanud uudiste peamine kanal ning inimeste meediatarbimine on iiha kasvavas
trendis (Kramp, Loosen, 2018). Tehnoloogilise arengu kaasabil ja kiire ning laiaulatusliku
informatsiooni leviku ning sellega kaasneva vahetu tagasiside tottu internetis, on traditsiooniline
meedia muutumas iiha rohkem tarbija poolt kujundatavaks meediumiks, kus lugejate otsene
arvamus omandab tiha kasvavat rolli (Fiirst, Schonhagen, Bosshart, 2015). Tarbija esilekerkimine
on lisaks mitteprofessionaalse ajakirjanduse, sealhulgas blogide ja arvamusportaalide, olulisuse
tousule mojutanud ka suurte meediakorporatsioonide uudiste avaldamise iseloomu. Eelkdige
seisneb see pea katkematus uudiste avaldamise voos ja temaatilise ampluaa laienemises
(Kasendmm, 2014). Temaatiliselt katab veebimeedia koik olulised eluaspektid, mille saab jaotada
jargnevasse kaheksasse klassi: ettevotlus, poliitika, kuritegevus, tervishoid, sport, meelelahutus,

tehnoloogia ja teadus ning loodus (Bracewell, et al., 2009).

Tunnustatud Ameerika Uhendriikirde rekreatsiooni ja turismi teadlane John L. Crompton
defineeris oma t60s ,,An Assessment of the Image of Mexico as a Vacation Destination and the
Influence of Geographical Location Upon That Image* (1979) asukoha kuvandi kui mingi paiga
osas tekkinud tdekspidamiste, ideede ja muljete kogumi. Kuvandi moodustavad arusaamad,
hoiakud, teadmised, kogemused, ootused, soovid ja tunded, mida teatud asukoht indiviidis voi
inimeste grupis tekitab (Santi¢, Bevanda, Bijaksi¢, 2016). Mitmed kuvandi aspektid kujunevad
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inimestes 1abi kaudsete allikate, mis ei eelda asukoha kiilastamist. Selliste tunnuste arengus méangib
olulist rolli meediakajastus, sealhulgas ka uudisartiklites avaldatu (Muhoho-Minni, Lubbe, 2017).
Asukohakuvand on darmiselt oluline turismi arendamisel — 2007. aastal 1dbiviidud rahvusvahelises
uurimuses ,,Promoting Tourism Destination Image “ leidsid autorid, et meedias kajastatu, mis
koosneb televisioonis, ajalehtedes ning veebimeedias avaldatust, omab turismi seisukohalt
asukohakuvandi kujunemisel primaarset rolli (Govers, Go, Kumar, 2007). Turism on omakorda
adarmiselt oluline majandusharu ja Eestis on nii vilis- kui siseturismi osakaal majanduses iihtlaselt
kasvavas trendis, moodustades sisemajanduse koguproduktist kaudseid mojusid arvestades umbes
6% (Statistikaamet, 2017). Majandusliku olulisuse korval on turism iisnagi ebastabiilne ja
meediakajastuse poolt tugevalt mojutatav tegevusvaldkond — eriti tugevalt md&jutab turismi
julgeolekut puudutava negatiivne kajastamine, mis vihendab turistide arvu ja nende puudumisest

saamata jadvat tulu Kiiresti ning suures mahus (Kaasik, 2014).

Automaatse tekstitootluse meetoditeks asukohakuvandi leidmisel, on enim levinud
meelsusanaliiisi kasutamine. Suurem osa selliseid uvurimusi kasutavad ldhteandmetena
sotsiaalmeedias avaldatud postitusi, turismiagentuuride poolt pakutavaid reisikirjeldusi voi
reisimisega seotud foorumites avaldatud tagasisidet ja on suunatud eelkdige asukoha turundamise
edendamisele. Niiteks analiiiisis Souli Ulikooli teadlaste meeskond meelsusanaliiiisi abil, milline
oli Pariisi kiilastanud turistide meelestatus erinevate tarbitud teenuste ja kiilastatud paikade osas,
kasutades ldhteandmeteks portaalis www.virtualtours.com avaldatud tagasisidet. Uurimusest
ilmnes, et kiilastajad olid kdige positiivsemalt meelestatud meelelahutuse ja kdige negatiivsemalt
julgeoleku osas (Kim, et al., 2017). Reisisihtkohtade kuvandit on uurinud ka Ameerika
Uhendriikides tegutsevad turismile orienteeritud teadlased S. Stepchenkova ja A. M. Morrison, kes
analiilisisid aastal 2005 avaldatud t66s Venemaa ning selle erinevate piirkondade kuvandit
erinevate  Ameerika Uhendriikide ning Venemaa reisiportaalide pdhjal, kasutades selleks
mérksdnade esinemise sagedust. Paraku on automaatne meelsuse tuvastamine rahvusvahelises
teaduskirjanduses keskendunud eelkdige tliksikute siindmuste kajastamisele ja teenuste kvaliteedi

uurimisele ning parandamisele ja geograafide poolt viahe kasutatud.
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2. Andmed ja metoodika

Magistritod andmete kogumiseks ja metoodika rakendamiseks kasutati programmeerimiskeele
Python versiooni 3.4 ja interpretaatorit Anaconda3. Labiviidud lokaliseerimise ja tekstianaliiiisi
jargselt leiti huvipakkuvad karakteristikud ning visualiseeriti tulemused, kasutades selleks
programme ArcGIS 10.3 ja Adobe Illustrator CC 2017. Toovahendites rakendatud Pythoni
moodulite versioonid ja t66 labiviimiseks kasutatud arvuti tehniline spetsifikatsioon on vilja

toodud lisas 1.
2.1 Lihteandmed

Tekstiandmete automaatse analiilisi ldbiviimseks kasutati l1ahteandmetena AS Ekspress Meedia
uudisteportaalis www.delfi.ee ajavahemikus 1. jaanuar 2012 kuni 31. detsember 2016 avaldatud
artikleid. Kasutades uudisteportaali arhiivi (AS Ekspress Meedia, 2018), koguti informatsioon
vaadeldava viieaastase perioodi jooksul avaldatud 385 819 artikli kohta. Artiklites sisalduv
informatsioon oli talletatud veebilehel HTML koodi, millest loeti andmekogumisprogrammide abil

artikli sisu, pealkiri, avaldamise kuupéev ja veebilink edasise analiiiisi tarbeks andmeraamistikku.

Andmekogumisprogrammide loomiseks kasutati Pythoni moodulit Scrapy, mille abil loodi
andmete kogumiseks toovahend, inglisekeelse iildnimetusega Spider, mis defineeritud reeglite
alusel HTML koodist vajaliku informatsiooni arvuti vahemélusse loeb. T66 1abiviimiseks koguti
esmalt vaadeldavas ajavahemikus avaldatud artiklite veebilingid programmiga, kus muutujaga
start_urls oli defineeritud andmeid sisaldava veebilehe URL, muutujaga next _page viide
jargmisele lehekiiljele ja muutujaga LINK_SELECTOR kogutavat informatsiooni sisaldav HTML’i
161k:

1. import scrapy

2. from scrapy.contrib.spiders import Rule

3. from scrapy.linkextractors import LinkExtractor

4.

5. class DelfiSpider(scrapy.Spider):

6. name = "delfi_spider"

7. start_urls =
['http://www.delfi.ee/archive/?tod=31.12.2016&fromd=01.01.2012&channel=0&category=0&f12016=
1&query="]

8. rules = (Rule(LinkExtractor(allow=(), restrict_xpaths=('//a[@class="item item-
next"]',)), callback="parse", follow= True),)

9.

10. def parse(self, response):

11. HL_SELECTOR = '.headline’

12. for news in response.css(HL_SELECTOR):
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13. LINK_SELECTOR = 'hl a ::attr(href)’

14. yield {

15. 'link': news.css(LINK_SELECTOR).extract_first(),

16. }

17. next_page = response.xpath('.//a[@class="item item-next"]/@href').extract()
18. if next_page:

19. next_href = next_page[©0]

20. next_page_url = 'http://www.delfi.ee' + next_href.strip()

21. request = scrapy.Request(url=next_page_url)

22. yield request

Seejarel koguti sarnasel pohimottel tootava programmi abil edasiseks analiiiisiks vajalik

andmestik:

1. from scrapy.item import Item, Field

2. from scrapy.spider import Spider

3. from scrapy.selector import Selector

4. import csv

5. import time

6.

7. class MyItem(Item):

8. title = Field()

9. date = Field()

10. content = Field()

11. link = Field()

12.

13. class StockSpider(Spider):

14. name = "delfi_sisu"

15. allowed_domains = ["delfi.ee"]

16. start_urls = []

17. with open('link.csv', 'r') as f:

18. reader = csv.reader(f)

19. for line in reader:

20. if line != []:

21. start_urls.append(line[@])

22.

23. def parse(self, response):

24. time.sleep(1)

25. def extract_with_css(query):

26. return response.css(query).extract_first().strip()

27. sel = Selector(response)

28. item = MyItem()

29. item ['content'] = ' '.join(sel.xpath("//p[@class="article__chunk
article__chunk--lead']/text()").extract()) + ' ' + '
'.join(sel.xpath("//p[@class="article__chunk article__chunk--lead']/a/text()").extract()) +
"'+ ' '".join(sel.xpath("//div[@class="article__body']/p/text()").extract())+ ' ' + '

'.join(sel.xpath("//div[@class="article_ body']/p/a/text()").extract())
30. item['title'] =
"'.join(sel.xpath("//h1[@itemprop="headline']/text()").extract())

31. item['date'] = extract_with_css('.article_ date::text')
32. item['link'] = str(response).split(' ')[-1].replace('>","'")
33. yield item

Lisaks analiitisitavatele artiklitele, kasutati t66 koostamisel asukohtade tuvastamiseks Maa-ameti
loodud Eesti haldusreformieelset 4715 asustusiiksust sisaldavat andmestikku (Maa-amet, 2017) ja

tahenduslike kohanimede defineerimiseks Eesti Keele Instituudi koostatud, iile 200 000
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eestikeelset sonavormi holmavat sonaloendit (Eesti Keele Instituut, 2017).
2.2 Metoodika

Artiklite automaatne tootlemine viidi 1dbi viies etapis, millest esimese kahe tulemused olid iihtlasi
lahteandmeteks edasise analiiiisi ldbiviimisel (Joonis 2). Jargnevates alapeatiikkides kirjeldatakse

iga etapi teostamisel kasutatud programme ja nende rakendamisel saadud tulemusi.

Andmetabelid ja Artiklite telkst
—raamistikud muutmata kujul
Toodprotsessid
Hnd_mete_ _ ) Teksti autnmaatne
standardisesrimine klasterdamine
Oluliste sénade .
leidmine l
Asukohtade
tuvastamine

—» Meelsusanalils -

Joonis 2. Tekstiandmete automaatse toStlemise etapid

2.2.1 Andmete standardiseerimine

Mitmed magistritoos kasutatavad meetodid, sealhulgas asukohtasid tuvastavad programmid,
tootavad eeldusel, et sisendandmed on viidud standardsele kujule. Selleks tuleb eraldada tekst
sonadeks, eemaldada iileliigsed siimbolid ja sonad ning viia allesjdénud sonad algvormi. Andmete
standardiseerimiseks tootati vilja toovahendite kogumik, millest oli véimalik vastavalt analiiiisi

tiiiibile kasutada erinevaid funktsioone (joonis3).

23



o 1. 2.
Artiklite sisu Tekst eraldatakse 5 SBnad teisendatakse Andmetabelid ja
sonedeks algvormi —raamistikud
To6protsessid
Artiklite 4 3 = .
standardisesrnitud " Bemakiaiakse " Eemaldatakse
sisu o J— peatussanad e — ebavajalikud

simbolid

Joonis 3. Andmete standardiseerimise to6etapid

1) Esimese etapina eraldati tekst, mis toodi programmi sisse artikleid sisaldava andmejérjendina
(ingl list), sonade kaupa sonedeks. Selleks kasutati eesti keele to6tlemiseks ja analiiiisiks loodud
mooduli EStNLTK t66vahendit tonekize _words:

from estnltk import Text
def tokenizer(sisu): #sisesta sdnede jarjend
token_list = []
for artikkel in sisu:
text = Text(str(artikkel))
text.tokenize words()
Token_list.append([text['text'][word['start']:word['end’']] for word in
text['words']])
8. return token_list

NOoOOuh wWwNER

Naiteks, kui rakendada eelnevalt kirjeldatud funktsiooni néidisjarjendi peal, mis sisaldab ainsa
elemendina lauset ,,Tartu Ulikooli geograafia osakond asutati 1919. aastal ja see kuulub Tartu
Ulikooli loodus- ja tippisteaduste valdkonda, 6koloogia ja maateaduste instituuti.”, viljastatakse
jargnev tulemus:

[['Tartu', 'Ulikooli', 'geograafia', 'osakond', 'asutati', '1919.', ‘'aastal', 'ja', 'see',

"kuulub', 'Tartu', 'Ulikooli', 'loodus-', 'ja', 'tdppisteaduste', 'valdkonda', ',',
'Okoloogia', 'ja', 'maateaduste’, ‘instituuti', '.']]

2) Jargmise sammuna teisendati sonad algvormi ehk lemmatiseeriti. Selleks kasutati mooduli

EsStNLTK toovahendit lemmas:

9. def lemmatize_text(sisend): #sisesta eraldatud sdnede jarjend

10. lemmatiseeritud = []

11. for sone in sisend:

12. lemma = [(Text(lem).lemmas[@]) for lem in sone]
13. lemmatiseeritud.append(lemma)

14. return lemmatiseeritud
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Rakendades seda funktsiooni eelmise etapi néidisel, saame tulemuseks sonade jérjendi:

[['Tartu', 'Ulikool', 'geograafia', 'osakond', 'asutama', '1919.', 'aasta', 'ja', 'see',
'kuuluma', 'Tartu', 'Ulikool', 'loodus', 'ja', 'tadppisteadus', 'valdkond', ',', 'Okoloogia’,
'ja', 'maateadus’', 'instituut', '.']]

3) Edasise tootlemise kidigus eemaldati tekstist analiitisiks ebavajalikud siimbolid, nagu néiteks
kirjavahemadrgid ja numbrid. Koikide ebavajalike siimbolite iiheaegseks eemaldamiseks kasutati
esmalt regulaaravaldiste rakendamiseks mdeldud moodulit re ja selle toovahendit compile
stimbolite loendi defineerimiseks. Seejarel asendati igas sones need siimbolid tiihja véirtusega:

15. import re
16. def remove_special_ characters(text): #sisesta lemmatiseeritud sdnede list

17. removed = []

18. for 1st in text:

19. pattern =
re.compile('[{}]'.format(re.escape("\/()[J{}#!$%&*+? .~ " ~:+“”, ,0123456789"'")))

20. filtered_tokens = filter(None, [pattern.sub('', token) for token in 1lst])

21. filtered_text = ' '.join(filtered_tokens)

22. filtered = filtered_text.replace('|',' ')

23. filtered = filtered.replace('"',"'")

24, removed.append(filtered)

258 return removed

Jatkates sama néitega, Saame tulemuseks jargneva jérjendi:

['Tartu Ulikool geograafia osakond asutama aasta ja see kuuluma Tartu Ulikool loodus ja
tappisteadus valdkond 6koloogia ja maateadus instituut']

4) Viimase etapina eemaldati andmestikust ebavajalikud valjendid ehk peatussonad. Selle etapi
pohiliseks eesmirgiks oli vihendada toodeldava andmekoguse hulka, eemaldades sonad, mis
kannavad endas vihe sisulist véartust, kuid esinevad tekstis sagedasti. Sellisteks sonadeks on side-
ja asesdnad, aga niiteks ka sona ,,olema“ erinevad vormid. Snade eemaldamiseks kasutati lihtsat
filtrit, mis lisas sisendist viljundjarjendisse ainult need sdonad, mis ei paikne peatussonade loendis:
26. def remove_stopwords(sisend): #sisesta ilma kirjavahemarkideta lemmatiseeritud soéned

27. removed = []

28. stopword_list = 'see ma sa ta me te nad mina sina tema meie teie nemad et sest kuid

vaid siis ja ning ega ehk v6i kui ka aga ning sest on ole olema kes mis'
29. for artikkel in sisend:

30. sone_lst = artikkel.split("' ')

31. filtered _tokens = [sone for sone in sone_lst if sone not in stopword_list]
32. removed.append(filtered_tokens)

380 return removed

Eelnevalt kasutatud néite to6tlemisel, on teksti standardiseerimise tulemus jargnev:
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[['Tartu', 'Ulikool', 'geograafia', 'osakond', 'asutama', 'aasta', 'kuuluma', 'Tartu',
'Ulikool', 'loodus', 't&dppisteadus', 'valdkond', '6koloogia', 'maateadus', 'instituut']]

Teksti standardiseerimise juures tuleb silmas pidada, et meetodite puhul, mis analiiiisivad teksti
semantilist sisu, nagu niiteks meelsusanaliiiis, on sisuliste muutuste véltimiseks otstarbekam
kasutada standardiseerimata teksti. See protsess on samas darmiselt oluline sonade arvust soltuvate
meetodite, nagu niiteks TF*IDF mudel, loomise puhul, kuna standardiseerimata teksti puhul ei

loeta erinevaid sama sona vorme samatihenduslikeks tunnusteks.
2.2.2 Asukohtade tuvastamine

Tekstidest kohanimede leidmine koosnes kahest suuremast etapist: kohanimede leidmine ja leitud
nimede paikapidavuse kontrollimine. Nende iilesannete tditmiseks loodi kaks programmi, mis
omakorda jagunesid tiheksaks alamiilesandeks. Programmide t60 jarjestus on vélja toodud joonisel

4, kus punktiirjoontega on eraldatud kahes erinevas programmis asetleidvad protsessid.

1. Leian artiklitest

Artiklid tahenduslikud 2. 3. Leian EstNLTK
— 1 kohanimed ja lisan ———® Standardiseerin teksti————» mooduliga nimelised
i need Uksused
andmeraamistikku ‘L
i 5. 4.
Tahenduslike | Filtreerin valja Eesti . Filtreerin valja "LOC"
kahanimede ; kohanimed ja "ORG vaariused”
andmestik 16 isan leitud
—— kohanimed A— ‘r

andmefiabelisse

Eesli asulate loend
Artiklid koos
esialgsete

kohanimedega

Lisan kohanimedele Korrastatud asulate
haldusiiksuse ja ; nimede ja artiklitega
g .

maakonna andmestik
7 8 9. tapsustuse
© Malideerin = o
: Leian ja validesrin T
tahenduslikud —_— = . :
kohanimed korduvad kohanimed

Asulate halduslik ja | Andmetabelid ja
maakondlik kuuluvus . -raamistikud

Tooprotsessid

Joonis 4. Asukohtade tuvastamine tekstandmestikust

1) Esimese, kohanimesid tuvastava programmi abil leiti esmalt tihenduslikud kohanimed.

26



Siinkohal tasub tdhele panna, et see protsess sooritatakse enne teksti standardiseerimist, kuna
sonade teisendamise kdigus muudetakse automaatselt mitmed sellised kohanimed nende
tahendusele vastavasse algvormi ja sellisel juhul hiljem neid asukohana ei tuvastata. Tdhenduslike
kohanimede leidmiseks viidi eelnevalt 14bi Eesti asulate ja suurt hulka eestikeelseid sonu sisaldava
andmestiku vordlus, mille tulemusena tuvastati 522 sisulist tdhendust omavat nime. Sellisteks
nimedeks on sisulise tahendusega sonadega sarnanevad kohanimed, nagu niaiteks Maantee ja Sigala
kiilad, levinud eesnimedega Kirjapildis analoogsed toponiiiimid, nagu néiteks Jaanika ning Sandra
kiilad ja mone vilisriigi voi —linnaga identsed nimed, sealhulgas Norra ja Lati kiilad. Leitud
vaartuste hulka ei kuulunud olemuslikult tdhenduslikud, kuid eraldiseisvana tdhendust mitte
omavad nimed, niiteks Suuremdisa vdi Ulenurme. Andmete todtlemiseks loeti sisendandmed,
kasutades moodulit pandas, andmeraamistikkudesse, lisati regulaaravaldisena otsitavale
kohanimele kéandelopud ja vorreldi mooduli re téovahendiga match artikli sdnu tihenduslike

kohanimede loendiga:

1. import pandas as pd

2. import re

3. def t2henduslik_kohanimi(fail, faill): #fail = artiklid, faill = tdhenduslikud kohanimed

4. dfl = fail1l

5 t2henduslik = list(set(dfl['\ufeffkohad'].tolist()))#tdhenduslikud kohanimed listi

6 article_data = fail

7 article_data = article_data.fillna('n/a")

8. article_content = article_data['content'].tolist() #artiklite sisu listi

9. kohad = []

10. for article in article_content:

11. koht_artikkel = '*' #tuhi sone, kuhu olemasolul hakatakse kohanimesid liitma

12. soned = article.split(' ') #artikkel sonede kaupa eraldi

13. for sone in soned:

14. sone = sone.replace('.',"'"') #eemaldan kirjavahemdrgid

15. sone = sone.replace(',',"")

16. sone = sone.replace('"',"'")

17. sone = sone.replace('!',"")

18. sone = sone.replace('?',"'")

19. sone = sone.replace('”',"'")

20. for puuduv in t2henduslik: #hakkan koha kaupa ilile vaatama, kas tahenduslikud
kohad esinevad artiklis

21. regex = 'A' + puuduv + '(le|s|1l|sse|le|st|1t|ks|ni|naltalgal|$)’ + '($]|\s)'
#lisan kaandeldpud, sdne alguse ja 1lopu

22. if re.match(regex, sone): #otsin vasteid, mille olemasolul kirjutan
kohanime sdneks

23. if koht_artikkel == '':

24. koht_artikkel = puuduv

25. else:

26. koht_artikkel = koht_artikkel + ', ' + puuduv

27. kohad.append(koht_artikkel) #lisan sone listi

28. n = len(article_data.columns)

29. article_data.insert(loc=n, column="t2henduslik', value=kohad) #kohanimede listist
vadrtused tabeli viimasesse veergu

30. return article_data
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2) Jéargmiste protsesside labiviimiseks oli oluline tekstid standardiseerida, kasutades selleks

eelnevas peatiikis esitatud metoodikat.

3) Seejarel leiti, kasutades EStNLTK toovahendit named_entities, koik nimelised iiksused.
Nimeliste tiksuste tuvastamise kédigus leiti suurim osa kajastatud asulatest ja seega oli jargnev
programmildik valjatootatud metoodikas asukohtade tuvastamisel kesksel kohal:

31. from estnltk import Text

32. def tagger(input, df): #sisendina standardiseeritud tekst ja andmeraamistik, kuhu on
eelnevalt lisatud tahenduslikud kohanimed

33. joint = []

34. for article in input: #artiklid lhe kaupa

35. for sisu in article:

36. text=Text(sisu) #defineerin artikli sisu EstNLTK jaoks tekstina

37. tagged = (list(zip(text.named_entities, text.named_entity labels))) #lisan

nimeliste iksuste sildid

Kasutades eelnevas alapeatiikis viljatoodud néite standardiseerimise tulemust sisendandmetena,

on nimeliste iiksuste leidmise tulemus jargnev:

[('Tartu Ulikool', 'ORG'), ('Tartu llikool', 'ORG')]

4) Nimeliste iiksuste tuvastamise jargselt leiti koik asukohale voi organisatsioonile viitavad sildid.
Organisatsioonide leidmise vajalikkuse tingis asjaolu, et mitmed selle sildiga iiksused kandsid
endas ka informatsiooni asukoha kohta, nagu ilmnes ka kasutatud niites. Uksuste filtreerimiseks

kasutati lihtsat tingimuslauset:

38. for t in tagged: #nimelise Ulksuse sildiga soned

39. if t[1] == "LOC" or t[1] == "ORG": #kui tegu on asukoha voi
organisatsiooniga

40. akoht = t[@].split(' ')

41. for place in akoht:

42. bkoht = place.split('|') #mitme variandi puhul lisan mdlemad

43. for place2 in bkoht:

44, if place2 not in asukoht:

45, asukoht.append(place2)

46. joint.append(cont + asukoht) #lisan tulemjarjendisse artikli standardiseeritud

teksti koos leitud asukohtadega

Naidislausete puhul on tulemuseks jargnev andmejérjend:

[['Tartu Ulikool geograafia osakond asutama aasta kuuluma Tartu Ulikool loodus t&ppisteadus

valdkond 6koloogia maateadus instituut', 'Tartu', 'lUlikool']]

5) Tekstist asukohtade tuvastamise viimase etapina filtreeriti leitud nimeliste iiksuste hulgast vilja

need véaartused, mis kajastavad Eestis asuvaid kohanimesid. Protsessi eesmérgiks oli eemaldada
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tulemustest vilismaised toponiilimid ja asukohainfot mitte sisaldavad sonad, mis lisanduvad
andmestikku organisatsioonide nimede kaasamise ja EStNLTK kohatise ebatdpsuse tottu. Selle

labiviimiseks vorreldi leitud kohanimesid Eesti asulanimede andmestikuga:

47. location_data = pd.read_csv('asustusyksusl.csv', sep=',', header=0, dtype =
{"'ANIMI':str, 'AKOOD': str, 'AKOOD': str, 'ONIMI': str, 'OKOOD': str, 'MNIMI': str,
'MKOOD': str}, encoding='utf-8') #loen tabelist sisse Eesti kohanimede andmed

48. taagitud = []

49. for val in joint: #eraldan andmestikust artiklid

50. tagd = []

51. koht = list(val[1:]) #eraldan artiklist leitud kohanimed

52. for loc in koht:

53. regex = '~' + loc.title() + '($|\s)"'

54. est_koht_set = set([x for x in kohtlist if re.match(regex, x)]) #otsin
regulaaravaldisega Eesti kohanimed, eemaldan korduvad nimetused

55. est_koht = list(est_koht_set)

56. if len(est_koht) != 0:

57. for k in est_koht: # k = koha nimi

58. tagd.append(k)

59. if len(tagd) == 0: #Kui kohanime pole, lisan tiihja vadartuse (oluline hiljem
list andmeraamiga ilihendamisel)

60. tagd.append('")

61. taagitud.append(tagd)

62. kohad = []

63. for value in taagitud: #kdikide artiklist tuvastatud asukohtade listist lhe kaupa
artiklid valja

64. sone = "'

65. for v in value: #artikli kohanimedest {lihe kaupa koha nimed sdneks, mis hiljem
liidetakse andmetabeliga

66. if len(sone) < 1:

67. sone = v

68. else:

69. sone = sone + ', ' + Vv

70. kohad. append(sone)

71. n = len(df.columns)

72. df.insert(loc=n, column='placename', value=kohad) #kohanimed andmeraami viimasesse
veergu

73. return df

Asulanimede tuvastamise programmi 1opptulemusena liideti saadud jarjend andmeraamistikuga.
Eelnevalt kasutatud ndite puhul on tulemuseks iiheliikmeline jarjend, mille ainsa elemendi

vaartuseks on sone ,, Tartu “.

Selleks, et tuvastatud kohanimed siduda konkreetse Eesti asulaga, tuli esmalt kontrollida, kas
andmestikust selekteeritud tdhenduslikud nimed inditseerivad konkreetset kohta v&i oli tegu
vastava nime tdhendust viljendava sonaga. Valideerimise teostamiseks loodi programm, mis
koosnes suurest hulgast tingimuslausetest, mille abil leiti andmetabeli vastavast veerust need
sonad, mis suure tdendosusega asukohainformatsiooni sisaldavad. Enne kohanimede filtreerimist

loodi asukoha nimede tabelist sonastik (ingl dictionary), kus igale kohanimele vastas iiks voi
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korduva toponiiiimi puhul mitu selle nimelise koha asustusiiksuse tiiiibi, omavalitsuse ja maakonna
tapsustust (programmis defineeritud nimega dct). Lisaks loodi korduvaid nimesid sisaldav

andmejarjend (defineeritud nimega korduvad).

7) Sisendandmete sisselugemise ja vajalike muutujate defineerimise jargselt, alustati kohanimede
paikapidavuse kontrolli leitud potentsiaalsele toponiitimile jargneva sona kontrollimisega
originaaltekstis, luues selleks esmalt regulaaravaldise, milles oli nimele lisatud kéaandelopud.
Regulaaravaldise vordlemisel leiti tekstist kohad, kus uuritavat sona oli mainitud. Selle alusel
kontrolliti, kas jargnev sona tdpsustab asustusiiksuse tiitipi. Kui jargneva sona alusel nime
valideerida ei dnnestunud, kontrolliti, kas artiklis oli viiteid haldusiiksusele voi maakonnale, kus
uuritav asula paikneb. Kui ka siis nime oigsust kinnitada ei suudetud, eeldati, et tegu ei ole
kohanimega:

1. import pandas as pd

2. import re

3. import os

4. from collections import Counter

‘

def func(koht,dct,artikkel): #sisendiks uuritava koha nimi, koiki Eesti asulaid ja nende
omavalituse ja maakonna tdpsustust sisaldav sdnastik ning vaadeldav artikkel

7. koht_list = koht.split(',"')[@]

8. kohanimi = koht_list.split(' ')[0]

9. ifkohanimi in t2henduslik: #kuikohanimi on tdhenduslikkude nimede jarjendis

10. regex = '~' + kohanimi + '(le|s|1l|sse|le|st|1t|ni|galta|$)' + '($|/s)"' #lisan
kaandelopud

11. laused = re.split('[.?!]"', artikkel) #tekstist lauseteks

12. for lause in laused:

13. index = @

14. lause_list = lause.split(' ')

15. for sona in lause_list: #laused sodnadeks

16. if re.match(regex,sona):

17. t2psustus = dct[kohanimi] #kohanime 1iik, haldusiiksus ja maakond

18. max = len(lause_list) - 1

19. kontroll nr = index + 1 #jargneva sona indeks

20. for t2pne in t2psustus:

21. mkl = ['maakond', 'maakonna', 'maakonda', 'maakonnast’,

'maakonnale', 'maakonnal', 'maakonnalt’,
'maakonnaks', ‘maakonnani' 'maakonnana’, 'maakonnata’, ‘'maakonnaga’]

22. mk2= ['maa', 'maad', 'maale', 'maal', 'maalt', 'maaks', 'maani’,
'maana‘’, 'maata’, 'maaga']
23. ov_list =

['vald', 'valla','valda', 'vallas', 'vallast','vallale','vallalt','vallal', 'vallaks', 'vallani
, 'vallana', 'vaalata', 'vallaga']

24. omv = t2pne.split(',")

25. county = omv[2].split(' ')[@] #maakonna nimi

26. omavalitsus = omv[1].split(' ')[@] #haldusiksuse nimi

27. if omv[@] == 'linn' and county != kohanimi: #kui tegu on linnaga,
lisan kontrollimata kohanimedele, kuna linnasid enamasti tekstis ei tapsustata

28. return koht

29. if kontroll_nr <= max: #kui ei ole viimane sona

30. kontroll_sonal = lause_list[kontroll_nr] #leian kohanimele
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jargnev sona

31. reg = ' + omv[@] #sOne alguses, jargneb kontrollsdna(sellisel
moel loetakse ka nt 'linnavalitsus' linna alla)

32. if re.match(reg,kontroll_sonal): #kontrollin, kas jargnev soéna
tdpsustab asustusiiksust

33. return koht

34. if omv[@] == 'linn' and county == kohanimi: #kui linna ja
maakonna nimi on sama, kontrollin, et ei mainitaks maakonda

35. for maakondl in mk1l:

36. if kontroll sonal == maakondl:

37. return 'n/a’

38. if kohanimi == omavalitsus and omv[@] != 'linn' and omv[@] !=
'linnaosa': #kui koha ja omavalitsuse nimi on sama, kontrollin, et ei mainitaks valda

39. for valdl in ov_list:

40. if kontroll sonal == valdl:

41. return('n/a')

42. for ov_1 in ov_list:

43. s = omavalitsus + ' ' + ov_1

44 . if s in artikkel: #kontrollin, kas valda on artiklis mainitud

45. return koht

46. for mkndl in mkl: #kontrollin kahel erineval moel (maakond ja -
maa), kas maakonda on tdpsustatud

47. mk_sonel = county + ' ' + mkndl

48. if mk_sonel in artikkel:

49. return koht

50. for mknd2 in mk2:

51. mk_sone2 = county + mknd2

52. if mk_sone2 in artikkel:

53. return koht

54. index += 1

55. return 'n/a’

56. else:

57. return koht

8) Tahenduslike nimede kontrollimise jargselt tapsustati toponiiiimide, mida Eestis esineb rohkem
kui tiks kord, halduslik ja maakondlik kuuluvus. Nagu eelnevalt viljatoodud valideerimisprotsessi
kaigus, kasutati selleks kdigepealt sarnaseid tingimusi ja analoogset koodi, uurides esmalt nimele
jargnevat sona ning seejérel haldusiiksuse voi maakonna esinemist samas artiklis. Algoritm kasutas
sisendandmetena kaiki leitud kohanimesid, kuhu lisati ka tiahenduslike nimede valideerimise
tulemused, ja eelnevalt leitud korduvate toponiiiimide jérjendit. Erinevalt eelmisele koodile, lisati
positiivse tulemuse korral nimele haldusiiksuse ja maakonna nimi. Kuna kirjeldatud protsess oli

adarmiselt sarnane eelnevalt viljatooduga, siis siinkohal selle koodi ei esitata.

9) Lisaks eelnevatele tingimustele, kasutati korduvate kohtade filtreerimisel teostatud sammude
negatiivse tulemuse puhul eeldust, mille jargi oli juhul, kui artiklis ei olnud lisaks asula nimele
tihtegi asukohale viitavat tdpsustust, tegu kdrgeima voimaliku asustusiiksuse tiilibiga. Niiteks

olukorras, kus sama nimega on alev ja kiila, eelistati alevit:
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151. if len(kontroll_lst) == 1: #kui vahelistis on ainult lkskohanimi, kirjutan selle
16pplisti, mis lisatakse hiljem tabelisse

152. sone_lst.append(kontroll_1lst[0])

153. elif len(kontroll_1st) > 1: #kui tdpsustust vajavaid kohti on rohkem

154. tyybid = dct[kohanimi] #leian koha asustusiiksuse tdpsustuse

155, vrt = []

156. for tyyp in tyybid:

157. vrt.append(tyyp.split(',"')[0])

158. if 'linn' in vrt: #kui Uks variant on linn, panen selle 10pplisti (Eestis
korduvaid linnanimesid pole)

159. num = vrt.index('linn")

160. sone =kohanimi+' linn, '+tyybid[num].split(',')[1] + ', ' +
tyybid[num].split("',")[2]

161. sone_lst.append(sone)

162. else:

163. if 'linnaosa’ in vrt: #kui yks variant on linnaosa, panen selle 1l6pplisti
(Eestis korduvaid linnaosanimesid pole)

164. num = vrt.index('linnaosa')

165. sone =kohanimi+'linnaosa, ' + tyybid[num].split(',"')[1] + '," +
tyybid[num].split(",")[2]

166. sone_lst.append(sone)

167. else:

168. if 'alev' in vrt: #kui Uks variant on alev, panen selle 1lopplisti
(Eestis korduvaid aleveid pole)

169. num = vrt.index('alev')

170. sone =kohanimi + ' alev,' + tyybid[num].split(',')[1] + ',"' +
tyybid[num].split(","')[2]

171. sone_lst.append(sone)

172. else:

173. if 'alevik' in vrt:

174. num = vrt.index('alevik"')

175. numb = Counter(vrt)['alevik'] #alevikke voib ka mitu olla sama
nimega

176. if numb == 1: #aga kui ei ole, lisan kohe 1Gpplisti

177. sone =kohanimi + ' alevik,' + tyybid[num].split(',')[1] +
',' 4+ tyybid[num].split(',")[2]

178. sone_lst.append(sone)

179. else: #kui on mitu

180. nn = 0

181. nlist = []

182. for vr in vrt:

183. if vr == 'alevik':

184. nlist.append(nn)

185. nn+=1

186. for nl in nlist:

187. sone =kohanimi + ' alevik,' +
tyybid[nl].split("', ')[1] + ',"' + tyybid[nl].split(',"')[2]

188. control.append(sone) #lisan kdik variandid
kontroll-listi

189. else: #kui siiani pole dnnestunud nime valideerida, on tegu
nimega, mida kannab Eestis mitu kiila

190. nn = 0

191. for tp in tyybid: #lisan kdik kiilad kontroll-listi

192. sone = kohanimi + ' kiila,' + tyybid[nn].split(',"')[1] +
',' 4 tyybid[nn].split(',"')[2]

193. control.append(sone)

194. nn+=1

Korduvaid kohanimede, mida ei dnnestunud ka asulatiitipide jargi tdpsustada, puhul valideeriti
tulemus manuaalselt. Saadud tulemused, mis sisaldasid artiklitest tuvastatud asulate nimesid,
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haldustiksusi ja maakondi, lisati valideerimisprotsessi jargselt andmetabelisse.

Lokaliseerimise algoritmidele veahinnangu andmiseks kontrolliti iga asustusiiksuse tiiiibi puhul
1% koikidest artiklitest, kus esines iiks vOoi mitu vastavasse klassi kuuluvat asulat. Kontrolli
labiviimiseks jaotati artiklid asustusiiksuse tiitibi kaupa alamvalimiteks ja vastav arv juhuslikult
valitud artikleid loeti t66 autori poolt 1dbi ning tuvastati lokaliseerimise edukus ja vea esinemisel

selle liik.
2.2.3 Oluliste sonade leidmine — TF*IDF mudel

Asulate meediakajastuse oluliste sonade leidmisel kasutati TF*IDF mudelit, mille teoreetilisi
lahtekohti Kirjeldati peatiikis 1.1.2. Mudeli loomiseks kasutati Pythoni masindppe paketi scikit-
learn tunnuste eraldamise mooduli feature extraction tekstandmestikku analiiiisiks mdeldud
toovahendit TfidfVectorizer, millega leiti iga tuvastatud asula kohta suurima TF*IDF vaartusega
sonad. Oluliste sonade tuvastamise programm kasutas sisendandmetena Pythoni sonastikku, kus
votmeteks olid asulate nimed ja nendele vastavateks véaartusteks asulat sisaldavate artiklite
standardiseeritud tekstidest koosnev jiarjend. Programm viljastas jarjendi kohanimede ja neid
kajastanud tekstide korgeima TF*IDF véirtusega sdnadega:

from sklearn.feature_extraction.text import *

def tf_idf(dict):
list_votmed = list(dict.keys()) #sOnastikust kdik asulad
tf = TfidfVectorizer(analyzer="word', ngram_range=(1,1), min_df = 0.1,, max_df = 1.9,

norm = '12') #defineerin tf*idf leidmise meetodi: 'analyzer' = andmetiilip, 'ngram_range' =

mitmest sonast koosnevaid kombinatsioone uuritakse, hetkel vaadeldakse sdnu ilihe kaupa,

'min_df' = minimaalne suhteline artiklite arv, kus sbna voib esineda, et see arvesse

voetakse (hetkel minimaalselt 10%), 'max_df' = maksimaalne suhteline artiklite arv, kus

sdna vOoib esineda, et see arvesse voetakse (hetkel maksimaalne piirang puudub), 'norm' =

normaliseerimse tiilip (12 viitab 12 ehk eukleidilise kaugusega normaliseerimisele)

5 yld list = []

6. for voti in list_votmed: #kohanimed ihe kapua

7. koha_list = []

8. tekstid = dict[voti] #tekstid, kus on asulat mainitud

9. tfidf_matrix = tf.fit_transform(tekstid) #leian tf*idf vaartused

10. feature_names = tf.get_feature_names() #koik tf*idf vaartused maatriksisse

11. episode = dense[@].tolist()[@] #maatriksi vddrtused jarjendisse

12. phrase_scores = [pair for pair in zip(range(@, len(episode)), episode) if pair[1] >
0] #sonade tf*idf vaartused ja nende indeksid maatriksist teisendatud listis

13. sorted_phrase_scores = sorted(phrase_scores, key=lambda t: t[1] * -1) #jarjestan
indekseid ja tf*idf vaartusi sisaldavad elemendid kahanevalt

14. phrase = [(feature_names[word_id]) for (word_id, score) in sorted_phrase_scores][0]
#lisan vaartusele indeksi alusel sdnad ja valim suurima vaartusega sona

15. koha_list.append(voti) #lisan koha nime jarjendisse

16. koha_list.append(phrase) #lisan suurima vadrtusega sona jarjendisse

17. yld_list.append(koha_list) #lisan nime ja olulist sodna sisaldava jarjendi
tulemjarjendisse

18. return yld_list
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2.2.4 Tekstide automaatne klassifitseerimine

Automaatseks tekstide klassifitseerimiseks kasutati k-keskmise klasteranaliiiisi. Selle 1abiviimiseks

leiti esmalt TF*IDF mudeliga analiiiisiks vajaminevad tunnused analoogselt eelmises peatiikis

kirjeldatud meetodiga. Seejdrel kasutati mooduli scikit-learn t66vahendit KMeans Klastrite

moodustamiseks. Kuna k-keskmise klasteranaliiis eeldab klastrite arvu eelnevat defineerimist,

madrati selleks arvuks, ldhtuvalt peatiikis 1.2 viljatoodud veebimeedia pShilistest temaatilistest

klassidest, kaheksa. Klastrite moodustamise jargselt leiti nende artiklite pealkirjad, mis

vastavatesse klassi kuulusid ja iga klass seoti eelnevalt tuvastatud asukohtadega. Seejarel leiti,

millisesse klassi kuuluvaid artikleid iga asukohaga seoses kdige rohkem esines:

AUV h WNBRE

1e.
11.

12.
13.
14.
15.
16.
17.
18.
19.
20.

21.
22.

23.
24.
25.
26.

27.

28.
29.

30.
31.
32.

from tools import build_feature_matrix

from sklearn.feature_extraction.text import *

import pandas as pd

import os

from sklearn.cluster import KMeans

n_art = dfr['normalized'].tolist() #eelnevalt normaliseeritud artiklite tekst
andmeraamistikust jarjendisse

vectorizer, feature_matrix = build_feature_matrix(n_art, feature_type='tfidf', min_df=0.1,
max_df=1.0, ngram_range=(1, 1)) #leian TF*IDF meetodil tunnused

feature_names = vectorizer.get_feature_names()

def k_means(feature_matrix, num_clusters): #funktsioon k-means klastrite leidmiseks
km = KMeans(n_clusters=num_clusters, max_iter=10000) #max_iter - maksimaalne arv
kordusi, mid klasside leidmiseks tehakse (kirjeldatud peatiikis 1.1.4)
km.fit(feature_matrix)
clusters = km.labels_
return km, clusters

num_clusters = 8 #loodavate klastrite arv
km_obj, clusters = k_means(feature_matrix=feature_matrix, num_clusters=num_clusters)
dfr['Cluster'] = clusters

def get_cluster_data(clustering_obj, article_data, feature_names, num_clusters,
topn_features=10):
cluster_details = {}
ordered_centroids =
tsentroidid
for cluster_num in range(num_clusters):
cluster_details[cluster_num] = {}
cluster_details[cluster_num]['cluster_num'] = cluster_num
key_features = [feature_names[index] for index in ordered_centroids [cluster_num,
:topn_features]]
cluster_details[cluster_num][ 'key_features'] = key_features #leian klastrite
tunnused
articles = dfr[dfr['Cluster'] == cluster_num]['titles'].values.tolist()
cluster_details[cluster_num]['articles'] = articles #leian artilid, mis vastavasse
klastrisse kuuluvad
return cluster_details

clustering_obj.cluster_centers_.argsort()[:, ::-1] #leian klastrite

cluster_data = get_cluster_data(clustering_obj=km_obj,article_data=dfr,
feature_names=feature_names, num_clusters=num_clusters,topn_features=5)
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2.2.5 Meelsusanaliiiis

Artiklite sisu meelsuse automaatseks tuvastamiseks kasutati Eesti Keele Instituudi spetsialistide
poolt viljaarendatud toovahendit Valence. Todvahend on loodud veebibrauseris tootava
pistikprogrammina (ingl plugin), mille eesmérgiks on etteantud teksti klassifitseerimine
positiivseks, neutraalseks voi negatiivseks ja vastavalt klassifitseerimise tulemusele véljastada
HTML kood, kus meelsust viljendavad terminid on varvitud eelnevalt defineeritud varvi ning kogu
tekstile on antud kokkuvottev meelsuse hinnang (H. Pajupuu, Altrov ja J. Pajupuu, 2016). Kuna
eelnevalt nimetatud programm on kirjutatud programmeerimiskeeles Python ja avatud

lahtekoodiga, saab sealt eksportida vajalikke funktsioone ka teistesse programmidesse.

Programm leiab meelsuse dokumendi tasemel ja kasutab selleks multinomiaalse Bayens’i
klassifikaatori meetodit, mida kirjeldati peatiikis 1.1.4. Klassifitseerimisel voetakse aluseks Eesti
Keele Instituudi spetsialistide poolt eelnevalt defineeritud tekstikorpus, mis koosneb 2122 portaalis
Postimees avaldatud artikli sisust ja artiklite meelsust véljendavast védartushinnangust. Lisaks on
programmi autorite poolt loodud 40 000 sona ja nende emotsionaalsust véljendavat vairtust
sisaldav sonastik (H. Pajupuu, Altrov ja J. Pajupuu, 2016). Meelsust viljendava véirtuse
véljastamiseks eraldati analiitisi tulemusena saadud HTML koodist uuritavat néitajat sisaldav 15ik,
mis esines kuue vdimaliku vadrtusena: ainult negatiivset sisu iseloomustas véartus ,,only negative®,
suuremas osas negatiivsele emotsioonile osutas néitaja vaartusega ,,mostly negative®, neutraalsele
sisule vastas tulem ,.neutral, segatud meelsusega sisule, kust kindlat emotsiooni eraldada ei
saanud, vaartus ,,mixed, suuremas osas positiivsele ,,mostly positive* ja ainult positiivsele sisule

inditseeris resultaat ,,only positive*.

Programm kasutas sisendandmetena kohanimesid ja artiklite sisu sisaldavad andmetabelit ning

véljastas tabeli, kuhu oli lisatud iga artikli kohta selle meelsust viljendav véartus:

[y

import pandas as pd
from valence import valencecolor
def valents(article_data): #funtsiooni parameetriks andmetabel asukohtade ja artiklite
sisuga

valence = []

df = article_data.fillna('n/a') #tdidan tihjad lahtrid vaartusega 'n/a‘’

article_content = df['content'].tolist() #tabelist sisu jarjendisse

koht = df['placename'].tolist() #kohanimed jarjendisse

nr=0

for artikkel in article_content:

if koht[nr] != 'n/a': #kui on tuvastatud ménikohanimi
tulem = valencecolor.marktext(artikkel, dataonly = True, lexiconbased =

True).split('<')[0] #rakendan funktsiooni valencecolor.marktext ja vétan HTML'st soovitud

w N
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vaartuse

12. valence.append(tulem)

13. else: #kui mitte, siis lisan vaartuse 'n/a‘’

14. valence.append('n/a')

15. nr += 1

16. n = len(df.columns) #leian, kui palju veergusid tabelis on

17. df.insert(loc=n, column='valence', value=valence) #lisan andmed viimasesse veergu
18. return df

Sisendandmete puhul oli oluline kasutada standardiseerimata teksti, kuna standardiseerimise
protsessi kdigus vois osa meelsust viljendavast informatsioonist kidinete eemaldamisega kaduma
minna. Asulate meediakajastuse meelsuse iildistamiseks summeeriti kohanimede kaupa eelnevalt
kirjeldatud programmi tulemused, asendades sonalised vaartused numbrilistega jargnevalt: ainult
positiivsele sisule omistati vaartus 1, enamuses positiivsele 0,5, segatud ja neutraalsele tulemile 0,

enamuses negatiivsele -0,5 ning ainult negatiivsele -1.
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3. Tulemused ja arutelu

Tehniliselt oli tekstandmestiku toGtlemine ddrmiselt aja- ja ressursimahukas protsess. Sellest
tulenevalt oli eelnevalt kirjeldatud metoodika labiviimisel kohati vajalik andmemahu vahendamine
vOi vihem ressurssi ndudva algoritmi valimine. Niiteks vahendati andmemahtu oluliste sdnade
tuvastamisel ja edaspidisel Kklassifitseerimisel meetodite puhul, mis kasutasid tunnuste leidmisel
TF*IDF vaartusi, seades piirangu, mille kohaselt pidi uuritavat sona sisaldama vdhemalt 10%
asukohta kajastavatest artiklitest. Lisaks vihendas andmemahtu peatussonade viljafiltreerimine.
Piiratud arvutusliku ressursi tottu, osutus vajalikuks loobumine monest tdisautomaatsest
Klassifitseerimisalgoritmist, nagu Dirichlet’i peitlahutus (ingl Latent Dirichlet allocation), mille
labiviimisel oli vajalik maatriksite, mille mddtmeteks olid artiklite arv ja sdonade hulk artiklites
kokku, transponeerimine ning korrutamine. Ajaliselt osutus kdige pikemaks protsessiks tekstide
normaliseerimine, milleks kulus ndidisandmestiku puhul 33 tundi, 14 minutit ja 30 sekundit.
Asukoha tuvastamine vottis aega 23 tundi, 32 minutit ja 18 sekundit ning erinevad lébiviidud
analiitisid kestsid alla viie minuti. Kokku kulus programmidel tulemuste viljastamiseks moned
minutid alla 57 tunni. Kuna magistrito6 metoodika véljatdotamine eeldas programmidega mitmeid
katsetusi, tootati algoritmidega eraldi, mis tingis moningate lilesannete korduva tditmise. Seda
oleks saanud véltida koiki iilesandeid jérjest tditva programmi loomisega. Ajaliselt

okonoomsemate meetodite loomiseks tuleks kaaluda ka regulaaravaldiste kasutamise vihendamist.
3.1 Asukohtade tuvastamine

Léihtuvalt magistritdd esmasest eesmairgist, milleks oli siduda néidisandmetena kasutatavad
uudisartiklid neis kajastatud asulatega, tuvastati protsessi kdigus ainult asulate nimed ja seega ei
sisalda tulemused maakondade, valdade ega muude geograafiliste objektide mainimiste arvu
vaadeldavas andmestikus. Kokku uuriti 385 819 artiklit, milles vdhemalt iiks Eestis paiknev asula
tuvastati 107 386 juhul, mis moodustas koguvalimist 28%. Kokku tuvastati ja valideeriti eelnevalt
kirjeldatud metoodikat rakendades vaadeldava perioodi jooksul uudislugudest 2621 unikaalset
kohanime, sealhulgas 47 linna, 13 linnaosa, 12 alevit, 177 alevikku ja 2372 kiila, kattes sellega
56% koikidest Eesti asulatest (Joonis 5).
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Joonis 5. Aastatel 2012-2016 portaalis Delfi.ee avaldatud artiklitest tuvastatud asukohtade

mainimiste arv asustusiiksuste kaupa (aluskaart: Maa-amet)

Enim mainiti artiklites Tallinna linna, mis tuvastati kokku 47% asukoha infot sisaldavates

artiklites. Tallinnale jargnesid Tartu ja Parnu linnad (tabel 1). Linnaosadest mainiti enim Tallinna

koosseisu kuuluvaid asustusiiksuseid, mille tuvastamiste hulk tletas kordades teise Eesti

linnaosasid hdlmava linna, Kohtla-Jérve vastavaid iiksuseid (tabel 1).

Tabel 1. Kiimme enim mainitud linna ja linnaosa

Linna nimi Artiklite arv Linnaosa nimi Artiklite arv

Tallinna linn 50 394 | Nomme linnaosa 2968
Tartu linn 23 684 | Lasnamaée linnaosa 2462
Pérnu linn 10 188 | Pirita linnaosa 1957
Narva linn 5965 | Pdhja-Tallinna linnaosa 1308
Rakvere linn 5057 | Mustamaée linnaosa 915
Viljandi linn 4914 | Haabersti linnaosa 537
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Rapla linn 2808 | Ahtme linnaosa 120
Kuressaare linn 2780 | Sompa linnaosa 25
Voru linn 2638 | Jarve linnaosa 24
Haapsalu linn 2632 | Kesklinna linnaosa 11

Alevitest mainiti enim Kohilat, millele jargnesid Vandra ja Mérjamaa, alevikest domineerisid Saku

ja Viimsi, mida tuvastati jargnevates alevikest pea kolm korda enam (tabel 2).

Tabel 2. Enim mainitud alevid ja alevikud

Alevi nimi Artiklite arv Aleviku nimi Artiklite arv

Kohila alev 665 | Saku alevik 2180
Vindra alev 459 | Viimsi alevik 1908
Mérjamaa alev 429 | Harku alevik 689
Paikuse alev 209 | Amari alevik 557
Jérva-Jaani alev 194 | Virska alevik 537
Aegviidu alev 191 | Kuusalu alevik 494
Jarvakandi alev 143 | Viike-Maarja alevik 479
Parnu-Jaagupi alev 90 | Arukiila alevik 465
Kohtla-Nomme alev 57 | Tori alevik 354
Lavassaare alev 33 | Orissaare alevik 348

Kiimne enim mainitud kiila hulgas leidus mitmeid kohanimesid, mille korrektne tuvastamine on

kiisitav. Enim kordi tuvastatud kiilaks osutus Padari kiila 509 artikliga, millele jargnesid Ruhnu ja

Joeldhtme kiilad. Sarnased kiisitavusi tekib, lisaks Padari kiila seostamisele isikunimega ja Sorve

kiila esinemise pigem poolsaare kui kiila nimena, ka tabeli jargnevate asukohtade osas (tabel 3).

Tabel 3. Enim mainitud kiilad

Kiila nimi Artiklite arv

Padari kiila 509
Ruhnu kiila 395
Joeldhtme kiila 394
Sorve kiila 284
Haanja kiila 279
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Luke kiila 271
Laagna kiila 265
Kaarma kiila 260
Matsalu kiila 250
Purga kiila 247

Meediakajastuse {ildise jaotumise iseloomustamiseks leiti mainimiste arvu ruumilist
autokorrelatsiooni iseloomustav Moran i I indeks, mille puhul on nullhiipoteesiks uuritava nidhtuse
ruumilise paiknemise sarnanemine juhuslikule jaotusele ja sisulisteks hiipoteesideks positiivse z-
skoori puhul ndhtuste koondumine ja negatiivse z-skoori puhul nende ithtlane jaotumine (Li,
Calder, Cressie, 2007). Testi tulemusena selgus, et suure statistilise usaldusvéarsusega (p < 0,01)
saab nullhiipoteesi iimber liikata ja kuna testi kdigus leitud standardhélvet iseloomustava z-skoori
vaartus oli tugevalt positiivne (z = 3,25), oli vaadeldavas ajavahemikus tuvastatud meediakajastus
ruumiliselt selgelt koondunud. Jaotumise tdpsemaks iseloomustamiseks viidi 14bi tulipunktanaliiiis
(ingl hot spot analysis), mille abil leiti suure mainimiste arvuga asulate koondumiskohad ehk
tulipunktid ja viikese mainimiste arvuga asustusiiksuste koondumiskohad ehk kiilmpunktid ning
nende statistilised usaldusvdirsused. Analiitisi tulemusena eraldus selgelt Tallinn ja selle
lahitimbrus suure statistilise usaldusvéarsusega tulipunktina — 99% ja 95% usaldusvéirsusega
tulipunktid katsid terve Harjumaa ja Raplamaa pohjaosa. 90% statistilise usaldusvéirsusega
tulipunkt Kattis viikese osa Rapla- ja Jarvamaast. Uhtegi kiilmpunkti ei tuvastatud, millest saab
jareldada, et erinevalt kdrgete mainimiste arvuga asulatest, olid selle nditaja madalama vaartusega

paigad iihtlasemalt jaotunud (Joonis 6).
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Mainimiste arvu tulipunktanaliilis

Andmed puuduvad - [ ] statistiliselt mitteoluline
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[ Kulmpunkt, 95% usaldusvaarsus [ Tulipunkt, 95% usaldusvaarsus
[ Kulmpunkt, 90% usaldusvaarsus [l Tulipunkt, 90% usaldusvasrsus

Joonis 6. Aastatel 2012-2016 portaalis Delfi.ee avaldatud artiklitest tuvastatud asukohtade

mainimiste arvu tulipunktanaliiiis (aluskaart: Maa-amet)

Asukohtade tuvastamise tdpsuse hindamiseks kontrolliti iga asustuse klassi puhul manuaalselt 1%
koigist artiklitest, milles vastavaid asulaid leidus. Kuna artiklites tuvastati tihtipeale mitu
erinevasse klassi kuuluvat asulat, vois kontrolli l4biviimisel sama artikkel esineda valimis
korduvalt. Kokku kontrolliti tuvastamise tiapsust 2006 juhul, kus iga asustusiiksuse klass esines

arvuliselt vastavalt nende esinemissagedusele koguvalimis. Leitud vead jaotati viide klassi:

e muu geograafiline objekt — néditeks jogi, jarv voi saar, mis kannab asulaga sama nime;
e kohanimega identne isiku nimi;

e kohanimega identne sdna;

e ettevotte voi kaubamérgi nimi;

® Muu.

Veaks ei loetud selliseid objekte ja asutusi, mis on otseselt seotud kindla asulaga, nagu niiteks
koolid voi spordirajatised. Lisaks ei loetud veaks kiilaga identsete piiridega geograafiliste objektide

esinemist, mis nditeks ilmneb Ruhnu saare puhul.
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Kontrollimise kéigus tuvastati iildiseks asulate leidmise tipsuseks 87%, olles iilekaalukalt suurim
linnade (97%) ja linnaosade (95%) puhul, samas kui kiilade puhul oli asula korrektselt tuvastatud
vaid 52% kontrollitud juhtudest (Joonis 7). Kogu kontrollitud andmestikus esines veana enim mone
muu geograafilise objekti tuvastamine asulana (7%), millele jérgnes isikunimede mérkimine
asukohana (4%). Kohanimega identseid sdnasid, ettevotete ja kaubamérkide nimesid ning muid
vigu esines kogu kontrollandmestikus 1% v&i vdhem. Asustusiiksuste kaupa leiti suurim viga
kiilade puhul — 22% kontrollitud asulate tuvastuste puhul oli tegu isikunimega ja 18% muude
geograafiliste objektidega. Nimede esinemine tuvastatud asukohtade hulgas oli véga iseloomulik
just kiilade puhul, esinedes vdhesemal miéral ka alevikkude ja linnaosade seas, samas kui
geograafiliste objektide ekslikku tuvastamist leiti iga klassi puhul, olles suurim alevite (20%) ja

viikseim linnaosade (2%) hulgas (Joonis 7).

o

B Geograafiline objekt

Isiku nimi

B Tahenduslik topontim

B Ettevotte voi kaubamargi nimi

et |
evt H Muu
oo I N

0% 20% 40% 60% 80% 100%

Joonis 7. Asukohtade tuvastamise tdpsus manuaalselt kontrollitud andmestikus

Olgugi, et EStNLTK nimeliste iiksuste tuvastamise meetodid voimaldavad leida ka isikunimesid,
ei tagaks see metoodikaga tihildamiseks, ldhtuvalt asjaolust, et EstNLTK kasutab nimede
tuvastamiseks eelnevalt defineeritud loendit, piisavat tdpsust ja Seega otsustati nimetatud
funktsionaalsust ldbiviidud analiiiisis mitte rakendada. Nimede tuvastamiseks ei oleks piisav
olemuselt tdhenduslike voi korduvate kohanimede valideerimisele sarnaste, liksuste esinemise
loogikast lahtuvate filtrite rakendamine, sest isikunimede puhul on grammatiline ja sisuline

raamistik liiga mitmekesine ning eranditerohke. Uheks lihtsaks eelduseks mainitud filtri loomisel
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oleks situatsioon, kus tekstis esineks alati jarjestikku ees- ja perekonnanimi — sel juhul oleks isikud
tekstist kergemini tuvastatavad ja algoritmi usaldusvddrsus suurem. Kahjuks on nimede
kirjutamine tekstis tunduvalt mitmekesisem, esinedes ka néiteks kujul, kus perekonnanimi
figureerib eraldiseisvana voi sellele eelneb eesnime initsiaal ja seega ei ole viljatoodud ecldus vea
vihendamiseks ammendav. Muude geograafiliste objektide, nagu néiiteks jogede, jarvede voi
tdnavanimede eristamiseks asulanimedest oleks vajalik tuvastatud asulanimede vordlemine
geograafiliste objektide nimesid sisaldava andmestikuga. Seda oleks vdimalik teostada kasutades
analoogseid programme, nagu metoodika ldbiviimisel tdhenduslike nimede ja valdade ning
maakondade viljafiltreerimisel. Olenemata kohatisest ebatépsusest, automaatse andmetdotluse
eriparadest ja algoritmide vidhesest seadistamist nididisandmetele vastavaks, on vodimalik
asukohtade tuvastamise programmide tulemused lugeda testandmestiku kontrollimisel saavutatud
87% tépsuse pohjal dnnestunuks. Lokaliseerimise edukusele hinnangu andmist raskendab sarnaste

uurimuste puudumisest tingitud vordluse puudumine.
3.2 Oluliste sénade leidmine

Oluliste sonade leidmiseks tuvastati iga asustusiiksuse suurima TF*IDF véirtusega sona
tingimusel, et kdige olulisem sona ei ole koha nimi ise. Enim tuvastati kdige olulisema sdnana
L kiila®, mis oli suurima TF*IDF vairtusega 160 asustusiiksuse puhul. Esinemissageduselt
jargnesid sonad ,, aastane “ 94, ,, kodu “ 60, ,, mees *“ 57 ja ,, kell “ 43 mainimisega. Taheldatav on ka
liihendite vordlemisi sagedane esinemine oluliste sonadena: lithend ,,k/*“ tdhenduses ,, kell *“ voi
., klass “ tuvastati 43, ,, km “ ehk ,, kilomeeter“ 35 ja ,, 01 ,, osaiihingu * liihendina 10 korral. Lisaks
leidus vihemal maiéral spordialadega seotud lithendeid, nagu niiteks ,,fc* (ingl football club).
Tuvastatud oluliste sdnadena kerkisid mitmel juhul esile ka teiste asustusiiksuste nimed, eriti Eesti
suurimad linnad — Tallinn oli olulisemaks sdnaks 20 ning Tartu ja Parnu mdlemad 10 korral (Joonis
8).
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Joonis 8. Eesti asulate kdrgeima TF*IDF védrtusega sonad aastatel 2012-2016 portaalis Delfi.ee
avaldatud artiklites (aluskaart: Maa-amet)

Oluliste sonade tuvastamisel tuleb eelkdige silmas pidada olulisuse definitsiooni, mis oli
defineeritud ldhtuvalt TF*IDF viairtuse arvutamise metoodikale, omistades kdrgeima védrtuse
sonadele, mida vais leida véhestest artiklitest, aga nendes, kus see esines, leidus seda sagedasti.
Sellest tulenevalt ei pruugi arvutuslik olulisus alati vastata intuitiivsele. Olenemata asjaolust, et
oluliste sonade leidmine voimaldab meediakajastust vordlemisi atraktiivselt visualiseerida, ei
sisalda iiksikute sOnade viljatoomine asukohakuvandi kohta jérelduste tegemiseks piisavat hulka
informatsiooni. Oluliste sdnade pdhjal jdrelduste tegemist raskendab asjaolu, et leitud sonade
varieeruvus oli, lahtuvalt kasutatud tdisautomaatsest metoodikast, kus ainsaks tingimuseks oli sdna
erinemine kohanimest, viga suur. SOnade varieeruvuse vihendamiseks leiti sarnasel meetodil igat
mainitud asulat koige paremini iseloomustavad omadussonad. Kokku tuvastati 515 unikaalset
omadussdna, millest enim levinud olid ,,aastane* (247 asulat), ,,uus“ (116) ja ,,suur* (112) (Joonis
9).
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Joonis 9. Aastatel 2012-2016 portaalis Delfi.ee avaldatud Eesti asulaid kajastanud artiklite

korgeima TF*IDF véirtusega omadussonad (aluskaart: Maa-amet)

Olgugi, et enim esinevate omadussonade seas on mitmeid neutraalse sisuga termineid, nagu néiteks
Jargmine ja ,aastane“, vdoimaldab omadussdnade véljafiltreerimine seoseid meediakuvandi
meelestusega mirksa paremini luua, kui filtreerimata sonade vaatlemine. Niiteks esines sona ,,hea*

koige olulisema omadussdnana 72 asula puhul, samas kui sdna ,,halb* tuvastati ainult neljal juhul.
3.3 Tekstide automaatne klassifitseerimine

Selleks, et vilja selgitada, millised kohad 14bi meediakajastuse omavahel enim sarnanesid, viidi
1abi automaatne klassifitseerimine, kasutades selleks k-keskmise klasteranaliiiisi. Artiklid jaotati
eelnevalt mainitud meetodi abil esmalt kaheksasse klassi ja seejdrel leiti, millisesse klassi

kuuluvates artiklites asulat enim mainiti (Joonis 10).
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Tallinna linnaosad

Kohtla-Jarve linnaosad

.
rE

K-means meetodil leitud klassid ja iga klassi 10 suurima TF*IDF vaartusega tunnust
Andmed puuduvad

I 1. euro, aasta, Tallinn, Eesti, saama, eest, uus, kokkuy, linn, tegema

I 2. saama, aasta, oma, Parnu, tina, tegema, Tallinn, laps, Eesti, uus

B 3. Eesti, aasta, Euroopa, riik, saama, oma, Tallinn, toimuma, uus, pidama

- 4.Tallinn, aasta, Eesti, linn, saama, tédna, uus, oma, toimuma, pidama

[0 5.kell, aastane, mees, tee, séitma, saama, teatama, aeg, tina, Tallinn

- 6.saama, oma, tegema, inimene, tulema, nii, pidama, ise, aasta, véima

7. koht, koha, teine, saama, Eesti, parim, tulema, Tallinn, esimene, kaks

\; 8.Tartu, Eesti, saama, aasta, Tallinn, kell, tdna, toimuma, teine, pidama

Joonis 10. Suurimat hulka asulat kajastanud artikleid sisaldavad k-keskmise klasteranaliiiisil

tuvastatud klassid ja 10 suurima TF*IDF véirtusega tunnust (aluskaart: Maa-amet)

K-keskmise klasteranaliiiisiga asulate automaatne klassifitseerimine vdimaldab tuvastada sarnase
sisuga artiklite esinemise erinevates asulates, kuid meetodi suurimaks puudujadgiks, mis on iihtlasi
kogu automaatse teksti klassifitseerimise problemaatilisemaks aspektiks, on leitud klassidele
sisulise tihenduse andmine — vOimalik on kiill tuvastada enim moju avaldavad tunnused, kuid
tiksikute sonade pdhjal on tuvastatud klasside iihildamine kindla temaatikaga komplitseeritud.
Olenemata asjaolust, et klasside suurima TF*IDF vairtusega tunnuste hulgas leidub mitmeid
korduvaid sonu, nagu néiteks ,, Tallinn“, ,,saama* ja ,,aasta*, mis raskendavad klassidele sisulise

tdhenduse andmist, ilmneb mdnelgi juhul kindlale sisule viitavaid mérksonu — nditeks klass number
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7 viitab kaudselt spordiga seotud temaatikale ja klass number 5 liiklusele. Klasside temaatiline

kuuluvus ei selgine ka kaks korda suurema hulga oluliste tunnuste vaatlemisel.

K-keskmise klasteranaliiiisi puhul on kesksel kohal klasside arv, mis tuleb enne analiiiisi algust
kindlaks méarata. Kuna nii suure andmestiku puhul oli 44rmiselt keeruline ette ennustada reaalset
klasside arvu, vajaks arvu midramine reaalsust paremini kajastavate tulemuste saavutamiseks
pohjalikumat analiiiisi ja ka sel juhul ei saaks olla kindel, et loodud klassid vastaksid loodetud
raamistikule. Nagu ilmneb jooniselt 11, erines leitud klassidesse méadratud asustusiiksuste arv
margatavalt — Klass number 2 domineeris kokku 893 asulas, samas kui klassides 1 ja 8 oli alla 100

asula.

1000
900
800
700
600

500

Asulate arv

400
300

200

100 I .
H - L] . [ ]
4

5 6 7 8

Klassi number

H Linn MLinnaosa Alev Alevik mKdila

Joonis 11. Asustusiiksuste arv, kus domineeris k-keskmise klasteranaliiisi meetodil tuvastatud

Klassidest vastava numbriga tiksus.

Uheks automaatse Kklassifitseerimise tulemust paremini tdlgendatavaks muutmise meetodiks oleks
eelnevalt klassidesse jaotatud ehk treenitud andmekogu uue mudeli iilesehitamiseks kasutamine.
Sellisel moel oleks klassid ja nende olulised tunnused kasutaja poolt eelnevalt médératud ning seega
tulemus paremas vastavuses loogilise Klassilise kuuluvusega. Selliste meetodite suurimaks
probleemiks on piisavalt esindusliku nédidisandmebaasi defineerimise semantiline keerukus ja
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ajamahukus. Treenitud andmestiku pohist klassifitseerimist kasutas nditeks lébiviidud
meelsusanaliiis. Lisaks ndidisandmete kasutamisele, suurendaks klassifitseerimise sisukust
keerukamate valdkondade modelleerimise (ingl Topic modeling) algoritmide kasutamine, mis ei
vaja analiiiisiks etteantud klasside arvu ega defineeritud andmestikku. Sellisteks meetoditeks on
naiteks afiinse levimise pohine klasterdamine (ingl Affinity propagation) ja Dirichlet’i peitlahutus
(Sarkar, 2016). Keerukate modelleerimisalgoritmide puhul on probleemiks eelkdige asjaolu, et
nende labiviimiseks vajaliku ddrmiselt suure arvutusliku voimekuse tdttu on need tihtipeale
tavakasutajale mahuka andmestiku puhul kéttesaamatud. Lisaks vdib problemaatiliseks osutuda
viaga suur loodavate klasside arv, seda eriti varieeruva temaatikaga andmestiku, nagu on

uudisartiklid, kasutamise puhul.
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3.4 Meelsusanaliiiis

Uudisartiklite pohjal loodud asukohakuvandi meelestatuse vailjaselgitamiseks viidi 1dbi
meelsusanaliiiis, mille tulemusena leitud vahemikus -1 kuni 1 varieeruv indeks esmalt summeeriti,
iseloomustades seeldbi kogu vaadeldava ajavahemiku jooksul kumuleerunud meelsust
véljendavaid véirtuseid. Kokku tuvastati negatiivne meediakajastus 1136 asustusiiksusel, mis
moodustas kdikidest vaadeldavas ajaperioodis mainitud asulatest 42%. Vastavad niitajad olid
neutraalse kajastuse osas 308 ja 12% ning positiivne meelestatus ilmnes 1240 korral, mis

moodustas 46% koikidest tuvastatud asulatest (Joonis 12).

Tallinna linnaosad

v

pe

Kohtla-Jarve linnaosad

Summaarne artiklite meelsuse indeks 2012 - 2016

Andmed puuduvad -1-1
B <50 | 15-50
[ -495--15 [ R

Joonis 12. Aastatel 2012-2016 portaalis Delfi.ee avaldatud artiklitest tuvastatud asulate

summaarne meelsuse indeks (aluskaart: Maa-amet)

Indeksi summeerimine soodustas tugevalt negatiivsete voi positiivsete vaartuste viljakujunemist
suure mainimiste arvuga asustusiiksustes. Seda ilmestas ka asjaolu, et nullist enim erinevad

vadrtused olid suuresti koondunud linnadesse. Selline seaduspdra esines tunduvalt selgemalt
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positiivse kajastuse puhul, samas kui negatiivne meelsus oli tihtlasemalt jaotunud. Suurima
summaarse meelsusindeksi vaartusega asulaks osutus Tallinna linn, millele jargnesid Tartu ja
Parnu (tabel 4). Viiksematest asustusiiksustest omasid suurimat meediakajastuse summaarse
indeksi vaartust Nomme linnaosa, mis oli meelsuse pingereas 8., Saku alevik 6., Kohila alev 18. ja
Padari kiila 25. kohal.

Tabel 4. Suurima summaarse meediakajastuse indeksiga asustusiiksused

Asula nimi Summaarne indeks
1. Tallinna linn 6770.5
2. Tartu linn 4928,0
3. Parnu linn 2335,5
4. Rakvere linn 1466,5
5. Viljandi linn 1103,5
6. Saku alevik 905,5
7. Rapla linn 765,0
8. | Nomme linnaosa 726,5
9. Haapsalu linn 599,0
10. | Otepéa linn 493,0

Koige vdiksema summaarse indeksi vadrtusega ehk kdige negatiivsema meediakajastusega
asustusiiksuseks kujunes vaadeldavas perioodis Lasnamée linnaosa, millele jargnesid Mustamie

linnaosa ja Paldiski linn (tabel 5).

Tabel 5. Koige vaiksema summaarse meediakajastuse indeksiga asustusiiksused

Asula nimi Summaarne indeks
1. Lasnamie linnaosa | -260,0
2. Mustamée linnaosa | -163,0
3. Paldiski linn -147,5
4. Harku alevik -118,5
5. Laagna kiila -92,0
6. Vaivara kiila -78,0
7. Maardu linn -64,5
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8. Allikmaa kiila -48,5
9. Narva linn -45,0
10. | Halinga kiila -36,0

Summeerides asulate meelsusindeksid maakonniti, ilmnes suurim véaartus Harju- ja Tartumaal,
samas kui kdige madalam oli nimetatud véartus Saare ja Ida-Viru maakondades (Joonis 13).
Siinkohal tuleb tihele panna, et tegu oli asulate meelsuse summeeritud tulemusega ja arvesse ei

voetud haldusiiksuste ega maakondade mainimisi.

Summaarne meelsuse indeks

. |o-1000 [ 2001-3000
[ l1001-2000 [ > 3000
Joonis 13. Aastatel 2012-2016 portaalis Delfi.ee avaldatud artiklitest tuvastatud asulate

summaarne meelsuse indeks maakonniti (aluskaart: Maa-amet)

Ruumilise autokorrelatsiooni analiiiisi tulemused summeeritud meelsuste indeksite osas kinnitasid
nullhiipoteesi (p = 0,63), mille kohaselt véartuste ruumilist paiknemist ei ole vdimalik juhuslikust
jaotumisest statistiliselt usaldusvadrselt eristada. Olenemata selgete ruumiliste mustrite

puudumisest, moodustus, sarnaselt tuvastatud mainimiste arvuga, summeeritud meediakajastuse
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meelsuse tulipunkt Tallinna lahitimbrusesse ning kiilmpunkte ei tuvastatud. See tdestab kajastuste
arvu tugevat mdju analiilisi tulemustele — Tallinn ja selle linnaosade viga suur mainimisete arv
domineerib ka summaarse meelsuse puhul, samas kui iilejadnud Eestis on tulemused iihtlaselt

jaotunud ning sarnaste vaartuste koondumist ei tuvastatud (Joonis 14).

Artiklite meelsuste tulipunktanaliiiis
Andmed puuduvad [ ] statistiliselt mitteoluline
- Kalmpunkt, 99% usaldusvaarsus ]7 Tulipunkt, 90% usaldusvaarsus
[:] Kalmpunkt, 95% usaldusvaarsus [: Tulipunkt, 95% usaldusvaarsus
[ ] Kulmpunkt, 90% usaldusvéarsus [l Tulipunkt, 90% usaldusvéérsus
Joonis 14. Aastatel 2012-2016 portaalis Delfi.ee avaldatud artiklitest tuvastatud asulate summaarse

meelsuse indeksi tulipunktanaliiiis (aluskaart: Maa-amet)

Lisaks meelsusanaliitisi indeksi summeerimisele, leiti ka asustusiiksust kajastavate artiklite
keskmine meelestatuse véaartus, kus 1 ja -1 lahenevad véirtused néitasid vastavalt tugevalt
positiivset voi negatiivset meelestatust ning indeksid, mis jaid vahemikku -0,5 kuni 0,5 esindasid
neutraalset voi moddukalt kumbagi meelsusesse kalduvat sisu (Joonis 15). Sellisel moel vihenes
suure mainimiste koguarvuga asustusiiksuste domineerimine vihem kajastatud asulate iile.
Keskmise véirtuse arvestamine meediakajastuse meelsuse hindamisel tingib, vorreldes eelnevalt
kasutatud meetodiga, vastupidise probleemi ilmnemise, kus viga kdrged voi vdga madalad

vairtused omistati asulatele, mida oli mainitud ainult the korra. Kokku maérati vairtus 1, mis oli
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ka korgeim voimalik keskmist artiklite meelsust véljendav véartus, 366 asustusiiksusele ja vaartus
-1, mis viljendab minimaalset keskmise indeksi véartust, 494 asulale. Kuna keskmise vaartuse
nullist maksimaalselt erinevate vaartuste ilmnemist soodustab madal mainimiste arv, moodustasid
vastava viairtusega asulate grupi viiksemad asustusiiksused — 856 korral oli tegu kiilaga ja

tilejadnud 4 juhul alevikuga, mida keskmiselt mainiti 1,7 artiklis.

Tallinna linnaosad

v

3

Kohtla-Jarve linnaosad

e .
2%, "

Artiklite keskmine meelsuse indeks 2012 -2016
Andmed puuduvad [ | 0

B <05 [ o01-05

7 -049--001 Bl o5

Joonis 15. Aastatel 2012-2016 portaalis Delfi.ee avaldatud uudistest tuvastatud asulate keskmine
meelsuse indeks (aluskaart: Maa-amet)

Sarnaselt summaarse meelsuse indeksi visualiseerimisele, leiti ka maakondade kaupa ka keskmised
artiklite meelsused. Suurima keskmise meelsuse indeksiga artiklid kajastasid asulaid, mis asuvad
Hiiu ja Rapla maakondades (0,28 ja 0,23) ning viikseimad, kuid siiski norgalt positiivsed
keskmised meelsused kujunesid Saare ja lIda-Viru maakondades (vastavalt 0,05 ja 0,03) (Joonis
16).
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Joonis 16. Aastatel 2012-2016 portaalis Delfi.ee avaldatud uudistest tuvastatud asulate keskmine

meelsuse indeks maakonniti (aluskaart: Maa-amet)

Erinevalt summaarse indeksi ruumilise autokorrelatsiooni analiilisi tulemustest, leiti keskmise
meelsuse puhul andmete selge koondumine (p < 0,01 ja z = 21,47). Kuna keskmiste véaartuste
jaotumine erineb selgelt summaarsete vaartuste omast, erinesid ka tuli- ja kiilmpunktide asukohad.
Keskmiste vaartuste tulipunktid ehk tugevalt positiivsete meelsusindeksite koondumiskohad,
moodustusid Eesti loode ja kagu osasse, samas kui madalamad véirtused koondusid
kiilmpunktideks Kesk- ja Kirde-Eestis (Joonis 17).
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Artiklite keskmiste meelsuste tulipuhktanalﬁﬁs

Andmed puuduvad [ ] statistiliselt mitteoluline
I Kilmpunkt, 99% usaldusvddrsus [ | Tulipunkt, 90% usaldusvaérsus
- Kulmpunkt, 95% usaldusvaarsus - Tulipunkt, 95% usaldusvaarsus
[ ] Kulmpunkt, 90% usaldusvasrsus [l Tulipunkt, 90% usaldusvéarsus

Joonis 17. Aastatel 2012-2016 portaalis Delfi.ee avaldatud uudistest tuvastatud asulate keskmise

meelsuse indeksi tulipunktanaliiiis (aluskaart: Maa-amet)

Olenemata meediakajastuse meelsuse vordlemisi varieeruvast jaotumisest, eristus selgelt linnade
positiivne kajastamine — 47 linnast olid vastavad niitajad negatiivsed ainult 12 juhul. Nendeks
linnadeks olid lisaks eelnevalt véljatoodud Paldiski, Maardu ja Narva linnadele Kunda, Loksa,
Vohma, Mustvee, Abja-Paluoja, Antsla, Suure-Jaani, Narva-Joesuu ja Tapa linnad. Tugevalt
positiivne oli meelsusindeks enamiku maakonnakeskuste puhul, olles madalaim, kuid siiski ndrgalt

positiivne, Johvis.

Lahtuvalt peatiikis 3.1 véljatoodud problemaatikast asukohtade tuvastamisel, viidi 14bi ka teine
keskmise meelsusindeksi tulipunktanaliiiis, millest olid vélja jaetud asulad, mille tuvastamisel oli
selgelt vdga suur osakaal mone isikunime voi muu vea sagedasel esinemisel. Kokku eemaldati 20
suurima mainimiste arvuga potentsiaalselt valesti tuvastatud asulat (lisad 2 ja 3). Suuremate
muutustena, vorreldes esialgse keskmise indeksi paiknemise tulipunktanaliiiisiga, saab vilja tuua
tulipunktide statistilise usaldusvédédrsuse vihese tousu, madala statistilise usaldusvédrsusega

kiilmpunkti kadumise Saaremaal ja kiilmpunkti laienemise Ida-Virumaal (Joonis 18).
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Artiklite kesmise meelsuse fulipunktanali]iis
Andmed puuduvad [ ] statistiliselt mitteoluline
I Kilmpunkt, 99% usaldusvdarsus || Tulipunkt, 90% usaldusvaarsus
[ Kilmpunkt, 95% usaldusvaarsus [ Tulipunkt, 95% usaldusvaarsus
[ ] Kulmpunkt, 90% usaldusvaarsus [l Tulipunkt, 90% usaldusvairsus

Joonis 18. Aastatel 2012-2016 portaalis Delfi.ee avaldatud uudistest tuvastatud asulate parandatud

andmestiku keskmise meelsuse indeksi tulipunktanaliiiis (aluskaart: Maa-amet)

Meelsusanaliitisi metoodikat rajades ldhtuti EKI poolt eelnevalt defineeritud andmestikust ja
véljatootatud algoritmidest ning seega oli t66 autoril meetodi tulemuse tdpsusele omapoolse
hinnangu andmine raskendatud. Vea hindamise keerukust suurendas ka teksti meelsuse
tuvastamiseks vajaliku lingvistilise paddevuse puudumine, mis ilmnes selgelt olukordades, kus
eristada tuli negatiivsuse ja positiivsuse erinevaid astmeid. Sellest ldhtuvalt tuleb meetodit hinnates
piirduda EKI spetsialistide poolt antud veahinnanguga, mis pakkus meetodile maksimaalselt 70-
90% tapsust (H. Pajupuu, Altrov ja J. Pajupuu, 2016). Erinevalt eelnevalt viljatootatud tekstide
meelsust tuvastavale programmile, teisendati tulemused numbrilisteks véértusteks magistritoo
metoodika loomisel. Numbriliste vadrtuste pohjal jarelduste tegemisel oli ddrmiselt oluline valida
sobivaim tldistamise meetod, mille valikut raskendas asustusiiksuste kajastamiste hulga suur

erinevus. Nédidisandmete vordlemiseks kasutati kahte erinevat, tugevalt kajastamiste arvust sdltuvat
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meetodit — summaarse meelsuse indeksi puhul oli darmiselt keeruline varrelda linnades saavutatud
tulemust viiksemate asustusiiksuste omaga ja sellisel moel domineeris Tallinn viga selgelt, samas
kui keskmise meelestatuse arvutamisel saavutati tugevamalt nullist erinevad tulemused just viga
viikese kajastatuse arvuga asulates. Eelpool nimetatud probleeme vdimaldab viltida niiteks
uuritavatele asukohtadele minimaalse mainimiste arvu méaramine. Lisaks on paremini kdrvutavate
tulemuste saavutamiseks otstarbekas analiiiisida tulemusi asustusiiksuste tiiiipide voi iiksikute

asulate kaupa.

Uksikute asulate meediakajastuse meelsuse vaatlemise iiheks vdimaluseks on keskmiste meelsuste
pohjal aegridade loomine. Aegread vdimaldavad tuvastada kindlate siindmuste moju ja selle
kestvuse meediakajastusele. Selle niitlikustamiseks loodi Tartu linna 2014. aastal kajastanud
artiklite pohjal keskmiste meelsuste aegrida, kus on vilja toodud iga padeva keskmine indeks ja
joonena, kus roheline tihistab tGusvat ja punane langevat véartust, kiimne paeva libisev keskmine
(Joonis 19). Libiseva keskmise joone diinaamikat vaadeldes, avaldub suurim langus ajavahemikus
17. juuni kuni 1. juuli. Tutvudes sellel ajaperioodil avaldatud uudiste valikuga, ilmneb, seoses juuni
keskel asetleidvate pidustustega, liiklusonnetusi ja alkoholi liigtarbimist kajastavate artiklite
esilekerkimine (AS Ekspress Meedia, 2018).

Paeva keskmine meelsuse indeks \ Artiklite meelsuse kiimnepaevane libisev keskmine

0.8

0.6
v W
0.4 ‘\l .\\\\ \\.‘\\ A \ \ W \ . ‘.|\\ \
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Joonis 19. Aastal 2014 avaldatud Tartu linna kajastavate artiklite paevane keskmine meelsuse

indeks ja selle kiimnepéevane libisev keskmine

Eelpool mainitud potentsiaalsete lahenduste kdrval, voimaldab suurt soltuvust avaldatud artiklite
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arvust vihendada tulemuste normeerimine. Kiesoleval juhul kasutati summaarse meelsuse indeksi
normeerimiseks asulate rahvaarvu 2011. aastal 1dbiviidud rahva ja eluruumide loenduse seisuga
(statistikaamet, 2013). Vorreldes summaarse védrtusega, tostab meelsuse normeerimine
rahvaarvuga eelkdige vdiksema rahvaarvu ja seega vdhemate mainimiste arvuga asulate indeksi

védrtust, samas kui linnade domineerimine mdnevdrra viaheneb (Joonis 20).

Tallinna linnaosad
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Joonis 20. Aastatel 2012-2016 portaalis Delfi.ee avaldatud uudistest tuvastatud asulate

rahvaarvuga normeeritud summaarne meelsusindeks (aluskaart: Maa-amet)

Sarnaselt keskmise meelsuse indeksiga, nditab ka normeeritud tulemuste ruumiline
autokorrelatsioon selget koondumist (p < 0.01 ja z = 7.48). Meelsusindeksi ruumilise jaotumise
tulipunktanaliiisi tulemuste visualiseerimisel ilmneb moningane sarnasus keskmiste védrtuste
paiknemisega. Rahvaarvuga normeeritud indeksite puhul moodustub tugev tulipunkt Kagu-

Eestisse ja vidiksema pindala ning statistilise usaldusvaarsusega tulipunkt Hiiumaa looderannikule.
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Kiilmpunkt, mis jadb 90-95% usaldusviirsuse vahemikku, katab suure osa Kesk-Eestist ja osa Ida-

Virumaast (Joonis 21).

g

Artiklite normaliseeritud meelsuste tulipunktanaliilis

Andmed puuduvad | Statistiliselt mitteoluline
I Kilmpunkt, 99% usaldusvaarsus Tulipunkt, 90% usaldusvaarsus
[ Kalmpunkt, 95% usaldusvaarsus [ Tulipunkt, 95% usaldusvaarsus

Kiilmpunkt, 90% usaldusvasrsus [l Tulipunkt, 90% usaldusvaarsus
Joonis 21. Aastatel 2012-2016 portaalis Delfi.ee avaldatud uudistest tuvastatud asulate

rahvaarvuga normeeritud summaarse meelsuse indeksi tulipunktanaliiiis (aluskaart: Maa-amet)

Leitud oluliste sdnade ja meelsusanaliiiisi tulemuste vahel selge seos puudub — olgugi, et viga
madala meelsuse indeksiga paikade oluliste sonade hulgas leidub ka selgelt negatiivse tdhendusega
sonu, domineerivad pigem neutraalse iseloomuga v3i endas emotsiooni mitte kandvad véljendid.
Ainsana eristuvad tuvastatud negatiivse meelusega paikades selgelt Onnetusjuhtumitega
seostatavad terminid, nagu nditeks ,, poleng “, ,, polema“, ,, kannatanu“, ,, hdirekeskus “, ,, politsei **
ja , pddastja“. Lisaks ilmnevad madalamat meelsust véljendava néditajaga asulates kaudselt
liiklusintsidentidega seostatavad sonad: , ,maantee®, , tinav“, ,tee” ja mitmed erinevad
automargid. Veelgi keerulisem on tuvastada seost positiivse meelsuse ja oluliste sdnade vahel —

mitmel juhul on tegemist nditeks teiste kohanimede voi asustusiiksuste tiilipidega. Ainsa tuvastava
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temaatilise klassina oli mérgata spordiga seotus terminite ja nimede, nditeks , fc“, , flora“,
., serviti““ ning ,, sportlane , sagedasemat esinemist just korgema meelsust viljendava indeksiga
asulate puhul. Vihene tuvastatav seos asukohtade meediakajastuse meelsuse ja leitud oluliste
sonade vahel ei osuta otseselt meetodi sobimatusele etteantud iilesande lahendamiseks. Eelnevalt
kirjeldatud analiiiiside tulemuste paremaks tihildamiseks oleks vajalik lisada rohkem lébiviidava

uurimuse iseloomust tulenevaid tépsustavaid parameetreid, néiteks sona liigi osas.

Selgemini esineb seos meelsusanaliiiisi tulemuste ja leitud oluliste omadussdnade vahel. Korgeima
voimaliku keskmise meelsusindeksiga paikade hulgas esineb sagedasti selgelt positiivse
suunitlusega sdnu, nagu nditeks ,,hea”, ,,ilus®, ,,vabatahtlik, ,,noor*, ,iseseisev*, ,,tugev*, ,elav
ja ,imekaunis®. Lisaks leidub sellistes kohtades mitmeid loodusega seotud termineid: ,,kadakane®,
wlooduslik®, , keskkonnasobralik™ ja ,,metsamajanduslik®. Negatiivse keskmise meelsusindeksiga
asulate puhul domineerisid eelkdige neutraalse sisuga sonad, kuid leidus ka mdoningaid selgelt
negatiivseid termineid, nagu nditeks ,,haige®, ,.tise”, ,,julm*ja ,,kurb*“. Viga sarnased on seosed ka
normeeritud andmestiku puhul. Mdnevorra keerulisem on konkreetseid seoseid tuvastada oluliste
omadussdnade ja summeeritud meelsuse vahel. Olgugi, et selle meelsuse iseloomustamise votte
juures on mairgata eelnevalt esitatud ilminguid, on tulemused mérksa mitmekesisemad. Kuna
keskmise meelsuse puhul omistati maksimaalsed ja minimaalsed véirtused just vdga viikese
mainimiste arvuga kohtadele, voib jéireldada, et analiiliside tulemused on mérksa paremini
vorreldavad vdikese andmestiku puhul, samas kui védga suure tekstikoguse juures muutuvad seosed

norgemaks.

Selleks, et vorrelda klassifitseerimise tulemusi meelsusanaliiiisi omadega, leiti iga tuvastatud klassi
puhul sinna kuuluvate asulate meelsuse indeksite standardhilve ja vorreldi seda koguvalimi omaga,
eeldades, et sarnase sisuga artiklitel on tuvastatud ka sarnane meelsus. Selle tulemusel tuvastati, et
kuuel juhul kaheksast vihenes summaarse meelsusindeksi standardhédlve mérgatavalt, samas kui
kahes klassis see kasvas. Vottes sarnasel analiilisil aluseks keskmise meelsuse, oli standardhilbe
erinevus tunduvalt vdiksem, olles koguvalimi nditajast suurem kolmel ja mérgatavalt viiksem
ainult iihel juhul. Ulejiinud neljas klassis oli leitud standardhilve viiga sarnane koguvalimi omaga.
Kahe analiitisimeetodi vordlemisel tuleb lisaks metodoloogilisele erinevusele arvesse votta ka
asjaolu, et sarnane temaatika ei tdhenda ilmtingimata sarnast meelsust — samas valdkonnas on

voimalik nii negatiivsete kui ka positiivsete artiklite avaldamine.
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Lahtuvalt vidljatoodud meetodite vordlusele, tuleb tddeda, et erinevate analiiliside tulemuste
vordlemisel ilmnes selgeid seoseid vihestel juhtudel. Eelkoige tingis selle algoritmide metoodiliste
tagapohjade olemuslik erinevus. Samuti raskendas vordlust automaatse tekstianaliilisi suurima
probleemi, milleks on tulemuste sidumine kontekstiga, ilmnemine — seda eriti tdisautomaatse
klasteranaliiiisi ja oluliste sOnade leidmise puhul. Nagu selgus oluliste omadussdnade vordlemisel
meelsusanaliilisiga, tekkisid selgemad seosed vidiksema hulga tekstide tootlemisel. Seega voib
jareldada, et selgemalt seotud tulemuste saamiseks oleks vajalik vihendada uuritavat andmehulka,
jaotades niiteks vaadeldava ajaperioodi etappideks. Olenemata raskustest meetodite korvutamisel,
saab sooritatud analiilisi lugeda suuresti onnestunuks — ainsa meetodina ei viljastanud selgelt
defineeritavat tulemust k-keskmise klasteranaliiiis. Sellest tulenevalt, on soovitatav tulevaste toode
puhul valida klassifitseerimiseks moni sobivam meetod. Olgugi, et oluliste sonade tuvastamise ja
meelsusanaliilisi tulemuste véljatoomisel esines mdningaid raskusi, voib eraldiseisvana need

onnestunuks ja asulate meediakuvandit iseloomustavaks lugeda.
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Kokkuvote

Magistritod eesmérgiks oli, kasutades programmeerimiskeelt Python, siduda nididisandmetena
kasutatavad uudisartiklid nendes kajastatud asulatega ja lokaliseerimisele jargneva analiiiisi ning
visualiseerimine kédigus tuvastada artiklite pdohjal meedias loodud Eesti asulate kuvand.
Niidisandmestiku moodustasid aastatel 2012 — 2016 uudisteportaalis Delfi.ee avaldatud artiklid,
mida oli vaadeldavas perioodis kokku 385 819. Tekstiandmete automaatne todtlemine on
masindppe arengus olnud aastaid olulisel kohal, kuid geograafiliste uurimuste osas on seda
kasutatud vidhe. Sellise metoodika loomine vdimaldab edaspidi geograafiliste uurimuste
labiviimisel kasutada tunduvalt suuremamahulisemat andmestikku, kui manuaalse to6tlemise

puhul oleks voimalik.

Artiklite automaatsele asukohapohisele analiilisile eelnes nende seostamine kindlate asukohtadega.
Selleks loodi programm, mis kasutas eestikeelse teksti to6tlemise mooduli EstNLTK nimeliste
tiksuste tuvastamise toovahendeid. Eraldi késitleti tdhenduslike nimedega kohti, mis defineeriti
eelnevalt Eesti Keele Instituudi poolt koostatud, eestikeelseid sonavorme sisaldava andmestiku
pohjal. Tuvastamise jargselt valideeriti asulad ldahtuvalt geograafilisest kontekstist voi selle
puudumisest. Asukohtade tuvastamise kéigus leiti artiklitest 2621 unikaalset kohanime, sealhulgas
47 linna, 13 linnaosa, 12 alevit, 177 alevikku ja 2372 kiila, kattes sellega 56% koikidest Eesti
asulatest. Enim mainiti Tallinna linna (50 394 artiklit), millele jargnesid Tartu (23 684 artiklit) ja
Péarnu (10 188 artiklit). Leitud asukohti sisaldavate artiklite manuaalse kontrolli kdigus tuvastati
lokaliseerimise tiapsuseks 87%, olles iilekaalukalt suurim linnade (97%) ja linnaosade (95%) puhul.
Madalaim oli tdpsus kiilade puhul, kus korrektselt oli tuvastatud vaid 52% kontrollitud juhtudest.

Enim esines veana muude geograafiliste objektide ja isikunimede tuvastamist asulanimena.

Tekstide lokaliseerimise jargselt viidi 1abi nende asukohapohine analiiiis. Esmalt kasutati tunnuste
leidmiseks kasutatavat TF*IDF mudelit oluliste sdonade tuvastamiseks. Seejarel viidi 1dbi k-
keskmise klasteranaliiiis, leidmaks kohad, kus vaadeldavas ajavahemikus domineerisid sarnase
sisuga artiklid. Viimase analiiiisina teostati meelsusanaliiiis, kasutades selleks Eesti Keele
Instituudi poolt viljaarendatud, multinomiaalse Bayens’i klassifikaatori meetodil pohinevat
meelsuse tuvastamise programmi modifitseeritud to6vahendit, mille tulemused teisendati
hilisemalt numbrilisteks véértusteks. Oluliste sonade tuvastamise puhul tuleb eelkdige arvestada

olulisuse definitsiooniga, millest tulenevalt ei pruugi matemaatiliselt oluline termin endas suurt
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hulka informatsiooni kanda. K-keskmise klasteranaliiiisi meetodil automaatse klassifitseerimise
suurimaks probleemiks osutus klassidele sisulise definitsiooni leidmine — voimalik oli kiill
tuvastada klassifitseerimisele enim mdju avaldavad tunnused, kuid neid oli keeruline kindla
kontekstiga siduda. Meelsusanaliiisi  problemaatilisemaks aspektiks  kujunes leitud
meelsusindeksite pdhjal jarelduste tegemine, miS oli tingitud suurtest erinevustest asulate
mainimiste arvus — summaarse indeksi puhul domineerisid tilekaalukalt linnad, samas kui keskmise
vaartuse puhul oli ekstreemumitele 1dhenevad véairtused vaheste mainimiste arvuga kohtades.
Tulemuste soltuvuse vdhendamiseks mainimiste arvust, kasutatu indeksi rahvaarvuga

normeerimist.

Meetodite omavahelisel vordlusel selgus, et erinevate metoodiliste tagapohjadega algoritmide
tulemusi on omavahel darmiselt keeruline vorrelda. Vordluses meelsusanaliiiisiga leiti, et k-
keskmise meetodil ldbiviidud klassifitseerimise tulemusel vois mérgata kohatist sarnase
meelsusega kohtade koondumist samadesse klassidesse, kuid ilmnes ka vastupidiseid niiteid.
Varieeruva tulemuse andis ka oluliste sonade vordlemine meelsusanaliiiisi tulemustega — olgugi,
et kohati oli voimalik tuvastada seos meelsuse vadrtuse ja olulistes sonades sisalduva emotsiooni
vahel, oli enamuses nende koosesinemine pigem olemuselt juhuslik. Selgemalt ilmnesid seosed
asukohakuvandi meelestatusega omadussdnade puhul, seda eriti kohtades, kus mainimiste arv oli
viiksem. Sellest tulenevalt saab véita, et paremini virreldavate tulemuste saavutamiseks, oleks
otstarbekas analiilisitavat andmehulka vihendada voi nditeks ajaperioodide kaupa osadeks jaotada.
Olenemata meetodite vihesest ithildumisest, voib metoodika rakendamise lugeda dnnestunuks —
kui vilja arvata k-keskmise klasteranaliitis, on eraldiseisvana saavutatud tulemused
asukohakuvandi viljaselgitamisel asjakohased. Seda eriti, kui arvestada asjaolu, et t66 ldbiviimisel

keskenduti meetodite loomisele ja meediaanaliiiisi spetsiifikasse ei siivenetud.
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Scripting Tools for Text Localization and Location Base Analysis of
Text Data by Example of Identifying Estonian Settlements Image of
Media.

Ott Koik
Summary

The aim of this thesis was to use the programming language Python to link automatically the news
articles used as sample data to the settlements mentioned in them and after localization to carry out
location based analysis to identify the image of media of Estonian settlements. The sample data set
was formed from articles published by Estonian online news provider Delfi.ee during the time
period of 2012-2016, which totalled 385 819 articles. Despite the fact that automatic processing of
textual data has been an essential part of the development of machine learning, there has been
insufficient use for that in geographical research. Creating such a methodology will allow
geographic research, in particular in the field of human geography, to work with large data while

manual processing would be impossible due to vast time consumption.

Prior location based text analysis, the articles were associated with certain Estonian settlements.
For location recognition, a program based on named entity recognition was created. After
identification, the veracity of meaningful names was checked based on the geographical context or
its absence in the same sentence the location was recognized. Repetitive names were validated
likewise. With location recognition and validation algorithms, 2621 unique place names were
found, including 47 cities, 13 districts, 12 townships, 177 boroughs and 2372 villages, covering
56% of all Estonian settlements. The most mentioned settlement was Tallinn (50 394 articles),
followed by Tartu (23 684 articles) and Parnu (10 188 articles). Identifying place names could be
considered successful for larger settlements: manual validation for 1% of settlements identified,
overall accuracy of almost 90% was detected, as it was the highest for towns (97%), while for the
villages, the accuracy was only 52%. The biggest problem was toponyms that are identical to
persons’ surnames. This problem is also indicated by the fact that villages named Purga and Padari
were recognized in large volumes. In addition to person names, the presence of settlements with

names identical to other geographical features, such as rivers or islands, increased the error as well.

After standardization, which main purpose was to separate and lemmatize words, the most

characteristic features were extracted using TF*IDF method. This method determined the
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significance of the words based on their frequency, attributing the highest value to the words that
are present in a large quantity in a certain article, but are not found in many articles. The TF*IDF
method was also used to extract meaningful words. In identifying key words, the definition of
significance must be taken into account — mathematically important words do not always have a
significant intuitive importance. Consequently, identifying key words can be considered an
appropriate method for creating a variety of visualization of data, while making conclusions based

on it is complicated.

Subsequent to identification of features, k-means clustering was used to identify settlements where
similar content of articles was dominant over a period of time. With automated classification, the
biggest problem was to define the meaning of classes. The results of the k-means clustering analysis
was also greatly influenced by the fact that the number of classes must be predefined. As a last
method, a sentiment analysis was performed using a modified version of the program developed
by the Institute of the Estonian Language. Using sentiment analysis, the most problematic aspect
was finding the proper method for making conclusions based on sentiment index, as the number of
mentioning was extremely varying and therefore summing up indexes caused overwhelmingly big
differences between cities and villages, while the mean values are near-extremity in places with

fewer identified mentions.

A comparison between the methods revealed that the results of algorithms with different
methodological backgrounds were extremely difficult to compare. By comparing k-means
clustering results with the sentiment analysis, it was found that classification could result in
locating places with similar sentiment in the same classes at some occasions, but there were also
opposing examples. The result of the key word identification also provided a large variation of the
words and the connection with sentiment analysis was difficult to find — although, occasionally it
was possible to establish a link between the value of the identified sentiment and the emotion
contained in the key words, in most cases their coexistence was inherently random. The links
appeared more clearly when adjectives were used as important words, especially in places where
the number of references was smaller. Regardless of the low compatibility of the methods, the
implementation of the methodology can be considered successful — apart from the k-means cluster
analysis, the results, especially when observed as a stand-alone characteristics, were relevant in

determining the image of location.
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Statistikaamet, Eesmirgid ja Tegevused, Turism (viimati vaadatud 01.04.2017),

https://www.mkm.ee/et/tegevused-eesmargid/turism

Statistikaamet, Statistika andmebaas, Rahva ja eluruumide loendus 2011, eestlaste arv ja
osatdhtsus elukoha (asula) jargi, 31. detsember 2011 (viimati vaadatud 09.05.2018),
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Lisad

Lisa 1. Magistritod koostamisel kasutatud moodulite ja riistvara tehnilised andmed
Magistritoos kasutatud Pythoni moodulid:

e estnltk 1.4

e gensim 3.2.0

e nltk 3.2.5

e numpy1.11.3

e pandas 0.16.2

e regex 2015.7.19
e scikit-learn 0.18.1
e scrapy 1.5.0

Too labiviimseks kasutatud arvuti tehnilised andmed:

e Protsessor — Intel(R) Core(TM) i5-4210M CPU 2.60 GHz
e Operatiivmilu — 8 GB

e Operatsioonisiisteem — Windows 10 Home, 64-bit
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Lisa 2. Peatiikis 3.4 ldbiviidud tulipunktanaliiiisi tarbeks eemaldatud potentsiaalselt valesti

tuvastatud asulad ja nende karakteristikud.

Asula Omavalitus | Mainimiste arv | Keskmine Summeeritud Oluline Potentsiaalse vea
meelsuse indeks | meelsuse indeks | séna liik
Padari kiila | Vastse- 509 0,31 157,5 Tahtma Isikunimi
Kuuste vald
Sorve kiila | Harku vald 284 -0,01 -3,0 Meeter Muu geograafiline
objekt
Haanja Haanjavald | 279 0,38 106,0 Sportlane Muu geograafiline
kiila objekt
Luke kiilla | N&o vald 271 0,20 53,0 Manchester | Isikunimi
Laagna Vaivara vald | 265 -0,35 -92,0 Tanav Muu geograafiline
kiila objekt
Matsalu Lihulavald | 250 0,32 80,5 Festival Muu geograafiline
kiila objekt
Purga kiila | Mérjamaa 247 0,42 103,0 Pérast Isikunimi
vald
Leila kiila Kullamaa 225 0,47 106,0 Koht Isikunimi
vald
Allikmaa Ladne- 210 -0,23 -48,5 Aasta Isikunimi
kiila Nigula vald
Visnapuu Kambja vald | 194 0,33 64,5 ou Isikunimi
kiila
Mooritsa Jogeva vald 179 0,41 73,0 Rohkem Firma voi
kiila kaubamirgi nimi
Toomla Someru vald | 166 0,11 19,0 Piev Isikunimi
kiila
Kakumaée Vinni vald 154 0,09 13,5 Kell Muu geograafiline
kiila objekt
Osula kiila | Smerpalu 134 0,41 55,5 Palju Isikunimi
vald
Noorma Rannu vald 110 0,71 78,5 Ulikool Isikunimi
kiila
Kdivu killa | Luunjavald | 101 0,28 28,5 Aasta Isikunimi
Surva kiila | Viljandi vald | 86 0,62 53,5 Johvi Isikunimi
Esna kiila Karedavald | 41 0,32 13,0 Mihhailova | Isikunimi
Esna kiila Roosna- 21 0,31 6,5 Maois Isikunimi
Alliku vald
Veeriku Valjalavald | 19 0,47 9,0 Eesti Muu geograafiline
kiila objekt
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Lisa 3. Peatiikis 3.4 ldbiviidud tulipunktanaliiiisi tarbeks eemaldatud potentsiaalselt valesti

tuvastatud asulate paiknemine.
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