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Sissejuhatus

Diferentsiaalvérrandid on matemaatiliseks keeleks, mille abil on véimalik kirjeldada
vaga paljude reaalse maailma protsesside kaitumist, seda nii fulsikas, keemias,
bioloogias kui ka finantsmatemaatikas. Huvitaval kombel on paljusid selliseid
vorrandeid voimalik ligikaudselt lahendada nii, et simuleerime nn osakese liikumist,
vaatame kuhu see jéuab ning leiame lihtsa aritmeetilise keskmise teatud suurustest,

mis on arvutatud selle osakese trajektoori ja selle [6ppasukoha abil.

Olulist rolli mangivad tdo6s stohhastilised diferentsiaalvérrandid (SDV). Tavalisel
diferentsiaalvérrandil on lahendi tulevikuvaartused maaratud algtingimustega, kuid
SDV korral on lahendiks juhuslik protsess, see tahendab, et samadele
algtingimustele vastab palju erinevaid véimalikke tulevikukaitumisi. T66 eesmargiks
on uurida, kuidas on omavahel seotud tavaliste diferentsiaalvérrandite lahendid ja
SDV lahendid.

ToO on jaotatud neljaks peatikiks. Esimeses peatukis tutvume pdhjalikult Browni
likumisega. Teises peatlkis vaatame, kuidas kasutada Browni liikumist, et
defineerida uusi juhuslikke protsesse stohhastilise diferentsiaalvérrandi abil.
Kolmandas peatlkis uurima, kuidas on omavahel seotud tavaliste
diferentsiaalvérrandite lahendid ja SDV lahendid ning peatlki 16dpus toome esituse
diferentsiaalvorrandi lahendist kui keskvaartusest. Neljandas peatlkis viime I|abi
eksperimendid, et veenduda teoreetiliste tulemuste kehtivuses ja uurime viga, mis

tekib sellest, et juhusliku protsessi simuleerimisel kasutame I6plikku ajasammu.

Kaesolevas t00s esitame illustreerivaid jooniseid tulemustest, toome erinevaid naiteid
kirjeldatud meetodi rakendamisest. T6ds kasutan simulatsioonide labiviimiseks
programmeerimiskeelt Python versioon 3.2.3 ja tarkvarapaketti Matlab versioon
7.12.0.384.



1 Browni liikkumine

Uks tuntumatest juhusliku protsessi naidetest on Browni likumine. Avastati see
botaaniku Robert Browni poolt, kes vaatles labi mikroskoobi viljatera liikumist vees ja
pani tahele selle juhuslikku liikumist. Pdhjuseks oli vee molekulide pdrkamised
viljateraga juhuslikul viisil, mille parast liikus ka viljatera juhuslikult. (Ermogenous,
2006, k. 1).
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Joonis 1. Browni liikkumine. lllustreerib viljatera likumise trajektoori algpunktist
(0,5;0,5). Kood lisa 1.

Browni liikumist nimetatakse ka Wieneri protsessiks, nimetatud Norbert Wieneri jargi,
kes formaliseeris juhusliku liikumise, mida kirjeldas Robert Brown. Sellest ajast peale
on Browni liikkumisel rakendusi nii fuusikas (difusiooniteooria) kui majanduses
(aktsiahindade mudelid). Kaesolevas t60s kasutatakse Browni liikumise abil
defineeritud  juhuslikke protsesse diferentsiaalvorrandite lahendamiseks

arvutisimulatsioonide kasutamise teel. (Ermogenous, 2006, Ik 3-5).



Kuna Browni liikumine on kaesoleva t66 seisukohalt vaga tahtis protsess, toome
jargnevas selle seose lihtsa juhusliku ekslemisega. Jargnev tugineb Juhuslike
protsesside aine materjalidel. (Parna, 2013, ptk 8 Ik 197).

Uhedimensionaalse juhusliku ekslemise korral iga sammuga vordse tdendosusega
liidetakse eelmisele vaartusele voi lahutatakse eelmisest vaartusest fikseeritud arv

(sammu pikkus). Matemaatiliselt saab seda kirjeldada jargnevalt. Tahistame

X(t) = Ax (Xl + X, + +X[i]),

At

kus

~ . 1
1, tdendosusega 7
X; = . 1
—1, tdenadosusega 7

Ax — Gthe sammu pikkus,

At — sammu ajaline kestvus,

[é] — suhte é taisosa, sammude arv ajavahemikus [0, t].

Sodnastame tsentraalse piirteoreemi, mida kasutame kaesolevas t66s korduvalt.

Teoreem 1 (Parna, 2013, Ik 119) Tsentraalne piirteoreem: Olgu X;,i = 1,2, ... sama

Sp—na

ovn ’
Jaotusfunktsioon ldheneb protsessis n — ocostandardse normaaljaotuse

Jaotusega séltumatud suurused. Juhusliku suuruse Y, = kus S, = X . X;,

jaotusfunktsioonile, st

Sn—na

PR < 1) — (1),

kus

%2

@(t) = e z dx.

1 t
e



Eelnevat koondumist nimetatakse ka koondumiseks jaotuse jargi ning tahistatakse

Sp—na

aVn

D
— N(0,1), kus N(0,1) on standardne normaaljaotus.

Laseme At — 0,Ax — 0, siis sellest jareldub, et [ﬁ] kasvab (sammude arv suureneb).

Kuna X3, X4, - ,X[L] on sdltumatud sama jaotusega juhuslikud suurused, mille korral
At

EX, = 0,DX; = 1,EX(t) = 0,DX(t) = (Ax)? [ﬁ]

X(t)
Ax \/E

2
Ax sellise, et% = const = c?. Sel juhul, Ax [Ait] — ¢/t . See tuleneb sellest, et

D
siis tsentraalse piirteoreemi pdhjal kehtib, et kui At — 0, siis —-N(0,1). Valime

AZ
%=c2=>Ax=cVAt,

t—AtSAt\@St:ﬂimeM [Ait]= ’

lim A [t]—l' At[t]— li At[t]— Vt
A lael = A1me B¢ [me] = € At [ge] = vE
At—0

Sellest saame, et X(t)~N(0,cvt),DX(t) = c?t. Eelnev arutelu annab vdimaluse

millest saame

kirjutada valja Browni liikumise definitsiooni.

Definitsioon Browni liikumine: Juhuslikku protsessi {B(t),t = 0} nimetatakse

Browni liikumiseks ehk Wieneri protsessiks, kui

e B(0)=0,
e B(t) juurdekasvud on statsionaarsed (karakteristikud on ajas konstantsed) ja
sOltumatud,

e VYt > 0korral B(t)~N(O, C\/f),kus ¢ > 0 on konstant.

Siin t on sammu pikkus. Kui ¢ =1, siis Browni liikkumist nimetatakse standardseks

Browni liikumiseks. Edasipidi vaatleme ainult standardset Browni liikumist.



Vaartus
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Joonis 2. Standardse Browni liikumise N(0,1) 10 erinevat trajektoori, kus sammude

vaheline pikkus on At = 0,01, vahemikul [0,10]. Kood lisa 2.

Jargnevalt annan eeskirja Browni liikumise trajektoori simuleerimiseks.
Statsionaarsuse kohaselt t, > t; korral B(t,) — B(t,) ning B(t, +t) — B(t; + t) on iga
t korral sama jaotusega. Valides t = —t; , saame, et B(t,) —B(t;) on sama
jaotusega, kui B(t, — t,), see tdhendab B(t,) — B(t;)~N(0,+/(t, — t;)). Ajamomendil
t; = iAt, saame juurdekasvude soltumatuse téttu, et B(t;,,) — B(t;) on sdltumatud
jaotusega N(O,\/A_t) juhuslikud  suurused. Kuna B(t;) = (B(tl-) — B(ti_l)) +
(B(tl-_l) - B(ti_z)) + .-+ (B(t;) — B(ty)), siis saame Browni likumise trajektoori
vaartused kohal t; = iAt leida nii, et simuleerime séltumatud juhuslikud suurused

X;~N(0,v/At) ning leiame osasummad 0, X1, X; + X5, X1 + X5 + X3, .o, X + -+ X,,.

Jargnevas kasutame Browni liikumist selleks, et stohhastilise diferentsiaalvérrandi

abil defineerida uusi juhuslikke protsesse.



2 Stohhastiline diferentsiaalvorrand

Stohhastiline diferentsiaalvorrand (SDV) on diferentsiaalvérrand, mille dks v6i enam
likmetest on juhuslik protsess, millest tuleneb, et selle lahend on ka juhuslik
protsess. SDV kasutakse mitmete mudelite loomiseks, naiteks kasutakse SDV aktsia

hindade mudelite loomiseks.
Kaesolevas t60s kasutatavaks SDV kujuks on
dX(t) = p(X(@®))dt + o (X(£))dB(), (1)

kus B on Browni liikumine ja u,o antud funktsioonid. SDV (1) on mugavam kuju

integraalvérrandist
X(t) =X, + fot/,t(X(u))du + fota(X(u))dB(u),O <t<T,

kus algseisund X, on protsessi X(t) voortus kohal t = 0. (Jksendal, 2000. ptk 5 Ik
61).

Paneme lisaks tahele, et kui SDV (1) puhul ¢ = 0 ja X, on konstant, siis SDV (1)

muutub tavaliseks algtingimustega diferentsiaalvérrandiks d};—(tt) = u(X(t)), X(0) =X,.

SDV heuristiliseks tdhenduseks on, et vaikese ajavahemiku pikkuse 6 korral muutub
stohhastilise protsessi X(t) vaartus ajavahemikul (t,t + 6) juhusliku suuruse vorra,
mille tinglik jaotus ajal t olemasoleva informatsiooni pdhjal on normaaljaotus
keskvaartusega p(X(t))6 ja dispersiooniga o(X(t))%8. See on selleparast, et Wieneri

protsessi muutused on soltumatud ja normaaljaotusega. (Shalizi, 2013, |k 1)

SDV (1) ligikaudseks lahendamiseks ehk sellele vdrrandile vastava protsessi
trajektoorile ligilahedase trajektoori leidmiseks saab kasutada Euleri-Maruyama
meetodit. (Maruyama, 1955, |k 48-90). Selleks tuleb esmalt [0,T] jaotada
vaiksemateks |6ikudeks. Selleks olgu At =T/L, kus L on positivne taisarv, ja

t, = nAt.

Euleri-Maruyama meetod: Olgu meil SDV (1) koos algtingimusega X(0) = X,, siis

n=0,..,N — 1 jaoks leiame X(t,,,) lahisvaartused vastavalt valemile

Xns1 = Xn + At u(Xy) + 0(X,)ABy,



kus
ABy, = B(ty41) — B(t)~N(0, \/A_t)
|

Jargnevalt tdestame abitulemuse, mida kasutame SDV (1) lahendi keskvaartuse

uurimiseks.

Lemma 1: Kui Y, i=1..n on soltumatud pidevad juhuslikud suurused ja
g(Yy, ... Yy Dh(Y,) on sellised funktsioonid, et E(g(Yy,..,Yu-1)), E(h(Yy))

eksisteerivad, siis

E(g(Yy, .., Yo1)h(Yy)) = E(Q ¥y, ..., Yn—1))E(h(Yn))-

Toestus: Olgu fy, suuruste Y; toenaosustiheduse funktsioonid, siis (Y3,...,1;)

tihedusfunktsiooniks on fy, vy (y1, .., ¥n) = fr, 1) - fr, ). Seega

E(g(Yyr o, Yo )A(Yy)) = f f 9O s Yu DO firs 1) o fr )1, s i

[ | 90m D PO o Fr s On ) s | Ry G ORI

= E(g(Yy, ., Y1) E(R(Y))

Nuud saame sdnastada meile huvipakkuva jarelduse SDV keskvaartusest.

Jareldus 1 Kui meie SDV ainsaks likmeks on o(X(t))dB(t), siis selle SDV

keskvaartus on konstantne.

Toestus: Selleks vaatleme juhtu, kus u = 0. Kasutades Euleri-Maruyama meetodit

saame
Xpi1 = X, + 0X,AB,,.
Siit on naha, et X; avaldub AB,, ..., AB;_; kaudu ehk on antud funktsioonina. Seega
E(Xnt1) = EXp + E[(0(X,(ABy, ..., AB,_1))AB,].

Eelneva lemma 1 pdhjal saame, et



E(a(X,)AB,) = E(0(X,))E(AB,) = E(0(X,))0 = 0.

Seega E(X,) = E(X,) VnKkorral. Et piiril At - 0 kehtib X[t - X(t), saame

ael D
E(X(®) =0vt. n
Naiteks olgu meil geomeetriline Browni liikumine
dX(t) = rX(t)dt + cX(t)dB(t),
kus r ja o on reaalarvulised konstandid.

Siis Euler-Maruyama meetodi abil saame X (iAt) ligilahedased vaartused X;, mis on

antud kujul
Xpt1 = Xp +Atxr X, + 0X,,AB,,

naitame, et sel juhul

Xt _ Xoe(r—%2)+03(t).

Vaatame juhtu, kuir =2, 0 =1 ja X, = 1. Tapse laheni trajektoor on toodud joonisel
4 pideva joonega vahemikus [0,1]. Samale Browni liikumise trajektoorile vastavad
Euler-Maruyama meetodi abil arvutatud ligikaudseid vaartusi vaatame erinevate

sammupikkuste (272,273, —-2%,278) korral.

10
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Joonis 4. Euler-Maruyama meetod. Sinine joon on tapse lahendi samale Browni

likumise trajektoorile vastav trajektoor. Kood on lisas 4.

Nagu nahes eelnevalt, et vahendades sammude pikkust (suurendades trajektoori

punktide arvu) laheneme tapsele lahendile.

3 Seos differentsiaalvorranditega

3.1 Ité valem

It6 valemit kasutatakse juhuslikest protsessidest séltuvate funktsioonide

diferentsiaalide leidmiseks. 1t6 valem on laialdaselt kasutusel finantsmatemaatikas.

Vaatame alguseks SDV (1), mille saab kirja panna integraalvdrrandina
X(t+s)—X() = ftt+su(X(u))du + ftHS J(X(u))dB(u),

kus viimast integraali nimetatakse It6 integraaliks, mille definitsiooni anname

jargnevalt.

Definitsioon It6 integraal: (Jksendal, 2000, Ik 29) Olgu c =ty < t; ... <ty < t, =

d punktid intervallis [c,d]. It0 integraali defineeritakse kui piirvaartus

11



d .
I= fc [l(t)dB(t) = hmAt—)oo Z?=1 :u(ti—l)ABi!
kus AB; = B(t;) — B(t;_1) on Browni liikumise samm intervallis.
|

SDV  analluultiliseks  lahendamiseks  kasutame  stohhastilist  liitfunktsiooni
diferentseerimise reeglit, 1t6 valemit. Parameetrite vaartused séltuvad ajast ja

susteemi olekust.

Itd valem: (Dksendal, 2000, Ik 43) Olgu f kaks korda pidevalt diferentseeruv kahe

muutuja funktsioon ning rahuldagu protsess X stohhastilist diferentsiaalvérrandit
dX(t) = a(X(t), t)dt + (X (t), t)dB(¢),

kus a(X(t),t) ja B(X(t),t) on pidevad protsessid ning B on Browni liikumine. Séltugu
funktsioon f veel ka ajast, olgu Y = f(X(t), t), siis saame It6 valemi tldkuju
of of 0*f

1
dy = Fn (X(t), t)dt + o (X(6),t)dX(t) + E[g(x(t)' £)?2 - (X(0), )dt.

Uks tuntumaid naited illustreerimaks tltpilise SDV tahtsust on finantsmatemaatikas
kasutusel olev Black-Scholesi turumudel, mille 16id Fischer Black ja Myron Scholes.
Nad said Nobeli preemia selle eest 1997 aastal. Jargnev arutelu kuni peatiki I6puni
pdhineb Raul Kangro simulatsioonimeetodid finantsmatemaatikas aine materjalide

(Kangro, 2006) pdhjal. Black-Scholesi difusiooni vorrand:

{dX = uXdt + oXdB,
X0 =x,

u ja o on konstandid. Tanu voimalusele, et selle vérrandi saab lahendada tapselt,
saab katte Black-Scholesi valemi, mis annab vahendi Euroopa stiilis optsioonide

hindamiseks. Naiteks olgu X = S(t) aktsiahinna kaitumine, siis
u naitab hinna suhtelist muutust Uhe ajauhiku kohta,
dB(t) on hinnamuutuse juhuslik osa, mis kaitub vaikese ajavahemiku At korral

nagu Browni liikumise juurdekasv,

12



o naitab juhusliku komponendi osatahtsust hinna arengus (volatiilsuse

(vaartpaberi hinna kéikumine lUhikese perioodi jooksul) parameeter).

Selle analiutiliseks lahendiks on

o2
S(t) = Syexp ((u — 7) t+ O'B(t)).

Vaatame jargnevalt, kuidas jduda sellisele analuutilisele lahendile.
Olgu meil SDV
dS(t) = uS(t)dt + oS(t)dB(t), S(0) = S,.

Vaatame nuud In S(t) ja rakendame nuud It6 valemit

1
d(InS@®) = f'(S(ENAS(t) + 5 f(S(E)S(e)*o*dt

1

2
BG0) (oS(t)dB(t) + uS(t)dt) — %azdt = odB(t) + <H _ U_) dt |

2

millest saame, et

InS(6) =1In S(0) + 0B + (1= %)t = In (59) = oB(t) + (u- 2.

Rakendades funktsiooni e* vorrandi mdlemale poolele, siis olemegi saanud katte

analldtilise lahendi.

3.2 Diferentsiaalvorrandi lahend kui keskvaartus

Olgu meil u, mis rahuldab vérrandit
%a(x)zu”(x) + b ()u' (x) — c(X)ulx) = —g(x), (2)

kus a < x <b, u(a) = f(a), u(b) = f(b). Osutub, et selle vérrandi lahendi vaartus

punktis x on seotud
dX(t) = by(X(0))dt + o(X(t))dB(t), X(0) = x (3)

lahendi kaitumisega.

13



Olgu u vorrandi (2) lahend. Vaatleme juhtu, kus ¢ on konstant ja g = 0. Vaatleme

protsessi Y (t) = e “u(X(t)). Ito valemist juhul f(x,t) = e “*u(x), saame

dY (¢) = —ce™“u(X(®))dt + e tu' (X () )dX (t) + %e‘Ctu”(X(t))az(X(t))dt
= e‘“(%u”(x(t)) + b (XO)w' (X(@®)) — cu(X(@®)))dt
+a(X(O))w' (X(t))e tdB(t) = a(X(£))e tu' (X ())dB(t).
Kuna dY (t) avaldise ainsaks likmeks jai dB(¢) liige, siis jarelduse 1 pdhjal
E(Y(x)) = E(Y(0)) = c(x).
Olgu meil 7 defineeritud jargnevalt
T=inf(t: X(t) =a v X(t) =b).

Saab naidata (martingaalid kursuses (Parna, 2006)), et keskvaartus jaab
konstantseks kui Y(t) asemel vaadata Y(min(t,7)), seega piisava suure t korral

min(t, 7) on T ning seetdttu u(x) = E(Y(1)).

Uldisemal juhul on vdrrandi (2) lahendi seos protsessiga (3) toodud jargmises

teoreemis.

Teoreem 2 lahendi esitusest keskvaartusena (Karatzas, Shreve, 1994, ptk 7.2 |k
364): Kui E(t) < o, siis

u() = | FO@e RGO 1 [ g(xemhs' gy |
0

Alloleval joonisel 3 naeme juhul a=-1,b=1,0=1,b, =0 graafiliselt, kust
tulevad 7, f(X(7)) vaartused ehk kui kaua laheb aega, et Browni liikumine jduaks

I8igu [a, b] rajani ja mis rajani ta jéudis.

14
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Joonis 3. Browni likumine. 5 erinevat trajektoori. Kood lisa 3.

4 Diferentsiaalvorrandite lahendamine Monte-Carlo meetodiga

Eelnevas peatlkis esitasime diferentsiaalvorrandi lahendi keskvaartuse kujul.
Keskvaartuste leidmiseks on Uheks populaarsemaks meetodiks nn Monte-Carlo

meetod.

4.1 Monte-Carlo meetod keskvaartuse leidmiseks

Monte-Carlo meetodi idee juhusliku suuruse funktsiooni keskvaartuse leidmiseks on
lihtne. (Mols, 2012). Selleks tuleb leida funktsiooni vaartus suure arvu juhuslike
punktide korral. Vottes saadud vaartuste keskmise, olemegi saanud ligikaudse
keskvaartuse. Matemaatiliselt vdime seda jargmiselt. Olgu Z juhuslik suurus. Suuruse
f(Z) keskvaartuse leidmiseks moodustame Z jaotusest suurusega n valimi

Z1,Z5, ..., Zy ning arvutame 6 = Ef (Z) hinnangu kujul

0=~ f(Z).

15



Kuna valim on juhuslik, siis saadud hinnang on samuti juhuslik. Sageli on vaja lisaks
keskvaartuse hinnangule teada ka leitud hinnangu tapsust. Selleks on kasutatavad

jargnevad tulemused.

Monte-Carlo meetodi veahinnang: (Kangro, 2011). Olgu X;, X,, ... sOltumatute sama
jaotusega juhuslike suuruste jada, kusjuures EX; = ajaDX; = 02 < o. Olgu H,, =

221X gjis kehtib hinnang

n
0.2
P(|H,—al =¢) < —
Toestus. Jargnevas tdestuses kasutan TSebdsovi vorratust.

TSebosovi vorratus: Kui juhusliku suuruse dispersioon DX < o« ja keskvaartus on
EX, siis

DX
P{X - EX| 2 e} < .

Kuna

1 on a?
DH, = —7 =1 DX; = 7 EH, = a,

siis toodud veahinnang jareldub otseselt TSebdSovi vorratusest.

Kuna me ei tea vaadeldava juhusliku suuruse dispersiooni, siis tuleb veahinnangu

leidmisel kasutada dispersiooni hinnangut
R, %)

n 2 =
52 — =X

n-1 !

mis tuleb dispersiooni hinnangu valemist

J— 1 — — n ,1 7 2
0% = S YLK = X)? = 0% = S QR X - XD,

> 1

Eelnev veahinnang kehtib alati, séltumata katsete arvust ja vaadeldava juhusliku

suuruse jaotusest. Enamasti laheb vaja aga suure arvu sdltumatute katsete tulemusi
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ning sel juhul on vdimalik saada tehtavale veale tdpsemaid hinnanguid, kasutades

tsentraalset piirteoreemi.

Monte-Carlo ligikaudne viga: (Kangro, 2011). Olgu X;,X,,.. s6ltumatute sama

jaotusega juhuslike suuruste jada, kusjuures EX; = a ja DX; = 0 < ». Olgu

n

_Sn_ i=1Xi

H, =—=="—
n n

siis suure n korral kehtib ligikaudne vordus

P(IHy — al = &) = 20(— 20,

Tdestus: Tdestuseks kasutame tsentraalset piirteoreemi

Sp—na
(Tl

< 1) — d(D),

Sp—na

. to
< — < —=
kus ndeme, et <t=H,—a< \/ﬁ.k

ovn

Tahistades t = %ﬁ saame

P(H,—a<¢) m(b(t).
Kuna
P(|H,—al=z¢)=P({H,—a=e}U{H,—a<—¢}) =
P(H,—a=¢)+P(H,—a < —¢).
Nuud kasutame omadust, et
P(H,—a>¢e)=1—-P(H,—a<¢),

mis on ligikaudu (ja pidevate juhuslike suuruste X; korral tapselt) vordne suurusega

1— P(H, —a < ¢€) ning see on omakorda vordne ligikaudu 1 — cD(%). Kasutades @

omadust @(x) = 1 — @(—x) saame, et
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o o

P(|H,—a|= &)~ & <_‘:/ﬁ> + o <_ ﬁ) = 2¢>(_£\/ﬁ)

|
Jareldus 2 (Kangro, 2011) Suure n korral on suuruse H,, viga vaiksem suurusest
~o (Do
€= T
Tdendosusega 1 — a.
|

4.2 Arvulised eksperimendid

Vaatleme diferentsiaalvorrandit
1
Eu”(x) +byu'(x) —culx) =—g(x), a<x<b,

mille rajatingimusteks on
u(@)=f(@=1  ud) =f(0b)=0,
kus f on mingi funktsioon, mis omab toodud vaartusi kohtadel x = a ja x = b.

Jargnevalt uurime, kuidas kaitub Monte-Carlo meetod selle Ulesande ligikaudselt
lahendamisel. Tuletame meelde, et vastavalt teoreemile 2 esitub selle Ulesande

lahend keskvaartusena
u(x) = E(f(X(1)e™" + [ g(X(£))e~dt),
kust=inf(t: X(t) =a v X(t) =b).

Monte Carlo meetodi rakendamisel arvutame protsessi X(t) (lahis)vaartused
sammuga At, seetdttu tekib sammupikkusest tingitud viga t leidmisel isegi siis, kui X
vaartused dnnestub tapselt leida. Jarelikult peab tulemuste tdlgendamisel arvestama,
et leitud lahisvaartuse koguviga on Monte-Carlo meetodi vea ning sammu pikkusest

tingitud vea summa.
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Vaatleme esimesena juhtu ¢ =1,b; =1, a=0,b =1 ja kus g(x) = 0.Vaadeldaval

juhul on vérrandi lahend antud valemiga

. e—(1+\/§)X(82\/§_32\/§X)
u‘(x) - 82\/5—1 ’

mida kasutades saame leida Monte-Carlo meetodiga leitud lahislahendite tegelikud

vead.

Koostan simulatsiooni kasutades teoreemis 2 toodut valemit lahendi esitlusest

keskvaartusena

u(x) = E(f(X(2))e™),

kus T=min(t: X(t)=0V X(t)=1) ja E on keskvaartus. Kasutades loodud
simulatsiooniprogrammi naeme, et Monte-Carlo meetodiga on tdepoolest vdéimalik
leida toodud diferentsiaalvérrandi lahendi ligikaudseid vaartuseid kullalt vaikese
veaga. (Kood lisa 5). Jargnevas tabelis on toodud 5 erinevat u(0,5) lahisvaartust, mis
on leitud kasutades 10000 protsessi X(t) simulatsiooni sammupikkusega 0,001.
Lisaks leiame Monte-Carlo meetodi veahinnangu ja arvutame tegeliku vea. Tapse
lahendi vaartus on 0,21676807.

Tabel 1. Simulatsiooni tulemused.

Simulatsiooni vaartus 0,21268925 0,20513326 0,20917065 0,20482966

Monte-Carlo viga 0,00787998 0,00781601 0.00784838 0,00781051

Tegelik viga 0,00407882 0,01163481 0,00759742 0,01193841

Tabelist 1 ndeme, et simulatsiooni lahendid ja vead jaavad suhteliselt konstantseks.
Paneme tahele, et ménel juhul on Monte-Carlo veahinnang vaiksem tegelikust veast.
See on tingitud kasutatud ajasammust sdltuva taiendava vea olemasolust, mida

uurime hiljem.

. . . C . . .. .11 2 .
Jargnevalt vaatame simulatsiooni vaartusi kolmes erinevas punktls(g,g,g). Tegelikud

vaartused on vastavalt 0,37400422, 0,21676807 ja 0,11439202.
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Tabel 2. Simulatsiooni vaartused kolmes erinevas punktis.

1 1 2
u3) u@z) u@3)
Sim.vaartus 0,35259422 0,21268925 0,11346911
Monte-Carlo viga 0,00897610 0,00787998 0,00653683
Tegelik viga 0,02141000 0,00407882 0,00092291

Naeme, et erinevates punktides annab simulatsioon ikka paris tapsed lahendid.

Jargnevalt veendume u(%) arvutamisel katseliselt, et kui sammu pikkus laheb

vaiksemaks, siis toimub lahenemine Oigele vaartusele. Vaatame selleks 4 erinevat
sammu pikkustega (0,1;0,01;0,001;0,0001) ja 4 erinevat simulatsioonide arvu

(100;1000;10000;100000). Jargnevad tulemused panen kdik Uhte koondtabelisse.

Tabel 3. Simulatsiooni vaartused. sim.arv = simulatsioonide arv, millest voeti

keskmine.
Sim. Arv
Sammu
pikkus 100 1000 10000 100000
0,1 0,16065607 0,13806797 0,13678864 0,13683342
0,01 0,18540596 0,18239091 0,19602470 0,18846155
0,001 0,15985365 0,22122222 0,20552528 0,20714949
0,0001 0,23648876 0,21701664 0,21570501 0,21644595

Tabelist 3 ndeme, et suurendades simulatsioonide arvu ja vahendades sammude

pikkust laheneb ligikaudne vaartus tapse lahendi vaartusele.

Uurime lisaks, kuidas muutub viga, kui vahendame sammu pikkust. Me oskame leida
viga, mille teeme, kui leiame keskvaartuse eelnevas protsessis. Selleks kasutame
Monte-Carlo ligikaudse vea valemit. Kui genereerimiste arv laheneks Idpmatusse, ei
ole saadav tulemus sama, mille saaksime, kui vaartusi tapselt arvutada ehk
fikseeritud At korral jaab 16puks mingi viga sisse. Meile pakub huvi, kuidas kaitub

allesjaav viga , kui At laheb nulli. Sageli saab naidata, et see kaitub ligikaudu nagu
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C(At),q € R,,C = cont.

Koonduvuskiiruse parameetri q vaartuse teadasaamiseks sageli leitakse vastavad
vead mitme erineva At vaartuse Kkorral, kusjuures iga jargmine on eelnevast
fikseeritud arv d korda vaiksem. Iga jargneva tulemuse viga peaks olema eelmisest
d? korda vaiksem. Naiteks kui votta d = 2 s.t jagame At igal sammul 2-ga, siis peaks
q = 1 korral vead ka igal sammul kahanema 2 korda vdi naiteks q = 2 korral 4 korda.

Seega saame kogu veaks
koguviga = MC viga + C(At)1.

Kahjuks ei ole C ette teada, kuid eelnev valemi kujust naeb, et kui MC viga on
oluliselt vaiksem koguveast, siis At kahandamisel 2 korda peaks koguviga ka
kahanema ligikaudu 29 korda, sest C(At)? laheb 29 korda vaiksemaks. Jargnevalt

uurin katseliselt, kas selline kaitumine paistab tulemustest valja. Selleks koostan 4

erinevat katset 4 erineva sammuga ja igat simulatsiooni kordan 100000 punktis %

Tabel 4. Vigade muutused.

Sammu pikkus Monte-Carlo viga Koguviga
1 0,00115070 0,20115070
10
1 0,00124276 0,10124276
20
1 0,00130836 0,05130836
40
1 0,00134675 0,02634675
80

Naeme, et koguviga kaitub vastavalt koonduvuskiirusele g = 1, kuna vahendades

sammu pikkust 2 korda vaheneb ka koguviga 2 korda.
Vaatleme nuud teist juhtu, kus
c=1,b;=1,a=0, b=1, g(x) =x% Kood on lisas 6.

Toimime nagu eelnevalt, kuid seekord g(x) # 0. Et leida u(x) esituses oleva

integraali vaartust, kasutame ristkulikuvalemit, kus saame, et
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forg(Xt)e—fdt ~ nglxi—le_(ti‘l)At,
kus X; on X (t;) lahisvaartus ning t; = iAt.

Jargnevalt toon valja tulemused 4 erineva sammuga ja 100000 kordusega
simulatsioonide lahendid. Algpunktideks on (i%%) Tapse lahendi vaartused on

vastavalt (0,07628695; 0,04786539 ;0,03627717).

Tabel 5. Teise diferentsiaalvorrandi lahendid.

Sammu pikkus " (%) ° (%) ° é)
0,1 0,06157752 0,06089053 0,06676582
0,01 0,06976493 0,05317747 0,04508001
0,001 0,07287056 0,04967673 0,03894949
0,0001 0,07432501 0,04839299 0,03683465

Naeme, et sammu pikkuse vahenedes laheneb simulatsiooni lahend tegelikule

lahendi vaartustele.

Pakub lisaks huvi, kas siin muutub Monte-Carlo ligikaudne viga samamoodi kui

eelnevalt. Siin vaatame olukorda, kus sammu pikkus vaheneb 10 korda. Sooviksime

naha, et siis ka kogu viga vaheneks 10 korda. Vaatame tulemusi punktis %

Tabel 6. Teise diferentsiaalvérrandi vigade muutused.

Sammu pikkus Simulatsiooni lahend MC viga Kogu viga
0,1 0,06089053 0,00026258 0,20026258
0,01 0,05317747 0,00031000 0,02031000
0,001 0,04967673 0,00035905 0,00235905
0,0001 0,04839299 0,00038175 0,00058175

Tdepoolest kogu viga vaheneb umbes 10 korda kui vahendades sammu pikkust ka

10 korda, seega vbime Oelda, et eeldav kaitumine kajastub meie tulemustes.




Solving differential equations with simulations
Bachelor’s thesis

Rauno Naksi
Summary

The aim of the present Bachelors’ thesis ,Solving differential equations with
simulations,, is to present and to test numerically theoretical results that allow one to
compute values of solutions to differential equations by simulating the behavior of

certain stochastic processes.

The most fundamental example of a stochastic process is standard Brownian motion
or a standard Wiener process. It has many applications, for example in physics
(diffusion theory) or in economy (stock price behavior). It turns out that Brownian
motion and other processes derived from Brownian motion are directly related to the

solutions of differential equations.

In Chapter 1 we introduce Brownian motion and in Chapter 2 we discuss how
additional processes can be derived from it by stochastic differential equations. In
Chapter 3 of the thesis we present a result that expresses the value of a solution to a
differential equation as expected value of certain process derived from Brownian
motion. Expected values can be computed by Monte Carlo (or simulation) method. At
the end of Chapter 3 the main results about estimating the error of results obtained
by Monte Carlo method are given. In Chapter 4 some numerical experiments are
performed to demonstrate the validity of the theoretical results and to study the
behavior of the additional error caused by using a finite time step for simulating the
values of the underlying stochastic process. It turned out that this additional error is

proportional to the time step.

In many cases when finding exact solution for differential equations is too hard or
requires too much resources it is a lot more beneficial to use a simulations to find an
approximate solutions. As we showed above using a simulation we get with a little
effort a very good approximation to the value of the exact solution. To find an exact
solution is often too much waste of recourses and in some cases simulations are one

of the fastest ways to get what is wanted.
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Lisad
Pythoni koodid, osad.

Lisal: Viljatera

from pylab import*
import random
nKorda =1
while nKorda >0 :
#Kui pikk tuleb aja telg
maxAeg = 1
#Uhe sammu pikkus
dt = 0.0001
x=0.5
y=05
X =]
Y=
plot(x,y,'+")
X.append(x)
Y.append(y)

while (x < maxAeg) and (y < maxAeg) and (x > 0) and (y > 0):

# Browni liikumine x teljel
Btl = random.normalvariate(0,math.sqrt(dt))
X += Btl
# Browni liikumine vy teljel
Bt2 = random.normalvariate(0,math.sqrt(dt))
y += Bt2
X.append(x)
Y.append(y)
plot(X,Y)
xlabel('X")
ylabel('Y")
nKorda -=1
savefig('BMviljatera.png’)
show()

Lisa 2: Browni liikumine 5 trajektoori

from pylab import*
import random
nKorda =5
while nKorda >0 :
#Kui pikk tuleb aja telg
maxAeg = 10.0
#Uhe osa pikkus
dt=0.01
x=0.0
t=0.0
Ajad =]
Xid =]
Ajad.append(t)
Xid.append(x)
while t <= maxAeg:
g1 = random.normalvariate(0,math.sqrt(dt))
x+=9l
t +=dt
Ajad.append(t)
Xid.append(x)
plot(Ajad,Xid)
xlabel('Aeg’)
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ylabel('Vaartus')

nKorda -=1
savefig('BMn1l.png’)
show()

Lisa 3: Ito valemisse saadud vaartuste illustreerimine

from pylab import*
import random
nKorda =5
kordi =]
while nKorda >0 :
vahemik = 1
#Uhe sammu pikkus
dt=0.01
x=0.0
t=0.0
Ajad =[]
Xid =1]
Ajad.append(t)
Xid.append(x)
lug=1
# kordame kuni trajektoori Iaheb vélja [-vahemik,vahemik]
while (x < vahemik) and (x > (-1)*vahemik) :
# Browni liikumise lisanduv suurus
Bt = random.normalvariate(0,math.sqrt(dt))
X += Bt
t+=dt
Ajad.append(t)
Xid.append(x)
lug += +1
if x <= vahemik :
vahemik=vahemik*(-1)
print(str(vahemik)+" "+str(lug))
kordi.append(lug)
plot(Ajad, Xid)
xlabel('Aeg’)
ylabel('Vaartus')
nKorda -=1
print(kordi)
savefig('BMvahemik.png’)
show()

Lisa 4. EM meetod. Matlab

T=1; % Intervall [0,T]

n=2"8; % Punktide arv Browni liikumises
X0=1; % Algseisund

dt=T/n; % Sammu pikkus
dW=sqgrt(dt)*randn(1,n); % Browni liikumine
W=cumsum(dW); % Wiener protsess
lambda=2;mu=1; % Parameetrid

f=@(x) lambda*x;

g=@(X) mu*x; % f ja g funktsioonid
R=64; % R vaartused

det=R*dt; % delta t

samm=n/R; % EMi sammude arv
X=zeros(samm,1);

Xold=X0;

for i=1l:samm
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X(i) = Xold + det*f(Xold) + g(Xold)*sum(dW ((R*(i-1)+1):R*i));
Xold=X(i);

end

X01=1; % Teine algseisung

R1=32; % Teine R vaartus

detl=R1*dt;

samml1=n/R1;

X1=zeros(samm1,1);

Xold1=X01;

for i=1:samm1l
X1(i) = Xold1 + det1*f(Xold1) + g(Xold1)*sum(dW((R1*(i-1)+1):R1*));
Xold1=X1(i);

end

X02=1; % Kolmas algseisung

R2=16; % Kolmas R vaartus

det2=R2*dt;

samm?2=n/R2;

X2=zeros(samm2,1);

Xold2=X02;

for i=1:samm?2
X2(i) = Xold2 + det2*f(Xold2) + g(Xold2)*sum(dW ((R2*(i-1)+1):R2%));
Xold2=X2(i);

end

X021=1; % Neljas algseisund

R21=1; % Neljas R

det21=R21*dt;

samm21=n/R21;

X21=zeros(samm21,1);

Xold21=X021;

for i=1:samm21
X21(i) = Xold21 + det21*f(Xold21) + g(Xold21)*sum(dW((R21*(i-1)+1):R21*i));
Xold21=X21(i);

end

X21=[X021;X21];

X2=[X02;X2];

X1=[X01;X1];

X=[X0;X]; Lahend=X0*exp((lambda-0.5*mu”2)*(dt:dt: T)+mu*W);

plot(0:det:T,X,'r-0',0:det1:T,X1,'g-*,0:det2:T,X2,'c-x',0:det21:T,X21,'k-.",0:dt: T,[X0 Lahend])

xlabel('t"),ylabel("X(t)','Rotation’,0)

legend('EM hinnang dt=272''EM hinnang dt=2"3''EM hinnang dt=2%4''EM hinnang dt=2"8','Tapne

lahend','Location’,'NW")

Lisa 5: Esimese diferentsiaalvorrandi arvutamise simulatsion.

# -*- coding: cp1257 -*-

from pylab import*

import random

import scipy.stats

import math

# Lahendakse DV(1/2)u"(x)+(bx)*u'(x)-cu(x)=-g(x) lahendus ldigus [a,b]"

# Vaatab, kus laheb valja trajektoor
def lopp(Xt,a,b):
if Xt<=a:
return(b)
else:
return(a)

#9(x) funktsioon
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def g(x):
return(0)

#Lahdab DV simulatsiooniga
def lahendus(a,b,bx,c,dt,kordusi,Xt):
nKorda = kordusi
# disp.hinnangu valemis olev sum(Xi**2)
Xiruudus =0
ux=0
Xtabi = Xt
# teeb simulatsiooni kordusi korra ja vétame sellest keskmise
while kordusi > 0 :
t=0
Xt = Xtabi
integraal =0
while (Xt < b) and (Xt > a) :
# Browni liikumise lisatav suurus
Bt = random.normalvariate(0,sqrt(dt))
# intergraali summa
integraal += g(Xt)*e**(-t)
# Xt vaartused
Xt += bx*dt + c*Bt
t+=dt
# kus valjub trajektoor
valjumine = lopp(Xt,a,b)
Xiruudus += (valjumine*exp(-1*t*c)+integraal*dt)**2
# DV simulatsiooni summa
ux += valjumine*exp(-1*t*c)+integraal*dt
kordusi -= 1
# keskmise votmine saadud simulatsiooni summast
uxlopp = ux/nKorda
dispersioonhinnang = (Xiruudus-(ux**2)/nKorda)/(nKorda-1)
alpha=0.1
fi = round(scipy.stats.norm.ppf(1-alpha/2),3)
# Monte-Carlo viga
epsilon = (fi*sgrt(dispersioonhinnang))/sqrt(nKorda)+2*dt
print("Viga: " + str(epsilon))
return(print("Minu: " + str(uxlopp)))

# DV I6ik

a=0

b=1

# DV olevad kordajad
bx =1

c=1

# sammu pikkus

dt = 0.001

kordusi = 1000

# DV lahend punktis Xt
Xt=1/2

lahendus(a,b,bx,c,dt,kordusi,Xt)

# Tapne lahend

ktr = Xt

kontrol = (math.exp(-1*(1+math.sqrt(3))*ktr)*(math.exp(2*math.sqrt(3))-
math.exp(2*math.sqrt(3)*ktr)))/(math.exp(2*math.sqrt(3))-1)

print("Real: " + str(kontrol))

Lisa 6: Teise diferentsiaalvorrandi arvutamise simulatsion.



Sama peaaegu kui Lisa 5. Viisin sisse jargnevad muudatused

#g(x) funktsioon
def g(x):
return(x**2)

# DV olevad kordajad
bx =5
c=1

# Tapne lahend

ktr = Xt

abil = e**(6*math.sqrt(3))

abi2 = e**(-3*math.sqrt(3)-5)

abi3 = e**((3*math.sqrt(3)-5)*ktr)

kontrol = round((-1/(abil-1))*(-abil*ktr**2+ktr**2+10*ktr-10*abil*ktr-50*abi3-

62*abi2**ktr*e**(3*math.sqrt(3)+5)+
50*abi2**ktr*e**(6*math.sqrt(3))+62*abi3*e**(3*math.sqrt(3)+5)-51*abil+51),8)
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