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Liihikokkuvote

Varjatud Markovi ahelate segmenteerimiseks on olemas mitmeid algoritme
nagu niiteks Viterbi ja PMAP, seejuures molemal on omad puudused. Me
nimetame murdepunktideks indekseid, mille korral vaadeldava vektori vaar-
tus muutub. Selles t60s uurime segmenteerimist, kus kasutame éra praktikas
teinekord esinevat informatsiooni murdepunktide kohta voi selle puudumisel
ennustame, millised need murdepunktid voiksid olla. Nende leidmiseks toome
sisse uue kaofunktsiooni, mis pohineb Binderi kaofunktsionil, ning néitame,
et sellele vastavat riski on voimalik minimiseerida kasutades diinaamilist pla-
neerimist. Kirjeldame dra tulemused kaheastmeliseks segmenteerimiseks ning
selle variatsioonide jaoks. T606 praktilises osas illustreerime moningaid leitud
algoritme iihe konkreetse mudeli korral.

CERCS teaduseriala: P160 Statistika, operatsioonianaliiiis, programmee-
rimine, finants- ja kindlustusmatemaatika.
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SEGMENTATION WITH CHANGE POINTS
Bachelor thesis
Karl-Joan Alesma

Abstract

There are many algorithms for the segmentation of hidden Markov models,
such as Viterbi and PMAP, each with their own limitations. We call indices
change points, if a vector changes value for those points. In this thesis, we
study a variant of segmentation, where we wish to use the information we
have about change points or in the absence of this, we try to predict where
the change points might be. To find them, we define a new loss function
that is based on Binder’s loss and show how to minimize the risk of it using
dynamical programming. We describe algorithms for two-step segmentation
and its variants. In the practical part, we visualize some of the algorithms
for one concrete model.

CERCS research specialisation: P160 Statistics, operations research,
programming, financial and actuarial mathematics.
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Sissejuhatus

Tihti on tarvis uurida voi modelleerida monda ajas muutuvat protsessi (tdhistame
seda kui Y). Selle jaoks teostame mingisuguseid mootmisi ning saame selle tule-
musel vaatluste vektori z1,...,x,. Aga me kas teame voi kahtlustame, et tegu ei
ole péris viartustega. Nimelt voivad meie mootmised sisaldada miira/moéotmisvi-
gu voi meil hoopiski puudub voimalus modta uuritavat protsessi otse ning peame
selle asemel leppima protsessist Y soltuva protsessi mootmisega (tdhistame seda
kui X). Kui paar (Y, X) on varjatud Markovi ahel, siis vaatluste x1,...,x, poh-
jal protsessi Y ,parimas mottes“ kirjeldava vektori y1, ..., y, leidmist nimetatakse
segmenteerimiseks.

Segmenteerimise probleemile leidub mitmeid lahendusi. Uheks voimalikuks lahen-
diks on Viterbi joondus, mille jaoks koige parem hinnang on koéige toendolisem
vektor. Aga igal hinnangul on teatavad puudused, Viterbi joonduse puhul on tema
suur vigade arv. Selles t60s ldheneme segmenteerimisele teise nurga alt — nimelt
uurime segmenteerimist, kus kasutame murdepunkte ja klasteranaliiiisi. Murde-
punktiks nimetame indekseid, mille korral vaadeldava vektori vaartus muutub.
Naiteks vektori 11223 korral on murdepunktid 3 ja 5. Kui me suudame kuidagi
hinnata voi hoopis teame, kus murdepunktid paiknevad voi mitu neid on voi suu-
dame anda nende koguarvule vahemiku, siis kas meil onnestub kasutada &ra seda
informatsiooni segmenteerimiseks?

Antud t66 eesmérk on kirjeldada ja toestada dra vastavad algoritmid kaheastme-
lise segmenteerimise ja selle variatsioonide jaoks. Kaheastmeline segmenteerimine
koosneb jargmistest sammudest:

1. esimesel sammul leiame teatavas mottes ,parima“ murdepunktide prognoosi
ning

2. teisel sammul kasutame leitud prognoosi ja vaatlusi x1, ..., x,, et leida sobiv
vektor y1,..., Yn.

Esimeses peatiikis tutvume pogusalt varjatud Markovi ahelaga. Teises peatiikis
seletame &dra, mida tdhendab parim ning kuidas seda kirja panna. Lisaks néitame
veel kuidas leida parimat murdepunktide hinnagut. Kolmandas osas tuletame algo-
ritmid, mis kasutavad segmenteerimisel dra informatsiooni murdepunktide kohta.
Viimases osas illustreerime monda leitud algoritmi {ihe konkreetse mudeli jaoks.



1 Varjatud Markovi ahel

1.1 Definitsioon

Kogu t66 viltel kasutame jargmisi tahistusi. Olgu A mingi hulk, m ja n tiisarvud,
kus m < n, ning jada a1, ag, ... € A. Siis tdhistame al, = (ap, ..., a,). Kuim =1,
siis jatame selle méarkimata, st a = (ay, ..., ay). Téhistame koigi seisundite hulka

kui Y ={1,...,K}.

Definitsioon 1.1. Olgu Y = {Y,, },.y homogeenne Markovi ahel seisundite hulga-
ga Y. Olgu X = {X, },.y mingi juhuslik protsess, kus X; votab véértusi hulgast
X CR? kus d € N.

Paar (Y, X) on varjatud Markovi ahel (ingl hidden Markov model, edaspidi
HMM), kui

1. juhuslikud suurused X; on tinglikult soltumatud tingimusel Y,

2. suuruse X; jaotus soltub protsessist {Y;} ainult 1abi suuruse Y;.

Igale seisundile j € ) vastab toendosusmoot Pj, mida nimetatakse emissiooni-
jaotuseks, nii et iga Boreli hulga A ja t > 1 korral kehtib

Pi(4) = P(X, € A]Y; = j).

Eeldame iildisust kitsendamata, et emissioonijaotusel leiduvad tihedused mingi
ithise moodu da suhtes. Neid nimetatakse emissioonitihedusdeks ning tahistame
neid kui f;(zy).

Edaspidi kui raagime HMM-idest, kasutame jargmisi tahistusi. Markovi ahela Y
algtoendosusi téhistame 7; = P(Y7 = j) ning iileminekutoendosusi, kui p;; =
P(Y2 = j|Y1 = i), kus ¢,5 € V. Juhuslike vektorite Y ja X" realisatsioone téhis-
tame y™ € Y" ja 2™ € X™. Tahistame tinglikke toendosusi jargmiselt:

p(y"[z") =P(Y" =y"| X" = 2"),
p(z"y") = P(X" =a"[Y" = y"),
pt(yt|33n) = P(Yt = Z/t\Xn = xn)

Vastavalt HMM-i definitsioonile

pa™,y") = pa"y")p(y") = 7y, for (@0) [ ] Pves e Fn (1)
t=2



Naiide 1.1. Jdrgmine néide péarineb Rabineri (1989) artiklist.

Olgu meil ruumis n vaasi, kus igale vaasile on ilma korduseta méaaratud mingi arv
vahemikust 1,...,n, mida nimetame sildiks. Olgu igas vaasis mingi arv vérvitud
kuule, seejuures eeldame, et koikvoimalike vérvide arv on fikseeritud.

Ruumis on ka Madis, kes hakkab nendest vaasidest kuule véilja votma. Koigepealt
valib Madis mingi juhusliku protsessi alusel vilja esimese vaasi. Ta votab sealt iihe
kuuli, mérgib &éra selle varvi ja paneb tagasi vaasi. Seejérel valib ta mingi juhusliku
protsessi pohjal, mis soltub ainult tolle vaasi sildist, mille juures ta praegu seisab,
valja uue vaasi. Niiiid kordab ta palli valiku protsessi, seejarel valib uue vaasi jne.
Selle tulemusel saame 16pliku arvu vaatlusi, mida voime vaadelda kui HMM-i (Y, X)
valjundit.

Siin protsess Y modelleerib valitud vaase ning X néhtud palli varvi. Selle, millist
emissioonijaotust kasutada, maarab &ra vaasi silt, mille juures Madis on. Jaotuse
enda madrab dra erinevat virvi pallide arv valitud vaasis. Jargmise vaasi valik
soltub Markovi ahela Y iilleminekumaatriksist.

1.2 Omadused

Toome selles peatiikis véilja moned HMM-i kasulikud omadused, mida antud t66s
laheb vaja. Toestused pohinevad tehisoppe konspekti eeskujul (Lember, 2017).

Lemma 1.1. Mistahes 2" € X™ ja y™ € V" ning 1 <t < n korral kehtib jargmine
faktoriseering

p(x",y") = p(a®, y")p(xl i1, vl )

Toestus. Paneme tdhele, et

p(a",y") = p(="[y")p(y")
= p($t|yn)p($t+1|yn)p(yn) (HMM-i esimene eeldus)
= p(a'|y")p(aiq |y )p(y"™) (HMM-i teine eeldus)
= p(@' |y )P [y (v )p(yialye)  (Markovi omadus)
p($tayt)p($t+1|y?) (y”+1!yf,) (Uhistéenéiosus)
= p(a, yt)p(mt+1a Yira|ye)- (Tinglik tihistoendosus)

O]

Olgu meil fikseeritud vaatlused " ja 1 < k <t < < n. Antud lemmast jareldub,
et faktoriseering kehtib ka siis, kui y™ asemel on yf€ Iga y™ korral

p(2"™,y") = p(a, y"p(xlir, v |ve)-

6



Summeerides iile yx_1 ja y;, |, saame, et

p(a", yk) = p(at, yb)p(r, i [ye)-

Siit jareldub, et

l k [ 1
p(x", yp) = p(@", yr)p(Thy 1 Yppr k) = p(&, yp)p(@] 1 [y

Erijuhul
p(a", yk) = (e, yp)p(p 1 yr)-

Lause 1.1. Olgu meil vaatlused x™. Siis juhuslik vektori Y” tinglik jaotus tingi-
musel X" = 2™ on mittehomogeenne Markovi ahel. Nimelt mistahes 1 <t < n ja
y'+1 € Y1 korral kehtib

P(Yi1 =ya|Y' =9, X" =2") = P(Yig1 = ye1 |V = o, X" = 2™).
Veelgi enam

P(Yir1 = yera[Ye =y, X" = 2") = P(Yiq1 = yea[Ye = e, Xy = 2)-

Téestus. Fikseerime 3!+ € YT ja niitame, et

pyerly', 2™) = p(yeslye, 2i)-

Lemma 1.1 pohjal kehtivad jargmised vordused

n t+1)

(@™, y"™t) = p(a, y)p(aliq, e |w),  p(x™,yt) = p(at, y')p(@) 1 |ye).

Seega

p(yt+1|yt xn) — p(xnayt+1) — p(xtayt)p($?+17yt+l‘yt)
’ p(zm, yt) p(@t, y )p(xfq |ye)
_ p($?+1,yt+1|yt)

P(l’?ﬂ yt)

= p(Yer1lye, i41)

nagu tarvis. O

1.3 Edasi-tagasi valemid

Toome sisse edasi-tagasi muutujad (ingl forward-backward muutujad):

a(j, =) = p(jlz")p(ah),



1, kui t = n,
plaf Y =), kuit<n.

Blatiali) = {

Muutuja a(j, 2t) kujutab endast toeniosust, et meil on olemas osaline realisatsioon
" ning et ajahetkel ¢ oleme seisundis j. See-eest muutuja S(x}, [j) kujutab endast

osalise vaatluse xy,; toendosust tingimusel, et ajahetkel ¢ oleme seisundis j.

Nende muutujate sissetoomist motiveerib asjaolu, et me saame nende abil efektiiv-
selt leida erinevaid tGen&osusi, naiteks

a(j, ") B(xi417)
p(z") '

pe(dlz") =

Lisaks neid ennast saab leida rekursiivselt (Rabiner, 1989):

a(, =) =Y ali, 2 )piifi(wen), (1.1)
1€y

Blapld) =D Blas i) fi(we)pji- (1.2)
i€y

Vorrand (1.1) kujutab endast jargmist protsessi. Me oleme ajahetkel ¢ seisundis
i ning oleme niinud vaatlusi z!. Seejirel lihme iile seisundisse j. Kuna ajahetkel
t voime olla ka mones muus seisundis kui ¢, siis summeerime iile koikvoimalike
seisundite. Arvestame veel juurde vaatluse x4 ja saamegi valemi (1.1).

Vérrand (1.2) on analoogne. Me leiame toenédosused iga voimaliku seisundi jaoks
ajahetkel £, emiteerime vaatluse x; ning liigume sealt seisundist tagasi seisundisse

7

Tasub maérkida, et ajasammude kasvades kahanevad edasi-tagasi muutujad ekspo-
nentsiaalselt nulli ning voivad seetdttu minna arvuti ujukomaarvu esituse tapsusest
valja. Seetottu leiame ja kasutame arvutusdes edasi-tagasi muutujate logaritmitud
variante In a(j, z*) ja In (2}, |7), mis tagab arvutuslikult parema stabiilsuse. Nen-
de leidmiseks kasutame logsumexp trikki (Gundersen, 2020). Nimelt kui meil on

mingid arvud z” € R" ja
n

Y= ane“,

i=1
siis

n
y=a*+1In E e,
=1

kus a* € R. See trikk voimaldab meil nihutada reaaltelje keskpunkti nii, et tehtavad
arvutused oleksid voimalikult soodsad. Nimelt votame a* = max;—1 ., x;, mis



tagab, et koige suurem suurus oleks null.

Niitid kui me tahame leida logaritmitud edasi-tagasi muutujaid, siis kasutades seo-
seid (1.1) ja (1.2) ning logsumexp trikki, saame, et

a(j,a"™) = aj(j) +1n)_exp(na(i,«’) +Inpy — af(j)) +1n fi(ze1), (1.3)

i€y
In B(z¢'|j) = Bz (J) + anexp(lnﬁ(:c?H!i) +Inpji +1In fi(z) — Bia(4)), (1.4)
i€y
kus
a;(j) = 1{1685( (lna(i,xt) + lnpz-j) ,
ja

Bi41(7) = max (In Bz} 1]i) + Inpji + In fi(z)) -



2 Klastrid, murdepunktid ja risk

2.1 Klastrid ja murdepunktid

Olgu y™ € Y™ vektor (edaspidi ka tee).

Definitsioon 2.1. Tee y™ poolt tekitatud klasterduseks C(y") = {C4,...,Cpn}
nimetatakse hulka, kus klastrid C1i,...,C,, on tee y" indeksite hulga {1,...,n}
ekvivalentsiklassid, kus ekvivalentsusseoseks on

i~ j parajasti, siis kui y; = y;.
Midrkus. Igale teele vastavas klasterduses on iilimalt K klastrit.

Edaspidi kui on antud hulga {1,...,n} klasterdus C, siis tédhistame klasterdust C
tekitavat mingisugust teed kui ¢ = (c1,...,¢p), st C = C(c").

Definitsioon 2.2. Klasterdust C'(y") nimetame kanooniliseks, kui iga klaster on
intervall kujul [¢, j] (st sisaldab koiki tdisarve i ja j vahel).

Niide 2.1. Olgu K = 4, y'% = 4111331411 ja a'® = 1111442223 Siis

C(y') = {{1,8},{2,3,4,7,9,10},{5,6}},
C(a') = {{1,2,3,4},{5,6},{7,8,9},{10}}.

Klasterdus C(a!®) on kanooniline, aga C(y'°) ei ole.

Definitsioon 2.3. Vektori y” indeksit ¢ > 1 nimetatakse murdepunktiks (ingl
change point), kui yi_1 # y;. Binaarset vektorit w(y™) = w € {0,1}"!, mis on
defineeritud seosega

w; =1 <= ¢ on murdepunkt,

nimetatakse vektorile ™ vastavaks murdepunktide vektoriks.

Mdirkus. Vektor w3 koosneb n — 1 elemendist, aga esimest elementi tahistame kui
wo mitte w;.

Niide 2.2. Vaatleme teed 4! = 4111331411. Siis selle murdepunktid on 2, 5,7, 8,9
ning murdepunktide vektor on

wi® = 100101110.

Paneme téhele, et kaks erinevat teed voivad tekitada sama klasterduse, néiteks
C(4111331411) = (C(1222332122), ning igale klasterdusele saab vastavusse seada
viahemalt iithe tee. Seega on klasterduste arv hulgal {1,...,n} viiksem kui koigi
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teede arv K™. Koigi tiikelduste arv, mis jagab n elemendilise hulga k tiikiks, on
teist jarku Stirlingi arv {Z} (Grassl ja Levin, 2018)

{1} - ,j!;;(—w‘ (5)ew-ir,

seega koigi koikvoimalike tiikeltuste arv on
K
>
it
k=1
Kui K = n, nimetatakse antud suurust Belli arvuks.

Kanoonilisi klasterdusi on see-eest vihem. Kui meil on n elementi ja k klastrit, siis
meil on n — 1 kohta, kus saab olla murdepunkt, ning meil saab kokku olla k — 1
murdepunkti, seejuures murdepunktide jirjekord ei ole oluline. Seega on

n—1
k—1
viisi n elemendi tiikeldamiseks k klastriks ning kokku on kanoonilisi klasterdusi
()
P k—1

Kui K = n, on see summa 2" L.

Naide 2.3. Kui n =10 ja K = 4, siis

10 10 10 10
{Th=1 S} = {Jh om0 {710

ja koikvoimalikke tiikeldusi on 43947. Kanoonilisi klasterdusi on (g) + (El)) + (g) +
(g) = 130 ning teede arv on 410 — 1048576.

Paneme téhele, et iga klasterdus defineerib {iheselt murdepunktid, aga mitte vas-
tupidi — murdepunktide vektor defineerib iiheselt ainult kanoonilise klasterduse.
Seega voime tdhistada klasterdusele C' vastavat murdepunktide vektorit kui w(C')
ja murdepunktide vektorile w vastavat kanoonilist klasterdust kui Cyap(w).

Naiide 2.4. Vaatleme kahte erinevat klasterdust C1 = {{1,4,5,6},{2,3,10},{7,8,9}}
ja Cy = {{1,10},4{2,3},{4,5,6},{7,8,9}}. Neile vastab sama murdepunktide vek-
tor

wy = w(C1) = w(Cy) = 101001001.
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Murdepunktide vektori wjy pohjal saame iiheselt leida ainult kanoonilise klaster-
duse, mis on

Cran(w3") = {{1}, {2, 3}, {4, 5.6}, {7,8,9}, {10}} = {[1] [2. 3], [4. 6], [7. 9], [10]}.

2.2 Risk
Olgu Y7, ..., Y, mingisugused juhuslikud suurused vaartuste hulgaga ). Me otsime
vektorit a” € V", mis mingis ,parimas” mottes lahendaks juhuslikku vektorit Y.
Definitsioon 2.4. Kaofunktsiooniks nimetatakse funktsiooni

L:Y"x)Y" - R",
mis seab igale paarile (y",a") vastavuse kahju, mis me saame, kui peame toelist

klassi 4™ ennustatud klassiks a™.

Kaofunktsioon aitab meil konkreetse iilesande jaoks paika panna ,headuse” kritee-
riumi, seejuures mida véiksem on kadu, seda parem on prognoositud vektor. Lisaks
on moistlik néuda, et L(y™,y™) = 0 ehk 6ige hinnangu puhul viga pole. Kuna vek-
tor Y™ on juhuslik suurus, siis on seda ka L(Y™,a™). Kogu vea leidmiseks votame
keskmise sellest.

Definitsioon 2.5. Keskmist kadu nimetatakse riskiks:

Seega parim prognoos on jada, mis minimiseerib riski:

a" = argmin R(a").
aneyn

Naide 2.5. Siimmeetriliseks kaofunktsiooniks nimetatakse kaofunktsiooni

0, kuiy™ =a",

. (2.1)
1, kuiy™ # a™,

kus I on indikaatorfunktsioon. Selle risk on
ning parim prognoos on

a" = argmaxP(Y" = y").

12



Naide 2.6. Kaofunktsiooni

n

Li(y™,a™) = Wy # a;) (2.2)

=1

nimetatakse Hammingu kauguseks, mis on vigade arv kahe vektori vahel. Tea-
tavasti on Hammingu kaugus meetrika ruumil ).

Keskmine vigade arv ehk risk on

n

> My # ai)

=1

Ri(a") =E[Ly(Y",a")] = E

= > (- Bl =a)

n

=Y (1-P(Yi=a))=n-> P(Yi=a)
i=1

i=1
ning seega parim prognoos a" on selline, mille korral
a; = argmax P(Y; = k).

key

2.2.1 Murdepunktide kaofunktsioon

Olgu y™ € Y" vektor ja uy € {0, 1}”71 murdepunktide vektor. Defineerime kao-

funktsiooni
L:Y"x{0,1}" ! — R¥,

kus

L(y", uy) = (Al(yi—1 = ye) (uy = 1) + BI(y—1 # ye) L(ug = 0))

o~
Il
(V]

(2.3)

3

(Al(ye—1 = y)ur + BI(yi—1 # ye)(1 — wr)) -
t=2

Antud kaofunktsiooni puhul on A > 0 valesti prognoosimise hind (tegelikult mur-
depunkti ei ole) ning B > 0 on murdepunkti ,mahamagamise” hind (tegelikult meil
on murdepunkt).

Samavédrselt saame selle kaofunktsiooni esitada veel kujul

L: {0,1}" ' x {0,1}" ' — R,

13



kus tee y" asemel on tema murdepunktide esitus wh = w(y") ning defineerime

L(y", uy) = L(wy,uy) = (Al{fw; = 0)I(uy = 1) + BI(wy = 1) [(uy = 0))

#
3 ||M:
[\

(A(]. — wt)ut + Bwt(l — Ut)) .

t=2

Kui A = B = 1, siis on murdepunktide kadu néites 2.6 vaadatud Hammingu kaugus
jadade wj ja uy vahel.

Markus. Formaalselt on eespool toodud funktsioonid L(y",u}) ja L(wy,u¥) eri-
nevad, kuna funktsioonid on maératud erinevatel hulkadel. Lihtsuse mottes aga
tahistame neid edaspidi sama téhisega.

Me saame kaofunktsiooni laiendada ka teede vahelise erinevuse mootmiseks, kui
defineerime kao kahe tee y™, u" vahel kui L(y", u") := L(y",w(u")). Samuti saame
defineerida kao kahe klasterduse C, C’ korral kui

L(C,C") == L(w(C), w(C")). (2.4)
Niide 2.7. Olgu y'? = 111122211133,a'? = 111111111111, 5'? = 111222222211.

Siis
L(y12,a12) _3B ja L(y12,a12) — A492B.

Paneme téhele, et antud kaofunktsioon kui klasterduste omavaheline kaugus, ei
ole invariantne klasterduse indeksite permutatsiooni suhtes. See tdhendab, et kao-
funktsioon soltub vaatluste jirjekorrast.

Naiide 2.8. Olgu K =4 ja n = 7. Vaatleme kahte klasterdust
Gy = {{17 2, 3}7 {47 5}7 {6}7 {7}} )
Ca = {{1,2},{3,4,5},{6,7}}

ning permutatsiooni o = (1 3 24 5 6 7). Siis parast permutatsiooni rakendamist
saame uued klastrid C7, C%, kus

C1 = Ch,
Cé = {{17 3}7 {2’ 4, 5}7 {6a 7}}

ning naeme, et

L(Cy,Cy) = A+2B aga L(C},Cy) =2A+ B.
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Murdepunktide kaofunktsioonile vastav risk on

R(up) = BILO™, u)] = Y BIALY: 1 = ViJuy + BI(Yi 1 # Y)(1— w)]

NE

~+
||
[\

I
M=

(AB[I(Yj_1 = Y)) e + BE[I(Yiey # Y2)] (1 — u))

-+
||
N

I
M=

(AP(Y;_1 = Y)us + BP(Y, 1 # V) (1 — wy))

i
[N}

ning seega parim murdepunktide vektori prognoos 44 on

U = argmin (AP(Y,—1 =Y,)a + BP(Y;,—1 # Y;)(1 — x))
z€{0,1}
17 BP(E—I 7é 1/%) > AP(}/;—I = }/;f)a

(2.5)
- {0, BP(Yio1 #Y)) < AP(Y,1 = Yy).

2.2.2 Binderi kaofunktsioon

Olgu C hulga {1,...,n} klasterdus ning ¢" = (c1,...,c,) mingi tee, mis selle
klasterduse tekitab ehk C' = C(c").

Definitsioon 2.6. Klasterduse C binaarseks esituseks nimetatakse vektorit,
mis esitub kujul

b(C) = vech ((]I(ci = Cj))ij>7

kus vech annab stimmeetrilise maatriksi (I(¢; = ¢;));; pool vektoriseeringu, st saa-
dud vektor koosneb maatriksi esimesest veerust, teisest veerust, mis algab teisest
reast, kolmandast veerust, mis hakkab kolmandast reast, jne kuni viimane element
on (¢, = ¢y).

Paneme téhele, et binaarne esitus b(C) ei soltu tee ¢ valikust. Toepoolest, binaarne
esitus on tegelikult funktsioon ekvivalentsiseosest ning klasterdus C' on faktorhulk,
mille ekvivalentsiseose maatriks on (I(¢c; = ¢;))i;. Aga kaks erinevat teed ¢ ja ¢,
mis tekitavad sama klasteduse C, peavad tekitama ka sama ekvivalentsiseose ehk
molema tee puhul on leitud binaarne esitus sama. Samasugune argument 6igustab
ka all pool toodava Binderi kaofunktsiooni korrektsust.
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Naiide 2.9. Klasterduse {{1,5},{2,3},{4}} ekvivalentsiseose maatriks on

1 00 01
01100
(H(Ci = Cj))ij = 01 1 00
0 0010
1 0001

ning selle binaarne esitus on (1,0,0,0,1,1,1,0,0,1,0,0,1,0,1).

Definitsioon 2.7. Olgu C,C’ kaks klasterdust. Binderi kaofunktsiooniks ni-
metatakse funktsiooni

B(C,C") = Z (Al(ci = ¢) I(c; # ¢) + Bl(c; # ¢;) I(c; = &), (2.6)

t<s

kus iga paari korral tuleb maksta tasu, kui paar on samas klastris iihe klasterduse
jargi aga erinevates klastrites teise klasterduse jérgi, voi vastupidi.

Mirkus. Binderi kaofunktsioonis vaatleme summat iile paaride {(¢,s) | 1 <t < s < n}.
Paneme téhele, et kui definitsioonis (2.6) summa {ile koigi paaride asendada sum-
maga iile paaride t = s — 1, s, siis saame kaofunktsiooni (2.4).

Kui y”,a™ € Y™ on kaks vektorit, siis me saame defineerida Binderi kao vektorite
vahel (kuna iga vektor tekitab klasterduse)

B(y",a") = B(C(y"),C(a"))
=" (Al(y; = y) Wai # aj) + BU(y; # y;) a; = af))

t<s

voi klasterduse ja vektori vahel
B(y",C) = B(C(y"),C)
= 3 (ALlys = ) Iei # ¢) + BI(y; # ) Le: = &)

voi kahe klasterduse binaarsete esituste by = b(C1), ba = b(C2) vahel kui B(by,be) =
B(C1,C9).

Eelnevalt ndgime, et murdepunktide kaofunktsion (2.3) ei ole indekside permu-
tatsioonide suhtes invariantne. See-eest Binder joudis kaofunktsioonini (2.6) just
otsides kaofunktsiooni, mis oleks invariantne indeksite permutatsiooni suhtes (Bin-
der, 1981). Indeksite invariantsus tdhendab, et kaofunktsioon ei soltu vaatluste
jarjekorrast. Sonastame selle tédpsemalt lausena.
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Lause 2.1. Olgu C,C’ kaks klasterdust hulgal {1,...,n} ning olgu c", ™ €
Y™ kaks teed, mille puhul C' = C(c") ja C' = C(d™). Siis kaofunktsioon (2.6)
on invariantne indeksite hulga permutatsiooni suhtes, st mistahes permutatsiooni
m: {1,...,n} = {1,...n} korral

B(C,C") = B(C(cﬂ(l), .. ,cﬁ(n)), C(C;(l), e c;r(n)));

Toestus. Indeksite permutatsioon ei tee midagi muud kui muudab liidetavate jér-
jekorda summas (2.6). See aga summa vadrtust ei muuda, mistottu esimene véide

kehtib. O

Lause 2.2. Binderi kaofunktsioon on meetrika klasterduste vahel, kui A = B.

Toestus. Iga klasterduse pohjal saame konstrueerida tema binaarse esituse ning
vastupidi. Kui A = B, votab Binderi kaofunktsioon kuju

B(C,C") =AY (I(ci = ¢;) I(c} # &) + (e # ¢) I, = ¢))

t<s

mis on kordajaga A skaleeritud Hammingu kaugus klasterduste binaarsete esituste
vahel. Toepoolest, indeksite {(¢,s) | t < s} ja klasterduse binaarse esituse indeksite
vahel on tksiihene vastavus vech definitsiooni jargi, mistottu kéiakse iga binaarse
esituse vektori element téapselt iihe korra labi. Kui t = s, siis vastab sellele mo-
lema binaaresituse puhul element 1, mistottu selle indeksi dra jatmine summast
kaofunktsiooni véértust ei muuda.

Niisiis, kuna Hammingu kaugus on meetrika, siis seda on ka Binderi kadu. O
Niide 2.10. Olgu 4'2, a'?, b2 nagu niites 2.7. Siis
Cly'™) = {{1,2,3,4,8,9,10},{5,6, 7}, {11,12}},

C(a*?) = {{1,2,...,12}},
c('?) = {{1,2,3,11,12},{4,5,6,7,8,9,10}}
ja
12 12y _ 4. . . =
By, a'*)=4-5B+3-5B+3-2B + 0 41B,
t=1,...,4 t=5,6,7 t=8,9,10 t=11,12

B(y'?,b'?) = 3(4A+2B) + 3B +3-3B+ _0_ =124+ 18B.
t=1,2,3 t=4  t=5,6,7 1=8,..,12
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2.2.3 Ersatz-Binderi kaofunktsioon

Definitsioon 2.8. Olgu C,C’ kaks klasterdust. Ersatz-Binderi kaofunktsioo-
niks nimetatakse funktsiooni

B(C,C") = B(Can(w(C)), Ciaan(w(C")))

= Z (Allct =cp1=...=¢cs) 1 =L, =y = ... =) (2.7)
t<s
+B(l—I(ct=ctp1=...=c)) I, =iy = ... =¢)).

Niisiis, Ersatz-Binderi kao leidmisel esmalt klasterdus ,kanoniseeritakse* ning see-
jarel rakendatakse Binderi kadu. Kui klasterdused on juba kanoonilised, siis B ja
B on vordsed ning vorrandi (2.7) summa all olev avaldis on vordne vorrandi (2.6)
summa all oleva avaldisega.

Analoogselt Binderi kaoga, kui y™,a™ on kaks vektorit, siis saame defineerida kao
vektorite vahel

B(y",a") = B(C(y"),C(a"))

=Y (Al =1 = ... =y )(1 = I(a; = afyy = ... = a}))
t<s
+ B -y =yep1 = ... = ys)) (a; = a1 = ... = a}))

voi murdepunktide vektorite vahel B(w,w’) := B(Ckan(w), Ckan(w')).
Niide 2.11. Olgu 4'2, a'?, b2 nagu niidetes 2.7 ja 2.10. Siis
Clan(w(C(y™)) = {{1,2,3,4},{5,6,7} ,{8,9,10} {11,12}},

Clan(w(C(a'?))) = {{1,2,...,12}},
Clan (w(C(0*2))) = {{1,2,3},{4,5,6,7,8,9,10}, {11,12}}

ja
B(y'?,a'*)=4-8B+3-5B+3-2B+ 0 =53B,
N N N~ ~—
t=1,...4 t=5,6,7 ¢=89,10 ¢=11,12
12 712y _ . _
B2, 0'?)= 34 + 6B +3-3B+ _0 34 + 15B.

t=123 t=4 t=567 t=8,..,12



2.2.4 Binderi ja Ersatz-Binderi kaofunktsiooni risk

Olgu Yy, ..., Y, mingid juhuslikud suurused hulgal Y ja C klasterdus hulgal {1, ...,n},
mille tekitab tee ¢" € V™. Votame antud osas kasutusele vastavad tahistused
(I1<t<s<n)

Iis = 1(Y; = Y), Lis =1(Y; = Y41 = ... =Y,),
s = (Ct = Cs), lts = (Ct = Ct+1 = = Cs),
pis = P(Y; =Y5), pis =P(Y; =Y =...=Y5),

kus vasakus ja paremas tulbas olevaid téhistusi kasutame, kui peame vastavalt
silmas Binderi voi Ersatz-Binderi kaofunktsiooni.

Paneme tahele, et kasutades keskvaartuse lineaarsust, avaldub risk Binder ja Ersatz-
Binder kaofunktsiooni korral jargmiselt

R(C)=E[BY",C)| =E |> ALyl — i) + B(1 — I )i

t<s

= Z (AE[Ls](1 — i) + B(1 — E[ls])its) (2.8)

t<s

= Z (A(L — ds)pes + Birs(1 — prs)) -

t<s

Jareldus 2.1. Vottes A = B, saame, et

R(C) = AZ |7;ts - pts|-

t<s

Toestus. Teisendades saame

R(C) = Z (A(l - its)pts + Bits(l - pts))

t<s
=A Z (pts - 2itspts + Z'ts) - AZ |th5 - pt5|7
t<s t<s

kus viimase vorduse saame, kui vaatame 1dbi juhud #;s = 0 ja i;s = 1 ning votame
saadud tulemused kokku. O
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Lau ja Green niitasid jargmist (Lau ja Green, 2007).

Jareldus 2.2. Riski (2.8) minimiseerimine on samavéérne funktsiooni

Zits <pts - 14fB>

t<s

maksimiseerimisega.

Toestus. Paneme tahele, et

R(C) = Z (A<1 - its)pts + Bits(l - pts))

t<s
= Z Apys — Z Aigsprs + Z Biiys(1 — pys)

t<s t<s t<s
= Z Apts + Z Z-ts(-B - Bpts - Apts)

t<s t<s

. B
:Azpts - (A-FB)ZHS Dts — A+ B)
t<s t<s

O

Maérkame, et jarelduse 2.2 saab teisendada jarelduseks 2.1 ja vastupidi, kui A = B.
Nimelt

. B . ) 1 .
— arg maxz Utg <pt5 — A—i—B) = argmin (— Z 1tsPts + 5 Z zt5>

t<s t<s t<s

(1 . 1 , . . ‘
= argmin (2 Zpts - Z tsPts + 5 Z Zts) = arg mlnz (Pts — 2itsprs + its)

t<s t<s t<s t<s

= arg min Z lits — il
t<s

kus arg min ja arg max voetakse iile klasterduste, kui on tegu Binderi kaofunktsioo-
niga, voi iile kanooniliste klasterdute, kui on tegu Ersatz-Binderi kaofunktsiooniga.

Niisiis, Binderi kaofunktsiooni korral on parim klasterdus C selline, mille korral

C'=argmin Y (Al(c # c.) P(Y; = Yy) + Bl(ey = c.) PV, #Yy))  (2.9)
CeC(n.K) t=q

voi
~ B
C =argmax » l(¢,=c (PY:Y — > 2.10
CGC(n,K)KZS (e =cs) | P(Y: = ¥) A+ B (2.10)
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voi A = B korral

C = argmin | I(ct = ¢5) — P(Y; =Ys)],
CeC(n,K) j<¢

kus C(n, K) on koikide ilimalt K elemendiliste klasterduste hulk hulgal {1,...,n}.

See-eest Ersatz-Binderi korral on parim klasterdus C selline, kus

C = argmin Z(A(l—l(ct:...:cs))P(Yt:...:YS)
C€Cuan(n) t=g (2.11)
+Bl(¢=...=c)(1-P(Y;=... = Y3)))
VOl
C = arg max Z]I(ct =...=¢s) (P(Yt =...=Ys) — AB ) (2.12)
CEChan(n) 1= +B

voi A = B korral

C = argmin Z\H(ct:...:cs)—P(Yt:...:Ys)\,
Ceckan(n) t<s

kus Cyan(n) on koikide kanooniliste klasterduste hulk hulgal {1,...,n}, seejuures
klastrite arvul tilempiiri ei ole.

Maérgime, et kordajate A, B vadrtuste valimisel ei ole konkreetsed véédrtused olulised
vaid hoopis nende suhe. Nimelt, kui A > B, siis leitakse potentsiaalselt vihem
murdepunkte, kui juhul A = B. See-eest kui A < B, siis on leitud murdepunktide
arv potentsiaalselt suurem, kui juhul A = B.

Eelnevalt néitasime, et Binderi kaofunktsioon kétkeb endas ka murdepunktide
kaofunktsiooni. Seega kui vorrandis (2.9) voi (2.11) vaadata summat iile paaride
t = s — 1, s, peaksime saama murdepunktide prognoosi hinnangu (2.5).

Vaatame summat iile paaride ¢ = s — 1, s. Siis votab optimiseerimisiilesanne (2.9)
kuju
n

C = argmin Y (Al(c, # cim1) P(Y; = Yim1) + Bl(ey = ¢io1) P(Y: # Vi)
ceC(n,K) 1=

Siin I(¢; # ¢;—1) tdhendab, et indeks ¢ on murdepunkti, ning I(¢; = ¢;—1) tdhendab,
et t ei ole murdepunkt. Seega kui téhistada 44 = w(C) ja otsida optimaalset
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lahendit iile murdepunktide, saame, et

iy = argmin » (AP(Y; =Y1)L(w = 1) + BP(Y; # Y;_1) I(u; = 0))
upef0,1}" ! 12
= argmin Y (AP(Y; =Y, 1)u + BP(Y; # Y 1)(1—w)),
upe{0,1}" ! =2

mis ongi (2.5).

Kui niitid vorrandites (2.10) voi (2.12) toimida analoogselt, saame sama tingimuse
murdepunktide prognoosi leidmiseks aga teisel kujul:

“n = B
Gy = argmax Z(l — uy) <P(Y} =Y1)— e B)
ug€{071}n71 t=2 (2 13)
= argmin Zut (P(Y} =Y1)— )
ug€{071}n—1 —9 A + B
ehk
U i (P(Y Yio1) B >
Uy = argminx t = Y1) —
z€{0,1} A+ B (2 14)

_ 17 M_LB ZP(}/t:Yt—l))
0, 425 <PYi=Yi).

Teine voimalus seoste (2.13) ja (2.14) néitamiseks on toestuse 2.2 skeemi matkida
murdepunktide kaofunktsiooni (2.3) jaoks.
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2.3 Optimiseerimisiilesande lahendamine

Osutub, et optimiseerimistilesande (2.9) lahendamine on NP-raske (Bansal, Blum
ja Chawla, 2004). See on ka peamine motivatsioon, miks me toime sisse Ersatz-
Binderi kaofunktsiooni moiste. Nimelt nditame, et optimiseerimisiilesannet (2.11)
on voimalik lahendada kasutades diinaamilist planeerimist.

Votame kasutusele tahistused:

Prs =PYi=Yi=...=Yy), i=Ic,=...=¢5), t<s,

fk):=A > prs, f(0,k)=0, 1<I<k<n, (2.15)
t<l<s<k
hl,k):==B >  (1-pus), h(kk)=0 1<I<k<n, (2.16)
I<t<s<k
5(0) = 6(1) =0,
§(k) = mi A(1 = igs)prs + Birs(1 — pis)), k=2,...,n.
I "

Teoreem 2.1. Kehtib jargmine rekursioon:

k1) = min {5(0)+ F(Lk-+1)+h(+ L+ 1)

Toestus. Vaatleme koiki klasterdusi hulgas Cgqyp (k + 1), mille viimane murdepunkt
oni, kusi € {2,...,k+1}, ning leiame nende seast sellise, mis minimiseerib Ersatz-
Binder riski. Olgu see riski minimiseeriv klasterdus C' ja ning olgu y**! tee, mis
tekitab selle klasterduse, st C' = C(y**+1).

Et tegu on kanoonilise klasterdusega, siis

1. peavad koik elemendid y;, ..., yr+1 kuuluma samasse klastrisse ja

2. iikski element y1,...,y;—1 ei kuulu klastrisse {y;, ..., yxr1}-
Kuna klasterdus C' minimiseerib riski iile koigi kanooniliste klasterduste, mille vii-
mane mudepunkt on i, siis peab elementide y1, ..., y;—1 klasterdus C' (see on klas-

terdus, mille me saame, kui klasterdusest C' jatame klastri {y;,...,yp+1} vélja)
olema selline, mis annab riski d(¢ — 1), kuna vastasel korral saaksime koostada
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elementide y1, ..., yr+1 klasterduse, mille risk oleks véiksem kui R(C). Seega

R(C) = (A(L —iss)prs + Birs(1 = prs))

t<s

= Z (A(l - Z't:s)pt,s + Bits(l - pt,s))
t<s<i—1

+ Z Apt,s + Z B(1 - pt,s)
t<i—1<s<k+1 i<s<t<k+1

=5 -+ fi—1,k+1)+h(i,k+1),

kus h(i,k+1) ja f(i—1,k+1) on riski osad, mis on tingitud vastavalt tingimustest
1ja 2.

Olgu C € Cian(k + 1), mille korral R(C) = 6(k + 1). Kuna me ei tea, mis on
klasterduse viimane murdepunkt voi kas klasterdus koosneb ainult iihest klastrist,
siis votame miinimumi iile kdikvoimalike murdepunktide. Seega

Ok +1) = _min A0(W) + f(k+1)+h(l+ 1k + 1)}

Midrkus. Kui rekursioon lahti kirjutada, siis votab see kuju

d(k+1) =min{d(k) + f(k,k+ 1),
S(k—1)+ f(k—1,k+1) + h(k,k+1),
S(k—2)+ f(k—2,k+1)+h(k—1,k+1),

S() + f(Lk+1)+h(2,k+1),
5(0)+h(1,k+1)}.
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Niide 2.12. Olgu A = B = 1. Leiame §(2) ja 6(3) (all on kirjas, mis klasterdusele
antud kadu vastab):

0(2) = min{0(0) + h(1,2),0(1) + f(1,2)} = min{l — p19, ﬁlﬁx }
{12y {13.{2}
5(3) = min{6(0) + h(1,3),8(1) + f(1,3) + h(2,3),5(2) + f(2,3)}
= min{d(0) + h(1,3),0(1) + f(1,3) + h(2,3), min{1 — p12,p12} + P13 + P23}
= min{ (1 — p12) + (1 — p13) + (1 — p23), p12 + P13 + (1 — pa3),

(1,23} (1},{2,3}
(1 — p12) + p13 + p23, p12 + P13 + P23}
{1,2},{3} {1},{2},{3}

Lause 2.1 annab meile viisi, kuidas rekursiivselt lahendada optimiseerimisiilesannet
(2.11). Olgu C vorrandit (2.11) minimiseeriv klasterdus. Leiame jarjest 6(1),d(2)
jne kuni 16puks leiame §(n), mille puhul kehtib

§(n) =EBY",C)=R(C).

Tahistame niiid

Pk +1) :=argmin{d6(l) + f(LLE+1)+h(l+1,k+1)}
lef{0,....,k}

ning rekursiooni igal sammul salvestame 1 (k + 1). Selle tulemusel saame arvud
P(1) == 0,v(2),9(3),...,¢¥(n), kus ¥ (k) € [0,k — 1]. Kasutades neid arve, saame
tagant ettepoole tulles leida murdepunktid

ri=vn), r=v(r), ..., =%y, ..., rm=1%(1)=0,

kus r1 +1 on klasterduse viimane murdepunkt, mis jaotab klasterduse kaheks osaks
[1,71] ja [r1+1,n]; 72+ 1 on elementide 1, ..., 7 klasterduse viimane murdepunkt,
mis jaotab klasterduse kaheks osaks [1,72] ja [r2 + 1,7r1] jne. Jérelikult tulevad
murdepunktid

m="ma1+1, m=rmoeo+1, -, Tp_1=1r1+1
ning vastav klasterdus on
a = {[1,7’m_1] ; [Tm_l + ]-7 Tm—Z] o [T3 + ]-7 TQ] ) [TQ + ]-7 Tl] ) [Tl + 17”]} .

Koik sammud on kokku voetud algoritmis 2.1.
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Algoritm 2.1: Ersatz-Binderi kaofunktsioonile vastava riski mini-

miseerimine.
1. Fikseerime algvadrtused: §(0) = d(1) :== 0.
2. Igak=1,...,n — 1 korral leiame

dk+1) = le{%@k} {6()+ fl,E+1)+h(l+1,k+1)}

ja
Y(k+1) = argmin{6(l) + f([,k+1) + h(l + 1,k +1)}.
1e{0,....k}

3. Tagant ettepoole tulles leiame punktid
ri=v%n), re=¢ (), ..., rjr1=9%(rj), ..., rm =9%(1) =0.
4. Tagastame murdepunktid
TM=Tm1+1l, m=rpo+1, -, Tp_1=r1+1
ning klasterduse

C = {[L,rme1], [rmet1 + 1, Tmes] - [rs + L,72] , [ra + 1,71] , [r1 + 1,m]} .

2.3.1 Arvutuslikud markused

Osutub, et suuruste f ja h leidmine otse definitsioonide (2.15) ja (2.16) pohjal ei
ole moistlik. Nimelt peab igal sammul tegema arvutusi, mida on tehtud eelmisel
sammul, ning seetottu voib algoritm joosta suurema sisendi korral ootatust aeg-
lasemalt. Toome &ra moningad rekursiivsed seosed, mida saab f ja h leidmiseks
kasutada.

Lause 2.3. Olgu 1 <[ < k. Kehtivad jargmised seosed:

Lo f k) + A prirr = f(LE+1),

2. flk) + AQ qri1<s<k Plats — 2o Priv1) = L+ 1K),
3. h(l, k) + B icicr(I = pras1) = h(l, k + 1),

4. h(l+1,k) + B o icoci(1 —pis) = h(l, k).
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Toestus. Tahistame hi(k) = B ;o< (1 — pts). Siis

hiLky=B Y (-p)= D, hk).

t,s: I<t<s<k t: I<t<k
1. Kehtib
flLE+1) =4 > pu=Al D put Y Prr
t,s: t<l<s<k+1 t,s: t<l<s<k t: t<l
=fl,k)+A Z Ptk+1-
t: t<l

2. Néeme, et

FU+1L,k)=A > pe=A S bt > pes

t,s: t<l+1<s<k t,s: t<l<l+1<s<k s: I+1<s<k
=A § Pts + § Ditl,s — E Dt,i+1
t,s: t<l<s<k s: 1+1<s<k t: t<l

=f(l,k)+ A Z Ditl,s — Z Dti+1

s: 1+1<s<k t: t<l
3. Markame, et

hlLk+1) = > h(k+1)

t: I<t<k+1
= Y (u(k)+ B(1—pixs1))
t I<t<k+1
= Z hi(k) + B Z (1 = pr+1)
t: I<t<k+1 t: I<t<k+1
. Z hi(k) + B Z (1 = pri+1)
t: I<t<k t: 1<t<k
=h(l,k)+ B Z (1 = pris1)s

t: 1<t<k

kus vordus (x) tuleb sellest, et hx(k) = 0.
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4. Paneme tihele

h(l, k) = Z hi(k) = Z hi(k) + hu(k)
t: I<t<k t: 1+1<t<k
=h(l+1,k)+ (k) =h(l+Lk)+B >  (1-py).

s: I<s<k

O

Oletame, et meil on téendosused pys olemas. Siis paneme téhele, et h arvutamiseks
definitsiooni (2.16) pdohjal tuleb teha (k=0)(k—i+1)/2 — 1 tehet, mis tdhendab, et
h(1,2),h(2,3),... leidmisel ei peagi iihtegi tehet tegema. Lause 2.3 pohjal tuleb
seosete (2.19) ja (2.20) kasutamisel teha vastavalt k — 1+ 1 ja k — [ tehet.

Niisiis, h arvutamiseks on kaks varianti. Alguses leiame koigepealt h(1,2), h(2,3),
h(3,4) jne. Seejarel kas kasutame seost (2.19) ning leiame h(1,2) — h(1,3) —
h(1,4), h(2,3) — h(2,4) jne (liigume iilevalt alla) voi kasutame seost (2.20) ja
leiame h(2,3) — h(1,3), h(3,4) — h(2,4) — h(1,4) jne (liigume paremalt vasaku-
le). Mélemal juhul teeme kokku sama palju liitmistehteid. Ulevaate skeemist annab
joonis 1.

Funktsiooni f arvutamiseks on maistlik kasutada seost (2.17), kuna néhtavasti seos
(2.18) sisaldab rohkem arvutustehteid. Moistlik on toimida jargmiselt. Igal sammul
k leiame ja jatame meelde suurused f(1,k),..., f(k—1,k). Kasutades seost (2.17)
leiame f(1,k+1),...,f(k—1,k+ 1) ning arvutame definitsiooni pohjal suuruse
f(k,k+1). Nitd voib f(1,k),..., f(k—1, k) &ra unustada ning hoida meeles hoopis
suuruseid f(1,k+1),..., f(k,k+1).

Oletame niitid, et (Y, X) on varjatud Markovi ahel ning meil on olemas vaatlused

2" € R". Uurime, kuidas arvutada toendosusi P(Y; = ... = Y| X" = 2"), kus
1<t <s<n.

Paneme téhele, et kui me soovime, siis me voime toendosuse P(Y; = ... = Y| X" =
x™) asemel leida toendosuse P(Y; = ... =Y,, X" = 2"), kuna vaatlused on fiksee-

ritud. Olgu y; € ¥+, Siis kasutades lemmat 1.1, saame

p(a", yf) = ( Sy p(n | ys) = p(a, y)p(5 1, v ly)p(@lyy | ys)

= p(«", y ) (Wi 1Ly ) (g1 [y )Py | ys)
= a(y, @ (prz,yzH) < H fyz(frZ)) B(@gy1lys)-
i=t+1

28



\_/[\D\_/

(S
%
>

=
—~
—_
w

(2,3),[0]
2
) [
)

2
3

3

4

T~ w

&
%.-,
>

>
—
—_
W

(2,4

=

5
%
>

=
—
—_
ot

(2a 5 ) [ ]‘7
4
h(1,6), [14]—>—h(2,6), [9] ——h

ot

0
9] =
5)
9

h(3,5

(3,4),[0]
2
), (2] =2
3

6), [5]——n

(4,5),[0]
2

3, (4,6), [2)—2—h(5,6), [0

Joonis 1: Ulevaade h arvutamisest. Kantsulgude sees on kujutatud liitmis-
tehete arvu, mida tuleb h(l, k) leidmiseks teha. Nooltega on kujutatud voi-

malikku arvutusskeemi, kus noole

peal on dra toodud iileminukul tehtavate

arvutuste arv. Margime, et koik nooled on iimberpooratavad.

Seega
P(Yi=... =Y, X"=a") =)
JjeY
JjeY

P(n:]7>Y:9:]7Xn:$n)
a(j, ") (ps;)° ( H fi(@i) > (@541l7)-
i=t+1
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3 Segmenteerimine

Eelmises peatiikis uurisime, kuidas leida erinevate kaofunktsioonide ja nende poolt
tekitatud riskide korral parimat murdepunktide prognoosi, mis asetab meid kahe-
sammulisel segmenteerimisel poolele teele. Selles peatiikis naitame ldhemalt, kuidas
leitud prognoosi ara kasutada

Kui (Y, X) on HMM, siis segmenteerimiseks nimetatakse vaatluste ™ pdohjal
yJparima“ tee y" leidmist. Parimuse kriteeriumi méarab ara kaofunktsioon ja tema
poolt tekitatud risk (nagu peatiikis 2.2). Ainuke erinevus on see, et meil on olemas
ka vaatlused ", mistottu vaatleme riski asemel tinglikut riski

R(a™|z") =EL(Y",a"| X" =2") = Z L(y",a")P(Y" =y"| X" =2"),

kus a"™ on mingisugune prognoos ja L on mingisugune kaofunktsioon. Eesmérk
on uurida lahemalt olukordi, kus kaofunktsiooniks on siimmeetriline kaofunktsioon
(néide 2.5) voi Hammingu kaugus (néide 2.6).

Lause 1.1 pohjal teame, et Y™ tinglik jaotus tingimusel X™ = z™ on mitteho-
mogeenne Markovi ahel. Seetottu voime vaadata jargmist probleemi: kui Y on
mittehomogeenne Markovi ahel, siis kuidas leida mingit riski minimiseerivat teed.
Kui oskame seda probleemi lahendada, siis leitud lahenduse saab lause 1.1 pohjal
teisendada timber HMM-i jaoks.

3.1 Tahistused

Olgu uy murdepunktide vektori prognoos, mis on saadud siis kas (2.5), (2.9) voi
(2.11) lahendamisel. Olgu Y7, Ys, ..., Y, mittehomogeenne Markovi ahel seisundite
hulgaga Y. Iga j € Y korral tdhistame algtoendosusi jargnevalt

T = P(Y1 =)

Kul<wu<w 1<t y"e Ytjai,j € ), siis votame kasutusele jargmised
tahistused

pe(ye) =P (Y = yp), pe(ylyn) =P =u | Y, =),
1 . .
p(yl) =PV = y2), P =PV = j | Vi = ).
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Meenutame, et murdepunktide kaofunktsioon oli defineeritud kui

n

L(y" ug) =Y  (Al(ye—1 = y) e = 1) + BL(gr—1 # y) l(uy = 0))
t=2

= (Al(yt—1 = ye)ut + Bl(yr—1 # ye)(1 — wr)) -
=2

(2.3)

Votame selles peatiikis kasutusele tahise
mi;(t) == AL(i = j)us + BI(7 # j)(1 — )

ehk m;;(t) on iiks liidetav murdepunktide kaofunktsioonist. Seega esitub (2.3) kujul

n
L(yn7 US) = Z mytq,yz (t)
t=2

3.2 Viterbi algoritm murdepunktide prognoosi korral

Naites 2.5 vaatasime stimmeetrilist kaofunktsiooni

L (yn an> _ 0, kui yn = an’
oM 1, kuiy™ # a”,

mille korral oli riski
Ro(a") =ELy(Y",a")=1—-P(Y" =a")

minimiseerimine samavéérne suuruse P(Y" = a") maksimiseerimisega. Sellist so-
bivat teed ehk koige toenéolisemat teed

v" = argmax p(y") (3.1)

nimetatakse Viterbi joonduseks ning vastavat algortimi selle leidmiseks Viterbi
algoritmiks.

Vaatame tilesande (3.1) kitsentatud varianti, kus me otsime teed, mille murdepunk-
tide vektor kattub meie prognoositud murdepunktide vektoriga uy:

n

v = argmax p(y"). (3.2)
y":L(y",ug):()

Siin L on murdepunktide kaofunktsioon (2.3) ning me otsime koige toenéolisemat
teed, mille murdepunktid oleksid tapselt uy. Selle iilesande lahendamise eesmark
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on dra kasutada informatsiooni, mida me saime murdepunktide prognoosimisega.

Tahistame

8i(j) = max  p(y").
Y ,9t=]
L(y*,ub)=0

Lause 3.1. Kehtib rekursioon

S (1) — (t+D 5 ()
t41(7) i€y rgﬂlf()tiﬂ):op” (@)

Téestus. Kui y'™! € Y1 on tee, mis 16peb punktis j (st 141 = j), siis saame
teisendada

(t+1)

) = p"p(en | ) = p@ (e | v) = ' nl, .

p(y

Vaatleme teesid st € Y, mille 16pp-punkt on 4 ning mille murdepunktide vektor

on ub (st L(s',u}) = 0), ning valime neist sellise, mille korral on suurus p(st)pgi:-l)
maksimaalne. Sel juhul maksimiseerides
t+1 t+1 t+1
max  p(y'™) = max plTpyt) = pl max  p(yt) = plVp(sh)
yt7yt:’b yt7yt=Z ytvyt:l
L(y*ub)=0 L(y*ub)=0 L(y*,uj)=0
ning seega on tee s’ selline, mille korral 6(i) = p(s). Jirelikult
0. ) = max D) ax Y = max 5, (0).
t+1(J) iey: mu(tr1)=0" S p(y") iey: mij(t+1)=op” +(4)
L(y*ub)=0
]

Lause 3.1 pohjal saame koostada algoritmi tilesande (3.2) lahendamiseks (vt algo-
ritm 3.1).

Olgu murdepunktide prognoosi wy murdepunktide indeksid 71 < 7 < ... < 7,
kus 7; = j kui indeks j on i-ndas murdepunkt. Soltuvalt kordajate A, B vaartus-
test soltub uuendamise tingimus. Kui A, B > 0, siis on leitud joonduse v" koik

murdepunktid ette antud (st murdepunktid on tépselt 71, ..., 7x)
. N (t+1
()= max &GPl

i€y
’L=] kui ut+1:0
1#7 kui ugp1=1

kui A > 0; B = 0, siis on koik indeksid {71, ..., 7} joonduse v murdepunktid aga
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Algoritm 3.1: Viterbi joonduse leidmine murdepunktide vektori

prognoosi korral.

1. Fikseerime rekursiooni alguse: Vj € ) : 01(j) = ;.

2. IgajeYjat=1,...,n—1 korral leiame uue §;+1(7) lause 3.1 pohjal
ning salvestame valitud seisundi muutujasse i;41(j):

t+1(7) o B @)y,
ity1(j) =  argmax 6t(i)pz(§+1)-

ey mij(t—l-l):o
3. Tagant ettepoole tulles leiame kitsentatud Viterbi joonduse:

Up = argmaxon(j), vt =ti11(ve41) t=n—1,n—2,...,1.
J

4. Tagastame kitsentatud Viterbi joonduse v = (v1,ve, ..., vp).

neid voib-olla rohkem
5t+1(j) = max 5t(i)19@+1);

i€y K
’L#] kui ut+1:1

kui A = 0; B > 0, siis sisalduvad v" murdepunktid hulgas {7,..., 7} aga neid
voib-olla vahem )
N o (t1
oi1(J) = max oe(i)pi; -
i=7 kui ut4+1=0

Naiide 3.1. Vaatleme olukorda, kus on meil ¢t = 15 ajaseisundit ning ainsad mur-
depunktid on ¢ = 3 ja t = 9. Lisaks olgu A > 0 ja B > 0. Antud olukorda
on kujutada joonisel 2, kus punktiirjooned kujutavad véértusi i;(j) ning jamedam
joon tahistsab leitud joondust.

Esimesel sammul murdepunkte ei ole, mistottu ainuke vomalus on samas seisus
edasi olla. Sammul kaks on murdepunkt, mistottu peab seisundit vahetama ning
ei saa samasse seisundisse jadda. Peale seda ei saa enam seisundit vahetada, kuni
joutakse murdepunktini t = 9, mille korral peab seisundit muutma. Joudes 16ppu,
kaijakse mooda tuldud teed tagasi ning leitakse parim tee, mis on margitud joonisel
jamedalt.
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Joonis 2: Niide kitsendatud Viterbi algoritmi jooksutamisest.

3.3 PMAP-joondus murdepunktide prognoosi korral

Stimmeetrilise kaofunktsiooni (2.1) puhul ei méngi vigade arv rolli (st indeksite
arv, kus kaks teed erinevad teineteisest) — kadu kahe tee vahel on sama, hoolima-
ta sellest kas erinevus on iihes kohas voi mitmes kohas. Seetottu tasub vaadelda
punktiviisilist kaofunktsiooni, mis arvestab ka vigade arvuga.

Naites 2.6 vaadatud Hammingu kaugus

n

Li(y",a") = 1y # a;) (2.2)

i=1

loeb paarikaupa kokku vigade arvu kahe vektori vahel. Parim prognoos v™ on sel-

line, mille korral
vy = argmax P(Y; = k), (3.3)
key
seejuures joondust v™ nimetatakse PMAP-joonduseks (ingl pointwise mazimum
a posteriori alignment).

Vaatleme kitsendatud iilesannet, kus otsime PMAP-joonduse (3.3) analoogi, mis
kasutaks ka murdepunktide prognoosi uy

n
v = argmax Zpt(yt).
yrL(ynuz)=032

Tahistame .

0:(j) == max Di(Yi)-
)= a3 pio)

L(y*,ub)=0



Lause 3.2. Kehtib rekursioon

51(j) = 81 (i ), t>2.
t0) = ymax, 0D +plg), 2

Toestus. Paneme téahele, et
t t—1
0(j) = max > pilyi) = max > piyi) + peld)
YL,Yt=) . YYt =, -
L(yt,ug):o i=1 [Z//(yt,uzg)zjo =1
= max Or—1(2) + ).
ey mij(t):O ¢ 1( ) pt(])

O
Antud lause pohjla saame koostada algoritmi 3.2. Soltuvalt kordajate A, B vaar-

tustest saab kitsendatud PMAP joonduse uuendamise tingimuse lahti kirjutada
nagu sai tehtud Viterbi joonduse puhul.

Algoritm 3.2: PMAP joonduse leidmine murdepunktide vektori

prognoosi korral.
1. Fikseerime rekursiooni alguse: Vj € ) : 01(j) = ;.

2. IgajeYijat=1,...,n—1 korral leiame &;11(j) ning salvestame
valitud seisundi muutujasse i¢11(j):

der1(y) = ey nrfilf(ﬁl):o 8¢ (2) + pet1(4)

ja
itt1(j) =  argmax  0¢(i) + pre1(5)-
1€Y: my;(t+1)=0

3. Tagant ettepoole tulles leiame joonduse:

vp = argmaxon(j), v =idr1(vi41), t=n—1,n—2,...,1.
Jjey
4. Tagastame joonduse v" = (v1,v2, ..., Uy).
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3.4 Etteantud murdepunktide arv

Praktikas on teinekord teada murdepunktide arv voi selle iilemine/alumine piir
ning me sooviksime seda informatsiooni dra kasutada. Seega kui on teada, et on
(tédpselt/vahemalt /iilimalt) k£ murdepunkti, siis me otsime teatavas mottes parimat
teed nende teede hulgast, kus on (tdpselt/vihemalt /tilimalt) & murdepunkti.

Uks variant on leida kdik murdepunktide vektorid, kus on k murdepunkti, ning
jooksutada iihte eelnevat algoritmi. Paraku on see lisna ressursikulukas ja ei ole
efektiivne. Néiteks kui on vaja leida parim prognoos, kus on tapselt £ murdepunkti,
siis selliseid murdepunktide vektoreid on (";1) ning see arv on suurim, kui k =
|7»—1/2| (halvim juht). Sellise k korral

on—1 <n — 1)
< .
n - k

Siin aitab tdhelepanek, et kaks erinevat murdepunktide vektorit vovad omavahel
kattuda (néaiteks 01101 ja 01110 kattuvad esimese kolme murdepunkti osas) ning
me ei pea molema jaoks rakendama eelnevat algoritmi taies ulatuses.

Olgu p(y™) tee y™ murdepunktide arv. Otsime lahendust jargmistele optimismee-

rimistilesannetele:
max  p(y"” 3.4
Y p(yn)=k ") (34)
ja
max , 3.5
yn u(y")—k;pt(yt) (3:5)

kus méark = maksimumi tingimuses voib olla nii > kui ka <.

Lahendame neist (3.4). Siis iilesande (3.5) lahendamine on analoogne. Téhistame

8"(j) = max p(y").
Y,9t=]
u(yt)=m
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Lause 3.3. Kehtib rekursioon

m (j) = 57 (5)pty, S (?+1)>, t>1,m>1.
i11(7) maX( i (7)p;; X O (0)p;; 21, mz

Toestus. Kasutades Markovi omadust ja arvestades, et uuel sammul kas on mur-
depunkt voi ei ole, saame

more ty (t+1) ty, (t+1)
t11(J) = max ( y%?}:(j Py )Py, ;s y{f}j‘;{j Py )Py, )
u(yt)=m p(y')=m—1
— max [ 07(j)plt 1), max  max ¢ (t+~1))
(G, e w05

u(y)=m—1

= max (5?1(j)p§-;+1), iergz\i?j} 5?_1(i)pz(§'+l)).

O]

Maksimumi esimene element kirjeldab juhtu, kus on juba eelnevalt labitud tees m
murdepunkti ning seega ainuke variant on jidda samasse seisundisse. Teine element
vaatleb olukorda, kus varasema tee puhul on m — 1 murdepunkti, mistottu tuleb
antud ajahetkel hiipata teise seisundisse.

Saame algoritmi.

Algoritm 3.3: Viterbi algoritm murdepunktide arvu korral.

1. Fikseerime rekursiooni alguse:

Vi€V : () =mj, 67(j) =0;
Vtzl,...,n:é}st =

2. Igat=1,....n—1jam=ca(t+1),...,8(t+ 1) korral leiame

o S (D) sm—1; (t_+1))
i11(7) maX<t (J)p;; > ax 0 (@p; ),

Ll O < s

R L
i#j
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Js kui k44 (j) = 0,
Zﬁ.l(]) = arg max;— 5m—1(i) (f—l—l) kui k™ () —
2—2175]71 t Di; 7 KUl R q(J
kus a(t) = max(0,t — (n—k)) ja f(t) = min(t — 1, k). Siin « tagab, et
prognoosi leidmise lopuks oleks olemas vihemalt £ murdepunkti, ning
B tagab, et prognoosis ei oleks rohkem kui & murdepunkti (vt joonist
3).

3. Tagant ettepoole tulles leiame joonduse, samal ajal pidades arvet tek-
kinud murdepunktide iile:

v, = arg max o~ (5), ln =k,
JEY
Un—1 = Zi{l (Un)a ln1=1n — H(Un 7£ Un—l)a
o
v = i3 (Vi) e = lip1 — L(veg # v),

v = il22 (’Ug).

4. Tagastame joonduse v = (vy,...,vy).

\.

Vaatame ka juhtu, kui mérk = vorrandi (3.4) maksimumi tingimuses on > voi <
(vt joonis 4). Kui on vaja, et u(y") < k, siis votame iga t korral a(t) =0 ja

(Un,ly) == argmax 6,'(j).
J€Y, m=0,...k

Kui on vaja, et u(y™) > k, siis votame iga t korral 5(t) =t — 1 ja

(vn,lp) = argmax  d,'(4).
j€Y, m=k,....n—1

Kui on vaja, et k1 < u(y™) < ko, siis saame kombineerida eelmised variandid vottes
a(t) = max(0,t — (n — k1)), B(t) = min(t — 1, k2) ja

(Un,lp) = argmax  0,'(j).
J€Y, m=ki,...k2
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Joonis 3: Tingimus p(y"™) = k, kus vérvitud ala néitab voimalike murdepunk-
tide arvu sdltuvust ajahetkest. Ulesannete (3.4) ja (3.5) lahendi a™ iteratiivsel
leidmisel, on a; korral 0 murdepunkti, as korral voib olla kuni 1 murdepunkt,
ag korral kuni 2 murdepunkti ja nii edasi, kuni a;; korral ja edasi ei saa olla
rohkem kui & murdepunkti. Hetkel n — k ei pea olema veel iihtegi murde-
punkti, aga hetkel n — k 4+ 1 peab olema viahemalt {iks murdepunkt, kuna
vastasel korral ei saa jargmise n — (n—k-+1) = k— 1 saamu jooksul vajalikku
k murdepunkti kokku. Hetkel n — 2 voib olla kaks murdepunkti puudu, n — 1
korral voib olla iiks murdepunkt puudu ning hetkel n peab olema téapselt k
murdepunkti.
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Joonis 4: Voéimalike murdepunktide arv tingimusel p(y™) > k on toodud
vélja sinise varvi ja kriipsjoonega. Voimalike murdepunktide arv tingimusel
pu(y™) < k on toodud vélja oranzi varvi ja punktjoonega. Seal, kus need
piirkonnad kattuvad, saame murdepunktide arvu tingimusel p(y™) = k nagu
néidatud joonisel 3.
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4 Simulatsioonid

Selle peatiiki eesmérk on veenduda t66 kiigus leitud algoritmide korrektsuses ning
illustreerida neid iihe konkreetse mudeli jaoks. Me ei proovi kuidagi elda kas iiks
algoritm on parem kui teine, kuna iga leitud joondus on mingi kriteeriumi mottes
parim.

Nimelt vaatleme jargmist HMM-i, kus tileminekumaatriks on
0.97 0.03
P= (0.02 0.98)
ning emissioonijaotused on A'(0, 1) ja N'(1, 1). Uleminekumaatriks on valitud nii, et

pika ajaperioodi peale oleks vihe murdepunkte. Me genereerisime sellest mudelist
ithe vaatluste tee 22?0 ja sellele vastava varjatud seisundite tee y2°0.

Esimeses osas vaatleme segmenteerimist, kus me anname ette murdepunktide arvu,
ning teises osas vaatleme kaheastmelist segmenteerimist. Molemal juhul eeldame,
et meie mudel on o6ige, st mudeli parameetrid vastavad tegelikult kasutatud para-
meetritele.

Simulatsioonideks loodud kood ning genereeritud andmed asuvad GitLabis (Ales-
ma, 2024). Koodi koostamisel on osaliselt kasutatud koodi teegist hmmlearn (2014).

4.1 Kitsentatud Viterbi algoritm ette antud murdepunk-
tide arvu korral

Vaatleme selles peatiikis Viterbi joonduse (3.1) ja kitsentatud Viterbi joonduse
(3.4) toimist andmete 2% puhul. Kui tegeliku tee murdepunktide arv on d, siis
ette antud murdepunktide arvud on valitud jargmiselt: murdepunkte on vihemalt
iiks rohkem, kui Viterbi joonduse murdepunktide arv; murdepunkte on vdhemalt
d — 2; murdepunkte on iilimalt d+42; murdepunktide arv on vahemikus [d — 2, d + 2]
ja murdepunkte on téapselt d.

Joonisel 5 on kujutatud saadud tulemusi. Ndeme, et Viterbi joondus magab maha
kolm erinevat seisundi vahetust, mis on Viterbi joonduse puhul tavaline. Kui me
nouame, et oleks vihemalt 7 murdepunkti, siis leiame iiles lihe seisundi vahetuse,
mida Viterbi algoritm ei leidnud. Noudes, et oleks vihemalt 10 murdepunkti, leiame
Viterbi algoritmist kaks seisundi vahetust rohkem iiles. Kui murdepunktide arv on
iillimalt 14, siis leiame Viterbi joonduse, kuna Viterbi joonduses on 6 murdepunkti
ning sisaldub voimalike teede hulgas. Juhul kui murdepunktide arv on 10 ja 14
vahel, saame tagasi seisundi nagu kolmandas reas. Kui tahame, et murdepunktide
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Joonis 5: Andmete 2%%° segmenteerimisel saadud joondused. Musta punktiir-
joonega on kujutatud tee y*°° ning oranzi joonega prognoositud joondus a**.
Joonise vasakul on vilja toodud kas tegu on tavalise Viterbi joondusega voi
on voimalikele murdepunktide arvule seatud piirang.

arv oleks tipselt 12 (see on toelise tee y*% murdepunktide arv), siis onnestub
enam-vahem edukalt leida koik seisundi vahetused.

4.2 Kaheastmeline segmenteerimine

Vaatleme selle peatiikis juhtu, kus teostame vaatluste 240 peal kaheastmelist seg-
menteerimist kasutates kitsentatud Viterbi algoritmi — nimelt leiame koigepealt
murdepunktide vektori prognoosi kas lahendades {ilesande murdepunktide kao-
funktsiooni (2.5) voi Ersatz-Binderi kaofunktsiooni (2.11) puhul ning seejérel leiame
sellele vastava joonduse lahendades iilesande (3.2). Ulesannet (2.5) ja (2.11) lahen-
damisel fikseerime A = 1 ning muudame B viartust nii, et kidime l&bi nende korda-
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jate erinevad suhted. Murdepunktide kaofunktsiooni korral vaatleme suuremaid B
vaartusi, kui teeme seda Ersatz-Binderi kaofunktsiooni puhul. See on tingitud as-
jaolust, et murdepunktide kaofunktsiooni korral leiame toendosused, mis soltuvad
ainult kahest jéarjestikusest ajasammust, aga Ersatz-Binderi puhul on vaadeldavad
ajavahemikud pikemad; lisaks on Markovi ahela {ileminekumaatriksi diagonaal pea-
aegu iiks. See tdhendab, et murdepunktide kaofunktsiooni puhul leitud toenéosused
on suuremad kui on need Ersatz-Binderi korral.

Kitsendatud Viterbi joonduse (3.2) leidmisel vaatame kolme juhtu: leitud joon-
duse murdepunktid peavad téapselt kattuma murdepunktide vektori prognoosiga,
leitud joonduses voib olla vihem murdepunkte ja leitud joonduses voib olla roh-
kem murdepunkte. Saadud tulemused on toodud lisas joonistel 6, 8, 10 ja 7, 9, 11.
Prognoositud murdepunktid on mérgitud katkentliku piistkriipsuga.

Kui otsitava joonduse puhul lubada rohkem murdepunkte, kui on murdepunktide
vektori prognoosis, siis on mélema kaofunktsiooni korral saadud joonised sarnased.

Kui otsitavas joonduses voib murdepunkte olla vihem kui murdepunktide vektori
prognoosis, siis me saame molemal juhul midagi Viterbi joonduse sarnast voi tapselt
Viterbi joonduse. Seejuures saame tépselt Viterbi joonduse siis, kui murdepunktide
vektor sisaldab Viterbi joonduse murdepunkte.

Jooniselt ndeme, et molema kaofunktsiooni puhul esineb tihti jirgmine muster —
minnakse iihest seisundist iile teise ning seejarel hiippatakse kohe mone ajasammu
jarel tagasi (nendes punktides tekivad joonisel teravikud). Seejuures selline hiippa-
mine tehakse umbes ajahetke kandis, kus tegelikult esineb ka murdepunkt, ning kui
neid hiippamisi on mitu, siis need on tihti koos. Plokkide sees, kus tegelik joondus
on pikalt paigal, ei esine sellist hiippamist. Problemaatilised on kohad, kus tee y*°
vahetab tihti seisundit.

Spekuleerime siin kohal miks selline ndhtus esineb. Molema kaofunktsiooni puhul
soltuvad leitavad toendosused vaatlustest. Kui olla pika ploki keskel, mis koosneb
samadest seisunditest, siis jddb antud ajahetkest molemale poole palju vaatlusi, mis
on umbes tegeliku seisundi ldhedal. Need vaatlused aitavad leitavat toendosust silu-
da, isegi siis kui antud ajahetkel vastav vaatlus ei vasta iildse tegelikule seisundile.
Kui vaadelda hetki plokkide otstes, siis seal on nende vaatluste arv, mis aitavad
toendosusi siluda, viiksem. Kui mudeli varjatud osa vahetab sageli seisundit (nagu
on joonise 16pus), siis on siluvaid vaatlusi veel vihem.

Ersatz-Binderi kaofunktsiooni puhul v6ib murdepunktide kuhjumist lisaks veel poh-
justada asjaolu, et seda on kaofunktsioonil odavam teha. Vaatleme sellist olukorda,
kus tegelik klasterdus on {{1,...,50},{51,...,150}} ning nouame, et meil oleks
kaks murdepunkti. Paigutame esimese murdepunkti indeksile 51. Kui me paigu-
taksime teise murdepunkti klastri {51,...,150} keskele ning vaatleksime Ersatz-
Binderi kaofunktsiooni tegeliku klasterduse ja klasterduse {{1,...,50}, {51,...,100},
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{101,...,150}} vahel, siis me teeksime vea 502 indeksite paari korral. Kui paigu-
taksime teise murdepunkti klastri {1,...,50} keskele, siis teeksime vea 252 in-
deksite paari korral. Vottes indeksi 52 teiseks murdepunktiks, tekib klasterdus
{{1,...,50},{51},{52,...,150}} ning teeksime vea ainult 99 paari korral.

Teravike tekkimine murdepunktide ldheduses, nende kuhjumine ja asjaolu, et vaa-
deldav protsess tahab pikalt {ihes seisundis olla, motiveerib katsetama jargmist —
leiame prognoosis iiles murdepunktid z; ja x9, kus |21 — 22| < 5, ning asendame
need kaks elementi arvuga L%f?J, kordame seda seni, kuni enam sellised murde-
punkte ei leia. Selle tulemusel saadud joondused on lisas joonistel 12, 14, 16 ja 13,
15, 17. Joonistelt voib néha, et sellise protsessi kdigus saadud joondused on moist-
likumad kui need, mis me enne ndgime; st et ei ole tdheldada teravike joonistel.
Veel tasub maérkida, et leitud joondused on nii murdepunktide kaofunktsiooni kui
ka Ersatz-Binderi kaofunktsiooni korral iisna sarnased.
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Kokkuvote

Selles t66s uurisime kaheastmeliset segmenteerimist varjatud Markovi ahelate kor-
ral. Toime valja erinevad kaofunktsioonid, mida saab kasutada murdepunktide
vektori prognoosimiseks, ning neile vastavad riskid. Erilist huvi pakub Binderi kao-
funktsioonile vastava riski minimiseerimine, mis on muidu NP-raske probleem. Selle
jaoks toime sisse uue kaofunktsiooni, mis pohineb Binderi kaofunktsioonil ning mille
puhul néitasime, kuidas minimiseerida sellele vastavat riski kasutades diinaamilist
planeerimist.

Kolmandas peatiikis kirjeldasime &ra algoritmid kaheastmeliseks segmenteerimiseks.
Need algoritmid on saadud Viterbi ja PMAP optimiseerimisiilesannete kitsentatud
variantide lahendamisel. Lisaks vaatasime juhtu, kui meil on olemas tdpne voi ligi-
kaudne hinnang voimalikule murdepunktide arvule.

PMAP joonduse leidmisel ei arvestata iileminekutoenfdosustega ning seetottu voib-
olla saadud joonduse toendosus viaga vaike. Uurimata jii kas kaheastmeline seg-
menteerimine kitsentatud PMAP-i korral voib leida joondusi, mille toendosused on
viga vaiksed, voi aitab kitsendav optimeerimistingimus seda véltida. Veel jai vaa-
tamata juht, kus me otsime kitsentatud Viterbi véi PMAP joondust, mis vastab
mingile ette antud klasterdusele.

Praktilises osas illustreerisime kitsentatud Viterbi algoritme iihe konkreetse mudeli
jaoks. Nimelt vaatasime juhte, kus meil on murdepunktide arvule ette antud mingi
vahemik ning vaatasime kaheastmelist segmenteerimist nii murdepunktide kui ka
Ersatz-Binderi kaofunktsiooni korral.

Et saada kaheastmelisest segmenteerimisest parem iilevaade, tuleks tulevikus ldbi
viia pohjalikud ja siistemaatilised simulatsioonid. Nimelt tuleks vaadelda kaheast-
melist segmenteerimist rohkem kui kahe seisundi korral ning iihtlasi vaadelda ka
segmenteerimist kitsentatud PMAP-i korral. Lahtiseks jii veel kuidas valida kons-
tantide viartusi erinevates kaofunktsioonides ning kuidas kiituvad algoritmid, kui
me ei segmenteeri 6ige mudeli korral.
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Lisa 1. Simulatsiooni joonised

Antud lisas on toodud vélja erinvad joondused, mis on leitud kaheastmelise seg-
menteerimise tulemusel. Rohelise joonega on mérgitud prognoos, mis on saadud
Ersatz-Binderi kaofunktsiooni korral, ning sinise joonega on mérgitud prognoos,
mis on saadud murdepunktide kaofunktsiooni korral. Prognoositud murdepunktid
on margitud katkentliku piistkriipsuga. Iga rea ees on kirjas, mis oli kordaja B vaar-
tus murdepunktide vektori prognoosi leidmisel. Lisaks on muutujaga m tahistatud
murdepunktide vektor prognoosi pikkus. Allpool olevates tabelites on eraldi vil-
ja toodud leitud murdepunktid, seejuures margime, et juhuslike suuruste indeksid
hakkavad nullist.

B | Murdepunktid

0.2 | 24, 49, 216, 233, 262, 322, 380

0.4 | 24, 50, 216, 233, 262, 322, 336, 380

0.6 | 25, 53, 216, 233, 262, 321, 342, 380

0.8 | 25, 53, 216, 233, 262, 321, 336, 364, 380

1.0 | 24, 25, 53, 216, 233, 262, 263, 321, 342, 364, 380

1.2 | 24, 26, 52, 53, 215, 216, 233, 262, 263, 321, 322, 342, 364, 380

1.4 | 23, 26, 50, 53, 215, 216, 233, 234, 262, 264, 321, 336, 342, 364, 380,
381

1.6 | 23, 27, 50, 53, 215, 216, 233, 234, 262, 264, 321, 336, 342, 364, 380,
381

1.8 | 23, 27, 50, 53, 215, 216, 233, 234, 262, 265, 320, 322, 336, 342, 364,
380, 394

Tabel 1: Ersatz-Binderi kaofunktsioonile vastavad murdepunktid.

B | Murdepunktid
1.0
2.0 | 216

3.0 | 53, 216, 233, 321, 322

4.0 | 53, 216, 233, 262, 321, 322, 364

5.0 | 27, 53, 216, 233, 234, 262, 321, 322, 364

6.0 | 23, 24, 27, 53, 215, 216, 232, 233, 234, 262, 321, 322, 342, 364, 380
7.0 | 23, 24, 27, 49, 50, 53, 215, 216, 232, 233, 234, 261, 262, 321, 322,
336, 342, 364, 380

8.0 | 23,24, 27, 28, 49, 50, 53, 215, 216, 232, 233, 234, 261, 262, 265, 321,
322, 336, 342, 364, 365, 380

Tabel 2: Murdepunktide kaofunktsioonile vastavad murdepunktid.
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Murdepunktid on tapselt ette antud

L[

Joonis 6: Kaheastmeline segmenteerimine Ersatz-Binderi kaofunktsiooni korral.
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Murdepunktid on tapselt ette antud
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Joonis 7: Kaheastmeline segmenteerimine murdepunktide kaofunktsiooni korral.
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Joonis 8: Kaheastmeline segmenteerimine Ersatz-Binderi kaofunktsiooni korral.
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Murdepunkte vdib olla rohkem

e

1
1
1
1
1
1
-

Joonis 9: Kaheastmeline segmenteerimine murdepunktide kaofunktsiooni korral.
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Murdepunkte véib olla vahem
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Joonis 10: Kaheastmeline segmenteerimine Ersatz-Binderi kaofunktsiooni korral.
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Murdepunkte vdib olla vahem
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Joonis 11: Kaheastmeline segmenteerimine murdepunktide kaofunktsiooni korral.
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Lisa 2. Korrigeeritud simulatsiooni joonised

Antud lisas on joondused leitud jargmise protsetuuri jargi. Votame lisas 1 leitud
murdepunktide vektori prognoosi, leiame prognoosis iiles murdepunktid x1 ja s,
kus |x; — z2| < 5, ning asendame need kaks elementi arvuga LII;“J; kordame
seda seni, kuni enam sellised murdepunkte ei leia. Jooniste skeem on sama nagu

lisas 1. Leitud murdepunktid on esitatud allpool olevates tabelites.

B | Murdepunktid

0.2 | 24, 49, 216, 233, 262, 322, 380

0.4 | 24, 50, 216, 233, 262, 322, 336, 380

0.6 | 25, 53, 216, 233, 262, 321, 342, 380

0.8 | 25, 53, 216, 233, 262, 321, 336, 364, 380

1.0 | 24, 53, 216, 233, 262, 321, 342, 364, 380

1.2 | 25, 52, 215, 233, 262, 321, 342, 364, 380

1.4 | 24, 51, 215, 233, 263, 321, 336, 342, 364, 380

1.6 | 25, 51, 215, 233, 263, 321, 336, 342, 364, 380

1.8 | 25, 51, 215, 233, 263, 321, 336, 342, 364, 380, 394

Tabel 3: Ersatz-Binderi kaofunktsioonile vastavad korrigeeritud murdepunk-
tid.

B | Murdepunktid
1.0
2.0 | 216

3.0 | 53, 216, 233, 321

4.0 | 53, 216, 233, 262, 321, 364

5.0 | 27, 53, 216, 233, 262, 321, 364

6.0 | 25, 53, 215, 233, 262, 321, 342, 364, 380

7.0 | 25, 51, 215, 233, 261, 321, 336, 342, 364, 380
8.0 | 26, 51, 215, 233, 263, 321, 336, 342, 364, 380

Tabel 4: Murdepunktide kaofunktsioonile vastavad korrigeeritud murdepunk-
tid.
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Joonis 12: Kaheastmeline segmenteerimine Ersatz-Binderi korral koos korrektsioo-
niga.
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Murdepunktid on tapselt ette antud
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Joonis 13: Kaheastmeline segmenteerimine murdepunktide kaofunktsiooni korral
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Joonis 14: Kaheastmeline segmenteerimine Ersatz-Binderi korral koos korrektsioo-
niga.
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Joonis 15: Kaheastmeline segmenteerimine murdepunktide kaofunktsiooni korral
koos korrektsiooniga. 58
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Murdepunkte véib olla vahem
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Joonis 16: Kaheastmeline segmenteerimine Ersatz-Binderi korral koos korrektsioo-

niga.
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Murdepunkte vdib olla vahem
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koos korrektsiooniga.
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