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Tehisintellektil pohinev valgu kolmemo6tmelise struktuuri ennustamise
tarkvara AlphaFold2

Lithikokkuvote:

T66 eesmirk on uurida, millised algoritmilised uuendused on vdimaldanud tehisintellektil
pohineval valgu struktuuri ennustusmudelil AlphaFold2 saavutada mirkimisvéérse tipsuse
vorreldes varasemate ldhenemistega. Esmalt antakse iilevaade valgustruktuuri tasemetest ning
eksperimentaalsetest meetoditest nende madramiseks. Seejdrel kisitletakse AlphaFold2
algoritmilist iilesehitust ja siivadppepohist téoloogikat. Praktilise osa eesmérk on kirjeldada
mudeli voimalikku rakendust teadustods — ennustatakse iihe bakteriofaagi hiipoteetilise valgu
kolmemdotmeline struktuur ColabFoldi (Mirdita jt, 2022) keskkonnas ning otsitakse
sarnaseid struktuure FoldSeeki (van Kempen jt, 2023) abil, et teha jéreldusi valgu

potentsiaalse funktsiooni kohta.
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AlphaFold2 - an artificial intelligence-based software for predicting the
three-dimensional structure of proteins

Abstract:

The aim of this thesis is to investigate which algorithmic innovations have enabled the
artificial intelligence—based protein structure prediction model AlphaFold2 to achieve
significantly higher accuracy compared to earlier approaches. First, an overview is given of
the hierarchical levels of protein structure and the experimental methods used for structure
determination. The following section focuses on the algorithmic architecture of AlphaFold2
and its deep learning—based working principles. The practical part aims to demonstrate a
potential use case in research: the three-dimensional structure of a hypothetical bacteriophage
protein is predicted using the ColabFold (Mirdita et al., 2022) environment, and structurally
similar proteins are searched with FoldSeek (van Kempen et al., 2023) to infer the protein’s

potential function.
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Sissejuhatus

Viimaste aastate jooksul on valkude kolmemodtmelise struktuuri arvutuslik ennustamine
labinud mérkimisvdirse arenguhiippe. Valgu struktuur on otseselt seotud selle funktsiooniga,
mistottu on tépne struktuuriennustus oluline bioloogilises ja meditsiinilises kontekstis,
sealhulgas ravimite sihtmdrkide leidmisel, haigusmehhanismide mdistmisel ning
geenifunktsioonide maéératlemisel (Jumper jt, 2021). Traditsioonilised katsemeetodid nagu
rontgenkristallograafia ja kriio-elektronmikroskoopia on kiill usaldusvdirsed, kuid
aegandudvad, kulukad ning tehniliselt keerukad (Smyth ja Martin, 2000; Saibil, 2022). Nende
piirangute leevendamiseks on vélja todtatud mitmeid arvutuslikke 1dhenemisi, millest kdige
murrangulisemaks peetakse AlphaFold2 mudelit, mille arendas Google DeepMind ning
avalikustati 2020. aastal (Jumper jt, 2021). AlphaFold2 suutis valgu struktuure ennustada
tdpsusega, mis oli esmakordselt vorreldav eksperimentaalsete meetoditega, ning seda iiksnes
aminohappejdrjestuse pdhjal. Selle areng on osutunud médravaks kogu bioinformaatika ja

struktuuribioloogia valdkonnas.

Loputdd eesmdrk on wuurida AlphaFold2 algoritmilisi uuendusi ja nende moju
ennustustdpsusele vorreldes varasemate lahenemistega ning rakendada mudelit praktilises

iilesandes. Selle kiigus tuletatakse iihe bakteriofaagi hiipoteetilise valgu voimalik funktsioon.

Teema valik tuleneb huvist tehisintellekti rakenduste vastu bioinformaatikas ning soovist
moista, kuidas masindppel pdhinevad algoritmid suudavad lahendada keerulisi bioloogilisi
iilesandeid. AlphaFold2 on iiks modjukaim praktiliselt rakendatav mudel, mille mdju
struktuuribioloogiale on olnud mairgatav nii teadus- kui ka rakendusuuringutes. Teema
aktuaalsust kinnitab asjaolu, et tOoriista kasutatakse aktiivselt geenifunktsioonide,
valkudevaheliste interaktsioonide, haigusmehhanismide ja ravimite sihtmérkide uurimisel.
Uurimistoo annab lisandvidirtust neile, kes tegutsevad bioinformaatika, molekulaarbioloogia
vOi Al-rakenduste valdkonnas ning soovivad modista ja hinnata AlphaFold2 praktilist

potentsiaali.

Too koosneb neljast peatiikist. Esimeses peatiikis selgitatakse t60 kéigus kasutatavaid
moisteid ja termineid. Teises peatiikis antakse lilevaade valgustruktuuride hierarhiast ning
kisitletakse valgustruktuuride arvutuslikku ennustamist. Kolmandas peatiikis keskendutakse

AlphaFoldile, selgitatakse selle algoritmilist iilesehitust, versioonilist arengut ning laiemat



konteksti tehisintellekti rakenduste kaudu bioloogias ja meditsiinis. Neljas peatiikk
moodustab t06 praktilise osa, kus demonstreeritakse AlphaFold2 kasutamist {ihe
bakteriofaagi valgu struktuuri ennustamisel ja sellele funktsionaalse vaste leidmisel
struktuuripdhise  vordluse kaudu. Samuti kirjeldatakse valgu valikut, struktuuri

ennustusprotsessi ColabFoldi (Mirdita jt, 2022) keskkonnas, tulemusi ning nende tdlgendust.



1. Moisted ja terminid

Voltuma (ingl fold) tahendab kuju votma.

Orvuvalk (ingl orphan protein) on annoteeritud funktsioonita valk, mis ei kuulu

funktsionaalselt iseloomustatud valgu perekonda.

Ligand (ingl /igand) on molekul, ioon v4i aine, mis seondub teise molekuliga, nditeks valgu,

DNA vai RNA kiilge ning mojutab selle funktsiooni.

Ongstrom (tihis A) (ingl angstrom) on mittesiisteemne pikkusiihik, mis vdrdub iihe

kiimnendikuga nanomeetrist.

RMSD (ingl root mean square deviation) ehk standardhélve, mis nditab, kui palju véartus

erineb keskmisest viirtusest.

TM-skoor (ingl template modelling score) on algoritm kahe valgustruktuuri topoloogiate

sarnasuse arvutamiseks.

Kapsiid (ingl capside) on viiruse valguline kest, mis timbritseb ja kaitseb selle geneetilist

materjali (DNA voi RNA).

IPA (Invariant Point Attention) on spetsiaalne geomeetriline tdhelepanu-mehhanism, mis
vOoimaldab mudelil jddda ruumiliselt invariantseks (ehk mitte muutuda pddramise voi

nihutamise korral).

Mitme jérjestuse joondus ( ingl MSA - Multiple sequence alignment) on bioinformaatikas
kasutatav meetod, mille abil jdrjestatakse mitu valgu voi DNA/RNA jérjestust iiksteise suhtes

nii, et tuvastada sarnased voi evolutsiooniliselt seotud piirkonnad.

Lahutusvoime (ingl resolution) valgu struktuuri méadramise kontekstis  (nt
rontgenkristallograafias voi kriioelektronmikroskoopias) tdhendab, kui tipselt suudetakse

madrata molekuli uksikute aatomite asukoht.



2. Taust ja teoreetiline raamistik

Selles peatiikis antakse {ilevaade valgu struktuuritasemetest ning késitletakse, miks ruumiline
struktuur on valgu funktsiooni seisukohalt mddrava tdhtsusega. Kirjeldatakse ka peamisi
eksperimentaalseid meetodeid, nagu rontgenkristallograafia ja kriio-elektronmikroskoopia,
mida on kasutatud valkude struktuuride méadramiseks. Lisaks selgitatakse valgu struktuuri
arvutusliku ennustamise arengut ning tuuakse esile suurimad edusammud, sealhulgas

AlphaFold2 esiletdus siivadppel pohinevate mudelite seas.

2.1 Valgustruktuurid

Valk on eluks hiddavajalik biomolekulide klass, mis tdidab organismides paljusid erinevaid
funktsioone, nagu ensiimaatiline aktiivsus, signaalide edastamine raku sees ja rakkude vahel
ning raku ja selle organellide mehaanilise tugevuse tagamine (Sun jt, 2004). Valgu
bioloogiline funktsioon sdltub selle kolmemddtmelisest struktuurist, mis omakorda tuleneb
tema koostises olevate aminohapete jdrjestusest. Struktuure kirjeldatakse neljal tasandil
jargmiselt (Sun jt, 2004):

e Primaarstruktuur on valgu aminohapete lineaarne jirjestus (vt joonis 1). See on
kodeeritud organismi DNAs. Primaarstruktuur méédrab valgu korgemate
struktuuritasandite kujunemise, sest aminohapete keemilised omadused ja nende
omavahelised interaktsioonid suunavad struktuuri voltumist.

e Sckundaarstruktuuriks loetakse kohalikke volditud valgu struktuuri elemente, nagu
alfa-heeliksid ja beeta-lehed (vt joonis 1). Need moodustuvad peamiselt valgu
poliipeptiidahela vesiniksidemete kaudu. Need struktuurid on stabiilsed ja korduvad,
moodustades valgu pohivormi.

e Valgu kolmemddtmeline (3D) ehk tertsiaarstruktuur kujuneb sekundaarstruktuuride
edasise voltumise ja kiilgahelate interaktsioonide tulemusena (vt joonis 1). 3D
struktuur madrab valgu funktsiooni. Sageli on ensiilimi aktiivtsenter tekkinud
tertsiaarstruktuuri osana ja selles osalevad aminohapped ei pruugi jarjestuse
primaarstruktuuris iildse ldhestikku paikneda.

e Viimaks on kvaternaarstruktuur, mis on korgeim struktuuritase. See tekib, kui mitu
poliipeptiidahelat (alamiihikut) ihenduvad iihtseks kompleksiks (vt joonis 1). Néiteks

hemoglobiin, mis koosneb neljast alamiihikust, moodustab kvaternaarstruktuuri.
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Joonis 1. Valgu primaar-, sekundaar-, tertsiaar- ja kvaternaarstruktuuri kujutis (Khan

Academy (n.d.)).

Esimesed olulised 1dbimurded valgu kolmemdodtmelise struktuuri mddramises saavutati 1950.
aastatel rontgenkristallograafia abil (Kendrew jt, 1958). Esimesed edukad katsed selles
valdkonnas viisid 1dbi Max Perutz ja John Kendrew, kelle t66 pani aluse struktuuribioloogia
arengule (Kendrew jt, 1958, Perutz jt, 1960). Kendrew keskendus viiksemale wvalgule,
miioglobiinile, mille esimene kolmemdodtmeline struktuur avaldati 1958. aastal (Kendrew jt,
1958). Samal ajal tegeles Perutz keerulisema hemoglobiiniga, mille struktuur méérati 1960.

aastal (Perutz jt, 1960). Nende tulemused tdestasid, et isegi nii keeruliste molekulide puhul



nagu valgud on vdimalik méérata tdpseid ruumilisi struktuure, andes tugeva aluse edasistele

uuringutele ja tdnapdevastele algoritmipohistele 1dhenemistele nagu AlphaFold.

Valkude tertsiaarstruktuuri médramine on keeruline, kuna eksperimentaalsed meetodid, nagu
rontgenkristallograafia, eeldab valgu kristalliseerimist. See on protsess, mis nduab puhtust ja
struktuurilist tihtlust ning v3ib osutuda eriti keeruliseks paindlike voi diinaamiliste valkude
korral (Smyth ja Martin, 2024). Lisaks vdivad modned valgud olla stabiilsed voi
funktsionaalsed ainult kindlates keskkonnatingimustes vO0i1 interaktsioonis teiste

molekulidega, mis raskendab veelgi nende tapse struktuuri mééramist.

Valgu  kolmemddtmelise  struktuuri  méddramiseks  kasutatakse  peamiselt  kahte
eksperimentaalset meetodit, milleks on rontgenkristallograafia ning
kriio-elektronmikroskoopia (Cryo-EM) (Smyth ja Martin, 2000; Saibil, 2022). Jargnev 16ik
tugineb Smyth ja Martin (2000) artiklile. Rontgenkristallograafia on vanem ja laialdaselt
kasutatav meetod, mis pdhineb valgu kristalliseerimisel ja rontgenkiirguse hajumise
analiiiisil. Meetodi eesmirk on madrata molekuli aatomite paiknemine korge lahutusvoimega.
Kristalliseeritud valkudele suunatud rontgenkiirgus tekitab hajumismustri, mida arvutiga
analliisides on vdimalik rekonstrueerida valgu kolmemddtmeline struktuur. See meetod
pakub erakordselt korget lahutusvoimet, mis ulatub tavaliselt umbes kahe ongstromini. See
vOoimaldab tédpselt visualiseerida valgu struktuuri iiksikasju, sealhulgas aminohapete
kiilgahelaid ja aktiivseid kohti, mis on olulised ensiilimide ja teiste funktsionaalsete
molekulide uurimiseks. Rontgenkristallograafia suurim piirang on vajadus valmistada
korgekvaliteedilisi valgukristalle, mida on sageli keeruline saavutada. Eriti raskeks osutub see
painduvate voi diinaamiliste valkude korral, mis ei pruugi kristalliseeruda. Lisaks ei suuda
see meetod alati kajastada valgu diinaamilisi omadusi, mis vodivad olla olulised selle
bioloogilise funktsiooni mdistmiseks.

Teine meetod on kriio-elektronmikroskoopia (Cryo-EM), mis on viimase kiimnendi jooksul
teinud tohutu tehnoloogilise hiippe ning kujunenud oluliseks todriistaks struktuuribioloogias.
Jargnev 101k on refereeritud Saibili (2022) artiklist ning annab iilevaate Cryo-EM
toOpohimatetest. Kriio-elektronmikroskoopia pohineb biomolekulide kiirel kiilmutamisel
klaasja jdd olekusse (vitrifikatsioon), vodimaldades nende vaatlemist loomulikus
hiidratiseeritud olekus ilma kristalliseerimiseta. Proov kiilmutatakse kiirelt vedelas etaanis ja
hoitakse uurimise ajal vedelas ldmmastikus, et viltida jda kristalliseerumist. Uute

otse-elektron-detektorite kasutuselevott ning tarkvara areng on  viinud



kriio-elektronmikroskoopia ~ meetodi  lahutusvdéime  tasemeni, mis  konkureerib
rontgenkristallograafiaga. Selle meetodiga on monede valgumolekulide struktuur méératud
koguni tipsusega 1,25 A. Meetod sobib eriti hésti suurte ja heterogeensete komplekside nagu
ribosoomide, viiruste ja membraanvalkude uurimiseks, mis on sageli rontgenkristallograafias
raskesti kisitletavad. Kriio-elektronmikroskoopia iiks suurimaid eeliseid on vdimalus uurida
proove nende loomulikus olekus, vajaduseta kristallideerida voi vdrvida. See kehtib nii
iiksikute puhastatud valkude kui ka rakusiseste komplekside kohta. Néiteks saab fokuseeritud
ioonkiirega  valmistada  ultradhukesi  rakuldoikeid, mida seejdrel analiiiisitakse
elektronmikroskoobis. Lisaks voimaldab Cryo-EM rekonstrueerida 3D struktuure iiksikutest
osakestest vOi isegi mitmest erinevas olekus olevast konformatsioonist, andes iilevaate
valkude diinaamilisest kditumisest. Kuigi Cryo-EM nduab kallist aparatuuri ning erialaseid
teadmisi ja praktilisi oskusi, on see muutumas iliha kéttesaadavamaks tédnu kesksetele

mikroskoopiajaamadele ja automatiseeritud andmekogumisele.

2.2 Valgustruktuuride arvutuslik ennustamine

Valgu kolmemddtmelise struktuuri eksperimentaalne miiramine on sageli ajamahukas, kallis
ja tehniliselt keeruline (Jumper jt, 2021). Seetdttu on teadlased itha enam hakanud toetuma
arvutuslikele meetoditele, mis voimaldavad struktuure ennustada aminohappelise jérjestuse
pohjal. Aastate jooksul on vilja to6tatud mitmeid ennustusprogramme ja algoritme, néiteks
viimastel aastatel suure ldbimurde teinud AlphaFold. Et vorrelda ja hinnata erinevate
ennustusmeetodite tdpsust, loodi 1994. aastal rahvusvaheline eksperimentide seeria nimega
CASP — Critical Assessment of Structure Prediction (Jumper jt, 2021). Alates selle
esmakordsest ldbiviimisest on CASP olnud rahvusvaheliselt tunnustatud hindamissiisteem,
mille kaudu erinevaid ennustusmeetodeid vdorreldakse eksperimentaalsete andmetega ning
hinnatakse nende usaldusviirsust (Kryshtafovych jt, 2023). Viimastel aastatel on valgu
struktuuri  arvutuslik ennustamine 14bi teinud markimisvédrse arenguhiippe, eriti
stivadppepdhiste meetodite kasutuselevotuga. CASP14 vdistlusel 2020. aastal saavutas
Google DeepMind uurimisgrupi poolt loodud AlphaFold2 esmakordselt eksperimentaalsete
meetoditega vorreldava tipsuse, muutes seeldbi valgu struktuuri ennustamise valdkonda
(Jumper jt, 2021). CASP15 eksperiment nditas, et 2022. aasta seisuga on siivadppel
pohinevad meetodid, eriti AlphaFold2, endiselt kdige tdpsemad vahendid valkude struktuuri
ennustamiseks (Kryshtafovych jt, 2023).
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Jirgnev 18ik tugineb Kryshtafovych jt (2023) artiklile. Uks olulisem edusamm CASP15
eksperimentides oli mérgatav tdpsuse paranemine valgu komplekside ennustamises, mida
voimaldasid siivadppepdhised meetodid. Ehkki nende ennustuste tdpsus ei saavutanud veel
sama taset kui liksikute valkude modelleerimisel, olid AlphaFold2-1 pdhinevad ldhenemised
ka selles kategoorias kdige edukamad. Samas jéi keeruliseks interaktsioonipiirkondade tédpne
hindamine, kuna nende usaldusvdidrne ennustamine osutus keerukamaks vorreldes teiste
valgu struktuuriosadega. Uldiselt on CASP minginud keskset rolli arvutusliku
struktuuribioloogia arengus, pakkudes teadlastele vdimaluse hinnata ja vorrelda erinevate
meetodite, sealhulgas siivadppe ja traditsiooniliste ldhenemiste, tugevusi ja piiranguid.
CASPI15 tulemused viitavad, et tulevikus vdivad suuremad treeningandmestikud ning
taiustatud masindppe algoritmid viia veelgi tdpsemate ja laiemalt rakendatavate

valgustruktuuride ennustusmudeliteni.

Valgustruktuuride arvutuslik ennustamine jagunes varasemalt peamiselt kaheks koolkonnaks:
teadaolevatel struktuuridel pohinev modelleerimine (femplate-based modeling, TBM) ja vaba
modelleerimine (free modeling, FM) (Bertoline jt, 2023). TBM-klass sisaldab mitut
konkreetset metoodikat, millest esimene on homoloogia modelleerimine (Jones, 1999). See
pohineb  eeldusel, et sarnased aminohappelised jérjestused viitavad sarnasele
kolmemaddtmelisele struktuurile. Uks esimesi tooriistu, mis seda automaatselt vdimaldas oli
SWISS-MODEL (Guex jt, 2009; Kiefer jt, 2009).

Teine TBM-i kategooria on fold recognition ehk struktuurimalli sobitamine (Jones, 1999).
See tugineb arusaamale, et valgu ruumiline struktuur, eriti selle iseloomulikud
voltumismustrid ehk foldid, sidilivad evolutsiooni jooksul paremini kui aminohappelised
jarjestused (Jones, 1999). Foldid viitavad siin spetsiifilistele sekundaar- ja tertsiaarstruktuuri
elementide paigutusele, nagu nditeks alfa-heeliksite ja beeta-lehtede korduvad
konfiguratsioonid, mida saab jdrjestuse pohjal suhteliselt hésti prognoosida. Kui
teadaolevatele struktuuridele on iseloomulik kindel fold ja uuritavas valgus ilmneb sarnane
muster, saab selle pohjal teha jareldusi valgu voimaliku ruumilise ehituse ja funktsiooni kohta
(Jones, 1999). Fold recognition meetodid on seetdttu eriti kasulikud juhtudel, kus jérjestuse
sarnasus on madal, kuid struktuuriline sarnasus voib siiski eksisteerida.

FM-klass hdlmab ab initio meetodeid, mis pdhinevad fiiiisikalis-keemilistel printsiipidel ja
ptliiavad ennustada valgu voltumist ilma {ihegi mallita (Xu ja Zhang, 2012). Niiteks QUARK
(template-free novel program) kasutab valgu jirjestuse fragmentide iihendamist Monte Carlo

simulatsioonide abil (Xu ja Zhang, 2012).
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Kuigi need meetodid olid teaduslikult olulised, kaasnes nendega ka mitmeid piiranguid:
TBM-i edukus sdltus tugevalt olemasolevate mallide olemasolust ning FM-i ldhenemised olid
viga arvutusmahukad ja vdhem tipsed, eriti pikemate valkude puhul (Bertoline jt, 2023;
Jones, 1999; Xu ja Zhang, 2012).

Masindppe (machine learning) ja stivadppe (deep learning) tehnoloogiate rakendamine on
toonud valdkonda murrangu. AlphaFold2 (Jumper jt, 2021), RoseTTAFold (Baek jt, 2021),
DeepFold (Pearce jt, 2022), ESMFold (Hie jt, 2022) ja OmegaFold (Wu jt, 2022) on niited
uutest mudelitest, mis suudavad prognoosida valgustruktuure viga suure tépsusega, sageli
isegi ilma mitme jérjestus joonduseta. Néiteks OmegaFold (Wu jt, 2022) ja ESMFold (Hie jt,
2022) suudavad edukalt modelleerida orvuvalke (orphan proteins), millel puuduvad
teadaolevad homoloogid. Samas kui AlphaFold2 kasutas transformer-tiiiipi arhitektuuri ja
mitme jdrjestuse joondusi, et saavutada 2020. aastal CASP14 vdistlusel eksperimentaalsete
meetoditega vorreldav tiapsus (Chen jt, 2024). Lisaks uutele mudelitele on Al integreeritud ka
varem tuntud tooriistadesse, nagu Swiss-Model (Guex jt, 2009; Kiefer jt, 2009) ja - TASSER
(Yang ja Zhang, 2015), mis on hakanud kasutama masindppemeetodeid fragmentide valikul,
mallide hindamisel ja konformatsioonide analiilisimisel. Néditeks I-TASSER (Yang ja Zhang,
2015) rakendab tehisintellekti nii mallide leidmisel kui ka 16pliku struktuuri optimeerimisel.
Ténapdeva mudelites on oluline roll transformer-arhitektuuril ja atfention-mehhanismidel,
mis on laenatud loomuliku keele to6tlusest ja voimaldavad paremini moista keerulisi seoseid
valgu jérjestustes olevate aminohapete vahel (Jumper jt, 2021; Baek jt, 2021). See suurendab
mudelite suutlikkust ennustada korrektseid ruumilisi mustreid isegi siis, kui jérjestuste

tasemel otsene sarnasus puudub.
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3. AlphaFold

Kéesolev peatiikk keskendub tehisintellektil pohineva valgu struktuuri ennustamise mudeli

AlphaFold algoritmilisele iilesehitusele, arengule ning rakendusele bioloogias. Peatiikk toetab

t00 eesmarki, pakkudes stivendatud arusaama AlphaFoldi tehnoloogilisest {ilesehitusest.

3.1 AlphaFoldi algoritmiline iilesehitus

AlphaFoldi algoritmilises iilesehituses on kasutatud mitmeid uuenduslikke tehnikaid.

Tehisintellekt kasutab siivadppe meetodeid, et oppida valkude ruumilisi struktuure nende

aminohapete jdrjestuste pohjal (Jumper jt, 2021). Selle toimimine pdhineb mitmetel olulistel

komponentidel (Jumper jt, 2021):

1.

AlphaFold ei tugine iiksnes valgu jarjestusele, vaid selle tookindluse aluseks on
erinevad sisendandmed, mida see oskuslikult kombineerib. Iga valk koosneb
aminohapete ahelast, mille jarjestus méadrab, kuidas see voltub 3D struktuuriks. See
jérjestus on AlphaFoldi peamine sisend. Sisendandmetena kasutab AlphaFold ka
mitme jdrjestuse joondusi (MSA). MSA-d otsitakse, vorreldes uuritava valgu
jérjestust, sarnaste jirjestustega teistes organismides. See annab infot evolutsioonilise
kovariatsiooni kohta: kui kaks aminohapet sageli muutuvad koos, vdivad nad asuda
ruumiliselt ldhestikku. Samuti otsib tehisintellekt jirjestusi andmebaasidest nagu
UniRef90 (Suzek jt, 2015), MGnify (Mitchell jt, 2020) jt ning kasutab selleks
tooriistu nagu HHblits (Remmert jt, 2012), HHSearch (Steinegger jt, 2019) ja
jackhmmer (Johnson jt, 2010). Uks AlphaFoldi sisendandmete tiiiip on varasemalt
teadaolevad valgustruktuurid. Kui leidub mdni sarnane valk, mille struktuur on teada,
kasutatakse seda lisainfona. Varem teadaolevad struktuurid on leitavad PDB70 ja
muude andmebaaside kaudu ning need annavad vdordlusraamistiku, mis aitab
ennustusi tdiendada.

AlphaFold kasutab siigavat ja keerulist neuraalvorku, mis on disainitud spetsiaalselt
bioloogiliste jérjestuste ja valgugeomeetria analiilisimiseks. Selle arhitektuur koosneb
kahest suurest moodulist. Esiteks Evoformer, mis voimaldab efektiivselt toodelda
valkude aminohappelisi jirjestusi ja evolutsioonilist infot. Ta votab sisendiks mitme
jérjestuse joondused, et avastada aminohapete vahelisi olulisi seoseid ning genereerib
aminohapete paari (pair representation) pdhjal ruumilisi suhteid, et mdista, kuidas

valk voltub kolmemdootmeliseks struktuuriks. Péarast Evoformerit antakse info edasi
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“Structure Module’ile”, mis ennustab tegelikud aatomite asukohad. See omakorda

kasutab Invariant point attention (IPA) mehhanismi.

Jumperi jt (2021) sdnul on tehisintellekti arhitektuuri iiheks keskseks uuenduseks Evoformer,
mis moodustab ndrvivorgu ,tlive* ning vastutab sisendandmete — eeskétt mitme jérjestuse
joonduste eest. See on iiles ehitatud korduvatest plokkidest (kokku 48), mille kaudu
muudetakse tootluse kidigus jérjestuslik ja  evolutsiooniline informatsioon {iha
struktureeritumaks ja informatiivsemaks sisendiks. Iga plokk sisaldab mehhanisme nagu

® gated self-attention,

® outer product mean,

e triangle multiplicative update,

e triangle self-attention,
mis vdimaldavad mudelil mdista aminohapete vahelisi ruumilisi seoseid ja evolutsioonilisi
soltuvusi. Naiteks triangle update komponendid vdimaldavad dppida kolmnurkseid ruumilisi
seoseid, et tagada aminohapete paigutuse geomeetriline jirjepidevus, mis on oluline
fiitisikaliselt ~stabiilse struktuuri tekkeks. Evoformer on AlphaFold2 iiks keskseid
komponente, kus andmeid toodeldakse kahes paralleelses toovoos: iihes analiiiisitakse
MSA-d ning teises jddkidevahelisi ruumilisi suhteid. MSA-st saadud info mdjutab jadkide
paariesitust ning vastupidi - see on mudeli edukuse vdti, voimaldades siivadppemudelil
pidevalt tiiustada hiipoteese valgu struktuuri kohta juba enne 3D ennustust. Oluline uuendus
vorreldes varasemate lahendustega on see, et MSA-st saadud teavet integreeritakse jadkide
paariesitusse igas vorgu plokis, mitte ainult alguses. See voimaldab struktuuri arendada juba
Evoformeris ning seda jark-jargult tdiustada kogu siivadppe vorgu ulatuses, kuni 16pliku 3D

struktuurini.

Veel iiks ldbimurre AlphaFoldi arhitektuuris on recycling (Jumper jt, 2021). See mehhanism
voimaldab mudelil oma varasemat véljundit uuesti sisendina kasutada ning teha selle pdhjal
jarjest tdpsemaid ennustusi. Praktikas tdhendab see, et kogu Evoformeri ja jiargneva
struktuurimooduli to6tlustsiikkel viiakse 1dbi mitmel korral (vaikimisi kolm korda), kus iga
jargnev ring kasutab eelmise tulemusi uue sisendi alusena (Jumper jt, 2021). Selline kujundus
vOimaldab mudelil astmeliselt parandada oma hiipoteesi ja ldheneda jdrjest tépsemale
ruumilisele konfiguratsioonile, sarnaselt sellele, nagu inimene tdiendaks joonist jérk-jargult
detailsemaks. Jumper jt (2021) toovad vilja, et see recycling-strateegia parandas mudeli

tapsust mérgatavalt, lisamata sealjuures oluliselt arvutuslikku lisakoormust.
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Joonis 2. AlphaFoldi todprotsess (Jumper jt, 2021).

Joonis 2 illustreerib AlphaFoldi pdhilisi komponente ning valgu struktuuri ennustamise
protsessi. Graafiku diagramm a néitab, et tehisintellekt (tume-sinine tulp) saavutab madalama
keskmise struktuurse korvalekalde (Ca r.m.s.d.95) vdarreldes alternatiivsete meetoditega. See
kinnitab selle iilekaalukat tdpsust valgu struktuuride ennustamisel. Paneelid b—d néitavad
AlphaFoldi ennustuste ja eksperimentaalselt méddratud valgustruktuuride ruumilist kattuvust.
Paneelil b visualiseeritakse valgu iildine struktuur, kus ennustatud konfiguratsioon (sinine) ja
eksperimentaalne struktuur (roheline) saavutavad ruumilise kdrvalekalde (r.m.s.d.) 0,8 A ja
TM-skoori 0,93. Paneelil ¢ on kujutatud aktiivtsentri piirkond tsingi iooni timbruses —
ennustatud struktuur langeb eksperimentaalsega kokku 0,59 A tipsusega tsingi vahetus
laheduses. Paneelil d vorreldakse AlphaFoldi ennustatud ja eksperimentaalse struktuuri
kattuvust suure ja keeruka valgu puhul, saavutades r.m.s.d. viirtuse 2,2 A ja TM-skoori 0,96.
Need arvud, mis on artiklis selgelt vilja toodud, kinnitavad, et mudel on vdimeline tdpselt
tootlema ka suuri ja keerukaid valgustruktuure. Plokkdiagramm paneelil e kujutab
AlphaFoldi arhitektuurilist té6voogu, mille aluseks on sisendina antav valgu aminohapete

jérjestus. Sellele otsitakse vasteid geneetilistest andmebaasidest ning voimalusel ka
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olemasolevatest mallidest (femplates). See omakorda muudetakse vastavateks
esitusvormideks (MSA representation ja pair representation) ning edastatakse Evoformerile
— 48 plokist koosnevale siivadppemoodulile. Evoformer t66tleb jérjestuse ja evolutsioonilise
info pohjal jadkidevahelisi seoseid, mis seejirel edastatakse struktuurimoodulile (8 plokki),
kus kasutatakse IPA mehhanismi, et ennustada 3D-struktuur. Sealt edasi kasutab AlphaFold
recycling slsteemi. See mehhanism annab mudelile vdimaluse jarjest 1dhemale jouda
ruumiliselt korrektsele ja stabiilsele valgustruktuurile. Loplikus ennustuses lisab mudel igale
jaédgile ennustuse usaldusvddrsuse skoori (pLDDT), mille pdhjal tdhistatakse korge

kindlusega piirkonnad sinise ja madala kindlusega piirkonnad oranzi vérviga.

Alljargnev 16ik tugineb Google DeepMindi ametlikule AlphaFoldi GitHubi repositooriumile
(https://github.com/google-deepmind/alphafold). Repositoorium sisaldab Pythoni keeles

kirjutatud ldhtekoodi. Lisaks kasutatakse seal mitmeid teadus- ja arvutusteeke, nditeks
NumPy (Harris jt, 2020), SciPy (Virtanen jt, 2020) ja HHblits (Remmert jt, 2012).
Repositoorium sisaldab peamiselt inference-pipeline i, mille abil saab juba treenitud mudelite
abil ennustada valkude 3D-struktuure. Oppemudelite treenimine ise ei ole selles
repositooriumis tdielikult kaetud, kuna DeepMind ei jaga treeningandmeid ega
taistreeningukoodi. See on seotud andmestike mahu, litsentside ja arvutusressursside
piirangutega. Selle asemel vdimaldatakse kasutada eelnevalt treenituid mudeleid.

Struktuurselt koosneb see koodibaas mitmest moodulist, millest olulisemad on:
e run_alphafold.py — pohifail, mis kdivitab struktuuri ennustamise protsessi.
e model - sisaldab nédrvivorgu arhitektuuri ja selle komponente (nt
attention-mehhanismid ja residue-pohine modelleerimine).
e data - tegeleb sisendandmete (nt MSA, template structures) ettevalmistamisega.
e relax — sisaldab struktuuri energia minimeerimise osa, kasutades OpenMM-i, mis
optimeerib molekulaarstruktuuri fiitisikaliselt realistlikumaks.
Koodi keskmeks on Evoformer-nimeline narvivork. Selle iilesanne on toodelda
sisendandmeid - eelkdige aminohappejdrjestust ja sellest leitud sarnasusi teiste valkudega.
Evoformer suudab dppida keerulisi seoseid jérjestuse ja aminohapete vahel. Néiteks saab see
teada, millised aminohappe {iksused kipuvad ruumis koos esinema, isegi kui need on
jarjestuses kaugel. See plokk sisaldab mitmeid keerukaid mehhanisme, nditeks
attention-mehhanisme, mida kasutatakse ka keelemudelites nagu ChatGPT-4. Kuna

AlphaFoldi t66 pohineb tohutul hulgal jérjestuste ja struktuuride vordlusel, on siisteemi
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ettevalmistamiseks vajalik mitmete suurte andmestike allalaadimine. Selleks on
repositooriumis skriptid, mis aitavad need digesti alla laadida ja vormindada. Kuigi kood on
tehniliselt histi organiseeritud, tundub see keeruline neile, kellel puudub varasem kogemus
bioinformaatika v0i masindppe infrastruktuuridega. Kogu koodibaas on iiles ehitatud
teaduslikul tasemel, kus iga moodul on tihedalt seotud valdkonnaspetsiifiliste andmetega ning
keerukate nérvivorgu arhitektuuridega. Erinevalt tavapdrasest Python projektist, kus voib
nidha selget funktsionaalset jaotust vOi kasutajaliidest, on siin tegemist valdkondlikult
fokusseeritud  koodistruktuuriga, mis lihendab masindppe, bioinformaatika ja
molekulaarfiiiisika komponente. Niiteks failid nagu modules.py jamodel. py sisaldavad
siigavaid ndrvivorgu loogikaid, mille mdistmiseks peaks tundma selliseid mdisteid nagu

multi-head attention, triangle updates voi frame-aligned point error.

3.2 AlphaFoldi versioonid

AlphaFoldi esimest versiooni AlphaFoldl esitles DeepMind 2018. aastal CASP13
valguennustuse vdistlusel (Senior jt, 2020). Ehkki AlphaFoldl oli sel ajal ldbimurdeline,
pohines see mitmel eraldiseisval komponendil: jdrjestusest ldhtuvatel kontaktikaartide
ennustusel, jddkide omavahelise kauguse ja nurga hinnangutel ning struktuuri

rekonstrueerimisel fiilisikaseadustel pohineva simulatsiooni abil (Jumper jt, 2021).

CASP14 vaistlusel kasutatud uue versiooni AlphaFold2 mudel erines esimesest versioonist
taielikult ja tdhistas markimisvédrset arenguhiipet vorreldes oma eelkdijaga. Uus siisteem
ithendab kogu valgustruktuuri ennustuse iiheks siigavaks nérvivorguks, mille sisendiks on
aminohappejirjestus ja viljundiks otse valgu 3D-struktuur (Jumper jt, 2021). Uks keskseid
uuendusi AlphaFold2 mudelis on Evoformer, siigav neuronvdrk, mis suudab samaaegselt
toodelda mitme jérjestuse joonduse teavet ja paarisuhteid aminohapete vahel (Jumper jt,
2021), nagu eespool tdpsemalt kirjeldatud. AlphaFoldl kasutas ka MSA-d, kuid pigem
kontaktide ennustamiseks, mitte struktuuri otseseks loomiseks (Senior jt, 2020). Lisaks
kasutab AlphaFold2 taaskasutustsiiklit (recycling), kus struktuuri ennustatakse korduvalt, iga
kord parandades eelmist tulemust (Jumper jt, 2021). Sellist ldhenemist esimeses mudelis ei
olnud. Veelgi olulisem on erinevus tulemuste tdpsuses. Kui AlphaFold1 suutis ennustada
jadkide vahelisi kauguseid suhteliselt hésti, siis AlphaFold2 tépsus iiletas kdik varasemad
sisteemid: CASP14 vdistlusel oli AlphaFold2 ennustuse mediaanne aatomipositsiooni

kdrvalekalle (r.m.s.d.) eksperimentaalselt miiratud struktuurist vaid 0,96 A, samas kui teised
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meetodid jdid oluliselt ebatipsemaks (paremuselt teine oli 2.8 A) (Jumper jt, 2021).
AlphaFold3 loodi, et iiletada varasemate versioonide piiranguid biomolekulide komplekside
ennustamisel. Roy ja Al-Hashimi (2024) on kirjutanud, et AlphaFold3 kujutab endast olulist
sammu edasi - see suudab ennustada valgu, nukleiinhappe ja nende ligandide komplekse otse
jarjestuste pohjal, saavutades senisest mérksa tdpsemaid tulemusi. See on oluline, sest
elusorganismides ei tegutse biomolekulid kunagi isoleeritult - nende funktsioon sdltub tihti
just interaktsioonidest teiste molekulidega. Niiteks valk seondub DNA 1digule vdi RNA
molekulile ja kéivitab seejdrel mingi biokeemilise protsessi, nagu transkriptsioon.
Komplekside ennustamine on keerulisem kui {iksikute valkude puhul, kuna biomolekulid
muudavad sageli oma kuju seondumise kidigus — moned isegi voltuvad alles pérast
seondumist. Seetdttu ei piisa lihtsalt iiksikstruktuuride kokkupanekust; vaja on mudelit, mis
oskab arvestada nende diinaamikaga. Just see oli varasemate meetodite, nagu AlphaFold2,
iiks suur puudus — need ennustasid iiksikuid struktuure ja proovisid need hiljem dokkimise
teel kokku sobitada. Mudeli kolmas versioon vdimaldab lisaks biomolekulaarsete
struktuuride ennustamisele moista ka molekulide kéitumist ja funktsioone rakus. See viib
struktuuribioloogia uuele tasemele, litkudes pelgalt staatiliste mudelite juurest diinaamilise

molekulikditumise moistmise suunas.

3.3 Tehisintellekti rakendused bioloogias

Tehisintellekti rakendused bioloogias ja meditsiinis on viimastel aastatel méarkimisvéaérselt
laienenud. AlphaFold2 mudeli ndol on tegemist {ihe silmapaistvama nditega tehisintellekti
potentsiaalist valkude kolmemddtmelise struktuuri prognoosimisel. AlphaFold2 mudelit
rakendati aastal 2021 kogu inimese proteoomi (kdigi inimgenoomi poolt kodeeritavate
valkude) struktuuride ennustamiseks (Hou jt, 2024). See suutis ennustada 98.5% inimese
valkudest ning enam kui pool aminohapetest olid korge ennustuskindlusega
(Tunyasuvunakool jt, 2021). Tehisintellekt ei piirdu ainult valkude struktuuri ennustusega —
ka viroloogias on toimunud murrang. Hou jt (2024) tutvustavad oma td0s
transformer-arhitektuuril pdhinevat mudelit LucaProt, mis kasutab jirjestus- ja
struktuuripdhist infot viga divergeerunud RNA-viiruste tuvastamiseks. Kasutades 10 487
metatranskriptoomist koosnevat andmestikku, avastasid nad 161 979 potentsiaalset uut
RNA-viiruse liiki ja méératlesid 180 supergruppi — nende seas ka palju varem vihe uuritud

viirusegruppe. Traditsioonilised bioinformaatikavahendid, mis pohinevad jirjestuste
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sarnasusel, ei ole piisavad, et tuvastada tugevalt muteerunud voi kaugete homoloogidega
viiruseid. Samas kui tehisintellekt suudab tuvastada mustreid, mida inimene ega klassikalised
algoritmid ei pruugi mérgata. Eriti tdhelepanuvdirne on, et tehisaru tuvastas viiruseid ka
aarmuslikest keskkondadest — néiteks Antarktika setetest ja kuumaveeallikatest —, mis viitab
tehisintellekti vahendite korgele tundlikkusele ja 6koloogilisele ulatusele. Mdlemas ndites —
nii AlphaFold kui ka LucaProt — on keskne see, et tehisaru ei asenda pelgalt olemasolevaid
meetodeid, vaid pakub tdiesti uusi vdimalusi (Hou jt, 2024; Tunyasuvunakool jt, 2021). Need
tooriistad vOimaldavad skaleeritavat ja automatiseeritud ldhenemist keerulistele
probleemidele, mida seni oli voimalik lahendada vaid piiratud mahus voi iildse mitte. Kui
AlphaFold vdimaldab kiirelt ja tépselt luua struktuurseid hiipoteese valkude funktsioonidest,
siis LucaProt pakub toOriista seni tundmatute viiruste kiireks tuvastamiseks ja nende
klassifitseerimiseks (Hou jt, 2024; Tunyasuvunakool jt, 2021). Sellised tooriistad voivad
osutuda méaidravaks ka uute epideemiate ennetamisel, ravimite sihtméirkide leidmisel voi

nditeks resistentsete bakteritiivede jalgimisel (Hou jt, 2024).
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4. Praktiline osa: AlphaFold2 kasutamine

Praktilise t60 eesmirk oli kasutada valgustruktuuride ennustamise ja vordlemise tooriistu —
AlphaFold2 [ldbi ColabFoldi (Mirdita jt, 2022)] ja FoldSeek (van Kempen jt, 2023) —
teaduslikus kontekstis, et tuvastada, kas uuritava valgu kolmemoddtmelisele struktuurile
leidub teadaolevate valkude seas sarnaseid vasteid, mis vOimaldaksid oletada valgu

vOimalikku funktsiooni.

T66 tugineb Tartu Ulikooli Molekulaar- ja rakubioloogia instituudi geneetika uurimisriihma
andmetel, kus sekveeriti Pseudomonas putida bakterit nakatava uue bakteriofaagi Abava-2
genoom (publitseerimata andmed). Genoomis tuvastati valke kodeerivad geenid, kuid
primaarjérjestuse pohised andmebaasi vOrdlused andsid paljudele neist tulemuseks ainult
mittespetsiifilisi kirjeldusi, nagu “hiipoteetiline valk” vdi “iseloomustamata valk”. Projektil
pohinevat teadusartiklit pole veel avaldatud.

Teaduslik probleem seisnes selles, et valkude funktsiooni ei dnnestunud primaarjérjestuse
pohise vordluse kaudu miérata. Kuna aga erinevad aminohappejérjestused vdivad voltuda
sarnasteks ruumilisteks struktuurideks ja tdita seeldbi samalaadseid funktsioone, saab
probleemi lahendamiseks kasutada struktuuripdhist ldhenemist. Struktuuride sarnasus vdib
paljastada evolutsioonilised ja funktsionaalsed seosed ka juhtudel, kus primaarjirjestuse

pohjal selliseid jireldusi teha ei saa.
Analiiiisitud valk:

e Valk: Abava-2 00027 (hypothetical protein)

e Primaarjérjestus:
MSPYEALSEWLKQDPTWAACKYFRGPWRDLESQRNERLVSIVEDDGQIE
QVMQTYTYRVVLVGPTDWETRTAELKNLRELMQRIITRLTNEGDTEACG
VAQIDVIGGIMGPGYTDTGRPWYGVSLQLLV

Metoodika:

Kolmemddtmelisestruktuuri ennustamiseks kasutati Google Colabi keskkonnas tootavat
tooriista ColabFold (Mirdita jt, 2022) v1.5.5, mis pohineb AlphaFold2 mudelil ja kasutab
jarjestuse joondamiseks MMseqs2 algoritmi. ColabFoldi (Mirdita jt, 2022) eeliseks on tasuta
ligipdds, GPU tugi ja kasutajasdbralik liides, kus saab sisestada valgu primaarjirjestuse,

mddrata t00 nime ning valida, kas kasutada olemasolevat valgustruktuuri (antud juhul

20



template_mode=none, et ldhtuda ainult jarjestusest) (vt joonis 3). Kui kdik andmed sai
sisestatud, siis pidi iilevalt meniilist valima “kéitusaeg” ning “kdita koik™, nii kdivitus
programm. Ennustusprotsess ColabFoldi (Mirdita jt, 2022) keskkonnas kestis ligikaudu viis
minutit, mille jooksul kasutas tehisintellekt kolme kordusiteratsiooni (recycling). See
tadhendab, et mudel korrigeeris valgustruktuuri kolm korda, et jérjestuse ja ruumilise kuju
omavahelist sobivust jirk-jargult parandada. Tulemuseks saadi PDB-fail, mis kirjeldab
ennustatud struktuuri (vt joonis 4). FoldSeek (van Kempen jt, 2023) serveri kaudu viidi 14bi
struktuuripdhine vordlus, kasutades AlphaFold2 poolt ennustatud valgu PDB-formaadis

struktuuri.

v ColabFold v1.5.5: AlphaFold2 using MMseqs2 N
Easy to use protein structure and complex prediction using AlphaFold2 and Alphafold2-multimer. Sequence Z

alignments/templates are generated through MMseqs2 and HHsearch. For more details, see bottom of the
notebook, checkout the ColabFold GitHub and Nature Protocols.

accessible to all. Nature Methods, 2022

TVt E T

> Input protein sequence(s), then hit runtime -> fun a11

© query_sequence: ‘ MSPYEALSEWLKQDPTWAACKYFRGPWRDLESQRNERLVSIVEDDGQIEQVMQTYTYRVVLVGPTDWETRTAELKNLRELMQRIITRLTNEGDTEACGVAQIDVIGGIMGPGYDTGRPWYGVSLQLLV

« Use : to specify inter-protein ct for modeling (supports homo-and hetro-oligomers). For example PI...SK:PI...SK for a homodimer

Jobrane: | Bakatoo2 - bakteriofaagivalk

num_relax: ‘ 0

» specify how many of the top ranked structures to relax using amber

template_mode: ‘ none

* none =no template information is used. pdbiee = detect templates in pdb100 (see notes). custom - upload and search own templates (PDB or mmCIF format, see notes)

Joonis 3. Bakteriofaagi valgu jirjestuse sisestamine ColabFoldi keskkonda valgu struktuuri

ennustamiseks (Mirdita jt, 2022).
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Joonis 4. Bakteriofaagi valgu AlphaFold2 poolt ennustatud struktuuri 3D-kujutis UCSF
ChimeraX 1.9 keskkonnas (Pettersen jt, 2021).

Tulemused:
FoldSeek (van Kempen jt, 2023) tagastas mitmeid vasteid, kus uuritava valgu struktuur
sarnanes teadaolevate valgustruktuuridega. Neist valiti edasiseks analiiiisiks AOA6G5Y4H7
(Bacteriophage sp.) valk, kuna see omas korgeimat TM-skoori ja madalaimat RMSD
vaartust.

e TM-skoor: 0.843

e RMSD:2.1A

e Kirjeldus: sabavalk (7ail terminator protein)
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TM-Score: 0.84309

RMSD: 2.1

Joonis 5. AlphaFold2 abil ennustatud bakteriofaagi valgu (sinine) ja FoldSeeki kaudu leitud

sarnase valgu (kollane) struktuuride ruumiline joondus (van Kempen jt, 2023).

TM-Score: ©.84309

RMSD: 2.1

Joonis 6. AlphaFold2 abil ennustatud bakteriofaagi valgu (sinine) ja FoldSeeki kaudu leitud

sarnase valgu (kollane) struktuuride ruumiline joondus teise nurga alt (van Kempen jt, 2023).

Selle vaste puhul oli ndha tugevat struktuurset sarnasust: FoldSeeki (van Kempen jt, 2023)
joonduspildil (vt joonis 5, joonis 6) kattuvad valgu struktuurid ulatuslikult. Sinisega on
tédhistatud AlphaFold2 abil ennustatud uuritava valgu struktuur ning kollasega on esitatud

andmebaasist leitud sarnase valgu teadaolev struktuur.

Kuna valgu ruumiline struktuur on otseselt seotud tema funktsiooniga, voib selliste néitajate
alusel jareldada, et uuritav valk kuulub suure tdenidosusega samasse funktsionaalsesse klassi
kui vorreldav struktuur. 7ail terminator tiilipi valgud stabiliseerivad viiruse saba struktuuri

ning moodustavad liidese kapsiidiga (capside), vdimaldades viiruse DNA suunamist
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peremeesrakku (Linares ja Breyton, 2024). Primaarjirjestusanaliilis Abava-2 00027 valgu
puhul funktsiooni ei tuvastanud, kuid struktuuripdhine meetod andis tugeva vaste
sabastruktuuriga seotud valkudele. Selle alusel voib jareldada, et uuritav valk tdidab Abava-2

bakteriofaagis sarnast iilesannet.
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Kokkuvote

T60s uuriti tehisintellektil pohineva valgu struktuuri ennustusmudeli AlphaFold2 toimimist
ning selgitati, millised algoritmilised uuendused voimaldasid saavutada senisest
mirkimisvéérselt korgema tipsuse. Esile tosteti Evoformer-plokk, mis voimaldab tShusalt
toodelda nii jérjestusandmeid kui ka aminohappejddkide vahelisi suhteid (Jumper jt, 2021).
Taaskasutusmehhanism (recycling), mis vdimaldab jarjestikuste tootlustsiiklite abil ennustuse
tapsust jark-jargult parandada ning tdhelepanumehhanismidel pdhinev arhitektuur, mis

suudab eristada olulisi signaale kogu sisendandmestikus (Jumper jt, 2021).

Too praktilises osas ennustati {ihe bakteriofaagi hiipoteetilise valgu ruumiline struktuur
ColabFoldi (Mirdita jt, 2022) keskkonnas, mis pdhineb AlphaFold2 mudelil. Tulemuseks
saadud struktuuri vorreldi FoldSeeki (van Kempen jt, 2023) tooriista abil sarnaste valkudega
andmebaasides ning leiti, et struktuurne sarnasus viitab valgu vdimalikule kuuluvusele tail
terminator tilipi valkude hulka (Linares ja Breyton, 2024). See voimaldas teha jareldusi
valgu oletatava funktsiooni kohta vaatamata sellele, et jarjestusepohised otsingud funktsiooni
el tuvastanud. Too kédigus saadi teada, et struktuuripohine 1dhenemine voimaldab tidiendada

jérjestusepohise analiilisi tulemusi ja pakkuda uusi bioloogilisi tdlgendusi.

To0 eesmirk tdideti, pakkudes iilevaadet AlphaFold2 algoritmilistest uuendustest ja nende
rakendusest valgu struktuuri ning funktsiooni méairamisel. Kasutatud meetodid ja todriistad
osutusid usaldusvéérseteks ka juhul, kui jérjestuspohised otsingud ei andnud tulemust. T66
nditas, et struktuuripdhine ldhenemine tehisintellekti toel loob uusi vdimalusi bioloogiliste
funktsioonide uurimiseks. Edaspidi vOiks sarnast metoodikat rakendada laiemalt
hiipoteetiliste valkude funktsionaalses iseloomustamises voi valkude interaktsioonivorgustike

modelleerimisel.
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Tanusonad

Tadnan oma juhendajat Maido Remmi asjakohaste juhiste ja konstruktiivse tagasiside eest
10putdd valmimise protsessis. Eriline tdnu kuulub ka Age Brauerile, t60 praktilise osa

tegevuste ldbiviimisel osutatud abi ja tulemuste tdlgendamise toetamise eest.
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