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1 Sissejuhatus

Kéesolev t66 kuulub valikuteooria valdkonda, kus iildkogum on loplik ja
objektid satuvad valimisse lidbi toenfosusliku valikumehhanismi. Klassikalised
valimi eeldused, nagu soltumatus ja parinemine samast jaotusest, ei ole ena-
masti tididetud. Seetottu on valikuteoorias vélja arendatud omad meetodid
hinnangute ja nende tépsusnéitajate leidmiseks. Ometi on aegajalt astutud
samme selles suunas, et klassikalise statistika vahendeid sisse tuua. Klas-

sikalises statistikas on tdhtsal kohal toepéaral pohinevad meetodid.

Antud magistrit6é eesmirk on tutvustada uut meetodit valikuteooria jaoks.
Kasutades empiirilise toepédraga lihenemist saab moodustada disainipohised
usaldusintervallid ning nende leidmisel pole vaja teada dispersiooni hinnangut
ega pea eeldama hinnangu normaaljaotust. Selle meetodi korral saab moodus-
tada nditeks iildkogumi kogusummale, keskmisele ja kvantiilidele usaldusin-
tervallid ka siis, kui iildkogumi maht on teadmata. Kéaesolevas magistritdos
kasutatakse empiirilise toepéraga ldhenemist suurusega vordelise tagasipanekuga

valiku korral.

To66 esimeses pooles antakse lithike iilevaade toenédosuslikest valikuuringutest
ja kdesoleva t00 jaoks vajalikest moistetest. Radgitakse suurusega vordelisest
tagasipanekuga disainist ning selle konkreetse disaini korral parameetrite hin-
damisest. Tuuakse vilja valemid iildkogumi keskmise hindamiseks ning sellele

usalduspiiride leidmiseks.

To606 teises osas tutvustatakse usalduspiiride leidmist empiirilise toepéra abil.
Esitatakse vajalikud valemid iildkogumi keskmise ja selle usaldusintervallide
leidmiseks. Tuuakse erinevaid néited, mis lihtsustavad uudsest 1dhenemisest
arusaamist. Empiirilise toepiraga lahenemist on palju uurinud ning oma artik-
lites kirjeldanud Y. G. Berger ning O. De La Riva Torres. Kéesoleva t66 teise
osa definitsioonid ning uudse meetodi kirjeldus pohineb suures osas Bergeri
ja De La Riva Torrese (2016) artiklil. Selle ldhenemise vastu on viimasel ajal
olnud suur huvi. On arendatud ka ldhedalt seotud meetodeid, iiheks selliseks

on pseudo empiirilise toepéaraga ldhenemine (Wu, Rao 2006).

T66 viimases osas teostatakse simuleerimisiilesanne, mille kiigus voetakse 1000

valimit kasutades suurusega vordelist tagasipanekuga disaini. Leitakse nelja



erineva tunnuse iildkogumi keskmistele hinnangud ning vorreldakse eespool
kirjeldatud meetodite abil leitud usaldusintervalle tegeliku vahemikuga, mis

on médratud vaadeldud hinnangute jaotusega.

Magistritéo vormistamisel on kasutatud tekstitootlusprogrammi IXTEX. Simu-
leerimisiilesande lahendamiseks ja jooniste tegemiseks on kasutatud statistika-

paketi R. Programmi kood on esitatud Lisas 3.

Autor tédnab kiesoleva magistritéo juhendajaid Imbi Traati ja Natalja Lepikut

rohkete nouannete ja ndpunéidete eest.



2 Valikuuring ja selle pohimoisted

Valikuuringud on ténapéaeval viga levinud uuringute teostamise viis. Tihti ka-
sutavad majandusteadlased ja sotsioloogid oma t066s just valikuuringuid. Nad
teevad iildkogumi kohta jareldusi valimi (iildkogumi mingi osa) abil. Tapset in-
fot saadakse ainult valimisse kuuluvatelt objektidelt ning selle pohjal leitakse
iildkogumi huvipakkuvatele parameetritele hinnangud. Valikuuringuid eelis-
tatakse tihti nende odavuse ning viiksema uuringu ldbiviimiseks kulunud aja

tottu.

Valikuuringud saab jagada kahte riihma - toendosuslikud ja empiirilised
valikud. Kéesolevas t66s vaadeldakse toendosuslikku valikumeetodit. Toenéo-
suslik valik pohineb sellel, et iga objekti kohta on teada tema valimisse

sattumise (kaasamise) téendosus.

Edasi defineerime t66s vajaminevad moisted (Traat, Inno (1997), Lepik, Traat
(2013)).

Definitsioon 2.1 Valikuindikaator I; on juhuslik suurus, mis on mddratud
iga tldkogumi objekti i (i = 1,...,N) jaoks ja nditab objekti i valikute arvu.

Tahistame realiseerunud valikute arvu k;.

Definitsioon 2.2 Juhuslikku vektorit I= (I, ..., Iy), kus I; tahistab objekti i

valikute arvu tldkogumist, nimetatakse valikuvektoriks ja selle jaotust

kus k = (ky, ..., kn), nimetakase valikudisainiks.

Definitsioon 2.3 Uldkogumi objekti i (i = 1,...,N) kaasamistoeniosuseks ;
nimetatakse toendosust, millega see objekt kaastakse valimisse s antud disain:

korral:

mi=Pli€s)=P; >1) =35 0k),

kus k on vektorvalim (vektori I realisatsioon).



Objekti sattumine valimisse on juhuslik. Objekti sattumist valimisse saab
mojutada valikudisainiga ja samuti sellega, kas kasutatakse tagasipanekuta voi
tagasipanekuga valikut. Kéesolevas t60s kasutatakse tagasipanekuga (TGA)
valikut, st iga objekt voib sattuda valimisse rohkem kui iiks kord. Tagasi-
panekuga disainide korral rasgitakse valikutoendosusest, mis on defineeritud

jargmiselt.

Definitsioon 2.4 Uldkogumi objekti i (i = 1,2,...,N) valikutéeniosuseks p;
nimetatakse toendosust, millega seda objekti voidakse valida antud disaini ihel

sammul.

Kiéesolevas t60s keskendume iihele tagasipanekuga ebavordsete valikutdenéo-

sustega disainile, nimelt multinomiaaldisainile:

I~ M(naph 7pN)7 ZUpz = 1;

kus n on valimimaht ning ) °,; a; tdhistab summat iile kogu iildkogumi, > ., a;.
Sellist liihendatud varianti kasutatakse edaspidi kogu t66s. Multinomiaaldi-
saini korral on valikuindikaator I; ~ B(n,p;). See tdhendab, et objekti i saab

valida k; = 1, ..., n korda.

Multinomiaaldisaini toendosusfunktsioon on jargmine:

p(k) = #'kvl HUpiki;

kui ), ki = n ning [], b; tahistab korrutist, mille indeks muutub iile terve
tildkogumi, [ [, bs

Valimi votmiseks multinomiaaldisaini abil leitakse tausttunnus x, mis on teada
koigi iildkogumi objektide jaoks. Tihti valitakse tausttunnuseks objekti
suurust iseloomustav niitaja, seega nimetataks multinomiaaldisaini ka
suurusega vordelise toendosusega disainiks (PPS ehk probability proportional
to size sampling). PPS tagasipanekuga valiku korral satub valimisse suure-

maid objekte rohkem. Valikutoendosused leitakse jargmise valemi abil:

Ty
pi = .
' DU T




2.1 Parameetrite hindamine disainipohise meetodi jargi

PPS tagasipanekuga valiku korral avalduvad disainikarakteristikud vastavalt

multinomiaaldisaini omadustele jargmiselt:

E(Ii1;) = n(n — 1)ppy,
V(L) = np;(1 —p;),

(2)
(3)
(4)
Cov(I;, I,) = —npip;, (5)
(6)
(7)

4
E(1}) = np;(1 — p; + np;), 6

" valikukaal. 7

np;

Ww; =

Kasutades tilaltoodud karakteristikuid ning tildist hindamisteoreemi (Lisa 1),
saame esitada iildkogumi kogusummale t = ) ; ; nihketa hinnangu. Réhutame,

et hinnangu nihketust ja dispersiooni moistame multinomiaaldisaini suhtes.

Teoreem 2.1 Multinomiaaldisaini korral on mnihketa hinnang dldkogumsi

kogusummale t jirgmine:

L::Zfiyz‘_
—

np;

Hinnangu t dispersioon on:

V(i) = % (Z Zy?—Q - t2> . (9)

Dispersioonile nihketa hinnangu saab esitada kahel erineval viisil (Lepik, Traat
(2013)):

U

TN n Ly \’ 2
V()= [Zl_pﬁnpi(npi) —t], (10

iy Ve
V(t)—n(n_l) <§11p12 t). (11)

9



Kéesolevas t60s kasutatakse dispersiooni hinnanguna valemit (11), kuna see
on stabiilsem ja lihtsama kujuga, kui dispersiooni hinnang (10). Kasutatavat

hinnangut nimetatakse ka Sen-Yates-Grundy dispersiooni hinnanguks.

Uldkogumi keskmisele Y = % > ¥i saame nihketa hinnangu, kui kasutame

valemis (8) toodud kogusumma hinnangut, see avaldub kujul:

1 1 Liyi
N nN = Di

(12)

Antud valem kehtib, kui meil on teada iildkogumi maht N. Juhul, kui N on
teadmata, tuleb ka see hinnata. Nihketa hinnang iildkogumi mahule avaldub

jargmiselt:

. I
N = . (13)
T Wi
Seega saame kirja panna ka alternatiivse hinnangu iildkogumi keskmisele:
5 t
= —. 14
"=z (14)
Kasutades valemeid (8) ja (13), saame Y, viia kujule:
= Z % s &
Yalt — U np; — Pi (15)

I 1>
ZU np; ZS pi
kus s tdhistab nn jarjestusvalimit, st. valimi elemendid on esitatud elemendi

votmise jarjekorras ja voivad esineda ka kordused.

Paneme tdhele, et % #* ffalt- Uldjuhul on alternatiivne hinnang (15) paremate
omadustega kui hinnang (12) ning seetottu laialdaselt kasutatav praktikas.

Seega kasutame ka meie oma t60s just alternatiivset hinnangut.

Keskmise alternatiivne hinnang (15) on mittelineaarne, mistottu on selle hin-
nangu tapseid statistilisi omadusi keeruline uurida. Arendades seda Taylori
ritta punkti (¢, V) iimbruses ja vottes lineaarse osa, saab leida ligikaudse dis-
persiooni avaldise ja ndidata, et hinnang (15) on asiimptootiliselt nihketa.
Tuginedes materjalile Lepik, Traat, (2013) tuletame dispersioonihinnangu

avaldise oma multinomiaaldisaini korral.

10



Lause 2.1 Alternatiivse hinnangu ifalt = z—i ligikaudne dispersiooni hin-
s p;
nang on jargmine:

V() = g & (16

Toestus.

Arendame ?alt = % Taylori ritta punkti (t, N) imbruses. Selleks votame osa-

tuletised t ja N jirgi punktis (t,N):

af@lt — 1
ot (t,N) N>
6?%“ — _%
Ny N

Seega

>

t 1. P
~ e —(f—t)— —(N = N).
alt N+N(t t) N2( )

Lihtsustades viimast avaldist, saame

N 1
Yar =Y + —=(t—YN). (17)
N
Saadud tulemuse (17) paneme kirja PPS disaini korrl. Selleks asendame t ja

N wvalemite (8) ja (13) abil, kasutades summasid dle jirjestusvalimi s.

%lt%Y+%<;3;i—Y;nim> :Y—i_%(Z 1 (yi_Y)>.

S Wi

Viimane saadud summa on nihketa hinnang kogusummale Y, (y; —Y), tdhis-
tame u; = y; — Y. Valemist (9) saame kogusummale t, = >y ui kirja panna

dispersioona:

V(i) = % (Z % - ti) . (18)



Dispersiooni hinnangu valem jareldub valemist (11), kui vaid tundmatu w;

asendada selle hinnanguga U; = y; — Yau.

V(t,) = ﬁ (Z “—2 - nt“i> , (19)

. 5
kus t, =%—olt,
pi

Kuna vastavalt valemitele (13) ja (14),

n Yi — f/alt Yi 2 1
tu = - = — 1Ia = 07
; np; 5 Wi " ; npi
sits liktsustub valem (19) kujule:
SN 1 (yz - f/alt)Q
Vi(t,) = ) 20
(t) n(n —1) I (20)

S

Seega dispersiooni hinnang tldkogumi keskmisele on jargmine:

Kasutades valemit (16) avaldub ligikaudne usaldusintervall usaldusnivool 1 —a«

iildkogumi keskmisele jérgmiselt:

1>

A

Iy = Yo & 2a\/ V (V) (21)

w[Q

kusjuures iilemise usalduspiiri méédrab summa ja alumise vahe.

Usalduspiiride arvutamisel kasutatud Za on standardnormaaljaotuse $- téiend-
kvantiil.

Klassikaliste usaldusvahemike leidmine pohineb tsentraalsel piirteoreemil ning
kui statistiku jaotus erineb normaaljaotusest, ei saa vastavaid valemeid

kasutada. Voib ka esineda olukordi, kus alumine usalduspiir tuleb negatiivne

isegi siis, kui huvialune parameeter saab olla ainult positiivsete vaartustega.

12



3 Lahenemine empiirilise toeparaga

Empiirilise toeparaga lahenemine on alternatiivne meetod usaldusintervalli I3
leidmiseks. Berger ja De La Riva Torres (2016) vdidavad, et selline lihene-
misviis voib anda parema tulemuse, kui (21) ning nn pseudo empiirilise
toeparaga leitud usaldusvahemik. Seda eriti olukorras, kus uuritav tunnus
on asiimeetriline voi sisaldab palju nulle, mis on sagedased olukorrad valik-

uuringute praktikas.

3.1 Uldkogumi parameetrite iildine esitus

Empiirilise toepira meetod voimaldab leida usaldusintervalli lopliku fikseeritud
mahuga iildkogumi korral, kus iildkogumi maht N vo6ib olla ka tundmatu.
Eeldame, et meile huvipakkuv iildkogumi parameeter, tdhistame 6y, on {ihene

lahend jirgnevale vorrandile (Godambe 1960):

G(6) =0, (22)

kus

GO)=>_ a(0) (23)

ja ¢;(0) on funktsioon, mis soltub argumendist 6 ja objektist ¢ € U. Vorrandit

(22) nimetame edaspidi hindavaks vorrandiks.

Osutub, et viga paljud huvipakkuvad parameetrid on esitatavad funktsiooni
G(6) nullkohana.

Niide 3.1 Olgu g;(0) = y; — 6. Sellisel juhul saame
G(O) =Yy —0) =Yy — No = NY — No = N(Y - 0),

kus Y = % > v Ui on tldkogumi keskmine.
Vérrandist (22) saame, et ihene lahend parameetrile 6 on 6y =Y.

Juhul kui vuritav tunnus y on pidev (nditeks sissetulek), siis on 0y keskmine

(sissetulek) ildkogumis.

13



Kui aga y on binaarne tunnus, nditeks

{ 1, kuw sissetulek on alla vaesuspiiri ;
Yi =

0 , muidu,

$11s By on vaesusmddr.

Naide 3.2 Keskmine osakogumites. Olgu tldkogum U jagatud D loikumatuks

osakogumiks Uy, ..., Uy, ...,Up. Defineerime osakogumi indikaatori jirgmaiselt:

5&:{1 . kuiie Uy

0 , muidu.

Siis valime g;(0) = (y; — 0)da4; ja seega

G(0) = >y (Wi — 0)dai = Dy Yidai — 0 3y 0ai = Dy, Yi — ONa,

kus Ny on osakogumi Uy maht.

Hindavast vorrandist (22) saame, et 0y = NidZUd yi. Analoogselt eelmisele
nditele, kui uuritav tunnus y on pidev ja nditeks sissetulek, siis on 6y keskmine

sissetulek osakogumis Uy.

Naiide 3.3 Regressioonihinnang.
a) Vabalitkmeta mudel y; = Brz; + €;.
Valime 0 = By ning ¢;(0) = z;(y; — x;51). Sel juhul

G(0) = > pailyi — xib1) = Doy iy — b1 yoy 43

. - . 5 Ui t,
Hindavast vorrandist (22) saame, et 6y = [y = 2y = = L.
U "4 T

b) Vabalitkmega mudel y; = o + Prz; + €,

1
8418 Ty = , 0= fo ja valime
Ti B

1

X

9i(0) = z;(y; — x70) = ( ) (yi — (Bo + Bry)).

14



Sel juhul saame

Vorrandist (22) saame stisteemi:

{ Sy (Wi — Bo — Bra) = 0
> v (Wiri — Bowi — 51$?) =0

Lihtsustades esimest vorrandit, ndeme, et

0=>yu—NBo—Bi>yzi=NY =Ny — NpX.

Seega oY = Bo =Y - 3,X.

Asendame saadud tulemuse vorrandisiisteemi teise vorrandisse, saame:

0= ZU%% - (Y_/BIX) ZUxi _/81 ZU'T? - twy - t?ffy +51% _/Bltx2;

mallest

Valemist (23) ndeme, et G(A) on iildkogumi kogusumma, mille nihketa
hinnanguks on G(8) = 3, 90 Varrandist G(f) = 0 saadakse 0 hinnang.

e

15



3.2 Empiiriline toepira valimi korral

Olgu antud valim s fikseeritud mahuga n.

Empiirilise toepéra funktsioon on defineeritud jargmiselt (Owen, 2001):

L(m) = H N (24)

kus m = (my, ..., my) ja m; on objekti ¢ mass iildkogumis. Sageli on % objekti

1 valikutoendosus.

Jargmises peatiikis on niidatud, kuidas saab empiirilist toepédra funktsiooni
(24) kasutada punkthinnangute leidmiseks ja usaldusintervalli konstrueeri-
miseks fikseeritud mahuga valikudisainide korral. Idee seisneb selles, et lisaks
toeparafunktsioonile tuuakse ldbi kitsenduste sisse muu teadaolev informat-

sioon valimi kohta.

16



3.3 Logaritmiline empiiriline toeparafunktsioon

Seosest (24) saame logaritmilise empiirilise toeparafunktsiooni:
In L(m) = In(J], %) = In(3= [[,m) =In1—nln N + >, In(m,),

mille maksimiseerimiseks m jérgi on vaja edaspidi iiksnes suurustest m;

soltuvat osa.

Tahistame logaritmilise empiirilise toeparafunktsiooni jargmiselt:

I(m) = In(m). (25)

Funktsiooni /(m) maksimiseeritakse jargmiste kitsenduste olemasolul:

kus ¢; on objektiga i seotud Qx1 vetor ja C on Qx1 vektor.

Vektor ¢; soltub valikudisainist ning kui kasutatakse abitunnuseid, siis ka
nendest. Nii ¢; kui C on spetsiaalsel viisil valitud. Voimalikud ¢; ja C valikud
on toodud artiklis Berger ja De La Riva Torres (2016) (Tabel 5, Peatiikk 8).
Kitsendus (27) on valikuuringutes {isna loomulik ning on rahuldatud enamuse

disainide poolt.

Eeldame, et suurused c; sisaldavad suurusi 7;, see tdhendab, et leidub sobivalt

valitud vektor ¢ nii, et tTe; = ja tTC = >, m;.

Kitsendusest (27) saame kirjutada Y m;tTe; = tTC, mis on samavéirne

Z mm; = Z T =n. (28)

Teisisonu kitsendus (27) tagab, et kitsendus (28) on téidetud.

sellega, et

Olgu naiteks ¢; esimeseks komponendiks Nn~'m; ja vektori C esimeseks
komponendiks N. Sellisel juhul saame valida t = (nN710,...,0)" ja
kitsendus (28) on taidetud.

17



Paneme tihele, et kitsenduses (28) on valimimaht fiskeeritud, sest kehtib

>y ™ = n. Seega vorrand (28) on iihtlasi ka kitsendus disaini jaoks.

Kitsendustega maksimiseerimisiilesande lahendamiseks moodustame Lagrange’i
funktsiooni lisades kitsendused (27) ja (28) logaritmilisse empiirilise toepéra

funktsiooni (25):

Lag(m,X) = .. In(m;) — )\T(Zi@ mic; — C) — (D_,c, i — 1),

Kitsendus (28) on ¢; valikuga rahuldatud, mistottu Lagrange’i kordajat ei ole

vaja. Vottes saadud Lagrange’i funktsioonist osatuletised m; ja A jargi, saame:

OLag(m,A) 1

. — Me,—m, ies, (29)
oL A)
“9 =3 e - C. (30)
1ES

Vordsustades osatuletise (29) nulliga, saame

mi = (71'1' + ATCi)_l. (31)

Vordsustades (30) nulliga ja asendades sellesse m; = m;, saame vorrandi A

leidmiseks:

C = Zrﬁzcz = Z(ﬂ—l + ATC,')_IC,'. (32)

€S €S

Artiklis (Chen, Sitter, Wu. 2002) on toodud algoritm X ja 7, leidmiseks.
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3.4 Suurima empiirilise toepira hinnang

Olgu m; suurus (31), mis on saadud vorrandi (25) maksimiseerimisel ning
arvestades kitsendusi (26) ja (27) etteantud ¢; ja C korral. Seega funktsiooni

(25) maksimaalne viirtus on:

1) = > In(riny). (33)

Kuna antud valem ei sisalda parameetrit 6, aga meie soovime hinnata 6 ja selle
usaldusvahemikke, siis olgu m () teine suurus, mis maksimiseerib funktsiooni

(25) fikseeritud 6 ja jargnevate kitsenduste korral:
Zmic: = C", (35)

kus ¢f = (cf,¢:(0))" ja C* = (CT,0)".
Paneme téhele, et uued kitsendused sisaldavad eelmisi (26) - (27), kusjuures
lisaks on kitsendus G(0) =), m;g;(8) = 0.

Taaskord moodustame Lagrange’i funktsiooni kitsendustega maksimiseeri-
misiilesande lahendamiseks. Selleks lisame empiirilise logaritmilise toepéra
funktsioonile kitsendused (35) ja (28):
Lag(m*,A) = >, In(m;) — AT [ZS m;c; — C*} - Do mym —nl.
Analoogiliselt eelmise peatiiki 16pus esitatud tuletuskiigule, saame:
my = (m;+ATef)™!, ies. (36)

Suuruse A = (:\\;) leidmiseks nouame kitsenduste (35) rahuldamist.

C* =) mic;=> (m+A'¢)) e} (37)

S
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Sellisel juhul tdhistame funktsiooni (25) maksimaalse vidrtuse jargmiselt:

[(m",0) = In(m;(9)). (38)

Kasutades iilaltoodud téhistusi (33) ja (38) saame kirja panna logaritmilise

empiirilise toeparasuhte funktsiooni.

Definitsioon 3.1 Logaritmiline empiirilise toepdrasuhte funktsioon on 0

funktsioon, mis on esitatud valemiga:

7(0) = 2[l(m) — I(m", 0)]. (39)

Suurima empiirilise toepédra hinnang iildkogumi parameetrile 6, saadakse

minimiseerides 7(f) valemis (39) ning see tihistatakse 6.

Paneme tahele, et 7#(0) > 0 iga 6 korral, sest teine liige maksimiseeritakse
rohkemate kitsenduste korral. Seega 6 on vorrandi #(0) = 0 lahend. Eeldame,

et g;(0) on selline, et hindaval vorrandil:

G(6) =0, (40)

kus

G(@ = Zmigi(0)7 (41)

on iihene lahend. Suurus 6 on vorrandi (41) lahend, kuna 7#(f) = 0 toob kaasa

selle, et m}(0) = m; iga i korral.

Niide 3.4 Kui ¢; = m; ja C = n (1-dimensionaalsed suurused), siis saame
seosest (82):

n=">y(m+Im) " m.

Jarelikult X peab vorduma 0 ja seosest (31), et m; = 7TZ-_1. Asendades m;

seosesse (41), saame

G =Y (0 = 22 (12)

S
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mis on Horvitz ja Thompsoni hinnang nulliga vérduvale funktsioonile G(0)
seoses (22). Vordsustades seose (42) nulliga, G(0) = 0, saame hinnangu

parameetrile 6.

a) Kasutades ndites 2.1 toodud g;(0) = y; — 0, saame

A i — 0 i
Glo) =3 :Z%_HZ%' (43)

Vordsustades saadud tulemuse nulliga, saame

Yi
b — 2_7:_1 (44)

mis on tuntud ka kut Hajeki hinnang tldkogumi keskmisele.

b) Kui 0y on vaesusmddr ja g;(0) on antud nagu ndites 2.2, siis saame

A i — 0)da; i0di Odi
G(G):Z(yﬁ#:zyﬁfl —0y (45)

S

Saadud tulemuse vordsustamisel nulliga, saame

81
= —ZZ y;(sdﬂjl , (46)
s 0diTy

mis on Hajeki hinnang vaesusmddarale osakogumis Uy.

c) Valides g;(0) = y; — ON~', saame

GO) =, W= =y m NIy L

Avaldades 0, saame Hajeki suhtehinnangu tldkogumi kogusummale

ys

st?z
1 .

2w

k3

0=
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3.5 Empiirilise toepira usaldusintervall

Logaritmilist empiirilise toepédrasuhte funktsiooni (39) saab kasutada
empiirilise toepéra usaldusintervallide konstrueerimiseks. On niidatud (Berger,
De La Riva Torres (2016)), et kiillaltki iildistel eeldustel 7(6) on x? -jaotusega
vabadusastmete arvuga iiks. Sel juhul (1 — «) empiirilise toepéra usaldus-

intervall iildkogumi parameetrile 6, avaldub jargmiselt (Wilks, 1938):

{0:7(0) < xi(@)} = [min{0]7(0) < xi(e)}imaz{0]7(0) < xi(a)}],  (47)

kus x?(a) on x? -jaotuse vabadusastmete arvuga iiks iilemine a-kvantiil.

Intervalli (47) voib pidada toepoolest 6y usaldusintervalliks, sest see sisaldab
koiki @ vadrtusi, mis on sellised, et hiipoteesi 6, = 6 ei saa timber likata
kasutades teststatistikut 7(0). Paneme tédhele, et 7(6) on kumer ebasiim-
meetrilise jaotusega funktsioon, mis saavutab oma miinimumi, kui ¢ on su-
urima

empiirilise tGepira hinnang (§ = ). Usaldusintervalli (47) saab leida kasu-
tades loigu poolitamise meetodit, millest on ldhemalt rddgitud artiklis Wu

(2005). See toob kaasa 7(f) arvutamise mitmete 6 vidrtuste korral.

Kui ¢;(f) ja 6 on R x 1 vektorid, siis osutub, et suurus 7#(6,) liheneb y? -
jaotusele vabadusastemete arvuga R (Ogus-Alper ja Berger, 2014).
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3.5.1 Empiirilise toepédra usaldusintervall PPS TGA valiku

korral

Suurusega vordelise tagasipanekuga (PPS TGA) disaini korral kasutatakse kit-

sendustes (27) ja (35) jargmisi suurusi:

ci = Nn~'m;,
C =N,
c; = (eI, gi(60))" = (Nn~'m;, g:(60))7,
C* = (CT,0)T = (N,0)7,

kusjuures m; = np; tagasipanekuga disainide korral.

Berger ja De La Riva Torres (2016) on nédidanud, et kui valim on voetud PPS
TGA disaini abil ja on kasutatud eeltoodud kitsendusi, siis suurus 7(6y) valemis
(39) on asiimptootiliselt x? -jaotusega vabadusastmete arvuga iiks. Jérelikult

saab usaldusintervallide leidmisel kasutada valemit (47).

Paneme téhele, et kitsendused Y m;m = n ja > m;(Nn~'m) = N on ekvi-

valentsed, sest:
ZS mi(Nn_lm) = Nn_l ZS m;Ty,

ning see saab olla vordne iildkogumi mahuga N vaid siis, kui >, m,m; = n.

Seega kasutades kitsendustes suurusi ¢; = m; ja C = n voi ¢; = Nn~!

T ja
C = N, saame molemal juhul suurustele m; ja m; samad véédrtused. See
omakorda tdhendab seda, et me saame leida suurused m; , m! ja 7(0) isegi siis,

kui iildkogumi maht N on tundmatu.

Antud t66s pakub huvi iildkogumi keskmise Y = % > v ¥; hindamine. Seetottu
vaatame pohjalikumalt juhtu, kus huvialuseks iildkogumi parameetriks on
keskmine ning valimi votmisel kasutatakse suurusega vordelise toendosusega

tagasipanekuga disaini. Sel juhul g;(6) = y; — 6. Eespool oleme ndidanud, et

1

sellises olukorras avaldub m; hinnang jargmiselt (vt. ndide 3.4): m; = Pt

Logaritmilise empiirilise toepérasuhte funktisooni (39) leidmiseks on meil vaja

leida m*. Nagu ka eespool kirjas, peame selleks maksimiseerima logaritmilise
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empiirilise toepéra funktsiooni (25). Lisaks tuleb arvestada kitsendusega (27),

mis saab ¢; = m; ja C' = n korral kuju:

Zmﬂrl- =n (48)

ja ka kitsendusega

> migi(0) =Y mi(y; — 6) = 0. (49)

Kitsenduse (48) asemel saame kasutada kitsendust ) m;p; = 1, sest m; = np;.

Empiirilise logaritmilise toepidra funktsiooni maksimumi leidmiseks antud
erijubul kasutame uuesti Lagrange’i kordajate meetodit. Lagrange’i funkt-

sioon avaldub kujul:

Lag(my,...,mp, A1, Ao) = Z log(m;)—X\ [Z mip; — 1] -2 [Z m;(y; — 0)] :

Edasi tuleb leida Lagrange’i funktsioonist esimest jarku osatuletised m;, A\ ja

Ao jargi. Saadud osatuletised on:

OLag 1 .
om,  mi Mpi — Xa(yi = 0), i€ s, (50)
OLag
3)\1 - ;mzpz - 17 (51)
dLag
. _z;mmﬁ—m. (52)

Paneme téhele, et kui vordsustame saadud osatuletised (51) ja (52) nulliga,

siis on need tegelikult meie poolt seatud kitsendused.

Vordsustame m; jérgi leitud osatuletise (50) nulliga

1
—' — )\1]31‘ — /\2(yZ — 9) = 0, (53)

Saadud vorrandi korrutame molemalt poolt 1abi suurusega m; ning seejirel

votame summa iile valimi.
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Saame
Yool =AY maps — Ao mi(ys —0) = 0.
Kasutades etteantud kitsendusi ja teadmist ), 1 = n, saame kirjutada:
n—>A =0.

Korrutame antud vorduse ldbi suurusega p;, saame np; — A;p; = 0. Pannes

saadud tulemuse vorduma tulemusega (53), saame:
np; — \ipi = mL — Aipi — Aoy — 0).
Antud seosest saame m; hinnanguks:

. 1
m¥ = . 54
Conp + Ay — 0) (54

Asendades saadud hinnangu valemisse (49), saame ), leidmiseks jargmise

vorrandi:

(yi — 0) _
2 np;i + Aa(yi — 0) N (53)

s

Sellisel juhul saab logaritmiline empiiriline téepéarasuhte funktsioon (39) kuju:

1 1
A0 — 9 B
7(0) ZS:ln Zszlnnpi s womi &

np;

mida lihtsustades saame:

-+ Aoy — 0
f(e)zzzln”p+nj§y ) (56)

kus \g leitakse seosest (55).

Saadud tulemusi kasutame ka kiesoleva t606 praktilises osas iildkogumi keskmisele

usaldusintervalli leidmiseks.
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4 Simuleerimisiilesanne

Kiesolevas peatiikis rakendame eelnevalt Kkirjeldatud teooriat praktilisel
andmestikul. Eesmérk on vorrelda empiirilise toepéra abil leitud usadusinter-
valle klassikalise meetodiga leitud usaldusintervallidega. Huvialuseks
hinnatavaks parameetriks on iildkogumi keskmine. Uuritavad tunnused on
valitud kolme erinevat tiilipi - pidev, binaarne ja diskreetne. Lisaks on vali-
tud iiks tunnus, mis sisaldab palju nulliga vordseid viaartuseid. Koigi tunnuste

korral leitakse {ildkogumi keskmisele hinnang ja usaldusintervall.

Simuleerimisiilesandes voetakse iildkogumist 1000 korda valimit, mis saadakse
suurusega vordelise toendosusega tagasipanekuga valiku abil. Tausttunnusena
kasutati leibkonna liikmete arvu, mis tdhendab seda, et suurematel perekon-
dadel on suurem toenéosus osutuda valituks. Valimi suuruseks on voetud 30%

iildkogumi mahust, milleks tuli 542 isikut.
Usaldusintervalli leiame kolmel erineval viisil:

1. Tegelik: tuhandest {ildkogumi keskmise hinnangust on moodustatud
variatsioonrida ning sealt on voetud usalduspiirideks 25. ja 975. element.

Hinnang iildkogumi keskmisele leitakse valemi (15) abil.

2. Klassikaline: Usaldusintervalli leidmiseks on igal sammul kasutatud valemit

A

(21), kus a = 0, 05 ja dispersioon V(Yy;) on hinnatud valemi (16) abil.

3. Empiiriline téepidra (EL): Usaldusvahemike leidmiseks igal sammul

kasutame valemit (56) ja usaldusvahemiku definitsiooni (47).

Nii teise kui kolmanda variandi korral on leitud 1000 korda usalduspiirid,
millest on seejirel voetud keskmine. Lisaks on vaadeldud moélema meetodi
korral usalduspiiride varieeruvust iile simulatsioonide. Vastav programmi kood

on toodud Lisas 3.
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4.1 Andmestiku kirjeldus

Kéesolevas t66s kasutatav andmestik on périt European Social Survey (ESS)
kodulehelt (www.europeansocialsurvey.org). ESS on orienteeritud akadeemiliselt
mitme riigi uuringutele. Uuring holmab rohkem kui 30 riigi andmeid. Pohiliselt

on sellel kolm eesmérki:
1. jélgida ja tolgendada avaliku arvamuse muutumisi ja vadrtusi Euroopas,

2. edendada ja tugevdada tdiustatud meetodeid riikidevahelistes uuringute

mootmiseks Euroopas ja mujal,

3. tootada vilja mitmeid Euroopa sotsiaalseid néitajaid, sealhulgas suhtumise
néitajaid.

Kuna Eesti osaleb ESS uuringutes, siis iildkogumiks ongi voetud Eesti elanike
andmestik. Andmed on kogutud intervjueerimise teel ning perioodil 07.09.2014
- 29.12.2014. Intervjuud viidi ldbi nii eesti kui vene keeles ning vastajate vanus
jai vahemikku 15 - 99. Infot on kogutud vdga paljude néitajate kohta, mille
pohjal sooviti néiteks teha jareldusi sotsiaalse ebavordsuse, tervise ja seda
mojutavate tegurite ning hoiakutest sisserdndajate ja nende eelkdijate kohta.

Eesti andmestikus on ridu 2051 inimese kohta.

Kéesoleva t60 uuritavateks tunnusteks voetakse antud andmestikust neli tun-
nust - sissetuleku detsiilid, televiisori vaatamine, onnelikkus ning organisat-
siooni mojutavates otsustes kaasardidkimine. 1808 inimest oli vastanud
korrektselt antud tunnuste korral, seega moodustub meie iildkogum just nen-

dest inimestest.
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4.1.1 Sissetuleku detsiilid

Andmestikus tunnus HINCTNEE on leibkonna kogu netosissetulek (koikidest
allikatest). Inimestele anti ette kaart, mis sisaldas infot sissetuleku detsiilide
kohta ning paluti hinnata, millisesse detsiili kuulub nende leibkonna kogu-
sissetulek parast maksude ja kohustuslike kinnipidamiste maha arvamist ehk
nad pidid hindama leibkonna netosissetulekut. Kui inimene ei teadnud tapset
numbrit, siis paluti anda ligikaudne hinnang, kaartil oli info toodud nédala,

kuu ja aasta sissetuleku kohta.

Kuna on sooviks kasutada pidevat tunnust, siis kogutud andmete pohjal teki-
tati uus tunnuse - SISSETULEK. Tunnuse sissetuleku leidmiseks on kasutatud
Eesti Statistikaameti 2014. aasta andmeid leibkonnaliikme netosissetulek kuus
(stat.ee, tabel ST10) ning iihtlast jaotust. Néiteks, kui inimene oli mérkinud,
et tema sissetulek jadb 3. detsiili, siis uus tunnus sissetulek sai vadrtuse, mis
on genereeritud vahemikust (277,4 ; 336) kasutades iihtlast jaotust. Lisas 2 on
toodud tabel leibkonnaliikme netosissetuleku detsiilide kohta. Tunnuse sisse-

tulek jaotus on toodud joonisel 1.

0.002 -

tinedus

0.004 -

0.000 -

0 500 1000 1500
sissetulek

Joonis 1: Tunnuse sissetulek jaotus

Uldkogumi keskmine sissetulek iihe leibkonna liikme kohta on 359,70 eurot.
Sissetulekud ja&vad vahemikku (50,95; 1538,40).
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4.1.2 Televiisori vaatamine

Andmestikus tunnus TVTOT on televiisori vaatamine. Inimesel paluti hin-
nata, kui palju ta kulutab pédevas keskmiselt aega televiisori vaatamisele.

Voimalikud vastuse variandid olid:
0 - ei vaata iildse,
1 - vihem kui poolt tundi,
2-0,5-1 tund,
3-1-1,5 tundi,
4 -1,5- 2 tundi,
5-2- 2,5 tundi,
6 - 2,5 - 3 tundi,
7 - rohkem kui 3 tundi.

Kuna sooviks oli, et iiks tunnus oleks binaarne, siis sai tekitatud uus tunnus
TEL. Tunnus TEL sai viirtuse 0, kui inimene ei vaata iildse televiisorit, ning
viartuse 1 said koik iilejadnud, kes vaatasid vihem kui pool tundi kuni rohkem

kui kolm tundi televiisorit.

1500 -

1000 =

inimeste any

00 -

televiisari vaatamine

Joonis 2: Televiisori vaatamine, 0 -ei vaata, 1-vaatab
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4.1.3 Onnelikkus

Andmestikus tunnus HAPPY kirjeldab onnelikkust. Inimesel paluti hinnata,
kui onnelikuks ta end peab. Vastuste skaala jai vahemikku 0 - 10, kus 0
vastab viga onnetule seisundile ning 10 viga onnelikule. Inimene pidi hindama
oma onnelikkust antud skaalal, kuid viartustele 1 - 9 sonalist vastet ei olnud.
Inimeste keskmine onnelikkus iildkogumis oli 6,9. Andmestikus oli inimesi,
kes pidasid end vdga onnetuks voi viga onnelikuks ning joonisel 3 on toodud

vastanute onnelikkuse viaartuste jagunemine.

400 -
200 -
=
]
=
@ 200 -
£
=
100 -
' m ..
o- __-
1 1 1
2
ﬁnnellkkus

Joonis 3: Inimese onnelikkuse hinnang

30



4.1.4 Organisatsiooni otsustes kaasaridikimine

Andmestikus tunnus IORGACT kirjeldab oma organisatsiooni otsustes kaasa-
radkimise voimalikkust. Inimesele loeti ette véiteid, mis kiisid todelu kohta
ning nende hulgas olid ka viited, kus isik pidi hindama, kui palju lubatakse tal
organisatsiooni otsuste tegemisel kaasa radkida. Voimalikud vastuse variandid
jéaid vahemikku 0 - "ei saa mojutada otsuste tegemist” kuni 10 - "saan téielikult

kaasa raakida".

Organisatsioonis otsuste tegemisel kaasarddkimise iildkogumi keskmine oli 3,6.
Joonisel 4 on toodud vastanute arvamuste jagunemine. Nideme, et ligi
kolmandik inimestest ei saa iildse kaasa rdaidkida oma organisatsiooni otsuste

tegemisel.

GO0 -

400 -

inimeste ans

200 -

o-
1 1 1 1 1 1 1 1 1 1 1
u] 1 2 3 ) & Gi T g =] 10

organisatsiooni otsustes kaasardakimine

Joonis 4: Luba mojutada organisatsiooni otsuseid

Antud tunnus voeti vaatluse alla, kuna sooviks oli uurida tunnust, mis sisaldab

nulle monevorra rohkem, kui teisi vastuste variante.
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4.2 Logaritmilise empiirilise toepirasuhte jaotus

Empiirilise toepdrasuhte meetod eeldab x? - jaotuse kasutamist. Seetottu
kontrollisime oma andmestiku korral, kas see eeldus on téidetud logaritmilise

empiirilise toeparasuhte korral. Saadud graafikud on toodud alljargneval

joonisel.
Sissetulek Televiisori vaatamine
[} [iu]
[} (]
[0 iy}
£ O £ o
= rj =
o [ = _ o
S 1 T T T T 1 =] 1
o2 4 B 8 10 12 14
Onnelikkus Otsustes kaasardakimine
(i) [} [
= =l
Z . E.
[an]
£ o £ o
- - =]
= = i
= [ | =] [ [ [ [ [ [ |
14 o2 4 B 8 10 12

Joonis 5: Logaritmilise empiirilise toeparasuhte jaotused uuritavate tunnuste

korral

Jooniselt 5 on néha, et koigi nelja uuritava tunnuse korral on logaritmiline

empiiriline toepirasuhe x? - jaotusega vabadusastmete arvuga iiks.
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4.3 Hinnangud ja usaldusvahemikud

Pideva tunnusena on vaadeldud sissetulekut iihe leibkonna lilkme kohta. Saadud
hinnang iildkogumi keskmisele on 359,40. Binaarseks tunnuseks on voetud tele-
viisori vaatamine. Keskmine hinnang televiisori vaatamise osakaalule on 0,94
ehk 94% inimestest vaatavad iga paev televiisorit. Keskmisele onnelikkusele
on saadud hinnanguks 6,9 ning otsustes kaasarddkimisele 3,6. Koigi tunnuste

usaldusintervallid saadud hinnangutele on toodud Tabelis 1.

Tabel 1: Uldkogumi keskmiste usaldusvahemikud

Uuritav tunnus Meetod Alumine Ulemine  Usaldusintervalli

usalduspiir usalduspiir laius
Tegelik 338,34 380,02 41,68
Sissetulek Klassikaline 338,13 380,75 42,63
EL 338,84 381,76 42 82

Tegelik 0,91 0,96 0,05

Televiisor Klassikaline 0,91 0,96 0,05
EL 0,91 0,96 0,05

Tegelik 6,70 7,09 0,39

Onnelikkus Klassikaline 6,70 7,10 0,41
EL 6,69 7,10 0,41

Tegelik 3,23 3,89 0,66

Otsus Klassikaline 3,23 3,88 0,65
EL 3,24 3,89 0,65

Tabelist 1 ndeme, et nii klassikalise meetodi kui empiirilise toepéara abil leitud
usaldusvahemikud iildkogumi keskmisele on iisna sarnased, nii monelgi juhul
tuli tegelikult erinevus alles kolmandas voi neljandas komakohas. Seega voime

oelda, et iildiselt t66tavad molemad meetodid sama hésti.

Kuna praktikas on meil {iks valim ja ka nii alumist kui iilemist usalduspiiri
leiame selle {ihe konkreetse valimi korral, siis vaatame antud olukorras liasks

ka usalduspiiride varieeruvust.
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Olgu alumise usalduspiiri simulatsioonid ay, ..., a1900, alumise usalduspiiri kesk-
. 1 1000 . . . B

mine on a5 2oi—y @ ja kvantiilvahemik qoors — qoo2s = ars) — as),

kus a(;) on variatsioonirea i. element. Antud olukorras néditab kvantiilvahemik

alumise usalduspiiri varieeruvust. Analoogiliselt saab leida ka iilemise usal-

duspiiri varieeruvust.

Jargmises tabelis esitame koigi tunnuste alumiste ja iilemiste usalduspiiride
keskmised ning neile vastavad kvantiilvahemikud klassikalise ning
EL meetodite korral.

Tabel 2: Usalduspiiride keskmised ja kvantiilvahemikud klassikalise ja EL

meetodi korral

Tunnus Meetod Alumise Ulemise

usalduspiiri usalduspiiri

keskmine 40,975 — 40,025 keskmine 40,975 — 40,025

Sissetulek  Klassikaline 338,13 38,69 380,75 44,91
EL 338,84 38,80 381,76 45,78
Televiisor  Klassikaline 0,91 0,06 0,96 0,04
EL 0,91 0,06 0,96 0,04
Onnelikkus Klassikaline 6,70 0,42 7,10 0,37
EL 6,69 0,42 7,10 0,38
Otsus Klassikaline 3,23 0,63 3,88 0,67
EL 3,24 0,63 3,89 0,67

Tabelist 2 ndeme, et nii klassikalise kui empiirilise toepara abil leitud valemite

korral tulevad usalduspiiride laiused iisna sarnased.

Saadud tulemused kinnitavad, et EL meetodit saab kasutada alternatiivina
klassikalisele meetodile. Sellest voiks olla abi siis, kui huvialuse parameetri
hinnang omab keerulist mittelineaarset kuju, kus klassikalise meetodi abil

dispersiooni hinnanguid on raske voi isegi voimatu leida.
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5 Kokkuvote

Kéesolevas magistritoos leiti lildkogumi keskmise hinnangule usalduspiirid
klassikalisel meetodil ning uudsel meetodil, mille korral leitakse usaldusinter-
vallid mitteparameetrilisel viisil empiirilise toepira abil. Uldkogumi keskmise
hinnang ja selle usaldusintervallid leiti nelja erineva tunnuse korral, millest iiks
oli pidev, iiks binaarne ning kaks diskreetset tunnust. Uhel diskreetsel tunnusel
esines nulle monevorra rohkem. Koigi tunnuste korral andsid nii klassikalised

valemid kui uudne meetod {isna sarnsed tulemused.

Kokkuvotteks voib elda, et antud t66 téitis oma eesmérgi. Tuletati valemid
empiirilise toepiraga ldhenemisel suurusega vordelise tagasipanekuga valiku
korral. Saadud valemeid sai proovida reaalsel andmestikul ning tulemusi
vorrelda varasemalt tuntud valemitega. Kontrolliti jooniste abil, kas uuri-
tavate tunnuste korral tuli 7#(6y) valemis (56) x* -jaotusega vabadusastmete

arvuga iiks.
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Lisad

Lisa 1. Uldine hindamisteoreem

Antud teoreem périneb aine "Valikuuringute teooria I" konspektist (Lepik,
Traat, 2013).

Teoreem 6.1 Uldine hindamisteoreem.

Uldkogumi kogusumma t = > v Yi nihketa hinnang on

tA - ZU [igiv

kus y; = %

Selle disainipohine dispersioon on
V(t) = Xu Xu A,

kus Aij = COU([i,]j).

Dispersiooni nihketa hinnanguks E(I1;1;) > 0 korral on

‘A/(f) - ZU ZU Aijgigjli]jv

A JAVH
kus Aij = _Jv .

Uldine hindamisteoreem kehtib nii tagasipanekuga kui ka tagasipanekuta dis-

ainide korral. Vaja on teada disainikarakteristikuid.
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Lisa 2. Sissetuleku detsiilid

Tabel 3: Sissetuleku detsiilid 2014. aastal

2014 Netosissetulek kokku
I tuludetsiil 154.4
IT tuludetsiil 277,3
I1T tuledetsiil 336,0
IV tuludetsiil 36,4
V tuludetsiil 410,0
VT tuludetsiil 4824
VII tuludetsiil 581,4
VIII tuludetsiil 717,1
IX tuludetsiil 938.,5
X tuludetsiil 1540,4
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Lisa 3. Simuleerimisiilesandes kasutatud kood

install.packages ("pps")
library (pps)
library (ggplot2)

andmed=read.csv("C:/Users/kristity/Downloads/EEandmed.csv",

header=T, sep=";")
N=1808

sisset=rep(NA,1808)

sis_pidev = function(detsiil){
for( i in 1:1808){
if (detsiil([i] == 1 ) {

sisset[i]l=runif (1,50,145.4)
} else if(detsiill[i]l==2){ sisset[il=runif(1,145.5,277.3) }
else if(detsiil[i]==3){ sisset[i]=runif(1,277.4,336) }
else if(detsiil[i]==4){ sisset[i]=runif(1,336.1,368.4) }
else if(detsiil[i]==5){ sisset[il=runif(1,368.5,410) }
else if(detsiil[i]==6){ sisset[il=runif(1,410.1,482.4)
else if(detsiil[i]==7){ sisset[i]=runif(1,482.5,581.4)
else if(detsiil[i]==8){ sisset[i]=runif(1,581.5,717.1)
else if(detsiill[i]==9){ sisset[il=runif(1,717.2,938.5)
else {sisset[i] = runif (1,938.6,1540.4)}}

return(sisset[])

[ T R

sis_detsiil=andmed$HINCTNEE

sissetulek=sis_pidev(sis_detsiil)

tel=rep(NA,1808)

for( i in 1:1808) {
if (andmed$TVTOT[i] == 0){tel[il=0}
else {tel[il=1}

a=data.frame (andmed, sissetulek, tel)

ggplot(a, aes(sissetulek)) +
geom_density (colour="#£ff99ff", fill="#ff99ff") +
ylab("tihedus")

ggplot(a, aes(factor(tel), fill=factor(tel))) + geom_bar() +

xlab("televiisori vaatamine")+
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ylab("inimeste arv")+
theme (legend.position="none") +
geom_text(stat="bin",

aes(label = ..count..,y=(..count..-..count..)+90))

ggplot(a, aes(factor (HAPPY), fill=factor (HAPPY))) + geom_bar() +
xlab("8nnelikkus")+
ylab("inimeste arv")+
theme (legend.position="none") +
geom_text(stat="bin",

aes(label = ..count..,y=(..count..-..count..)+50))

otsus=andmed$ IORGACT

ggplot(a, aes(factor(otsus), fill=factor(otsus))) +
geom_bar () +
xlab("organisatsiooni otsustes kaasardikimine")+
ylab("inimeste arv")+
theme (legend.position="none") +
geom_text(stat="bin",

aes(label = ..count..,y=(..count..-..count..)+90))

mean (a$HAPPY)
mean(a$sissetulek)
mean(a$tel)
mean (a$ IORGACT)

min(a$sissetulek)

max (a$sissetulek)

UKl=data.frame(liikmed=andmed$HHMMB ,tel, sissetulek,
onnelikkus=andmed $HAPPY, otsus=andmed$IORGACT,
valikutn = (andmed$HHMMB)/sum(andmed $HHMMB) )

valikutn = (andmed$HHMMB)/sum(andmed$HHMMB)

m=1000
n=542

valimi_jrk=matrix(NA, n, m)

for (i in 1:m){
valimi_jrk[,il=ppswr (UK1$liikmed ,n)
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kesk_hinnang_sissetulek=matrix(NA,m,1)
disp_hinnang_sissetulek=matrix(NA,m,1)
kesk_hinnang_tel=matrix(NA,m,1)
disp_hinnang_tel=matrix(NA,m,1)
kesk_hinnang_onnelikkus=matrix(NA,m,1)
disp_hinnang_onnelikkus=matrix(NA,m,1)
kesk_hinnang_otsus=matrix(NA,m,1)
disp_hinnang_otsus=matrix(NA,m,1)
t_hinnang_tel=matrix(NA,m,1)
t_hinnang_onnelikkus=matrix(NA,m,1)
t_hinnang_sissetulek=matrix(NA,m,1)
t_hinnang_otsus=matrix(NA,m,1)
for (i in 1:m){
kesk_hinnang_sissetulek[i,] =
(sum(UK1$sissetulek[valimi_jrk[,i]]/n/valikutn[valimi_jrk([,i]]1))/(sum((1/n
/valikutn[valimi_jrk[,i]11)))
disp_hinnang_sissetulek[i,] = 1/((sum(1/n/valikutn[valimi_jrk[,i]])) "2*nx(n
-1))*sum((sissetulek[valimi_jrk[,i]]-kesk_hinnang_sissetulek[i,])"~2/(
valikutn[valimi_jrk[,i]])"2)
kesk_hinnang_tel[i,] = sum(UKi$tel[valimi_jrk([,i]] / n/ valikutn[valimi_jrk
[,i11)/ sum((1/n/valikutn[valimi_jrk[,1i]1]))
kesk_hinnang_onnelikkus[i,] = sum(UKi$onnelikkus[valimi_jrk[,i]] / n/
valikutn[valimi_jrk[,i]])/ sum((1/n/valikutn[valimi_jrk[,i]1]))
t_hinnang_tel[i,] =sum(tell[valimi_jrk[,i]]/n/valikutn[valimi_jrk[,i]1])
t_hinnang_onnelikkus[i,] =sum(UKi$onnelikkus[valimi_jrk[,i]]/n/valikutnl
valimi_jrk[,i11)
disp_hinnang_tel[i,] = 1/((sum(1l/n/valikutn[valimi_jrk[,i]1]1)) " 2%n*(n-1))*sum
((((tellvalimi_jrk[,i]]-kesk_hinnang_tel[i,])/valikutn[valimi_jrk[,i]1]1))
~2)
disp_hinnang_onnelikkus[i,] = 1/((sum(1/n/valikutn[valimi_jrk([,i]])) "2*n*(n
-1))*sum((((UK1$onnelikkus [valimi_jrk[,i]]-kesk_hinnang_onnelikkus[i])/
valikutn[valimi_jrk[,1i]1]1))"2)
kesk_hinnang_otsus[i,] = sum(UKi$otsus[valimi_jrk([,i]] / n/ valikutn[valimi_
jrk[,1i]1]1)/ sum((1/n/valikutn[valimi_jrk[,i]1]))
t_hinnang_otsus[i,] =sum(UKi$otsus[valimi_jrk([,i]]/n/valikutn[valimi_jrk[,i
1D
disp_hinnang_otsus[i,] = 1/((sum(1/n/valikutn[valimi_jrk[,1i]])) "2*n*(n-1))*
sum((((UK1$otsus[valimi_jrk[,i]]-kesk_hinnang_otsus[i]l)/valikutn[valimi_
jrk[,111))-2)

mean(disp_hinnang_sissetulek)

mean (kesk_hinnang_sissetulek)

UI_al_sissetulek=kesk_hinnang_sissetulek-1.96*sqrt(disp_hinnang_sissetulek)
UI_yl_sissetulek=kesk_hinnang_sissetulek+1.96%sqrt(disp_hinnang_sissetulek)
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mean(UI _al_sissetulek)
mean(UI_yl_sissetulek)
mean(UI_yl_sissetulek) - mean(UI_al_sissetulek)

sort (Ul _al_sissetulek)[975]-sort(UI_al_sissetulek) [25]

sort (UI_yl_sissetulek) [975] -sort(UI_yl_sissetulek) [25]

sort (kesk_hinnang_sissetulek) [25]
sort (kesk_hinnang_sissetulek) [975]
sort (kesk_hinnang_sissetulek) [975] - sort(kesk_hinnang_sissetulek) [25]

UI_al_tel=kesk_hinnang_tel-1.96*sqrt(disp_hinnang_tel)
UI_yl_tel=kesk_hinnang_tel+1.96*sqrt(disp_hinnang_tel)
mean (UI_al_tel)

mean(UI_yl_tel)

mean(UI_yl_tel)-mean(UI_al_tel)

sort (UI_al_tel) [975] - sort(UI_al_tel) [25]

sort (UI_yl_tel) [975] - sort(UI_yl_tel) [25]

mean (kesk_hinnang_tel)

sort (kesk_hinnang_tel) [25]

sort (kesk_hinnang_tel) [975]

sort (kesk_hinnang_tel) [975] - sort(kesk_hinnang_tel) [25]

mean (kesk_hinnang_onnelikkus)

UI_al_onnelikkus_kesk=kesk_hinnang_onnelikkus -1.96%sqrt(disp_hinnang_
onnelikkus)

UI_yl_onnelikkus_kesk=kesk_hinnang_onnelikkus+1.96*sqrt(disp_hinnang_
onnelikkus)

mean(UI_al_onnelikkus_kesk)

mean(UI_yl_onnelikkus_kesk)

mean(UI_yl_onnelikkus_kesk) - mean(UI_al_onnelikkus_kesk)

sort (Ul _al_onnelikkus_kesk) [975] - sort(UI_al_onnelikkus_kesk) [25]

sort (UI_yl_onnelikkus_kesk) [975] - sort(UI_yl_onnelikkus_kesk) [25]
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mean (kesk_hinnang_onnelikkus)

sort (kesk_hinnang_onnelikkus) [25]

sort (kesk_hinnang_onnelikkus) [975]

sort (kesk_hinnang_onnelikkus) [975] - sort(kesk_hinnang_onnelikkus) [25]

mean (kesk_hinnang_otsus)

UI_al_otsus=kesk_hinnang_otsus-1.96*sqrt(disp_hinnang_otsus)
UI_yl_otsus=kesk_hinnang_otsus+1.96*sqrt(disp_hinnang_otsus)
mean(UI _al_otsus)
mean(UI_yl_otsus)

mean(UI_yl_otsus) - mean(UI_al_otsus)

sort (UI _al_otsus) [975] - sort(UI_al_otsus) [25]
sort (UI_yl_otsus) [975] - sort(UI_yl_otsus) [25]

sort (kesk_hinnang_otsus) [25]
sort (kesk_hinnang_otsus) [975]
sort (kesk_hinnang_otsus) [975] - sort(kesk_hinnang_otsus) [25]

onnelikkus _EL=matrix(NA,m,1)
sissetulek _EL=matrix(NA,m,1)
tel_EL=matrix(NA,m,1)
otsus_EL=matrix(NA,m,1)

for (i in 1:m){

onnelikkus_EL[i,]=sum(UKl$onnelikkus [valimi_jrk[,i]]/(n*valikutn[valimi_jrk
[,i11))/sum(1l/(n*valikutn[valimi_jrk[,1i]1]))

sissetulek _EL[i,]=sum(UKl1$sissetulek[valimi_jrk[,i]]/(n*valikutn[valimi_jrk
[,i11))/sum(1/(n*valikutn[valimi_jrk[,i1]1))

tel _EL[i,]=sum(UK1i$tel[valimi_jrk[,i]]/(n*valikutn[valimi_jrk[,i]J]))/sum(1/(
n*valikutn[valimi_jrk[,1i]]))

otsus _EL[i,]=sum(UK1$otsus[valimi_jrk[,i]]/(n*valikutn[valimi_jrk[,i]]1))/sum
(1/(n*valikutn[valimi_jrk[,i1]))
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mean (onnelikkus_EL)
mean(sissetulek_EL)
mean (tel_EL)

mean (otsus _EL)

lag=function(valim,kesk,p){
L=1/max ((valim-kesk)/(n*p))
R=1/min((valim-kesk)/(n*p))
dif=1
tol=1e-07
while(dif>tol){
M=(L+R)/2
glag=sum((valim-kesk)/((n*p) -(M*(valim-kesk))))
if (glag>0) L=M
if (glag<0) R=M
dif=abs(glag)
¥

return (M)

tol=1e-08
cut=qchisq(0.95,1)

el _R2=matrix(NA,m,1)
YL_sissetulek=matrix(NA,m,1)

for(i in 1:m){

tl=sissetulek _EL[i]

t2=max (UKi$sissetulek[valimi_jrk[,i]])

vahe=t2-t1

while(vahe>tol)q{
tau=(t1+t2)/2
M=lag(UK1$sissetulek[valimi_jrk[,i]],tau, valikutn[valimi_jrk[,i]])
el_R2[i]J=2#sum((log((n*(valikutn[valimi_jrk[,1i]])-

M* ((UK1$sissetulek[valimi_jrk([,i]])-tau))/(n*(
valikutn[valimi_jrk[,i11)))))

if(el_R2[i]>cut) t2=tau
if(el_R2[i]J<=cut) tl=tau
vahe=t2-t1

YL_sissetulek[i]=(t1+t2)/2
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mean (YL_sissetulek)

sort (YL_sissetulek) [25]

sort (YL_sissetulek) [975]

sort (YL_sissetulek)[975] - sort(YL_sissetulek) [25]

el _R2=matrix(NA,m,1)
AL_sissetulek=matrix(NA,m,1)

for(i in 1:m){

tl=sissetulek _EL[i]

t2=min(UK1$sissetulek[valimi_jrk([,i]])

vahe=t1-t2

while(vahe>tol){
tau=(t1+t2)/2
M=lag(UK1$sissetulek[valimi_jrk[,i]],tau, valikutn[valimi_jrk[,i]])
el_R2[i]J=2#sum((log((n*(valikutn[valimi_jrk([,1i]])-M*((UKi$sissetulek[

valimi_jrk[,i]])-tau))/(n*(valikutn[valimi_jrk[,1i11)))))

if(el_R2[i]l>cut) t2=tau
if(el_R2[iJ<=cut) tl=tau
vahe=t1-t2

AL_sissetulek[i]l=(t1+t2)/2

mean (AL_sissetulek)

mean(YL_sissetulek) - mean(AL_sissetulek)

sort (AL_sissetulek) [25]

sort (AL_sissetulek) [975]

sort (AL_sissetulek)[975]-sort(AL_sissetulek) [25]

el_R2=matrix(NA,m,1)
YL_tel=matrix(NA,m,1)

for(i in 1:m){

tl=tel EL[i]

t2=max (UK1$tel[valimi_jrk[,i]])

vahe=t2-t1

while(vahe>tol){
tau=(t1+t2)/2
M=lag(UK1$tel[valimi_jrk[,i]],tau, valikutn[valimi_jrk[,i]])
el_R2[i]=2*sum((log((n*(valikutn[valimi_jrk[,1]])-M*((UKi$tel[valimi_jrk[,

i]11)-tauw))/(n*(valikutn[valimi_jrk([,i11)))))

if(el_R2[i]>cut) t2=tau
if(el_R2[i]l<=cut) tl=tau
vahe=t2-t1
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YL_tell[il=(t1+t2)/2

mean (tel _EL)

mean (YL_tel)

sort (YL_tel) [25]

sort (YL_tel) [975]

sort (YL_tel) [975] - sort(YL_tel) [25]

el _R2=matrix(NA,m,1)
AL_tel=matrix(NA,m,1)

for(i in 1:m){

tl=tel _EL[i]

t2=min(UK1$tel[valimi_jrk([,i]])

vahe=t1-t2

while(vahe>tol){
tau=(t1+t2)/2
M=lag(UK1$tel[valimi_jrk[,i]],tau, valikutn[valimi_jrk([,i]])
el_R2[i]=2#sum((log((n*(valikutn[valimi_jrk[,1]])-M*((UKi$tel[valimi_jrk[,

il1)-tau))/(n*(valikutn[valimi_jrk[,i11)))))

if(el_R2[i]>cut) t2=tau
if(el_R2[i]J<=cut) tl=tau
vahe=t1-t2

AL_tell[i]l=(t1+t2)/2

mean (AL_tel)

sort (AL_tel) [25]

sort (AL_tel) [975]

sort (AL_tel) [975] - sort(AL_tel) [25]
mean(YL_tel) - mean(AL_tel)

el _R2=matrix(NA,m,1)
YL_onnelikkus=matrix(NA,m,1)

for(i in 1:m){
tl=onnelikkus _EL[il]
t2=max (UKi$onnelikkus [valimi_jrk[,i]])
vahe=t2-t1
while (vahe>tol){
tau=(t1+t2)/2
M=lag(UK1$onnelikkus[valimi_jrk([,i]],tau, valikutn([valimi_jrk[,i]])
el _R2[i]=2*sum((log(((n*valikutn[valimi_jrk[,i]])-M*((UK1$onnelikkus[valimi_
jrk[,i]]1)-tau))/(n*(valikutn[valimi_jrk[,1]11)))))
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if(el_R2[il>cut) t2=tau
if(el_R2[i]<=cut) tl=tau
vahe=t2-t1
}
YL_onnelikkus[i]=(t1+t2)/2
}

mean (onnelikkus _EL)

mean (YL_onnelikkus)

sort (YL_onnelikkus) [25]

sort (YL_onnelikkus) [975]

sort (YL_onnelikkus) [975] - sort(YL_onnelikkus) [25]

el _R2=matrix(NA,m,1)
AL_onnelikkus=matrix(NA,m,1)

for(i in 1:m){

tl=onnelikkus _EL[il]

t2=min(UK1i$onnelikkus [valimi_jrk([,i]])

vahe=t1-t2

while (vahe>tol){
tau=(t1+t2)/2
M=lag(UKl1$onnelikkus [valimi_jrk([,i]],tau, valikutn([valimi_jrk[,i]])
el_R2[i]=2*sum((log((n*(valikutn[valimi_jrk[,i]])-M*((UK1$onnelikkus[valimi_

jrk[,i]]1)-tau))/(n*(valikutn[valimi_jrk[,1]11)))))

if(el_R2[i]l>cut) t2=tau
if(el_R2[i]<=cut) ti=tau
vahe=t1-t2

}

AL _onnelikkus[i]=(t1+t2)/2

}

mean (AL_onnelikkus)

sort (AL_onnelikkus) [25]

sort (AL_onnelikkus) [975]

sort (AL_onnelikkus) [975] - sort(AL_onnelikkus) [25]

mean (YL_onnelikkus) - mean(AL_onnelikkus)

el _R2=matrix(NA,m,1)
YL_otsus=matrix(NA,m,1)

for(i in 1:m){
tl=otsus_EL[i]
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t2=max (UK1$otsus[valimi_jrk[,1]1])
vahe=t2-t1
while(vahe>tol){
tau=(t1+t2)/2
M=lag(UK1$otsus[valimi_jrk[,i]],tau, valikutn[valimi_jrk[,i]])
el_R2[i]J=2#sum((log((n*(valikutn[valimi_jrk[,i]])-M*((UKi$otsus[valimi_jrk
[,il])-tau))/(n*(valikutn[valimi_jrk[,1i1]1)))))
if(el_R2[i]l>cut) t2=tau
if(el_R2[i]J<=cut) tl=tau
vahe=t2-t1

YL _otsus[i]=(t1+t2)/2

mean (YL_otsus)

sort (YL_otsus) [25]

sort (YL_otsus) [975]

sort (YL_otsus)[975] - sort(YL_otsus) [25]

el _R2=matrix(NA,m,1)
AL _otsus=matrix(NA,m,1)

for(i in 1:m){

tl=otsus_EL[i]

t2=min(UK1$otsus[valimi_jrk[,i]])

vahe=t1-t2

while(vahe>tol){
tau=(t1+t2)/2
M=lag(UK1$otsus[valimi_jrk[,i]],tau, valikutn[valimi_jrk[,i]])
el_R2[i]=2*sum((log((n*(valikutn[valimi_jrk[,i]])-M*((UKi$otsus[valimi_jrk

[,il]l)-tau))/(n*(valikutn[valimi_jrk[,1i11)))))

if(el_R2[i]>cut) t2=tau
if(el_R2[i]<=cut) tl=tau
vahe=t1-t2

¥

AL _otsus[i]l=(t1+t2)/2

mean (AL_otsus)

sort (AL_otsus) [25]

sort (AL_otsus) [975]

sort (AL _otsus)[975] - sort(AL_otsus) [25]

mean(YL_otsus) -mean(AL_otsus)
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onnelikkus_kesk=mean(onnelikkus_EL)

r_onnelikkus=matrix(NA,m,1)

for (i in 1:m){
M=lag (UKi1$onnelikkus[valimi_jrk[,i]],onnelikkus_kesk, valikutn[valimi_jrk[,i
1D
r_onnelikkus [i]=2*sum((log((n*(valikutn[valimi_jrk[,i]]) -M*(UK1$onnelikkus [
valimi_jrk[,i]]-onnelikkus_kesk))/
n/(valikutn[valimi_jrk[,1i]11))))

sissetulek_kesk=mean(sissetulek_EL)

r_sissetulek=matrix(NA,m,1)

for (i in 1:m){
M=lag(UKl1$sissetulek[valimi_jrk[,i]],sissetulek_kesk, valikutn([valimi_jrk[,i
1D
r_sissetulek[i]=2xsum((log((n*(valikutn[valimi_jrk[,i]])-M*((UKi$sissetulek[
valimi_jrk[,i]])-sissetulek_kesk))/(n*(valikutn[valimi_jrk[,1i]11)))))

telekas _kesk=mean(tel_EL)
r_televiisor=matrix(NA,m,1)
for (i in 1:m){
M=lag(UK1$tel[valimi_jrk[,i]], telekas_kesk, valikutn[valimi_jrk[,i]1])
r_televiisor[i]=2*sum((log((n*(valikutn[valimi_jrk[,i]])-M*((UK1$tel[valimi_
jrk[,i]]) -telekas_kesk))/(n*(valikutn[valimi_jrk[,i]]1)))))

otsus_kesk=mean(otsus_EL)
r_otsus=matrix (NA,m,1)
for (i in 1:m){
M=lag(UKl1$otsus[valimi_jrk[,i]], otsus_kesk, valikutn[valimi_jrk([,i]])
r_otsus[i]=2*sum((log((n*(valikutn[valimi_jrk([,i]])-M*((UK1$otsus[valimi_jrk
[,i]1]) -otsus_kesk))/(n*(valikutn[valimi_jrk[,i11)))))

op=par (mfrow=c(2,2))

hist(r_sissetulek, freq=FALSE, main="Sissetulek", ylab="tihedus", xlab=" " )

x=rchisq(1000,1)

curve( dchisq(x, df=1), col=’orange’, add=TRUE)

hist(r_televiisor, freq=FALSE, main="Televiisori vaatamine", ylab="tihedus",
xlab=" " )

x=rchisq(1000,1)

curve( dchisq(x, df=1), col=’orange’, add=TRUE)

hist(r_onnelikkus, freq=FALSE, main="0nnelikkus", ylab="tihedus", xlab=" " )

x=rchisq(1000,1)

curve( dchisq(x, df=1), col=’orange’, add=TRUE)
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hist(r_otsus, freq=FALSE, main="0Otsustes kaasardskimine", ylab="tihedus", xlab
=" nu )

x=rchisq(1000,1)

curve( dchisq(x, df=1), col=’orange’, add=TRUE)

par (op)
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