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Lihikokkuvote

Klienditeeninduses tekkinud meelestatuse moju hilisemale ostukditumisele on védhe uuritud,
seetdttu pole ka teada, kuidas klienditeeninduse situatsioonis saadud meelestatus mojutab
hilisemat ostukditumist. Artikli eesmirgiks on selgitada vélja, millisel méddral kliendi
meelestatus teenindussituatsioonis mdjutab turunduspakkumise edukust. Autor kasutab
Euroopa telekomiettevotte klienditeeninduse konesid (st kone transkriptsioone) koos
labiviidud turunduskampaania andmetega. Uuring néditab, et klienditeeninduse kone
positiivne meelestatus toob kaasa 78% vOrra suurema ostu tdendosuse. Seega on meelestatuse
mootmine klienditeeninduse konedes vajalik, et tdsta turunduspakkumiste tulemuslikkust.
Uuring rohutab vajadust pakkuda olemasolevale kliendile viga head klienditeenindust, sest
see mojutab hilisemat ostukditumist. Samuti antakse t00s soovitused turunduskampaaniate
labiviimise protsessi muutmiseks, et votta arvesse klientide varasemas teenindussituatsioonis

saadud meelestatus.

Keywords: sentiment analysis, language technology, buying behaviour, marketing

performance



Sissejuhatus

Tarbijate ostuotsused on keeruka protsessi tulemused ning otsustusprotsessi uuringutega
tegelevad mitmed distsipliinid - nii turundus, sotsioloogia, psithholoogia. Peamiselt
uuritakse, mis mojutas tarbija otsust osta, kuidas ja kuna tekkisid tduked ostu suunas ning
kuidas tekib ostuvalmidus.

Ettevotete turundustegevused sh reklaamid, tegutsevad suurema tulemuslikkuse suunas:
kulude vihendamine teenuse edastamisel ning suurema viairtuse loomine kliendile (Sheth,
2002). Mida enam nidevad tarbijad reklaame, seda keerulisem on turundajatel jouda
turundustegevuse korge tulemuslikkuseni. Leidlikkus, uudsed kanalid, innovaatilised
lahendused viivad kiill paremate tulemusteni, kuid siiski on vaja rohkem mdista tarbijat ja
tarbija kditumist mojutavaid asjaolusid.

Viimase 20-30 aasta jooksul on raadio, televisiooni ning trilkkimeedia kdrvale kerkinud paljud
teised turunduskanalid, mille kaudu tarbijaid mdjutatakse. Loodud visuaalid, videod,
sonumid ja teatised jouavad tarbijateni nii avalikus ruumis (nt ihistranspordis,
kaubanduskeskustes) kui ka sotsiaalmeedia kontodel, samuti SMS’i, emaili ja posti teel.
Uuring toob vilja, et keskmine ameeriklane nieb pédeva jooksul 4 000 - 10 000 reklaami
(Simpson, 2017). Reklaamitoostuse maht Euroopas oli 2015 aastal 100 miljonit eurot
(Statista, 2016), ning konsultatsiooniettevote Dentsu Aegis prognoosib ettevotete
reklaamieelarvete kasvu 2019 aastal 5% (Handley, 2018). Reklaamide mahu kasv survestab
ettevotteid, et leida loovaid ja nutikaid lahendusi, et tarbija mérkaks toodet voi teenust.
Ettevotted panustavad kliendikogemuse juhtimisel emotsioonide loomisele, pikaajalisele
kliendisuhtele ning rahulolu kasvule (Seng, Ang, 2018). Kuigi seosed kliendi rahulolu ja
kliendi jddmise (retention) vahel ei ole veel l0plikult selged, on uurimused joudnud
tulemuseni, et suurem kliendi rahulolu viib korgema kliendihoidmise médirani (Hansemark,
Albinsoon, 2004), lojaaluse kasvuni (Flinta, Blocker, Boutin, 2011) ning ettevotte
konkurentsivdime kasvuni (Seng, Ang, 2018).

Tervikliku  kliendikogemuse loovad kliendile kdik teenindussituatsioonid ja
kokkupuutepunktid ettevotte toodete, teenuste, kanalite ja tdotajatega. Kokkupuutepunktides
tekkinud andmed sisaldavad viiteid kliendi poolt saadud kogemusele. Samas, tekkinud

andmed on tihti struktureerimata (kone, tekst, pilt, video) ning nende kasutamine &riliste



otsuste tegemiseks alles kogub hoogu. Igast interaktsioonist jadb jélg (kdnesalvestus, emaili
vestlus, chati logi, jne), mida saab analiiiisida ning kasutada ettevottes otsuste tegemiseks.
Viimaste aastate jooksul on tehnoloogia areng viinud selleni, et saab analiilisida iga
klienditeeninduse situatsioonis tekkinud struktureerimata andmehulka kliendikogemuse
hindamiseks. Néiteks on voimalik automaatselt hinnata kliendikdnesid meelestatuse skaalal
(positiivne, negatiivne). Konesalvestuste igapdevane analiilis vdimaldab luua uudseid
lahendusi turundustegevuste ajastamiseks ja personaliseerimiseks just siis, kui klient on
saanud positiivse kogemuse. Selle tulemusena on voimalik suurendada turunduse
tulemuslikkust vaatamata konkureerivate reklaamide mahu kasvule.

Artikli teema on valitud pohjusel, et turunduspakkumiste edukuse kasv on iiha olulisem, et
tagada dride jitkusuutlikkus ning voimekus teenida kasumit. Jirjest suurenev konkurents,
globaliseerumine ning automatiseerimine viivad teenused sarnasemaks ning tarbijatel on
suurem voimalus valida.

Meelestatuse analiilisi aluseks on loomuliku keeletootluse (Natural Language Processing)
areng ning praktiline kasutus suurte tekstimahtudega. Meelestatuse analiilis on
automatiseeritud protsess, mille kdigus tuvastatakse teksti looja meelestatus (Vohra, Teraiya,

2013).

Kéesoleva magistritod eesmairgiks on selgitada vilja, millisel miéral kliendi meelestatus
teenindussituatsioonis mojutab turunduspakkumise edukust. Selle eesmirgi saavutamiseks
on seatud alljargnevad uurimisiilesanded:

1. Anda iilevaade meelestatuse moju teoreetilisest kisitlusest klientide ostuotsuse
tegemisel,;

Hinnata, mil méiral saab masindppe mudelite alusel meelestatust tuvastada;

Viia 1dbi analiiiis klienditeeninduse kdnede ja turunduspakkumiste baasil;

Hinnata meelestatuse mdju hilisemale ostukditumisele;

A

Uuringu tulemustele tuginedes teha jareldused ning neist ldhtuvalt tuua vilja

ettepanekuid turundustegevuste tShustamiseks.



Kéesolevas uurimuses esitatakse teoreetiline taust meelestatuse ja ostuotsuse seoste kohta.
Seoste olemasolul on vodimalik turunduspakkumiste tulemuslikkust ette prognoosida.
Uurimuses tuvastatakse klienditeeninduses kone jooksul tekkinud meelestatuse automaatse
hindamise vdimalused ning leitakse voimalikud seosed ostuotsuse tegemisega. Kdesolev
uurimus on piiritletud ostuotsuse kujunemise meelestatuse aspektiga (st ei uurita
majanduslikke, sotsiaalseid, jne aspekte).

Uuring viiakse 1dbi klienditeeninduse kdnedega, milles méadratakse automaatselt klientide
meelestatus ja vorreldakse turunduspakkumise edukusega. Uurimus niitab konede
automaatse meelestatuse hindamise voimalikkust ning turunduspakkumise tulemuslikkuse
tostmise vOimalusi.

Varasemad uuringud meelestatuse tuvastamisel on tehtud avalikult kéttesaadavate
andmetega nagu sotsiaalmeedia postitused, kommentaarid foorumites, toote tagasiside
veebilehed, jne. Klienditeeninduskdonede ja hilisema turunduspakkumise tulemuslikkuse
vahelisi uuringuid kirjanduses ei leidu. Seetdttu teeb autor esimese sammu, et leida seoseid

klienditeeninduses tekkinud meelestatuse ja ostuotsuse vahel.

Meelestatuse roll ostuotsuse kujunemisel

Kui Jacoby 1976 aastal kirjutas, et tarbija kiitumine on seotud asja omandamise, tarbimise,
kaupade paigutuse ja ideede presenteerimisega (Jacoby, 1976), siis peab arvestama tolle aja
olukorraga. Tarbijale saigi meelepéraseks koik, mida ta ndgi kaupluses. Hilisemad uuringud
toid sisse ka tunnete ja meelestatuse aspekti, mis sai jérjest olulisemaks ostuotsuse
mojutajaks (Bernett, 1995). Galalae ja Voicu (2013) kirjutavad, et kui 1980-ndate aastateni
kisitleti ostukditumist kui suletud ja kindaksméddratud faktide komplekti, siis hilisemad
kisitlused lisavad ostmise ja tarbimise faktile veel midagi viljaspool olevat. Nad leivad, et
ostuostuse algust mojutavad vihem ilmsed ja varjatud protsessid, néiteks
keskkonnasdastlikkus ja sotsiaalne médratlemine.

Ostukéitumise uuringuid on tehtud kaupluses, kus ostu motivatsiooni hinnatakse poe
atmosfédrist 1dhtuvalt (Budisantoso, 2006) voi ka kauba paigutuse, kaupluse inventuuri voi
kaupluses viibitud aja pdhjal (Yoo, Park, Maclnnis, 1998). Toomel (2015) kisitleb

meelestatuse moju tarbimisele siivamuusika kontserdipiletite ostmisel ning toob vélja, et



meelestatus on positiivne neil juhtudel, kui reklaamis on kasutatud esineja pilti ning tuttavaid
tuntud kohti. Samas ei ole Toomel oma uuringus hinnanud, kas positiivne meelestatus on
suurendanud ka ostuotsuse tdendosust, uurija teeb ettepaneku seda tdiendavalt uurida.

Jensen iitles juba 1999, et materiaalsuse ajastu hakkab jirjest enam asenduma emotsioonide
ajastuga (Jensen, 1999). Inimeste ratsionaalne kéitumine hakkab asenduma otsustega, kus
rolli méingivad hetke nauding, positiivne tunne ning rahulolu. Uurijad ldhevad veelgi
kaugemale kliendi rahulolu modtmisest ning katsetavad klientide meelestatuse ja reklaami
efektiivsuse seoseid leida. Wang on joudnud tulemuseni, et kliendi rahuolu tekkimiseks on
vajalik emotsionaalse védrtuse tunnetamine (2012). Hirschman ja Stern pakuvad vélja
mudeli, kus reklaamide efektiivsust uurides on vajalik meelestatuse klassifitseerimine
valentsuseks (positiivne ja negatiivne) ning tugevuseks (tugev ja ndrk) nagu niidatud
joonisel 1. Uurijad on leidnud, et positiivne meelestatus suurendab reklaami tulemuslikkust,

kuid ka tarbija voimet infot tdodelda ning asju meenutada. (Hirschman, Stren, 1999)

Positiivne
meelestatus

A

Nork meelestatus Tugev meelestatus

<« >

\ 4
Negatiivne
meelestatus

Joonis 1. Meelestatuse (valentsus) ja tugevuse seos (Hirschman ja Stern,1999).

IImselgelt mdjutab kliendi meelestatus teenindussituatsioonis ka rahulolu vdi rahulolematust
teenusepakkujaga, mistdttu saab prognoosida kliendi jargmist kditumist, néditeks kaebuse

esitamist, kliendisuhte 10petamist voi toote tagastamist (Zeelenberg, Pieters, 2004). Seetdttu



on kliendi meelestatuse hindamine ettevotte jaoks oluline nii korgema kliendi rahulolu
saavutamise kui ka tulemuslikuma turunduse aspektist ldhtuvalt.

Kliendi meelestatusega aga ei arvestata turundustegevustes (nt otsepakkumine, reklaam).
Turunduspakkumised, mida ettevotted oma klientidele teevad, ldhtuvad peamiselt ettevotte
sisesest teguritest - uus teenus, kaup laos, finantsplaanid, organisatsiooni eesmérgid jne. Tihti
on loodud kampaaniaplaan, milles on oma osa nn avalikul kampaanial ja ostepakkumistel.
Neid otsepakkumisi saadetakse kliendile emailile, pannakse iiles kliendi veebikontole (nt
iseteeninduse keskkonda) voi saadetakse sOnumina mobiilile. Turundustegevuse viimases

etapis hinnatakse reklaami tulemuslikkust (vt Joonis2).

Segmendi médramine ja Kampaania sonum ja Kampaania
kampaania disain meedia valik tulemuslikkuse analiilis

Joonis 2. Kampaania ettevalmistus ja turundustegevuste jirjestus (Atkin ja Rice, 1998).

Kampaania ettevalmistamisel kiill valitakse hoolikalt segment, kuid selle juurde ei kuulu
meelestatuse analiiis. Kuid nagu Hirchman ja Stern oma uurimuses niitasid on
teenindussituatsiooni meelestatusel oluline tihtsus reklaamide tulemuslikkuse hindamisel.
Naiteks, kui klient on tellinud e-poest kauba ning otsib oma saadetist, helistades
klienditeenindusse, siis kdne jooksul ta peab selgitama oma tellimuse detaile ja viljendama
oma negatiivset meelestatust seoses paki mittesaabumisega. Samuti voib teisel kliendil olla
erakordselt tore teenindus kone jooksul, mil ta sai soovituse teenuse paketi vahetamiseks,
mis sobib tema vajadustega paremini. Molemal juhul on kliendile tekitatud meelestatus, mida
saab modta ja mille kasutamine turunduskampaanias vdib olla oluline vairtus.

Emotsioonid ja meelestatus on jérjest enam olulised aspektid, mis mojutavad tarbija
ostuotsust. Isegi kui ettevotted mdistavad meelestatuse téhtsust, tuleb moista, et meelestatust
hinnata teenindussituatsioonis on keeruline iilesanne. Keerulisus tuleneb situatsioonide
mitmekesisusest, situatsioonide arvust (tuhandeid teenindussituatsioone pdevas) ning
andmemahtudest kones, emailis vOi chat’is Seetottu tuleb hinnata voimalusi meelestatuse

tuvastamiseks automaatselt. Jargnev peatiikk kisitleb meelestatuse automaatset hindamist.



Meelestatuse automaatne hindamine
Karlgren tegi 90-ndate alguses esimese katse, et prognoosida inimeste tegevusi tulevikus
varasemate andmete alusel (Karlgren, 1990). Kliendi profiil, varasemad ostud, seotud
lepingud ja kéitumuslik ajalugu (sisselogimine iseteenindusse, veebilehe kiilastus,
turunduspakkumise avamine, jne) annavad palju infot, et hinnata kliendi tulevikus tehtavaid
otsuseid. Seoses digiajastul toimunud andmete mahu kasvuga on hakatud lisaks “tugevatele
andmetele” analiilisima ka sisu andmeid (nt pildid, videod, tekstid) (Mohammad, Yang,
2011). Mohammad ja Yang analiilisisid e-kirju, et tuvastada armastuse viljendust voi
enesetapu riske. Lisaks on kanal Sky tehisintellekti abil tuvastanud, milline on kliendi
meelestatus vastavalt lehekiilje sisule, mida ta kiilastas, ning prognoosib jargmisena
niidatavat sisu (Carey, 2018).
Meelestatuse analiiiis (sentiment analysis vOi opinion mining) on automaatne suhtumiste,
arvamuste ja emotsioonide tuvastamine tekstidest loomuliku keele to6tluse (NLP = Natural
Language Processing) kaudu (Jaanimde, 2018). Meelestatuse analiiiisi saab eelkdige
kasutada suurte tekstimahtude analiilisimisel, nditeks sotsiaalmeedia postitused, arvamused
toodete kohta, kliendi tagasiside, emailid, jne. Néiteks sisaldab iiks Twitteri sduts teksti (ehk
sisu), teemaviidet (ka hastag) ja sisselogimise infot (Rashidia, Abbasib, Maghrebid, Hasanc,
Wallera, 2017), mida saab kasutada asukohapdhise info analiilisimisel voi sisust meelestatuse
tuvastamisel. Vohra ja Teraiya esitavad kaks peamist meelestatuse analiilisi meetodit (2013):
- statistiline meetod, mille puhul inimese poolt méirgendatud tekstide alusel treenitakse
klassifitseerimismudel (nditeks SVM - Support Vector Mechanism);
- leksikoni pdhine meetod, mille aluseks on positiivsete ja negatiivsete sonade sonastik.
Statistilise meetodi kasutamisel on vajalik suur andmemaht, mis on maérgendatud.
Mairgendamine tdhendab inimese antud hinnangut igale tekstile ning seetottu on see meetod
ajamahukas, sest kogu tekst tuleb 14bi lugeda ja anda hinnang. Lisaks iseloomustab statistilist
meetodit ka see, et andmeid peab olema igas klassis piisavalt. Piisavus sdltub taas
algandmetest ehk kui selgelt eristuvad tekstid teineteisest. Margendamine on eelduseks, et
treenida masindppe algoritmiga mudel, mis suudab prognoosida piisava tipsusega igat
jérgmist teksti. Seevastu leksikonipdhine meetod meelestatuse analiiiisiks lubab kasutada

positiivsete ja negatiivsete sonade loendit ning analiiiisil leitakse igas tekstiiiksuses vastavad
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sonad ning summeeritakse vastavalt leitud sonadele, kas kogu teksti meelestatus oli
positiivne v3i negatiivne.

Statistilise meetodi eeliseks on voimalus mudel treenida tépselt drisituatsiooni sobivaks. See
tadhendab, et inimene saab juhtida vastavalt drivajadusele, millised tekstid on positiivsed ja
millised on negatiivsed. Aga nagu juba mainitud, siis puuduseks on suur ajakulu. Meetod,
kus leksikoni alusel antakse tekstitiksusele meelestatus, on vordlus sdnade baasil, kuid jatab
vihe ruumi é&risituatsioonile kohandamisel. Kuigi maailmas on palju mairgendatud
andmestikke (Arruda, Roman, Monteiro, 2015; Boland, Wira-Alam, Messerschmidt, 2013)
ning nende baasil loodud meelestatuse mudeleid, ei saa neid kdesolevas andmeanaliiiisil
kasutada, sest algandmetest soltub palju mudeli prognoosimise tépsus. Seega on parima
tapsuse saavutamiseks vajalik mudel treenida sarnaste algandmete peal.

Telefonikone muutmine tekstiks on konetuvastus, mis voimaldab inimkonele, kui sisendile,
leida parim soOna etteantud korpusest (Alumée, 2014). Sarnaselt teistele andmetddtluse
meetoditele on ka kdnetuvastuse ja tekstianaliiiisi mudelitel mdningane ebatéipsus. Uldiselt
hinnatakse konetuvastussiisteemi tidpsust sdnade vea médraga (Word Error Rate = WER),
mis hindab, mitu sdna 100st ldks valesti. Hindajaks on inimene, kes valib helifaili ning
kirjutab koik sonad iiles (st loob stenogrammi) ning sama iilesanne antakse mudelile. Selliselt
hinnatakse kdnetuvastuse tdpsust.

Tekstianaliitisi lilesandeid on teadlased lahendanud juba aastaid. Néiteks on avalikult
kittesaadavad andmestikud (sh mirgendatud andmestikud ehk korpused), kus on
inglisekeelsed Twitteri sdutsud, inimese poolt mirgendatud (label) ning andmeteadlased
kasutavad neid uuringute tegemiseks. Naiteks on Rio De Jainero olimpiaméngude kohta
tehtud séutsud analiiiisitud positiivne-negatiivne skaalal (Vertalkaa, Kassens-Noor, Wilson,
2019). Ameerika presidendivalimiste ajal kirjutatud sotsiaalmeedia sdutsud niditavad, et
negatiivse meelestatusega tekste on kaks korda rohkem kui positiivse meelestatusega séutse
(Mohammad, Zhu, Kiritchenko, Martin, 2015). Siiski ei leia avalikest andmeallikatest
kdnetuvastuse tekstikorpuseid ega ka muid klienditeeninduse alusandmestikke, kuna sellised
andmestikud sisaldavad tundlikke kliendiandmeid.

Klienditeenindus, mis on 14bi viidud video kanalis, on olnud teadlastele allikaks, et hinnata

emotsioone. Videos hinnati klientide emotsioone, et leida korrelatsioonid klientide rahulolu

11



ja lojaalsusega (Seng, Ang, 2018). Samuti on leitud viisid, kuidas konesalvestise
spektrogrammist (helissignaali visuaalne kujutis) saab teada kdnes olevat meelestatust (Ma,
Wu, Jia, Xu, Meng, Cai, 2018). Sellised uudsed teadmised on pdnevad ning viivad edasi
tehnoloogia arengut, kuid neid on vara veel igapdevaelus kasutada. Mida enam tehnoloogia
areneb, seda enam leitakse kasutuslugusid, kus uus tehnoloogia toob drilist kasu ning
voimaldab suuremat kdivet voi kasumit ettevotetele.

Tehnoloogilised uuendused voimaldavad automatiseerida meelestatuse analiitisi. Kui siiani
on peamiseks allikaks olnud kliendi tagasiside vdi sotsiaalmeedia avalikud postitused, siis
autor teeb oma uurimuses katse testida automatiseeritud meelestatuse hindamist

klienditeeninduse konede peal.

Uuringu metoodika

Kéesolevas peatiikis teeb autor andmeanaliiiisi, et leida seoseid turunduspakkumiste edukuse
ja konedes esineva meelestatuse vahel. Kéesoleva t66 aluseks on Euroopa telekomiettevotte
poolt oma klientidele edastatud turunduspakkumine, mis oli seotud televisiooni valdkonnaga.
Pakkumine saadeti klientidele e-kirjaga ning sihtgrupi moodustasid kliendid, kellel
televisiooniteemaline teenus oli olemas, ning mille juurde pakuti lisavdértust. Pakkumine

edastati 3 391 kliendile augustis 2018 aastal. Ettevotte turundustegevused olid jérjestatud

alljargnevalt:
Kampaania disain
(televisiooniteemaline Kampaania sonum
pakkumine) ja (lisavddrtus olemasolevale Kampaania
sihtgrupp teenusele) ja meedia valik tulemuslikkuse analiilis
(olemasolevad teenuse (email)
kasutajad)

Joonis 3. Kampaania ettevalmistus ja turundustegevuste jarjestus. Euroopa telekomiettevotte

materjal.
Kampaania ettevalmistavas etapis valis ettevote teenuse ja sihtgrupi (vt Joonis 3). Sihtgrupi

valikul voeti arvesse kliendid, kes olid juba selle teenuse kasutajad. Sihtgrupi valikul ei

voetud arvesse kliendi varasemat meelestatust klienditeeninduse konedes. Iga
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klienditeeninduse kone kiill salvestatakse, kuid ettevote ei kasuta konesalvestuse
andmestikke turundustegevustes. Olemasolevad tegevused on teineteisest eraldatud ja

soltumatud (vt Joonis 4):

Klient Agent | Turundustegevused

A 4

Telefonikone salvestus |

Konekeskuse osakond | Turundusosakond

Joonis 4. Kodnekeskuse ja turundusosakonna tegevused uuritud telekomiettevottes. Autori

koostatud uuritud ettevotte materjalide pdhjal.

Kéesolevas wuuringus on kasutatud statistilist andmeanaliiiisi meetodit hindamaks

klienditeeninduse kdnede meelestatuse seost hilisema ostukéitumise vahel. Analiiiisi aluseks

on klienditeeninduses klientide algatusel toimunud podrdumised kdne kanalis (voice).

Analiiiis viidi 1&bi jargmistes etappides (vt Joonis 5):

1. teostati kdikidele kdnesalvestustele kdnetuvastus ning muudeti kliendi ja teenindaja
vaheline vestlus automaatselt tekstiks (ehk transkriptsiooniks). Analiilis pdhineb vaid
kones viljendatud sdnadel ehk sisul. Konetuvastuslahendusena kasutati Tallinna
Tehnikaiilikoolis vilja todtatud konetuvastuslahendust

(http://bark.phon.ioc.ee/webtrans/).

2. koostati telefonivestluste transkriptsioonidele meelestatuse hindamise mudel masindppe
algoritmiga. Mudeli koostamiseks mairgendati 132 telefonivestluste transkriptsiooni
Euroopa telekomiettevotte loodud reeglistiku alusel, skaalal (positiivne-negatiivne).

Telefonikonede transkriptsioonide jaotus meelestatuse klassidesse:
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e Positiivne kone - kliendi positiivne tagasiside, tdnuavaldus teenusele, ettevdttele,
tootajale; iillatus toodete/teenuste kohta.
e Negatiivne kone - kliendi negatiivne tagasiside, nordimus, pettumus, kurbus, hibi,
hirm.
3. Analiitisi kolmanda etapina vdrreldi iga teeninduskone meelestatust hilisema
ostukditumisega ning tuvastati korrelatsioon kdnede meelestatuse ja ostukditumise vahel.

Jargnevas on toodud analiiiisiprotsess skemaatilisel kujul:
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Turunduspakkumise

Alusandmed Konesalvestuse audiofailid andmed ja ostufakt

A 4

I etapp Audio eeltdotlus

v

Konesalvestuste
konetuvastus

A 4

Konesalvestuste
tekstikorpus

v

Korpuse tekstide
puhastamine

'

Meelestatuse mudeli jaoks
tekstide margendamine

y

Meelestatuse mudeli
treenimine

'

Meelestatuse mudeli
tdpsuse hindamine

II etapp

A 4

I etapp Kliendikdnede meelestatus

v

Modju hindamine

A

Joonis 5. Analiiiisiprotsessi etapid

Ostukéitumise teiste voimalike mdjurite moju (sugu, vanus, toodete varasem olemasolu, jne)
on jietud antud analiilisis vélja. Samuti jietakse analiilisist vdlja kliendi teiste voimalike
kaugjuurdepdisuga kanalite kontaktid - e-post, sms, chat, veebipdoérdumised jms. Samuti ei

kisitleta turunduspakkumise sonumit, pakkumise sisu ega pakkumise visuaali.
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Andmete tdotlemine teostati autori poolt Feelingstream OU analiiiisiplatvormil. Andmete
ettevalmistamine  ja  jdreltdotlus  ning  statistilised  kokkuvdtted — koostati
programmeerimiskeeles Python, kasutades interaktiivset JupyterHub rakendust. Autor
transkribeeris klienditeeninduse koned konetuvastuse mudeliga, mille WER oli 26%. See
tdhendab, et 100 transkribeeritud sona kohta tuvastati 26 sona valesti.

Tekstianaliilisi mudelite tipsuse hindamiseks voetakse tekstid, mida mudel on prognoosinud
teatud klassi ning hinnatakse inimese poolt, kas mudel oli prognoosinud digesti. Autori
loodud meelestatuse mudeli tdpsus on 65% (autori valideeritud).

Ettevotte konesalvestused on alljargneva statistilise analiiiisi alusandmed. Analiiiisist tuli
vélja, et 3 391 klienti, kes olid saanud turunduspakkumise, olid telekomiettevottesse
eelnevalt helistanud. Autor puhastas andmeid ning eemaldas alljdrgnevad transkriptsioonid:
- Koned teises keeles (vene keel);

- Sisutiihjad kdned ja alla 30 sekundi kestnud koned (katkenud kdned ja kdnekatsed).

Analiilis teostati 3 091 transkriptsiooniga. Konede kogupikkus oli 271 tundi, mis teeb
keskmiseks kone pikkuseks 5.2 minutit. Konetuvastuse tulemusena tekkis tekstikorpus,
milles oli 98 151 unikaalset sona ja kokku 1 671 713 sdna pdoretes ja kddnetes. Uuringu

algandmed on toodud tabelis 1.

Koik Augustis said 3391 klienti Teenust kasutas kaks kuud
klienditeeninduse | turunduspakkumise (oktoober) pérast

koned juulis 2018 | Andmeanaliiiisil eemaldati turunduspakkumise

(tdpset arvu ei venekeelsed kdned ning sisutiihjad | aktsepteerimist 120 klienti (st
avaldata) koned. Analiiiisis oli 3 091 konet | oodati dra kohesed loobujad).

Tabel 1. Uuringu algandmed ja ajatelg telekomiettevotte turunduspakkumise kohta. Autori
kogutud info.

Edasine analiiiis kaasas koik 3 091 telefonivestlust. Autor méirgendas positiivne-negatiivne
skaalal 132 konet késitsi (4% alusandmetest), millest koostati masindppe algoritmi SVM

alusel kahe klassiga meelestatuse mudel. Loodud meelestatuse mudeliga prognoositi
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meelestatuse klass iilejadnud transkriptsioonidele. Autor lisas meelestatusele ka

turunduspakkumise tulemuse, st need kliendid, kes olid teenuse kasutajad oktoobris 2018.

Uuringu tulemused

Uuringu kéigus kasutati telekomiettevotte klienditeeninduse kdnede ja turundustegevuste
andmestikke. Vastavalt meelestatuse mudeli arvutustele olid kdikidest konedest 87%
positiivsed ja 12% negatiivsed koned. Teenindussituatsioonid ja turunduspakkumine

toimusid alltoodud joonise jérgi:

Teen1ndus~51tuats1oon: Turunduspakkumine
kone
Mitteostjad
2 591 tk
Positiivse
meelestatusega
kone — 2 702 tk Ostjad
111 tk
Kampaania
sihtgrupp
(3 091 klienti)
Mitteostjad
Negatiivse / 380 tk
meelestatusega
kéne — 389 tk \
Ostjad
9 tk

Joonis 6. Klientide jaotus teenindussituatsiooni ja turunduspakkumise vahel.

Autori koostatud, analiiiisitulemuste alusel
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Leitud ostu tdendosus on positiivse meelestatusega klientide puhul 4,11% ja negatiivse
meelestatusega klientide 2,31%. Ostu tdendosuse kasv on toodud tabelis nr 2 - positiivse

meelestatusega klientide ostu tdendosus on 77,9% korgem kui negatiivse meelestatusega

klientide puhul.
Koénede arv Kokku sh ostjad Ostu toensiosus
Positiivne meelestatus 2702 111 4,11%
Negatiivne meelestatus 389 9 2.31%
Kokku 3091 120 3,88%

Tabel 2. Miiligipakkumise edukuse ja eelneva klienditeeninduse kdne meelestatuse seos.

Autori koostatud tabel.

Tegemist on statistiliselt olulise erinevusega, mis avaldab olulist mdju suuremahuliste
kampaaniate ja miiiigitegevuste juures. Statistilise olulisuse niitaja p = 0,017, mis tdhendab,

et 99,3% tdendosusega voib viita, et valim oli piisavalt suur ja tulemus ei ole juhuslik.

Arutelu

Kéesolevas to0s on esitatud uuenduslik ldhenemine kliendipdhise meelestatuse hindamiseks
klienditeeninduskdnede pdhjal. Kdnedes esinev meelestatus viitab kliendi tulevasele
ostukditumisele, méérates, et positiivse sisuga konede korral on klientide ostuotsuste
tegemise tdendosus 77,9% suurem kui negatiivse meelestatusega kone korral. Sellest saab
jéreldada, et ostuotsuse teevad kliendid varasemat meelestatust arvestades.

Teoreetilises osas vilja toodud Hirchmani ja Sterni mudel, mis reklaamide tShususe
hindamisel rohutas vajadust hinnata meelestatust, on leidnud 1&bi andmeanaliiiisi kinnitust.
Samuti on tdidetud uurimisiilesanne, mis pidas vajalikuks hinnata, mil mééral saab
meelestatust automaatselt hinnata. Autor on teinud andmeanaliiiisi ning treeninud masindppe

mudeli, et automaatselt tuvastada kones olev meelestatus. Vastavalt Jensenile, kus ta toob
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vilja, et kétte on joudnud emotsioonide pdhjal otsustamise ajastu, saab kinnitada, et uuringu
tulemused ldhevad teooriaga kokku. Tdendosus ostu sooritamiseks on 78% suurem, kui
tarbija kogeb positiivset meelestatust teeninduskdnedes. Kui praegu nédeb keskmine
ameeriklane 4 000 — 10 000 reklaami, siis teenuste digitaliseerimise tulemusena voib arvata,
et turunduspakkumiste arv suureneb veelgi. Seda enam on oluline mdista inimese ostuotsuste
tegelikke pohjuseid ning neid jilgida kliendi teekonna jooksul pidevalt. T66s leitud tulemus
on kaalukas, ndidates, et varasema positiivse meelestatusega klientide ostuotsus erineb
oluliselt negatiivse ostuotsusega klientide omast.

Tulemused loovad otsese seose negatiivse meelestatuse ja hilisema ostukditumise vahel,
niidates, et kui on negatiivne kogemus, siis jairgmiste ostupakkumiste tdenidosus on vdiksem.
Selle pohjal saab teha jirelduse, et klienditeeninduse kvaliteedil ja loodud meelestatusel on
otsene seos hilisemale ostukditumisele. Seetdttu peaksid ettevotted klientide pikaajaliseks
hoidmiseks jdrjest rohkem tdhelepanu podrama teeninduse kvaliteedile ja meelestatusele.
Kliendi lahkumine v4i drajdédnud ost voib olla pdhjustatud eelnevast kehvast meelestatusest.
Teenindus mdjutab otseselt ettevotte kdibe teenimise voimekust.

Tulenevalt teadmisest, et ostuotsuste tegemine ldhtub eelnevast meelestatusest, on
teenusepakkujatel oluline seda arvestada, suurendades seeldbi kampaaniate edukust. Autor
pakub soovitused ettevotete miiligi- ja teenindusprotsesside parendamiseks:

1. Ostuvalmiduse hindamise automatiseerimine.

Kéesolevas uuringus esitatud ostuvalmiduse meelestatuse hindamise automatiseeritud
protsess on aluseks turunduspakkumiste suunamisel. Autori hinnangul on sellise automaatse
protsessi loomine vdimalik ning ka vajalik. Jargnevas on esitatud autori visioon vajalikust
protsessist (vt Joonis 7), mis voimaldab jooksvalt hinnata kdikide klientide ostuvalmiduse
meelestatuse taset ning teostada turundustegevusi eelkdige positiivse meelestatusega
klientidele. Negatiivse meelestatusega klientidele (st madalama ostuvalmidusega klientidele)

tuleb planeerida tegevusi, mis aitab muuta negatiivne meelestatus positiivseks.
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Klient Agent

Telefonikone salvestus

A 4

Automaatne konetuvastus

A\ 4

Meelestatuse hinnang

Ostuvalmidusega
kliendisegment
S seae A
» Positiivne
Tegevus
Negatiivne meelestatuse
muutmiseks

Joonis 7. Ostuvalmiduse médramise automatiseeritud protsess. Autori koostatud.

2. Kampaania planeerimine ldhtuvalt ostuvalmidusest

Kampaania planeerimine algab tdna teenuse ja segmendi méératlemisega. Kuna tina suured
teenusettevotted kliendi meelestatust veel ei hinda, siis kasutavad ettevotted kampaania
disainimisel tootest, laoseisust vdi kasumimarginaalist ldhtuvat loogikat. Autor pakub
lahendusena vélja ostjate ostuvalmiduse hindamise meelestatuse skaalal ning sellest ldhtuvalt
antud ostjale sobivaima pakkumise koostamist. Lihtudes ostja ostuvalmidusest on suurem
toendosus edukaks miiiigiks, kui ilma selle arvestamiseta. Autori poolt ldbiviidud analiilis

nditab, et eelnev positiivne meelestatus avaldab olulist mdju ostuotsuste suurendamiseks.
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Jargnevas on toodud joonis (vt Joonis &) autori poolt véljapakutud uuest mudelist

kampaaniate planeerimisel, mis ldhtub ostuvalmiduse hindamisest iga kampaania korral:

Segmendi

médratlemine Kampaania Personaalne Kampaania

(sh kliendi -4mp < tulemuslikkuse
. disain sonum e

ostuvalmiduse analiiiis

hindamine)

Joonis 8. Autori koostatud mudel kampaania planeerimisel, mis algab kliendi ostuvalmiduse

hindamisest.

Piirangud
Antud t60s teostatud analiiiisi tdpsust mdjutavad mitmed tegurid, mis vdivad modju avaldada
1opptulemuse kvaliteedile. Samas on need piirangud koik sellised, mille edasisel

parendamisel on voimalik tulemust tdpsemaks muuta:

1. Telefonivestluse kdnetuvastus

Telefonivestluste konetuvastuse tdpsus (WER=26%) soltub vdga suures osas radkivate
osapoolte keelelisest korrektsusest ning héédldusest. Mitmetes konedes on kuulda ja
transkriptsioonist ndha, kuidas eestikeelne kone esitatakse poolikute lausete ning
ebakorrektselt hddldatud viljenditega. Samuti erineb telefonivestluse transkriptsioon olulisel
médral grammatiliselt korrektsest ajalehetekstist vOi raadiosaates osalevate inimeste
keelekasutusest.

Lisaks eeltoodule tuleb maérkida, et telefonivestluses soovivad osapooled ridkida korraga.
Kuna telefonis kuulamine toimub véga kdrva ldhedal, siis iseenda poolt rddgitud tekst ei
mdjuta vastaspoole teksti kuulamist. Tulemusena rddgivad tihti teenindaja ja klient
samaaegselt.

2. Telefonikdne salvestuse tehnilistest parameetritest

Analiiiisi aluseks olevad telefonikOned on salvestatud iihes kanalis, see tdhendab, et molema

rddkija (teenindaja ja klient) mikrofonid on salvestatud iihes kanalis. Hilisemas
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kdnetuvastuses ei ole seega voimalik automaatselt eristada, kelle rddgitud oli tekst. See
omakorda piirab analiiiisi ning analiilis on vdimalik teha kdne transkriptsioonile tervikuna.
Transkriptsioonide 16ikamist lausete voi loikude kaupa ei ole kasutatud.

Samuti mdjutab telefonivestluse kvaliteeti helistaja poolt kasutatava seadme (lauatelefoni,
mobiiltelefoni) voi asukohast sdltuva lihenduse kvaliteet.

3. Meelestatuse hindamine

Meelestatuse hindamiseks koostati antud transkriptsioonide korpuse pohjal eraldi
meelestatuse hindamise mudel masindppe meetodil (Support Vector Mechanism). Mudeli
tapsuseks saadi 65%. T60 kdigus prooviti hinnata meelestatust ka ajalehetekstide ja uudiste
pohise korpusega mudeli pohjal, ent antud mudelite tdpsused jiid oluliselt madalamaks kui
eraldi koostatud mudel. PShjus sellises erinevuses on seotud kdnekeelse teksti eripdraga -
konekeelses tekstis kasutatakse oluliselt vihem termineid ning viga suures mahus side- ja
tithisdnu. Meelestatuse analiilis on vdga valdkonnatundlik.

4. Ostu mittesooritanud klientide tagasiside puudumine

Ostukditumise hindamise analiilisi puuduseks on mitteostvate klientide tagasiside
puudumine. Hetkel pole voimalik hinnata pohjuseid, miks konkreetsed kliendid ei soovinud
pakkumist vastu votta - kuigi nad olid olnud varasemalt kontaktis klienditeenindusega.

Seetottu on voimalik analiitisi 14bi viia vaid ostnud klientide kditumist analiitisides.
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Kokkuvote

Kédesolevas t60s on vaadeldud klienditeeninduse meelestatuse moju hilisemale
ostukditumisele. Akadeemilises kirjanduses leidub kisitlusi, mis nditavad, et materiaalsuse
ajastu hakkab asenduma emotsioonide ajastuga (Jensen, 1999). Hirschman ja Stern pakuvad
vélja mudeli, kus reklaamide efektiivsust uurides on vajalik meelestatuse klassifitseerimine
valentsuseks (positiivne ja negatiivne) ning tugevuseks (tugev ja nork). (1999)

Autor keskendub uurimuses probleemile, kus kliendi meelestatusega turundustegevustes ei
arvestata. Teooriast ndhtub, et meelestatus mojutab ostuotsuse tegemist jarjest enam. Isegi,
kui ettevotted teadvustavad meelestatuse hindamise tdhtsust, tuleb moista, et meelestatuse
hindamine igas teenindussituatsioonis on keerukas iilesanne. Seetdttu késitleb autor
vOimalusi meelestatuse automaatseks hindamiseks ning pakub vilja telefonikdnede
transkribeerimise ning seejéirel meelestatuse hindamise masindppe meetodi alusel.

T606 kéigus ldbiviidud analiititilise eksperimendi tulemusena saab 6elda, et tiksikute klientide
tasemel on meelestatusel suur moju hilisemale ostukditumisele. Kliendi meelestatuse
teadmine vOimaldab muuta turunduskampaaniate ldbiviimise edukust kuni 78%
efektiivsemaks 14dbi paremini valitud sihtgruppide. Teiselt poolt vdimaldab negatiivse
meelestatusega klientide tuvastamine planeerida ja ellu viia tegevusi, mis muudaksid nende
meelestatust ning suurendaksid seeldbi tulevast ostukditumist.

Lisaks on antud t60s ndidatud uuenduslikul viisil andmeanaliiiisi kasutamist 14bi masindppel
pohineva konetuvastuse ning hilisema tekstianaliilisi meetodite kasutamise, muutes kogu
analiiiisiprotsessi automaatseks ning suurtele miiiigi- ja teenindusettevdtetele kasutatavaks.
Euroopa telekomiettevite sai analiiisi tulemusena aluse uudseks automatiseeritud
andmeanaliiiisiks ning mudeli, mis aitab kampaaniaid planeerida.

Autor pakub vilja mitmed uuenduslikud ideed ettevotte igapdevastes protsessides klientide
emotsionaalse meelestatuse tuvastamiseks ning selle pdhjal miiligi- ja turundustegevuse

edukuse suurendamiseks.
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Summary

THE PERFORMANCE OF MARKETING OFFERINGS BASED ON PREVIOUS
EXPERIENCE SENTIMENT AS AN EXAMPLE OF
THE EUROPEAN TELECOM COMPANY

Terje Ennomée

Consumers make buying decisions at a deep level, and there are several sciences which
explore this area — sociology, psychology, marketing. Last 20-30 years have influenced
buying behaviour through new media channels. New channels, internet advertisements and
electronic notifications are attracting customers and change their buying decisions.

New technologies allow companies to utilise the data produced during the customer
interactions within the company. Therefore customer calls to contact center are in focus in
this article to explore more how the sentiment in calls impact later buying decisions.

The paper aims to discover how much the sentiment in customer service calls influences
marketing message performance. The research questions are as follows:

» Describe the theoretical background of customer sentiment influence buying decisions;

* Evaluate the machine learning model capabilities to detect the sentiment;

* Analyse customer phone call conversations and marketing offerings;

* Evaluate the influence of sentiment in buying decisions;

» Make conclusions and proposals for the performance of marketing messages.

Jensen (1999) has shown that the era of materialism is transforming into an era of emotions.
Therefore, for humans more important is enjoying the momentum, feelings and satisfaction.
Hirschman and Stern have found that best to assess the performance of the marketing
messages is the sentiment and arousal distribution (1999).

To predict customer behaviour based on previous data has been tested already in 90-es
(Karlgren, 1990). Sentiment analysis is automatic detection from a large amount of textual

data.
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In this research, the statistical study was carried out on sentiment detection of customer
service phone calls and latter influence to the marketing offering performance. The study is
based on 3391 calls to the customer service center of the European telecom operator. All
customer who had had calls also got the marketing offers. During the study, the calls were
transcribed with automatic speech recognition model to text and then the sentiment detected
in transcriptions. During the data analysis Author annotated call transcriptions and trained
the machine learning models for detecting sentiment in the phone calls. The detected
sentiment was evaluated towards the buying behaviour. As a result, positive sentiment in
customer service calls leads consumers to buy 4,11%, and negative sentiment 2,31%.

Based on customers with positive sentiment in previous calls are 78% more likely to accept
the offer than customers with negative previous experience. The achieved results are
significant and could be a basis for improved marketing offering performance.

The new approach towards sentiment detection in customer service calls gives enormous
possibilities to use it in the marketing area. The author proposes an automatic process to
validate the customer’s readiness for buying and use the results for campaign planning. The
author highlights the limitations of this research as the accuracy of speech-to-text and text

classification models because call recording quality influences the final results a lot.
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