TARTU ULIKOOL
LOODUS- JA TAPPISTEADUSTE VALDKOND
MATEMAATIKA JA STATISTIKA INSTITUUT

Sven Erik Ojavee

Piritolu hindamine geeniandmete pohjal: TU
Eesti Geenivaramu andmete analiiiis

Magistritéo matemaatilise statistika erialal (30 EAP)

Juhendaja: PhD Krista Fischer

Tartu 2018



Piritolu hindamine geeniandmete pohjal: TU Eesti Geenivaramu
andmete analiiiis

Liihikokkuvote

Kéesoleva magistritoé eesmérk on leida véimalusi andmaks geenidoo-
noritele tagasisidet nende péritolu kohta, lahtudes SNPde andmetest. Nen-
dele tuginedes on leitud peakomponendid, millele rajaneb edasine analiiiis.
Esmalt kirjeldatakse péaritolu rahvuste tasandil, mille kdigus antakse doo-
norile tdendosuslik hinnang kuulumise kohta 22 rahvusgrupi hulka. Sellele
jargnevalt kirjeldatakse péritolu Eesti-siseselt, kus leitakse K-keskmiste
klasterdamise algoritmi abil Eesti sees tekkivad klastrid, mis moodusta-
vad geograafiliselt loogilisi tervikuid. Klasterdamise tulemusi rakendatak-
se selleks, et klassifitseerida tekkinud klastrite alusel ning pakkuda ka
hinnang klastritesse kuulumise tdensiosustele. Uhtlasi kontrollitakse, kui
histi tootab Eesti-sisene klassifitseerimine, valides klassideks maakonnad.
Klassifitseerimismeetoditest vorreldakse lineaarset diskriminantanaliiiisi,
tugivektormasinaid ning juhuslikke metsi.
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meerimine, finants- ja kindlustusmatemaatika
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Estimating Ancestry Using Genome Data: The Analysis of
Estonian Genome Center Data

Abstract

The aim of this thesis is to find ways for giving feedback to gene donors
about their ancestry by using SNP data. Based on the SNP data principal
components are calculated which are used in further analyses exclusively.
Firstly, a description about ancestry concerning different nationalities is
given by yielding a probabilistic estimate about belonging to 22 natio-
nalities. Secondly, ancestry is described within Estonia. By implementing
the K-means clustering algorithm, geographically consistent clusters are
constructed within Estonia. The results of the clustering are applied in
order to build a classification of gene donors and to predict the proba-
bility of donor belonging to clusters. Furthermore, it is tested how well
classification works within Estonia when using counties as class labels.
Methods used for classification are linear discriminant analysis, support
vector machines and random forests.
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1 Sissejuhatus

Erinevate rahvuste geneetilisi erinevusi on uuritud ja uuritakse palju. Selleko-
hased teadmised aitavad aru saada inimkonna ajaloost ja rahvaste rdndamisest
aastatuhandete viltel, samuti v6ib nii saada selgitusi sellele, kuidas on inimorga-
nism kohastunud erinevate elutingimustega maailma eri piirkondades. Ka Eestis
tuntakse palju huvi selle vastu, kas ja mille poolest erinevad eestlased teistest
lahematest ja kaugematest rahvastest ning isiklikul tasandil huvitab paljusid
oma esivanemate tdpsem péritolu.

TU Eesti Geenivaramuga on jaanuariks 2018 liitunud enam kui 53 000 geeni-
doonorit kéigist Eesti maakondadest. Neist ligi 50 000 DNA on genotiipiseeritud
iilegenoomsete kiipidega - st nende kohta on olemas andmed genoomi variee-
ruva osa kohta. See vdimaldab uurida, kui suurel médral saab geeniandmete
pohjal hinnata inimese esivanemate péritolu. Et tegu on huvitava kiisimusega
ka paljude geenidoonorite enda jaoks, on plaanis lisada péritolu info ka geeni-
doonoritele antava tagasiside hulka. Kéesoleva magistrit6o eesmérk ongi uurida,
kas klassikalise mitmemd&otmelise statistika voi uuemate masinoppe meetodite
abil saadud hinnangud oleks selliseks tagasisideks sobivad ja milliseid valikuid
tehes meetodite ja nende parameetrite osas saame tédpsemaid hinnanguid.

Paritolu kirjeldamiseks on paljudes toddes kasutatud {iksiknukleotiidsete
poliimorfismide ehk SNPde andmeid ning SNPde andmetest ldhtutakse ka selles
t00s. Pisut erinevalt suhtutakse SNPde andmete kasutamisesse. Kui mitmetes
toodes on keskendutud just rahvust mééravate SNPde tuvastamisele [1], siis
kéesolevas t60s minnakse teist teed ning SNPdest lahtuvalt leitakse peakompo-
nendid, millele jirgneb edasine analiiiis.

Eelnevalt on kéesoleva t66 autor uurinud bakalaureusetos [2] véimalusi, kui-
das kirjeldada tdenéosusi, et valitud indiviid kuulub teatavasse rahvusgruppi.
Bakalaureuset6os vorreldi MixFit algoritmiga [3] saadud hinnanguid ja peakom-
ponentanaliiiisi ja lineaarse diskriminantanaliiiisiga saadud hinnanguid. Sealsed
tulemused andsid lootust, et peakomponente kasutav ldhenemine vo6ib olla asja-
kohane ning anda héid tulemusi. Siiski olid bakalaureuset66s saadud tulemused
esialgsed ning mitmeid probleeme ja valikuid seal tdpsemalt ei analiiiisitud. An-
tud t66 kéigus vaadeldakse kiisimust pohjalikumalt, kaasates enam referentsand-
mestikke ning vaadeldakse tédpsemalt voimalusi Eesti-sisese péritolu ennusta-
miseks.

Kéesoleva magistritéo eesmérk on péritolu hindamine mitmel tasandil. Es-
malt hinnatakse péritolu rahvuse tasandil, kasutades referentsandmestikke 22
FEuroopa rahvuse kohta. Seejérel uuritakse, kas toendoliselt eesti péritolu ini-
meste puhul saab ka hinnata, millisest Eesti piirkonnast parinevad nende esiva-
nemad.

Autor ténab viga juhendaja Krista Fischerit hindamatu abi ning asjalike
noéuannete eest, mis on aidanud t66 valmimisele tohutult kaasa. Autor ténab
abi eest ka Toomas Hallerit, Kristi Lalli, Reedik Mégit ja Mare Vahit.



2 Too6s kasutatavad andmed

2.1 Uuringuvalimid

Kaesolevas t66s kasutatud valimid saab liigitada kolmeks: referentsvalimid, test-
valimid ja pohivalim. Mitte koiki valimitiiiipe ei rakendatud vordsel méaral. Ra-
kendamine soltus eelkdige iilesande vajalikkusest. Uldiselt iiritati véltida eraldi
testvalimi kasutamist ning vajalikud hinnangud parameetritele saadi enamasti
ristvalideerimise teel.

Referents- ehk treeningvalimid on moodustatud teadaoleva (voi eeldatavalt
teadaoleva) péritoluga inimestest. Selle valimi pealt to6tatakse vilja mudelid,
mille pohjal inimese péritolu prognoosida. T66 kahe tilesande jaoks on need vali-
mid moodustatud erinevalt. Tdpsemalt kirjeldatakse referentsvalimite moodus-
tamist alapeatiikkides |Referentsandmestik rahvuse méadramiseks| ja |Reterents-|
populatsiooni valik Eesti-sisese paritolu uurimiseks

Olukorras, kus vaatlusega kaasnes ka kindel klass, kasutati tdpsuse kont-
rolliks ja parameetrite hindamiseks ristvalideerimist ning eraldi testvalimit ei
kasutatud. Et néiteks klasterdamise puhul pole ette teada, mis on igale vaatluse-
le vastav klaster ja vaatlused mojutavad klastrite véilja kujunemist, siis pérast
klastrite arvu leidmist kontrolliti tulemusi ka omaette testvalimi pohjal. Eesti-
sisese péritolu hindamiseks kasutati siinniaastatelt referentsist veidi nooremaid,
kuid siiski voimalikult vanu isikuid, kelle puhul v6ib eeldada, et suurel osal
neist on esivanemad périt piirkonnast, kus need isikud stindisid. Need inimesed
vastavad samadele kriteeriumitele, mis Eesti-sisese péritolu uurimise referents-
populatsioongi, ent nad on siindinud aastail 1961-1970.

Omaette testvalim moodustati simuleeritud inimeste genotiiiipidest, kelle
iiks vanem oli suure téenfdosusega eestlane ning teine vanem teiselt Eestiga piir-
nevalt alalt. Seega antud testvalim koosneb genotiiiipidest, mille péritolu on
ligikaudu vastavalt 0,5-0,5 eesti ja siis mingist muust lihirahvusest. Analoogili-
selt tekitati ka 0,75-0,25 eesti ja mingist muust ldhirahvusest olevate inimeste
genotiiiipe. Saadud testandmete pohjal kontrolliti, kui tédpselt on voimalik prog-
noosida teadaoleva péritoluga inimeste péritolu.

Pohivalimi moodustavad TU Eesti Geenivaramu andmed ligi 50 000 ge-
notiipiseeritud inimese andmetest. Selle andmestiku jaoks leitakse prognoosid
rahvusgruppi kuulumise tGendosusele.

Statistilisi meetodeid rakendati vaid peakomponentanaliiiisi abil teisendatud
andmetele. Rahvuse méiramise osas arvutati peakomponendid, kasutades rah-
vuse médramise referentspopulatsiooni ning tehes eelvalik SNP-dele (tdpsemalt
alapeatiikis|Genotiilibiandmete esmane t56tlus rahvuse klassifitseerimisel)). Eesti-
sisese péritolu kirjeldamise osas leiti peakomponendid sugulusmaatriksi pealt.

2.2 Referentsandmestik rahvuse miiramiseks

Lihteandmestikuks on Toomas Halleri MixFit algoritmi [3] tarvis valitud refe-
rentspopulatsioon. Selle algoritmi to6tamiseks on vélja valitud 22 rahvust ning
neile vastavalt umbes 45-100 esindajat igast rahvusest. Taani, Uhendkuningriigi
ning Hollandi andmed on saadud GenomEUtwin uuringust [3] ning nende va-
lik on kirjeldatud tépsemalt artiklis []. Ulejasnud 19 rahvuse esindajate ge-
notiiiibi valik périneb artiklist [5]. Edaspidises eeldame, et need valitud on tea-
tavas mottes sobivad antud rahvusriithma esindajad ning et nende alusel on



voimalik prognoosida ka teiste inimeste rahvusgruppidesse kuulumist.

Et kavandatava péritolu tagasiside eesmérk on anda hinnang Eesti Geeni-
varamu doonoritele, kes on valdavalt eestlased v6i venelased, siis ennustuse korri-
geerimiseks otsustati suurendada referentspopulatsiooni nendes rahvusrithmades.
Suurendamise vajadus oli eriti ilmne venelaste puhul, sest ainult senise popu-
latsiooni kasutamine néis andvat nihke ning liialt viikse varieeruvuse vordluses
Geenivaramu venelastest doonoritega. Eelpool kirjeldatud vastav eestlaste re-
ferentspopulatsioon kattus doonorite tulemustega valdavalt hésti, kuid tédpsuse
kindlustamiseks otsustati siiski ka referentseestlaste hulka suurendada.

Eestlaste jaoks valiti Geenivaramu doonorite seast vilja igast maakonnast
seitse inimest, kes olid siindinud enne aastat 1930, ise ennast raporteerinud eest-
laseks ning kes olid surnud. Valik tehti nonda, et tagada kéikide maakondade
kaetus ning vanemate inimeste esivanemad on tdenéolisemalt ka antud piirkon-
nas elanud kauem. Surnud inimesed valiti, sest nende rahvuse kohta tagasiside
andmine pole primaarne. Venelastest Geenivaramu doonorite seast valiti vélja
inimesed, kellede emakeel on vene keel, kes on end raporteerinud venelaseks ning
kes on siindinud nii raporteeritult kui ka rahvastikuregistri alusel Venemaal.

Eestlaste lisandunud referentspopulatsioon osutus sarnaseks varasemalt vali-
tuga peakomponentide mottes. Venelaste lisandunud referentspopulatsioon osu-
tus monevorra nihkes olevaks peakomponentide méottes, vorreldes esialgse refe-
rentspopulatsiooniga. Seega, voib kahtlustada, et ainult 90 inimesest koosnev
valim ei suuda toepoolest suure vene kogupopulatsiooni varieeruvust korrali-
kult kirjeldada. Seega, et tédpsustada eestlaste klassifitseerimisvéimekust ning
oluliselt parandada venelaste oma kaasati molemad uued populatsioonid ole-
masolevatesse referentspopulatsioonidesse.

2.3 Referentspopulatsiooni valik Eesti-sisese paritolu uuri-
miseks

Kirjeldamaks Eesti-sisest péritolu, oleks tarvilik leida inimesed, kes on suure-
ma tdendosusega siinnikohaga juba kauem seotud ning loodetavasti seda juba
mitmeid polvkondi. Sellised inimesed peaksid eeldatavasti paremini kirjeldama
piirkondlikke geneetilisi eripérasid, kui neid peaks leiduma. Selliste inimeste leid-
miseks, on referentspopulatsiooni valitud Geenivaramu doonorid, kes tadidavad
jargmisi néudeid:

1. On raporteerinud ennast eestlasena;

2. Stinnikohaks ei ole mérgitud iikski Eesti suurem linn, st Tallinn, Tartu,
Narva, Parnu;

3. Inimene on siindinud enne aastat 1960;

4. Peatiikis|Tulemused I: paritolu hindamine rahvuse tasandil| saadud mude-
lit kasutades saadud toendosuse prognoos néitab eesti grupi téendosuseks
vahemalt 0,9;

5. Inimene ei ole ldhisugulane iihegi teise inimesega referentspopulatsioonist.

Ilmselt on sobivaim kasutada referentsis vanemaid inimesi ning seega eelistada
enne aastat 1930 siindinuid, ent on oht, et viike valimimaht ei voimalda kirjel-
dada péritolu téiesti adekvaatselt. Seega, selle probleemi véltimiseks on valitud



referentsi inimesed, kes on siindinud enne aastat 1960 ning sellega iihtlasi tagades
piisav valimimaht. Kokkuvottes jéi sellise valiku tulemusena referentspopulat-
siooni 5785 inimest.

2.4 Genotiiiibiandmete esmane tootlus rahvuse klassifit-
seerimisel

Médramaks rahvust, on esmalt vaja leida SNP-dest lahtudes peakomponendid.
SNP-de koguarv on ligikaudu 260 000. Koik SNP-d ei pruugi antud klassifit-
seerimisiilesande seisukohalt olla sisukad, sest ainult ménede SNP-de vaartused
erinevad rahvuseti. Vihendamaks arvutusmahtu ning véimaliku {ilesobitamise
ohtu, valitakse vilja edasiseks analiiiisiks vaid sellised SNP-d, mis pohjustavad
suuremat varieeruvust rahvuste vahel. Eesmérk on leida SNP-d, kus rahvuste-
vahelised erinevused moodustavad véimalikult suure osa SNP-i koguhajuvusest.

Eeldame, et {ihe konkreetse SNP kodeeritud alleelide arv on binoomjaotusega
juhuslik suurus X ~ B(2,p). See on sobiv, sest X voéimalikud véidrtused on
0,1, 2 ja p tdhendab vastavat alleelisagedust. Sel juhul on voimalik hinnata SNPi
koguhajuvust, leides dispersiooni, mis avaldub DX = 2p(1 — p).

Olgu p; alleelisagedus grupis i. Jargnevalt hindame iga SNP jaoks ooda-
tava alleelisageduse kui erinevate riikide oodatavate alleelisageduste keskmine:
p = % Zfil Di- Seega, iithe konkreetse SNP jaoks hinnang kogudispersioonile
avaldub kui DX = 2p(1 — p).

Teisalt hindame, kui suur on varieeruvus (jéllegi ithe SNP piires) erineva-
te rahvusgruppide keskmiste vahel. Seda hindame kui % Zfil(ﬁl — )%, Kok-
kuvdttes leiame nende kahe hajuvuse hinnangu suhte

22 . .
31 i (Bi — )
2p(1 —p)
mis néitab kui suure osa vastava SNPi koguhajuvusest kirjeldab &dra varieeruvus
rahvusgruppide vahel. Edasiseks analiiiisiks valime vélja 20 000 sellist SNPi, mis

kirjeldavad suurima osa varieeruvusest. Paraku nendest 20 000 SNPst langesid
omakorda ligi 2000 vélja halva imputatsiooni kvaliteedi t&ttu.




3 Statistilised meetodid

3.1 Genotiiiibiandmete peakomponentanaliiiis

Jargnev kirjeldus peakomponentanaliiiisi kohta pohineb opikul [6]. Tihti lei-
dub olukordi, kus tarvilik oleks vihendada andmete dimensionaalsust, sama-
aegselt mitte kaotades liialt vajalikku informatsiooni. Olgu vaatluse all p tun-
nust ning nendele vastavad juhuslikud suurused on Xj, ..., X,,. Peakomponenta-
naliiiisi eesmirk on leida sellised lineaarkombinatsioonid (peakomponendid)

Pi = aﬂXl + aing + ...+ aipo,i = 17 D,

mille korral oleksid dispersioonid DFP;, ¢ = 1, ..., p maksimaalsed ning jérjestatud
kui
DP, > DP, > ... > DP,,

kusjuures peavad olema tédidetud tingimused
aiTai =1i=1,...,p

ning
Cov(P;, Py) =0,Vk <i,i=1,...,p,

kusjuures al = (ai1, @2, ..., a;p). Osutub, et eelkirjeldatud iilesanne taandub

teatava omavéaartusiilesande lahendamisele, ent detailsemalt on teemat selgita-
tud autori bakalaureusetdos [2)].

Té&histame andmestikku, kus leidub IV vaatlust ja p tunnust kui X . Klassika-
lisel juhul on N > p. Sellisel juhul saab niidata, et peakomponentide maatriks P
avaldub kui P = XW, kus p x p maatriksi W veergudeks on maatriksi ﬁX Tx
omavektorid. Kui X veerud on tsentreeritud, siis on ﬁXTX niol tegemist
maatriksi X kovariatsioonimaatriksiga. Geeniandmete puhul kehtib aga ena-
masti p > N. Seetottu on véimalik leida iilimalt N soltumatut peakomponenti.
Saab néidata, et sellisel juhul on véimalik l&htuda hoopis transponeeritud maat-
riksist X7, mille veerud on tsentreeritud, ning seega on vaja leida omavektorid
maatriksile -3 X X7, st vaatluste omavahelisele kovariatsioonimaatriksile, mi-
da geeniandmete korral nimetatakse ka sugulusmaatriksiks. Algse maatriksi X
jaoks saab peakomponendid tuletada, kasutades jirgmisi seoseid [7]:

N -1

A=\ ,
p—1
X

of = ——2

D e
,/2)\/6%

kus )\;‘g on transponeeritud maatriksi korral leitud k-s omavéartus, A\; on esialgse
maatriksi korral leitud k-s omavéirtus, af on transponeeritud maatriksi korral
leitud k-s omavektor, aj on algse maatriksi korral leitud k-s omavektor.

Selline situatsioon, kus tunnuseid on mérgatavalt palju rohkem kui vaatlusi
ongi viga levinud geeniandmestikes. Enne eelvalikut oleks SNPe ehk kasutata-
vaid tunnuseid ligi 260 000, pirast eelvalikut umbes 18 000, ent vaatlusi vaid
koigest ligi 2000. Seega néib geeniandmete jaoks peakomponentanaliiiis hea vii-
sina, kuidas vihendada méargatavalt tunnuste arvu.



Rahvuse médramise osa juures oli valimimaht {isna viike ning peakompo-
nendid leiti ldhtudes esialgsest kovariatsioonimaatriksist, kasutades tarkvarana
R-i funktsiooni ”"prcomp”. Eesti-sisese péritolu kirjeldamiseks leiti peakompo-
nendid sugulusmaatriksilt, kasutades tarkvarana PLINK 2.0 [§], mille jaoks viis
arvutused libi TU Eesti Geenivaramu vanemteadur Reedik Mégi.

3.2 Lineaarne diskriminantanaliiiis

Jéargnev meetodi kirjeldus pohineb raamatul [9]. Klassitdendosuste leidmisel ja
16puks seeldbi ka klassifitseerimisel lahtutakse Bayesi valemist, millega leitakse
vaatluse klassi k kuulumise tdéendosus juhul, kui vaatluse puhul on vaadeldud

tunnusvektor x:
x
P(Y = k|X = 2) = —J5@)m
21— fil@)m

kus Y on objekti klassi kirjeldav juhuslik suurus juhuslik suurus, X on juhus-
lik vektor, mis kirjeldab prognoosiks kasutatavaid tunnuseid, f;(z) on juhusliku
vektori X tihedus tingimusel, et vaatlus kuulub klassi I, 7; on klassi [ kuulumise
eeltdendosus ning Z{il m = 1, K on klasside arv. Lineaarse (voi ka ruut) diskri-
minantanaliiiisi korral kasutatakse tihedusfunktsioonidena f; mitmemdotmelise
normaaljaotuse tihedusfunktsiooni

1 —0.5(z—u) TS (@—
fiw) = G e

Lineaarne diskriminantanaliiiis tekib erandjuhul, kui valida dispersioonimaat-
riks samaks igas klassis ehk siis ¥; = 3, VI = 1, ... K. Parameetreid on voimalik
kiillalt lihtsasti hinnata ning seejérel saabki leida vastavad klassi kuulumise
téendosused. T = %, kus N on klassi k kuuluvate vaatluste arv; i =
N7 Dy—p Ti ning X = S, Dk (@i — ) (@i — )7

Kuna t66 kiigus on vaja klassifitseerida kiillalt paljude erinevate klasside
vahel, siis eelistatakse kasutada ainult lineaarset diskriminantanaliiiisi, et valtida
vajadust hinnata viga suurt arvu parameetreid.

Vaadates niiteks etteruttavalt joonist [6 kus on vilja toodud moned klassid
kahe peakomponendi jargi, on néha, et viga suuri vastuolusid meetodi tuleta-
misel kasutatud eeldustega ei ole, punktiparvede kujud pole véga erinevad. See
pole aga veenev toend lineaarse diskriminantanaliiiisi headuseks, sest mootmete
suurenemisel muutub mitmemdostmelise normaaljaotuse struktuur pisut keeru-
lisemaks ning tegelikult on vaatluse all veelgi enam klasse.

Kirjanduses [9] viidetakse, et head tulemused LDA kasutamisel ei ole tihti
pohjustatud sellest, et andmed oleksid ligikaudu normaaljaotusega voi disper-
sioonimaatriksid oleksid vordsed. Mitmes situatsioonis ei saa andmetest lugeda
vilja enamat kui lineaarne otsustuspiir ning sel juhul annabki LDA stabiilsema
hinnangu voérreldes keerukamate alternatiividega.

R-is on realiseeritud meetod paketis ”MASS” funktsioonina ”1da”.



3.3 Tugivektormasinad
3.3.1 Tugivektorklassifitseerija

Jargnev alapeatiikk pohineb raamatul [9].

Vaatleme esialgu N vaatlusega p-mdotmelist andmestikku, kusjuures iga
vaatlus voib kuuluda kas klassi y; = —1 voi y; = 1. Seega andmestik koos-
neb vaatlustest (z1,v1), (z2,y2), ..., (TN, yn), kus x; € RP. Idee on leida selline
hiipertasand f(z) = 273 4 By = 0, mille korral oleksid kaks klassi voimalikult
hésti teineteisest eristatud. Lahtudes sellest kummale poole leitud hiipertasandit
prognoositav vaatlus satub, prognoositaksegi vaatlus vastavalt klassi -1 voi 1.
Seega on vaja lahendada optimiseerimisiilesanne kujul:

max M
B,80,118]1=1

yi(zI B+ Bo) > M,i=1,.., N,

kusjuures suurust M nimetatakse marginaaliks.

Et tihti pole aga selline téielik eralduvus voimalik voi viib ebastabiilsete
tulemusteni, modifitseeritakse eelkirjeldatud iilesannet suutmaks toime tulla
ka véaralt klassifitseeritud vaatlustega. Endiselt maksimiseeritakse marginaa-
li, kuid niiiid lubatakse mondadel punktidel asetseda valel pool marginaali v6i
ka hiipertasandit. Selleks defineeritakse abimuutujad & = (&1, &a, ..., ). Nende
abil muudetakse eeltoodud kitsendust jérgnevalt

yi(zT B+ Bo) > M(1—&),i=1,...,N,
& >0, Zf\il & < const. Idee seisneb selles, et tokestades &; -de summa, on

seega tokestatud marginaalvigade summa, sest & > 0. Defineerides M = H[13H’

saame optimiseerimisiilesande esitada kujul

min
min 5]

yi(zTB+B80) > (1 —&),i=1,..,N,
N
& > O,Z& < const.
i=1

Arvutuslikult on mugavam eeltoodud iilesanne esitada jargmisel kujul, kus
eelneva konstandi rolli votab niitid C'.

N
1 2
min — +C i
i 31117+ 03¢

Selle iilesande asemel on mérksa hélpsam lahendada vastav duaalne iilesanne.

N N N
1 T
max E Qg — 3 E E Q0 YilYir Ty T
i=1

i=14=1

N
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Eelnev meetod voimaldab edukalt lahendada mitmeid probleeme, kus klassid
eristuvad iisna lihtsasti, kuid meetod jaab hétta juhtudel, kus ainult tavalise
hiipertasandi abil pole véimalik eristust teha. Sellised on néiteks olukorrad,
kus klassi 1 vaatlused asuvad kahes punktiparves, ja klassi -1 vaatlused asuvad
punktiparves, mis paikneb eelnevate parvede vahel.

Osutub, et probleemist on voimalik méoda saada kasutades tuumasid. Ni-
melt asendatakse eelnevas maksimiseeritavas funktsioonis skalaarkorrutis 7 x;/
tuumafunktsiooniga K (z;, x; ). Uhtlasi on voimalik niidata, et piisav ja tarvilik
tingimus K valikuks on stimmeetrilisus ning positiivselt poolméaratus. Sellise
muudatusega on véimalik paremini lahendada mérkimisvéérselt enam klassifit-
seerimisprobleeme. Populaarsemad valikud K jaoks on niiteks poliinoomtuum
ja Gaussi tuum, kuid tuumi on palju ning vastavalt situatsioonile voib leida
parasjagu hésti sobiva tuuma. Kéesolevas t66s on valitud tuuma rolli Gaussi
tuum, mis on esitatav kujul K (x,2") = exp(—~||z —2’||?). Kokkuvottes saadak-
se klassifitseerija kujul G(z) = sign(f(x)), kus

N
fl@) =" qyiK (x,2:) + Bo.
i=1

Tugivektormasinad on algselt vélja to6tatud kahe klassi eristamiseks, kuid
meetodit on véimalik iildistada kahest enama klasside arvu eristamiseks. Kaks
levinumat voimalust iildistamiseks on 1 vs 1 ja 1 vs koik. Kéesolevas t60s on
rakendatud 1 vs 1 meetodit. Selle kohaselt tekitatakse (]2( ) tugivektormasinat
(K on siin klasside arv), kus vorreldakse paarikaupa omavahel koiki klasse.
Prognoositav vaatlus méédratakse klassi, kuhu ta sattus kodige enim kordi koikide
vordluste korral. [10]

3.3.2 Toendosuste hindamine tugivektormasinatega

Osutub, et tugivektormasinatega lahendatava optimiseerimisiilesannet saab esi-
tada kujul ming g, L(z,y, 8) + AP(8), kus L on nn kaofunktsioon ja P on ka-
ristusfunktsioon. Seejuures on tugivektormasinatele vastav kaofunktsioon viga
sarnane logistilisele regressioonile vastava kaofunktsioonile, mistéttu annavad
nad tihti ka sarnaseid tulemusi. [10]

Osalt ka eelneva tulemuse tottu on vilja pakutud meetodeid, mille abil oleks
voimalik leida tdensiosuseid analoogiliselt logistilisele regressioonile. Uks tuntu-
maid ja kasutatumaid meetodeid on Platti skaleerimine (Platt scaling) [I1]. Selle
kohaselt tekitatakse ldhtuvalt saadud f—st toendosuslikud hinnangud kui

A 1
P =115) = 1+exp(Af + B)

Protsessi kiigus hinnatakse parameetrid A ja B suurima tdepéira meetodil ning
sisuliselt on tegemist logistilise regressioonimudeli hindamisega. Seega on igale
vaatlusele voimalik anda paarikaupa vordlustes téendosus, et ta kuulub néiteks
klassi 1. Klassifitseerigem kahe klassi i ja j vahel. Klassifitseerides nende kahe
klassi vahel, téhistame klassi ¢ (ja mitte klassi j) kuulumise tGendosuse hinnan-
gut r;; == P(Y =4|{Y =i} U{Y =j})), ).

Paraku on antud juhul tegemist suurema arvu klassidega kui ainult kaks ning
vaja on leida voimalus iildistamaks, et leida hinnangud kéikidele toenédosustele
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p; = P(Y =i|z),i = 1,..., K. Uhe voimaliku lahenduse sellele on vilja pakku-
nud Wu, Lin ja Weng [12]. Lihtne on niidata, et
P =i|({Y =it u{Y =j}),2) _ P(Y =i|z)

PY =jl{Y =i} U{Y =j}),2) P(Y =jla)

Sellest loogikast ldhtuvalt peaksid siis ka

rij  Pi

Tji  Pj

Seega on maistlik lahendada optimiseerimisiilesannet kujul

K
min Y Y (ripi — rip;)°
PsT jog
tingimustel
K

> pi=1p>0/i=1,.., K
i=1
Kindlasti pole siin vilja toodud véimalus ainukene, kuidas leida téenéosust.

Samas artiklis [12] toovad autorid vélja ka teise meetodi ning ka mitmed teised
autorid on vilja pakkunud oma meetodeid. Sarnaselt leidub ka modifikatsioo-
ne eeltutvustatud tugivektorklassifitseerijale. Nimetatud meetodeid on esitletud
siin tdpsemalt, kuna need on implementeeritud ka laialt kasutatavas R paketis
7e1071” vastavas funktsioonis ”svm”. Pakett ”e1071” toetub omakorda tarkvara-
le LIBSVM [13]. Kéesoleva t66 puhul rakendati tugivektormasinate kasutamisel
eelnimetatud paketti ja tarkvara.

3.4 Juhuslikud metsad

Jargnev alapeatiikk pohineb raamatutel [I4] ja [9].

Juhuslike metsade idee rajaneb otsustuspuudele kasutamisele, mis iiksikuna
vottes ei ole viga head klassifitseerijad. Eriti suur probleem on otsustuspuude
puhul hinnangute voimalik suur hajuvus, ent keskmistades iile paljude mingis
mottes erinevate puude, on véimalik saada stabiilsed ja head hinnangud klassi-
kuuluvustele. Osutub, et mida vihem korreleeritud on kasutatavad puud, seda
tdpsemaks voib osutuda ka 16ppotsus.

Et tekitada mitte- voi vihekorreleeritud puid, kasutatakse koos kahte mee-
todit, mille abil modifitseeritakse tavalist otsustuspuude hindamist. Iga puu
sobitamise jaoks voetakse esmalt algsest valimist bootstrap-valim, millele haka-
takse puud treenima. Kokku véetakse niimoodi B valimit. Teiseks, iga kord, kui
puud jaotatakse kaheks, valitakse juhuslikult m tunnust koigi p tunnuse hulgast,
(m < p), mille pohjal tehakse otsus puu jagunemise kohta.

Ulejasinud aspektid iga puu treenimise kohta jidvad samaks. Rekursiivselt
jaotatakse andmestik sammhaaval kaheks. Igal sammul otsitakse juhuslikult va-
litud m tunnuse seast sellist tunnust ning tunnusele vastavat kohta, mille alusel
teostada jargmine andmete jagunemine kaheks. Rekursiivset protsessi jitkatakse
seni kuni véikseim tekkinud alamandmestik on suurem kui mingi valitud arv
Nmin. Olgu o} (z) b-nda puu klassiennustus. Juhusliku metsa ennustus vaatluse-
le x on selline klass ¢, mille korral enamus puid prognoosib just sedasama klassi
i: OB p(z) = enamusvalik{Cy(x)}.
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Hinnangu saamiseks téenédosusele kuuluda klassi ¢ leitakse nende puude arvu
osakaal, mis ennustasid klassi ¢ [I5]:

B

~ . 1

PY =iz) = 5 Zféh(x):i.
b=1

Samas rdhutab Breiman [I5], et ehkki sellised hinnangud véivad anda ka-
sulikku infot olukorra kohta, ei tohiks neid tolgendada hinnangutena oigetele
klassitoenédosustele. Et sellest probleemist vabaneda on pakutud vélja mitmeid
lahendusi, néiteks eelmainitud Platti skaleerimise abil korrektuuride tegemine
[11]. Kéesoleva t66 raames nii detailselt probleemi ei siiveneta.

Ké&esolevas to6s kasutati juhuslike metsade hindamiseks R-i paketti ”ran-
domForest”ning seal vastavat funktsiooni ”randomForest”, mis pShineb Brei-
mani artiklil. [16]

3.5 K-keskmiste klasterdamine
3.5.1 K-keskmiste algoritm

Jéargnev alapeatiikk tugineb raamatule [10].

Olgu ette antud sobitatavate klastrite arv K ning N on vaatluste arv. Olgu
C4, ..., Ck indeksite hulgad, mis tahistavad vastavatesse klastritesse kuulumist.
Kuulugu iga vaatlus {ihte klastrisse ning olgu klastrid paarikaupa loikumatud.
K-keskmiste klasterdamise idee seisneb selles, et tekitada kogumid, millede sees
oleks varieeruvus véiike. Seega, kui tihistada klastrisisest varieeruvust kui Wy :=
W(C4), siis eesmirk on lahendada jargmine optimiseerimisiilesanne

Andmed {z;;},i=1,2,...,N,j = 1,2, ..., p koosnevad p tunnusest ja N vaat-
lusest. T#histagu d;;» vaatluste 4 ja i’ omavahelist kaugust, mis voib olla néiteks
tavaline eukleidiline kaugus, aga voib ka olla midagi muud, néiteks absoluutne
kaugus 3, [z — i5]. Olgu vaatlused klasterdatud K-sse klastrisse C1, ..., Cx
ning klastris r olgu n, = |C,| vaatlust. Olgu

Dr = E dii/
Qi €C,

klastri r punktide paarikaupa kauguste summa ning olgu

Ulesanne klastrite leidmiseks lahendatakse jirgmisel pohiméttel. Esiteks pan-
nakse iga vaatlus juhuslikult mingisse klastrisse. Seejérel korratakse jargnevat
sammu nii kaua kuni klastrite koosseisus enam muudatusi ei teki. Igale klastri-
le leitakse temale vastav tsenter (p-modtmeline vektor iga tunnuse keskmisest)
ning iga punkt méaratakse klastrisse, mille tsentrile on ta koéige ldhemal.

Eelkirjeldatud algoritm véljastab tihti kbigest lokaalse miinimumi ning pa-
rema lahendi saamiseks on seega soovitatav rakendada algoritmi mitmel korral
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ja seejérel valida parim lahend. Kéesolevas t06s valiti algoritmi kordusrakenda-
miste arvuks 100.

Kéesolevas t66s on K-keskmiste algoritmi rakendatud tarkvaras R program-
mis ”"kmeans”.

3.5.2 Klastrite arvu méiiramine

Uks olulisemaid probleeme K-keskmiste klasterdamise algoritmi juures on ol-
nud vajaliku klastrite arvu médramine. Kriteeriumid klastrite arvu valikuks
pole kindlasti defineeritud iiheselt ning voimalusi on mitmeid. Uks lihtsamatest
kriteeriumitest on nn kiitinarnuki meetod. Meetod leiab klastrisisesed hajuvuste
summad iga soovitud k korral ning soovitab valida klastrite arvuks selle, kus
hajuvuste summa viheneb mérgatavalt. Siiski ei pruugi see meetod té6tada pal-
judel juhtudel, néiteks juhul, kui sellist hiipet ei esine, vaid vihenemine toimub
iihtlaselt. [17]

Et eelkirjeldatud meetod ei pruugi mitmel puhul héisti téotada, on proovi-
tud leida ka teisi véimalusi. Tibshirani, Walther ja Hastie on vilja pakkunud
gap-statistiku idee [I8]. K&esoleva t66 kontekstis rakendatakse klastrite arvu
soovituse saamiseks seda meetodit. Jargnev iilevaade pohineb eelnimetatud ar-
tiklil.

Idee seisneb log(W},) standardiseerimises, vorreldes log(W),) véértust tema
keskvadrtusega, mis on leitud kasutades selleks sobivat nullhiipoteesi olukorda.
Sobivaks hinnanguks klastrite arvule K oleks selline K , mille puhul log(W})
oleks vordluskeskviirtusest erinevaim. Seega defineeritakse jérgnev statistik

Gap,, (k) = E;,{log(Wk)} — log(Wy),

kus E} téhistab keskvéértust, mis on saadud nullhiipoteesile vastavast jaotusest
n valimipunkti genereerimisel, kasutades saadud n vaatlust keskvéartuse hinda-
miseks. Hinnang K-le leitakse nii, et leitakse k, mis maksimiseeriks statistiku
Gap,, (k).

Vordlusjaotuse valikuks on pakutud kaks varianti, mis ldhtuvad teatava-
test teoreetilistest kaalutlustest. Esiteks voib genereerida iga vordlustunnuse
iihtlasest jaotusest vastavatest piirkondadest, kus on tunnusel véartuseid. Tei-
salt voib leida algul andmetest peakomponendid ning siis rakendada esimest
meetodit juba peakomponentidele. Lopuks on vaja ka iihtlasest jaotusest gene-
reeritud andmed tagasi teisendada esialgsesse ruumi. Et kiesoleva t66 kiigus
tegeletaksegi klasterdamisel peakomponentidega ning et inimeste vélja noppi-
mine klastri loomiseks méeldud referentsvalimisse ilmselt viiga palju ei mojuta
andmete paiknemist, siis kdesolevas t66s on arvutuste kiirendamiseks eelistatud
esimest meetodit.

Jargnevalt hinnatakse E}{log(Wj)} kui B log(W;) koopia keskmine, kus-
juures iga log(W}¥) on leitud (parameetrilise) bootstrap valimist X7, X5, ..., X},
mis on valitud eelkirjeldatud eeskirja alusel referentsjaotusest.

Tahistagu sd(k) B log(W;") koopia standardhélvet. Votmaks arvesse simu-
leerimisviga E:{log(W})} leidmisel, saame suuruse

/ 1

Seda kasutades on soovitatud valida hinnanguks viihim k, mille korral Gap(k) >
Gap(k) — sk+1-
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Kokkuvottes leitakse gap-statistik jargnevalt:

1. Klasterdada vaatlused, kasutades klastrite arvudena k = 1,2,..., K ning
leida vastavad klastritesiseste hajuvuse méodud Wy.

2. Luua B bootstrap andmestikku, genereerides vaatlused iihtlase jaotuse alu-
sel, kusjuures ei tehta standardiseerivat teisendust peakomponentidega.
Leitakse vastavad suurused W,k = 1,...K,b = 1,...B. gap-statistik lei-
takse kui

B
1 *
Gap(k) = > log(Wyy) — log(Wi).
b=1

3. Tihistagu | = % >y log(Wy) ja leida hinnang
B
1 . 908
sd(k) = [ 7 > {log(Wi, — 1}?]
b=1

ning olgu sy, = sd(k)y/1+ %.
4. Klastrite arv valitakse kui

k = vithim k, mille korral Gap(k) > Gap(k 4+ 1) — spt1.

Punktis 4. vilja toodud kriteerium pole itheselt méédratud ning moeldavad on
teistsugused valikud néiteks iiks lihtne voimalus on valida k, mis maksimiseerib
gap-statistiku véidrtuse. Hilisema t60 kiigus on nitha, et artiklis [I8] pakutud
meetod el toota antud kiesolevas situatsioonis viaga hésti. Alternatiivina on Du-
doit ja Fridlyand pakkunud vilja valida véikseim k, mis vastab gap-statistikule,
mis el erine maksimaalsest statistiku védrtusest enam kui « - sg, vorra [19], kus
sk, on maksimaalsele statistikule vastav standardhélbe hinnang ning o on mingi
positiivne valitud kordaja. Antud t66s on valitud o = 3.

R-is on gap-statistiku leidmine realiseeritud paketis ”cluster”, kasutades
funktsiooni ”clusGap”.
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4 Tulemused I: piritolu hindamine rahvuse ta-
sandil

Esimese sammuna on eesméirk anda téenéosuslik hinnang inimese rahvusele. Sel-
leks teostatakse valik toorandmetest, siis toorandmetele peakomponentanaliiiis
ning rakendatakse teatavat algoritmi klassifitseerimiseks.

‘ SNPde valik H Peakom;z(.).nent— H Mu.del'l
analiitis treenimine

Joonis 1: Rahvuse klassifitseerimise protsess

4.1 Peakomponentanaliiiis referentsandmestikule

Parast SNPde valikut tehti referentsandmetele peakomponentanaliiiis, et seelédbi
vihendada iilesobitamise véimalust ning et muuta iilesanne arvutuslikult teos-
tatavamaks. Et referentsandmestikus on 2019 vaatlust, saadi ka 2019 peakom-
ponenti. Hea iilevaate annab juba esimese kahe peakomponendi kujutamine,
mida on néidatud joonisel [2| Joonisel on selguse mottes vilja toodud erineva-
tel joonistel erinevad rahvusgrupid ning esimesel joonisel on kéik grupid koos.
On voimalik néha, et mitmed grupid eristuvad juba kahe peakomponendi alusel
vaga hésti, mis annab lootust neid ka klassifitseerimisel hésti eristada. Samas on
ka selliseid gruppe, mis kahe peakomponendi alusel nénda hésti ei eristu. Néiteks
voib tuua hollandi, briti ja taani grupid, millede punktiparved on peaaegu samal
alal. Samas tuleb arvestada, et klassifitseerimisel saab kasutada enam peakom-
ponente, mille alusel loodetavasti saab tuvastada erinevuse ka nende gruppide
puhul.

Joonisel [3| on esitatud ka iga peakomponendi jaoks protsent selle kohta, kui
suure osa hajuvusest vastav peakomponent kirjeldab. Esimesed kolm peakom-
ponenti annavad méargatavalt suurema kirjeldatuse ning alates neljandast pea-
komponendist vdheneb kirjeldatus aeglaselt. Péris viimased peakomponendid
annavad iisna halva kirjeldatuse.

4.2 Klassifitseerimismeetodite vordlus

Saavutamaks parim voimalik tépsus klassifitseerimisel tuleb otsustada, millist
meetodit kasutada ning mitut peakomponenti oleks vaja kasutada. Liiga suur
peakomponentide arv voib viia iilesobitumiseni, liiga viahe tekitaks alasobitu-
must.

Antud juhul vorreldi kolme meetodit: lineaarne diskriminantanaliiiis, tu-
givektormasinad (SVM) ja juhuslikud metsad (RF). Meetodeid vorreldi 10-
jaotusega ristvalideerimise abil (10-fold cross-validation). See tidhendab, et and-
mestik jagati juhuslikult kiimneks osaks. Seejéirel voeti esimesed iitheksa osa ning
neid kasutati mudeli hindamiseks ja viimase osa andmetele leiti mudeli alusel
prognoosid. Prognoose vorreldi péris tulemustega ning raporteeriti prognoo-
sitdpsus. Samamoodi kasutati testandmestikuna iikshaaval ka koiki teisi iiheksat
alamandmestikku ning lopptépsusena raporteeriti koigi kiimne téapsuse keskmi-
ne. Saamaks hinnang tdpsuse hajuvusele, voeti kiimnest saadud hinnangust 300
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Joonis 2: Peakomponentanaliiiisi tulemused nelja esimese peakomponendiga rahvusgruppide
kaupa
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Joonis 3: Protsentuaalne hajuvuse kirjeldatus peakomponenditi

bootstrap-valimit, mille jaoks arvutati samuti vélja keskmine tépsus. Saadud 300
tdpsuse hinnangust leiti kvantiilid gg.go5 ning go.975 ehk siis eeldatavasti ligi 95%
vaatlustest peaks jadma nende arvude vahele.

Oluline kiisimus, millele on vaja tdhelepanu péorata, on parameetrite valik
mudelites. Tugivektormasinate puhul on vaja leida karistusliige C' ning Gaussi
ehk RBF tuuma korral ka « védrtus. Juhusliku metsa puhul on vaja leida puu
hargnemise otsustamisel kasutatavate peakomponentide arv m, minimaalne lehe
SUUrus My, ning puude arv. Lisaks mojutab suuresti tulemust see, kui palju
peakomponente kasutada mudeli tegemiseks. Et koikide nende otsuste tegemine
ristvalideerimise abil osutuks ajaliselt praktiliselt voimatuks, siis jirgnevas on
valikut pisut lihtsustatud.

Tugivektormasinate puhul kasutati C' parameetrina C' = 1 voi C' = 2. Tu-
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givektormasinate puhul kontrolliti ka teisi parameetrite vadrtuseid, kuid need
andsid kas mérksa halvema tulemuse (C' < 1) voi joudsid parimal juhul sisuliselt
sama tulemuseni, mis C' = 2 juhul (C > 2). Parameetrina + otsustati kasutada
vadrtust %. Katsetades mitmel juhul 1dbi erinevate v véartustega, andis just

selline valik parimaid tulemusi vai parimale lihedasi tulemusi. Uhtlasi on % ka
vaikimisi soovitus tarkvara poolt. Niiiid ja edaspidi néitab joonistel mérksona
SVM1, kui kasutatakse tugivektormasinaid parameetriga C' = 1 ning SVM2, kui
parameeter on C' = 2.

Juhusliku metsa korral valiti puude arvuks 600. Prooviti ka muid puude arve,
kuid puude arvu suurendamine ei andnud mitte mingit lisatdpsust. Peakompo-
nentide arvuks, mille alusel tehakse puu treenimisel otsus, valiti kirjanduse [9]
soovitusel m = |/p], kus p on peakomponentide arv. Minimaalseks lehe suuru-
seks valiti 7,5, = 1.

0.6-

Meetod
LDA
0.4 o SVML
o sVM2
RF
0.2-

Tapselt klassifitseeritute osakaal

0.0-
0 500 1000 1500
Peakomponentide arv

Joonis 4: Klassifitseerimismeetodite tipsused 10-jaotuse ristvalideerimise korral sdltuvalt
valitud peakomponentide arvust koos 95% bootstrap usaldusintervallidega

Jooniselt [f] on néha, et viikese arvu peakomponentide korral annavad kdik
algoritmid keskmiselt ligilihedase tulemuse, mis seejuures on SVM1, SVM2 ja
juhuslike metsade puhul parim, lineaarsel diskriminantanaliiiisil aga halvim.
Siinkohal tuleb mérkida, et viikseim arv peakomponente, mida niidatakse joo-
nisel, on 5. Veel viiiksema peakomponentide arvu korral olid tulemused sarna-
sed kui 5 peakomponendi juhul, kusjuures LDAst paremaid tulemusi ei saa-
vutatud. Peakomponentide arvu suurenemisel paraneb lineaarse diskriminanta-
naliiiisi tépsus, saavutades 200 peakomponendi juures platoo. Teised meetodid
kéituvad ebaiihtlasemalt, kusjuures koik iilejaidnud meetodid saavutavad pigem
halvemaid tulemusi peakomponentide arvu suurenemisel.

Joonisele 4] on lisatud ka bootstrap-meetodil leitud 95% usaldusintervallid.
Huvitav on néha, et LDA hajuvus on pisut suurem kui teistel meetoditel, kuid
suurte peakomponentide arvu korral viaiksema hajuvuse tagavad SVM1 ja SVM2
annavad teisalt viga halbu tédpsuse niitajaid.

Voib oelda, et lineaarne diskriminantanaliiiis saavutab antud vordluses pari-
maid tulemusi. Diskriminantanaliiiis vajab heaks tulemuseks juba véihe tunnu-
seid ning teised meetodid jadvad LDAle alla keskmise tdpsuse mottes mis tahes
peakomponentide arvu korral. Tabelis|l{on vilja toodud viis tdpsemat meetodit.

Et LDA on robustsem voéimaliku peakomponentide arvu valiku suhtes ning
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eelneva ristvalideerimise korral maksimaalne keskmine tapsus tekkis just disk-
riminantanaliiiisi rakendamisel, siis ka edasises keskendutakse rahvuse prog-
noosimisel lineaarse diskriminantanaliiiisi rakendamisele. Pigem tuleks eelistada
viiksemat peakomponentide arvu, kui on tagatud juba maksimaalne saavutatav
tapsus.

Tabel 1: Viis parema tépsusega meetodit
Meetod PC arv Téapsus  qo.025 q0.975

1 LDA 355.0000 0.7078 0.6770 0.7345
2 LDA 285.0000  0.7063 0.6739 0.7390
3 LDA 495.0000 0.7058 0.6754 0.7382
4 LDA 215.0000  0.7053 0.6761 0.7331
5 LDA 565.0000  0.7029 0.6687 0.7415
1.00-
g
3
‘T 0.75-
g
&
E
= 0.50-
E
g
2
5 0.25-
7
i
0.00-
0 10000 20000 30000 40000 50000

Indeks

Joonis 5: LDA-ga prognoositud eesti gruppi kuulumise tdensosused sdltuvalt ennustamiseks
valitud peakomponentide arvust

Tabelis[2|on esitatud pohivalimisse kuuluvate inimeste (n = 49 199) sagedus-
tabel inimeste enda raporteeritud rahvuste ning nendele prognoositud rahvuste
vahel. On niha, et iildjoontes on prognoos ootuspirane, mida on eelkdige néha
raporteeritud eestlaste ja venelaste prognoosimisest. Niiteks 87,8% raporteeri-
tud eestlastest prognoositakse samuti eestlaseks, 73,6% raporteeritud venelas-
test prognoositakse venelasteks. Tendents leidub ka teiste raporteeritud grup-
pide puhul, kuid on ndrgem. Raporteeritud soomlastest 52,7% prognoositakse
soomlaseks, raporteeritud ldtlastest vaid 17,4% prognoositi litlasteks. Halvasti
on prognoositud ka niiteks raporteeritud leedukaid (15,4%) ning iihtegi poolakat
néiteks ei onnestunudki prognoosida. Paraku prognoositakse viimastel juhtudel
inimene tihti venelaste sekka. Kui vilja arvata raporteeritud eestlased, soom-
lased ja sakslased, siis iilejddanud raporteeritud rahvuste korral prognoositakse
inimene enamasti kuuluma vene gruppi.

Muidugi téielikult ei ole voimalik veenduda raporteeritud rahvuse digsuses
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Tabel 2: Prognoositud rahvus ja raporteeritud rahvus, kasutades 200 peakomponenti ja
LDAd

Raporteeritud
Prognoositud 1 2 3 4 5 6 7 8 9 10 11 12
Austria 54 51 9 0 0 4 2 5 0 0 0 18
Bulgaaria 0 1 0 0 0 0 0 0 0 0 0 7
Tsehhi 82 190 118 5 0 3 1 6 1 2 0 16
Taani 0 0 0 0 0 0 0 0 0 0 0 0
Eesti 35 051 1693 15 7 100 7 9 4 20 5 5 23
P&hja-Soome 0 0 0 0 0 0 0 0 0 0 0 0
Louna-Soome 176 25 0 0 119 0 2 0 0 0 0 15
Prantsuse 0 0 0 0 0 0 0 1 0 0 0 0
Po&hja-Saksa 23 8 1 0 0 0 0 5 0 0 0 4
Louna-Saksa 14 11 5 0 0 1 0 4 0 0 0 4
Hollandi 0 0 0 0 0 0 0 0 0 0 0 0
Ungari 3 1 0 0 0 0 0 0 0 0 0 1
Pohja-Itaalia 0 0 0 0 0 0 0 0 0 0 0 0
Louna-Itaalia 0 0 0 0 0 0 0 0 0 0 0 0
Lati 166 9 0 0 0 0 0 0 12 0 0 0
Leedu 87 12 0 0 0 0 0 0 5 1 6 0
Poola 0 0 0 0 0 0 0 0 0 0 0 0
Vene 4273 5645 473 286 7 7 43 4 31 37 28 37
Hispaania 0 0 0 0 0 0 0 0 0 0 0 0
Rootsi 1 1 0 0 0 0 0 0 0 0 0 1
Sveitsi 2 14 3 3 0o 23 0 0 0 0 0 45
Uhendkuningriigi 0 0 0 0 0 0 0 0 0 0 0 0
Kokku 39932 7661 624 301 226 45 57 29 69 45 39 171

1-eesti, 2-vene, 3-ukrainlane, 4-valgevenelane, 5-soomlane, 6-juut, 7-tatarlane, 8-sakslane,
9-ldtlane, 10-poolakas, 11-leedukas, 12-muu

ajaloolises mottes, kuid kindlasti néitab see teatavat tendentsi. Ilmselt oleks
sobivam kui ka muude raporteeritud rahvuste seas prognoositaks enam vaat-
lusi nimigrupi hulka. Téiendavat voéimalust selle kindlustamiseks vaadeldakse
edasises.

Joonisel [5| on vélja toodud erinevate peakomponentide arvudega saadud
hinnangud eesti gruppi kuulumise toendosusele. Siinkohal on prognoos tehtud
koikidele Geenivaramu andmetele. Jooniselt [5| on selge see, et erinev arv pea-
komponente ei kiitu klassifitseerimise mdottes véga erinevalt, kuid erinevused
on suured vastavates toendosustes. On néha, et pea 50 000 doonorist ligikaudu
12 500 ei médrata ilmselgelt eestlaseks (neil on téendosus alla 0.5 kuuluda eesti
gruppi). LDA puhul oli joonisel [4] tdheldada, et viiga suurt erinevust rahvuse
klassifitseerimise tdpsuse mottes peakomponentide arvudel ei ole. Seega jadb
kiisimus selle kohta, mis voiks olla sobiv peakomponentide arv, et ldhendada
toendosuseid voimalikult hésti.

4.3 Simulatsioonikatse toendosuse prognoositipsuse hin-
damiseks

Eelnevalt jéi selgusetuks, milline peakomponentide arv voib sobida ldhendama
toendosust koige paremini. Néiteks pakub huvi see, et kui inimesel on iiks va-
nematest eestlane ja teine monest muust rahvusest, kas siis hinnatakse tema
eesti rahvusgruppi kuulumise tdendosuseks ligikaudu 0,5 (mis oleks dige), voi on
toendolisem mingi muu tulemus. See teadmine oleks vajalik selleks, et moista,
kui hésti saab nende analiitisitulemuste pohjal hinnata inimese vanemate ja va-
navanemate péaritolu. Et lahendada seda probleemi, otsustati tekitada teadaole-
va toendosusliku péritoluga inimesi, kasutades simulatsiooni. Kuna valdavalt
klassifitseeritakse Eestiga seotud inimesi, siis simulatsioonis kasutati referentsi-
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dena eesti ja eestile ldhedasi gruppe. Teostati jargmine protseduur:

1.

2.

Valiti vilja olemasolevaist eesti, 1dti, soome, rootsi ja vene referentsand-
metest vilja sellised, mille téendosus kuuluda vastavasse rahvusgruppi oli
suurem kui 0,95. Ennustuse tegemiseks kasutati 200 peakomponenti. Igast
grupist valiti juhuslikult viis inimest.

Valiti juhuslikult iiks eestlane ja iiks ldtlane ning ldhtudes valitud SNP
andmetest tekitati sellele eestlasele ja latlasele {iks genotiiiip, mis on te-
kitatud sama toendosusmudeli pohjal nagu tekiks nende indiviidide lapse
genotiiiip (vanema alleel antakse edasi lapsele tdenédosusega 0.5). Sammu
korrati 100 korda. Tapsem kirjeldus pseudokoodis

. Sammu 2. korrati ka vanemate paari eesti-rootsi, eesti-soome, eesti-vene

korral.

. Saadud inimestele arvutati vélja olemasolevate andmete pohjal peakom-

ponendid.

Seega saadi neli korda 100 genotiiiipi, kes peaksid olema ligikaudu tdendosusega
0,5 eestlased ja toeniosusega 0,5 mingist muust vastavast rahvusest. Jooniselt [G]
on niha, et iildjoontes on tulemus tdepoolest ootuspirane: uued populatsioonid
néivad vihemalt kahe peakomponendi mottes kuuluvat ldhtereferentside vahele.

20-
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-20-
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Joonis 6: Referentsvalimid ning neist simuleeritud jirglaspopulatsioonid
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Andmed: Eesti ja muu referentspopulatsiooni SNP vektorid (iga element
on 0, 1 voi 2), molemast viis. m on SNP vektori pikkus

Tulemus: Jérglaspopulatsiooni 100 SNP vektorit X3

for i =1 to 100 do

Vali juhusliku eestlase SNP vektor X7;

Vali juhusliku muu rahvuse SNP vektor Xo;
Tekita abitulemuste vektor Y7;
Tekita abitulemuste vektor Ya;
for j =1 tom do
if X17j =1 then
Yl,j — Z ~ B6(05),
> Juhuslik suurus Z on Bernoulli jaotusega
else

‘ Yl,j <
end
if Xg,j =1 then

| Y2, < Z ~ Be(0.5);
else

‘ YQJ $—
end
end
X3 =Y1 + Yo
end

X1,
2 )

Xaj.
2 )

Pseudokood 1: Jarglaste genereerimine

4.3.1 Rahvusgrupi prognoosimine 0,5-0,5 jirglaspopulatsioonis

Jargnevalt kasutame LDA mudelit ning uurime, milline peakomponentide arv
annaks prognoosina téele ldhedasemaid téenfdosuseid. Meenutagem, et andmed
on genereeritud olukorras, kus n-6 6ige hinnang inimese téenéosuslikule péritolule
vastavalt eesti ja mingist muust rahvusgrupist inimesele on 0.5-0.5.

Tulemused leitud tdendosuste jaotumisest on esitatud jooniseil ja
Tegemist on teatavas mottes muretava tulemusega, sest paljudel juhtudel ei
ole valdav osa tdenédosusmassist koondunud 0,5 iimbrusesse vaid kuhugi mujale.
Koikide rahvusgruppide puhul on tiheldada, et peakomponentide arvu suurene-
des saavutavad mudelid teatavas mottes ”enesekindlust”: prognoositakse pigem
kas viikest voi suurt toendosust kuuluda vastavalt eesti voi mingisse muusse
gruppi. Eriti hésti on tendents néha rootsi ja 16unasoome puhul, kus 700 pea-
komponendi juhul on téendosusmassid koondunud #értesse.

Teatavas mottes parem on pilt 14ti ja vene gruppide puhul, kus on samu-
ti tdheldada dértesse koondumist, ent suundumus pole nénda tugev. Viiksema
peakomponentide arvu puhul voib ménel juhul (niiteks vene 5, 10, 50) pida-
da tulemust pigem heaks. Tulemus annab mérku sellest, et suur kasutatavate
peakomponentide arv ei pruugi olla hea mote, sest voib viia iilesobitamiseni.

Korvutades eelmiste jooniste tulemusi joonisega [6] voib mirgata huvita-
vat toika. On téheldada, et 16unasoome ja rootsi grupid, mille vastavad 0.5-0.5
jirglaste toendosusmassid koondusid dértesse, on ka visuaalselt eesti grupist
kaugemal. Eesti referentsvalim néib pigem hésti eristuvat rootsi voi 16unasoome
grupist, iihtlasi ka vastavad eesti-lounasoome ja eesti-rootsi jarglased jéavad
kaugele klastrite keskmeist. Samas on léti ja vene referentsid kahe peakompo-
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nendi alusel eesti grupile mérksa ldhemal ning vastavad 0.5-0.5 jirglased on
surutud tihedalt olemasolevate eesti ning l4ti voi vene referentside vahele. Néib,
et jirglaste selline paiknemine tingib ka selle, et ennustatakse enam véartuseid
mitte ddrtest vaid keskelt, mis on omakorda toele lihedasem tulemus.
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Joonis 7: Ruutkeskmised vead sdltuvalt peakompoentide arvust ja jirglasgruppide vanemate
rahvusest; 0,5 eesti-0,5 muu

Seega voib jareldada, et korrektsemaks prognoosimiseks peaksid referents-
grupid olema lihedasemad. Juba eesti-ldunasoome ja eesti-rootsi jarglaste puhul
on niha, et mudeli otsustus ei ole viga sobiv, iitks pohjus selle taga voib olla
see, et piirkonnas, kuhu eesti-ldunasoome ning eesti-rootsi jarglased sattusid,
oli ddrmiselt vihe voi tildse mitte vaatlusi. Teine mérksona on pigem véike pea-
komponentide arv, sest niib, et peakomponentide arvu suurendamine tekitab
ohtu iilesobitamiseks.

Joonisel[7 on vilja toodud prognooside ruutkeskmised vead soltuvalt valitud
peakomponentide arvust. Joonise 16unasoomlastega osa ei ole viga informatiiv-
ne, sest mis tahes arv peakomponente on tekitanud suure vea. Vene ja lati
joonistel tekivad miinimumid sarnastel kohtadel: iiks kahe peakomponendi ju-
hul ning teine 20 peakomponendi timbruses. Rootsi puhul tekib parim tulemus,
kasutades kahte peakomponenti.

On selge, et iikski tulemus ei tditnud ootusi jouda valdavalt 0,5-le lihedaste
toensosusteni. Uks pohjus selle taga on kindlasti mondade gruppide liiga suur
eraldatus ning seda probleemi {iritatakse jiargnevas ka adresseerida.

4.3.2 Rahvusgrupi prognoosimine 0,75-0,25 jarglaspopulatsioonis

Jargneva osa idee seisneb selles, et vihendada referentsgruppide kaugusi teine-
teisest. Uks lihtne lahendus selleks on kaasata referentspopulatsioonide hulka ka
eelmises alapeatiikis loodud 0,5-0,5 jarglaspopulatsioonid.

Testandmestikuks tekitatakse analoogiliselt koodiga [1] igast rahvusest 100
jarglast, kelle iiks vanem on eesti ning teine vanem pooleldi eesti ja pooleldi
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mingit muud paritolu. Kokkuvéttes peaks toene ldhedane tulemus olema, et
eesti paritolu toendosus on 0,75 ja mingi muu péritolu tdendosus 0,25. Ka uute-
le testandmetele leitakse vastavad peakomponendid ning seejérel prognoositak-
se LDA mudeli abil, mille referentspopulatsioonide hulka on niiiid arvatud ka
0,5-0,5 jarglaspopulatsioonid, ka 0,75-0,25 jarglaspopulatsioonide toendosused.
Mérgime, et 16pliku eesti gruppi kuulumise téenédosuse arvutame kui

Prsttina = PESTinit + %PEST—MUUMW
kus PggsTinit on algsesse referentsgruppi kuulumise tdenéosus ning Prsr— mouv;,,,,
on lisatud eesti-muu 0,5-0,5 jarglaspopulatsioon. Analoogiliselt saab 16pliku
toendosuse arvutada ka ldti, lounasoome, vene ja rootsi gruppidele.

Eelkirjeldatud mudeli kohaselt saadud toendosuste prognooside jaotused on
esitatud jooniseil R9B0J3Tjja [32] Jooniseilt néhtub, et tulemused on pisut pare-
mad kui 0,5-0,5 jirglaste prognoosimisel saadi, st lahedasemad véértustele 0,75
ja 0,25. Huvitava tendentsina on tdheldada, et peakomponentide arvu suurene-
des koonduvad prognoosid valdavalt 0,5 iimbrusesse. See néitab seda, et suure
peakomponentide arvu korral médratakse inimesed enamasti lisatud 0,5-0,5 re-
ferentsgruppidesse.

Jooniselt [§|on nédha, et ruutkeskmiste vigade méttes on kéesolevad prognoo-
sid tdpsemad kui oli ainult 0,5-0,5 jarglaspopulatsiooni prognoosi tulemused.
Antud juhul v6ib 6elda, et prognoosid on muutunud sisulisemaks ka 1dunasoome
ja rootsi gruppide 16ikes, kuna véga suuri MSE viértusi enam ei esine.

Paraku ei anna joonis[§]ithest vastust kiisimusele, milline voiks olla sobiv pea-
komponentide arv, kéikide rahvuste 16ikes. Erinevatele rahvustele néib sobivat
erinev arv peakomponente: néiteks ldti grupil on parim tulemus 50 {imbruses,
rootsi ja vene gruppidel on parim tulemus 18 iimbruses ning ldunasoomlaste
puhul on parim tulemus véga véikse arvu, néiteks 4 puhul. Samas, arvutades
koikide gruppide pealt iihise ruutkeskmise vea, on nédha, et sobivaimaks osutub
17 peakomponendi kasutamine. Tédpsemad tulemused iihise ruutkeskmise vea
osas on esitatud tabelis [3

Tabel 3: Kiimme parima tipsusega peakomponentide arvu 0,75-0,25 jirglaste ennustamisel

MSE PC arv

1 0.2598 17
2 0.2609 18
3 0.2761 30
4 0.2792 29
5 0.2835 19
6 0.2878 28
7 0.2909 16
8 0.2920 27
9 0.2931 20
10 0.2941 21

Voib viita, et mudelile vastavate referentsvalimite 0,5-0,5 jarglastega laien-
damine oli digustatud. Ruutkeskmised vead vdhenesid ja leitud toenéosused
jaotusid toepédrasemalt. Seega néib kehtivat todemus, et korrektse prognoosi ta-
gamiseks peaks prognoositava vaatluse piirkonnas siiski leiduma piisavalt refe-
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Joonis 8: Ruutkeskmised vead séltuvalt peakomponentide arvust ja jarglasgruppide vane-
mate rahvusest; 0,75 eesti-0,25 muu

rentspopulatsiooni elemente. Seejuures vihemalt 0,75-0,25 jarglaspopulatsiooni
puhul osutus sobivaimaks valida peakomponentide arvuks 17.

4.3.3 Rahvusgrupi prognoosimine kaugemate rahvuste puhul

Eelmises alapeatiikis jareldati, et kaasates mudeli referentspopulatsioonide hul-
ka ka 0,5-0,5 jarglaspopulatsioonid ldhedasematest gruppidest, on voimalik tosta
prognoositéipsust. Ideaalvariandina voiks pakkuda, et nonda voiks tekitada ka
koikide teiste rahvusgruppide omavahelised 0,5-0,5 jarglased. Paraku viib see
ldhenemine absurdini, sest kokku oleks vaja nonda tekitada juurde (222) = 231
referentsvalimit. Kui isegi piirduda vaid eestlasi sisaldavate uute 0,5-0,5 refe-
rentsvalimitega, mida on 22, jaab oht, et uued tekkivad referentsvalimid on viga
sarnased omavahel voi olemasolevate referentsvalimitega. Néiiteks voib juhtuda,
et eesti-ldunasaksa jarglaspopulatsioon on sarnane pohjasaksa algse referents-
populatsiooniga. Parim variant on see, kui mudel t66taks juba algusest peale
nonda, et poleks vaja seda tdiendada lisareferentsidega.

Kontrollimaks seda, kui hésti mudel prognoosib 0,5-0,5 jarglaspopulatsioone,
kelle vanemad on gruppidest, mille distants on suurem, tekitame jarglaseid eest-
laste ja 16unaitaallaste ning eestlaste ja lounasakslaste vahel. Skeem on analoo-
giline sellele, mida on kirjeldatud koodis|l} Jéllegi valitakse vanempopulatsiooni
rahvuse esindajad, kes prognoositakse antud gruppi vahemalt téendosusega 0,95.

Joonistel [g] ja [I0] on esitatud keskmised prognoositud tdendosused soltuvalt
peakomponentide arvust. Keskmised toendosused, mis jaid alla 0,05 summeeri-
ti kokku gruppi Muu. On néha, et viike arv peakomponente ei anna oodatule
lihedaseid tulemusi. Vaadates tédpsemalt joonist [9] ldunasaksa péritolu inimes-
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Joonis 10: Keskmised prognoositud osakaalud 0,5-0,5 eesti-lounaitaalia jirglastel sdltuvalt
peakomponentide arvust

tega, on néha, et kahte kuni 20 peakomponenti kasutades ei tuvastata iildse
ldunasaksa péritolu ning eesti grupi téenéosust hinnatakse kiillalt viikseks. Sar-
nane tulemus on n#éha ka lounaitaalia péritoluga inimeste prognoosimisel joo-
nisel kus kahe voi viie peakomponendi puhul ei tuvastata praktiliselt iildse
eesti voi 16unaitaalia péritolu. Selle asemel on huvitav niha, et mudel prognoosib
viikese peakomponentide arvu korral inimesi enamasti geograafiliselt kuhugi va-
hepealsetesse voi naabrusesse kuuluvatesse gruppidesse. Niiteks, kasutades 2-50
peakomponenti, prognoositakse lounaitaalia-eesti jarglaste puhul austria, ungari
ja bulgaaria gruppi kuulumise téendosuseid, mis ilmselgelt ei ole geograafiliselt
lahedal ei lounaitaallastele ega ka eestlastele.

Huvitaval kombel on saadud joonistelt ndha ka positiivseid tulemusi sel-
lest, kui kasutada ennustamiseks suuremat arvu peakomponente. Lounaitaalia
péritolu jarglaste puhul v6ib mérgata, et alles peakomponentide arvu 700 ja 1500
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puhul hakatakse ennustama piisavalt suuri eesti gruppi kuuluvaid téenéosusi.
Osutub, et eelneva joonise pohjal otsustades annab tdepédraseima tulemuse
Idunaitaalia péritolu inimestele 1500 peakomponenti; 16unasaksa péritolu ini-
mestele 700 peakomponenti. Kahjuks mélemal juhul tulemused ei ole siiski viga
ldhedased toesele tulemusele 0,5-0,5 ning prognoositud toesndosused jadvad ka
parimal juhul neile oluliselt alla.

Paraku néib, et ei leidu iiheselt médaratud peakomponentide arvu, mis so-
biks {ihtlaselt mis tahes juhtumil kiillalt hea prognoosi saamiseks. Olukordades,
kus vaatlused on osaliselt eesti péritoluga, on voimalik saavutada kiillalt hea
tapsus, kasutades prognoosiks ligi 20 peakomponenti. Samas, eristamaks kauge-
maid gruppe on ikkagi vajalik mérksa suurem peakomponentide arv. Voimalik
selgitus tulemusele on see, et ldhedaste gruppide korral viib viga suur pea-
komponentide arv iilesobitamiseni. Kaugemate gruppide puhul on ilmselt vaja
mudelisse ka mérksa rohkem informatsiooni, et jouda sisukate hinnanguteni,
ning seega ei jouta ka suuremate peakomponentide arvude puhul nonda ruttu
iilesobitamiseni.

4.4 Tulemused modifitseeritud mudeli korral

4.4.1 Prognoositud téendosused raporteeritud rahvuseti

Eelnevast simulatsioonikatsest tehtud jéarelduste pohjal tehti mudelisse paran-
dused ning saadud soovituste ja alusel tehtud prognoosid Geenivaramu doo-
norite kohta on esitatud jérgnevalt. Tulemuste saamiseks kasutame tabelis [3]
soovitatud 17 peakomponenti, mis jirglastele, kes olid ligikaudu téenédosusega
0,75 eesti paritolu ja 0,25 muud péritolu, andis véikseima ruutkeskmise vea.

Joonisel on vilja toodud keskmised prognoositud toenédosused rahvuse
jirgi. 17 peakomponendi korral on ndha, et tulemused on pigem ootuspérased:
valdavalt on keskmised tdenédosused suuremad kuuluda enda raporteeritud rah-
vusgruppi, ent tendents pole iga rahvuse puhul vdga tugev. Selgesti on néha,
et néiteks raporteeritud eestlaste voi venelaste puhul on suurimad prognoosi-
tud téendosuste keskmised just vastavalt eesti voi vene grupi puhul. Sarnane
tulemus on néha ka raporteeritud soomlaste puhul, kus keskmine lounasoome
téendosus on suurim.

Huvitav on tulemus néiteks ise raporteeritud liti, leedu ja poola rahvus-
te puhul. Koikidel juhtudel on tdheldada suur vene ja eesti komponent, kuid
margatavalt on esindatud ka vastav raporteeritud rahvus. Teatavas mottes on
geograafilise liheduse mottes ka ootuspérane, et litlaste seas voib mudel anda
ka moningast leedu moju, sarnaselt ka leedukate seas voib tdheldada moningast
l4ti ja poola gruppi kuulumise toendosuse olemasolu.

Sakslaste puhul v6ib mérgata, et suuremad keskmised téendosused on kuu-
luda austria, tSehhi, pohjasaksa ja lounasaksa gruppi, mis on koik geograafili-
selt ootuspérased tulemused. Jéllegi on tdheldada arvestatav eesti ja vene grupi
toendosuste olemasolu.

Teatavas mottes on viga ponev jélgida, kuidas ennustatakse rahvused, mille
esindajaid pole referentsidena otseselt vilja toodud. Ro6mustav on todeda, et
ka siinkohal on tulemused loogilised. Ukrainlaste puhul on suuremad keskmised
toendosused prognoositud tSehhi, poola ja vene gruppi kuulumiseks; valgevene-
laste puhul on suuremad keskmised toendosused prognoositud vene, poola ja ka
leedu gruppi kuulumiseks. Tatarlased prognoositakse valdavalt eestlasteks voi
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venelasteks ning juutide puhul ei joonistu paraku selget suundumust, vaid iisna
kaalukalt on esindatud bulgaaria, tsehhi, eesti, ungari, vene ja Sveitsi grupp.

Keskmised vastava grupi kuulumise tdendosused. 17 peakomponenti
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Joonis 11: Keskmised prognoositud tdendosused kuuluda vastavasse gruppi rahvuseti, kasu-
tades prognoosiks 17 peakomponenti

Viga huvitav on ka see, et pea koikide raporteeritud rahvuste puhul on prog-
noositud téendosuste hulgas markmisvéarselt suured vene ja eesti tdenédosused.
Sellele saab vilja pakkuda kaks voimalikku seletust. Esiteks ongi véimalik, et
geenidoonorid, kes on Eestiga seotud omavadki teatavat eesti voi vene péritolu,
sest seda péritolu peaks esinema Eestis enim.

Samas, et suundumus néib nii massiline, on ka voimalik, et probleem tekib,
kuna referentsvalimite maht ning esindatavus ei ole tasakaalus. Meenutagem,
et eesti ja vene referentse on suurendatud tagamaks piisav voimaliku hajuvuse
kirjeldatus nendes gruppides, kusjuures eriti vajalik oli see vene grupi jaoks,
kus 100 inimesest koosnev referentsvalim osutus selgelt liiga viikseks. Néiteks
esialgsetel tulemustel prognoositi valdav osa raporteeritud venelasi leedukaiks.
Vois juhtuda, et venelaste referentspopulatsiooni suurendamisega prognoositak-
se niiiid ka moéned valdavalt leedu péritolu inimesed sagedasemini vene gruppi
kuuluvaiks, millele v6ib viidata ka suur vene gruppi kuulumise téendosus ra-
porteeritud leedukate puhul. Autor usub siiski, et vene ja eesti referentsvalimite
suurendamine oli digustatud, sest viga arvuka (7738 inimest) vene rahvusest
doonorite korrektsem prognoos avaldab paremat moéju kui véimalik viike viga
leedu rahvusest doonorite puhul, keda on kokku 116.

Selge on see, et tipsemate toendosuste saamiseks nii leedukate kui ka teiste
rahvuste jaoks oleks koige sobivam samm siiski suurendada tunduvalt referents-
valimite mahtu. Kui juba vene referentsi puhul on tdheldada teatavaid prob-
leeme véimaliku varieeruvuse kirjeldamisega vaid 100 inimesega, siis voib ilm-
selt arvata, et sama probleemiga tuleks kindlasti tegeleda ka naiteks prantsuse,
iihendkuningriigi, hispaania ja poola referentsvalimite korral. Paraku kéesoleva
magistritoé raames seda kiisimust adresseerida pole voimalik.

Vordluse mottes on hea vaadata ka joonist, kus on saadud tulemused kasuta-
des 700 peakomponenti. Tulemused selle kohta on esitatud joonisel[I2] On néha,
et suurem varieeruvus erinevate ennustuste vahel, mida oli veel néha joonisel
on 700 peakomponendi prognoosi joonisel kadunud. Niiteks on muutunud
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kaduvviikseiks tSehhi, poola ja leedu gruppi kuulumiste toendosused valgevene-
lastel ja ukrainlastel. Selle asemel ennustatakse neid pea téielikult vene gruppi
kuuluvaiks. See néitab seda, et prognoosid muutuvad liialt enesekindlateks ning
enam ei esitata reaalsuses leiduvat ebakindlust korrektselt. Ilmselt ei ole dige
oelda ukrainlastele, et tegemist on peaaegu kindlasti venelastega eriti veel ju-
hul, kui méningane tsehhi ja poola gruppi kuulumise téendosus tegelikult viitaks
kas voi natuke sellele, et paritolu selle inimese puhul ei ole tegelikult nii lihtsalt
kirjeldatav.

Seega, ehkki alapeatiikis [Rahvusgrupi prognoosimine kaugemate rahvuste]
puhull on viidatud, et kaugema péritoluga vanemate jarglaste puhul voib olla
suurest peakomponentide arvust kasu, siis esmapilgul tundub, et vdiksem arv
peakomponente sobib antud iilesande jaoks paremini. Viiksem arv ei kaota &ra
varieeruvust ning arvatavasti vihendab ka ohtu iilesobitamiseks. Ka jargnevas
eelistame rahvusgrupi prognoosimisel kasutada 17 peakomponenti.

Keskmised vastava grupi kuulumise téenédosused. 700 peakomponenti

1.00- Grupp

W [
| EES ITAN
W= ITAS
B onk LAT
West W

DR e
B ens [ Rus
| B
[ cern [ swe
B cers [T cHe
Pino [ cer

0.75-

Osakaal
o
(4,
o
:

0.25-

0.00-

000 Qe
W

& e
o @ A
A8}

e ot 25  _ane s 25 e e
e 3 \_eed"\‘ Lanet W \,oo\a\‘ e\ Soom\a o e jen

=5 SO

Raporteeritud rahvus

Joonis 12: Keskmised prognoositud tdendosused kuuluda vastavasse gruppi rahvuseti, kasu-
tades prognoosiks 700 peakomponenti

Eelnevatel joonistel anti prognoositud toendosustest iilevaade keskmistega,
kuid lisaks on tihtis vaadata ka kuidas tdpsemalt téenfosused jaotuvad. Meenu-
tagem, et alapeatiikis [Rahvusgrupi prognoosimine 0,5-0,5 jarglaspopulatsioonis|
jouti néiteks léti-eesti jarglaste ja suure peakomponentide arvu korral olukor-
rani, kus néiteks nii eestlastele kui ka latlastele prognoositi enamasti 0 voi 1
ldhedasi téendosuseid, mis keskmiselt {ile populatsiooni annab kiill 0,5-1e 1&hedasi
tulemusi, kuid indiviidi tasandil liheb selgelt méoda téepérasest tulemusest. Tu-
lemused tden#osuste jaotumiste kohta on esituatud joonistel [33|[34] ja [35] kus-
juures iga raporteeritud rahvuse kohta on néidatud vaid need prognoositud rah-
vused, mille puhul keskmine téenfosus jéi iile 0,01.

Hea on todeda, et kasutades rahvuse prognoosimiseks 17 peakomponenti, ei
ole iildiselt tekkinud selliseid teineteisest eralduvaid alasid nagu eesti-l&ti 0,5-0,5
jarglaspopulatsiooni prognoosimisel. Monede eranditega on valdavalt tegemist
unimodaalsete jaotustega. Joonistelt ndhtuvad tulemused on laias laastus sar-
nased tulemustega, mida on niidatud joonisel [T}
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4.4.2 Rahvusgruppidesse kuulumise téeniosused maakonniti

Jargnevalt uuritakse, kas ja kuidas on prognoositud téendosus kuuluda iihte voi
teise rahvusgruppi seotud inimese enda poolt raporteeritud siinnimaakonnaga.
Siin uuritakse 33 710 inimese andmeid, kes on Geenivaramuga liitumisel and-
nud teada, et nad on siindinud Eestis ja nimetanud ka oma siinnimaakonna.
Margime, et niitid ja edaspidi, rddkides maakondadest ja valdadest, mdeldakse
maakondi ja valdu nende piirides enne 2017. aasta haldusreformi. Jérgnevalt
on joonisel [I3] esitatud keskmised tdeniosused maakondade kaupa. Joonisel on
kajastatud vaid doonorid, kes on end raporteerinud eestlastena, sest arvatavasti
vaid selliste inimeste kuvamine joonisel v6ib midagi loogilist anda ka interpre-
tatsiooni maottes.

Keskmised vastava grupi kuulumise téendosused. 17 peakomponenti
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Joonis 13: Keskmised prognoositud tdensosused kuuluda vastavasse gruppi maakonniti, ka-
sutades prognoosiks 17 peakomponenti

Joonisel on niha, et pea koikides maakondades on suurim toenédosus kuuluda
eesti gruppi, mis on eestlaste puhul ootuspérane. Ka iilejadnud tulemused on
geograafiliselt loogilised. Litile 1dhedasemates maakondades nagu Voru, Valga
ja Pdlva on tdheldatav suurem Léti komponent; Vorumaal ka teatav Leedu kom-
ponent. Viimane tulemus voib tuleneda ka sellest, et Léti referentsvalim on olnud
liialt véike ning seega on Voru maakonna inimesi ka méiratud moneti suure-
ma téendosusega leedu gruppi kuuluvaks. Teistega maakondadega vorreldes on
ldunasoome gruppi kuulumise téenédosus on suurem Ida- ja Lé&ne-Viru maa-
kondades. Samuti on pea ainukesed kohad, kus on ndha véiikest rootsi gruppi
kuulumise toenéosust, Hiiu- ja Lé&inemaa, mis on samuti ajalooliselt moistetav
tulemus.
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5 Tulemused II: Eesti-sisese piritolu hindamine

Uks magistritod eesmirke on rahvusliku péritolu kirjeldamine. Ent saadavate
andmete rohkuse tottu on ilmselt olemas suutlikkus kirjeldada ka detailsemalt
inimeste péritolu Eesti-siseselt.

Antud peatiikis kasutatakse prognoosimise lihteandmeiks jille peakompo-
nente, mis on arvutatud SNPde andmetest. Samas pole siin kasutatavad pea-
komponendid enam tépselt samad, mis peatiikis [Tulemused I: péaritolu hinda-|
[mine rahvuse tasandill kus peakomponendid olid leitud iileeuroopaliste refe-
rentsandmestike pealt, vaid peakomponendid on arvutatud ainult Geenivaramu
doonorite andmete pealt. Peakomponentide hindamiseks kasutati koiki SNPe,
midagi ei eiratud nagu on kirjeldatud alapeatiikis [Genotiitibiandmete esmane]
[tootlus rahvuse klassifitseerimisell kusjuures peakomponendid on arvutatud su-
gulusmaatriksi pealt. Ulesande mahukuse tottu leiti peakomponendid kasutades
PLINK 2.0 tarkvara ning sealt véljastati 100 peakomponenti, millele jargnev
analiiiis tugineb.

Etteruttavalt peab mainima, et peakomponentide leidmine just nonda, kasu-
tades vaid Geenivaramu doonoreid, osutub Eesti-sisese klassifitseerimise seisu-
kohalt véga oluliseks. T66 kaigus vorreldi, kuidas suudavad eristada rahvusva-
heliste referentspopulatsioonide alusel leitud peakomponendid ja Geenivaramu
doonorite pealt leitud peakomponendid inimesi Eesti-siseselt, ning osutus, et
eelkirjeldatud uus meetod annab mérksa loogilisemaid ja interpreteeritavamaid
tulemusi.

5.1 Prognoos maakonna alusel

Uks lihtne voimalus kirjeldamaks inimeste péritolu on klassifitseerida inimes-
te siinnimaakonda analoogiliselt sellele, nagu oli tehtud peatiikis
[paritolu hindamine rahvuse tasandill Erinevuseks on siinkohal see, et gruppidena
vaadeldakse 15 Eesti maakonda. Autori bakalaureusetéos [2] on samuti kirjel-
datud, et maakondade vahel leidub peakomponentide méttes méarkimisvéarseid
erisusi. Joonis[I3|nditab, et maakondade vahel leidub keskmiste rahvuslike prog-
nooside méttes erinevusi. Uhtlasi on joonisel [14| ndidatud, kuidas peakomponen-
did seletavad maakondlikku péritolu. Esimene peakomponent médrab eelkdige
dra pohja-louna telje: viikestele esimese peakomponendi véédrtustele vastavad
enamasti Voru- voi Polvamaa vaatlused ning suurtele esimese peakomponen-
di véidrtustele vastavad Virumaa vaatlused. Lisaks on n&ha, et ka jargnevad
peakomponendid voivad osutuda téhtsaks klasside eristamisel. Naiteks neljas
peakomponent eristab iilejadnud klassidest selgelt Hiiu maakonna. Seega voib
maakondadesse klassifitseerimine anda h#id tulemusi.

5.1.1 Meetodite vordlus maakonna ennustamisel

Sarnaselt alapeatiikiga [Klassifitseerimismeetodite vordlus| teostatakse ka siin re-
ferentsandmestikule 10-jaotuse ristvalideerimine ning iihtlasi on valitud para-
meetrid juhuslikule metsale ning tugivektormasinatele samad. Joonisel on
vorreldud erinevaid klassifitseerimismeetodeid ning nende tépsusi. Vorreldes
rahvusgruppide vahel klassifitseerimisega joonisel [ on esimesena téheldada, et
klassifitseerimise tépsus on méarkimisvéadrselt langenud. Tulemus on tunduvalt
halvem, arvestades, et klasse, mille vahel antud iilesandes oli vaja teha otsus,
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Joonis 14: Referentsandmestik Eesti-sisese péritolu kirjeldamiseks erinevate peakomponen-
tide 16ikes maakondade kaupa

oli siinkohal seitsme vorra vihem. Uks voimalik seletus sellele on see, et klas-
side vaheline eralduvus ongi maakondade klassifitseerimisel halvem. Parimad
tulemused koos bootstrap usaldusintervallidega on esitatud ka tabelis
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Joonis 15: Klassifitseerimismeetodite tépsused 10-jaotuse ristvalideerimise korral sdltuvalt
valitud peakomponentide arvust

Vilja joonistub jéllegi tendents, et viikse peakomponentide arvu korral on
prognoosid ebatédpsed, kuid kiiresti saavutatakse n-6 platoo, misjérel tapsus
véga palju el parane peakomponentide arvu kasvades. Meetodite vordluses saa-
vutab parima tulemuse ka siin lineaarne diskriminantanaliiiis, kusjuures pari-
mad tdpsused on saavutatud 100 ja 65 peakomponenti kasutades.
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Tabel 4: Viis parema tépsusega meetodit maakondade prognoosimisel

Meetod PC arv Tépsus q0.025 q0.975

1 LDA 100  0.5331 0.5248 0.5423
2 LDA 65 0.5326 0.5233 0.5434
3 LDA 72 0.5298 0.5194 0.5414
4 LDA 93  0.5298 0.5190 0.5397
5 LDA 79  0.5295 0.5195 0.5383

5.1.2 Prognoosid maakonniti

Et uurida tédpsemalt, miks on maakonniti klassifitseerides tépsus keskpérane,
vaadeldakse ennustatud toendosusi ka Gigete maakondade 16ikes. Prognooside
saamiseks kasutati eelmise alapunkti tulemust, mille kohaselt parima tulemuse
saab kasutades LDAd ja 100 peakomponenti. Teostati 10-jaotuse ristvalideerimi-
ne, et saada prognoosid kogu referentsandmestiku kohta. Tulemused keskmiste
toendosustega dige maakonna kaupa on esitatud joonisel [I6]
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Joonis 16: Keskmised ennustatud tdeniosused dige maakonna kaupa, kasutades 100 pea-
komponenti ja LDAd

Paljudes maakondades pole tulemused halvad eriti arvestades seda, et mitmel
juhul on valesti médratud maakondade n#ol tegemist 6ige maakonna naaber-
maakonnaga. Néiteks on Ida-Virumaal prognoositud suure tdenéosusega vaat-
lusi kuuluma Lé#ne-Virumaale. Sarnaseid ilminguid leidub veel palju, néiteks
Voru maakonnast périt inimestele prognoositakse ka arvestatava téenfdosusega
Pélva voi Valga maakonda kuulumist.

Joonise mottes jagunevad maakonnad sisuliselt kaheks. Uhte tiiiipi maakon-
dades saavutatakse prognoosimine vastavasse maakonda korge tSendosusega.
Nii on niiteks Hiiu, Polva, Parnu, Saare, Valga, Viljandi ja Voru maakonnas ja
pigem ka Viru maakondades. Teise rithma jadvad Harju, Jogeva, Jirva, Lééne,
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Rapla ja Tartu maakonnad. Parema tdenédosusega esimene rithm koosneb valda-
valt piiridédrsetest maakondadest ning halvema toendosusega teine rithm koosneb
Sise-Eesti maakondadest aga ka suurematest tombekeskustest Harju ja Tartu
maakonnast.

Téaiesti rahule ei saa jadda tulemustega Sise-Eesti maakondades ja Harju ja
Tartu maakonnas. Eriti halb on kirjeldatus Harjumaal, kus peaaegu vordvadselt
on esindatud Harju, Jéarva, Ldane-Viru, viaiksemal mééral ka Lé&dne maakonda
kuulumise toenédosused. Tulemus viitab sellele, et sellise geneetiliselt eristuva en-
titeedi nagu Harju maakond olemasolu on dérmiselt kaheldav, kui harjumaalasi
ei suudeta hésti tuvastada. Sarnane kiisimus jaib ka teiste Sise-Eesti maakon-
dadega, kus prognoosid ei ole osutunud nii tépseiks.

Sellise probleemi tekkmine v6ib mitmel pohjusel olla ootuspérane. Esiteks
ei pruugi maakond olla sisuliselt tdhenduslik méiste, kuna praegune haldusjao-
tus on kujunenud vélja timberkorralduste tulemusena Eesti NSVs, saavutades
monede eranditega ténase 15 maakonnaga kuju aastal 1964 [20]. Teiseks, tu-
lemus voib ka tdhendada, et maakonnad pole sisuliselt parimad eritlejad, sest
inimeste lilkkumine v6is mitmel puhul olla maakondadevaheline ning tihti on ol-
dud seotud néiteks murrete kaudu paremini naabermaakondadega. Néitena voib
tuua kirderannikumurde, mida koneldi ja vihesemal méa#ral koneldakse Pohja-
Eesti rannikualadel Joeldhtme kihelkonnast Narva -Joesuuni [2I]. See tdhendab,
et selle ala inimesed vo6ivad olla sarnased, kuid et nad kuuluvad ka kolme erine-
vasse maakonda, siis ilmselt péhjustavad nad ka vigu maakonna alusel klassifit-
seerides. Siinkohal tuleb réhutada, et kirderannikumurde piirkonna inimeste ge-
neetiline sarnasus on esialgu koigest hiipotees, kuid hiipoteesi korrektsus viitaks
sellele, et maakondade alusel klassifitseerimine ei pruugi olla parim variant. On
voimalik, et selliseid eristuvaid gruppe, mis iiletavad maakondade piire, leidub
veelgi enam. See omakorda niitaks, et kirjeldamiseks ja klassifitseerimiseks on
vaja vilja pakkuda midagi paremat kui maakondade valimine klassifitseeritva-
teks objektideks.

5.2 K-keskmiste klasterdamine

Eesmérk on peakomponentide alusel tuvastada Eesti-siseselt klastrid, mis se-
letaksid, millised piirkonnad Eestis on paremini eristuvad. Ideaaljuhul tekivad
klastrid, kuhu kuulub ligilihedaselt vordsel arvul inimesi ning mis moodustavad
teatavas mottes geograafiliselt loogilised tervikud. Viltida tuleks selliste klast-
rite teket, kuhu on jadnud vaid iiks voi kaks vaatlust, sest sellised klastrid ei ole
piisavalt iildistusjoulised.

5.2.1 Andmete puhastamine K-keskmiste klasterdamise abil

Esialgsed eksperimendid K-keskmiste klasterdamise meetodit kasutades néitasid,
et suurendades K véaartust, tekkisid 6ige pea klastrid, kuhu kuuluski vaid iiks
vaatlus. On selge, et sellise klastri tekkimine pole kooskolas eesmérgiga saa-
da iihtlase suurusega klastreid. Toigast, et selline inimene eristus, véib samuti
jéreldada vastava indiviidi erandlikkust ning seega on ilmselt parem selline ini-
mene referentsvalimist eemaldada. Protseduuri, mille alusel andmeid puhastati,
on detailsemalt seletatud koodis 21

Protseduuri tulemusena tekitati iilimalt 25 klastrit samaaegselt eemaldades
inimesi, kes moodustasid klastri iiksinda. Nonda eemaldati algsest andmestikust
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itheksa vaatlust. Eelnimetatud koodi alusel eemaldati kuus vaatlust ning kuna
iihte klastrisse jai 16puks vaid 3 vaatlust, siis otsustati ka need eemaldada. 25
klastri puhul on klastrite suurused pigem tasakaalus, mida on niaha ka tabelist

Bl

Tabel 5: Kirjeldavaid statistikuid klastrite suuruse kohta 25 klastri korral
Min qg25 Mediaan Keskmine ¢g75 Max
54 117 228 231 313 481

5.2.2 Kilastrite arvu valik séltuvalt peakomponentide arvust

Jargneva arutelu motiveerimiseks on vaadeldud kahte joonist. Siin ja edaspidi
uurime tulemusi Eesti kaarti kujutavate jooniste kaudu, kus igale vallale vastav
ala on vérvitud vastavalt sellele, kui suur protsent selles vallas siindinud geeni-
doonoreid kuulub vastavasse klastrisse. Joonisel [17] on kujutatud nelja klastrit,
vottes aluseks kaks peakomponenti, ja joonisel on kujutatud nelja klastrit
vottes aluseks sada peakomponenti. Joonistelt on selgesti niha, et peakompo-
nentide arv mojutab tosiselt klastrite kujunemist. Kasutades vaid kaht pea-
komponenti, tekkisid vihemasti territoriaalselt vordvairsed klastrid, ent kasu-
tades sadat peakomponenti eristab meetod eraldiseisvana véikse Hiiumaa klast-
ri (klaster 4 joonisel . Kasutades kaht peakomponenti, on klastrite suurused
vastavalt 1144, 1106, 2178 ja 1228; kasutades sadat peakomponenti, on klastrite
suurused vastavalt 2679, 1376, 1452 ja 149.

Saja peakomponendi kasutamine tekitab kiill moneti sarnaseid klastreid,
vorreldes kahe peakomponendi kasutamisega, ent samas on liigendatuse tase
véga erinev. Kaks peakomponenti tekitavad iildistatud pildi, kuid sada pea-
komponenti kirjeldavad olukorda detailsemalt.

Tolgendatavuse seisukohalt on molema peakomponentide arvu kasutamine
mones mottes digustatud, kuna ilmselt pakub huvi nii tldisem kui ka detail-
sem pilt. Suur arv peakomponente sisaldab rohkem informatsiooni ning peaks
voimaldama tuvastada véiksemaid klastreid, samas kui viike arv peakompo-
nente néaitab iildisemat suundumust, kuid ei pruugi suuta eristada véiikseid
klastreid. Selgusetuks jadb veel vaid see, milline on siiski sobilik peakomponen-
tide arv, et saavutada iildisuse ja detailsuse eesmérgid. Voib juhtuda, et nelja
klastri kasutamine kahe peakomponendi korral on liiast, ning v6ib juhtuda, et
koigest nelja klastri kasutamine ei suuda kirjeldada andmetes leiduvat tegelikku
detailsust.

Seega on vajalik leida sobiv suhe peakomponentide arvu ja klastrite arvu va-
hel. Uks vimalus selle jaoks on fikseerida klastrite arv ning leida sellele sobivaim
peakomponentide arv. Seda voib teha néiteks valides sellise peakomponentide
arvu, mis tagab koige sarnasemad klastrite suurused. Mérksa parema teoreetili-
se pohjendusega on idee fikseerida peakomponentide arv ning leida sellele vastav
klastrite arv.

5.2.3 Gap-statistiku leidmine

Antud t66s kasutatakse klastrite arvu leidmiseks ldhtuvalt fikseeritud peakom-
ponentide arvust nn gap-statistikut, mille olemusest on pohjalikumalt kirjutatud
alapeatiikis [Klastrite arvu méaaramine]
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Joonis 17: Antud klastrisse kuuluvate inimeste protsent valla elanikest. Klastrid 2 peakom-
ponendi ja 4 klastri korral

Voimalikud klastrite arvud on valitud kui £ = 1,2, ..., 20, sest andmeid pu-
hastades jouti iilimalt 25 klastrini ning suuremat klastrite arvu voib pidada
keerukaks ka interpretatsiooni ja klastrite selguse mottes. Samuti, katsetes te-
kitada veelgi enam klastreid hakkasid itha sagedasemini tekkima ainult viga
véiiksed iihe-kahe vaatlusega klastreid ning tendents jétkus ka pérast selliste
viga viikeste klastrite eemaldamist. Bootstrap valimite arvuks valiti B = 7,
mis on kiill vihe, ent arvutusliku keerukuse tottu oleks suurem arv noéudnud
véga palju rohkem aega.

Joonisel [19|on vilja toodud gap-statistikute vairtused peakomponentide ar-
vu ja voimalike klastrite arvu korral. Kasutades K hindamise kriteeriumina
Tibshirani et al. artiklis [I8] soovitatud reeglit

K = viihim k, mille korral Gap(k) > Gap(k + 1) — sg41,

tekiksid méne peakomponendi arvu korral kiillalt segased tulemused. Néiteks
peaks siis saja peakomponendi korral olema sobiv ainult iiks klaster, mis kind-
lasti pole sisuline valik. Teatavas mottes on saja peakomponendi juhtum ebata-
valine, sest reeglina on statistiku vadrtus hakanud pérast esimest sammu siiski
kasvama, aga siin ta hakkab hoopis kahanema ning suurem hiipe tuleb kaheksa
klastri korral. Samas, kui lihtuda ideest, et kasulik tulemus oleks saada suur
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Joonis 18: Antud klastrisse kuuluvate inimeste protsent valla elanikest. Klastrid 100 pea-
komponendi ja 4 klastri korral

gap-statistiku véartus, siis néiteks saja peakomponendi jaoks voiks kas voi ka-
heksa klastrit olla selgelt parem valik kui iiks klaster.

Seega voib antud situatsiooni sobida paremini teine kriteerium K hinda-
miseks, mis pohineb Dudoit’ ja Fridlylandi artiklil [T9], mille tulemusi tdhistame
tabelis veerus Globaalne SE Max. Kokkuvote erinevate kriteeriumite abil saadud
hinnangutest K-le on tabelis [} Tabelist on néha, et ootuspiraseimad tulemu-
sed saadakse esimeses veerus olevate tulemuste puhul, mis on saadud globaalse
gap-statistiku maksimumi ja sellest mitte oluliselt erinevate vééartuste otsimise
abil. Tibshirani et al. vélja pakututd kriteerium ei néi siinkohal andmetele sobi-
vat, sest ehkki kolm klastrit on moeldav kolmele peakomponendile, siis vaid iihe
klastri kasutamine suurte peakompoentide arvu juures on siiski méeldamatu.
Viimases veerus on vilja toodud need klastrite arvu vadrtused, mille korral on
tekkinud esimene hiippeline suurenemine. Esimene hiipe voib esindada seda,
milline v6ib olla minimaalne sobiv klastrite arv antud peakomponentide arvule.
Edaspidises kasutatakse enamasti Globaalse SE Max tulemusi.

Tabelist [6] on samuti néha, et téepoolest ei nii olevat vastuolu hiipoteesiga,
mille kohaselt peakomponentide arvu kasvades suureneb ka sobiv vastavate
klastrite arv, ehkki klastrite arv kasvab selgelt aeglasemalt vorreldes peakom-
ponentide arvu kasvuga.
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Joonis 19: Gap-statistikud ja vastavad standardhilbed erinevate peakomponentide arvu
korral

Tabel 6: Hinnangud k jaoks kasutades Gap-statistikut ja erinevaid kriteeriumeid
PC arv  Globaalne SE Max Tibshirani SE max Esimene hiipe

3 6 3 2
) 7 1 3
10 12 2 2
20 17 1 4
50 17 1 4
100 18 1 8

Saadud tulemustest lahtuvalt kasutame edasises jargnevaid kombinatsioone:
100 peakomponenti ja 18 klastrit, 10 peakomponenti ja 12 klastrit, 5 peakompo-
nenti ja 7 klastrit ning 3 peakomponenti ja 3 klastrit. Valja on jaetud 20 ja 50
peakomponendi kasutamine, kuna molemale peaks vastama kiillalt suur klastri-
te arv, mis on juba 100 peakomponendiga kaetud. Kolme peakomponendi jaoks
ei kasutata kuut klastrit, sest viie peakomponendiga saadav 7 klastrit on sellele
juba kiillalt 1ahedal. Selle asemel proovitakse 3 peakomponendi jaoks 3 klastrit,
sest see annab suurima hiippe ning {ihtlasi Tibshirani kriteerium soovitab just
seda.

5.2.4 Klasterdamise tulemused

Joonistel ja[39] esitatakse iilal valitud peakomponentide ja klastri-
te arvude alusel tekkinud klastrid. Joonistel on nédidatud valdade kaupa antud
klastrisse kuuluvate inimeste protsendid koéikidest valimis olevatest valla elani-
kest. Tabelis [7] on viilja toodud ka vastavate klastrite suurused.

On n#ha, et klasterdamine on andnud loogilisi tulemusi ning valdavalt on
tekkinud selgesti eristuvad klastrid. Kolme klastri puhul on eristatud vastavalt
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Joonis 20: Vaatluste protsentuaalne jaotumine valdade kaupa kasutades 10 peakomponenti
ja 12 klastrit

Louna-Eesti, Ida-Eesti ja Lédne- ning Kesk-Eesti.

Seitsme klastri puhul on eristatud vastavalt Kagu-Eesti; Louna-Eesti Tartu-
ja Valgamaa osad; Kesk-Eesti Jogeva-, Jarva- ja Harjumaa; Ladne-Eesti Saare-,
L&dne- ja Ladne-Harjumaa; Parnu- ja Viljandimaa; Hiiumaa; Kirde-Eesti.

12 klastri korral ldheb pilt veidi segasemaks, ent siiski on klastrid péris hésti
eristatavad. Tekkinud klastrid on vastavalt Poltsamaa iimbrus; Hiiumaa; Kirde-
Eesti; Tartu ja Otepdd iimbrus; Lammijirve dédres asuvad alad; Louna-Vorumaa;
Mulgimaa; Pohja- ja Kesk-Eesti; Setumaa; Pérnu- ja Lainemaa; Kolga-Jaani ja
Viljandi timbrus; Saaremaa ja Lééne-Eesti.

18 klastri korral on klastrid vastavalt Louna-Piarnumaa; Loode- ja Kesk-
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Tabel 7: Vaatluste arv klastris
Klastri number
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18
1483 1427 2746
923 740 1185 759 1038 129 882
443 134 626 624 449 305 405 958 352 705 101 554
140 853 118 116 338 289 698 353 67 122 257 406 91 694 357 497 116 144

oo VWX

Eesti; Virumaa lounaosa; Kolga-Jaani ja Viljandi {imbrus; Pohja-Viljandimaa;
Kirderanniku alad; Setumaa; Muhu saar; Louna-Vorumaa, Saaremaa; Mulgi-
maa; Vandra iimbrus; Poltsamaa imbrus; Antsla timbrus; Lammijérve korval
olevad alad; Tostamaa timbrus; Hiiumaa.

Ehkki klastrid on selgesti eristuvad, siis moneti probleemne on klastrite
viga erinevad suurused. Niiteks on 18 klastriga juhul klaster 9 (Muhu klas-
ter) vaid 67 vaatlusega, kuid klastris 2 (Loode- ja Kesk-Eesti) on vaatlusi 853.
Ka 12 ja 7 klastri puhul jaab silma, et klastrite suurused pole parimas tasakaa-
lus. Tolgendatavuse seisukohalt on takistuseks suurte klastrite olemasolu suure
klastrite arvu korral, sest kui 18 klastri korral raporteerida, et inimene kuulub
klastrisse 2, saab ta mérksa vihem teada oma péritolu kohta, kui inimene, kes
kuulub Muhu klastrisse. Uks vdimalus seda probleemi lahendada on suurenda-
da veelgi klastrite arvu, et jagada ka suurimad klastrid alamklastreiks. Paraku
néitasid katsed sellega seda, et suured klastrid jéid endiselt alles ning tegelikult
tekkisid uued klastrid hoopis praeguste viikeste klastrite jagamisest. Seega tea-
tavas mottes on kiesolev tulemus parim, mida sellise meetodiga vilja pakkuda
on voimalik.

Teine muretav toik on geograafiliste erindite olemasolu. Hea tulemus oleks
see, kus oleks selgelt saada aru, millistel aladel domineerib mingi klaster. Kind-
lasti voib leiduda ka erandeid ténu sellele, et inimesed on rénnanud, ning seega
voib leida klastri esindajaid ka mujal kui ainult klastri peamisel levialal. Néiteks
joonisel 36| klaster 1 esindab valdavalt 16unaeestlasi, kuid péris arvestatav hulk
on klastri 1 esindajaid ka teistes Eesti piirkondades.
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Joonis 21: Vaatlused esitatud kahe peakomponendiga 3 klastri korral

Et kirjeldada paremini erandeid, voib tagasiside raames olla hea n#idata
ka tulemusi peakomponentide ldikes nagu on tehtud joonisel 2I] Nonda on
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voimalik inimesel tuvastada jooniselt enda véimalik erandlikkus ning sel ju-
hul on moéistetavam ka klassifitseerimise tulemus. Klastrite keskmeist kaugemale
jaavad vaatlused voivadki olla erandlikumad ning maoistetavalt voib seal tekkida
enam prognoosivigu.

5.3 Kilassifitseerimine klastrite alusel
5.3.1 Meetodite vordlus klastri ennustamisel

Eelnevaga sarnaselt kontrollitakse 10-jaotuse ristvalideerimise abil, millised mee-
todid ja milline peakomponentide arv annavad klassifitseerimisel parimaid tu-
lemusi. Parameetrite valik tugivektormasinate ning juhusliku metsa hindamisel
on jadnud samaks. Tulemused on esitatud joonisel 22] ning tabelis [8]

3 Klastrit 12 Klastrit
100 10-

ose —i
N Meetod

. - svm

096 S - svme

~% Meetod

e - svm
B - svme

Tapselt Klassifitseeritute osakaal
/

Tapselt Klassifitseeritute osakaal
4

100 e

Meetod

= svm
- svme
RF

Tapselt Klassifitseeritute osakaal
Tapselt Klassifitseeritute osakaal

E) 50
Peakomponentide arv Peakomponentide arv

Joonis 22: Klassifitseerimistépsused sdltuvalt klastrite arvust

Joonisel ja tabelist ndhtub viga loogiline tendents. Kdige paremad tulemused
saavutatakse iildiselt selliste peakomponentide arvu korral, mida oli kasutatud
ka klastrite loomiseks. Niisiis klassifitseerimisel kolme klastri korral peaks kasu-
tama kolme peakomponenti, seitsme klastri korral viit peakomponenti, 12 klastri
korral kiimmet peakomponenti ning 18 klastri korral sadat peakomponenti.

Pisut teistsugused tulemused joonistusid vilja meetodite 16ikes, kus LDA ei
osutunud enam alati parimaks. Nii kolme, seitsme kui ka 12 klastri korral saa-
vutasid parimad tulemused tugivektormasinad; pisut paremad tulemused saa-
vutati, kui valiti tugivektormasinatel C' vidrtuseks 2.

Téheldada on ka seda, et klasside arvu suurenedes vidheneb klassifitseeri-
mistépsus, mis on tiiesti ootuspédrane tulemus. Heaks voib pidada ka saadud
klassifitseerimistédpsusi, mis igal juhul iiletavad 0.9 ja néiteks kolme klastri pu-
hul on ldhedal 0.991e. Samas ei tohiks eeldada, et sellise tdpsusega suudetakse
klassifitseerida ka uusi testisikuid, sest antud juhul olid klastrid téotatud vélja
otseselt kasutades referentsandmeid ning osalt selle parast annab ristvalideerimi-
ne viga hiid tulemusi. Selgemaks tépsuse hindamiseks kasutatakse eraldiseisvat
testvalimit.

Seega, edasisel testimisel kasutatakse 3, 7 ja 12 klastri korral meetodina
SVM2-te ning 18 klastri korral kasutakse LDAJ.

40



Tabel 8: Viis paremat klassifitseerijat erinevate klastrite arvu korral

Meetod PC arv Tapsus q0.025 q0.975
3 klastrit
1 SVM1 3.0000 0.9936  0.9922  0.9949
2 SVM2 3.0000 0.9936  0.9922  0.9950
3 SVM2 4.0000 0.9926  0.9909  0.9943
4 SVM2 5.0000 0.9922  0.9906  0.9940
5 SVM1 4.0000 0.9912  0.9890 0.9933
7 klastrit
1 SVM2 5.0000 0.9793  0.9742  0.9840
2 SVM1 5.0000 0.9775  0.9729  0.9821
3 SVM2 6.0000 0.9751 0.9680  0.9808
4 SVMI1 6.0000 0.9740  0.9680  0.9797
5 SVM2 7.0000 0.9728 0.9674  0.9778
12 klastrit
1 SVM2 10.0000 0.9583  0.9538  0.9627
2 SVM1 10.0000 0.9574  0.9512  0.9626
3 SVM2 12.0000 0.9484  0.9404  0.9548
4 SVMI1 12.0000 0.9482  0.9404 0.9561
5 SVM2 16.0000 0.9333  0.9278  0.9388
18 klastrit
1 LDA 100.0000 0.9178 0.9126  0.9233
2 LDA 93.0000 0.9042  0.8990 0.9093
3 SVM2 100.0000 0.8980  0.8927  0.9032
4 SVMI1 100.0000 0.8891 0.8811 0.8965
5 LDA 86.0000 0.8879  0.8822  0.8942

5.3.2 Kilastrite prognoosimine testvalimil

Huvi pakub kiisimus, kui hasti téotab klasterdamise alusel valitud klassidega
klassifitseerimine mingi uue populatsiooni puhul. Et seda kontrollida, teostati
kaks protseduuri miiramaks igale vallale n-6 6ige klaster. Uhel juhul seati valla-
le vastavusse rangelt iiks populaarseim klaster, kusjuures viikide puhul eelistati
vihima indeksiga valda; teisel juhul seati vallale ¢ vastavusse oigete klastrite-
na klastrid Cp*?=?  millesse referentsvalimist kuulus véihemalt + max |Cy®/@=|
liiget. Viimane toiming on vajalik, sest kiillalt palju leidub valdasid, mille refe-
rentspopulatsiooni liikmed klasterduvad peaaegu pooleks. Naiteks kui vaadata
seitset klastrit, siis Helme valla puhul referentsvalimist 12 inimest liigitatakse
klastrisse 2 (Tartu- ja Valgamaa) ning 11 inimest klastrisse 5 (Pérnu- ja Vil-
jandimaa), moned iiksikud veel teistesse klastritesse. Esimese vastavuse alusel
koostatakse joonised, teise vastavuse alusel viljastatakse tdpsushinnangud.

Testisikud valiti sarnasel pchimottel, nagu on vilja toodud alapeatiikis
[terentspopulatsiooni valik Eesti-sisese paritolu uurimiseks| ja ainus erinevus on
siinkohal, et niiiid valiti siinniaastateks 1961-1970. Seega tegemist on referents-
valimist pisut nooremate inimestega, kellede puhul on endiselt oodatav, et nende
slinnikoht néitab suuresti ka vanemate péritolu.

Parameetrite valikul kasutati eelnevalt saadud tulemusi. Kolme, seitsme ja
12 klastri juhul kasutatakse tugivektormasinaid parameetriga C' = 2. 18 klastri
puhul kasutatakse klassifitseerimisel lineaarset diskriminantanaliiiisi. Tulemu-
sed klassifitseerimistépsuste kohta on esitatud tabelis[0} On n#ha, et tulemused
on monevorra halvemad vorreldes sellega, mida on néha ristvalideerimise tule-
mustest tabelis 8] Erinevust pohjustavad mitmed asjaolud. Et testandmestikus
on nooremad inimesed, siis erinevad tegurid, néiteks rédnne, voivadki pohjustada
testvalimi moningast erinevust referentsvalimiga. Siiski ilmselt suurima erinevu-
se pohjustaja on skeem, kuidas on defineeritud vallale ige klaster: paljud vallad
kuuluvad n-6 kahe voi isegi kolme klastri piirile ning ka eelnev skeem, millega
iihele vallale vois vastata mitu diget klastrit, ei pruugi olla piisav.
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Siiski on téiheldada, et prognoositdpsused on paremad vorreldes sellega, mida
oli voimalik saada maakondade alusel klassifitseerimisel ning seda isegi juhul, kui
klasse on maakondadest enam. Seega néitab paranenud prognoositipsus seda,
et klastrite tekitamine on olnud digustatud.

Tabel 9: Prognoositipsused klastrite arvu kaupa testandmestikul
Klastreid 3 7 12 18

Téapsus  0.8330 0.6941 0.6875 0.6488

Jargnevalt on tulemused esitletud juhul, kus vallale on vastavusse seatud ai-
nult {iks klaster. Tabelis[I0]on vélja toodud keskmised prognoositud tdenédosused

dige klastri kaupa, joonistel 23] on seda sama tehtud vastavalt 18, 12 ja 7
klastri jaoks.

Tabel 10: Keskmised tdendosused kuuluda vastavasse klastrisse Gige klastri jargi 3 klastri
juhul

Prognoositud klaster

Oige klaster 1 2 3
1 0.7431 0.1053 0.1515
2 0.0572 0.7364 0.2064
3 0.0914 0.1687 0.7398

1.00-

Klastri
prognoos

0.75-

18

1 ._-
™1 ‘- _

0.00-

Osakaal
o
@
o
:

B
=]

9 10 11 12 13 14 15 16
QOige klaster

.
-

Joonis 23: Klassifitseerimistdendosused soltuvalt Gigest klastrist 18 klastri korral

Vaadates joonist on n#ha, et iildiselt vastavad suurimatele keskmistele
toendosustele just diged klastrid, st kui ige on esimene klaster, siis on keskmiselt
suurim toendosus seal kuuluda ka esimesse klastrisse. Paraku soltuvalt klastrist
ei pruugi oigesse klastrisse kuulumise toen#osus olla alati véiga suur. Samas
tuleb arvestada eeltoodud tahelepanekuga, et tihti voib vallale vastata hoopis
mitu sobivat klastrit. Seda tdhele pannes peaks olema ootuspérane, et suured
toendosused voivad olla ka naaberklastritel. Korvutades joonise 23] tulemusi vas-
tavate kaartidega[38]ja[39 siis pea alati on 6ige klastri korral tdendosused suured
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ka naaberklastritel. Seega, tegemist on viga hea ning loogilise tulemusega, mis
on hésti interpreteeritav. Sarnased seosed tulevad esile ka juhul, kui vaadata de-
tailsemalt tulemusi 7 ning 12 klastri puhul. Kokkuvéttes voib Gelda, et testisiku
vaatlused méératakse iildjuhul suure tGendosusega klastritesse, mis on testisiku
stinnivallale omaseimad v&i siiski testisiku siinnivallas viga levinud.

5.4 Naitetagasiside

Jargnevalt antakse kahe konkreetse inimese niitel iilevaade tagasiside prot-
sessist. Nende inimeste péritolu on iildjoontes teada ning iiks jargneva osa
eesméirk ongi korvutada olemasolevat teadmist péritolu kohta t66s saadud tu-
lemustega. Inimesed on anoniiiimsed ning neid téhistatakse jirgnevalt kui isik
1 ja isik 2. Rahvuse poolest peaksid olema nii isik 1 kui 2 eestlased, pole teada,
et leiduks teistest rahvustest esivanemaid. Eesti-sisese péritolu poolest peaks li-
gikaudu 50% isiku 1 esivanemaist olema Viljandimaalt ning iilejdsinud Jogeva-,
Jarva- ja Harjumaalt, pigem Tallinn-Tartu maantee &drest paiknevatelt aladelt.
Isiku 2 iiks vanem on pooleldi Liédnemaalt ja pooleldi Mulgimaalt ning teine
vanem Lé#dnemaalt.

Esmalt on vilja toodud joonisel |24 tulemused vorreldes referentsrahvustega
kahe peakomponendi teljestikus. On niha, et isik 1 satub iisna eestlaste grupi
keskele, kuid isik 2 on pigem eestlaste ja venelaste piiril; esimese ja kolmanda
peakomponendi teljestikus on isik 2 pigem venelastega samal alal.

2
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Joonis 24: Niidisvaatlused vérreldes lihemate referentsrahvustega kahe peakomponendi tel-
jestikus

Jargnevalt on ennustatud rahvusgruppidesse kuulumist. Tabelis [11| on vélja
toodud 6 suurema toeniosusega gruppi. Esitatud on nii eelpool soovitatud 17
peakomponendiga kui ka 200 peakomponendiga saadud prognoos ning kasuta-
tud on lineaarset diskriminantanaliiiisi. Gruppi kuulumise téendosused voéivad
soltuvalt peakomponentide arvust muutuda palju. Osutub, et vihemalt nende
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kahe isiku jaoks osutub 200 peakomponendi kasutamine mérksa loogilisemaks
valikuks. See voib omakorda tdhendada, et simulatsioonikatsest saadud soovi-
tus kasutada 17 peakomponenti ei pruugi olla parim valik. Paremaks kontrol-
liks oleks vaja enam teadaoleva péritoluga testisikuid, sest ainult kahe inimese
pohjal ei saa teha otsust. Teisalt voib probleem seisneda ka selles, et eesti ja
vene grupid ongi viga ldhedased ning piirialale langevad inimesed, isegi kui nad
on teadaolevalt eestlased, vbivad liigituda venelasiks.

Seega on ilmselt moistlik véljastada kaks hinnangut tGendosusele rahvusliku
péritolu kohta. Vihem peakomponente kasutav ennustus véljastab laiema spekt-
rumi erinevatest tGendosustest, seeldbi vihendades voimalust, et mingi sarnasus
teatava rahvusgrupiga jaiab kirjeldamata, kuid samas ei pruugi toenédosuste suu-
rusjargud olla kooskélas reaalsusega. Rohkem peakomponente kasutav ennustus
véljastab viiksema spektri erinevaid tdenéosuseid ning prognoosid on siin ene-
sekindlamad, st suurima tden#dosusega rahvusgrupp saavutab tavaliselt suure
toendosuse. Samas tekib oht, et hinnang on liialt enesekindel ning ei ennusta
iildse péritolu teistest gruppidest.

Tabel 11: Rahvusgruppi kuulumise tdendosused teadaolevatel isikul, kasutades prognoosiks
erinevat arvu peakomponente

Isik 1 Isik 2

Grupp  Ppc=17  Grupp Ppo=200 | Grupp  Ppcg=17  Grupp Ppc=200
1 Eesti 0.79833 Eesti 0.95996 Vene 0.57386 Eesti 0.84582
2 Vene 0.18959 Vene 0.04004 Eesti 0.40966 Vene 0.15393
3 Lati 0.00731 Leedu 0.00001 Lati 0.00893 Leedu 0.00020
4 Leedu 0.00406 Lati < 0.00001 Poola 0.00384 Lati 0.00005
5 Poola 0.00066 Tsehhi < 0.00001 Leedu 0.00369 Tsehhi < 0.00001
6 Rootsi 0.00005 Poola < 0.00001 Tsehhi 0.00002 Pohja-Saksa < 0.00001

Eesti gruppi kuulumise toendosus on molemal isikul piisavalt suur, et ilm-
selt tasub kontrollida ka isikute Eesti-sisese péritolu kohta. Esmalt kontrollitak-
se, kuidas prognoositakse maakondadesse kuuluvust. Tulemused maakondade
toendosuste prognooside kohta on esitatud tabelis Siinkohal on kasutatud
LDAd 100 peakomponendiga.

Tabel 12: Maakondadesse kuulumise toensiosused teadaolevatel isikutel

Isik 1 Isik 2
Maakond p Maakond P
1 Viljandi maakond 0.58458  Jarva maakond 0.27610
2 Jogeva maakond 0.15921 Rapla maakond 0.21678
3 Jarva maakond 0.10284  Harju maakond 0.17814
4 Harju maakond 0.08355 Jogeva maakond 0.13181
5 Ladne-Viru maakond 0.02364 La&ne maakond 0.08782
6 Rapla maakond 0.02017  Valga maakond 0.03801
7  Lé&ane maakond 0.00953  Tartu maakond 0.03484
8  Tartu maakond 0.00877  Léadne-Viru maakond  0.02095
9  Valga maakond 0.00577  Ida-Viru maakond 0.00993
10 Ida-Viru maakond 0.00121 Viljandi maakond 0.00490

Vorreldes enda 6elduga, on isiku 1 ennustused ldinud véga hésti kokku prog-
noosiga. Téenéosust ligi 0,5 ennustatakse Viljandimaale ning korged tGenédosused
on ka Jogeva-, Jarva- ja Harjumaal. Isikul 2 péritolu nii hésti esile pole tulnud.
Probleem vo6ib seisneda ka selles, mida oli ndha juba testimisel: La&dne maa-
konda on keeruline prognoosida ning selle asemel prognoositaksegi tihti naa-
bermaakondi, néiteks Harju- voi Raplamaad. Samas ei saa Gelda, et tulemused
oleksid téielikult ebaloogilised, sest ajalooliselt ongi pool Raplamaad kuulunud
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La&nemaale ning Jarvamaa ldunapoolsed osad on olnud ajalooliselt Viljandi-
maal. [20]

Huvitavad on tulemused vilja toctatud klastrite 16ikes. Kolme, seitsme ja 12
klastri puhul kasutatakse tugivektormasinaid parameetriga 2, 18 klastri puhul
LDAd. Kolme klastri puhul on mdlemal inimesel suurim téendosus kuuluda
klastrisse number 3, isikul 1 on toendosus 0.99999 ning isikul 2 on toen#dosus
0.95620. Lisaks on isikul 2 tdéen#osus 0.04234 kuuluda klastrisse 1. Suuremate
klastrite arvude jaoks on molema isiku jaoks tulemused koondatud tabelitesse

[3]ja 14}

Tabel 13: Isik 1 klastritesse kuulumise tdensiosused erinevate klastrite arvu korral

7 klastrit 12 klastrit 18 klastrit
Klastri number P Klastri number p Klastri number P
1 3 0.97629 4 0.35398 14 0.73439
2 5 0.01604 7 0.26062 5 0.14312
3 4 0.00561 1 0.16903 2 0.07869
4 2 0.00179 8 0.07919 12 0.04237
5 6 0.00019 12 0.04248 11 0.00139
6 7 0.00007 10 0.03691 6 0.00003
7 1 0.00001 6 0.01453 7 0.00001

7 klastri korral on isik 1 koige toenéolisemalt médratud klastrisse 3, milles on
valdavalt Jogeva, Jérva ja Harjumaa alad. Klastris 3 on esindatud ka arvesata-
valt Viljandimaa ehkki Viljandimaa valdade seas pole klaster 3 populaarseim. 12
klastri korral on isik 1 mé#ratud suure tdendosusega klastritesse 4, 7 ja 1. Klast-
ris 4 on Valga- ja Tartumaa, klastris 7 Viljandimaa ning klastris 1 osa Jarva- ning
Jogevamaast. 18 klastri korral on isik 1 médratud suurema tdéendosusega klastri-
tesse 14 ja 5. Klaster 14 Jogeva-, Jarva- ja Harjumaad, valdavalt Tallinn-Tartu
maantee ddres olevaid alasid ning klaster 5 on seotud enamasti Viljandimaa-
ga. Seega, teatavate moondustega, kuid kdéikidel juhtudel andis klastrite alusel
klassifitseerimine isikule 1 tema enda raporteerituga sarnase tulemuse péritolu
kohta.

Tabel 14: Isik 2 klastritesse kuulumise tdensiosused erinevate klastrite arvu korral

7 klastrit 12 klastrit 18 klastrit
Klastri number P Klastri number P Klastri number P
1 4 0.68824 12 0.39499 2 0.96880
2 3 0.26453 8 0.33781 14 0.03108
3 2 0.04216 4 0.22894 12 0.00004
4 1 0.00204 1 0.01806 15 0.00004
5 5 0.00202 5 0.00808 5 0.00002
6 7 0.00073 10 0.00594 11 0.00001
7 6 0.00028 6 0.00255 16 0.00001

Isik 2 on 7 klastri korral koéige toendolisemalt médratud klastritesse 4 ja
3, viiksem toendosus on ka klastril 2. Eriti just klaster 4 on levinud Lé&ne-
Eestis, klaster 3 on levinud nii Kesk- kui ka Léa#ne-Eestis. Klaster 2 on levinud
Mulgi- ja Tartumaal. 12 klastri korral on isik 2 saanud suuremad téenéosused
kuuluda klastritesse 12, 8 ja 4. Klaster 12 sisaldab jillegi eelkoige Lé&ne-Eesti
vaatluseid, 8 sisaldab enamasti Kesk-Eesti vaatluseid, milles on ka palju La&ne-
Eesti vaatluseid ning klaster 4 sisaldab enamasti Mulgi- ja Tartumaa vaatluseid.
18 klastri korral médratakse inimene viga suure téendosusega klastrisse 2, mis
on jillegi enamasti ld&ne-eestlastega seotud. Seega ka isiku 2 puhul voib 6elda,
et suuremaid lahknevusi ei tekkinud enda raporteeritud péritolu ning klastrite
abil klassifitseerimisel prognoositud péritolu vahel ja tulemused on head.
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6 Kokkuvote

Kiesoleva magistritoo eesmiirk oli leida vaimalusi, kuidas anda TU Geenivaramu
doonoritele tagasisidet nende péritolu kohta nii rahvuse tasandil kui ka Eesti-
siseselt. Saadud tulemused néitasid, et vilja pakutud voimalused péritolu ennus-
tamiseks annavad enamasti hésti interpreteeritavaid ja loogilisi tulemusi, kuid
kindlasti saaks prognoose veelgi enam tédpsustada. T66 kaigus lahtuti analiitiside
tegemisel peakomponentidest ning iiks suuremaid kiisimusi t66 kaigus oli sobiva
peakomponentide arvu valik korrektseima ennustuse saamiseks.

Rahvuse klassifitseerimisel ning vastavate klassitoendosuste leidmisel saa-
vutas tédpseima tulemuse lineaarne diskriminantanaliiiis. Leidmaks korrektseks
tdendosuse arvutamiseks sobivat peakomponentide arvu, teostati simulatsiooni-
katse, milles vorreldi arvatavasti teadaoleva péritoluga genotiiiibi toenéosuseid
vastavate toendosuste prognoosidega sellele genotiiiibile. Paraku simulatsiooni-
katse vastus ei olnud iithene ning 16plikku vastust peakomponentide arvu valikuks
ei selgunud: pohjendatuks saab lugeda nii viikse kui ka suure peakomponentide
arvu kasutamist ning teema vajab tdpsemat uurimist. Samas annavad mélemad
lahenemised loogilisi vastuseid ning saadud tulemust halvaks pidada ei saa.

Eesti-sisesel prognoosimisel kontrolliti esialgu voimalust klassifitseerida maa-
kondade alusel. Sealjuures saavutas tédpseima tulemuse lineaarne diskriminan-
tanaliiiis, kuid mitmete Sise-Eesti maakondade puhul oli klassifitseerimistapsus
madal. Seetdttu otsustati alternatiivina leida K-keskmiste klasterdamise abil
uued klassid, mis voiksid moodustada loogilisemaid ja tdpsemaid kogumeid,
milledesse inimesi liigitada. Leiti seos klasterdamisel kasutatavate peakompo-
nentide arvu ja klastrite arvu vahel ning klastrite arvudena pakuti gap-statistiku
alusel vilja 3, 7, 12 ja 18, mis kirjeldavad erineva detailsusega tekkivaid kogu-
meid. Leitud klastrite alusel testisikute klassifitseerimine andis haid tulemusi
ning enamasti klassifitseeriti testinimesed samasse klastrisse voi naaberklastris-
se. Klassifitseerimismeetoditena kasutati 3, 7, 12 puhul tugivektormasinaid ja
18 klastri puhul lineaarset diskriminantanaliiiisi.

Viimaseks anti nédide tagasisidest kahe inimese pohjal, kelle péritolu on suu-
resti teada. Nende puhul oli ndha, et téendosusliku hinnangu andmine rahvuse-
le voib olla végagi varieeruv soltuvalt valitud peakomponentide arvust ning
oigustatud on anda kaks hinnangut. Teisalt olid Eesti-sisesed prognoosid pi-
gem tdpsed. Nii maakonna alusel kui ka klastrite alusel klassifitseerides jouti
enamasti ootuspéraste tulemusteni.

Suurim kiisimus edasise uurimise osas on ilmselt rahvusprognooside korri-
geerimine. Uks osa sellest on kindlasti peakomponentide edasine uurimine ning
voimaluste leidmine sobiva peakomponentide arvu valikuks. Teisalt on voimalik,
et see pole piisav, sest ka kéesolevas t66s on néidatud, et sobivat kompromissi
peakomponentide arvu valikuks ei pruugigi leiduda. Hoopis tulemuslikum vo6ib
olla referentsvalimite korrigeerimine. Ka t66 kéigus selgus, et vene referents-
populatsiooni on vaja kindlasti tdiendada ning pole taielikult selge, kui héasti
kajastab t66s kasutatud vene referentsvalim varieeruvust venelaste seas. Lisaks
tuleks kindlasti kaaluda Geenivaramu olemasolevate doonorite baasil ka val-
gevenelaste ning ukrainlaste referentsgruppide moodustamist ning iihtlasi voib
saada Geenivaramu andmetest tdiendust latlaste ja soomlaste referentspopulat-
sioonidele.

Tasub moelda ka selle peale, et rahvuse mé#ramise referentsandmestikust
eemaldada Pohja-Soome vaatlused, mis on iilejadnud referentsidega vorreldes
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selgelt erandlikud. Selle grupi eemaldamisega tekib véimalus, et peakomponen-
tanaliiiis suudaks eristada paremini iilejainud eurooplaste vahel eksisteerivat
varieeruvust ning seeldbi jouda klassifitseerimisel paremate tulemusteni. Teatav
analoogia on olemas Eesti-sisese paritolu médramisega, kus peakomponendid on
leitud vaid Geenivaramu andmestest ning nende peakomponentide kasutamine
annab Eesti-siseselt sisukaid tulemusi.

Seega, edasise paritolu uurimise seisukohalt on oluline tagada, et referentsva-
limid oleksid piisavalt suured ning samaaegselt esinduslikud. Eriti oluline on see
rahvuse madramise kontekstis, kuid néiteks referentsvalimi suurendamine omab
kindlasti positiivset moju ka Eesti-sisese péritolu uurimise kontekstis, kus oleks
seelibi voimalik klastreid paremini defineerida. Aastal 2018 viiakse 1dbi 100 000
tdiendava geenidoonori andmete kogumine Geenivaramusse. Kindlasti aitab ka
see andmemahu suurenemine kaasa paremate referentside vilja toGtamisele.

Kéesolevas magistritoos anti iilevaade meetoditest ning voimalustest, mil-
le abil anda tagasisidet péritolu kohta. Tulemused niitavad, et t66s pakutud
voimaluste abil saab esialgsel kujul anda TU Geenivaramu doonoritele tagasi-
sidet. T606s vilja pakutud ideid kasutades saab meetodeid kindlasti veel paran-
dada, et 1oppkokkuvottes tagada geenidoonoritele voimalikult tédpne tagasiside.
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A Koodid

Andmed: Peakomponentide andmestik Cj, mis vastab alapeatiikis
|Referentspopulatsiooni valik Eesti-sisese paritolu uurimiseks|
vélja toodud kriteeriumitele, C; téhistab peakomponentide
andmestikku ¢-ndal sammul

Tulemus: Puhastatud peakomponentide andmestik

k<« 2;

while k£ < 25 do

Tekitada k ja andmete C; alusel k-keskmiste klasteranaliiiisi mudel

M (Cw k)a

Mudeli alusel tekivad klastrid Cjq, ...Cig;

Jjo < min(arg min; |Cy;|);

Cijo < @ ;

k
C7;+1 < U Cij ;
j=1

k < max(2,k — 3);
else

k+—k+1;

Ci+1 — Ci;

end

end

Pseudokood 2: Andmete puhastamine
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Joonis 25: Prognoositud eesti ja liti gruppide tdensosused 0.5-0.5 eesti-ldti simuleeritud
andmete puhul
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Joonis 26: Prognoositud eesti ja 1dunasoome gruppide tdensiosused 0.5-0.5 eesti-ldunasoome

simuleeritud andmete puhul

PC: 5
£
3 2°
£1-
o
0.00 0.25 0.50 0.75 1.00
Tden&osus
PC: 10
@ 20-
15-
E 10-
= 05-
= o0- | : . : |
0.00 0.25 0.50 0.75 1.00
Tdendosus
PC: 50
5-
g5
=% ]
0.00 0.25 0.50 0.75 1.00
Tden&osus

Grupp

I:I EST
D SWE

Grupp

I:I EST
D SWE

Grupp

I:I EST
D SWE

PC: 100
g4
5 3-
22 ]
=
0.00 0.25 0.50 0.75 1.00
Tden&osus
PC: 250
» 60-
>
S 40-
Q
£ 20-
oo
0.00 0.25 0.50 0.75 1.00
Tdendosus
PC: 700
¥ 200-
3 150 -
£ 100~
£ T50-
= -
0.00 0.25 0.50 0.75 1.00
Tdendosus

Grupp

I:I EST
D SWE

Grupp

I:I EST
D SWE

Grupp

I:I EST
D SWE

Joonis 27: Prognoositud eesti ja rootsi gruppide tdendosused 0.5-0.5 eesti-rootsi simuleeritud

andmete puhul
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Joonis 28: Prognoositud eesti ja vene gruppide téendosused 0.5-0.5 eesti-vene simuleeritud

andmete puhul
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Joonis 29: Prognoositud eesti ja ldti gruppide

andmete puhul

Grupp

I:l EST
D LAT

Grupp

I:l EST
D LAT

Grupp

I:l EST
D LAT

PC: 20
0 4- Grupp
23 [ Jest
-,'% 1 |:| LAT
0- ; ; 7 |
0.00 0.25 0.50 0.75 1.00
Tdendosus
PC: 50
9 3- Grupp
3 2- |:| EST
‘E 1 |:| LAT
0- ; 0 7 |
0.00 0.25 0.50 0.75 1.00
Tdendosus
PC: 100
10.04 Gru
8 75- pp
E 50- DEST
£ 25-
LAT
= oo0-, . ! ; | D
0.00 0.25 0.50 0.75 1.00
Tdendosus

toendosused 0.75-0.5 eesti-ldti simuleeritud
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Joonis 30: Prognoositud eesti ja Idunasoome gruppide tdenidosused 0.75-0.5 eesti-ldunasoome
simuleeritud andmete puhul
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Joonis 31: Prognoositud eesti ja rootsi gruppide tdensosused 0.75-0.5 eesti-rootsi simuleeri-

tud andmete puhul
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Joonis 32: Prognoositud eesti ja vene gruppide tdeniosused 0.75-0.25 eesti-vene simuleeritud

andmete puhul

Eestlane Ukrainlane
1.00-
8 0.75- 8 0.75-
g 2
: i, @ 0.50-
T 050 S
§ 0.25- § 0.25-
OOO- l ] ] ] OOO- l l l l ] ]
e a® W e WU af st WY o P
Prognoositud grupp Prognoositud grupp
Venelane Valgevenelane
1.00-
% 0.75- % 0.75-
=§ 0.50- § 0.50-
[
[
©© 025~ § 0.25- l
0.00- i i i | i ] 0.00- —= ; i i i ]
g St a® (N o af et W or

Prognoositud grupp

Prognoositud grupp

Joonis 33: Prognoositud tdendosuste jaotumine vastavalt raporteeritud rahvusele. Eestlased,
venelased, ukrainlased, valgevenelased
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Joonis 34: Prognoositud tdendosuste jaotumine vastavalt raporteeritud rahvusele. Soomla-
sed, juudid, tatarlased, sakslased
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Joonis 35: Prognoositud tdensiosuste jaotumine vastavalt raporteeritud rahvusele. Litlased,
poolakad, leedukad, muud
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Joonis 36: Vaatluste protsentuaalne jaotumine valdade kaupa kasutades 3 peakomponenti
ja 3 klastrit
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Klaster 7

Joonis 37: Vaatluste protsentuaalne jaotumine valdade kaupa kasutades 5 peakomponenti
ja 7 klastrit
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Klaster 1 Klaster 2 Klaster 3

Joonis 38: Vaatluste protsentuaalne jaotumine valdade kaupa kasutades 100 peakomponenti
ja 18 klastrit. Klastrid 1-9
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Joonis 39: Vaatluste protsentuaalne jaotumine valdade kaupa kasutades 100 peakomponenti
ja 18 klastrit. Klastrid 10-18
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Joonis 40: Klassifitseerimistdendosused sdltuvalt Gigest klastrist 12 klastri korral
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Joonis 41: Klassifitseerimistdensosused soltuvalt Gigest klastrist 7 klastri korral
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